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Resumo

Algoritmos 6timos na extracao de componentes principais com aprendizado nao-supervi-
sionado em redes neurais de multiplos neur6nios de saida sao nao-locais, ou seja, as modifi-
cacoes em uma dada sinapse entre dois neurénios dependem também da atividade de outros
neurdnios. Esta rede 6tima extrairéd as principais componentes dos dados € submetidos a sua
primeira camada. As principais componentes sao as projecoes destes vetores nos autovalores
méaximos da matriz de correlacdo C;; = (e;e;), onde a média (-) é sobre a distribuicdo de €.

Existem fortes evidéncias indicando que sinapses biologicas s6 se modificam via regras
locais, como por exemplo a regra de Hebb. Mas se aplicarmos regras locais numa rede
com multiplas saidas, todos os neurdnios da saida serao equivalentes e darao respostas
redundantes. A rede serd bastante ineficiente.

Um modo de contornar este problema é através da restricao dos campos receptivos dos
neurdnios de saida. Se cada neur6nio acessar diferentes partes dos estimulos de entrada,
a redundancia diminui significativamente. Em contrapartida, ao mesmo tempo que a re-
dundancia diminui, também diminui a informacao contida em cada neuronio; assim, devemos
balancear os dois efeitos otimizando o campo receptivo. O valor 6timo, em geral, depende
da natureza dos estimulos, sua estatistica, e também do ruido intrinseco a rede.

Objetivamos com este trabalho determinar a estrutura 6tima de campos receptivos com
aprendizado nao-supervisionado para uma rede neural de uma camada em diversas condic¢oes

medindo seu desempenho a partir de técnicas de reconstrucao.



Abstract

Optima algorithms to extract principal components with unsupervised learning in neural
networks with multiple output neurons are non-local, that is, the changes in a given synapsis
between two neurons depend on activities of other neurons as well. That optimal network
will extract the principal components from the data € submitted to the first layer. The
principal components are the projections of these vectors over the correlation matrix C;; =
(eiej) maximum eigenvalues, where the mean (-) is over all distribution of €.

There are strong evidences indicating that biological synapsis only change themselves
through local rules, like the Hebb’s rule. But if we apply local rules in a network with
multiples units, all the output neurons will be equivalent and they will give redundant
responses. The network will be very inefficient.

A good way to cope with that problem is restricting the output neurons receptive fields.
If each neuron accesses different parts of the input stimulus the redundance falls in an
expressive way. At the same time, the information content in each neuron also decreases;
thus we must calibrate the two effects to optimize the receptive field. In general, the
optimum value depends on the stimulus nature, its statistics, and on the network intrinsic
noise.

With this work, we intend to determine the receptive fields’ optimum structure submitted
to unsupervised learning rule in a single layer network on several conditions measuring its

performance by reconstruction techniques.
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Introducao

Na era da informagao, quase que completamente calcada em nosso sistema visual, verifica-se
uma necessidade cada vez maior de se trabalhar com imagens (com ou sem movimento),
melhorando a transmissao de dados e instrucoes e, deste modo, a comunicagao entre pes-
soas. Compreender o processo biolégico empregado na compactagao de uma imagem, desde
sua apreensao pelos receptores celulares até a decodificacao feita no cérebro, é um avanco
importante no desenvolvimento de ferramentas tecnodlogicas que agilizem a troca de infor-
macoes.

A natureza dotou o olho humano com fotorreceptores, células com a tarefa especifica
de captar a luz, e com células ganglionares, para onde convergem os sinais emitidos pelos
fotorreceptores. Existem aproximadamente 10° células ganglionares no olho humano e,
em média, 125 células fotorreceptoras para cada célula ganglionar (conferir com a figura
0.1; mais detalhes serdo discutidos na se¢do 1.2). Segundo alguns autores [7, 9], toda
imagem pode ser decomposta em componentes mais representativas, dada a quantidade de
informacgoes repetidas. Se, numa hipdtese extremamente rudimentar, supusermos que de
cada matriz de 125 células fotorreceptoras uma célula ganglionar puder extrair uma dessas
componentes, reduziremos em 125 vezes a imagem original e ainda conservaremos cerca
de um milhdo de “fra¢ées informativas” (uma para cada célula ganglionar) com as quais
reconstitui-la no cérebro.

Essas componentes, que aqui podem ser chamadas de componentes principais, dependem
da estatistica do sistema. Existem muitos métodos para determinar componentes principais.
A andlise de componentes principais por redes neurais (conferir a se¢do 2.2) é um formalismo
iterativo que prima por aproximar-se de seu equivalente biologico. Consiste em estudar os
padrdes que caracterizam um conjunto de dados de entrada (em nosso caso, um conjunto

de imagens) para extrair os critérios de sele¢do entre o que é tido como representativo e o
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Fig. 0.1: Visao esquemdtica simplificada da configuracao bioldgica das células responsdveis pela visao. A
luz, representada pela seta & esquerda, carrega a informacdo visual do meio externo atrdves do
olho até atingir a matriz de células fotorreceptoras (centro). No olho humano, existem em média
108 células ganglionares (matriz a direita), cada uma delas conectada ao seu proprio conjunto de
células fotorreceptoras.

que pode ser desprezado.

E evidente que os atuais modelos computacionais de redes neurais pouco reproduzem
as propriedades e caracteristicas do processamento bidlogico de imagens, dada a sofisti-
cacao deste. Todavia, inimeros trabalhos vém sendo realizados no intuito de melhorar
nossa compreensao da natureza visando a conceber melhores modelagens. Ainda que pouco
pretensiosos, os resultados sao favoraveis e estimulantes.

O formato universalmente conhecido de representacdo de imagens digitalmente é o bit-
map ou mapeamento por bits. Com ele, é possivel definir eventos ou dados usando um arranjo
de pontos de dimensao minima distribuidos linear e uniformemente por uma matriz. Cada
um desses pontos ou pizels pode ser individualmente controlado através da troca do valor
de seu bit armazenado. Se for 1, estara ligado; se 0, desligado. Quando se armazena mais
de um bit por pixel, consegue-se reproduzir as cores vermelha, verde e azul em cada ponto,
compondo, deste modo, uma imagem cromatica.

Microcomputadores normalmente usam videos de tubo de raios catodicos que se utilizam
de mapas de bits para exibir imagens retratando textos, graficos ou fotos. Também nos
computadores, os bit-maps sao empregados no armazenamento de imagens para insercao
em documentos de texto ou trabalhos de artes graficas. Neste caso, contudo, este ma-
peamento costuma ocupar muito espaco fisico além de mostrar-se pesado para o manuseio
computacional. O principio para armazenar a imagem em uma midia magnética é idéntico

ao da sua exibicdo em um monitor: uma cor por ponto; uma seqiiéncia de bits por cor.
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Para uma imagem com dimensao 1024 x 1024 pixels e 16 milhoes de cores, necessita-se de
aproximadamente 3 megabytes de espaco em disco’.

Com a dependéncia cada vez maior por imagens de alta qualidade sem perder de vista
a economia de espaco, surgiram os formatos compactados, como o Graphical Interchange
Format (GIF) e o Joint Photographic Ezperts Group (JPEG). Estes formatos foram criados
para filtrar propriedades e caracteristicas menos relevantes na defini¢ao da imagem de modo
a permitir a redu¢ao do tamanho sem prejudicar seu reconhecimento. Um exemplo pode

ser visto na figura 0.2.

Fig. 0.2: Diferenca de sinais descartada em um processo de conversao de uma imagem de formato bit-map
para o formato JPEG. A imagem mais acima & esquerda foi escaneada em tons de cinza de 8
bits. Em seguida, foi convertida para JPEG (acima 4 direita) com a qual a subtragio das matrizes
de pontos foi efetuada. A imagem mais abaizo apresenta os sinais que foram descartados neste
processo.

Ainda que os formatos GIF, JPEG, etc... utilizem critérios distintos entre si para a redugao
do tamanho da imagem, estes critérios se mantém constantes para todas as naturezas de fi-
guras, sejam fotos de familia, paisagens naturais ou constelagoes interplanetérias. Por outro

lado, um algoritmo neural adequadamente preparado é capaz de particularizar critérios, de

1 Uma imagem de 16 milhdes de cores é composta por pixels com palavra de 24 bits, isto €, 224 = 16.777.216. Este valor de
3 bytes por palavra multiplicado pela dimensao da imagem resulta no espago em bytes ocupado pela imagem.
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maneira que tratard uma foto de um grupo de pessoas distintamente de uma paisagem
com arvores e cachoeiras. Empregando o método de andlise de componentes principais,
uma rede de neurdnios sujeita a estimulos adequados pode ser ensinada a determinar as
principais componentes de um grupo de imagens de mesma natureza lhe possibilitando
trabalhar com elas de modo muito eficiente. Retendo consigo o montante mais representativo
de informacoes da imagem, essas componentes poderdao ser armazenadas em um espaco
otimizado. Em outras palavras, uma rede neural desta qualidade pode ser vista como um

compactador personalizado para um dado tipo de necessidade.

Voltando ao sistema biolégico, vamos considerar um exemplo ilustrativo para efeito de
comparagao.

Suponhamos um homem nascido e criado em ambiente urbano sendo subitamente jogado
no interior de uma floresta selvagem e 14 deixado a vagar abandonado. Descartando emogoes
basicas como medo e assumindo que nao lhe faltasse as exigéncias fisiologicas minimas
como agua e comida, podemos tentar teorizar rudimentarmente sobre a confusao pela qual
seria tomado. Numa primeira etapa, este homem passaria horas caminhando ao longo
de quilometros sem notar a diferenca entre a primeira arvore que viu e a ultima em que
parou. Para qualquer lado em que olhasse, sempre veria as mesmas coisas: arvores, plantas,
folhas e outros seres vivos. Mesmo que nao estivesse andando em circulos, pensaria o
contrario. Numa segunda etapa, se tivesse sobrevivido imerso & vegetacao, teria delimitado
uma pequena extensao da regiao para se estabelecer. Mantendo-se restrito a este territério,
alguns dias seriam suficientes para que se adaptasse melhor ao ambiente adquirindo senso
de direcao.

Na etapa inicial, um homem que passou a vida rodeado de prédios jamais tendo visto
mais arvores do que as encontradas num parque urbano, nao possuiria uma visao preparada
para um ambiente selvagem. O tempo que passou na civilizacao condicionou seu sistema
visual a distinguir formas nao naturais. Deparando-se com a vegetacao densa, serd incapaz
de extrair informacoes importantes que lhe permitam diferir um cenario natural de outro
também natural. Nao podendo estabelecer referéncias, fatalmente se perdera.

Na etapa seguinte, contudo, alguns dias passaram, e o aventureiro teve oportunidade de
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conviver exaustivamente entre arvores e cip6s. Esta exposi¢do exaustiva permitiu a for-
magao em seu sistema visual de uma estatistica para as imagens naturais. Paulatinamente,
elementos importantes sao mais facilmente percebidos em sua vizinhanca, suas referéncias

melhoram e, conseqiientemente, seu senso de dire¢ao?.

O cérebro dos mamiferos apresenta capacidades espantosas pelo tamanho que ocupa
se comparado ao desempenho de um sistema artificial. Além destes ultimos serem muito
maiores, sao menos eficientes quantitativa e qualitativamente em um grande nimero de
tarefas, principalmente as que envolvem estimulos imprecisos, difusos ou distorcidos. Eis o
porqué do seu estudo vir despertando tanto fascinio e movimentando tantos pesquisadores.

Nosso trabalho, pois, consiste em dar mais um passo em direcdo & sua compreensao
focalizando-nos particularmente no sistema visual priméario. Compreender este nao se limita
unicamente ao mecanismo biologico responsavel pelo aprendizado sobre o meio, mas também
ao estudo das estatisticas das imagens que compoem seu habitat. As redes neurais aqui
empregadas mostram-se importantes ferramentas e fornecem excelentes resultados.

Estamos interessados em: reproduzir os resultados obtidos em Idiart et al [12] usando a
técnica de teoria da informacao com énfase na obtencao de resultados analiticos; estudar a
dependéncia dos campos receptivos 6timos com a dimensionalidade da rede — em particular,
estudar em detalhe o caso mais realistico de uma rede bidimensional; estudar a dependén-
cia dos campos receptivos 6timos com a natureza dos estimulos — em particular, estudar
o caso em que os estimulos possuem invariancia translacional e invariancia de escala, pro-
priedades comuns em imagens naturais; estudar o comportamento dos campos receptivos
6timos quando o aprendizado é incompleto ou existe ruido na regra de aprendizagem.

O capitulo 1 aprofundard as idéias aqui introduzidas sobre o sistema biolégico enfati-
zando as diferencas em relagao aos sistemas artificiais. No capitulo 2, nos concentraremos
mais diretamente nas redes neurais artificiais. Trataremos de seu conceito e veremos 0s
modelos mais importantes para o desenvolvimento de nosso trabalho. Introduziremos tam-
bém o modelo de campos receptivos restritos (se¢do 2.3) que visa a buscar soluces locais

para problemas normalmente abordados com técnicas nao-locais. O capitulo 3 apresen-

2 A hipétese descrita acima nao leva em consideragdo variveis como iluminacio do meio ou a idade do agente. Sabe-se,
contudo, terem estes pardmetros grande importancia na estatistica do sistema. Animais jovens tém de aprender rapidamente
sobre seu meio para que possam sobreviver.
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tard propriedades e caracteristicas estatisticas determinadas por diversos autores a respeito
de imagens naturais. Veremos também imagens criadas artificialmente que, por suas pro-
priedades estatisticas, servem como possiveis aproximacoes de cenas naturais. No capitulo
4, abordaremos os procedimentos e as técnicas adotados na realizacao deste trabalho e dis-
cutiremos os resultados obtidos. Apéndices também foram adicionados a fim de abordar

temas ou detalhar calculos que nao pareceram pertinentes ao longo do texto.



Capitulo 1

O Sistema Biolégico e os Sistemas Artificiais

A méquina bioldgica é um sistema dotado de capacidades fantasticas encapsuladas de forma
eficientemente enxuta. Como todo sistema biolégico, é o resultado de anos de evolugao e
adaptagao as intempéries do meio, como relevo, clima e demais interacoes com a vizinhanca.

Ao longo dos milhoes de anos que separam os dias atuais do momento do surgimento do
primeiro microorganismo, estas adversidades propiciaram que as espécies se ramificassem
de forma muito rica nos organismos que conhecemos hoje. Seres indiscutivelmente distintos
entre si portando habilidades proprias para enfrentar as dificuldades de seu habitat. Cada
espécie com caracteristicas tinicas, mas todas elas com o mesmo objetivo: sobreviver e
propagar seus gens para as geracoes seguintes.

A capacidade do individuo de uma espécie depende essencialmente — entre outras coisas
— da programacao de seu codigo genético. Algumas espécies reagem puramente a partir
daquilo que talvez possamos rudimentarmente caracterizar como uma motivagao bésica e
inata conhecida popularmente como instinto. A outras espécies mais evoluidas é concedido
o dom de aprender, dom este que da ao ser a possibilidade de sobrepujar o instinto. O
aprendizado é uma faculdade restrita aos organismos dotados de sistema nervoso.

O cérebro é o 6rgao mais importante de qualquer organismo vivo que o possua. Nele, en-
contramos o centro de operagoes responsavel pela administracao de todas as demais funcoes
necessarias a sobrevivéncia do ser, sejam estas operacgoes voluntérias e deliberadas, sejam in-
voluntarias e transparentes a percepc¢ao consciente daquele. Por ele, passam questoes como
o controle do funcionamento dos 6rgaos, a regulagem das temperaturas interna e externa, o
aviso sobre a necessidade de alimento ou 4gua, a administragao dos sentidos, a tomada de

decisoes, etc. Raras sao as agoes que sao executadas sem passar antes pelo crivo cerebral, e
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certamente a existéncia delas estd vinculada a uma necessidade maior de agilidade — como
é o caso do ato-reflexo.

Nem todos os organismos possuem cérebro, mas sabemos que, dentre todos os seres vivos
dotadas de um, os mamiferos apresentam a versao mais evoluida. Os caes, por exemplo,
sao treinados para atividades que variam desde a proteger a casa, passando por espeticulos
circenses e culminando com salvamento de vidas em regioes inospitas.

O proprio ser humano tem necessidade de passar os primeiros vinte anos de sua vida
preparando-se em instituicoes de ensino para aprender a lidar com o mundo onde nasceu.
Ali4s, o cérebro humano destaca-se dentre todos os demais, seja pelo tamanho relativo', pela
plasticidade ou pela quantidade de fungoes compleras que é capaz de executar. Apesar de
nao sermos os Unicos seres a ensinar nossos descendentes, somos os tinicos capazes de gerar
conhecimento e os tinicos dotados da curiosidade necessaria para motivar esta geragao. As-
sim, pesquisamos, descobrimos, aprendemos, aplicamos e passamos adiante como nenhuma
outra espécie conhecida ja fez.

Mas como funciona este cérebro tao especial? Como suas células, tao pequenas e sim-
ples, se comunicam e conseguem um efeito global tao rico e complexo? Inimeros sdo os
meios empregados pelos pesquisadores no intuito de compreendé-lo melhor. Um dos pro-
cessos de vanguarda esta na ressondncia magnética funcional, capaz de mapear no espaco
tridimensional o funcionamento coletivo das células neurais a partir de estimulos diretos ou
indiretos.

O entendimento de seu funcionamento nos permitiria criar versoes artificiais com habi-
lidades equivalentes ou quica superiores? Poderiamos desenvolver ferramentas inteligentes
que nos substituiriam em atividades perigosas, complexas ou mesmo entediantes? A eterna
insatisfacao do homem parece leva-lo a buscar estas respostas. Cada passo que avancamos
no entendimento do sistema neural é um passo em direcao a estes objetivos.

A despeito da assombrosa explosao tecnologica que presenciamos nas duas tltimas dé-
cadas, ainda estamos milhares de anos atras na esteira da evolucao. O cérebro humano é
dotado de habilidades bastante superiores s dos computadores digitais em muitas tarefas.

Os sistemas de processamento sensoriais de um bebé — em incipiente desenvolvimento — sao

1 A razdo entre a massa encefdlica e a massa corporal.
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bons exemplos. Sem qualquer dificuldade, mostra reconhecer a voz, o rosto ou mesmo o
cheiro de seus pais em um tempo praticamente desprezivel [9]. Para uma maquina fun-
cionando a partir dos métodos convencionais introduzidos por von Neumann, esta mesma
operagao exigiria algoritmos complexos e horas de processamento.

Nas se¢oes que seguem, restringiremos nossa discussao ao processo realizado pelo sistema

visual dos mamiferos e aos modelos propostos por pesquisadores na tentativa de simula-lo.

1.1 O Sistema Visual

O mundo que conhecemos através de nossos sentidos nao ¢ o mesmo que outras espécies
conhecem através de seus sentidos. Cada um de nossos 6rgaos sensoriais estd calibrado
para receber uma determinada faixa de estimulos relevantes & nossa sobrevivéncia, sendo
insensivel fora desta faixa. Diferentes espécies tém diferentes faixas de sensibilidade porque
tém diferentes necessidades de sobrevivéncia. Cada sentido responde a uma determinada
forma de energia e, para a visdo, o estimulo fisico ¢ a luz* [32].

Sabe-se que a habilidade visual varia de espécie para espécie de animal de acordo com as
necessidades impostas pela natureza. Uma 4guia ou um lince, carnivoros predadores, tém de
vislumbrar sua caca a metros, talvez quilometros de distancia. Para tanto, uma acuidade
visual precisa é questdo de sobrevivéncia. Algumas aves, como a coruja, sao conhecidas
pela caca noturna, para elas somente possivel através de fotorreceptores muito sensiveis a
intensidade de luz. Apesar de nao possuir a maior acuidade visual do reino animal, o ser
humano é privilegiado com a percepgao de certas freqiiéncias luminosas — o0 que nos permite
enxergar o mundo em milhares de matizes de cores.

Dentre os sentidos que o ser humano utiliza para retirar do meio as informacgoes que pre-
cisa, a visao exerce papel fundamental nas interacoes do individuo com sua vizinhanca e com
outros individuos. O olho humano é capaz de extrair informagoes relevantes de ambientes
com pouca ou muita iluminacao. Sua faculdade de adaptacao lhe permite, dentro de um
certo espectro de intensidades, equilibrar a quantidade de luz e operar em diversos ambi-

entes a que se sujeita. Este processo é automéatico e normalmente passa desapercebidamente

2 Aqui, adotamos o conceito de que a luz é a estreita faixa de freqiiéncia das ondas eletromagnéticas para a qual o olho
humano é sensivel, ou seja, o intervalo de 400 a 700 nanoémetros.
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ao acendermos a luz em um cémodo, por exemplo.

O sistema visual humano é constituido pelos olhos, por varias partes do cérebro e pelos
trajetos que os conectam. Como predador, o homem requer uma visao preparada para se
ajustar rapidamente ao seu alvo. Quando mudamos o olhar desviando a atencao do teclado
do computador para uma arvore ao final da estrada vislumbrada através da janela, ndo mais
do que fracoes de segundos sao exigidas para que o olho se acomode ao novo foco e assimile
uma imagem clara e nitida. Para tanto, musculos internos ao globo ocular se contraem ou
relaxam de acordo com o ponto de focalizacao da visao.

Todas estas caracteristicas fazem deste pequeno e discreto orgdo um poderoso instru-
mento de absorcao de informacoes. Por conseqiiéncia, talvez nao seja exagero dizer que a

visao pode ser considerada como o mais importante dos sentidos de que somos dotados.

1.2 O Sistema Visual Primario

O meio ambiente dentro do qual nos inserimos é composto por milhares de matizes de cores,
contrastes, diferencas de luminosidade, padroes, formas estruturais, tudo compondo uma
imagem tnica que é projetada pelo cristalino a nossa retina, como pode ser observado na
figura 1.1. Desta combinacao complexa, pouca coisa parece ser efetivamente aproveitada
pelo sistema visual primério, a estrutura constituida pelos olhos e que é responsavel pela
primeira etapa do processamento visual.

Uma vez que um feixe de luz oriundo do ambiente alcan¢a o olho, atravessa o cristalino
e é projetado sobre a retina, um sofisticado processo de transformagao e interpretacao de
sinais elétricos e quimicos tem inicio. No interior do globo ocular, um mosaico de fotor-
receptores converte a energia luminosa para um potencial de membrana, que por sua vez é
convertido para um sinal quimico — o neurotransmissor glutamato. Este sinal quimico chega
até as células pos-sinapticas horizontal e bipolar ap6s uma nova conversao para potencial
de membrana. Este processo segue ciclicamente transformando sinal elétrico em quimico
e novamente em elétrico até que a luz (ou a sua auséncia) seja finalmente convertida para
uma alteragao na freqiiéncia de disparo do potencial de acao das células ganglionares [3]. A
ilustracao da figura 0.1 apresenta uma versao bastante simplificada deste processo.

E surpreendente, contudo, que para cada campo receptivo de, em média, 125 fotorrecep-
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Fig. 1.1: Esquema simplificado da seccdo de um globo ocular representando o processo visual primario. A
esquerda, a imagem de um objeto orientado é projetada pelo cristalino (a elipse hachurada no
centro da qual se dd a intersec¢io das duas retas) no fundo do olho, onde encontra-se o retina; a
direita, uma ampliagcdo da camada mais interna da retina, onde se localizam os fotorreceptores,
as células visuais responsdveis pela percep¢io da luz e das informagées contidas nesta. FEstas
células podem ocupar-se com caracteristicas distintas da luz, dependendo de sua natureza.

tores disparando, existe apenas uma célula ganglionar coletando®. Estes ntimeros, mais do
que nos dizerem que existem muito mais células fotorreceptoras do que ganglionares, reve-
lam uma “preocupacao” da natureza em selecionar a informagao com a qual trabalha. Se
os estimulos captados por 125 células podem ser acomodados em uma unica, certamente
alguma coisa, senao a maior parte, foi descartada.

O tratamento dado & informagao nao a torna deficiente. Basta considerarmos que nossas
interagoes com a vizinhanca em nada sao prejudicadas com a perda das informacoes descar-
tadas. Certamente algum critério é empregado na selecao do que deve ser mantido e do que

é desnecessério.

1.3 Sistemas Artificiais

O cérebro dos mamiferos é muito sofisticado, e sua compreensao passa por diversas etapas.
Dentre as muitas atividades nas quais se mostra superior aos “cérebros artificiais”, podemos

destacar a habilidade em trabalhar com informacoes imprecisas ou confusas, assim como a

3 Rigorosamente falando, a matriz de fibras do nervo 6tico ndo é uniforme no mapeamento do espago visual. A quantidade
de fotorreceptores alimentando cada célula ganglionar é relativamente pequena no centro da retina (particularmente na févea)
quando comparada aos milhares de receptores na periferia. Em conseqiiéncia disto h&, no “espago neural”, uma “super-
representacao” do foco central do espago visual. Esta especializagdo assegura grande acuidade na visao central, mas também
exige que o olho mova-se para trazer as imagens de interesse diretamente para a févea [3].
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rapida adaptacao a ambientes novos. Seu estudo, entre tantas outras razoes, é motivado pelo
fato de que o entendimento dos processos neurais responséaveis por certas tarefas permite a
criacao de modelos mais precisos e melhor preparados para simular e reproduzir resultados
com desempenho similar®.

O cérebro pode ser visto como um conjunto de milhares de processadores paralelos (os
neurénios) que executam simultaneamente um programa muito simples e com baixa dissi-
pacao de poténcia. Isto o torna um sistema dotado de alta robustez, pois mesmo a morte
diaria de suas células nervosas — os processadores neurais — nao necessariamente é acom-
panhada por perdas de desempenho.

Em vista disso tudo, um computador que seja capaz de trabalhar neurologicamente tam-
bém devera, em principio, estar apto a manifestar muito mais facilmente essas caracteris-
ticas. A apreensao, o pré-processamento, a analise, o reconhecimento e o armazenamento
de imagens ainda carecem de muita pesquisa, embora um esforco bastante grande nos ulti-
mos anos vem avancando mais e mais na busca por respostas que nos levem a explicar os
mecanismos de funcionamento do sistema visual.

Nas se¢oes que seguem, introduziremos as idéias nas quais estao baseadas as simulagoes

computacioniais.

1.3.1 Simulagoes Computacionais

Podemos obter testes nao triviais para diferenciar entre duas formas paralelas de medida de
qualidade de processamento: a informac¢do mitua e a técnica de reconstru¢cdo. Ambos o0s
métodos sao hoje em dia usados extensivamente para a andlise de como informacoes sobre o
meio ambiente sao codificadas no sistema nervoso biolégico. Para a aplicacao destes testes,
interessam-nos particularmente as redes neurais, aqui tratadas como algoritmos computa-
cionais que buscam “retratar” o comportamento coletivo de um sistema neural biolégico.
Este retrato, por assim dizer, implica em simular caracteristicas que se aproximem tanto
quanto possivel daquelas encontradas nos neurdnios. Os modelos de redes neurais, por

exemplo, sao dotados da mesma robustez das células nervosas biologicas mencionada na

4 As aplicagbes para este campo sdo muito vastas e provavelmente até hoje nio enumeradas totalmente. E inevitavel
pensarmos que as ciéncias médicas veriam uma oportunidade de contar com proteses capazes de substituir com seguranca e
eficiéncia partes do organismo humano gravemente lesionadas, e os programas de tecnologia robética evoluiriam para uma
inteligéncia artificial a partir do momento em que adquirissem a habilidade de processar informagdes como o cérebro humano.
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secao anterior. Além disto, as redes sao muito flexiveis podendo ser facilmente reajustadas
para novos ambientes a partir de um reaprendizado. Elas nao necessariamente precisam
tratar com informacoes deterministicas; por realizarem um processo estatistico, lidam efi-
cientemente com ruido, com informacoes nebulosas, probabilisticas e mesmo inconsistentes.
E, além de serem pequenas e compactas, também trabalham com processamento paralelo,

mais dindmico que o paradigma computacional usual.

1.3.2 Modelo de McCulloch e Pitts

Em um neurénio biolégico tipico, como pode ser observado na figura 1.2, temos o corpo da
célula abrigando seu nicleo e se ramificando em dendritos. Ambos, o corpo da célula e o
conjunto de dendritos, contém sinapses de entrada oriundas de outros neurénios. Também
do corpo da célula se estende um filamento chamado azdnio por onde sai a resposta do

neurénio alcan¢ando outros através das sinapses [9].

€Y
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Fig. 1.2: Esquema simplificado de um neurdnio biolégico tipico onde ficam indicadas suas principais partes:
0s impulsos sdo recebidos como sinais de entrada de outros meurénios através das sinapses (a)
ligadas aos dendritos (b). O corpo da célula (¢), onde o nicleo fica abrigado, recebe e processa os
sinais captados por todos os dendritos gerando respostas, que sao enviadas através do axénio (d)
- ao final do qual se localizam outros dendritos (e) — para entdo serem transmitidas as demais

células neurais (f).

A interacao entre neurénios para a transmissao de algum sinal é um processo complexo
aqui simplificado por um modelo: uma célula recebe estimulo de muitas outras durante
o tempo. Os estimulos podem ser inibitorios ou excitatorios. Se o potencial elétrico dos
estimulos gerado no corpo da célula alcancar um valor limite, um disparo em forma de

pulso ao longo do axonio é efetuado. A este disparo, segue-se o periodo refratdrio da célula,
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quando nenhum outro pulso pode ser produzido.

McCulloch e Pitts [9] utilizaram em 1943 a fun¢do de Heaviside ©(x — zy) — que as-
sume valor 1 se x > xy e valor 0 se x < x¢ — para criar uma unidade neural de disparo
unitdrio. Consiste na soma ponderada de um conjunto binario de entradas n; que re-
presenta os sinais transmitidos por outros neurénios. A ponderacao é feita por pesos w;;
representando sinapses excitatorias (quando positivos), inibitérias (quando negativos) ou i-
nexistentes (quando nulos). Se o resultado for igual ou superior ao valor limite y; (chamado

de limiar), o neurdnio dispara.
J

Assim, o estado n;(t+ 1) do neurénio 7 ao tempo ¢+ 1 pode ser 0 (quiescente®) ou 1 (ativo).
O tempo t, aqui assumido discreto, é usado para indicar a precedéncia temporal do valor
computado para o neurdnio. Trata-se de um modelo nao trivial, ainda que omita muitas

caracteristicas tipicas em sistemas biologicos®.

Fig. 1.3: Esquema da unidade neural de disparo unitario proposto em 1943 por McCulloch e Pitts. As
conexoes wy,ws,ws, se ativas, sdo primeiramente somadas no neurénio ao qual se ligam. Na
etapa seguinte, o valor resultante é comparado com o limiar p; e, se superior, leva ao disparo do
neuronzo.

E possivel romper os limites do espago discreto dentro do qual se encontra a equacao

(1.1) escrevendo
n; = f(zwijnj - Mi), (1.2)
J

5 Um neurénio é chamado de quiescente quando, ainda que nio esteja ativo, também nio estd inativo. A inatividade

pressupoe auséncia absoluta de disparos mesmo que sob estimulos; um neurdnio quiescente, por outro lado, esta sujeito a

pequenos disparos ocasionais mesmo sem receber estimulos.
6 Entre essas caracteristicas, sabemos que eles tém respostas continuas, alguns promovem somas n#o lineares de suas entradas,

normalmente trabalham fora de sincronia uns dos outros, entre outras coisas.
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onde n tem valores continuos, e f(-) é uma fun¢do de ativa¢do qualquer com caracteristicas
mais gerais. A funcao de ativacao sera discutida com mais detalhes na se¢ao 2.1.

Um algoritmo montado com centenas de unidades que funcionam segundo a lei de Mc-
Culloch e Pitts oferece um enorme contraste quando comparado com o sistema, tradicional
idealizado por von Neumann [9]|. Sdo muitos processadores executando um programa muito

simples cada, ao invés de alguns poucos processadores rodando programas pesados.



Capitulo 2

Redes Neurais

Neste capitulo, abordaremos conceitos sobre redes neurais necessarios para a compreensao
do trabalho que desenvolvemos. Discutiremos modelos de redes, as arquiteturas utilizadas

e os métodos de aprendizado.

2.1 Modelos de Redes Neurais

Existem diversos modelos de rede neurais, distingiiindo-se uns dos outros a partir de trés
fatores principais: sua arquitetura, sua funcdao de ativacdo® e sua regra de aprendizagem.

A arquitetura determina o nimero de camadas da rede, a dimensdo dos vetores e o tipo
de conexoes sindpticas empregadas. O modelo de arquitetura mais simples é composto
tao somente pelo vetor entrada, responsavel pela alimentagao da rede com informacées do
ambiente, e um vetor composto por uma ou mais unidades de saida, caminho através do qual
a rede responde ao meio externo. Por conveniéncia, adotamos a convencao que desconsidera
o vetor entrada no computo do ntimero de camadas da rede, o que torna o exemplo acima
uma rede de camada tnica. Na figura 2.1, a arquitetura & esquerda é um exemplo de rede
neural de uma camada.

Se forem introduzidos um ou mais vetores entre o vetor entrada e as unidades de saida
(conferir o exemplo & direita na figura 2.1), a arquitetura da rede passa a ser multicamadas,
potencialmente mais apta a realizar tarefas de complexidade superior. Estas camadas sao
normalmente referidas como camadas ocultas, pois nao se comunicam com o ambiente. A

dimensdo destes vetores (vetor entrada, camadas ocultas e unidades de saida) depende da

natureza dos dados com o qual se pretende trabalhar e do tratamento que eles receberao

1 Qutros nomes também estio disponivies na literatura, como funcdo de transferéncia ou funcdo ganho, por exemplo.
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quando submetidos a rede.

Uma vez enviado pelo vetor entrada, o sinal navega entre as camadas da rede percorrendo
as vias sinapticas, a rede de comunicacao que liga as componentes de um vetor com as
componentes de outro vetor ou do mesmo. As formas desta ligacdo sao flexiveis e estao
intrinsecamente relacionadas com o objetivo para o qual a rede é projetada.

A funcao de ativagao, por sua vez, é dada pela expressao que determina a lei matematica
empregada na ativacao ou disparo de um neurdnio. Da natureza, sabemos que o disparo
de um neuronio obedece regras bastante complexas que dependem nao somente dos sinais
de entrada que recebe de outras células a partir das conexodes sinapticas, mas também (e
entre muitas outras coisas) de sua propria estrutura neuro-quimica interna. A funcdo de
ativagao é, rudimentarmente falando, o formalismo que se propoe a simular algebricamente
a condicao fisiologica da célula neural que a impele a disparar ou nao.

Determinadas a arquitetura e a funcao de ativacao da rede neural, faz-se necessario treina-
la a fim de que aprenda como executar sua tarefa. Seleciona-se, pois, uma lei matematica
que determinara o processo com o qual as conexoes sindpticas — daqui para adiante referi-
das como wvetores pesos — terao seus valores alterados. A esta lei chamamos de regra de
aprendizagem. Estas caracteristicas fornecem uma identidade & rede neural.

O processo de treinamento consiste em reunir uma populagdo de dados (os padries de

entrada) e submeté-los um apos outro a rede segundo o algoritmo ilustrativo que segue:
1. Padroes submetidos individualmente através do vetor entrada;
2. Ponderagao pelo(s) vetor(es) peso(s) e aplicagdo a fun¢io de ativacao;

3. A saida é verificada (aprendizado supervisionado) ou nao (aprendizado nao-supervisio-

nado);
4. O(s) vetor(es) peso(s) é(s@o) atualizado(s) segundo a regra de aprendizagem;
5. Retorna-se ao item 1, caso o critério de interrup¢ao nao tenha sido atingido.

Uma rede neural, quando treinada desta forma, torna-se capaz de desempenhar tarefas,

tais como determinacdo de familiaridade, codifica¢do, mapeamento de caracteristicas, etc...
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2.1.1 Percéptrons Simples

Em 1962, Rosenblatt batizou de percéptrons os modelos de redes multicamadas feed-forward,
ou seja, redes cujo fluxo é unidirecional correndo somente no sentido dos terminais de entrada
para a camada de saida. Estas redes, que representam muito bem as estruturas neurais reais,
consistem fundamentalmente em uma camada inicial formada por terminais que alimentam
uma camada seguinte que pode ser ou nao seguida de camadas adicionais. A iltima camada
oferece a saida da rede, isto é, o resultado da operagao realizada pelos neurénios. As camadas
intermediarias (se houver) entre a camada de entrada e a de saida também sdo consideradas
camadas ocultas por nao possuirem comunicagao externa. As unidades que compoem cada
camada nao retornam para as camadas anteriores e nao se comunicam com unidades da
mesma camada ou com aquelas que vém apos a seguinte.

Dois exemplos podem ser vistos na figura 2.1.

QL R

Fig. 2.1: Percéptrons: os circulos cheios correspondem aos terminais de alimentagdo da rede e nao con-
tribuem no processamento, de modo que ndo sao incluidos na contagem das camadas. Os vazados
sao as unidades onde as informacdes sio processadas. Do lado esquerdo, wma rede de percép-
trons simples (somente uma camada); do lado direito, uma rede de percéptrons multicamadas.
A primeira camada estd oculta por ndo ter ligagao com o meio externo.

Restringiremos nosso estudo ao percéptron simples, que contém somente uma camada e
é alimentado por um conjunto de N entradas.
Percéptrons Simples Lineares
Seja uma rede neural descrita pelas caracteristicas que seguem:

e camada simples (primeira arquitetura da figura 2.1);

o feed-forward,
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e linear: fun¢io de ativacdo do tipo f(z) = axz + b (a, b constantes);

Uma rede que obedece estas determinacoes é chamada de percéptron simples linear. Para

uma arquitetura com N entradas e uma saida, tem-se a forma

N
S=Zwiei=w161+w262+---+wN6N:1I)'-é', (21)
=1

onde w; é a i-ésima componente do vetor peso W correspondendo a respectiva componente
do vetor entrada €. Observe que a resposta S da rede linear, o produto interno entre o vetor
de entrada € e o vetor sinaptico w, nada mais é do que uma grandeza escalar que representa

a familiaridade do padrao de entrada.

Fig. 2.2: FEsquema da unidade neural de disparo unitario com funcdo de ativagdo do tipo linear. As com-
ponentes do vetor entrada sdo ponderadas pelo vetor peso e somadas em um escalar antes de
servirem de pardmetro para a fungdo de ativagao.

2.1.2 Aprendizados de Redes Neurais

A fim de que possamos utilizar uma rede neural com o intuito de realizar alguma tarefa,
aplicaremos algoritmos que nos permitam “ensinar” a rede dentro dos moldes da necessi-
dade. Uma rede é capaz de desempenhar uma tarefa quando utiliza pesos adequados que
a faz convergir para o resultado esperado. Partindo de valores arbitrarios para os pesos,
o aprendizado consiste em realizar uma série de iteragoes que os levardao a tenderem para
os valores apropriados. Freqiientemente, esta iteracao ¢ o procedimento mais simples para
atingir-se o valor adequado das conexoes; de outro modo, a escolha dos valores pode envolver

um grande problema de otimiza¢do ou uma inversao matricial consideravelmente complexa.
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Aprendizado Supervisionado

O aprendizado supervisionado utiliza-se de conjuntos entrada-alvo (€7, R™) para treina-
mento. A entrada é submetida a rede, e a saida resultante S é comparada com o respectivo
alvo R™ do conjunto, que indicara se os pesos devem ou nao ser reajustados. A unidade de

saida S] é dada por
N N
,ﬂlzf(E:wmdj:=f(§:wm%——m), (2.2)
k=0 k=1

onde e}, e wj; sao respectivamente o elemento k da entrada e o elemento £ relacionado
a unidade ST da matriz de pesos. A funcdo de ativacao f(-) depende explicitamente da
entrada (propriedade de redes feed-forward) e normalmente nao é linear. A forma mais a
direita em (2.2) é obtida quando definimos €] = —1 e wyy = ;.

Para um conjunto de P padroes de entrada-alvo para treinamento, utilizamos o indice 7
para identificar qual padrao esta sendo aplicado, de tal forma que 7 =1,2,..., P. Quando
a entrada € 7 passa pela rede, resulta na saida 57, que por sua vez é comparada com o alvo
R —a resposta desejada pelo padrao. Esta atividade — buscar S7 = R] para cada ¢ e 7 —
recebe o nome de tarefa de associacao geral. O aprendizado entao consiste em aplicar um
padrao € 7, comparar a saida 5™ com o alvo BT e alterar 7 se o resultado néo for o desejado.
Matematicamente,

BT =0T 4 AT (2.3)

onde A 7 é escolhido de acordo com o tipo de funcao de ativagdo f(-) da rede. A equagao
(2.3) nos mostra que, apesar de 7 apenas indicar o padrdo aplicado a itera¢do, também
serve para estabelecer uma ordem cronolégica no processo.

Apos o treinamento, é conveniente testar o desempenho da rede com outros modelos de
entrada visando a averiguar se ela serd capaz de generalizar o que aprendeu. As entradas,
saidas e alvos podem assumir valores booleanos ou continuos. Dependendo da necessidade,

pode-se usar um tipo diferente de valor para cada uma das trés entidades.

Aprendizado Nao-Supervisionado

Muitas vezes nao é possivel dispor de um conjunto de treinamento que prepare uma rede

para dada tarefa. Uma vez, contudo, que exista uma correlagao entre os dados de entrada,
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um método de aprendizado nao-supervisionado torna-se viavel. Neste caso, espera-se que a
rede crie categorias a partir destas correlagoes e produza sinais de saida correspondendo as
categorias de entrada. Neste trabalho, nos centraremos no aprendizado nao-supervisionado,
tendo que o sistema visual se utiliza da estatistica dos estimulos ambientais para a formacao
do conjunto sinéptico.

No aprendizado nao-supervisionado, somente as entradas e saidas da rede sao levadas em
consideracao, isto é, nao existe um retorno dado pelo ambiente orientando o aprendizado da
rede. O aprendizado, entao, depende de ela descobrir padroes, caracteristicas e correlagoes

que advém da existéncia de redunddncia nas entradas. Segundo Barlow [2],
“Redunddncia proporciona conhecimento”.

A natureza deste aprendizado depende essencialmente da arquitetura da rede. Dentre as
caracteristicas que podem ser extraidas, destacamos: familiaridade (detecta a similaridade
de novos padroes de entrada), andlise de componentes principais (€ uma extensao do caso
anterior para varias unidades), codifica¢io (a saida pode ser uma versdo codificada da en-
trada, em pedagos menores, mantendo tanta informacgao relevante quanto possivel), entre
outras.

Um modelo de rede neural pode ser construido com muitas arquiteturas diferentes e
obedecer diversas leis de aprendizagem de acordo com a tarefa que lhe serd imposta. Em
sua maior parte, a arquitetura de redes com aprendizado nao-supervisionado é bastante
simples; as complicagoes surgem predominantemente das regras de aprendizagem. Na lei de
aprendizagem hebbiana para uma rede com uma tunica unidade de saida S, por exemplo, a
correcao no peso é feita a partir de

Aw = nSe, (2.4)
onde 7 controla a taxa de aprendizagem. Esta regra é chamada de Regra de Hebb devido a
hipotese de Donald Hebb que, em 1949, prop6s que os pesos sindpticos no cérebro mudam
em resposta a experiéncias. Hebb sugeriu mudancas proporcionais & correlagao entre os
disparos dos neurdnios pré e pos-sinapticos [29].

O aprendizado hebbiano ensina o neurdnio a executar sua tarefa quando este é submetido
a um padrao de treinamento apropriado. A regra (2.4) altera o valor das conexoes sinapticas

incrementando-as com o vetor A paralelo ao vetor entrada €. Esta expressao, contudo,
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nao possui um critério de parada, de modo que a rede nao tem conhecimento de quando
seu aprendizado foi suficiente a fim de interromper o processo. Assim, os pesos, sujeitos a
iteragdo dada em (2.3), crescem indefinidamente podendo divergir para o infinito.

Na secao 2.2, veremos como isto pode ser evitado aplicando uma regra de Hebb modi-
ficada [9] com valores continuos para as unidades de saida. O objetivo principal seré, ou
a medicao da familiaridade, ou a projecao sobre as componentes principais dos dados de
entrada. Para tanto, consideraremos apenas percéptrons simples com muito menos unidades

de saida do que de entrada.

Regras de Aprendizado Local e Nao-Local

Nao se pode esperar que um neurdnio biolégico realize interacoes com outro neuronio sem
que haja uma sinapse para promover a troca de sinais. Da mesma forma, a coeréncia nos
faz crer que um neurénio pertencente a um cérebro real nao podera dispor de informacgoes
de neuro6nios nao ligados a ele ou tampouco envii-las para estas mesmas células.

Um modelo matemaético de rede neural que associe a um padrao de entrada ¢ ™ multiplas
unidades de saida §T, por outro lado, pode apresentar tanto regras locais de aprendizagem
quanto regras nao-locais.

A regra de aprendizagem que modifica uma componente de peso w;; serd local quando,
analogamente ao sistema biolégico, o aprendizado da rede depender exclusivamente do que
estd disponivel no elemento de entrada e; e no elemento de saida S;. Este é o caso, por exem-
plo, da regra de Hebb (2.4) e da regra de Oja para uma unidade (2.12), ambas abordadas
na referéncia [9).

Nao obstante, alguns ganhos no desempenho de uma tarefa podem ser obtidos se im-
plementada uma rede com aprendizado nao-local, ainda que isto implique em um distan-
ciamento de sistemas biologicos. A andlise de componentes principais (se¢ao 2.2) é mais
facilmente computada quando aplicada a regra de Sanger (2.14) ou a de Oja (2.15) para
miltiplas unidades (também tratadas em [9]). Em ambas, a atualizac¢do do peso w;; exige

mais informacao do que esté disponivel em e; e em ;.
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2.1.3 Aprendizagem com Retropropagacao de Erro (Back-propagation)

A retropropagacao de erro é um dos métodos de treinamento supervisionado que pode ser
empregado para ensinar uma rede multicamada. O algoritmo orienta a alteracdo dos vetores
sinapticos w empregando um conjunto de treinamento composto por pares entrada-saida
e, §T) fazendo uso do método conhecido como gradiente descendente.

Seja um percéptron com duas camadas (uma camada oculta e uma de saida) tal que e,

representa a componente k do padrao 7 de um conjunto de P padroes. Sejam também wy,

a matriz que conecta as entradas com a camada oculta OF, e W;; a matriz que conecta a

camada oculta com a camada de saida S .

Fig. 2.3: Arquitetura de uma rede com duas camadas para treinamento baseado em retropropagacio de
erro. Os circulos brancos representam a camada oculta, que mdo mantém ligagao direta com
o ambiente externo; os circulos cinzentos representam o camada de saida, que tem a mesma
dimensdao dos terminais de entrada tendo em vista o aplicacao da rede.

Em uma rede linear, a fungdo de ativagdo f(-) para as unidades da camada oculta de um

dado padrao 7 sera representada como

0; = f(ijkez) = wke, (2.5)
k k

enquanto a camada de saida, que herdara como entrada a saida da camada oculta, ficara
S f(Z VVijOJT') =D Wiy > wjke. (2.6)
J J k
O problema pode ser otimizado de forma bastante simples definindo uma funcao custo
H (W) cuja minimizagao fornece o melhor desempenho da rede, ou seja,

H(@) = 5 Y0 = 877 = 53 (B = S Wi Y wae) (2.7

T T
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A diferenca entre o resultado desejado R™ e o obtido §™ & condicao do treinamento com
supervisao, ao passo que a lei quadratica garante que haverd somente um minimo global.
Tendo em vista que as funcgoes de ativacao sao continuas e diferenciaveis, esta funcao também
sera continua e diferenciivel para cada peso?. Isto, por sua vez, torna possivel usar o método
do gradiente descendente como forma de minimizar o custo e, portanto, aproximar o obtido
do desejado. Por este método, a atualizacao dos pesos entre a camada oculta e a camada
de saida se da pela expressao

0H
AWy =~ =n Y (R = S7)0}. (28)
)

T

e a atualizagao dos pesos entre a camada de entrada e a camada oculta é feita por

OH
8’(Ujk

Awjy, = =1 =n>» (R} — S])Wiej. (2.9)

Normalmente, a soma sobre todos os padroes 7 nao é realizada completamente antes
da atualizacdo dos pesos, como é mostrada pelas regras de aprendizagem acima. Ao invés
disto, emprega-se um procedimento incremental: o padrao 7 é apresentado a entrada, e
entao todos os pesos sao calculados antes de ser considerado o préximo padrao — o que
decresce a funcao custo para 7 suficientemente pequeno. Seguindo este método, obter-se-4
melhor desempenho na maior parte dos casos, especialmente para conjuntos de treinamento
muito regulares ou redundantes.

A codificagao e a compressao de imagens sao possiveis aplicacoes do método de retro-
propagacao de erros. A idéia consiste em encontrar um numero M de unidades ocultas
tal que M < N force a redugao dimensional de um grande niimero de pares entrada-saida.
Para tanto, empregam-se redes de duas camadas e adotam-se entradas e saidas unérias e
idénticas.

Um aspecto interessante é que a nao-linearidade das unidades ocultas de uma rede teorica-
mente nao oferece vantagem ao processo de codificacao e compressao de imagens. Aplicando

unidades lineares, obtemos uma analise teérica detalhada que mostra que a rede projeta a

2 E de habito utilizar-se fungées sigmdides como funcio de ativagdo por serem diferenciaveis e saturaveis em ambos os

extremos. Por exemplo:
1

@)= o
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entrada sobre o subespaco abarcado pelas M primeiras componentes principais da entrada,
tal que M ainda é o nimero de unidades ocultas [9].
Por convencao, redes com N entradas, M unidades ocultas e N saidas sao citadas como

codificadores N-M-N.

2.2 Analise de Componentes Principais (PCA)

Neste trabalho, nos focaremos particularmente na codificacao e na andlise de componentes
principais (PCA)3. A primeira se da quando os dados de saida se tornam uma versio codifi-
cada dos padroes de entrada, ocupando uma porcao de memoria muito menos expressiva e
conservando tanta informagao relevante quanto possivel — como foi discutido na segao 2.1.3.
A segunda, por sua vez, é realizada por uma rede neural quando seus vetores pesos cons-
troem uma base com multiplos eixos em um subespaco do espaco dos padroes de entrada,
base esta que mede a similaridade dos exemplos.

A PCA tem por objetivo reduzir a dimensao de um espaco N-dimensional para um M-
dimensional de forma a determinar M vetores ortogonais que estejam relacionados com a
variancia das entradas. Dependendo da estatistica dos dados, tem-se M << N, o que sig-
nifica que obtemos uma reducdo dimensional expressiva. E uma ferramenta muito utilizada
para andlises estatisticas, principalmente nas situagoes em que a populagdao sob anélise
possui distribuicao gaussiana.

Matematicamente, o efeito de uma PCA equivale a tomar-se a primeira componente
principal ao longo da direcao de maxima varidncia da distribui¢do; a segunda, contida
no subespaco perpendicular & primeira, ¢ tomada ao longo da dire¢ao de maior variancia
dentro daquele subespago; a terceira, contida no subespaco perpendicular as duas primeiras,
¢ tomada ao longo da direcao de maior varidncia dentro deste novo subespaco. E assim
sucessivamente. Em conseqiiéncia disto, a projecao do espago N sobre o M freqiientemente
retém a maior parte das informacoes significativas dos dados. Um exemplo matemaético
simplificado é ilustrado no apéndice A.

Pode ser mostrado [9] que a k-ésima componente principal estd ao longo do autovetor

3 Do inglés, principal components analisys, também conhecida por transformacio de Karhunen-Loéve. Esti muito rela-
cionado com outros métodos, tais como o de minimos quadrados.
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W,

Wy

»

Fig. 2.4: Projeg¢io das duas componentes principais em um espaco amostral bidimensional. A distribui¢do
gaussiana de padrées (pontos) apresenta maior varidncia ao longo da dimensdo horizontal, como
pode ser visto pela estreita elipse hachurada sobre o eixo. Sendo assim, a primeira componente
principal seque a orientagdo de wi. A elipse hachurada mais arredondada sobre o eixo vertical
indica a menor varidncia e, por consegquinte, indica também que a sequnda componente principal

corre ao longo de ws.

relacionado ao autovalor de k-ésima ordem de grandeza da matriz covaridncia completa

Cij = <(ei — (e:)) (ej — (ej))>. (2.10)

No caso particular em que os dados estdo centrados (tém média zero), a equagio (2.10) se
reduz a (2.11) a seguir, indicando que as componentes principais se reduzem aos autovetores
da matriz correlagao C.

Cij = <6,‘6j>, (2.11)

onde definimos (-) como a média sobre a distribui¢do de entrada P(€). C é simétrica
(Ci; = Cji), tem autovalores reais, positivos e ndao nulos e autovetores ortogonais.

A regra de aprendizado nao-supervisionado de Hebb vista na equagao (2.4) nao oferece a
rede um critério para que ela saiba quando deve parar de alterar o valor do vetor sinaptico.
Como conseqiiéncia, mesmo apods este ter sido orientado para a direcao desejada, o incre-
mento de sua norma nao é interropido, e esta cresce indefinidamente, como esté ilustrado
na figura 2.5 (A).

Oja propds uma regra de aprendizagem que nao somente elimina a divergéncia do peso,
mas também o normaliza [9]. As sucessivas iteragoes corrigem sua orientagdo e o aproximam
do autovetor mdzimo da matriz correlagdo C apresentada em (2.11). Aqui, chamamos de
autovetor maximo o autovetor correspondente ao maior autovalor.

A regra de Oja — cuja representagao grafica pode ser vista na figura 2.5 (B) — consiste na
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€

=

) e ®)

Fig. 2.5: Resultado da aplicagio em rede linear de entradas bidimensionais € = (e1, es) distribuidas de
acordo com os pontos da figura. A evolugdo da orientagdo do vetor peso W é vista sequindo a
linha mais fina: (A) percebe-se que W atinge a orientacdo desejada, mas seque crescendo devido
G inexisténcia na regra de Hebb de uma condigao de parada; (B) a regra de Oja (a regra de
Hebb modificada) encarrega-se de manter W com tamanho finito uma vez que a orientagdo seja
atingida. (Adaptado de Hertz et al [9].)

alteracao da regra de Hebb pela subtragao de um termo proporcional ao quadrado da saida

S, ou seja,

Aw; = nS(e; — Sw;). (2.12)
Uma vez que a regra de Oja seja implementada, e a rede trabalhe com um conjunto de
entradas, a saida S serd somente a componente da entrada € ao longo da direcdo de .
Em outras palavras, verifica-se que a rede desenvolve um indice de familiaridade para a
distribuicdo como um todo e nao necessariamente para qualquer exemplo € em particular,
o que nos leva a inferir que esta regra permite um estudo estatistico do comportamento da
rede ao invés de somente um exemplo isolado.

De fato, a regra de Oja escolhe a direcdo de W que mazimize (S*). Para dados centrados,
isto equivale a dizer que a regra mazrimiza a varidncia da saida — 0 que, pPor sua vez,
corresponde & extracao da primeira componente principal.

A extragdo das M primeiras componentes principais foi obtida por Sanger e Oja [9] a
partir da ampliacdo da rede linear apresentada em (2.1) desenvolvendo as redes de uma

camada, lineares e feed-forward dadas por
N

Sa= wee; =, - &, (2.13)
i

onde W, é o vetor peso para cada uma das unidades S,, com a =1,2,..., M.
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A regra de aprendizado de Sanger para multiplas unidades, modificada da regra de Oja

para uma unidade dada pela equagao (2.12), é

Awg; = 1S, <ei — z“: Sbwbi). (2.14)

b=1
Em outras palavras, serao subtraidos da expressao do aprendizado hebbiano Aw,; = nS,e;
tantos termos quantas forem as unidades de saida em consideracao. Entao, se observarmos
a unidade S3 (com M > 3), veremos que o aprendizado de seu vetor peso w3 depende
das saidas anteriores (S; e S2), do quadrado dela mesma (S;2) e dos respectivos vetores
pesos (W1, Wy e W3) — 0 que a torna uma regra de aprendizagem ndo-local. Os vetores pesos
convergem para as M primeiras componentes principais sempre tendendo aos autovetores
normalizados da matriz correlacao C. Suas saidas sao estatisticamente descorrelacionadas,
e suas variancias decrescem com o incremento de ¢. Estas varidncias, que sao os autovalores
correspondentes, podem ser vistas como uma medida da utilidade da saida.

Segundo Hertz et al |9],

“A regra de Sanger € normalmente mais util nas aplicacoes porque exrtrai as com-
ponentes principais individualmente e em ordem, além de fornecer resultados que
podem ser reproduzidos (...) para um determinado conjunto de dados se os auto-
valores forem nao degenerados. Realiza exatamente a transformacao de Karhunen-

Loeve”.

A regra de aprendizado de Oja para miltiplas unidades, por sua vez, também é derivada

de (2.12) e tem a forma
M
Awai = nSa (6,’ — Z Sbwbi). (2.15)
b=1

Neste caso, serao subtraidos da expressao do aprendizado hebbiano todas as M unidades de
saida — 0 que também a torna uma regra nao-local. Os M vetores pesos convergem para o
mesmo subespaco dos M autovetores de C, mas nao necessariamente se orientam segundo
as direcoes destes. As orientacoes podem ser varias, diferindo a cada tentativa dependendo
das condicoes iniciais e das particularidades dos dados empregados na aprendizagem.

Em ambos os casos, os vetores W, convergem para vetores ortonormais, assim como as

saidas projetam o padrao de entrada € sobre o subespago das M primeiras componentes
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principais. Apesar disto, um cérebro real teria mais probabilidade de comportar-se segundo

a regra de Oja do que a de Sanger. Sobre isto, Hertz et al comentam:

“(...) se qualquer algoritmo deste tipo fosse implementado em cérebros reais,
provavelmente se pareceria mais com o de Oja do que com o de Sanger: nao eziste
vantagem dbvia para um animal em ter informacao ajustada sequndo componentes

principais individuais’.

Sanger sugeriu uma reformulacao da sua regra que permite uma implementacao local; em
contrapartida, traz consigo o aumento de complexidade da rede [9]. Para tanto, evidenciou

o termo do somatoério em (2.14) correspondendo ao indice b = a
a—1
Awg; = 1S, ( [6z' - Z Sbwbz} - Sawai> =S, (62 - Sawai)- (2.16)
b=1

E interessante notar que a expressao mais a direita é equivalente & regra de Oja para

uma unidade de acordo com a equagdo (2.12) e surge quando operamos a transformacao
-1 .

e, =e;— y ,_; Spwy;. Nesta nova forma, a regra de Sanger (2.16) fica reduzida a uma regra

de aprendizagem local.

2.3 Campos Receptivos Restritos

Como comentamos anteriormente, regras de aprendizagem locais como Oja (2.12) podem
realizar redugoes dimensionais de conjuntos de dados de entrada se aproveitando da re-
dundancia devido a correlacao das entradas. Para uma unidade simples, estes modelos
levam a uma reducgao 6tima. Se a rede, por outro lado, for composta por mais de uma
unidade, e insistirmos em usar tais regras, o resultado serd uma representacao altamente
redundante constituida de componentes principais iguais entre si — um resultado evidente-
mente indesejado. Regras mais complexas como (2.14) ou (2.15), que visam a reduzir ou a
remover esta redundancia, podem desenvolver 6timas representagoes de componente prin-
cipal, pagando o preco de serem nao-locais e, portanto, pouco realistas do ponto de vista
biolégico.

Como foi comentado na secao 1.2, as células fotorreceptoras presentes na retina repre-

sentam a extremidade de entrada do estimulo visual, enquanto as ganglionares representam
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a saida da retina para a alimentacdo do cérebro. Se olharmos para as células ganglionares,
veremos que cada uma delas coleta uma fragdo da imagem projetada sobre as células fotor-
receptoras. Em outras palavras, cada célula toma individualmente um bloco que representa
uma fracao da imagem — fragao esta que passaremos a chamar de campo receptivo. Den-
tro deste contexto, a primeira etapa do processamento visual pode ser simplificada em um
modelo artificial descrito por redes de neurénios.

Para estudar os efeitos dos campos receptivos, Idiart et al [12] tomaram redes lineares,
sujeitas ao aprendizado hebbiano modificado, que consistem em N entradas distribuidas em
M campos receptivos com r elementos cada. Um modelo esqueméatico pode ser visto na

figura 2.6.

O O

Fig. 2.6: Modelo de arquitetura de rede neural com campos receptivos restritos composta por um vetor
entrada € N-dimensional e um vetor com M unidades de saida S. Cada uma das unidades de
saida abarca um campo receptivo contendo r elementos do vetor entrada.

Tomando a rede linear* para miiltiplas unidades de saida apresentada na equagio (2.13)

e acrescentando um ruido p,, tem-se
N

S :Zwaiei—i-pa =W, - €+ pq, (2.17)
i=1

tal que o ruido tem variancia 0% = (p,?), é centrado e é descorrelacionado, ou seja, se a # b,
entdo (pgpp) = 0.

Como a matriz correlagdo, definida em (2.11), é uma matriz real e simétrica — e por
conseguinte hermitiana —, com autovetores e autovalores reais, sua equacao de autovalores

pode ser escrita na forma

C, = Ao, (2.18)

4 A partir da equacdo (2.17), a notagdo de S, serd mudada para S® para facilitar a organizacio dos indices nas férmulas.
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onde a =1,2,..., M e a definicio da regra de ordenamento \; > Ay > ... > A3 5. Convém
lembrar que #,, o autovetor de C correspondente ao autovalor A\,, é também a a-ésima
componente principal do espaco de entrada com distribuicao P(€) para a qual tende o vetor
peso w, no processo de aprendizagem da rede. As saidas, que formam a representacao
reduzida dos N elementos de entrada, consistem em M unidades S¢, tal que N > M.

Um possivel método de avaliar quantitativamente o processo de reducao de informagoes
consiste em reconstruir o conjunto completo de dados do espaco de dimensao N a partir das
M saidas e compara-lo com o original. Tendo que a redugao é feita por uma rede linear, a
reconstrucao também sera feita pela consideracao de uma estimativa linear otimizada ¢ do

vetor €, isto é, o vetor dado pela expressao
M
é=>» 8°D*=S8'D'+S°D°+---+ MDY, (2.19)
a=1
com D° apropriadamente escolhido de forma a minimizar o erro quadrado médio definido

(5

A grandeza aqui definida representa a medida mais basica da qualidade de reconstrugao, pois

como

quantifica a similaridade da imagem reconstruida em relaciao a original. Este processo, cuja
operacao consiste fundamentalmente nos minimos quadrados, serd tanto melhor sucedido
quanto menor for a diferenca ponto a ponto entre € e €. Os modulos dos respectivos vetores
sao introduzidos como forma de manté-los na mesma escala.

No trabalho de Idiart et al, é assumido, por hipotese, que |€] = |é|. Esta premissa,
associada & propriedade de auto-medidncia® das distribuicoes gaussianas, permite que a

equagao (2.20) seja reescrita na forma simplificada de (2.21)

B 7<'§|;1§>' ), (2.21)

5 Rigorosamente falando, uma matriz M com dimensdo n X n possui n autovetores correspondentes a n autovalores. Para

o formalismo das redes neurais abordado aqui, contudo, nos importa somente o nimero de autovetores e autovalores igual ao

naumero de unidades de saida.
6 Um sistema, sera auto-mediante quando satisfizer

N
& =Y e = Niea).
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Inserindo (2.19) em (2.21), minimizamos o erro fazendo 0E/0D® = 0, que nos levara a

M
D=3y [Q "D (2.22)
b=1
para a qual definimos
[*=(e5") e Q" =(S"S"). (2.23)

Portanto, a forma analitica do erro minimo de reconstrucao de um sinal € para o caso
particular de um sistema com auto-mediancia é dado por
M _'a _'a
Za:l D : L
=
21:1 Ai

O detalhamento deste célculo esta disponivel no apéndice B.

By =1-— (2.24)

Padroes de Imagens

Com o acréscimo de mais um indice, expandimos o modelo da rede de modo a torné-la capaz
de trabalhar com a dimensao de imagens bidimensionais. Sendo assim, seja um percéptron
simples, com funcao de ativagao linear, matriz de entrada N x N e M campos receptivos

(um para cada unidade de saida)
N
S =) whIY (2.25)
1,

Analogamente aos modelos anteriores, wg; ¢ a componente (1, 7) do vetor peso W® — que, neste
caso, refere-se ao campo receptivo a. A saida para este mesmo campo receptivo pertencente

ao padrdo T é representada por 57, com 7 =1,2,..., P. A grandeza I = 0,1],

por sua
vez, é o elemento (7, 7) do campo receptivo a relativo ao padrao de imagem I7; do ensemble
de imagens, e 07 é a matriz de campo receptivo definida com valor 1 se (1,7) € a e valor 0
se (i,7) ¢ a. A figura 2.7 ilustra este modelo.

Partimos da sugestao de Idiart et al [12] para uma expressao de reconstrucao

M
I, =) _S“Dy, (2.26)
a=1
com valores k,l = 1,2,..., N, a mesma dimensao dos padrées de entrada. A partir desta,

generalizamos a solu¢ao analitica apresentada na expressdo (2.22) reescrevendo-a sob a
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M campos receptivos

Fig. 2.7: Representacdo do processo de extragcido de uma matriz de M = M' x M' campos receptivos
sobrepostos entre si, com dimensio vy X v, (onde ry = ry), a partir de um padréo de entrada
N x N.

notacao matricial

M
D= [Q7]“L (2.27)
b=1
e nas duas expressoes em (2.23)
L= (15" e Q®=(5"S. (2.28)

Vale reforcar que esta solucao refere-se ao caso particular de um sistema assumido como
auto-mediante, caso este em que o erro quadrado médio pode ser escrito como a razao entre
duas médias como na equagao (2.21).

Uma vez que os P padroes de imagens tenham sido empregados no treinamento da rede,
ela terd aprendido a reconstrui-los — o que sera feito a partir da equagdo (2.26) com o peso
6timo D? obtido através de (2.27) e (2.28). A qualidade deste aprendizado, refletida na

fidelidade da reconstrugao, é avaliada pelo erro médio E reescrito da equagao (2.20) como

{4

Campos receptivos pequenos, que obedecem a relacdo M'r, < N (onde M' = M'/? e r, pode

representar tanto a orientacdo r, quanto a r,), sdo responsaveis por um baixo desempenho
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(ou erro alto), tendo em vista que apenas uma parte da informagao total da imagem ¢é lida
pela rede. Campos receptivos maiores, por outro lado, para arquiteturas com a relacao
M'r, > N (situagdo de sobreposi¢ao ou “overlap” dos campos), apresentam desempenho

melhor. A dimensao 6tima do campo receptivo seré discutida mais adiante no capitulo 4.



Capitulo 3

Estatistica de Imagens Naturais

As cenas naturais possuem uma consideravel complexidade em sua distribuicao estatis-
tica que as impede de obedecer a qualquer tipo elementar de distribuicao empregada mais
habitualmente nas modelagens — como a distribui¢ao gaussiana, por exemplo. E esta com-
plexidade, na opinidao de Ruderman [25], ndo devera ser removida com qualquer tipo de
transformacao simples do espago. Se a caracteristica estatistica do problema fosse especifi-
cada, estariamos prontos nao somente a quantificar seu comportamento tipico, mas também
a decidir qual é a arquitetura 6tima de um sistema neural em relacdo a um determinado
critério. Como é impossivel coletar todos os dados necessirios para uma perfeita descri¢ao
do ensemble natural, nossa estatistica sempre estard muito longe de se completar. Este ir-
risério conhecimento estatistico também nao nos permitira saber o quanto nos aproximamos
de imagens realisticas — o que, por si s6, pode nos levar a questionar quanto conhecimento
é realmente necessario para fazer algo ttil dentro deste contexto.

Seja um ensemble Z de imagens naturais unidimensionais, tal que uma imagem qualquer
I(x) obtida aleatoriamente desta distribuigdo represente completamente ambientes naturais.
Para este ensemble, de probabilidade P[I(z)] de ocorréncia de uma dada imagem, definimos
amedida ¥ (z) = (f*I)(x)+p(z), onde f(x) é um filtro com o qual I(x) é convoluido, e p(x)
¢ um ruido adicionado ao sinal. Se I(x) tiver banda limitada, média zero e for estacionéaria
(ver secdo 3.2.2), podemos demonstrar [25] que a melhor estimativa Iog(z) serd

Lss(2) = J 1(@)P[Y|I|P[I]dI
=T [P

sendo P[c|d] a probabilidade de obter-se ¢ dada a ocorréncia de d. Esta equagdo diz como

(3.1)

ir da medida ¢(x) do sinal I(z) para a melhor suposi¢ao deste sinal, isto é, I (z). Fica

claro que o conhecimento do ensemble dado por sua distribuigdo P[] desempenha um
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importante papel na compreensao de quao bem o sistema operard. Quando os estudos
comecam a alcancar dimensoes superiores, torna-se muito complexo obter todas as infor-
magoes necessarias para se ter um bom conhecimento sobre o que é P[I]. Um sistema
simples com imagens 4 x 4 e 16 escalas de cinza permite 16'® imagens distintas; nestes
casos, novas técnicas tém de ser empregadas.

E bastante razoavel esperarmos — como o proprio Ruderman sustenta — que nio exista um
ensemble correto, pois cada ser vivo tem seu proprio habitat e, cada habitat, uma natureza
de cenario com suas proprias caracteristicas e propriedades. Deste modo, os animais de
determinado habitat estabelecerao uma estatistica muito em particular. Isto, por sua vez,
nos permite assumir como idéia bésica que os sistemas sensoriais de um individuo estao
adequadamente adaptados para processar os tipos de sinais presentes na natureza especifica
de seu ambiente original.

Muitos dos critérios propostos para uma arquitetura neural eficiente sao baseados em
medidas estatisticas — como a reducao de redundéancia e a fidelidade de reconstrugao —, o
que torna o estudo das propriedades de cenas naturais tao importante. Este capitulo inicia
revisando os principais estudos sobre imagens naturais encontrados na publicacdao cienti-
fica. Diversos autores foram consultados na composicao deste trabalho, cada qual seguindo
uma linha distinta de pesquisa enfocando uma caracteristica e sustentando a importancia
de sua escolha. Trabalhos de pesquisadores como Abbott, Ruderman, Shouval entre tantos
outros nos fornecerao contribuicao fundamental para a compreensao das caracteristicas e
propriedades fisicas de um sistema tao complexo. Apresentaremos as propriedades estatis-

ticas verificadas em cenas naturais e os modelos mateméaticos propostos para satisfazé-las.

3.1 Invariadncia de Escala e Auto-afinidade

Intuitivamente, esperamos que o ensemble de imagens naturais contenha a propriedade de
inwvaridncia de escala tendo em consideragao que um sistema visual é treinado para captar
uma mesma imagem com diversas escalas diferentes & medida que o individuo se aproxima
ou se afasta do alvo. Trata-se de uma caracteristica discutida com unanimidade pelos
pesquisadores que estudam cenas naturais e pode ser provada com histrogramas locais ou

com a informacao mitua entre dois pixels. Particularmente, os autores costumam enfatizar
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o caso do espectro de poténcia.

3.1.1 Espectro de Poténcia

Seja um sinal f(z) no espago unidimensional com transformada de Fourier F'(k) [4]. Defi-

nimos o espectro de poténcia S(k) para o sinal f(z) como
S(k) = |F(k)/?, (3-2)

cuja versao para um sinal discreto bidimensional I]; &

2

(s m">_(27rN2)21 Z‘Z  eXP (= ihmn - 735) | - (3.3)

=1 14,j=0

Em (3.3), r;; é a componente (i,j) do vetor posi¢do no espago bidimensional, e ky,, é a
correspondente freqiiéncia espacial do vetor na coordenada (m,n). O somatorio externo faz
uma média sobre todos os padroes de imagens P.

No escopo das cenas naturais, o espectro de poténcia bidimensional foi empregado exaus-
tivamente como importante ferramenta de estudo. Uma imagem do ensemble apresenta uma
superficie bastante caracteristica onde se percebe a predominancia das baixas freqiiéncias.
A figura 3.1 exibe um exemplo. A freqiiéncia cresce do centro para a periferia; pontos
eqiiidistantes do centro possuem o mesmo valor para a freqiiéncia. A queda abrupta e o
desvio assintotico sugerem uma relacao de poténcia entre o espectro e a freqiiéncia espacial.

Operando uma média azimutal, um grafico log x log revela um comportamento aproxi-

madamente regido pela lei
1

[k[>=#

sendo p uma grandeza com valor pequeno. Independente da escolha da escala angular, o

S(k) o< (3.4)

espectro de poténcia conserva-se invariante. Da mesma forma, S(bk) néo fere a invariancia,
pois apenas multiplica o espectro pelo fator constante 1/, o que nao se verificaria em
um espectro de poténcia dado por uma lei exponencial.

Ruderman [25] provou que esta invariancia de escala é robusta quanto ao reescalamento
logaritmico da intensidade do pixel I;; ao empregar no céalculo do espectro de poténcia a

expressao

¢ = In (I—J) (3.5)
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Fig. 3.1: Espectro de poténcia bidimensional médio extraido de 10 cenas naturais. A origem localiza-se
no centro da superficie, onde se encontra o ponto mdzimo. Regides eqiiidistantes da origem tém

a mesma freqiiéncia.

onde I, é definido para cada imagem tal que Zij ¢i; = 0. O escalonamento também é
robusto a outras mudancas, como diferencas na escolha do ensemble ou métodos de captura
de imagem. No entanto, os expoentes podem diferir entre autores.

Esta invariancia leva & propriedade de auto-afinidade. Genericamente falando, o novo
ensemble pode ser auto-afim ao original, significando que as novas imagens também devem
ser multiplicadas por uma constante adequada ap6s o reescalamento, tornando a estatistica
idéntica a original |25]. Se P|p(ax)] é qualquer ensemble estatistico de ¢(z) numa escala

«, entao a invariancia de escala implica que

Ple(z)] = Pl p(ax)], (3.6)

para v um expoente que independe de o e P.

3.1.2 Previsibilidade em Cenas Naturais

Um ruido branco é um sinal que, entre outras coisas, possui varidncia infinita e uma dis-
tribuicao completamente aleatéria. Quando consideramos uma distribuicao aleatoéria, es-
peramos que nao seja possivel fazer qualquer previsao sobre uma banda ausente do sinal

baseado em outra disponivel.
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Tratando de imagens naturais, por sua vez, constata-se que uma lacuna pode ser in-
tuitivamente preenchida ao levar-se em consideracao os dados da vizinhanca. Em outras
palavras, as cenas naturais possuem um grau nao-nulo de previsibilidade. Isto nos leva a
concluir que cenas naturais nao possuem estatistica aleatéria. Assim, adotamos a defini¢ao

de Ruderman [25], que nos diz que
“premsibilidade € a medida da nao-aleatoriedade das imagens.”

Ruderman [28] realizou um interessante estudo a respeito deste tema esperando encontrar
grande previsibilidade entre pixels tendo em vista as correlacoes de longo alcance destas
imagens. Empregando a informagao mitua de Shannon entre os valores de dois pixels, foi
capaz de fazer uma estimativa da previsibilidade de um ponto da imagem dispondo das
informacoes de outros pontos, proximos ou nao, de sua vizinhanca.

Como resultado, obteve uma nova lei de poténcia relacionando a informacao Z com a

distancia d, ou seja,
1

Z(d, 0) 0.8 W’

(3.7)

para o um expoente parametrizado pelo angulo € da funcdo. Apesar de ndo haver uma
razao a priori que justifique este escalamento da informacao mutua — ainda que o ensemble
de imagens o possua —, identifica-se por meio deste resultado mais uma estatistica das cenas

naturais com invaridncia de escala.

3.2 Codificagcao de Imagens Naturais

Muitos algoritmos genéricos de compressao de imagens dividem-nas em blocos que sao trata-
dos como entidades independentes. Diferente desses, a compressao mais eficiente depende
do conhecimento prévio da estrutura estatistica.

O espaco de estado € um método adequado de se descrever a redundancia em um conjunto
de dados. Para descrevermos o espago de estado de uma populacao de imagens, definimos
um sistema de eixos ortogonais, cada qual indicando o nivel de intensidade de um certo pixel,
tal que imagens com dimensao n X n serao representadas por um nico ponto em um espaco
de estado n?-dimensional. Tomando todas as imagens 256 x 256 existentes em um espaco de

dimensdo 65.536 (desde as aleatoérias, as com estatistica gaussiana e as proprias cenas natu-
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rais), o volume do espago que é ocupado por cenas naturais é infinitesimalmente pequeno.
Existe um conjunto de infinitos tipos de imagens, dentro do qual poucas delas podem ser

realmente identificadas como imagens naturais. Nas palavras do proprio Ruderman [25],

“o fato de que o espaco € amplamente desocupado expressa a redunddncia na dis-

tribuicao”.

Ou por outra, qualquer redundancia no espago de estado implica que a populagao nao
preenche o espago uniformemente [7].

Autores como Field, Shouval, Ruderman entre tantos outros estudam as propriedades
de cenas naturais em seu espago de estado com o propoésito de encontrar os meios mais

eficientes de codificacao.

3.2.1 Coddigo Compacto e PCA

Na busca por uma arquitetura que maximize a informacao na retina com o menor consumo
possivel de espago, surge a proposta de compactacao do sinal de uma imagem. Para tanto,
a reducdo dimensional de cenas naturais (conferir o modelo biologico na figura 0.1) a partir
da analise de componentes principais tratada na secao 2.2 é um dos principais métodos uti-
lizados. Aproveita-se da redundancia dos padroes de entrada para determinar a orientacao
do vetor sindptico que seja mais representativa para a maximizacao da variancia dos dados.

Em um importante trabalho, Hancock et al |8] analisaram e estudaram conjuntos de
imagens naturais. A partir delas, realizaram mais de 120.000 apresentacdes para treinar
uma rede linear utilizando-se da regra de aprendizado ndo-supervisionado de Sanger para
multiplas unidades apresentada na equacao (2.14). A amostragem deste experimento incluiu
o mundo vegetal, visto tanto & distancia quanto a grande proximidade, envolveu paisagens
amplas, animais em seu comportamento natural e mesmo seres humanos reunidos em grupo.
O proposito era determinar as primeiras 15 componentes principais.

Esta operacao foi realizada com ampliagoes 1/2, 1 e 2 para o mesmo grupo a fim de testar
a dependéncia dos resultados com a escala das imagens. Estes resultados foram confrontados
com os de uma analise idéntica efetuada sobre um ensemble de imagens de texto composto
por palavras da lingua inglesa.

A primeira componente principal desta populagao de cenas naturais é aproximadamente
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gaussiana, cujo tamanho reflete a escala de correlagao das imagens, ou seja, o nivel da relagao
existente entre pontos distantes da mesma imagem. As segunda e terceira componentes
principais se assemelham & primeira derivada da funcao gaussiana nas direcoes horizontal e
vertical, respectivamente. Segundo Hancock, que também testou as imagens giradas em 45°,
estas orientacoes tém origem na propria natureza das imagens, descartando a possibilidade
de ser conseqiiéncia de um efeito de borda residual.

As correlagoes que a PCA detecta nas imagens naturais tém suas origens na probabilidade
de que pixels adjacentes tenham causa similar, ou seja, pertencam ao mesmo objeto. A forma
geral dos campos receptivos das primeiras componentes lembram as componentes verificadas
em células simples. A duavida, contudo, ainda reside no fato de desconhecermos se o sistema,
visual primario é capaz de executar este processo.

A respeito do trabalho de Hancock [8|, Field [7] sustenta que é esperada uma certa
semelhanca dos primeiros coeficientes com campos receptivos corticais, tendo em vista que
uma janela gaussiana senoidal de baixa freqiiéncia (os primeiros coeficientes de Fourier com
maiores amplitudes) produzirdo a funcdo de Gabor'. Mas, insiste ele, ndo ha razao para
apegar-se a este resultado. Passados os primeiros trés ou quatro coeficientes de Fourier,
o perfil dos campos receptivos deixa de parecer-se com perfis de campos receptivos corti-
cais, tornando-se substancialmente diferente daqueles encontrados nos sistemas visuais de
mamiferos.

Field e Olshausen [21] mostram que as regras lineares de aprendizado hebbiano sio
incapazes de retirar as propriedades destes campos receptivos quando realizam PCA. Eles
analisaram usando a regra de Sanger partes de cenas naturais com dimensao 8 X 8. As
componentes principais apresentadas pelos autores, em sua grande maioria, nao se parecem
com qualquer campo receptivo cortical conhecido. As reconstrucdes com estas componentes
também resultaram imagens pouco claras.

A ineficiéncia do algoritmo linear hebbiano, sustentam, estd em seu aprendizado limitar-

se a correlagoes de primeira e segunda ordem, unicamente. Estruturas localizadas, orientadas

1 A funcdo de Gabor popularizou-se por fornecer bons modelos de campos receptivos corticais. Uma fungido de Gabor
bidimensional orientada verticalmente é definida pela equagao

g(z,y) = exp { — [22/2(AW)? + y*/2(AL)?]} cos(2n fz + 6), (3.8)

onde AL é o tamanho espacial do sensor ao longo do seu comprimento (o eixo paralelo & orientacdo preferencial) e AW
representa a largura do sensor no espago (ortogonal & orientacdo preferencial). Mais detalhes em [6].
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e passa-banda nao sao vistas por anélises estatisticas que consideram fung¢oes correlacionando

somente pares de pontos — como discutiremos na secao 3.2.2 adiante.

3.2.2 Cddigo Esparso e Estatistica Estacionéaria

Alguns autores — dentre os quais se destaca Field — caminham na contramao do grande fluxo
de pesquisadores que se dedicam a desvendar os segredos do ensemble das cenas naturais.
Como linha de pesquisa, normalmente questionam a validade da extracao de componentes
principais assim como a da estatistica realizada considerando correlagoes obtidas com menos
de trés pontos.

A partir de seus estudos de cenas naturais, Field et al [21] afirmam que este ensemble é
composto por estruturas orientadas, localizadas e passa-banda.

Galhos e troncos, horizontes e a borda de uma folha sdo exemplos de estruturas orientadas
em cenas naturais. Este tipo de estrutura exige pelo menos trés pontos para ser identificado,
o que sugere que uma funcao correlagao envolvendo apenas dois pixels nao carrega suficiente
informacao sobre esta propriedade.

Imagens naturais sao localizadas por conterem estruturas bem determinadas em coorde-
nadas espaciais, o que é caracterizado em termos de Fourier pelo espectro de fase®. Estru-
turas localizadas apresentam fases alinhadas através de diferentes freqiiéncias espaciais. Da
mesma forma, estas imagens contém estruturas passa-banda, que também exigem conheci-
mento a respeito do espectro de fase.

As componentes principais obtidas pela PCA descrevem unicamente o espectro de am-
plitude das cenas naturais, tendo em vista que o espectro de fase é irrelevante para a de-
terminacao da direcao destas. Por conseqiiéncia, nao h4 possibilidade de caracterizar nem
estruturas localizadas, nem estruturas passa-banda. Mais do que isto, estruturas orientadas,
que dependem de pelos menos trés pontos, também sao desconsideradas, tendo em vista que
a analise se utiliza de correlagao de apenas dois.

A distribuicdo de energia, compacta e localizada, sugere que cenas naturais tém dis-

tribui¢ao esparsa [21]. Das proprias palavras de Field et al,

“qualquer dada imagem (natural) pode ser representada com um nimero relativa-

2 O espectro de fase de um sinal f(z) é dado por arg[F(k)], onde F(k) é a transformada de Fourier de f(z).
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mente pequeno de ‘descritores’ contidos em um conjunto muito maior”.

Assim sendo, Field propoe que uma forma eficiente de codificagao para imagens naturais
nao ¢ a feita pela reducao dimensional operada com a PCA, mas sim através da mazimizacao

dessa caracteristica esparsa (conferir a figura 3.2).

A

PROCESSO
N N
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Fig. 3.2: A esquerda, o curva de uma distribuicio esparsa (linha continua) sobrepondo uma curve gaus-
siana (linha interrompida). A distribuicdo esparsa tem altos valores em regides proximas a origem
e decai suavemente a medida que se afasta do zero. A direita, um esquema representa o compor-
tamento de um processo regido segundo a distribuigdo esparsa. O nimero de descritores (circulos
negros) € bastante grande, mas um nimero pequeno deles € suficiente para representar a imagem.

Diferente da PCA, a codificagao esparsa transforma a redundancia da entrada reduzindo
os padroes de disparo das células. Neste modelo, todas as células tém igual probabilidade de
resposta sobre uma classe de imagens, mas baixa probabilidade para uma imagem qualquer.
A informacao é distribuida sobre todas as células e nao existe reducdo de redundéancia,
tendo em vista que esta é convertida na redundancia dos padroes de disparo das células.
Em outras palavras, o problema pode ser descrito como a busca por uma codifica¢ao na qual
somente umas poucas células respondam a qualquer entrada.

Ao contrario de Field, para quem a utilizacdo de uma estatistica de pelo menos trés
pontos é fundamental, Ruderman [25] mostra-se incrédulo quanto & possibilidade de usar
correlagoes de ordem superior a dois. Seriam dificeis de interpretar, além de entrar no
dominio perturbativo de célculos estatisticos. Para ele, encontrar propriedades de invarian-
cia na distribuicao, como as discutidas na secao 3.1, reduz sua complexidade e nos poupa
do sacrificio que seria medir a funcao correlacao.

E razoavel para Field [7], também, que cenas naturais nio tenham localizacdes especiais

na imagem onde a estatistica tenda a ser diferente. Em outras palavras, sobre a populagao
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de imagens no conjunto de dados (neste caso, todas as imagens naturais), a estatistica em
um local nao deve ser diferente que em qualquer outro, ou seja, todas as caracteristicas tém
a mesma probabilidade de ocorrer tanto em uma localizacao quanto em outra. Matemati-
camente,

P(@ilTis1; Tigas - - ) = P21, Zjs2, - ), (3.9)

tal que P(c|d) esta definida na equacao (3.1). Esta relagao deve valer para todas as imagens
em todos os pixels z; e z;. Se as cenas naturais satisfizerem esta propriedade, terao estatistica
estaciondria.

Quando a estatistica de um conjunto de dados é estacionaria, toda a redundéancia refletida
na correlagao entre pixels é capturada pelo espectro de amplitude dos dados, ou seja, o
espectro de amplitude da uma descricao completa das suas correlagoes. Além disto, com
estatisticas estacionéarias, o espectro de amplitude descreve os eixos principais dos dados no
espaco de estado. Nao fornece uma descricao completa da redundancia, mas descreve as

amplitudes relativas dos eixos principais.

3.3 Aproximacoes de Imagens Naturais.

Algoritmos computacionais podem ser utilizados para gerar valores que, uma vez plotados,
revelam padrdes cujas caracteristicas (visuais e/ou estatisticas) assemelham-se muito com
cenas naturais. Dentre as possiveis aproximagoes de imagens naturais, destacaremos nesta

secao as cenas fractais e as trajetorias de um caminhante aleatorio bidimensional.

3.3.1 Fractais

Como sabemos, montanhas, costas, nuvens e quaisquer outras entidades criadas pela na-
tureza nao sao facilmente descritas pela geometria euclideana estudada tradicionalmente.
Nuvens nao sao esferas, montanhas nao sao cones, linhas costeiras nao sao circulos, assim
como arvores nao sao suaves. Mais especificamente, muitos padroes da natureza sao tao
irregulares e fragmentados que, uma vez comparados com o mundo euclidiano, exibem altos

niveis de complexidade. Para Mandelbrot? [17],

3 O Dr. Benoit B. Mandelbrot foi quem descobriu a teoria de fractais durante suas atividades como pesquisador do Thomas
J. Watson Research Center da IBM. Ele, de fato, batizou as imagens com a palavra fractal. O conjunto que descobriu e
que recebeu seu nome é apresentado na figura 3.3. Com o fim de introduzir a nogdo de fractal, propos o desafio de medir
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“o numero de escalas distintas de comprimento de padroes naturais €, para todos

0S8 propdsitos prdticos, infinito”.

Na abordagem de um tema tao amplo e intrigante quanto os fractais, consideramos
pertinente mostrar que a nocao de dimensao geométrica se divide em varias componentes
distintas. O percurso do movimento browniano, por exemplo, é topologicamente uma curva
de dimensao 1. Contudo, no caso em que esta curva praticamente preenche um plano,
é um fractal de dimensao 2. Mandelbrot considera que o principal fato é que a nocao de
dimensao possui muitas facetas matemaéticas que nao somente sao conceitualmente distintas,
mas podem levar a diferentes valores numeéricos.

O espaco euclidiano é limitado a conjuntos para os quais todas as dimensoes tteis co-
incidem, de modo que podemos chamaé-los de conjuntos dimensionalmente concordantes.
Por outro lado, as diferentes dimensoes dos conjuntos aos quais nos reportamos aqui nao

coincidem. Estes sao conjuntos dimensionalmente discordantes.

Fig. 3.3: Conjunto de Mandelbrot: fractal descoberto por Benoit B. Mandelbrot, cujo nome foi emprestado
para batizda-lo. Trata-se de wma imagem infinitamente detalhada “comprimida” em um espago
finito e que foi gerada no plano complezo a partir de processos iterativos sobre a erpressao zpy1 =

2,2+ ¢, onde zo =0 e ¢ é uma constante compleza.

Parece-nos conveniente adotar — como o fez também Mandelbrot [17] — dois conceitos
bésicos para a dimensao matemaética, cada um deles atribuindo para cada conjunto no espaco

euclidiano um ntimero real cujos alicerces formais e intuitivos estabelecem a correspondéncia

o comprimento da costa da Bretanha [17]. Por outro lado, a variacdo do comprimento aparente de linhas costeiras com o
tamanho da régua que mede foi estudada por Richardson [18]. Pode ser interessante registrar que linhas costeiras reais tém
dimensao fractal variando entre 1,15 e 1,25.
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para ser chamado de sua dimensao. A mais intuitiva é a dimensdo topoldgica dr, de acordo
com Brouwer, Lebesgue, Menger e Urysohn. A segunda dimensdo, denotada por dp, foi
formulada por Hausdorff em 1919 e colocada em sua forma final por Besicovitch, o que
a levou a ser chamada de dimensao Hausdorff-Besicovitch. Aqui, contudo, preferiremos o
termo dimensdo fractal*.

Trabalhando no espacgo euclidiano R¥, tanto dr quanto dr tém em zero seus possiveis
valores minimos e em F seus possiveis valores maximos. Esta é a tnica caracteristica
comum entre estas dimensoées. Por outro lado, enquanto d; é necessariamente inteiro, dp

pode assumir valores reais. Além disto, devem satisfazer a desigualdade de Szpilrajn
dp > dr. (3.10)

Para todo o espaco euclidiano, dr = dp; fractais, contudo, satisfazem dr > dp. Isto nos
permite recorrer novamente a Mandelbrot, que define em suas palavras a geometria por ele

descoberta:

“um fractal €, por definicao, um conjunto para o qual a dimensao Hausdorff-

Besicovitch estritamente excede a dimensao topologica’.

A dimensao dr do espaco ocupado por um fractal depende do nimero de iteragoes em-

pregadas para gera-lo e é obtida aplicando-se a expressao

_ log(P)
"= fog(1/R)’

onde P é o nimero de partes no qual dividiu-se o segmento original, e R é o comprimento de

(3.11)

um dos semi-segmentos. Mandelbrot foi o primeiro a utilizar com sucesso dr na descri¢ao
da natureza.

A falta de correspondéncia com o espago cartesiano nao para no processo nao deter-
ministico de geracao de uma curva nem em sua dimensao nao inteira. Sabe-se, por exemplo,
da propriedade de invaridncia de escala (ver segdo 3.1) sob certas transformagoes e que
se d4 quando o grau de suas irregularidades e/ou fragmentacoes é idéntico em todas as
escalas; a propriedade de homogeneidade pode ser detectada quando a invariancia é modi-

ficada e/ou restringida em seu alcance a medida que nos deslocamos através de um fractal;

4 Esta fora do escopo deste trabalho apresentar o formalismo desenvolvido por tras da conceituagio destas duas dimensdes.
Detalhes sobre isto podem ser encontrados na referéncia [17].
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a auto-similaridade estatistica € uma invariancia sob similaridade geométrica ordinaria. De

Mandelbrot et al [18],

“a propriedade de objetos por meio da qual subconjuntos ampliados parecem-se com

(ou sdo idénticos a) o todo e as demais partes é conhecida como auto-similaridade”.

Quando um pequeno pedaco de um fractal é similar ao seu todo, dizemos que é auto-similar.
Objetos auto-similares sao, em geral, fractais, mas a reciproca nem sempre é verdade. Um
fractal é definido pela irreqularidade, que deve existir em todas as escalas, mas essa irregu-
laridade nao precisa parecer a mesma.

A propriedade de que objetos possam parecer estatisticamente similares enquanto, ao
mesmo tempo, diferentes em detalhes a diferentes escalas é a caracteristica central dos
fractais na natureza. A maneira como os detalhes variam com a ampliacdo da escala é
novamente caracterizada por uma dimensao fractal, ou seja, a dimensao fractal determina o
detalhamento a diferentes escalas. Quanto maior for dr, tanto mais rudimentar a imagem
parecera.

A figura 3.4 ilustra 3 imagens fractais cujos detalhes relacionados a sua criagao podem

ser encontrados no apéndice C.

Fig. 3.4: Trés imagens 128 x 128 pizxels compostas por exemplos de cenas fractais com dimensao dp = 2,5
criadas sem somas aleatorias e com desvio padrao igual a 1 através do processo de geragao de
movimento browniano pelo método de substituicao do ponto médio para duas dimensoes.

A listagem a seguir expoe algumas das diferentes qualidades dos fractais. Vale ressaltar

que nem todas essas qualidades se aplicam a todo fractal:
e dimensao fracionaria;
e estrutura complexa em todas as escalas;

e subdivisao infinita;
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e auto-similaridade estatistica;

e dindmica cadbtica.

3.3.2 Caminhante Aleatorio

Considere uma particula percorrendo um caminho aleatério em uma linha real do espago
unidimensional. Suponha que inicie de x = 0 e se mova uma unidade para esquerda com
probabilidade 1/2 e uma unidade para a direita com probabilidade 1/2 levando uma unidade
de tempo. No passo seguinte, se move um passo para a esquerda ou para a direita com igual
probabilidade, independentemente de sua localizagao depois do primeiro passo. Continu-
ando este procedimento, obtemos um caminho aleatério que é o modelo matematico mais
simples do movimento browniano linear.

O movimento unidimensional acima pode ser modelado mais genericamente para um
caminhante que, partindo da origem, segue em passos de comprimento [ com probabilidade
p de tomar a direita e probabilidade ¢ de tomar a esquerda. Para valores normalizados,
assumimos ¢ = 1 — p, tal que p = ¢ = 1/2 se os sentidos forem equiprovaveis®. O problema
pode ser colocado como a busca da probabilidade Py(m) de o caminhante ser encontrado
na posicao x = ml apés N passos. Aqui, definimos m como a distancia medida em niimero
de passos entre a posicao final x e a origem, de modo que m assume os valores inteiros
contidos no intervalo —N <m < N.

Apoés N passos, a probabilidade de ter dado Vi passos para a direita e Ny passos para a

esquerda vem da distribui¢ao binomial
N!
Py(N)) = 0" ¢, (3.12)

tal que o elemento fracionario é um fator combinatorio que expressa o nimero de seqiiéncias
com N; passos para a direita e N, passos para a esquerda, com probabilidade dada por
pMg™2. A probabilidade Py(Ni), ja devidamente normalizada, estd sujeita aos vinculos
p+qg=1e N+ Ny=N. Como m = N; — Ny, a probabilidade Py(m) serd dada por

N! Nim N-m

COICOIARN (819

PN(m) =

5 Os sentidos podem nio ser equiprovaveis quando o caminhante estiver sujeito a forgas externas privilegiando um sentido

ou se 0 ambiente ndo for homogéneo, por exemplo.
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que, para um numero muito grande de passos, tende para uma distribui¢do gaussiana [26].

No plano bidimensional, o caminhante, além da esquerda e da direita, ainda pode optar
por seguir um passo acima ou um passo abaixo a cada unidade de tempo. Neste caso, uma
situagdo equiprovavel impoe p; = po = p3 = py = 1/4 as probabilidades em todos os 4
sentidos possiveis. Ademais, pode-se determinar um ponto de partida aleatério dentro do
espaco de navegacao e arbitrar a soma de um valor ntimerico fixo v para as coordenadas
que fizerem parte do itinerario do caminhante de tal modo que a coordenada visitada n
vezes acumule o valor nv em sua posicao. Assim, criamos um mapa da trajetoria deste
caminhante (figura 3.5) que apresenta similaridade com cenas naturais — similaridade esta

cuja estatistica sera investigada no capitulo 4.

Fig. 3.5: Trés imagens exemplificando possiveis caminhantes aleatoérios bidimensionais com dimensao 128 x

128 pontos. Usamos condicdo de contorno periddica levando o caminhante a ser “transportado”
de um lado para o outro quando alcanca uma borda, sendo que o caminhante viajou pelo espago
até que a média aritmética dos pontos alcangasse um valor de escape v. Da esquerda para a

direita, os valores de escape utilizados foram respectivamente v = 1/5, 2/5 e 1/2.
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Procedimentos e Resultados

Como ponto de partida para nossa pesquisa, nos questionamos a respeito dos métodos
empregados pelos diversos autores no processo de analise das propriedades de cenas natu-
rais com ou sem o uso de redes neurais. E evidente que a natureza do trabalho exige o
computador como ferramenta béasica e fundamental nesta analise, mas muitas escolhas, na
auséncia de um critério quantitativo explicito, depedem essencialmente de nogoes empiricas
ou subjetivas — para nao dizer intuitivas — do pesquisador.

A primeira destas escolhas foi a origem das imagens. A realizagao do estudo de cenas
naturais com redes neurais sugere a idéia de que uma grande quantidade de padroes de
treinamento sera necessaria para a formagcao de conjuntos sinapticos representativos. Ainda
nao somos capazes de sintetizar cenas naturais, o que nos forga a retira-las da propria na-
tureza. Dentre os processos possiveis, destacam-se particularmente as cameras fotograficas
e a internet.

A maior parte dos autores consultados (Shouval [29], Liu [31], Hancock et al [8], Ru-
derman [25], Field [7, 6], Parga et al [33]) optaram por selecionar um ambiente natural
adequado e, dispondo de uma camera, extrairam imagens fotograficas que satisfizessem cer-
tas condicoes. A variedade do equipamento citado é bastante grande e nem sempre um
procedimento de corregao das irregularidades 6ticas foi empregado antes ou depois da digi-
talizagao das fotos. Os ambientes de onde foram colhidas estendem-se em diversas regioes;
Field, inclusive, foi mais longe e tomou fotos de locagoes na Inglaterra e na Grécia.

Um niimero bem menor de autores, como Parga, Turiel et al [19, 33| e Lazzaro et al [13],

usou a internet como fonte de seus padrdes. O banco virtual Natural Stimuli Collectiont

1 A referéncia é feita do modo como solicitado pela pagina do banco virtual, que pode ser localizada através do endereco
http://hlab.phys.rug.nl/archive.html.



Capitulo 4. Procedimentos e Resultados 52

[35], a tinica referéncia citada, é composto de aproximadamente 4.000 imagens calibradas
obtidas com uma camera Kodak DCS/20 e que podem ser baixadas livremente para uso
cientifico e ndo comercial. As imagens tém dimensao 1.536 x 1.024 pixels e contém cenas
puramente naturais, puramente artificiais, ou uma composicao destas.

Fosse através de fotografias, fosse através da navegacao na internet, todos concordavam
quanto aos critérios de escolha das imagens: evitaram enquadramentos que incluissem ob-
jetos ou estruturas feitos pelo homem (construgoes, estradas, placas, etc.). No contexto da
natureza, horizontes retilineos ou grandes regioes vazias (céu ou chio unicamente) também
eram indesejados.

O passo seguinte foi estabelecer o nimero e as caracteristicas das imagens selecionadas.
Aqui, o critério determinante foi a escolha do processo usado no estudo. Field [6], por
exemplo, considerou que apenas 06 imagens com dimensao de 256 x 256 pixels e 256 niveis
de cinza seriam suficientemente representativas. Outros autores aumentaram sua populagao
de imagens variando de 15 (Hancock et al [8]) a 70 (Ruderman [25]). O proprio Field aplicou
55 imagens para a publicagdo em [7]|. Parga et al, em [19], consideraram mais apropriado
o uso de 200 imagens de 16 bits com dimensdo de 1.536 x 1.024 pixels; em [33], por outro
lado, dividiu os padroes em dois conjuntos: o primeiro composto por 45 imagens de 13 bits
com dimensao de 256 x 256 pixels, e o segundo composto por 25 imagens de 16 bits com
dimensdo de 1.536 x 1.024. Lazzaro e Wawrzynek [13| experimentaram 699 padroes, um
nimero expressivamente maior, enquanto Shouval et al [30] elevou para 1.000. O processo
de ambos distingiie-se, contudo, pelo fato de que os padroes de Lazzaro eram compostos
por imagens de 451 x 438 pixels; Shouval, por outro lado, extraiu os seus (com dimensao
de 13 x 13) de somente 12 cenas naturais.

O leque de possibilidades de escolha do nimero de imagens e suas caracteristicas so
foi superado pela variedade de processos adotados. O pré-processamento (normalmente
visando a simular os campos receptivos da retina através de filtros de vizinhanga circular)
foi realizado em muitos casos, tais como Shouval et al [29, 30, 31|; Hancock et al [8] e Field
[6, 7] acautelaram-se com procedimentos que minimizassem resultados espurios advindos de
efeitos de borda.

Antes das anélises, Field também determinou o logaritmo das imagens, e os calculos
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sobre as mesmas foram baseados nesta transformacao. Este procedimento foi adotado a fim
de permitir com que as unidades respondessem em termos do contraste (razoes das intensi-
dades) ao invés das amplitudes (diferengas de intensidades), dada a propriedade logaritmica
log(a) — log(b) = log(a/b). Isto, porque acredita que células produzam uma resposta linear
maior quando trabalham com o contraste ao invés da amplitude.

Com o proposito de tornar o histograma de cada imagem individualmente centrado,
Ruderman |25] empregou o logaritmo do contraste definido através da equagao (3.5). Todas
as analises que seguiram empregaram a grandeza ¢;;.

As transformagoes de Fourier e de Gabor também fizeram parte de muitos trabalhos.

Nossos estudos foram feitos utilizando 6 ensembles distintos. O primeiro deles, foco prin-
cipal do trabalho, é o conjuntos das cenas naturais, cujas imagens foram extraidas da rede
mundial de computadores, um mecanismo rapido que dispoe de ampla variedade de exem-
plos possiveis (incluindo exemplos de [35], mas ndo somente eles). Para fins comparativos,
um conjunto de cenas artificiais, de imagens retiradas também da internet, foi preparado.
Os terceiro e quarto ensembles incluiram dois grupos de imagens criadas através de algo-
ritmos computacionais: as cenas geradas por um caminhante aleatorio bidimensional e as
cenas fractais. Um conjunto adicional de imagens naturais criado a partir do filtro loga-
ritmico de Ruderman (como citado no paragrafo acima) e um ensemble de cenas de ruido
branco bidimensional completaram o quadro. Mais detalhes sobre os ensembles podem ser

obtidos no apéndice D.

4.1 Espectro de Poténcia

Antes de iniciar o longo estudo sobre as propriedades de cenas naturais na abordagem das
redes neurais, é inevitavel que desejemos averiguar a validade da equagio (3.4) mencionada
por Ruderman como colocado no capitulo 3.

A média do espectro de poténcia foi calculada sobre 30 imagens de dimensao 128 x 128
pertencentes aos 6 ensembles, resultando em uma superficie com aproximada simetria azi-
mutal. Operando uma média circular em torno do eixo de simetria e aplicando o logaritmo,

obtemos um grafico bidimensional log(S) X log(k) — exibido na figura 4.1 —, tal que S é a
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meédia do espectro de poténcia, e k é a freqiiéncia espacial.

cen. haturais
In{cen. nat.)
cen. artificiaiz
cam. aleatorio
cen. fractais
ruido branco

|&.D=<>EIO

c
I

logaritmo do espectro de poténcia "S(k)’
=
I

0 1 2 3 4

logaritmo da freqiiéncia espacial "k’

Fig. 4.1: Logaritmo da média do espectro de poténcia de 6 ensembles distintos (com 30 imagens 128 x 128
cada) plotado em funcao do logaritmo da fregiiéncia espacial. As retas sobrepondo os pontos sao
ajustes lineares realizados através do método dos minimos quadrados para logk < 3,5.

Ajustes lineares das curvas foram feitos dentro do intervalo logk < 3,5, intervalo este
que descarta um volume expressivo de pontos nas freqiiéncias altas do espectro. Este pro-
cedimento foi adotado tendo em vista que a regiao de altas freqiiéncias é calculada no limite
da resolugao da imagem, quando nao ha mais informagao suficiente para uma determinacao
precisa do resultado através do método da transformada discreta de Fourier — discutida na
secao 3.1.1. O valor logk = 3,5 foi escolhido como limite por ser o ponto aproximado a
partir do qual as curvas iniciam uma queda e se desviam da reta que descreviam.

Os pontos também foram transladados verticalmente visando a evitar que as curvas se
sobrepusessem.

No topo do grafico, uma reta horizontal descreve o espectro de poténcia de imagens

representadas por ruido branco, isto é, matrizes com 128 linhas e 128 colunas compostas
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por valores aleatérios entre 0 e 1. A reta é horizontal porqué, diferente das demais, nao
privilegia qualquer freqiiéncia. Um exemplo de ruido branco pode ser visto na imagem mais
a direita da figura D.3.

Os outros ensembles apresentaram predominéncia de baixas freqiiéncias. Para as popu-
lagoes utilizadas, houve mais afinidade entre as cenas naturais (figura D.1), os caminhantes
aleatorios e as cenas naturais com pré-processamento logaritmico (exemplos 1 e 3 da figura
D.3, respectivamente). Seus ajustes resultaram em retas praticamente paralelas entre si,
o que é parcialmente explicado pelo fato de terem menor dispersao em altas freqiiéncias.
Também apresentaram os menores valores de p em modulo, respectivamente -0,23, -0,12 e
-0,17.

Com p =~ —0,51, as cenas artificiais (figura D.2) revelaram menor afinidade com a lei
de poténcia das cenas naturais dada em (3.4), perdendo unicamente para as cenas fractais

(exemplo 2 da figura D.3), que apresentaram p =~ —0,98.

4.2 Campos Receptivos em uma Rede Linear

O proposito desta secao, dentre outras coisas, é apresentar o erro médio determinado por
nosso algoritmo a partir da reconstrugao de conjuntos de padroes de imagens. Para tanto,
empregamos a rede neural linear feed-forward descrita pela equagdo (2.25) treinada sobre
entradas restritas a campos receptivos. Dentre os parametros passiveis de variacao, desta-
camos o numero M de unidades de saida e a dimensao 7 do campo receptivo. Tratando-se de
padroes de entrada bidimensionais N x N, os campos receptivos como concebidos nos tra-
balhos de Idiart et al [12] tém de ser ampliados em mais uma dimensao (conferir a segao 2.3).
Por conta disto, eles serdo tratados através da notagio 7 = (r4,7y), onde 0 < 74,7y < N
podendo cada componente variar independentemente do valor da outra. Todavia, em uma
primeira aproximacao, conservamos sempre a relacdo r, = r, = r,, de tal forma a impor
um niimero de unidades de saida obedecendo a regra M = (M')?, onde M’ é o ntimero de
unidades em uma dada orientacdo. Em outras palavras, como os campos receptivos tinham
lados com comprimento sempre igual, o nimero de campos extraidos na orientacao r, foi
o mesmo da orientacdo r,. Isto implicou em um mesmo nimero M’ de unidades de saida

para cada uma das duas orientagoes, ou seja, em uma matriz M’ x M', como pode ser visto



Capitulo 4. Procedimentos e Resultados 56

no esquema da figura 2.7.

A regra de aprendizagem nao-supervisionada é a regra local de Oja para uma tnica
unidade adaptada da equagdo (2.12) para aceitar dois indices. Para o processo de treina-
mento, utilizamos taxa de aprendizagem 1 = 1072 e 2.000 iteracoes. Isto significa que a
rede foi submetida 2.000 vezes a cada um dos P padroes de imagens, sendo os vetores pesos
atualizados em cada uma destas iteragoes. O conjunto de pesos gerado pelo treinamento é
empregado pela mesma rede sobre um conjunto de imagens (de mesma natureza ou nao)
buscando reconstrui-las. A reconstrucao de cada uma das imagens do conjunto apresenta
uma diferenga em relagao a original correspondente, propiciando, deste modo, o calculo do

erro de reconstrucgao.

Erro Médio de Reconstrucgao

O erro médio de reconstrugao E é determinado através da equagao (2.29), enquanto a forma
analitica da reconstrucio I vem da forma (2.26) para E, ou seja,

I- 12 S
E = L= 17% onde Ij; =Y S“Dy, (4.1)

<|I|2> a=1
e depende das grandezas D® = 3 )" [Q‘l]abLb — fungao de L = (IS?) e Q% = (5°S°%) — e

S ainda é a saida a do padrao 7 como dado em (2.25).

Reconstrugcao de Imagens

Da mesma forma como determinamos quantitativamente o desempenho da rede no apren-
dizado sobre campos receptivos, podemos fazer uma avaliacao qualitativa observando as ima-
gens reconstruidas propriamente ditas. Tendo findado o aprendizado, e os pesos convergido
para valores estaveis, podemos usar a rede para reconstruir imagens, sejam as utilizadas em
seu treinamento, sejam outras quaisquer.

E importante reforcar, contudo, que a expressio (4.1), com a qual as reconstrucdes sio
realizadas, dependem das grandezas L* = (I5?) através da matriz D® — grandezas estas que
tém seu carater estatistico expresso através da média (-) sobre o ensemble de imagens. Os
graficos analisados nas secoes posteriores nos revelarao que as diversas arquiteturas de rede,

quando submetidas a entradas restritas a campos receptivos, sao capazes de obter 6timo
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desempenho. Para efeitos praticos, contudo, é necessario que este bom desempenho nao seja
apenas no valor médio; em outras palavras, a rede precisa ter condicoes de reconstruir cada
imagem isoladamente separando e direcionando suas caracteristicas particulares de modo a
que ela possa ser reconhecida dentre aquelas que foram utilizadas no treinamento. A rede
deve também mostrar-se tanto mais eficiente nesta tarefa quanto menor for o erro médio
observado.

Para fins de estudo, escolhemos parametros referentes a trés pontos (vide figuras 4.3, 4.7,
4.10 e 4.12) designados pela notagao Ey;,,, onde M é o numero de unidades de saida, e 7, é a
dimensao de uma das orientagoes do campo receptivo. Sao os pares (M, r,) = (4, 65), (25, 30)
e (25,65). Estes pontos foram escolhidos por serem considerados estratégicos ao refletirem
algumas particularidades: Ejyg5 e Fas30 marcam o inicio da sobreposicao dos campos nas
arquiteturas com M = 4 e M = 25, respectivamente. Da mesma forma, os pontos Eos 39 €
E9s 65 comparam o desempenho da mesma rede (a “rede 6tima”) sob condicoes de baixo e

alto indice de sobreposi¢ao dos campos respectivos.

Retropropagacao de Erro

Utilizamos as mesmas populagdes de imagens para treinar uma rede linear feed-forward
com método de aprendizagem de retropropagacao de erro ji discutido na se¢ao 2.1.3. Para
uma arquitetura de duas camadas, a regra de aprendizagem das conexdes entre a camada
oculta e a camada de saida é apresentada pela equagao (2.8), enquanto a expressao (2.9)
corresponde ao aprendizado das conexoes entre os terminais de entrada e a camada oculta.
A taxa de aprendizagem mais eficiente foi n = 1078, e o parAmetro variado, na auséncia de

campos receptivos, foi apenas o nimero M de unidades ocultas.

4.2.1 Cenas Naturais

Uma rede treinada com a populagao de imagens de cenas naturais pode ser vista nos graficos
de desempenho da figura 4.2. Todos os gréaficos referem-se ao desempenho nas reconstrucoes
do mesmo ensemble de imagens empregado na geragao dos vetores pesos da rede. Além disto,
cada grafico compara curvas obtidas para 4 arquiteturas distintas: M = 4 unidades, M =9,

M=16e M = 25.
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O grafico 4.2 (A) procura simular um caso ideal no qual ndo existe ruido interferindo
no treinamento da rede ou no reconhecimento do sinal reconstruido. Enquanto os campos
receptivos nao se juntam, e a imagem permanece incompleta para a rede (regido a esquerda
da curva tracejada), verificamos uma queda bastante aguda do erro para todas as unidades
a4 medida que aumenta a dimensao r, do campo receptivo. Apods este limite, o erro se
estabiliza, e as curvas alcangam seu patamar minimo. Maior nimero de unidades implica
em mais campos receptivos, implica em mais pontos da imagem lidos e também em mais
correlacao entre estes pontos. Tudo isto favorece a melhora do desempenho, que é refletida

pelo decréscimo do erro.
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Fig. 4.2: Erro médio de reconstrucio E pela variacdo do campo receptivo r,. A rede foi treinada com
cenas naturais, e os grdficos (A), (B), (C) e (D) representam seu desempenho quando submetida
a ruidos de natureza gaussiana com varidncia 0, 1, 10 e 100, respectivamente. A curva trace-
jada separa os pontos obtidos de campos sem sobreposicio dos pontos vindos de campos com
sobreposi¢io. A escala dos eixos estd normalizada em E x r,/N.
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Os graficos 4.2 (B), (C) e (D) correspondem ao mesmo caso anterior com a diferenca de
estarem sujeitos a presenca de ruido gaussiano, tanto no treinamento, quanto no reconheci-
mento do sinal. Em (B), o ruido (variancia o? = 1,0) nao se mostra relevante, e o grafico
é idéntico ao do quadrante (A); em (C) e em (D) (02 = 10,0 e 02 = 100, 0, respectiva-
mente) sua presenca ja se faz notar. Ainda que as arquiteturas para M =4 e M = 9 sigam
visivelmente insensiveis ao ruido, para M = 16 e M = 25 observamos alteracdes no compor-
tamento das curvas. A medida que a dimensdo do campo receptivo cresce, o desempenho
decresce — o que ¢ verificado somente para os pontos a direita do limite tracejado. Maior
nimero de unidades implica em mais ruido e, por conseguinte, em maior erro. No caso
extremo para M = 25 e 02 = 100,0, os pontos superaram em erro as curvas com Ienos
unidades.

Estes resultados, assim como os de Idiart et al, sugerem que, sob a presenc¢a de ruido no
sinal recebido por células neurais, os campos receptivos podem ser ajustados de modo a ma-
ximizar a acuracidade das reconstrugoes dos dados de entrada a partir de uma representagao

reduzida.
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Fig. 4.3: Erro médio de reconstrugdo sobre cenas naturais para uma rede com campos receptivos res-
tritos (as duas curvas com barras de erro indicadas pela legenda) e para outra treinada com

retropropagacao de erro (as duas retas paralelas indicadas por By ).
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O grupo de imagens escolhido tem caracteristicas muito heterogéneas dada a diversidade
de ambientes naturais envolvidos. Em alguns exemplos, como 4, 6 ou 11, é possivel perce-
ber a predominéncia da propriedade de orientacao que Field cita (conferir a segao 3.2.2).
Em outros, como 16, 17 e 18, a auto-similaridade mostra-se muito presente. E evidente
que a predominancia de uma propriedade em algumas imagens nao exclui a presenca das
demais propriedades nestas mesmas imagens. Todas contém estas caracteristicas em graus
diferenciados. Contudo, este fato certamente influi na eficiéncia da rede.

Para saber o quanto os valores do erro se distanciam da sua média, podemos analisar o
grafico da figura 4.3, que exibe a primeira e a ultima curvas do grafico 4.2 (A) com barras de
erro. Para uma mesma arquitetura, ou seja, para o mesmo nimero M de unidades de saida,
os desvios crescem com o crescimento da dimensao do campo receptivo, como se o aumento
de informacao sobre os padroes levasse a rede a ter seu desempenho mais diferenciado para
cada imagem individualmente. Comparando as duas arquiteturas, verificamos que o erro
médio de reconstrugao se torna mais representativo em uma rede com mais unidades de
saida. Além disto, uma vez que a curva inferior (25 unidades) alcancga seu patamar de
estabilidade, seus desvios também estabilizam-se — fato este que nao pode ser analisado na
outra curva, pois a estabilizacao deve ser alcancada somente no tltimo ponto.

O grafico na figura 4.3 também apresenta o desempenho de uma rede treinada com as
30 cenas naturais pelo método da retropropagacao de erro ao longo de 1.000 iteracoes®. O
algoritmo de retropropagagdo simulou dois codificadores N x N-M-N x N distintos: B, (a
reta superior) é um codificador 128 x 128-4-128 x 128, e By; (a inferior) é um codificador
128 x 128-25-128 x 128. Tendo-se em consideracao que a retropropagacao de erro realiza,
em ultima instancia, a extragao das M primeiras componentes principais, a validade deste
resultado estd4 condicionada ao nimero de autovalores significativos da matriz correlagao
dos padroes de entrada. Espera-se que a correlacao de imagens N x N, que tem dimensao
N? x N? — e, por conseguinte, N2 autovetores —, concentre a maior parte de seu traco nos
primeiros M autovalores.

As imagens dos nossos ensembles geram correlacoes com 16.384 linhas e 16.384 colunas,

matrizes estas que exigem um trabalho computacional descomunal para serem resolvidas.

2 Os resultados, no entanto, demonstram que a saturacdo, ou seja, o aprendizado ja é obtido a partir da 90¢ iteragio para
B4 e da 5807 iteragao para Bas.
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Todavia, analises podem ser feitas com matrizes de ordem inferior se reduzirmos a dimensao
das imagens para 64 x 64, 32 x 32 e 16 x 16 fazendo, por exemplo, uma média aritmética
do valor da intensidade de blocos de 2 x 2 pixels.

O estudo destas correlagoes revelou uma propriedade comum: os autovalores mais signi-
ficativos sao sempre representados pelos 29 primeiros, que concentram praticamente 100%
do trago. Quando normalizados a unidade, as curvas da figura 4.4 quase se sobrepoem,

tanto em magnitude quanto em forma.
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Fig. 4.4: Distribui¢dao dos 30 autovalores mais significativos das correlagées das cenas naturais com dimen-
sa@o reduzida para 64 x 64, 32 x 32 e 16 x 16 pizels. A magnitude dos mesmos foi normalizada a
unidade sequndo 0s Amax do quadro central.

Os resultados mostram que uma rede com regra de aprendizado local nao-supervisionado
(arquitetura de campos receptivos restritos com M unidades de saida) é capaz de um de-
sempenho quantitativo e qualitativo equivalente ao aprendizado supervisionado nao-local
(retropropagacao com M unidades ocultas).

Os testes de reconstrucao das images foram bastante animadores. A figura 4.5, por
exemplo, apresenta a 15* imagem natural da populacao D.1 reconstruida para os parametros
mencionados no inicio da se¢ao 4.2. Como E, g5 tem valor alto, temos uma imagem pouco
clara; da mesma forma, como FEy5390 &~ FEos65 tém valor baixo, as reconstrugoes sao bem

definidas e muito similares. A quarta imagem, oriunda de uma rede hibrida treinada com
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cenas artificiais sob os parametros Fys 30, € a quinta imagem, reconstruida sob os parametros

Bos, sao tao claras quanto as duas anteriores, revelando um desempenho bastante eficiente.

i g T i g O .

Fig. 4.5: Reconstrugao da 15 cena natural do ensemble D.1. Da esquerda para a direita, as imagens repre-
sentam os pontos E4 g5, Es 30 € Eas65. As tltimas colunas (em destaque), sio a reconstrugio da
mesma imagem por outras duas redes: o primeira corresponde a uma rede hibrida treinada com
cenas artificiais usando os pardmetros do ponto Ess 30, e a segunda é um codificador 128 x 128-
25-128 x 128.

4.2.2 Cenas Artificiais

Analogamente ao caso das cenas naturais, os graficos em 4.6 exibem o desempenho da rede
quando treinada a partir do ensemble de cenas artificiais apresentado na figura D.2.

Os graficos 4.6 (A) e (B) apresentam curvas de magnitude praticamente idénticas as de
seus analogos em 4.2. Mais do que isto, a evolucao delas segue 0 mesmo comportamento,
seja na variacao do numero de unidades de saida, seja no incremento da dimensao dos
campos receptivos. Logo, pode-se concluir que um conjunto heterogéneo de cenas artificias
contém propriedades que permitem & rede treinada obter desempenho similar ao de uma
rede treinada com um conjunto heterogéneo de cenas naturais, ainda que sob a presenca de
ruido gaussiano de baixa variancia.

Esta conclusao também se mostra valida nos treinamentos sujeitos a ruido com variancias
mais altas para os casos de menor nimero de unidades de saida ou de menor dimensao dos
campos receptivos. Apenas nos pontos extremos da tltima curva se faz perceber a diferenca
entre as curvas das imagens naturais e as das imagens artificiais. O modo como estes pontos
ascendem e distorcem a forma da func¢ao é diferente em cada caso, mas ainda obedecendo
as mesmas regras. Novamente aqui, os resultados sugerem que os campos receptivos podem
ser ajustados para maximizar a acuracidade das reconstrucoes quando sob a presenca de

ruido.
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Fig. 4.6: Erro médio de reconstrugcio E pela variacdo do campo receptivo r,. A rede foi treinada com
cenas artificiais, e os grdficos (A), (B), (C) e (D) representam seu desempenho quando sub-
metida o ruidos de natureza gaussiana com varidncia 0, 1, 10 e 100, respectivamente. A curva
tracejada separa os pontos obtidos de campos sem sobreposi¢cao dos pontos vindos de campos com
sobreposi¢io. A escala dos eizos estd normalizada em E X r,/N.

A semelhanca entre imagens naturais e artificiais pode também ser localizada quando
comparamos os desvios da média do gréafico 4.7 com os do grafico 4.3, ja discutidos na segao
anterior. Além disto, uma rede treinada com retropropagacao de erro é igualmente eficiente
com as cenas artificiais e também se equivale quantitativamente & arquitetura de campos
receptivos restritos.

O mesmo se verifica comparando as propriedades que sao observadas visualmente. Dife-
rente do primeiro ensemble, contudo, este ostenta orientacdo em virtualmente todos os
casos. A auto-similaridade, por seu turno, é mais patente apenas nos exemplos 5, 6, 12 e 14.

Estas propriedades em comum podem ajudar a compreender a semelhanca no desempenho



Capitulo 4. Procedimentos e Resultados 64

1 T ] T T

— *—& (4 ynid.
; &—A 25 unid. ||

e
i

Erro médio de reconstrugio

0 03 0.6
Dimensio relativa do campo receptivo

Fig. 4.7: Erro médio de reconstru¢ao sobre cenas artificiais para uma rede com campos receptivos restritos
(as duas curvas com barras de erro indicadas pela legenda) e para outra treinada com retropropa-
gacio de erro (as duas retas paralelas indicadas por By ).

da reconstrugao da rede, pois sugerem que uma rede treinada com cenas naturais nao teréa
dificuldade maior na reconstrucao de cenas artificiais do que a que teria para reconstruir as
cenas naturais com as quais aprendeu. A confirmagédo disto é exibida nos graficos (A) e (B)
da figura 4.13, onde comparamos lado a lado o desempenho de uma rede normal e o de uma
rede hibrida.

Reconstruindo nossas cenas artificiais, podemos observar aqui também o desempenho
qualitativo. A figura 4.8 apresenta duas imagens reconstruidas: na primeira linha, expondo
a 6% cena, a reconstrucao é bastante eficiente, seja nos pontos Eas 30 € Fos 65, seja no ponto
Ess5.30 da rede hibrida treinada com as cenas naturais. Na segunda linha, expondo a 22¢
cena, percebemos um dos casos de desvio da média, onde a eficiéncia da rede cai em todas

as reconstrucoes.
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Fig. 4.8: Aslinhas superior e inferior contém respectivamente as reconstrugoes das 6 e 22° cenas artificiais
do ensemble D.2. Da esquerda para o direita, as imagens representam o0s pontos Eyes, Fas 30
e Ess65. A altima coluna (em destaque), é a reconstrugcdo das mesmas imagens por uma rede
hibrida treinada com cenas naturais usando os pardmetros do ponto Eos 3.

4.2.3 Cenas Geradas por um Caminhante Aleatério

Apesar de a propriedade de orientacao nao se destacar facilmente nas imagens formadas por
um caminhante aleatério bidimensional, a auto-similaridade é uma caracteristica bastante
marcante, predominando em todos os exemplos. A predominéncia de uma propriedade em
detrimento da outra ja traz uma certa disting¢ao deste grupo em relagao ao das cenas naturais
e ao das artificiais — como podera ser confirmado a partir da resposta fornecida pela rede.

O desempenho de uma rede treinada com a populagao de imagens geradas por um cami-
nhante aleatério — de mesma natureza do exemplo mais a esquerda da figura D.3 — pode ser
visto nos gréficos da figura 4.9, similares aos ja analisados nas se¢bes anteriores. De uma
forma global, este modelo de rede mostra mais dificuldade para tratar com caminhantes
aleatorios, tendo em vista que o erro médio de reconstrucdo manteve-se mais alto — fato
este provavelmente explicado também pela existéncia de grande niimero de pixels com valor
zero. A comparacdo entre estas curvas e suas analogas de mesma arquitetura dos casos
anteriores mostra que a diferenca é maior para M menor — o que vem confirmar novamente
a dependéncia em relacao ao nimero de unidades de saida.

A presenga de ruido gaussiano nos quadrantes (A), (B) e (C) é essencialmente in6cua na

evolucao das curvas, de modo que a rede nao apresenta qualquer alteracao de comporta-
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Fig. 4.9: Erro médio de reconstrugcio E pela variacdo do campo receptivo r,. A rede foi treinada com
cenas de um caminhante aleatorio, e os grdficos (A), (B), (C) e (D) representam seu desempenho
quando submetida a ruidos de natureza gaussiana com varidncia 0, 1, 10 e 100, respectivamente.
A curva tracejada separa os pontos obtidos de campos sem sobreposicdo dos pontos vindos de
campos com sobreposicdo. A escala dos eizos estd normalizada em E X r,/N.

mento. No quadrante (D), os tinicos destacamentos verificados estdo nos pontos extremos
das curvas para M = 16 e M = 25, como nas demais imagens. O grafico 4.10, por sua
vez, nao apresenta novidades sendo nas linhas da retropropagacao de erro, cujo desempenho
deixou de ser tao parecido com a arquitetura de campos receptivos. Se B, teve um resultado
visivelmente melhor, Bys mostrou piora na sua eficiéncia quando comparada a dos ensembles
anteriores.

A rede hibrida na figura 4.13 (C), treinada com cenas naturais e empregada para recons-
truir cenas de caminhantes aleatorios, se comportou como a rede 4.9 (A), como se os vetores

pesos, treinados sob cenas de natureza, tivessem aprendido com estas um conjunto adequado
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Fig. 4.10: Erro médio de reconstru¢do sobre caminhantes aleatorios para uma rede com campos receptivos
restritos (as duas curvas com barras de erro indicadas pela legenda) e para outra treinada com
retropropagacéo de erro (as duas retas paralelas indicadas por By ).

e suficiente de caracteristicas para simular a rede dos caminhantes aleatérios bidimensionais.

4.2.4 Cenas Fractais

Fractais, como foi apresentado na secao 3.3.1, sao estruturas bastante sofisticadas que tam-
bém apresentam propriedades bem especificas. Apesar de nem todos os tipos de fractais
serem dotados de todas as propriedades que os caracterizam, normalmente sao estigmati-
zados por sua subdivisao infinita e por sua auto-similaridade estatistica. E por mais que a
orientacao nao seja uma marca preponderante na natureza deles, sao considerados como o
meio artificial mais pratico de construir imagens naturais [17].

A imagem central da figura D.3 corresponde a um exemplo de fractal cujo processo de
geracao ¢ discutido no apéndice C. O ensemble de treinamento da rede neural conteve 30
padroes distintos de dimensao 128 x 128 pixels, com dimensao fractal dp = 2,5, criados
através do processo de geracao de movimento browniano pelo método de substituicao do

ponto médio para duas dimensoes.



Capitulo 4. Procedimentos e Resultados 68

A0
o
n

o
<

o]

Erro médio de reconstrug

=
Ln

Dimensio relativa do campo receptivo

Fig. 4.11: Erro médio de reconstrucao E pela variagdo do campo receptivor,. A rede foi treinada com cenas
fractais, os grdficos (A), (B), (C) e (D) representam seu desempenho quando submetida a ruidos
de natureza gaussiana com varidncia 0, 1, 10 e 100, respectivamente. A curva tracejada separa
0s pontos obtidos de campos sem sobreposicao dos pontos vindos de campos com sobreposicao.
A escala dos eizos estd normalizada em E X r,/N.

Nos 4 graficos da figura 4.11, podemos perceber que uma rede treinada para reconstruir
imagens fractais obtém melhores respostas do que os demais casos analisados. Além de as
curvas de erros serem globalmente inferiores, também sao mais refratarias a interferéncia do
ruido. A origem disto pode estar no fato de que o ensemble fractal é composto por padroes
mais homogéneos entre si do que os do ensemble natural ou os do artificial.

As curvas da figura 4.12 nao acrescentam novidades para este caso, exceto pelo fato de os
desvios da média da arquitetura para M = 25 revelarem-se os mais baixos. O aprendizado
com retropropagacao de erro também foi bastante eficiente e com valores bastante proximos,

tanto para By quanto para Bps. A rede hibrida do grafico 4.13 (D), treinada com cenas
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Fig. 4.12: Erro médio de reconstrugdo sobre cenas fractais para uma rede com campos receptivos restritos
(as duas curvas com barras de erro indicadas pela legenda) e para outra treinada com retro-
propagacdo de erro (as duas retas paralelas indicadas por Byy).

naturais e reconstruindo fractais, nao apresentou diferencas ao ser comparada com o gréafico

4.11 (A), tal qual o caso dos caminhantes aleatorios.
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Fig. 4.13: Erro médio de reconstrugio E pela variacdo do campo receptivo r,. Em todos os casos, a rede
foi treinada com cenas naturais, e os diversos quadrantes representam o desempenho da rede a
partir da reconstrugio de imagens de naturezas distintas e sem ruido: o grdfico (A) contém cenas
naturais, o grdfico (B) contém cenas artificiais, o (C) contém cenas do caminhante aleatério, e
o (D) contém cenas fractais.
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Fig. 4.14: Cada curva em cada grifico apresenta o erro médio de reconstrugdo para uma arquitetura de
rede neural distinta. O eizo das abscissas marca a natureza das imagens do ensemble trabalhado
pela rede. Na escala do eixo é exibido também o valor médio da varidncia dos pixels.
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Fig. 4.15: Cada curva em cada grifico apresenta o erro médio de reconstrugdo para uma arquitetura de
rede neural distinta. O eizo das abscissas marca a varidncia o> do ruido gaussiano ao qual a
rede foi submetida no treinamento.
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Ao longo de todo o texto, procuramos enfatizar muito as vantagens que o sistema biologico
leva sobre os artificiais e os incontaveis métodos utilizados pelos pesquisadores no sentido
de tentar aproximar-se deles através de técnicas artificiais. Vemos grande relevincia neste
estudo sob o ponto de vista cientifico, pois este tipo de sistema serve como modelo para
processamento e codificacdo de estimulos sensoriais, tanto para sistemas artificiais quanto
para os proprios sistemas biologicos. Em se tratando do cérebro, nossa maquina biolégica
mais poderosa, cremos que a simulagao por redes neurais é uma das ferramentas mais faceis
e praticas, apresentando resultados muito promissores.

Muitos problemas de identificacdo de familiaridade ou de andlise de componentes prin-
cipais de um conjunto de padroes somente podem ser resolvidos computacionalmente por
redes de neurdnios quando tratados a partir de uma rede de multiplas unidades de saida.
Estas arquiteturas, contudo, normalmente operam através de regras de aprendizagem nao-
locais (como Sanger e Oja para multiplas unidades), o que as torna pouco realistas do ponto
de vista biolégico. Os codificadores lineares N-M-N treinados pelo método de retropropa-
gacdo de erro também s3o muito eficientes apresentando excelente desempenho. Apesar
de também extrairem as M primeiras componentes principais da populagdo de imagens,
funcionam através de um aprendizado supervisionado nao-local (diferente dos sistemas bi-
ologicos) e exigem muito tempo computacional.

Partindo do trabalho de Idiart et al [12|, empregamos uma solu¢do analitica para a
determinacao dos vetores pesos 6timos D¢ dos sinais reconstruidos & fazendo uso, para
tanto, de uma abordagem local na qual os padroes de treinamento €7 sdo restringidos
com campos receptivos. Neste modelo, cada unidade de saida S*" tem conexdes limitadas
sobre os terminais de entrada impedindo seu acesso completo. Podemos imaginar que cada

unidade de saida representa uma rede independente, cada qual agindo sobre uma fracao
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dee™

e aprendendo a partir de uma regra de aprendizagem local — como a regra de Oja
para uma unidade, por exemplo. Este modelo nao somente é uma alternativa as regras nao-
locais de aprendizado nao-supervisionado para miultiplas unidades, como também agrega a
vantagem de exigir menos tempo de processamento computacional em seu treinamento.

Os resultados provaram que a eficiéncia deste modelo esté diretamente ligada a quanti-
dade de informacao que ele é capaz de enxergar. Esta quantidade de informacao depende
do nimero M = M' x M' de unidades de saida e da dimensdo 7 = (r,,r,) dos campos
receptivos restritos. Maior niimero de unidades de saida pressupoe mais informacao e, por
conseguinte, menor erro. O mesmo pode ser dito a respeito da dimensao do campo recep-
tivo até o limite em que inicia sua sobreposicao, ou seja, enquanto é verificada a relacao
M'r, < N (onde r, pode representar tanto a orientagdo r, quanto a r,). Apds este ponto,
nao existe acréscimo significativo de dados que leve a um aprendizado maior. A presenca
de ruido gaussiano, todavia, desde que com variancia adequadamente escolhida, permite
determinar um minimo global no desempenho mais otimizado da rede para o caso em que
M'r, > N.

Trabalhamos com arquiteturas de rede que utilizaram 4 valores diferentes de unidades
de saida: M = 4,9, 16 e 25. Para M = 25, a configuragdo mais eficiente, alcancamos
desempenhos qualitativo e quantitativo muito bons. Isto foi verificado numericamente nos
graficos e visualmente nas reconstrucoes das imagens. Os erros calculados sao bastante
baixos, da ordem de 3%, e as imagens reconstruidas sdo bastante fiéis, o que parece provar
que a estatistica do sistema foi extraida eficientemente. Além disto, a confrontacao com
os resultados de um codificador com mesma arquitetura mostrou-se equivalente nas duas
analises.

A configuragao de 25 unidades também revelou-se suficiente do ponto de vista estatistico
quando verificamos que no nosso conjunto de cenas naturais os primeiros 29 autovalores
mais representativos da matriz correlagdo comportam aproximadamente 100% de seu trago.
Isto, por si s6, basta para se realizar uma estatistica de dois pontos eficiente.

Os ensembles natural e artificial, os mais heterogéneos, exibiram erros de reconstrucao
com grandes desvios da média para M pequeno com r grande. O incremento de M para os

mesmos valores de r proporcionou mais informagcao e permitiu que o erro se tornasse mais
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representativo. O conjunto de cenas fractais, por sua vez, cujo processo de geracao lhes
concedeu uma homogeneidade toda particular, teve os menores desvios verificados.

As redes hibridas — redes treinadas com cenas naturais e empregadas na reconstrucao
de imagens de outra natureza — nao manifestaram desempenho diferenciado das redes nor-
mais. Isto sugere que os pesos sinapticos das primeiras extrairam certas caracteristicas que
lhes permitiram generalizar seu aprendizado e reconstruir com a mesma eficiéncia esperada

imagens de outros ensembles.

Em trabalhos futuros, esperamos explorar mais o ensemble de cenas naturais com o
modelo de rede de campos receptivos restritos com o objetivo de testar seu comportamento
em casos de maior nimero de padroes de imagens e com caracteristicas menos heterogéneas
entre si. Os desvios da média certamente diminuirdo, e a extracdo de caracteristicas se
tornard mais representativa. Além disto, parece-nos interessante investigar se a rede é
capaz de aprender mais incrementando M para valores superiores a 25, ou seja, 36 e 49.
O proposito disto vem do fato de que a quantidade de componentes principais necessaria,
segundo o nimero de autovalores significativos da matriz correlacao dos padroes de entrada,
foi aqui 29 para todos os casos testados. A confirmacao disto tem de ser verificada para
novos ensembles.

Além disto, temos também interesse em investigar com mais cuidado o comportamento
de redes hibridas. Sabemos que sao eficientes na generalizagao de pesos obtidos com imagens
que possuam caracteristicas similares as das cenas naturais com as quais foram treinadas,
mas desconhecemos seu comportamento se fossem submetidas a padroes absolutamente

diversos.



Apéndice A

Componentes Principais: um Exemplo Simples

Com o propoésito de ilustrar o processo de anélise de componentes principais abordado na
se¢ao 2.2, aplicaremos neste apéndice um exemplo simplificado para um sistema bidimen-
sional.

Seja €? o espago bidimensional dos padrdes €™ = (e,", e,7), como apresentado na figura
A.1 (A). Este espago esta preenchido com um vetor sinaptico w° = (1,1) e 4 exemplos
de treinamento com coordenadas €' = (1/2,1/2), €% = (-1/2,1), €3 = (-1/2,-1/2)
e &% = (1/2,—1). Os pontos foram escolhidos de tal forma a se aproximarem de uma

distribuigdo gaussiana centrada (dados com média zero).

WA W2 WS

eo - RO O

(A) (B) 1w

Fig. A.1: Espaco de €2 padrées de treinamento para um percéptron simples linear com regra de aprendiza-
gem de Hebb. No lado (A), os padrdes (quadrados vazados) e o vetor sindptico w®, que estd
em sua posicdo inicial; no lado (B), a evolugdo do crescimento do vetor sindptico ao longo das
iteracoes do processo de aprendizagem da rede. Somente w® e w' aparecem com a magnitude
original.
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Extrairemos a primeira componente principal desta distribuicado empregando um método

iterativo sobre o percéptron simples linear

ST=w"t.e" (A.1)
e a regra de aprendizagem de Hebb

Aw" =85"€e7, (A.2)

tal que a taxa de aprendizagem foi assumida com valor 1. O processo de treinamento da
rede se d4 do modo como esta descrito na secao 2.1, ou seja, alternando a aplicacao das
expressoes (A.1) e (A.2).

Os valores pertinentes as 4 primeiras iteragoes da rede sao exibidos na tabela A.1. Em

sua quarta coluna, encontramos a evolucdo quantitativa do vetor peso, ou seja, @', w?, @

4

e w*. Esta evolugdo estd graficamente representada na figura A.1 (B). A quinta coluna

apresenta os respectivos modulos.

T ST AGT i w” o7
1] 1,000 (0,500;0,500) (1,500; 1,500) 2,121 45,000°
2| 0,750 (-0,375; 0,750) (1,125; 2,250) 2,516 63,435°
3|-1,688 (0,844; 0,844) (1,969; 3,094) 3,667 57,529°
4| -2,109 (-1,055;2,109) (0,914; 5,203) 5,283 80, 036°

Tab. A.1: Valores correspondentes as 4 primeiras iteragoes mo processo de treinamento utilizando-se a
regra de aprendizagem de Hebb. A iltima coluna apresenta a evolugdo do dngulo do vetor peso
a medida em que o aprendizado € realizado.

Finalizando 5 iteracoes para cada um dos exemplos de treinamento (o que resulta em
20 iteragoes), o modulo do vetor peso alcanga o valor 5.928 4 com inclinagdo de —72,616°;
finalizando 10, o0 m6dulo mede aproximadamente 4 x 107 fazendo angulo de —72,272°; por
fim, ao finalizar 20 (somando 80 iteragGes), temos um vetor peso com comprimento de
1,823 x 10 e angulo de —72,271°.

O vetor 1w posicionou-se de modo a indicar a orientaciao que melhor representa a direcao
de méaxima varidncia da distribuicao dos padroes de treinamento. A auséncia de alteracao
expressiva na inclinacao do vetor indica que ele esta oscilando em torno de uma posicao
Otima e expressa a finalizacao do aprendizado da rede. Este aprendizado ja se deu desde

pelo menos a vigésima iteracao; no entanto, como a regra de Hebb nao informou a rede
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que o treinamento foi suficiente, as iteracoes seguiram. Em outras palavras, o vetor peso

continuou sendo incrementado chegando a um valor da ordem de 10'°.



Apéndice B

Erro Quadrado Médio

Neste apéndice, nos utilizaremos da definicao do erro quadrado médio E introduzida na

=3(5-))

objetivando determinar vetores pesos Otimos D® para a reconstrucao € dos padroes de

secao 2.3 pela expressao

entrada segundo o modelo proposto por Idiart et al [12]
M
e=>» 5°D°, (B.2)
a=1

tal que S sao as unidades de saida da rede. Uma solucao analitica é encontrada quando as-
sumimos que trabalhamos com um sistema auto-mediante. Neste caso, é possivel simplificar

a expressao (B.1) na razdo entre duas médias dada por

Inicialmente, expandimos o numerador de (B.3) em
(le—efy=(e-é&)—2(¢- &)+ (¢-é). (B.4)

O primeiro termo de (B.4), que é igual ao denominador de (B.3), pode ser desenvolvido de
modo a provarmos que corresponde ao trago da matriz correlagao (2.11) — que por sua vez,

devido ao teorema da conservagao do traco, é igual a soma dos autovalores da matriz

N N N
i=1 i=1 i=1
O termo central fica

—2(¢-6)=—-2) (&-D"S*)=-2) D*-(&5")=—-2) D"-L° (B.6)
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ao adotarmos a defini¢ao Ia= (€5%), enquanto o ultimo termo fica
(E-8) = < éiéi> - Z < ZS“D“ZS”D”>
= ZZ D¢DY( S“S” Z D*- DPQ. (B.7)

Aqui, também definimos Q* = (S“Sb) como a correlagao das unidades de saida. A escolha

do valor 6timo de D ¢ feita através da minimizacdo do erro quadrado médio (B.3) derivando-

5= g | X o)+ )] = (B:8)

<(Z Sbﬁb) sa> — (5% = 0 (B.9)

e empregamos as definicdes de Q% e de L. Entao,

o em relacao a D

Inserimos (B.2)

D™ =1L, (B.10)
b
de modo que o erro quadrado médio serd minimizado quando escolhermos
N
D=3 Q"L (B.11)

Aplicamos (B.11) em (B.7)
DI SR R D A D S (AT
a b,c a
Este resultado e os de (B.5) e (B.6) sdo juntados em (B.3), de modo que o erro quadrado

médio se torna

M _'a _'a
poi1- 2 DU
= .

Zi:l )\i

A representacao mais redundante se d4 quando cada campo receptivo abarca todas as

(B.13)

entradas (as componentes do vetor €), ou seja, quando r = N. Neste caso, todas as unidade
desenvolvem pesos sindpticos W, iguais entre si e orientados ao longo da primeira componente
principal. Para qualquer unidade a, W, = ¥;, onde ¥; é o autovetor relacionado ao maior
autovalor da matriz correlacao completa dos padrdes de entrada em (2.11). Da equagio
(B.13), obtemos

M2

E=1- , B.14
(MM +02) 3\ (B14)
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que se aproxima de um limite finito & medida que M — oo devido & redundéancia da
representagao.

Consideramos, agora, uma representagao reduzida otimizada de dimensao M de uma
rede que usa como componentes principais os M autovetores com o maior autovalor, ou
seja, W, = U, para a = 1,2,..., M — onde 1,, vale lembrar, ¢ um vetor N-dimensional. O
erro quadrado médio correspondente é

oo XAt oY)
PIADY

Aqui, o erro depende da percentagem do traco da matriz correlagao representada pelos M

(B.15)

maiores autovalores. Se o ruido for nulo, temos que 6% = 0, e a expressio (B.15) se reduz

para
M

Aa

EFE=1- 72“

SN (B.16)



Apéndice C

Modelos Matematicos de Fractais

A descrigao a seguir foi retirada do livro de Mandelbrot et al dado na referéncia [17], mate-
rial com proposta meramente informativa onde nao encontramos grande preocupagao com
rigor matematico. Nossa intencao também esta distante do detalhamento do formalismo,
restringindo nosso escopo tao somente & implementacao computacional dos algoritmos que
nos foram oferecidos.

Seja P(m, L) a probabilidade de m pontos dentro de um hipercubo (ou hiperesfera) no

espaco F-dimensional de tamanho L centrado em um ponto arbitrario S de coordenada

Z=(x1,...,2g). P(m, L) é normalizada, ou seja,
N
Z P(m,L) =1 para todo L. (C.1)
m=1

As grandezas de interesse sao obtidas dos momentos da distribuicao: a dimensdo de massa
M(L) =Y mP(m,L), (C.2)
o numero de caizas de tamanho L necessarios para cobrir S,

Neainas(L) = Y %P(m, L), (C.3)

m=1

e a entropia configuracional quando o espaco é dividido em cubos de tamanho L

S(L) =) log(m)P(m, L). (C.4)

Para um fractal uniforme ou conjunto fractal com N — oo, a distribui¢ao toma a forma
P(m, L) — P(m/LP), e todos os momentos resultam no mesmo D. Para um fractal ndo

uniforme (o mapa de Poincaré, por exemplo), os momentos podem ter diferentes valores.
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Quando amostras e formas exigem mais de uma dimensao, sao chamadas multifractais.
Além disto, um elemento aleatério adicional pode ser incluido permitindo a simulacao de
fendomenos naturais.

O movimento browniano unidimensional (MB1 ou “brown noise”) é o fractal aleatorio
mais simples, sendo o coracdo das generalizagbes que seguem. Seja, pois, X (t) o processo
aleatorio dependente do tempo t, a variavel independente e real. Sendo assim, definimos o

incremento do processo aleatorio com distribuicdo gaussiana como
Xo1 = X(t2) — X (1), (C.5)
assim como definimos também a proporcionalidade
ox_ o |ta—t], (C.6)

2 , cn . .
tal que oy, é a variancia do incremento (C.5).

Podemos escrever também que

X(to+1t) — X(to) = % [ X (to + rt) — X (t0)], (C.7)

onde o operador = indica que os incrementos de X sao estatisticamente auto-similares por
terem a mesma funcao distribuicao de dimensao finita! para todo o ¢y e r > 0. Em outras
palavras, sao estatisticamente indistingtitvens.

Comentamos a seguir dois métodos para gerar movimento browniano unidimensional.

Integral do Ruido Branco

A integral do ruido branco descorrelacionado W é um método que satisfaz (C.5) e (C.6).

X(t):/_ W (s)ds. (C.8)

As variaveis aleatorias W sao descorrelacionadas e tém a mesma distribui¢ao normal. Além
disto, o grafico de um trecho do movimento browniano X (¢) tem uma dimenséao fractal de

1,5, e a interseccao da curva com uma linha horizontal tem uma dimensao de 0,5.

1 Do inglés, “finite dimensional joint distribution functions’.
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Substituicao do Ponto Médio

Sejam o intervalo temporal ¢ € [0,1] e o processo aleatério X (t) ajustado para X (0) = 0
e X(1) = x, onde x é um valor aleatério com distribui¢do gaussiana, com média zero e

variancia 0% = o *. Assim, esperamos que
0%, , = |tz —ti|o (C.9)
contanto que 0 <ty <ty < 1.

Ajustamos X (1/2) como a média aritmética entre X (0) e X (1) mais um valor gaussiano

aleatorio D; com média 0 e variancia A,?
1
X(1/2) — X(0) = 5[X(1)+X(0)]+D1. (C.10)

Tendo que todo o lado direito tem média zero, o lado esquerdo também ter4d. Por con-
seguinte, o incremento X (1) — X (1/2) também tera média zero.

De (C.9) e (C.10)

1 1
0)(21/270 = ‘5 - 0‘0 2= 30 2 (C.11)
1\ 2

de modo que A;> = 1/40 2. A construgao feita em (C.12) é somente possivel quando X ()
para um t qualquer for descorrelacionado.

Segue-se com o proximo nivel X (1/4) — X (0) = 1/2[X (1/2) + X(0)] + Do, onde, nova-
mente, [X(1/2) — X(1/4)] e [X(1/4) — X (0)] sdo gaussianos com média zero. De

1\ 2
o5 =<—)02 + A =1/40 2,

Xi1/4-0 9 Xi/2+0
tiramos A,2 = 1/80 2. A idéia volta a ser aplicada em X (3/4).

Refinando este processo, obtemos

1
2 2
A= 2n+10

(C.13)

para a varidncia de D,. Entado, para diferencas de tempo At = 27", adicionamos um
elemento aleatorio de variancia 2-("*Yg 2, que é, como esperado, proporcional a At.
A generalizagao para parametros 0 < H < 1 é chamada movimento browniano fracional.

O parametro H descreve a “rugosidade” da funcdo a pequenas escalas. Para o movimento
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fractal browniano (fBm?), teremos a dimensdo fractal dp = D = 2 — H, tal que podemos
identificar trés categorias de fBm de acordo com os valores de H. Se H > 0,5, existe
correlacdo positiva entre os incrementos, isto é, se o grafico de X est4d aumentando para
algum ¢y, entdao aumentara mais para t > t5. Se H = 0,5, o movimento browniano tem
incrementos independentes no sentido probabilistico, ou seja, tem a correlacao nula. Se H <
0, 5, a correlacao dos incrementos é negativa, e as curvas parecem oscilar mais erraticamente.

Analogamente ao caso anterior da equagao (C.7) onde H = 0,5, dizemos que os incre-

mentos de X sao estatisticamente auto-similares com H

X(to +1) — X(to) = —[X (b +rt) — X(t)]. (C.14)

rH

Assim, fBm “acelerados” X (rt) sdo apropriadamente reescalados com a divisdo pela ampli-

tude r¥. As substituicoes de ponto médio D,, tém variancias
2

A=

2= 110, (c19

Por outro lado, a relagdo entre as varidncias o 2 e UXQtT para um intervalo de tempo

t1
qualquer t, — t; fica

0%, = lto—t:[?"o?, (C.16)

que infelizmente ndao aproxima adequadamente os pontos gerados aos do movimento browni-
ano fracional. Ou seja, este processo nao tem incrementos estacionarios; os tempos ¢ nao sao
todos equivalentes estatisticamente. Para corrigir isto, usamos o método da adi¢ao aleatoria

sucessiva, no qual o D,, é adicionado para todos os pontos e nao somente os pontos médio.

2 Do inglés, “fractal Brownian motion”.



Apéndice D

Ensembles de Imagens

Este apéndice foi reservado para a descricao dos ensembles de imagens utilizados como
sinal de entrada, para treinamento e reconstrucao, de uma rede neural linear sujeita a
campos receptivos restritos. Ainda que o foco deste trabalho seja a estatistica de cenas
naturais, cinco populagoes adicionais foram incluidas com o propésito de oferecer resultados
comparativos.

As cenas de natureza foram escolhidas de forma a nao conter objetos ou estruturas feitas
pelo homem, a evitar horizontes e também grandes espacos vazios, como o céu ou o mar.
Procuramos utilizar diversas escalas do ambiente, desde florestas vistas a distancia a até
uma unica planta em destaque. Com isto, esperdvamos abranger mais explicitamente a
propriedade de auto-similaridade. O ensemble, apresentado na figura D.1, é constituido
por 30 imagens centradas com dimensao 128 x 128 pixels e 256 niveis de cinza. Podem ser
observados exemplos singulares intencionalmente incluidos para testar a robustez da rede e
permitir que ela aprenda com casos particulares. De cima para baixo e da esquerda para
a direita, podemos citar a imagem 4, na qual se verifica a lateral do tronco de uma &arvore
dominando praticamente todo o lado direito da mesma. Nos exemplos 10 e 15, uma porc¢ao
bastante grande da imagem é tomada pela 4gua, enquanto o 16 é totalmente composto por
nuvens.

O primeiro ensemble comparativo é o de cenas artificiais, assim definidas por serem
essencialmente constituidas por estruturas e objetos construidos pelo homem. Também é
composto por 30 padrées centrados diferentes entre si com dimensao 128 x 128 pixels e 256
niveis de cinza, como pode ser visto na figura D.2.

O conceito de aproximacoes de itmagens naturais introduzido na secao 3.3 viabiliza o
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Fig. D.1: Populacao de 30 imagens composta por cenas naturais com dimensao 128 x 128 pizels cada.
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Fig. D.2: Populagio de 30 imagens composta por cenas artificiais (estruturas criadas pelo homem) com
dimensdo 128 x 128 pizels cada.
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estudo e a anélise de duas populagoes de imagens que, ainda que geradas a partir de um
algoritmo computacional — sendo, portanto, sintéticas —, assemelham-se visual e estatistica-
mente as cenas naturais.

Na secao 3.3.2, mostramos que é possivel utilizar um procedimento simples como o ca-
munhante aleatorio bidimensional para gerar imagens nada elementares dentro da geometria
euclidiana. Partindo de um ponto do plano decidido ao acaso, uma particula avanga, um
passo de cada vez, e com igual probabilidade, para qualquer um dos quatro pontos que
compoem diretamente sua vizinhanga, ou seja, norte, sul, leste ou oeste. Cada vez que ocupa
uma casa, a sua coordenada é incrementado um valor constante tal que seja possivel mapear
o rastro de sua passagem. Se a particula alcanca uma das bordas limites, as condicoes de
contorno garantem a continuidade de sua caminhada a partir da borda oposta. O resultado
deste mapeamento é uma matriz numérica que pode ser visualizada como uma imagem
complexa analoga ao primeiro exemplo encontrado na figura D.3. Utilizamos nesta pesquisa
imagens centradas com dimensao de 128 x 128 pixels em tons de cinza.

As cenas fractais tratadas na secao 3.3.1 s@o mais sofisticadas, seja na parametrizacao
necessaria a sua criagdo, seja na descricado de suas propriedades. 30 modelos de imagens
centradas com dimensao 128 x 128 pixels e tons de cinza, como ilustrado no segundo exemplo
da figura D.3, foram empregados no treinamento da rede. Todos os exemplos tém dimensao
dr = 2,5 e foram criados sem somas aleatérias, com desvio padrao igual a 1 e através do
processo de geracao de movimento browniano pelo método de substituigao do ponto médio
para duas dimensoes. Detalhes estao disponiveis no apéndice C.

A terceira imagem em D.3 é um exemplo do resultado da filtragem logaritmica aplicada
sobre o primeiro padrao do ensemble D.1. O filtro aplicado é a funcao de reescalamento
logaritimico da intensidade do pixel sugerida por Ruderman [25] através da equagao (3.5).
Conquanto tenhamos utilizado este filtro para criar um novo conjunto de imagens a partir
das cenas naturais, estas nao foram utilizadas para o treinamento das redes, mas tao somente
para o estudo de seu espectro de poténcia.

A imagem mais & direita da figura D.3 exemplifica um ruido branco. O ruido branco é
um sinal que é absolutamente aleatorio, ou seja, nao privilegia qualquer freqiiéncia. Para

gerar esta imagem, criamos uma matriz com 128 linhas e 128 colunas contendo elementos



Apéndice: Ensembles de Imagens 91

numericos entre 0 e 1 descorrelacionados uns dos outros. Para tanto, faz-se necessario
o uso de um algoritmo computacional que simule a geracdo de nimeros aleatorios. A
validade estatistica deste sinal, para todos os propositos praticos de nossos estudos, também
restringiu-se unicamente a analise do espectro de poténcia em comparacao com o dos demais

ensembles.

Fig. D.3: Ezemplos de 4 ensembles: estas populagdes possuem 30 padrdes distintos cada com a mesma
dimensao 128 x 128 pizels. A primeira é um exemplo da trajetdria de um caminhante aleatorio
bidimensional, a segunda, um fractal, a terceira é uma cena natural filtrada pelo logaritmo de
Ruderman, e a ultima é wm ruido branco.

A variancia determinada pixel a pixel para cada conjunto de imagens é exibida na figura
D.4. Mais do que revelar texturas bastante particulares, prova que as distribuicoes ponto a

ponto sdo, em média, suficientemente homogéneas.

Fig. D.4: Imagens de dimensao 128 x 128 cujas intensidades representam as varidncias dos pizels corres-
pondentes aos ensembles em estudo. Da esquerda para o direita, temos cenas naturais, cenas

artificiais, caminhante aleatério e cenas fractais.
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