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RESUMO

O crescente uso de redes sociais gera quantidadeses de dados que podem ser
empregados em Varios tipos de andlises. Algunesdesios tém informacao temporal
e geogréfica, as quais podem ser usadas parag@sigrecisamente a informacao no
tempo e no espaco. Nesse contexto, neste trabghmpésto um novo método para a
analise do volume massivo de mensagens dispondvdlwitter, com o objetivo de
identificar eventos como programas de TV, mudamtiatiticas, desastres e eventos
esportivos que estejam ocorrendo em regifes egj@eciflo globo. A abordagem
proposta é baseada no uso de uma rede neural eecd@b de outliers em séries
temporais, as quais sdo formadas por estatistaatadas em tweets localizados em
diferentes divisbes politicas (i.e., paises, cidpd&sses outliers sdo usados para
identificar eventos como um comportamento anormoal dados Twitter. A efetividade
do método é avaliada comparando os eventos idextds com noticias nos meios de
comunicacao.

Palavras-Chave:Microblogs, Andlise Sécio-Geogréfica, Fluxo do Tied, Séries Temporais,
Redes Neurais.



Location-Based Event Detection on Microblogs

ABSTRACT

The increasing use of social networks generatesreng amounts of data that can
be employed for various types of analysis. Somdheke data have temporal and
geographical information, which can be used to ipedg position information in time
and space. In this document, a new method is pegptzsanalyze the massive volume
of messages available in Twitter to identify evesush as TV shows, climate change,
disasters, and sports that are occurring in sgeagions of the globe. The proposed
approach is based on a neural network used totdmidiers from a time series, which
is built upon statistical data from tweets locateddifferent political divisions (i.e.,
countries, cities). These outliers are used totiffeavents as an abnormal behavior in
Twitter's data. The effectiveness of the methodvialuated by comparing the events
identified on the news media.

Key words: Microblogs, Socio-Geographic Analysis, Twittereatm, Time Series, Neural
Network.
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1 INTRODUCAO

Uma rede social € um conjunto de pessoas ou gaguosalgum padrdao de contato
ou interacao entre si. Os padrdes de amizade esthedividuos, relacbes de negdcio
entre empresas e 0s casamentos entre familias xsfioples de redes que foram
estudadas no passado (NEWMAN, 2003). O estudo dksrgociais, na computacao,
existe desde que essas eram formadas apenasqueladed mensagens entre pessoas
utilizando computadores (WELLMAN et al., 1996). Canevolucdo da tecnologia, os
sites de redes sociais permitem que pessoas tromemeagens, fotos, videos, formem
comunidades, etc. utilizando-as através de compreadtablets, celulares, televisdo
entre outros dispositivos. Os dispositivos moveisrptem que as pessoas facam essa
interacdo em tempo real, ao longo do seu dia-aedi@anda indicando a posi¢cao no
globo onde elas estdo. Isso possibilita que esdgasmacdes geolocalizadas sejam
utilizadas como uma rede de sensores para idegiificde eventos naturais (SAKAKI;
OKAZAKI; MATSUO, 2010) e sociais (LEE; WAKAMIYA; SWIYA, 2011).

A identificacdo de eventos comecou a ser estudad® garte do problema de
deteccdo e rastreamento de topicos (ALLAN et a098). Eventos sdo topicos
colocados em um lugar no espaco e no tempo (ALLRAPKA; LAVRENKO, 1998).

As pesquisas citadas utilizavam noticias de joroaiso fonte de informacédo, mas, nas
redes sociais computacionais, a identificacdo gecd8 se utiliza das mensagens
trocadas entre os usuarios. Essas mensagens posgoemacdes de quando foram
criadas, i.e., tempo, e algumas também incluem ,orele espaco. Assim é também
possivel fazer a identificacdo de eventos utilivaasl informagdes presentes nos dados
de redes sociais (LEE; WAKAMIYA; SUMIYA, 2011).

A identificacdo de eventos em redes sociais corgprtais pode melhorar
significativamente a interacdo dos seus usuaridmigea por contetdo local (BECKER,;
NAAMAN; GRAVANO, 2011). Em casos de eventos natsirail sociais que ameacam
a integridade de uma populacédo, por exemplo, eesificacdo pode ajudar os 6rgdos
governamentais na busca por melhorar suas respastagentos de emergéncia
(VIEWEG et al.,, 2010) e na criagcao de sistemas ldama (SAKAKI; OKAZAKI,
MATSUO, 2010).

No entanto, o grande volume de dados que as redemiss geram ¢é
computacionalmente muito custoso de analisar. Ramto, técnicas de mineracéo
podem auxiliar no aumento da eficiéncia (tempo) ptocesso de descoberta de
conhecimento sobre tais dados. Os algoritmos imawdits de mineracédo exigem que 0S
dados tenham relacdes e tipos bem definidos papi@acdo de classificacdo, andlise
de agrupamentos cl(stering, identificacdo de padrdes sequenciais, regras de
associacdo, entre outros. Entretanto, os dadosedies rsociais combinados com a
espacialidade e temporalidade dos mesmos criamonmingd com dimensionalidade e
relacionamento diferente dos esperados pelas amrdaou mecanismos tradicionais
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de mineracdo. Por esse motivo, novas abordagemssare ser desenvolvidas para
extrair conhecimento dos dados de redes sociais.

Nesse contexto, o objetivo deste trabalho € prepavaliar um novo método para
identificacdo de eventos utilizando dados de reslesais computacionais. Cabe
salientar que a definicdo de eventos utilizadaengabalho € de topicos alocados no
espaco e no tempo que tenham alterado considermavieno volume de informagdes
monitoradas nos dados de uma rede social compng@ajue tenham visibilidade nos
meios de comunicagdo. As principais diferencasedesdtodo quando comparado com
0s existentes é que esse simplifica o processepa;ao das mensagens em relacdo a
sua origem geografica e utiliza métodos estatisticais eficazes para a modelagem dos
dados e posterior identificacdo dos eventos.

1.1 Motivacao

A mineracdo de dados, parte do processo de dasaolde conhecimento,
possibilita a descoberta de padrfes interessamesjiamente desconhecidos e
potencialmente Uteis. Em redes sociais, esses dammem representar o
comportamento das pessoas em diversos aspectestréisilho se propde a utilizar o
grande volume e a velocidade em que esses dadages#ins nas redes sociais para
monitorar atividades que estejam relacionadas coaotidiano da vida das pessoas.

Quando um conjunto de dados possui informacfes detigp e espaciais, Sao
chamados de dados espago-temporais. Sao pouceabathds que exploram essas
dimensdes em redes sociais computacionais, fatéegoa este trabalho a desenvolver
do método aqui proposto.

1.2 Problema

A interacdo dos usudarios em uma rede social (e wom rede social) esta ligada,
eventualmente, a eventos que ocorrem no mundodedbrma que, quando um evento
do mundo real ocorre, esse € compartilhado na edtevés de fotos, videos,
comentarios, conversas e identificacdo de presgmgssuario em um locatlieck-ir).

Em algumas redes sociais, essas interacfes estimaalas a dados de posicionamento
geografico. Nesse contexto, cabe verificar se sgossivel utilizar esses dados e
informacdes para identificar quais sdo os even@s gue locais eles estdo ocorrendo.
Se sim, é importante avaliar se isso pode serzeshli de forma automatizada e
continua. Esse tipo de identificacdo se torna itapéte para o planejamento urbano, a
seguranca publica e a logistica na medida em gueitee avaliar também
acontecimentos nao planejados. A busca dos usygwiosontetdos locais também é
aprimorada a medida que essas informacfes, sobreversos identificados, séo
disponibilizadas.

1.3 Objetivos

Este trabalho tem como objetivo o desenvolvimenta avaliacdo de um novo
método para identificacdo de eventos do mundo(f@a da Internet), utilizando dados
georreferenciados do Twitter, uma rede social derohlogs. O Twitter foi escolhido
em razao da sua base de dados ser publica e Hadésso. Os métodos atuais possuem
uma baixa taxa de precisao na identificacdo detese® método proposto se utiliza de
técnicas mais eficazes para a criagdo de um sistaigsimples de deteccéo, fazendo
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com que a identificacdo retorne eventos mais ratega e ainda sendo possivel a sua
utilizacdo em um ambiente online.

1.4 Hipoétese

As hipdteses levantadas neste trabalho se origo@rmabalhos semelhantes e se
estendem para as evolugcdes que este propoe:

Hipotese 1: Através dos dados do Twitter é posgieatificar eventos que
ocorrem no mundo real (fora da Internet).

Nas publicacdes ocorridas em redes sociais comaitbtef, 0s usuarios manifestam
suas atividades, sentimentos, opinides e demaasioebmentos com o mundo real
(fora da Internet). Determinados eventos propicés usuarios uma boa oportunidade
de se manifestar nas redes.

Hipotese 2: A utilizacdo de analise de séries taaig sobre os dados de redes
sociais aumenta a eficacia (taxa de precisdo) @aiificacdo de eventos.

Existem técnicas especificas para cada conjuntodatks, assim como para
necessidade que se tem com relacdo a analise dwsosieA utilizacdo de andlise de
séries temporais para dados gerados ao longo dwoteao mais indicadas do que a
utilizacdo de métodos para dados univariaveis.

1.5 Contribui¢cOes

As principais contribui¢cdes deste trabalho podenteseimidas nos seguintes itens:

» desenvolvimento de um novo método mais eficaz jpnatificagcdo de eventos
em redes sociais com informagéo geografica;

* incorporacdo de registros que ndo contenham latikidongitude, mas sim
marcacao geografica em formato textual,

» aplicacdo de redes neurais para criacdo de modkdesséries temporais,
posterior deteccdo de outliers e diminuicdo darelifga temporal entre a
ocorréncia do evento e sua detec¢do pelo método;

1.6 Estrutura do Texto

Esta dissertacdo esta dividida em seis capitulesteNcapitulo, foram apresentadas
as motivagdes que nos levaram a propor o métodwitdesa dissertacdo. O capitulo 2
apresenta uma visao geral das principais areasstpiisa relacionadas a este trabalho,
a Descoberta de Conhecimento, as Redes SociaiSérias Temporais. O capitulo 3
relaciona alguns trabalhos que também desenvolvestodms para extracdo de
conhecimento utilizando informacdes geograficagdabtem redes sociais. O capitulo 4
descreve em detalhes como o método proposto fumciexplicando cada uma das
quatro fases: captura de dados, caracteristicameédislas, analise das séries temporais
e descricdo dos eventos. O capitulo 5 apresenteeassos utilizados durante os
experimentos. Ele também descreve a avaliacdo dd&las e algoritmos empregados
assim como os resultados alcancados durante aagd@lido método. O capitulo 6
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resume as principais contribuicoes deste trabali@senta conclusdes e uma discussao
sobre trabalhos futuros.
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2 FUNDAMENTACAO TEORICA

Este capitulo apresenta alguns conceitos impodgagte sao empregados na
descoberta de conhecimento em redes sociais eadtié ao longo do trabalho. Na
secado 2.1 sao descritos 0s conceitos gerais delmtr de conhecimento e mineragao
de dados. Na secéo 2.2 sédo apresentados algurestosmie redes sociais. Na sec¢éao 2.3
ha uma descricdo sobre a rede social Twitter. Ace&:4 descreve detalhes sobre
analise de séries temporais, conhecimento necessara o0 entendimento de varios
elementos deste trabalho. A secdo 2.5 explica c@oelados geograficos.

2.1 Descoberta de Conhecimento e Mineragao de Dados

No livro organizado por Miller e Han (2009) defise- que Descoberta de
Conhecimento em Base de Dados (DCBD, em inglés KBlDowledge Discovery in
Databases) é uma resposta ao grande volume de dadosem sido coletado e
armazenado em bancos de dados cientificos ou c@iser€om a evolugdo da
tecnologia da informacdo e a adocdo em massa dmgs@ms de monitoramento e
controle em muitos dominios, cria-se novos dada®m econa grande rigueza. Ha
frequentemente muitas informacgdes nesses dadasagueio percebidas pelas técnicas
tradicionais de andlise e consulta. O processo escotherta tem incentivado
investimentos em tecnologia para busca profundafdemacdes, antes escondidas, que
podem ser transformadas em conhecimento para deciséiratégicas ou respostas
fundamentais para pesquisas académicas.

Embora o termo “mineracdo de dadodaté mining seja utilizado popularmente
como sindénimo de descoberta de conhecimento, aefgegas um componente (0 mais
importante) desse longo processo. A mineracdo eavivhnsformar os dados em
informacé&oou fatos sobre o dominio descrito pelo banco deslaA descoberta é um
processo de mais alto nivel de obtencdo de inf@magiravés da mineracdo e
transforma essa informacdo ewmnhecimentdideias e crencas sobre o dominio) pela
interpretacdo da informacgao e integracdo com oemniento existente. A Figura 2.1
mostra todas as etapas da Descoberta de Conhegiment

A DCBD é baseada na convic¢ao de que a informagt@ocescondida nestas grandes
bases de dados na formapmroes de interess&ao propriedades e relacionamentos
ndo aleatodrios que sdo validos, novos, Uteis elémaldanalise compreensivelalido
significa que o padrdo é genérico o suficiente garaaplicados a novos dados e néo
somente uma anomalia dos dados que foram analidddeq por ser um padrdo néo
trivial e também inesperadaltil implica que o padrdo pode levar a acdes efetivas,
como, por exemplo, sucessos em tomadas de decidéwestigacdes cientificas.
Compreensivelquer dizer que o padrédo deve ser simples e quearmsnpossam
interpreta-lo sem dificuldades (FAYYAD; PIATETSKYHRAPIRO; SMYTH, 1996).
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Figura 2.1: Etapas do processo de DCBD
Fonte: (FAYYAD; PIATETSKY-SHAPIRO; SMYTH, 1996, pdatP)

DCBD ultrapassa o dominio tradicional das analestatisticas para acomodar 0s
dados que normalmente ndo sao favoraveis a esseddpanalise. As analises
estatisticas geralmente envolvem uma quantidadiades numéricos pequena e limpa
(sem ruido), amostrados de uma grande populacéa,resolver questdes especificas
que ja estdo formuladas. Muitos modelos estatistimmuerem suposi¢cfes rigidas
(como a independéncia, a estacionariedade dosgsassubjacentes e a normalidade).
Em contraste, os dados que estdo sendo coletaatosagenados em bases de dados de
grandes empresas sao ruidosos, ndo numeéricos,sevgloente incompletos. Esses
dados também séo coletados de forma aberta, seyunp@s especificas em mente. A
DCBD compreende principios e técnicas de estajsaprendizagem de maquina,
reconhecimento de padrbes, busca numeérica e agab cientifica para acomodar os
novos tipos de dados e volumes de dados a serogataavés de tecnologias de
informacéo (MILLER; HAN, 2009).

A descoberta de conhecimento € mais fortementetivadwdo que a analise
estatistica tradicional. O processo de generalizdegdestatistica esta inserido no amplo
processo dedutivo da ciéncia. Os modelos estaigssi@o de confirmacao, exigindo que
0 analista especifigue um modelo, a priori, comebas alguma teoria, teste essas
hipoteses e, talvez, reveja essa teoria em fungdoresultados. Em contrapartida,
profundamente ocultos, os padrdes interessantegiradns na mineragdo sao (por
definicdo) dificeis ou impossiveis de especificariari, pelo menos com algum grau
razoavel de completude (MILLER; HAN, 2009). A ddseda esta mais preocupada em
levar os pesquisadores a formular novas previsdeipieses a partir de dados em
oposicao a testar deducbes a partir de teoriagéatrdo subprocesso de indugdo de
dados cientificos (ELDER IV; PREGIBON, 1996; HANIH98). Assim, orienta-se que
se a informacao solicitada tem pouca descricdmgié adequado utilizar DCBD do que
analises estatisticas (ADRIAANS; ZANTINGE, 1997).

DCBD se encaixa mais na fase inicial do processiitde® quando o pesquisador
formula ou modifica as teorias baseado em fatoemadios e observacfes do mundo
real. Nesse sentido, a descoberta estd para a daremformacdo assim como
microscopios, sensoriamento remoto e telescopiddo epara as areas atdmicas,
geograficas e astronbmicas, respectivamente. DCRIn& ferramenta para explorar
dominios que sdo muito dificeis de perceber someone as capacidades humanas.
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Para buscar por uma infinidade de informacdesdanpsa e focada estatistica ndo pode
competir com a ampla, mas difusa, descoberta ddéiecanento. No entanto, a
amplitude de andlise pode lancar sombras e a dasaobdo pode competir com a
estatistica em poder de confirmacdo uma vez quadodp é conhecido (MILLER;
HAN, 2009).

Alguns algoritmos de mineracédo de dados amplamégifiteadas sé&o a classificagao,
as regras de associacdo, a identificacdo e anmddisegrupamentosclstering e a
identificacdo de padrbes sequenciais. Esses gag@sgoritmos resolvem um grande
namero de problemas que envolvem tipos de dadexifisps com relacdes entre 0s
dados razoavelmente bem definidas.

Na classificacdo, por exemplo, observa-se um d@tadno numero de caracteristicas
e suas classes respectivas que levam a criacaegiasrpara determinar quais
caracteristicas representam cada classe. Dessa,fanm novo registro pode ser
comparado com as regras para a identificacdo delagse. Esse € um exemplo de
dados que possuem uma relagcio bem definida pliracib desse tipo de mineracéo. E
comum a obrigatoriedade do uso de dados numériessea algoritmos, ja que a
decisdo se da comparando se um valor numérico érmganal ou maior aos valores
referéncia da classe.

Quando os dados nao estdo bem arranjados parbzacéth desses algoritmos, é
necessario fazer uma transformacéo que convertta@dss para o tipo, formato e/ou
relacéo aceita pelo algoritmo escolhido. Nem seragt@ transformacao € possivel, pois
ocasionaria perda significativa de informacéo. Bdetma, é necessario criar outras
técnicas que trabalhem com tipos diferentes dedetw relacdes diferentes entre eles.

Um tipo de dado que esta se tornando muito poppelar facil acesso a tecnologias
de localizacdo é o dado de posicionamento geograbistidos através da tecnologia
GPS ou outras similares. Esse tipo de dado selizadt por este trabalho para
determinar a localidade dos eventos identificaBasa extrair conhecimento desse tipo
de dado os algoritmos citados nem sempre sdo esutis, ja que a combinacdo entre
espacialidade e temporalidade cria um dominio, caliimensionalidade e
relacionamento entre os dados, diferente dos acpélms algoritmos citados. Por esta
razao Miller e Han (2009) descrevem algumas novasodologias e paradigmas
envolvidos na mineragéo e descoberta de conheanentdados com informagdes
geogréaficas e temporais, dentre as quais podentitatas: clusterizacdo espacial
multivaridvel, descoberta de padrdes em trajetdeiabjetos moveis, correlacao entre
variaveis com dependéncia geografica e exploraciade dados espaco-temporais.

Outros tipos de informacdo vém se tornando popsllaee internet e demandam
novos algoritmos para extragdo de conhecimentodadss de redes sociais. O grande
diferencial desses dados € o relacionamento eteségrire as informacoes, ja que essas
sao associadas aos usuarios e esses tém vincaiais.sBmbora ndo esteja no escopo
deste trabalho, os vinculos sociais séo de graeideancia para a mineracao de dados,
pois indicam o quéo relacionado ao usuério estdmfasmacdes da rede, podendo,
desta forma, trazer contetdo mais relevante a ele.

A temporalidade associada as informacgdes e tambémekcionamentos dos dados
€ outro aspecto que ainda ndo esta totalmentegeadiEmente coberto pelos algoritmos
tradicionais de mineragdo. A caracteristica de tgaljglade esta presente nos dados das
redes sociais e € amplamente utilizada por edialb@ para ordenar os dados conforme
sua ocorréncia no tempo, assim como associar oggosvaentificados a instantes de
tempo do mundo real.
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Alguns avancos na mineracdo dos dados de redesssgiciforam alcancados e 0s
assuntos ja bem desenvolvidos em varios gruposstpusa:

» analise de sentimentos;

* sistema de recomendacéao;
» formacédo de comunidades;
e propagacao da informacao.

Apesar desses avancos, ainda ha varios tipos aeniafdo em redes sociais em que
as pesquisas ainda sdo muito incipientes. As redemis tém apresentado uma
dinamicidade muito rapida, com a criacdo de nonmmsstde conteudo, novas formas de
relacionamento, interacdo entre seus usuarios exsis aplicativos que aumentam a
complexidade dos dados dessas redes. Mais recenieendados de posicionamento
geografico tém sido embutidos nas interacdes ewgraisudrios das redes sociais.
Devido ao grande volume de informacédo e por teramacteristicas geograficas e
temporais, os dados de redes sociais podem semadds para criar um modelo de
comportamento dos usuarios no mundo real.

2.2 Redes Sociais

Uma rede social € um conjunto de pessoas ou gegosalgum padrdao de contato
ou interacdo entre si. Os padrées de amizade estiedividuos, relacdes de negocio
entre empresas e 0s casamentos entre familias xefioples de redes que foram
estudadas no passado (NEWMAN, 2003). O conceiteedes sociais, na computacéo,
comecou a ser formado a partir do artigo de Welletaad. (1996), que analisa as redes
sociais formadas com suporte computacional. Assidefiénido que quando redes de
computadores conectam pessoas assim como magssas,se tornam redes sociais. A
partir desta definicdo foram apresentados doisderm

* Redes Sociais Suportadas por Computadores (Corrfpupgrorted Social
Networks — CSSNs);

e Comunicacdo Mediada por Computadores (Computer-atiedli
Communication — CMC);

Apesar do estudo acima se restringir as tecnolatgas-mail e chat (IRC), mais
utilizadas na época, foi possivel identificar elatne que caracterizam estas redes
sociais, como 0s objetivos de comunicacdo, supoftemativo e social, os tipos de
relagcOes presentes, as estruturas sociais queantik computacao para esta finalidade e
de que forma se da esta utilizacao.

No artigo de Garton, Haythornthwaite e Wellman (@99 termoonline é agregado
a redes sociais, ja que essas redes se estruttrevé@sada Internet. O estudo apresenta
os diversos aspectos que devem ser observadosagsarahalisam redes sociais. Sao
eles:

» Unidade de andlise: relac¢des, lacos, multiplicidadenposicéo;
» Caracteristicas da rede: abrangéncia, centraligeage|s;
» Particionamento da analise: similaridade, grupteseale redes.

Também sdo identificados que os recursos, no contég CMC, podem ser
comunicados por via textual, grafica, animada, @udu midia de video para
compartilhar informagédo (noticias ou dados), diséas de trabalho, dar apoio
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emocional ou apenas para passar o tempo com cegsdg (HAYTHORNTHWAITE
apud GARTON; HAYTHORNTHWAITE; WELLMAN, 1997).

Enquanto redes sociais online utilizam a Interragagomunicacao, sites de redes
sociais online utilizam a Wélpara conectar os usuarios e sdo geralmente athaitus
por empresas (p.ex., Google e Facebook). Diferéateomo € organizada a Web, em
sua maioria em torno de conteludos, as redes sa&daisorganizadas em torno dos
usuarios. Os participantes entram para a redel spaladicam seus perfis pessoais assim
como qualquer contetdo, e podem se conectar asausL@rios com quem estabelecem
vinculos. Isso prové a base para manter relaciom@siesociais, achar usuarios com
interesses similares ou localizar conteldo e comtesto que tenha sido publicado por
outros usuarios (MISLOVE et al., 2007). E imporeambservar que atualmente é
possivel a utilizagdo de redes sociais atravésplieativos em dispositivos moveis e
nao somente via Web.

Os usuarios de uma rede social devem se regigiraitay normalmente através de
um pseudonimo. Os vinculos formados por essesiasyszdem ocorrer com ou sem o
consentimento do outro usuario, dependendo dasgealps sites de redes sociais. A
maioria dos sites permite aos usuarios criar oyuséar a grupos de interesses
especificos, para que os usuarios possam compartiinteidos com os participantes
do grupo (MISLOVE et al., 2007).

Existe uma rede social em especial, o Twitter, ligee seus usuarios através de
microblogs (JAVA et al., 2007). Esses microblogs dérivados dos blogs, abreviatura
deweb log que séo diarios de textos, imagens e outras spids&sim como novidades
ou conteudos achados na internet. Alguns blogséoorsimplesmente sentimentos e
atividades que seus autores executam no dia-&diermo micro simboliza a reducéo
do diario a esséncia da sua mensagem em um terim t¢ttazendo como grande
vantagem a sua facil utilizacdo em dispositivos esv

2.3 Twitter

O recurso principal do Twitter é permitir aos sewsuarios que compartilhem
mensagens de até 140 caracteres com sua rede desarmiou com o mundo,
respondendo a pergunta “O que esta acontecendd/laf’s happening?”). A exploséo
de utilizacdo da ferramenta se deu por trés motpraxipais: uma API robusta e
versatil que permitiu aos desenvolvedores difurdinso do servico entre diversos
meios (celulares, navegadores, aplicativos isolaelms); adogcédo por parte da grande
midia e celebridades como fonte de divulgacdo;napamento da ferramenta pelos
USUarios.

A rede tem duas caracteristicas principais: a patdio das mensagens e a
funcionalidade de seguir usuarios e ser seguidoefg®. Ao seguir um usuario vocé
recebe todas as mensagens que esse escreve. Da foesa) 0s usuarios que seguem
VOCé recebem todas as mensagens que vVocé escexge Beu crescimento acelerado
em 2007, esta rede foi alvo de diversos traballawa pntender o seu uso ou extrair
conhecimento a partir de seus dados. Alguns trabadbtao citados abaixo e outros na
secao de trabalhos relacionados (Capitulo 3, p&dha

Em um dos primeiros trabalhos (JAVA et al., 200ud¢ @nalisam o uso do Twitter,
0os autores estudam as propriedade topoldgicas grafeas da rede. Atraves desse

! A World Wide Web, ou simplesmente Web, é a mardgracessar informacdes através da Internet
utilizando o protocolo HTTP.
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estudo eles identificaram trés principais categoda usuarios no Twitter: os que

compartilham informacgdes, os que mantém relacoesmdeade e os que buscam por
informacdes. Na primeira delas, 0s usuarios sasopssou servicos automatizados que
postam noticias e tendem a ter muitos seguidoresis@arios que buscam amizade sao
a maioria e incluem familiares, colegas de trabadhhou estranhos. Quem busca
informac&o raramente posta mensagens, mas seguose ositiarios regularmente.

Java et al. (2007) também identificaram variasgmatas de inten¢cbes para usar o
Twitter: conversas sobre o dia-a-dia, onde usuatissutem eventos de suas vidas e
seus pensamentos; compartiihamento de informac@#RLe divulgacdo de noticias,
que inclui comentar sobre eventos atuais ou agedtesnoticias que postam
automaticamente sobre o clima, reportagens e astieiconversas entre usuarios, onde
esses utilizam o simbolo @ para citar outros ugsidn suas mensagens. Segundo esse
mesmo estudo, essa Ultima intencdo é o propoésitdléle dos usuarios e 12,5% das
mensagens.

Kwak et al. (2010) também realizaram um estudamgdalbgia de rede e propagacéo
de informagéo do Twitter, mostrando a relacdo evgresuarios, suas influéncias e os
topicos de tendéncia. Concluiram que ha uma alssgguldade na distribuicdo de
seguidores entre os usuarios da rede e uma baigad@s lacos de reciprocidade
mostrando que o Twitter mais se assemelha com ed® de compartiihamento de
informacgbes do que uma rede social. Kwak et all@2@omparam trés diferentes
medidas de influéncia: nUmero de seguidores, paged numeros de retweets (quando
um usuario replica a mensagem de outro). Essa cag§ma mostrou que a lista dos
usuarios mais influentes difere dependendo da raeditizada.

Analisando os tépicos de tendéndi@ifding topic} palavras-chave que sofrem um
grande aumento na utilizacdo pelos usuarios dumast periodo de atividade, Kwak
et al. (2010) perceberam que, em sua maioria (deaB5%), os topicos sdo manchetes
ou noticias que persistem como assunto na rede.liB&sé exibida na pagina inicial do
Twitter para indicar os 10 assuntos mais faladasn @ massiva utilizagdo da rede
social, houve uma evolucéo nesta listagem quesjdodibiliza os topicos de tendéncia
por pais e até por cidade.

Huberman, Romero e Wu (2008) analisaram mais dendD@suarios do Twitter
para entender como 0s usuarios se relacionam. 8egles, as redes de seguidores e
de reciprocidade ndo sdo necessariamente o meletydon de medir quem esta
prestando atencdo em quem. Eles apontam que usggieorespondem outro usuario
em suas mensagens, utilizando o simbolo @, formam tede de lacos mais
significativa. Utilizando esse método eles verifaca que a escassez de atencdo e o
ritmo diario de vida e trabalho das pessoas fazmm que elas interajam com aqueles
poucos que realmente importam e que retribuem atsngao.

Como dito anteriormente, a rede social de micrablbgitter sera utilizada por este
trabalho como fonte de dados para identificacdev@@tos. Esta opcédo se da pelo fato
dos dados dessa rede serem em sua maioria publipesa facilidade de acesso em
decorréncia da Twitter API. Outro motivo fundamééta fato dessa rede permitir que
seus usuarios marguem a posicdo geografica emstfie & enviar as mensagens. Os
dados coletados do Twitter serdo processados €drarados em series temporais para
posterior deteccdo de outliers.
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2.4 Séries Temporais e sua analise

Séries temporais podem ser definidas como uma &wlde variaveis aleatdrias
indexadas de acordo com a ordem em que elas s#@@aoloio tempo (SHUMWAY;
STOFFER, 2010), ou entdo, uma sequéncia de daduldos em pontos sucessivos no
tempo e espacados em intervalos de tempo unifornébvia correlacdo introduzida
ao amostrar pontos adjacentes no tempo pode gstairaplicacdo de varios métodos
estatisticos convencionais, tradicionalmente degrted da suposicdo de que estas
observacdes adjacentes sdo independentes e idesnieadistribuidas. A abordagem
sistematica pela qual se tenta responder as geasi@iematicas e estatisticas impostas
por estas correlacbes temporais € referida comdisandle séries temporais
(SHUMWAY; STOFFER, 2010).

As séries temporais sdo utilizadas para variascagiles: na sociologia em
nascimentos, mortalidade, desemprego, crimes eaildgd na economia em producao,
taxa de juros e taxa de cambio; na meteorologideemperatura, cobertura de nuvens e
umidade; em vendas, na estatistica de produtos defeitos produzidos por uma
maquina, uma fabrica ou uma companhia inteira;ransito, no nimero de pessoas que
usam Onibus ou o niumero de carros que cruzarampomta; em medidas fisioldgicas
do batimento cardiaco, respiracdo e outras funcégmrais; na medicdo do fluxo de
um rio para planejamento e controle de enchentegme muitas outras areas
(DARLINGTON, 1990).

Uma série temporal pode tender para cima ou paire,beomo muitas séries
econbmicas fazem (inflacdo, valor de acdes, ain.podem flutuar em torno de uma
média constante, como a temperatura do corpo hurfEndJma série pode conter
ciclos simples, como o ciclo diario da temperatdoacorpo, ou pode conter varios
ciclos sobrepostos. Por exemplo, a temperaturargeaidade geralmente exibe ambos
ciclos diarios e anuais, enquanto a densidadeaaisito exibe ciclos diarios, semanais,
e anuais (DARLINGTON, 1990).

Os trés principais objetivos da analise de séelegporais sdo: a previsdo de valores
futuros de uma série temporal, usando os valorgzadsado desta série ou a partir de
valores de outras séries também; avaliacdo do tmplecum evento especifico, como o
efeito de uma nova lei na frequéncia de motoristalriagados ou o efeito da aplicagéo
de um pedagio em uma ponte no trafego das ponte@thas; e o estudo de padrbes
eventuais, ou seja, os efeitos das variaveis emdeeeventos na série. Isso pode
necessitar de duas ou mais séries. Por exempés, seidancas no desemprego sempre
precederem mudancgas nas taxas de crime, isso mpaidarique desemprego € uma das
causas de crimes (DARLINGTON, 1990).

O primeiro passo para qualquer investigacdo deséma temporal sempre envolve
um exame minucioso dos dados desenhados ao longongo. Apos esse exame, duas
abordagens existem para analise de séries tempagiguais ndo sdo mutuamente
excludentes, comumente identificadas como abordagemdominio do tempo e
abordagem no dominio de frequéncia. Enquanto aepanse preocupa em analisar a
correlacédo entre pontos adjacentes com a depeadérsivalores atuais com os valores
no passado, a segunda se preocupa primariamente asontcaracteristicas de
periodicidade ou sinuosidade sistematica encontesalagrande parte dos dados. Na

7

maioria dos casos o resultado da aplicacdo dessadagens € similar para séries

2 http://en.wikipedia.org/wiki/Time_series/.
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longas, mas o desempenho para observa¢des curtedhér quando realizado no
dominio do tempo (SHUMWAY; STOFFER, 2010).

As figuras abaixo mostram trés séries temporaibzadias para exercicios de
modelagem (COWPERTWAIT; METCALFE, 2009, SHUMWAY; SFFER, 2010),
desenhadas no softwaré Rssim como algumas consideracdes que podemitser jge
pela analise visual.

A Figura 2.2 mostra o numero de passageiros a@raogaacionais registrados pela
Pan Am nos Estado Unidos no periodo de 1949 a 1060dados estdo disponiveis
como uma série temporal no R e ilustram importactegeitos que surgem na analise
exploratéria de séries temporais. E aparente quelmero de passageiros esta
aumentando com o tempo. Em geralteasiénciasao mudancas sistematicas em séries
temporais e que ndo parecem ser periodicas. A neiad@esta série € um aumento
linear, o modelo mais simples de tendéncia. Ha claravariacdo sazonahesta série
onde valores mais altos ocorrem nos meses de Joualm e Agosto, durante o verao
do hemisfério norte, e valores mais baixos durastmmeses de Novembro e Fevereiro.
Além disso, a variacdo sazonal parece aumentaractendéncia. Em algumas séries
pode haverciclos que ndo correspondem periodos naturais fixos; pkasnmpodem
incluir ciclos de negécio ou oscilagdes climaticasno o El Nifio. Nado ha ciclos na
série temporal de passageiros (COWPERTWAIT; METCBLZ009).
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Figura 2.2: NUumero de passageiros aéreos intemaisioos Estados Unidos

% http://www.r-project.org/.
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Figura 2.3: Rentabilidade diaria da NYSE

Um exemplo de uma série temporal financeira, comerdabilidade diaria da
NYSE (New York Stock Exchange, Bolsa de valoredNd¥g, pode ser observado na
Figura 2.3. Os dados mostram 2000 dias de transeggistrados no periodo de 2 de
Fevereiro de 1984 a 31 de Dezembro e 1991. A granel@éa da bolsa de 19 de Outubro
de 1987, conhecida como Black Monayode ser vista emn= 938. A média da série
aparece estavel com uma taxa de rentabilidade iapmdamente zero, entretanto a
volatilidade dos dados muda ao longo do tempo. &®s mostram agrupamentos de
volatilidade; isto é, altas volatilidades tendemseaagrupar. Um problema na analise
desse tipo de dados financeiros é a previsao adiliddde dos rendimentos no futuro
(SHUMWAY; STOFFER, 2010).

Apoés a andlise visual, € comum a aplicacdo de ialgos para gerar modelos dos
dados, utilizados para extrair mais informacdesséide ou para previsdo de dados
futuros. Na Figura 2.4 pode-se observar a utiliaat# dois modelos para previsdo da
série de passageiros da Figura 2.2. Ajustes como modelo Holt-Winters (HOLT,;
WINTERS apud COWPERTWAIT; METCALFE, 2009) sdo imgsm®mnantes, linha
vermelha do primeiro gréafico da figura. O modela@er usado para fazer previsdes
no futuro, como mostra a continuacédo dos dados apidda vertical, sendo as linhas
em azul a margem de erro do modelo. No segundgrdé Figura 2.4 esta a previsao
feita utilizando o modelo ARIMA (BROCKWELL; DAVIS]1987), referéncia para
previsao de séries temporais. Deve-se notar qpecaisdes sdo inteiramente baseadas
nas tendéncias do periodo durante o qual o modelajdstado, e seria uma previsao
razoavel assumir que esta tendéncia continue. Emasrprevisdes da Figura 2.4
parecam visualmente adequadas, imprevistos podemr la valores no futuro
completamente diferentes dos apresentados no a@raiCOWPERTWAIT;
METCALFE, 2009).

* http://en.wikipedia.org/wiki/Black_Monday_(1987)/.
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Holt-Winters filtering
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Figura 2.4: Previsao Holt-Winters e Arima aplicadsérie de passageiros aéreos

A regressao linear e outros tipos de regressaonsdiielagens que analisam séries
temporais no dominio do tempo. A regressao temjetiob de encontrar uma formula
que possa prever cada ponto da série temporal, prenisdo, a partir das entradas
anteriores (DARLINGTON, 1990). O modelo (S)ARIMA R®CKWELL; DAVIS,
1987) é exemplo de modelagem que utiliza como pmhrtprocesso a regressao. Esse
modelo forma uma importante parte da abordagem Jeokins (BOX; JENKINS;
REINSEL, 1994) para modelagem de séries tempdfaga sigla denota os termos para
modelos autorregressivos (autoregressive, AR)giatikbs (integrated, |) e médias
moveis (moving average, MA). A autorregressdo maa@xplicar os valores atuais a
partir dos valores passados. As médias moveis elesor os dados calculando as
médias de todos os subconjuntos consecutivos dentaon dos valores e a integracao
define qual ordem de diferenciagdo sera aplicadadaolos para torna-los um ruido
branco (COWPERTWAIT; METCALFE, 2009).

Usualmente o modelo é referenciado como ARIPIA(Q, ondep, d e q séo inteiros
nao negativos que referenciam a ordem das partemutderegressao, diferenciacao
(integracdo) e médias moveis. O (S) se aplica quésdduma componente sazonal na
série que deve ser modelada também, nesse casarmtmacomo SARIMA(p, d, q)(P,
D, Q), ondeP, D e Q representam 0S mesmos parametros mas para ocaspechal da
série. O método consiste em quatro estagios: fa@gio, estimacado, verificacdo de
diagnostico e previsdo. Neste trabalho a abordatgeBox e Jenkins sera referenciada
genericamente como ARIMA.

Uma das formas de estimagédo dos parameird® g é através da andlise visual da
série temporal em arranjos especificos, como aoeigho de um gréafico de
diferenciagcdo (SHUMWAY; STOFFER, 2010) para o patimde diferenciacaal) e
o correlograma (COWPERTWAIT; METCALFE, 2009), quedp ser usado para
identificar séries temporais estacionarias paraoslatho sazonais que indicardo 0s
parametros dp (autoregressao)ag(meédias moéveis). A escolha do melhor modelo deve
ser feita minimizando o valor dos paramefposl e g para o0 ajustamento da série, pois
guanto maior os valores, maiores serédo a quantiiadariaveis do modelo.

As redes neurais sdo grandes adversarios dos msétodeencionais de modelagem
de séries temporais. A rede neural IGMN (Increme@aussian Mixture Network)
(ENGEL; HEINEN, 2011), por exemplo, cria e contimente ajusta modelos
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probabilisticos consistentes para todos os dadggeseialmente apresentados, apos
cada ponto ser apresentado e sem a necessidadenaecmar quaisquer dados do
passado. Normalmente uma rede neural possui unegsoae aprendizado dos dados
gue necessitam varias leituras sobre os dados mpadelagem. O processo de

aprendizagem da IGMN é guloso, ou seja, apenas leinaa sobre os dados é

necessaria para se obter um modelo consistente.

Também utilizado para modelagem de séries tempoi@iEL (CLEVELAND et al.,
1990) é um procedimento de filtragem para decomposida série temporal em
componentes de tendéncias, sazonalidade e residosiste na aplicacdo sequencial da
suavizacdo de LOESS (LOcal regrESSion), permitunt@ analise dessas propriedades
com calculos rapidos mesmo para séries temporagaso e grande quantidade de
suavizagao de tendéncia e sazonalidade.

O algoritmo STL tem uma alta eficiéncia (menor tenge execucdo), embora o
modelo gerado néo seja tdo aproximado aos dadssguento os modelos gerados pelo
ARIMA. Apesar desse problema, o STL € uma ferramemhportante para
decomposicdo da série e posterior visualizacdo cdagponentes, em separado. A
Figura 2.5 apresenta um exemplo de utilizacdo do ®bre a série de passageiros. A
primeira célula apresenta a série temporal orig@@egunda apresenta a sazonalidade
identificada, a terceira mostra a tendéncia e atagudemonstra o ruido resultante
quando a sazonalidade e a tendéncia séo subtdmislaados originais.
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Figura 2.5: Algoritmo STL aplicado a série de pgsgas

Como dito anteriormente, as regressdoes séo freguente utilizadas para
modelagem de séries temporais. Eventualmente algloges tém maior influéncia no
resultado de uma regressédo por serem muito diterdog outros dados observados.
Esse fenbmeno, chamado oletlier, possui grande residuo, positivo ou negativo, em
relacdo ao modelo, e por esta razdo recebe gratelecda quando ocorre
(ROUSSEEUW; LERQY, 1987Putlier € uma observacao que diverge tanto das outras
observacdes que desperta suspeita de que ela fadaggor outro mecanismo
(HAWKING apud BEN-GAL, 2005). Outra definicdo indicque uma observacéo
distante, ou outlier, € aquela que aparenta desitidamente dos outros membros da
amostragem na qual ela ocorre (BARNETT; LEWIS apat-GAL, 2005).
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O principio fundamental para deteccéo de outlierséries temporal estd em achar
um modelo que melhor capture a autocorrelagdoemtesientre os dados de uma série,
usar este modelo para filtrar os dados e entacaapinétodos estatisticos tradicionais
para deteccdo dos outliers nos residuos obtidas) se@ fossem dados univariaveis, ou
seja, onde had uma s6 variavel dependente (BEN-GADS5). Um desses métodos
tradicionais € o Boxplot (TURKEY apud BEN-GAL, 20Q0%haseado em quartis,
dividindo os dados em quatro partes com 0 mesmoeraie observacdes em cada
uma. O primeiro e o terceiro quart); e Qs, sdo usados para obter a medida robusta da
meédia, Q: + Q3)/2, e 0 desvio padra€); - Q. O método fornece também a mediana
(segundo quartilQ,), valor minimo e valor maximo. Outliers neste ndétsao os
valores que forem maiores ou menores que 1,5 depeidroes acima d@s ou abaixo
do Q, respectivamente.

A IGMN detecta outliers durante seu processo deetagém dos dados. Utilizando
recursos de autorregressdo e agrupamento nos dadegeccao dos outliers ocorre
levando em consideracdo a similaridade do dado aoswa vizinhanca local. Um
exemplo de deteccao de outliers usando Boxplotesmbesiduo, e outro usando IGMN
€ exibido na Figura 2.6, pontos azuis sao outldatectados com valor acima do
previsto pelo modelo e pontos vermelhos com vdbaixa do modelo. Este trabalho é
baseado fortemente em andlise de séries tempotgikiza a rede IGMN e os outliers
detectados por ela para identificar os eventogiades do Twitter. As justificativas sdo
observadas no capitulo de Experimentos (Capitulo 5)
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Figura 2.6: Outliers detectados utilizando Boxplos residuos e IGMN na série de
passageiros
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2.5 Dados Geograficos

Em vérias areas do conhecimento ha a necessidagkreleciar dados geométricos,
geograficos ou espaciais, ou seja, dados reladgisnad espaco. O espago de interesse
pode ser, por exemplo, a abstracdo bidimensionaugarficie da Terra, um volume
contendo o modelo do cérebro humano, ou um esp@apmensional representando o
arranjo das cadeias de moléculas de proteina (GGTIN94). No contexto deste
trabalho os dados espaciais gerenciados sao referanabstracdo bidimensional da
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superficie da Terra, representada por coordenaglé&itlide e longitude ou pelo nome
de regides geograficas que nos levardo a estadarwatas.

Para o armazenamento de dados espaciais utilizasisteenas de banco de dados
espaciais. O que difere esses bancos dos bancdadds relacionais, utilizado na
maioria das aplicacdes, sdo tipos de dados esuecriB operacdes para tratar e
relacionar esses tipos, além dos tipos e operac¢ddisionais de um banco de dados
relacional. Tipos de dados espaciais, ex.. pontia) regido, provém abstracoes
fundamentais para a modelagem de estruturas ddeti geométricas no espago assim
como seus relacionamentos ifterseccionar), propriedades (areg(> 1000) e
operacdes (intersecc#ip] — a parte dé que se encontra com) (GUTING, 1994).
Neste trabalho o uso de base de dados espacialda para 0 armazenamento dos
poligonos que representam os paises e identificagdgse banco, da origem das
mensagens do Twitter utilizando coordenadas geioggaflatitude e longitude. Para
isso foi utilizado o banco de dados PostGIS

A motivacao principal para uso de banco de dadpacess sdo os Sistemas de
Informacdes Geograficas (GIS — Geographic InforomatBystem). GIS prove um
mecanismo conveniente para analise e visualizagialatlos geograficos. Dados
geograficos sdo dados espaciais onde a estrutaiealde referéncia é a superficie da
Terra. A riqueza de técnicas que sdo empacotadaSI8ngé a razdo por traz do seu
crescimento fenomenal e suas aplicagcbes multidiisarps. Entre as funcdes mais
comuns de um GIS podem ser citadas: busca de slgetmgraficos ou descri¢cdes sobre
eles, andlise de localizacdo, andlise de terremdlisa de fluxo, distribuicé&o,
analise/estatistica espacial e medicoes (SHEKHARAWLA, 2003). O uso de GIS
para este trabalho se restringiu na visualiza¢cd® mldigonos para utilizacdo na
representacdo dos paises e visualizacédo dos evdetdgicados nos mapas, utilizando
QuantumGlI8 e Google Maps AP

2.6 Resumo do Capitulo

Neste capitulo foram apresentados 0s principaiseitms necessarios para um
melhor entendimento das pesquisas, desenvolvimentoenclusdes realizadas neste
trabalho. A descoberta de conhecimento busca oomefttendimento de dados que em
razao do seu grande volume sao de dificil andiseedes sociais possuem este grande
volume de informacao e, consequentemente, muitbemdmento escondido. O Twitter,
através da sua politica, que por padrao torna gallals mensagens dos seus USUArios,
permite que seus dados possam ser coletados saawsli A utilizacdo dos dados
georreferenciados do Twitter, separados por regémgrafica, permite a criagdo de
séries temporais que levam a identificacdo de egald causas sociais ou naturais.

> http://postgis.net/.
® http://www.qgis.org/.
" https://developers.google.com/maps/.
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3 TRABALHOS RELACIONADOS

Neste capitulo serdo apresentados os principaialiit@s na area de identificacao de
eventos, iniciando na secdo 3.1 com a apresenti;fimbalhos que definem o tépico
de identificacdo de eventos e/ou utilizam dadotuites sem contexto geogréfico para
esta tarefa. Na secdo 3.2 serdo discutidos trabalgoe utilizam dados
georreferenciados para identificacdo de eventdizartdo palavras-chave, e na secao
3.3, trabalhos que utilizam o volume de pessoas ggga mesma tarefa.

3.1 Identificacao de Eventos

Deteccdo e rastreamento de eventos é um subcomjarpcoblemas de deteccéo e
rastreamento de topicos definidos por Allan e{Z998; 2002), em uma iniciativa para
investigar o estado da arte em encontrar e seguosneventos num fluxo de noticias.
Esta problematica consiste em trés tarefas: segmenfiluxo de dados, identificar as
noticias que sdo as primeiras a discutir sobre etermhiinado evento e dado um nimero
pequeno de noticias sobre um evento, descobris tasianoticias seguintes sobre este
evento, no fluxo de noticias (ALLAN et al., 1998)

Com a grande quantidade de informacdes disponiveise, a Internet € uma fértil
fonte para este tipo de identificacdo de eventpssguisas de mineracdo na Web estao
no campo de utilizacdo de varias comunidades dgupses deste tema (KOSALA;
BLOCKEEL, 2000). Nos ultimos 10 anos, conteadosades por usuarios se tornaram
dominantes em grande parte da Internet e uma é&iteim tempo real surgiu para
desafiar inUmeras areas de pesquisa, particulaemrecuperacdo de informacdo e
mineracdo de dados na web (BERMINGHAM; SMEATON, @01

Becker, Naaman e Gravano (2011) apresentam a @eefdentificacdo de eventos
utilizando dados do Twitter baseado na abordageandkse de texto e agrupamento, e
mostram o numero de caracteristicas que devenossideradas para esta finalidade:
temporal, social, tematica e centrada no Twittées Eambém analisam as diferentes
caracteristicas que podem impactar o desempenlindsistema em tempo real para
identificacdo de eventos. A técnica proposta pdemtificacdo de eventos oferece
grande melhoria em relagdo a outras abordagendramds que € possivel identificar
conteudo de eventos do mundo real no grande votlendado do Twitter. A utilizacéo
de dados baseados em localizacdo na identificaz@vehtos é sugerida por eles como
trabalho futuro.

No trabalho de Lanagan e Smeaton (2011) elesartiiz dados do Twitter para
identificar e atribuir palavras-chave a eventodsms e compararam o método com a
identificagdo de eventos utilizando dados de &ediddeo. Analisando dois eventos
esportivos eles puderam identificar os eventos gomalto grau de precisdo e sucesso
com uma complexidade computacional muito inferi@xagida pela andlise de audio e
video. Um problema dessa abordagem €& a necesgidadscolher um conjunto de
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palavras que representem a area de interessengderdaalquer outro evento que nao
seja contemplado por estas palavras.

Nas secOes a seguir serdo analisados trabalhoesqueéam a identificacdo de
eventos utilizando como fonte de dados principatmen Twitter. A definicdo de
eventos utilizada por este trabalho é a de AllapkR e Lavrenko (1998), que diz:
quando tépicos sdo colocados em um lugar no espago tempo identificam-se
eventos.

3.2 ldentificacao de Eventos por Palavras-Chave

Devido a caracteristica tempo-real do Twitter, é@&maturais como terremotos
podem ser identificados por mensagens de usuase aresmo de serem anunciados na
midia ou por 6rgdos responsaveis. Sakaki, OkazdWiatsuo (2010) se propdem a
utilizar os usuarios do Twitter, e suas mensagemsi0 sensores para identificar tais
eventos, levando em consideracdo o contexto gecgnad qual estas palavras-chave
aparecem. Foram escolhidos somente usuario do jpepd®er uma regido que possui
grade interseccdo entre usuario do Twitter e egedt® terremoto. A contribuicao
principal do estudo é a forma social de identifftagle eventos naturais a partir do
Twitter.

Para identificacdo do evento € realizada uma andksnantica das mensagens,
filtrando somente mensagens que correspondem amoegscolhido e relacionado ao
presente momento. Cada usuario € um sensor queopoua@o identificar um evento e
sua mensagem estara associada a uma posi¢cao roderEespaco.

No meétodo temporal de identificagdo € necessariifics se 0 usuario esta
mencionando um evento atual ou um evento passadsseNaspecto o numero de
mensagens cresce exponencialmente ja que com ar glsgEempo mais pessoas falam
sobre o evento. Por esta razao, falsos positivesndeser desconsiderados do método
quando o usuario estiver se referenciando a umt@wkenpassado. J& na espacialidade
pode-se considerar somente coordenadas espacjajgreexemplo, identificar o
epicentro de um terremoto, ou soma-se também deoporais, identificando a
trajetéria de um tufdo, utilizando filtros de Kalmaregras Baysianas e filtros de
particulas. O artigo identifica que é possivel deae a arquitetura do alarme
probabilisticamente usando o fator de falsos pasti0,35 e levando em conta que os
sensores sao independentes e identicamente didt#b(i.i.d.).

A escolha das palavras-chave para identificacde\v@mtos como terremotos e
tufdes é uma questao complexa e decisiva, o queitéf a criacdo de um sistema que
identifique eventos de varios tipos. A dificuldagie saber se 0 usuario esta realmente
falando de um terremoto que esteja acontecendo ormemio € minimizada pela
guantidade de sensores existentes. Também se almgerna ocorréncia desses eventos
em areas menos populosas ou com epicentro no ricultdi a identificacdo da sua
localidade. Nesse aspecto, os filtros de partidigi@sn os que apresentaram melhores
resultados, tanto para epicentro quanto paradrest

O sistema de aviso de terremotos foi desenvolvmtoSakaki, Okazaki e Matsuo
(2010) para alertar os usuarios com interesse snevantos. A precisao foi de 96% e
0S usuarios recebiam as mensagens que poderiamataapenas 20s apds a ocorréncia
do evento, ao contrario dos avisos de TV que padedemorar até 6min. A posicéo e
trajetoria dos eventos identificados em comparag&adfendémenos reais sdo exibidas na
Figura 3.1.
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Figura 3.1: Precisao na identificacdo de eventos.
(A) Deteccéo de terremoto. (B) Deteccgao de tufao
Fonte: adaptada de (SAKAKI; OKAZAKI; MATSUO, 2010).

Num mesmo direcionamento, o estudo de Viewg €R@lL0) analisou as postagens
feitas em um periodo que ocorreram dois desastgais para tentar identificar
informacgdes relevantes que possam servir em casosngergéncia. Devido a
caracteristica ubiqua, de tempo real e multiplatadp os microblogs podem ser
considerados como meios de comunicacdo em situagdesnergéncia. Também séo
vistos como o lugar para coletar informacdes deramentos de crise e determinar com
mais detalhes o0 que esta acontecendo. Contudoe restjo, a identificacdo da
geolocalizacao é feita por termos encontrados agolala mensagem, que se referem a
estados/provincias, cidades, ruas, estradas eskigarobjetivo do artigo foi entender
como a informacéo é afetada por este tipo de ewveml®monstrar que um sistema de
Consciéncia Situacional (Situational Awareness, S#de ajudar pessoas que
trabalham com resposta a emergéncias.

3.3 Identificacdo de Eventos por Volume de Pessoas

Num trabalho mais recente, Lee, Wakamiya e Sunyd 1) apresentaram um
sistema para descoberta de regides com atividaclal dora do padréo, utilizando
informacdes do Twitter que tenham marcacao geagréfiste trabalho foi apresentado
em outros quatro artigos que seréo descritos ithagahmente a seguir.

No primeiro estudo (FUJISAKA; LEE; SUMIYA, 2010aprbm introduzidos os
principais conceitos o0 que seria a proposta fireal ndetodologia de analise para
obtencéo das regides com atividades fora do espetathicio do fluxo de informacgdes
comeca com a coleta dos tweets através da SearclloAPwitter e nesta parte foi
necessario criar um algoritmo de divisdo e congyistra resolver a restricdo de 1500
resultados por consulta impostos na APl quande®eisita os ultimos tweets de uma
determinada regido geogréfica. Caso a consultanettb00 tweets, entdo se divide a
regido pesquisada em quatro areas para se obtedadns, até um limite que o raio da
regido seja maior que 2 km.

Cada mensagem tem uma coordenada geografica asokssim, estes pontos no
espaco, sdo agrupados através do algoritmo K-méansando um local a ser
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analisado. Para cada local, analisam-se os compamtas de agregacdo — quantas
pessoas que estavam em outros locais estdo agdogata — e dispersdo — quantas
pessoas que estavam no logahgora estdo em outros locais. Este primeiro artigo
considera que um pico nos dados de agregacgao eapasn evento social regional.

No segundo trabalho apresentado (FUJISAKA; LEE; $Y/ 2010b) os autores
perceberam que analisando o conteddo das mensagensgeraram 0 pico de
agregacao, seria possivel entender quais as emegd&ssamentos do publico, assim
como quais eventos ocasionarem este acumulo degsesslém disso, evoluiram as
medidas de agregacao/dispersdo para o conceit@rod Activity (atividade da
multid&o), que leva em consideracdo o quanto urérigsge deslocou para chegar até o
local atual, potencializando eventos nos quais essgas vieram de longe para
prestigiar. No terceiro artigo (FUJISAKA; LEE; SUN¥K, 2010c) os locais formados
pelo agrupamento de pontos é chamado de Regiameykst (Rol, Regido de
Interesse). Estes trés trabalhos mencionados feaisados com 1 (um) exemplo de
evento identificado pelo método, utilizando mensagmpturadas durante uma semana,
na regiao do Japéao e entorno.

O quarto estudo evolui consideravelmente os carsgét bem descritos nos trés
primeiros trabalhos (LEE; SUMIYA, 2010). Trés meaBdsao utilizadas para identificar
um possivel evento: niamero de tweets observadowe@¥), nimero de pessoas
(#Crowd) e movimentacdo da multiddo (#¥MovCrowdgsTtipos de possiveis situacdes
sao associadas a combinacao entre estas medidas:

* Festivais: aumento de #Tweets, #Crowd e #MovCrowd

» Festivais locais: aumento de #Tweets e #MovCrowd

* Feriados: aumentos de #Crowd e #MovCrowd

Assim um evento anormal é representado pela segexpressao:
(#Tweets OR #Crowd) AND #MovCrowd

Para detectar a ocorréncia anormal dessas medidadcélada a Regularidade
Geografica de cada uma, que corresponde ao compmrta normalmente observado
em cada regido. Depois, utiliza-se a técnica depBbxque fornece também os pontos
anormais (outlier). O método foi validado com l1®mwes, obtendo 60% de Recall e
1,8% de Precision Rate. Recall é a quantidade elet@v identificados que estavam em
uma listagem pré-definida de eventos relevanteguamo Precision Rate indica
guantos, de todos os eventos identificados, erdevamtes. No ultimo trabalho do
grupo (LEE; WAKAMIYA; SUMIYA, 2011), todos os conites sdo reapresentados,
aumentando a quantidade de eventos na validacaospae modificando o nome das
medidas para:

« #Tweets— Degree of Crowd Activity based on Tweets (DGA
* #Crowd— Degree of Crowd Activity based on Crowd (DA
«  #MovCrowd— Degree of Crowd Activity based on Moving Crowd (Bf)

Como trabalhos futuros, os autores sugerem aagéiz de outras medidas, outros
algoritmos de agrupamento, analise dos textos gostpara entender as razdes dos
eventos e identificar fenGmenos regionais adicerzaseado na sua associagdo com 0s
dados geogréficos e temporais. Cabe ressaltar guedada DCA, tem complexidade
exponencial e somado aos algoritmos de agrupanparem inviabilizar a aplicagcéo
deste método em um ambiente de tempo real.
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Para entender a relevancia deste tipo de estudonodalagem do comportamento
das pessoas, em outro trabalho do mesmo grupo (WWHKA; LEE; SUMIYA,
2011), as medidas descritas anteriormente forafizadas para caracterizar areas
urbanas, no Japao, baseado no padrao comportardersalus habitantes ao longo do
dia. Com base nestes padrdes foram identificadasatipos de areas urbanas:

» Cidades quarto: onde a populagédo ativa se concamtees do entardecer e
diminui de atividade a noite;

» Cidades escritério: a populacdo de concentra derrarterde e se dispersa ao
entardecer;

» Cidades de vida noturna: a atividade é calma aétardecer e a partir dai a
populacdo comeca a se concentrar; e

» Cidades multifuncionais: onde a populacéo é ativarte todo o dia.

O mesmo método de deteccdo de outliers, Boxplotutibzado no trabalho de
Ferrari, Mamei e Colonna (2012) para identificag@oeventos. Eles utilizaram dados
da principal empresa de telecomunicac¢ao da Itakia perificar se € possivel identificar
eventos na cidade analisando o uso das redes ularcéipesar da identificagédo de
eventos como partidas de futebol e promoc¢des espemin shoppings, eles puderam
concluir que ha um grande desafio em aberto pamtiftacdo de eventos que ndo
atraiam um grande volume de pessoas ou eventoatgiam muitas pessoas que nao
utilizam celulares. Estes mesmos vieses devenoseiderados na utilizagédo dos dados
do Twitter para identificacdo de eventos.

3.4 Resumo do Capitulo

Neste capitulo foram apresentados os principaimlititas na area de identificacédo
de eventos. Os principais pontos a serem ressalt&in

* A definicdo de eventos por Allan, Papka e Lavrek®98), utilizada neste
trabalho.

* O pioneirismo de Sakaki, Okazaki e Matsuo (2010)utibzacdo de dados
georreferenciados do Twitter para identificacdcedentos naturais através das
mensagens dessa rede social,

* As medidas de Lee, Wakamiya e Sumiya (2011) paatifttacdo de eventos
sociais e 0s passos utilizados para concretizar idshtificagdo, no qual este
trabalho se baseia amplamente.
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4 METODO PROPOSTO

O método de identificacdo de eventos utilizando odadle redes sociais
desenvolvido neste trabalho é baseado nas defmnigdetrabalho de Lee e Sumiya
(2010). Foi o primeiro trabalho a utilizar o comgaonento dos usuérios de redes sociais
para identificacdo de eventos, o qual pode seragpam quatro etapas (ilustradas na
Figura 4.1):

* Obter dados georreferenciados;

» Identificar regibes de interesse ou divisdes malti(bairros, cidades, estados,
etc.);

* Medir o comportamento geografico dos usuarios dasspdes;

* Detectar atividades incomuns ou medi¢cdes fora doépa
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Obter dados .| Identificar regites Medir o . | Detectar atividades
georreferenciados o de interesse comportamento o incomuns

Figura 4.1: Modelo genérico para identificacao denéos

A obtencédo de dados geogréficos pode utilizar daeemidias de informacg&o como
celular, GPS, Wi-Fi, etc. Em pequena escala podmssiderar também a utilizacéo de
RFID (ZHAO; ZHANG; YE, 2006) e bluetooth (HAY; HARE, 2009) para localizacao
espacial. Porém o foco deste trabalho se restangdgormacdes coletadas em redes
sociais, principalmente pelo facil acesso a um dgamolume de dados que estas
proporcionam.

Na identificacdo das regides de interesse devedeteeminar quais as delimitacdes
espaciais que a area observada apresenta. Essaitagées podem mudar dependendo
do interesse da pesquisa. Em uma escala pequatan®er consideradas regides de
interesse as lojas de um shopping ou os leitosrdieaspital. J& em areas maiores, essas
regibes podem ser bairros, cidades, estados, jgiagiou paises.

Uma vez delimitada a area de observacdo dos dadobdividida em regides de
interesse, € necessario fazer medicdes de varidya@es possam representar 0
comportamento social dentro de cada regidao. Umawarnimportante é a quantidade de

pessoas presentes em cada regidao em um instategmple e a mudanca deste dado ao
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longo do tempo. Se possivel, é desejavel identifqpeem sdo estas pessoas para
futuramente observar suas movimentacdes ao longoedaobservada entre as regides
de interesse.

Finalmente, utilizam-se os dados medidos ao longoteinpo para identificar
padrbes de ocupacdo das regides de interesse, BTg&TAO entre as regides e outras
informacdes dependentes das variaveis disponiveisa detectar as atividades
incomuns utilizam-se algoritmos ou técnicas ediedis. A caracteristica dos dados €
determinante para a escolha da técnica certa. Bonmo, a utilizacdo de Boxplot
(LEE; SUMIYA, 2010) para deteccdo de fugas do pade#n uma variavel com
dependéncia temporal ndo é recomendada ja que @axpima ferramenta estatistica
univariada (BEN-GAL, 2005).

Ao longo do desenvolvimento deste trabalho de psagwérias tentativas para
implementacdo deste método foram executadas pa&garcta presente proposta. O
volume de dados gerado pelo Twitter € muito gramg®r isso uma abordagem com
baixo tempo e custo de processamento precisa gdenmantada para que o sistema
torne-se escalavel sem impactar seu desempenhestBido atual do sistema é possivel
observar cinco fases principais para a identifioadg eventos utilizando as mensagens
geolocalizadas do Twitter, ilustrados na Figura 4.2

* Coleta dos dados: um coletor captura os dados dttefwitilizando o servico
Streaming API;

» Extracdo de medidas: duas séries temporais s&tasriana a partir do numero
de mensagens e outra com 0 numero de usuarioffichds em um instante de
tempo;

* Criagdo do modelo: uma rede neural € utilizada pasa o0 modelo dos dados e
a partir deste modelo detectar outliers destessjado

» Identificacdo dos outliers: consiste em detectansntes de tempo que foram
considerados como outliers em ambas as séries taismpo mesmo tempo;

» Descricdo dos eventos: através das mensagens aomidinstante de tempo,
detectado como outliers, é possivel avaliar e eeten evento que originou este

outlier.
ifil§
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Coleta de dados  —» A — ) —
medidas modelos outliers eventos

Figura 4.2: Método utilizado por este trabalho pdeatificacdo de eventos
Nas subsec¢fes a seguir cada uma destas etapasxgktada na sua respectiva
ordem até a secao 4.4.
4.1 Captura dos Dados

Esta secdo tem por objetivo mostrar detalhadameneocesso de captura dos
dados do Twitter. Para isso, uma breve descricdPdalo Twitter sera apresentada na
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subsecéo 4.1.1, seguindo da explicacdo de comoeasagens obtidas sdo marcadas
geograficamente pelo servico, na subsecdo 4.1.2suBsecdo 4.1.3 descreve a
implementacdo do coletor. A subsecdo 4.1.4 detaimo as mensagens que tem
somente coordenada de latitude e longitude teraname geografico atribuido a elas.

4.1.1 Twitter API

O Twitter possui, além de seus servigos para origstidial, diversas APl que
permitem aos desenvolvedores de software criaroasias aplicacdes para utilizacdo
do servico de microblog ou integrar funcionalidalde Twitter nas suas aplicagfes. A
API1 do Twitter foi uma das principais alavancassdovico, onde, nos primeiros anos de
seu funcionamento, 91% dos tweets eram geradogatda AP,

Esse ecossistema de desenvolvimento em torno digs& um dos motivos pelo
qual o microblog se tornou popular. Ele é tdo e que algumas funcionalidades
incorporadas na raiz do servico se originaram deagies de terceiros, como a
utilizacdo de @ na frente do nome do usuario pEfexancia-lo em alguma mensagem,
a sigla RT para simbolizar os tweets que estdaodpi em seu texto uma mensagem ja
enviada para rede, as hashtags, palavras que camtéimbolo # na frente para
representar o assunto principal da mensagem, emtras. Um grande diferencial desta
API é que, por filosofia da sua equipe, ela podeipudar quase todos os elementos e
funcionalidades do microblog.

Para entender um pouco mais sobre os dados maioguteela APl do Twitter, é
importante explicar quais séo as entidades penégsa este ecossistema.

* Tweets: também conhecidos como Status Update, saa@ade basica de todas
as coisas do Twitter. Usuérios criam Tweets e ptelem ser embarcados em
um site, respondidos, adicionados como favoritosaminhados (retweetados) e
removidos;

e Usuarios: podem ser pessoas ou softwares. Elesmpaiwiar mensagens
(tweetar), seguir as mensagens de outros usudiatdew(, criar listas de
usuarios, ter uma linha do tempo (timeline, ou,sefdecdo de tweets de um
usuario, ordenadas por data), ser mencionados ersagens e/ou monitorados
por uma aplicagéo;

* Entidades: sdo metadados e informacfes adicioraismtexto sobre contetdos
postados no Twitter;

* Lugares: séo locais especificos, nomeados, os tfuimisoordenadas geograficas
correspondentes. Eles podem ser anexados a twemtsump place_id
(identificador de local) especifico quando a measador enviada. Postagens
associadas a lugares nédo necessariamente foramdasuvilaquele local, mas
potencialmente podem ser sobre aquele local. Lagaoelem ser criados ou
pesquisados. As mensagens podem ser localizadagsto place id ao qual
foi associado a elas.

Essas entidades sdo os principais recursos matgsutau obtidos através da API.
Os campos que descrevem estes elementos podemadtdracdo ao longo do tempo,
nao tém garantia de ordem e ndo estdo presente®dm® 0S casos. Assim, toda
aplicacao que fizer consultas deve tratar ess@cdas nos dados obtidos (no Apéndice
A é possivel visualizar mais informacdes sobre ad&PTwitter).

® http://blog.programmableweb.com/2007/09/10/twitipi-traffic-is-10x-twitters-site/.
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Sao dois os principais grupos de servicos: RESTéABireaming API. O primeiro
prové interfaces simples para a maioria das fuatidexdes do Twitter, enquanto o
segundo é uma poderosa familia de APl em temp@egaltweets e outros eventos do
ecossistema. O presente trabalho utiliza paraadietdados o recurstatuses/filteda
Streaming API, que neste trabalho é acessado atdavéeguinte URI e parametros de
POST abaixo:

URI: https://stream.twitter.com/1/statuses/filtgon
POST Data: locations=-179.99,-89.99,179.99,89.99

Figura 4.3: Dados utilizados para acessar a StrepA#P| do Twitter

O Post Data especifica uBounding Boxque € o termo utilizado na documentacéo
da API para descrever regides geogréficas filtrpeds parametréocations cada uma
é definida por 4 niameros. Os dois primeiros remtase 0 ponto sudoeste e 0s outros
dois o ponto nordeste da delimitacdo. Vatax podemser definidas no parametro
locationspara filtrar as mensagens com marcacéao geografica.

O recurso acima foi disponibilizado na APl em Agode 2009, porém a opcéo de
enviar dados geolocalizados como marcacdo das genssdoi incluida no servigo
somente em Novembro de 2009. Naquela época ngmssével filtrar o streaming por
localizac&o. A utilizacdo do parametoxationsfoi habilitada somente em Janeiro de
2010 e em Agosto de 2012 a API possibilitou azagéo de um Boundingoxde 360°
de longitude por 180° de latitude, permitindo urmlectura global de todos tweets com
marcacao geogréfica. Ha uma restricdo na StreaAfigjue limita o cliente a acessar
somente 1% do total de mensagens enviadas paragose

4.1.2 Mensagens com Marcacao Geogréfica

As mensagens com marcacdo geografica podem sexdesvpara o servico do
Twitter desde Novembro de 2009 e a maneira comsudrio insere essa marcacao
geografica depende da implementacdo do aplicativmte que o mesmo utiliza.
Primeiramente, o usuario necessita habilitar a ifuratidade de tweetar com
informacéo de localidade, ja que essa funcdo ébdiésda por padrdo quando um
Usuario cria sua conta no servico. Tal caractesisti também utilizada para fornecer
conteudo com maior semantica ao usuario, como resbi usuario tendéncias e
mensagens especificas para sua atual localizagéo.

Estando o servico de localizacdo habilitado, o mgupode escolher qual a
localizacdo em que ele se encontra, ao enviar uemsagem. Para isto é exibida uma
lista dos locais mais proximos de onde o usuati, sendo que essa lista fica limitada
a base de lugares do Twitter. A localizacdo do nsy#ode ser definida por diversas
maneiras:

* base de dados que associam IP a localizacéo geagraf

» coordenadas geogréficas obtidas por triangulacdoeda Wi-Fi em que o
usuario esta conectado (Google Gears e SkyhooKeaskie

» triangulacéo das antenas de celular em torno dariosu

* GPS e/ou A-GPS;

e uma combinacéo dos recursos anteriores.

Ao utilizar o servico do Twitter em dispositivos weds, os aplicativos clientes
permitem ao usuario escolher a granularidade danr#cdo geografica a ser enviada
para o Twitter. Isso pode variar desde o nhome darlfcomo bairro e cidade), que é a
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configuracdo padrdo, até a localizacdo exata fataeatravés de coordenadas
geograficas de latitude e longitude, se esta irdgén estiver disponivel pelo hardware
do usuéario. Quando a mensagem foi enviada com iskgaacdo mais precisa, de

latitude e longitude, ela é exibida com pim ao lado do nome do local, nas interfaces
de visualizacdo. O usuario tem autonomia para remas marcacdes geograficas de
suas mensagens a qualquer momento do uso do seatrigees da interface Web do

Twitter.

4.1.3 Coletor
O coletor € o primeiro componente da arquitetieagde responsavel por:
* consumir todas as informacdes enviadas pela API;
* converter a informacao ndo estruturada em estddayura
* resolver problemas de codificagdo de caracteres;
* identificar duplicidade nos dados recebidos;
» adicionar informagé&o de localidade nas mensagets $ecéo 4.1.4);
* registrar o andamento da coleta, taxa de mensagemsinuto;
* inserir as informagdes no banco de dados.

Na implementacdo inicial do coletor, apenas um aorapte de coleta era
necessario para consumir os dados de todo o ma&@d8, de longitude por 180° de
latitude. Contudo, com o passar do tempo, a utdimado Twitter assim como das
mensagens geolocalizadas foram aumentando, pasasasimecessario dividir a tarefa
em dois coletores. Um coletor fica entdo responsawe obter os dados vindos das
Américas, maior regido produtora de dados do Twiteo outro do resto do globo,
Europa, Africa, Asia e Oceania, fazendo com queradg de dados, ocasionada pela
limitacdo de 1%, seja minimizada. Através das mgarss decontrole, enviadas pela
API, é possivel observar uma perda média de 2,3&brrida principalmente no
periodo entre 21h e 01 UTC no coletor das Améridasperdas no coletor Euro Asia
sdo minimas e se concentram no periodo entre 02h &JTC.

Parte da implementacdo deste coletor foi realizadaés da biblioteca Phirehdse
responsavel por implementar a conexao e o consuniluxb de dados. Dessa forma,
este trabalho utiliza, para implementacdo do cpledolinguagem PHP como uma
aplicacao de linha de comando, e ndo como intedfaaen servidor web.

Os campos armazenados pelo sistema de coleta sao:

e created_at: data’/hora UTC em que o tweet foi criado

* id_str: representacao textual do identificador amio tweet;
* text: o texto da mensagem (ou atualizacdo de 3tatus

» geo['coordinates’][0]: valor correspondente audgtde onde o usuario estava no
momento do envio da mensagem;

» geo['coordinates][1]: idem ao item anterior, refée a longitude;

« user['id_str: representacéo textual do identifaalinico do usuario;

® https://github.com/fennb/phirehose/.
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» place['country’]: nome do pais que contém esterjuga

* place['place_type’: tipo de localizacdo represgmtpor este lugar, pode ter os
valores admin, city, country, neighborhood e poinfp de interesse);

» place['full_name': representacéo legivel e conaptiet nome do lugar;

» user: bloco JSON que representa todas as inforreagdperfil do usuério, neste
caso armazenadas de forma né&o estruturada (pafatusy).

4.1.4 Enriquecimento de Nomes Geograficos

As marcacOes geogréficas das mensagens podemigetipls, ndo mutualmente
excludentes: a descricdo do lugar e a identificag@mérica das coordenadas
geogréficas, latitude e longitude. Através de umasira de dados obtidos no periodo
de Outubro e Novembro de 2010 pelo coletor, ideotifse que os usuarios do Twitter
produzem em torno de 4,1 milhdes de mensagensntanrtacdo geografica, por dia,
onde 42,25% contém coordenadas geograficas e 93;48%m o nome do lugar. Os
6,51% restante das mensagens, que soO tém a infiwrdaclatitude e longitude, podem
ser enriquecidas com o nome do lugar através dsuttandessas coordenadas em um
banco de dados geograficos.

A Tabela 4.1 mostra em que proporcdo se encontréipos de lugares em
mensagens com latitude e longitude. A descricdolugar € obtida pelo campo
place[full_name'] e o tipo de lugar se encontracampo place['place_type']. Essa
altima informacado especifica a precisdo dos dadog@gficos em relacdo ao local em
que os tweets sdo criados. Cabe lembrar que, deveets possuir dados de latitude e
longitude, é possivel aumentar a granularidadenfdenmacdo através de um banco de
dados geogréfico.

Tabela 4.1: Proporcao de tipos de lugares obsesvado

Tipo de Lugar Proporcao Conteudo do campo full_plac
Cidade 73,43 % <cidade>, <estado>
Sem descri¢ao de lugar 11,25 %
Unidade Administrativa 7,18 % <unidade administrativa>, <pais>
Pais 6,34 % <pais>
Ponto de Interesse 1,67 % <ponto de interessedader
Bairro 0,14 % <bairro>, <cidade>

Na Internet ha diversos bancos de dados geografispeniveis gratuitamente com
diversos niveis de granularidades de dados. Algleles possuem informacdo das
divisdes politicas de continentes, paises, estgmosjncias, microrregides, unidades
administrativas, cidades, bairros, até mesmo déanwaaria de estradas, rodovias e
ruas, ou banco de pontos de interesse que contars lcelevantes da cidade como
estabelecimentos comerciais, pracas, bancos, pistgassolina, etc.

Dessa forma é possivel enriqguecer o nome do ltgande a mensagem foi enviada
em diversos niveis. Neste trabalho foi utilizado bamco de dados geografico que
contém a diviséo politicas dos paises do mundo,cpnopdsito de atribuir o nome do
pais as mensagens que nao tém essa informacab268alda segunda linha da Tabela
4.1. O referido bancdd possui 211 registros, e para cada registro han#cdes de

1% http://geocommons.com/overlays/85161/.
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area, populacao (no ano de 2005), regido e o nonpaid. Foi necessario ainda mapear
0 nome dos paises deste banco para o mesmo wiliehol Twitter, a fim de aprimorar
o desempenho das consultas por nome de pais, Boazd paraBrasil, Netherlands
paraThe Netherlandsntre outros.

Utilizando este processo de enriqguecimento sobreénfmsmacfes de paises é
possivel observar um aumento de 11,97% nos dadesndes geograficos, passando de
88,75% para 99,37% a quantidade de mensagens aoesmgeograficos. Dos 11,25%
das mensagens que nao tém nenhuma informacéontef@@ nome do lugar, 94,44%
foram identificadas com o nome do pais. Ao anabsamensagens restantes, que nao
tém nome do lugar mesmo apds 0 processo, percebques muitas destas foram
enviadas de regides costeiras na qual ha erro noobde paises, ou em areas
internacionais e, por este motivo, ndo tendo cpomdéncia com banco de dados
geograficos.

4.2 Medidas extraidas dos dados

Para geracdo das medidas, que serdo utilizadasnegdo das séries temporais, é
necessaria a escolha de alguns parametros:

* aregido geografica de onde essas medidas seraiast
* 0 periodo no qual essas medidas serdo aferidas;
» as variaveis utilizadas para geragdo dessas medidas

Primeiro deve-se escolher uma regido geografigaarts, Parana, Miami, e depois
a granularidade temporal desejada, 1 dia, 1 hofaminutos. A partir dessas
informacgdes, podem-se iniciar os agrupamentos wf@smacdes e a realizacdo das
medicdes. Utilizando os parametros anteriores &ipelsobservar dois conjuntos de
informagBes que representam o comportamento da&iasuassim como observado
por Lee e Sumiya (2010): a quantidade de mensagensgjuantidade de usuarios. A
primeira € mais simples de contabilizar, jA quan& eontagem de quantas mensagens
foram enviadas em um determinado periodo no tengva p regido escolhida. Na
segunda, por outro lado, esta contagem € realigadee os usuarios distintos que
correspondem aos produtores daquelas mensagemgsnaa granularidade temporal e
geografica da primeira.

Ha outras variaveis mais complexas que podem s$exiéas dos dados, porém, por
terem um custo computacional muito alto estdo ftwaescopo deste trabalho. Um
exemplo sdo as variaveis identificadas no trabdéhbee, Wakamiya e Sumiya (2011),
agregacéao e dispersdo, ou seja, quantas pessaesnestm outra regido geogréfica e
agora estdo na regido escolhida para analise d@aguastavam na regiao escolhida e
agora estdo em outra regido, respectivamente. @xamplo seria calcular um indice
de estrangeiros na regido escolhida a partir daantias distancias dos individuos ali
presentes em relacdo as suas localidades histemtanobservadas, sugerida como
trabalho futuro.

Para cada medida extraida uma série temporal daciara cada regido duas séries
temporais sao criadas a partir das medidas, umeeguesenta a variacdo da quantidade
de mensagens ao longo do tempo e outra que retaegequantidade de usudarios.
Conforme os paragrafos anteriores, essas séries f@scolhidas por serem mais
simples e mesmo assim representarem o comportamesntosuarios. Assim, tem-se:
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« TS, Série temporal formada pela quantidade de mensag€ada valor
representando a quantidade de mensagens enviadas paitter, originadas da
regido geografica especificadg, (durante o instante de tempo correspondente
ao slot selecionado;

* TS, Série temporal formada pela quantidade de usidtiada valor representa
a quantidade de usuarios distintos que enviaramsagem ao Servico,
originadas da regido geografica especificaga durante o instante de tempo
correspondente ao slot especificado.

A Figura 4.4 mostra exemplos de séries temporaimdda pela quantidade de
mensagens (T em trés cidades brasileira. Através da andlisealidessas séries é
possivel observar um padrdo de comportamento ceanabdade diaria, sendo que os
menores valores da série ocorrem durante a madiugks 4h as 6h), havendo um
aumento ao longo do dia e pico no fim do dia (eagr@0h e 2h). Este padrao se repete
para as trés cidades e nos mesmos instantes de, tgnque estdo sob um mesmo fuso
horério. E possivel perceber que o Rio de Jan&ssy maior volume de mensagens
gue Porto Alegre, e essa maior que Belo Horizodta. baixo valor de mensagens
observado entre os dias 30 e 31 ocorreu pela fidhaoletor por um problema de
conectividade.
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Figura 4.4: Séries Temporais formadas pela quaigida mensagens nas cidades do
Rio de Janeiro, Porto Alegre e Belo Horizonte

Dados de 16/10/2012 a 02/11/2012 em uma escalaad00 mensagens para um slot
de tempo com tamanho de 10 minutos.

4.3 Analise das Séries Temporais

Nesta secao serdo expostos os metodos de anaksgiee temporais, utilizadas e
avaliadas neste trabalho para resolver o problendeteccédo de outliers. Também se
explica como ocorre a deteccdo dos outliers, etapdamental para o processo de
identificacdo dos eventos.
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4.3.1 Métodos

Como visto na sec¢do 2.4, para fazer a modelagersédes temporais existem
diversos métodos, porém, neste trabalho trés dmias analisados a fim de verificar
qual melhor se adapta ao problema de deteccaotliergusendo eles: ARIMA, STL e
a IGMN.

Para comparacdo dos trés meétodos de modelagemtifiaado o tempo de
processamento e a raiz quadrada do erro quadragdm (RMSE root-mean-squared
error), uma medida frequentemente usada para avaliagfoodelos de previsdo, que
mede a diferenca entre os valores previstos peldelmoe os valores realmente
observados. Assim, o RMSE é aplicado ao ruido mestda subtracdo dos dados
originais pelo modelo previsto.

O algoritmo STL possui um tempo de execucdo memoc@mparagcao aos outros
meétodos, porém um erro médio quadratico mais etevadando um modelo pouco
ajustado aos dados. Mais detalhes serdo apressntadcapitulo de Experimentos
(Capitulo 5). A IGMN quando comparado com o ARIMAmM um erro médio
quadratico equivalente sem a necessidade de umedaomdnto anterior dos
componentes da série temporal tampouco da corceldpd dados imposta pelos
parametros do ARIMA, isso facilita o processo degracdo de novos locais a serem
analisados pelo método. O processo incremental tda mantagem em relacdo ao
ARIMA, que precisa de um longo periodo da sériepma para fazer a modelagem.
Desta forma € possivel estender o método para nals@aem tempo real do fluxo do
Twitter.

4.3.2 Extracao de Outliers

Neste trabalho, a extracdo de outliers € peca foedtl para a identificacdo de
eventos, ja que para este estudo um evento € useavahao destoante do resto da série
temporal, formada pelas medidas extraidas dosdywdatios de uma regido do globo.

Cada uma das séries temporais, sobre a quantiéatemmsagens e a quantidade de
usuarios, € processada pela IGMN a fim de modskasedados. Como entrada da rede
utiliza-se uma série temporal de cada vez. Conuasidste processamento tem-se:

* O modelo gerado a partir da rede;

e Lista de pontos detectados como outliers superi@gseles que ficam muito
acima do previsto pelo modelo. Ponto azuis na Bigus; e

» Lista de pontos detectados como outliers inferjcaggieles que ficam muito
abaixo do previsto pelo modelo. Pontos vermelhdsigara 4.5.
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Figura 4.5: Exemplo de outliers superiores e infes detectados pela IGMN em uma
série temporal de quantidade de mensagens

A lista dos outliers inferiores ndo € utilizadagaste trabalho, pois indica baixa
atividade em mensagens e usudrio. Este trabalimesessa nas altas atividades desses
dados, assim, tém-se as duas listas de outlieesietgs, uma de cada série temporal.
Os eventos candidatos séo os slots de tempo disectamo outliers em ambas as
séries, significando que, em um slot de tempo, @aum nimero de pessoas tweetando
muito acima do normal, assim como muitas mensaffasn enviadas. Estd é uma
importante decisdo na logica da deteccdo, embasad@to de que ao considerar
somente a quantidade de mensagens, o envio deamdegnimero de mensagens por
um mesmo usuario seria considerado um evento xeono.

A Figura 4.6 mostra exemplos de eventos identibsagpor essa abordagem,
identificados ao longo de uma série temporal desagens (T). Outras perturbacdes
podem ser observadas na figura, porém sera deataocatente uma de cada grafico,
para mostrar os diferentes padrdes de comportageolbigervados nos eventos
escolhidos. Através da analise visual da figuragepmse identificar os seguintes
padrbes de comportamento dos eventos (mas nacfinico

» Explosédo em Oslo: grande perturbagdo na série tepgom longa duracao;
* Jogo de futebol em Munique: grande perturbacéo,@ata duracéo;

» Apuracdo do carnaval em S&o Paulo: pequena petioch@a série, com curta
duracéao.
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Figura 4.6: Eventos identificados em Oslo, Munigug&o Paulo
Os eventos estao destacados em verde.

4.4 Descricdo dos Eventos

A partir dos instantes de tempos detectados cortliersy tem-se o dia e a hora dos
slots de tempo como eventos candidatos. No entaimda € necessario descrever tais
eventos utilizando como subsidio os tweets envipdos o servico no slot de tempo em
questdo. Para aumentar a quantidade de texto etipauma melhor descricdo do
evento, é possivel ampliar o periodo de tempo aaselisado para além do slot de
tempo, ja que mensagens referentes ao evento pedsido enviadas antes e/ou depois
do slot de tempo detectado.

Como primeiro passo obtém-se todos os textos eowigmhra o Twitter que
pertencam a este intervalo de tempo e tenham sudad®s a partir da regido analisada.
Para a extracdo das palavras-chave mais frequéntascessario antes remover
caracteres especiais como “.”, “7", “=", ") “#''%", “&”, "@”, etc., palavras
irrelevantes (ou stopwords) como artigos, pronomesnjuncdes, preposicoes,
interjeicoes, letras avulsas e palavras reservddasscopo Internet/Twitter como rt
(retweet), 4sq (foursquare) lol, http, etc. Evelmgnte essa lista pode ser atualizada
através da analise das palavras-chave extraidasigos eventos, também irrelevantes
para descricdo dos eventos.

Através da lista de palavras-chave é possivel lealcau frequéncia absoluta e
frequéncia relativa de cada palavra para interpretquao relevante ela € dentro de
todos os textos utilizados. Essa relevancia é itapte para identificar se a palavra
realmente descreve o evento, pois mesmo quandaeadgs por ordem de frequéncia
absoluta as palavras do topo podem ter baixa frexmérelativa, indicando uma
dispersao nos textos dos diversos tweets.

Quando os textos convergem resultando em palaliaaseccom alta frequéncia
absoluta e relativa, ha um indicativo de que otteabordam um mesmo assunto. Para
identificar se o assunto esta relacionado a umteyerilizam-se as palavras mais
frequentes em ferramentas de busca de noticiageraet, utilizando como critério de
filtragem adicional a data do evento. Quando o li@do € positivo, tem-se a
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confirmacdo de que o evento identificado pela aogeth proposta € um evento do
mundo real.

Somente esta confirmacdo ndo € suficiente paratjaedicacia (taxa de precisao)
total da metodologia para este evento, jA que éssédo ainda validar o quanto a
filtragem geografica dos tweets resultou em umatifieacdo de um evento local,
evento ocorrido na regido geografica selecionadta Eonfirmacdo € possivel caso o
conjunto de noticias ou fontes de informacéo cdraatados referentes a localizacao do
evento identificado. Na sesséo de experimentoases=sificagcbes serdo apresentadas
com dados e analises estatisticas.

4.5 Resumo do Capitulo

Este capitulo apresentou os elementos utilizadoglergificacdo de eventos. Os
principais pontos a serem destacados no processietéecdo e identificacdo, em
comparacao aos métodos ja existentes, sdo:

» Fazer uso da Streaming APl ao invés da Search #Rtfendo desta forma
somente dados com marcacao geografica;

» Utilizagdo de dados sem latitude e longitude, noas come da localizade;
» Uso de modelagem de séries temporais para detdega@dtliers;

* Detalhamento de como ocorre a descricao de umavent
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5 AVALIACAO

Este capitulo avalia o método proposto no capititerior. Para tanto, séo
realizadas diversas baterias de experimentos, gqaalacom um objetivo especifico e
descrita em uma subsecao diferente. Para compredonsaexperimentos realizados e
descritos a sequir, € necessario considerar aaregiles realizadas no capitulo anterior
sobre como os dados séo arranjados. Em todos esiregptos, duas séries temporais,
TSn (mensagens) S, (usuarios distintos), sdo utilizadas para a ifieagéo de
eventos, sendo formadas pelas medidas calculadas yma determinada regiao
geogréficar, em slots de temps de tamanhot que sdo computados com uma
periodicidadep.

5.1 Algoritmos de Séries Temporais

A primeira bateria de experimentos teve por objetawaliar os métodos de
modelagem de séries temporais para que um dekss dgsolhido, dentro da arquitetura
de identificacdo de eventos, na etapa de detea@ottiers. O algoritmo classico para
modelagem de séries temporais ARIMA foi o primearser colocado na lista. Em
seguida, um mais simples para comparacao de efigi@®@mpo de execucao), o STL,
assim como um mais adaptativo, a IGMN.

O foco é identificar um algoritmo que tenha prirdipente eficacia (taxa de
precisao) na deteccao de outliers e que seja d@dapta modelagem (representacao) de
dados com diferentes caracteristicas (de regif@esiedicidade). Um ponto importante
a ser destacado é que a cada periodo de tempu novo slots é adicionado ao
conjunto de dados, sendo necessario realizar notaraedeteccdo de outliers sobre as
sériesTS, e TS, para verificar se um novo evento ocorreu no murdb

Como descrito na secédo 2.4, uma das dificuldadestitizacdo do ARIMA € a
escolha dos parametrgs d e g. Analises visuais e testes estatisticos devem ser
realizados para avaliar qual valor de parametns deum modelo que minimize o erro
quadratico médio. Supondo que uma vez identificamtboparametros corretos esses
possam ser utilizados para a série nos periodasnseg) de analise, a escolha dos
parametros tem que ser feita novamente para as gfrioutras regides geograficas
escolhidas, por possuirem caracteristicas distiffabela 5.5). Isso dificulta a
automatizacdo dessa etapa, 0 que sera demonstadxperimentos a seguir. De toda
forma, o ARIMA é utilizado dentro dos experimenfosra comparacdo de eficacia
(deteccéao de outliers) com os demais algoritmos.

O meétodo STL tem uma alta eficiéncia (tempo de @g&a), entretanto o erro
quadratico médio é alto quando comparado com o ARIdl seja, ele cria um modelo
nao muito aproximado aos dados reais. Apesar dea lEficacia, o STL pode ser
utilizado para analisar as componentes sazonais ®rdléncia das séries temporais
obtidas com os dados do Twitter. Na Figura 5.1, gp@mplo, é possivel visualizar a
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sazonalidade diaria, na segunda célula com vaioees altos no meio e no final do dia
gue se repetem todos os dias, e a auséncia detéandés dados, na terceira célula néo
h& comportamento linear da tendéncia.
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Figura 5.1: Método STL aplicado a série temporajaentidade de mensagens

A rede neural IGMN apresentou uma eficacia (RMSt)ivalente ao ARIMA e
uma eficiéncia (tempo) pior que o ARIMA quando igditla para treinar as seéries
temporais. Porém, uma das vantagens dessas remgmssibilidade de incluir slots
novos na modelagem da série sem a necessidadecaleut&-la novamente. Dessa
forma, a utilizagdo em um ambiente online se t@mugicia, pois diminui o tempo de
execucao do algoritmo para o processamento de rsbotss Outro ponto importante a
favor da IGMN é que o calculo de outliers é real@@nto com a criacdo do modelo,
levando em conta a similaridade dos dados em kekagéia vizinhanca local.

Abaixo sao apresentados os resultados da compaeat@ os trés algoritmos de
modelagem de séries temporais quando aplicados,ad $inco regides geograficas
(r), variando o tamanho do slot de tempo RPara computacdo do modelo ARIMA foi
utilizada a funcdauto.arimad* do software R, que procura o melhor modelo ARIMA
para os dados variando os paramepod e q. Duas computacdes dessa funcdo séo
realizadas, uma procurando pelo melhor modelo mdoias parametrgseq de 0 a 5,
nomeado como aab, e outra variando os mesmos pandnde 0 a 10, com o0 nome de
aal0. O primeiro experimento (A) utiliza um slotrco tamanho de 10 minutos e aplica
os algoritmos em diferentes regifes geograficas.

A

Tabela 5.1 mostra a descricdo dos dados utilizagdesomparacdes do experimento
A, as cidades listadas foram escolhidas por teréenedtes caracteristicas no volume
de tweets e por serem de regides reograficas difereNa

Tabela 5.2 sdo comparados os valores da raiz qieadi@ erro quadratico medio
(RMSE) dos algoritmos, assim como o tempo de exerne criagdo do modelo. Nao é
parte do objetivo desses experimentos fazer umaa@piao minuciosa da eficiéncia

" http://cran.r-project.org/web/packages/forecasttfast. pdf
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(tempo de execucdo) entre os algoritmos, o tempexdeucado € utilizado apenas para
uma comparacao do comportamento dos algoritmosfenemtes situagoes.

Tabela 5.1: Descricdo dos dados para o experinfergimt de 10 minutos.

Cidade Quantidade  Total de Média de Tweets por slot
de slots Tweets de tempo (10 minutos)
Sé&o Paulo 5471 5471882 1000,16
Sao Paulo (2) 2464 2561950 1039,75
Rio de Janeiro 2464 858045 348,23
Porto Alegre 2462 488816 198,54
Belo Horizonte 2446 323916 132,43
Nova York 2430 284401 117,04

Tabela 5.2: RMSE e tempo de execuc¢éo dos diferalgestmos no experimento A,
slot de 10 minutos. Menores RMSE em negrito.

RMSE Tempo ()

Cidade aab aall ST IGMN aab aal0 | STL IGMN
S&o Paulo 90,453 | 90,060 | 179,409 | 90,255| 5218 243,975 0,011 26,841
S&o Paulo (2)| 102,074 | 103,232| 195,078 103,644 2,483 122580 0,037 10,428
Rio de Janeiro 47 717 | 42378 | 79,622| 42,872 2,092 120,093 0,025 11,296
Porto Alegre | 27 340 27,779 | 51,182 34,988 2428 107,512 0,056 11,752
Belo Horizonte| 22518 | 21,828 | 50,146 | 26,738| 1,774| 109,534 0,033 9,763
Nova York 18,042 17,681 | 26,293 | 17,813| 2,632| 83,264 0,036 14,192

Média 50,357 | 50,493 | 96,955| 52,718 2,772 131,160 0,083 14,016

No experimento B as mesmas analises foram realizadas utilizando 20 minutos
para o tamanho do slot de tempo, com 0 objetivoaddicar o comportamento dos
algoritmos variando o parametroA descricdo dos dados e o resultado sdo mostrados
na Tabela 5.3 e Tabela 5.4, respectivamente.

Tabela 5.3: Descri¢do dos dados para o experinigrdlot de 20 minutos

. Quantidade Média de Tweets por slot
Cidade de slots Total Tweets de tempo (20 minutos)
Séao Paulo 2736 5471882 1999,96
Séo Paulo (2) 1232 2560500 2078,33
Rio de Janeiro 1233 858045 695,90
Porto Alegre 1232 488816 396,77
Belo Horizonte 1225 323916 264,42




48

Nova York 1216 284401 233,88

Tabela 5.4: RMSE e tempo de execucédo dos diferalgestmos no experimento B,
slot de 20 minutos. Menores RMSE em negrito

RMSE Tempo (S)
Cidade aab aalo STL IGMN aahb aal0 SJTL IGMN

Séao Paulo

Séo Paulo (2)

196,606 | 193,258 | 356,878 196,828 2,678 121,096 0,050 11,058
224,470 | 219,425| 387,309 226,968 1,743 88,271 0,015 4,765
84,486 83,352 155,074 142,010 1,915 67,557 0,017 5,575
53,827 53,618 96,231 52,038 2,033 83,763 0,015 7,051

Rio de Janeiro

Porto Alegre

Belo Horizonte

42,780 | 42,063 | 94,889 42,803 2076| 72,75 0018 7,026
NovaYork | 23503 | 32450 48822| 32362 | 23462 | 60494 | 0019 6427
Média 105962 | 104,028 189867 115501 5681  82,3p3  0,0216,984

O objetivo desses experimentos era confirmar qudilaacdo da IGMN traz
resultados tdo bons quanto a do ARIMA. A utilizacda IGMN é motivada
principalmente pelo seu potencial em criar um mwodel forma incremental, pela forma
de calculo dos outliers e por se adaptar melhanancidade dos dados com diferentes
caracteristicas. Outra confirmagdo dos experimeé@tasde que os modelos ARIMA
gerados para cada uma das séries temporais témegieoap, d e g diferentes entre si,
necessitando calcula-los sempre que novos dadem farodelados, apresentados na
Tabela 5.5.

Tabela 5.5: Melhor combinacao dos paramatrase g segundo a funcdo auto.arima

Slot de 10 minutos Slot de 20 minutos
Cidade aa5 aalo aa5 aalo
Sao Paulo (4,0,1) (4,0,9) (4,0,1) (9,0,1)
Séo Paulo (2) (4,0,1) (4,0,10 (2,01 (10,0,3)
Rio de Janeiro (2,0,2) (3,0,10 (3,0,1 (4,0,6)

Porto Alegre (4,0,2) (3,0,8) (3,0,1) (8,0,5)
Belo Horizonte| (1,0,1) (8,0,4) (4,0,1) (9,0,3)
Nova York (1,1,3) (10,1,5) (2,1,3) (6,1,3)

5.2 Comparacao de variaveis

Nesta secdo sera apresentada a influéncia de aguariaveis na deteccao de outliers,
sendo elas: tamanho do slot de tempo, regido démmyrée consequentemente a
diferenca no volume de dados produzidos entre)estasma do calculo de outliers.

Um dos parametros que merecem uma investigacada eacamanho do slot de
tempo. Como serd apresentado nesta secdo, eleniciiua volatilidade da série
temporal assim como a quantidade de outliers detest O primeiro experimento



49

realizado mostra o comportamento da deteccao diersuem regides geograficas com
diferentes volumes de tweets, variando o tamanisladale tempo.

A Figura 5.2 mostra um gréafico apresentando regg&syraficas com diferentes
volumes de dados gerados. O numero médio de tweetsiderando um slot de tempo
de 1 minuto, é exibido ao lado do nome de cadaoedD grafico € desenhado em
escala logaritmica para facilitar a comparacaoddol®s, que sdo muito altos no inicio e
muito baixos no fim, quando se varia os valoretadwanho do slot de tempo. O slot de
tempo é variado no seu tamanho conforme os valapessentados na figura. Foi
utilizado a IGMN para deteccdo de outliers E padsobservar que nos slots com
tamanho de 5 e 10 minutos ha uma proximidade natigaale de outliers detectados
nas diversas regides, indicando tamanhos de stopgssam ser usado para deteccao de
outliers independente do volume de dados da regido.

1000

100

10

Quantidade de outliers identificados (log)

1 2 3 4 5 6 10 12 15 20 30 60
Tamanho do slot de tempo (minutos)

=&— Cyprus (1,5385) == Australia (12,9458) Finland (2,4955)
—4—|srael (1,7856) —8— Rio de Janeiro (41,58) === Porto Alegre (29,6793)
Séo Paulo (101,17)

Figura 5.2: Comparacao entre quantidade de outietectados, variando o tamanho do
slot de tempo em diferentes regides geograficas

A Figura 5.3 mostra os outliers variando o tamadbs slots entre 1, 5 e 10
minutos. A dificuldade esta em decidir em um slettémpo pequeno, que gera uma
série temporal mais detalhada, dados com uma hadale maior e consequentemente
mais outliers serdo detectados; ou um slot de temgior, que gera uma série temporal
mais suavizada e menos outliers detectados. Ascagfles desta variacdo na eficacia
de identificacdo de eventos sdo apresentadas &a S&%;
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Figura 5.3: Deteccao de outliers variando o tamaithslot de tempo

A comparacao entre os métodos de deteccéo dersudliexibida na Figura 5.4. Os
eixos, escalas e legendas tem a mesma caractedsti€igura 5.2. O objetivo desta
figura é mostrar que o método Boxplot, para deteclfoutliers, resulta em todos os
casos um maior numero de outliers detectados emga®la IGMN, confirmando a
Hipotese 2 de que a utilizacdo de séries tempoesidta em melhora na eficacia de
deteccdo de outliers. Isso ocorre pois 0 Boxploisiera que todos os dados tém a
mesma distribuicdo, ja a IGMN utiliza a similariéaldcal da regido na série temporal
em que os valores se encontram para detectarreutNeste experimento o Boxplot foi
aplicado assim como no trabalho de Lee, Wakamiy@umiya (2011), ou seja,
diretamente sobre os valores da série, agrupadasaldo com a sua ocorréncia no dia,
e néo sobre o residuo da modelagem. (Mais inforesa¢ds dados utilizados para criar
a Figura 5.2 e Figura 5.4 podem ser encontrad@géndice C)
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Figura 5.4: Comparacao entre métodos de deteccéotliers, variando o tamanho do
slot de tempo em diferentes regides geograficas

5.3 Experimentos com IGMN

Foi decido a utilizagdo da IGMN, pois essa posseihor adaptabilidade na
modelagem dos dados, mesmo tendo um RMSE maioo qARIMA. Escolhendo a
IGMN como o algoritmo para modelar as séries teaipatos dados coletados, nédo sera
mais utilizado o RMSE para avaliar o melhor modgdoado. O objeto de interesse a
partir deste ponto é a identificacdo de quais pan@® do modelo melhor identificam
0S eventos e para isso sera medida a precisdede desses modelos.

Para avaliar a precisdo do método com diferente&npEros de dados e do
algoritmo, foi escolhida a cidade de S&o PaulogiBraomo regido geogréfica (divisdo
politica). Essa escolha foi feita por esta cidagle a que mais produz tweets com
informac&o geografica no mundo. O periodo de 10t a® Fevereiro de 2012 foi
escolhido para estes testes por possuir eventdsecolos no mundo real, como o
carnaval e campeonatos de futebol.

7

A qualidade dos outliers detectados é medida atraleéavaliacdo dos mesmos
contra eventos ocorridos, unicos, duplicados eigesd Eventos ocorridos sdo eventos
gue aconteceram no mundo real e que foram avaliatligando as palavras mais
frequentes das mensagens pertencentes ao sloimge sedetectado como outlier,
posteriormente comparado com as noticias no jérolla de Sdo Paulo, usando como
filtro a data e hora do slot de tempoDependendo dos parametros escolhidos, um
evento é identificado mais de uma vez. Desta fadereta-se que o evento é Unico e
suas multiplas identificacbes sdo consideradasichgals. Eventos identificados com
um determinado conjunto de valores de parametnmes&oecom outros conjuntos, Sao
denotados como perdidos.
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A primeira avaliacdo se preocupa em verificar quanttamanho t] do slot
influencia na identificacdo de eventos. A Tabekéxibe o acerto do método quando
esses outliers sdo comparados com eventos do mieatle os gréaficos destes dados
sdo apresentados na Figura 5.3. A medida que ontem@do slot aumenta, ha uma
suavizacao da série fazendo com que as perturbse@#uiam com a vizinhanca, desta
forma detectando outliers mais distintos do restatds dados. Quando a preciséo
aumenta, diminui a identificacdo de eventos dugbsaporém alguns eventos que nao
ocasionaram muita perturbagédo na série ndo satfickos.

Tabela 5.6: Taxa de precisdo em diferentes tamatdskt de tempo

Eventos
Tamanho| Total de| ocorridos | Eventos Deteccéo | Eventos Taxa de
do Slot | Outliers|identificadog Unicos | duplicada | perdidog precisédo

1 minuto 90 22 6 16 0 24.44%
5 minutos 20 12 4 8 2 60,00%
10 minutos 7 5 3 2 3 71,43%

A IGMN ajusta seus modelos para os dados apresentailizando técnicas de
agrupamento. A similaridade entre as entradas édaqekla probabilidade de cada
entrada pertencer aos agrupamentos ja existenteieaPara isso, o desvio padrédo é
utilizado indicando quando um novo agrupamento d®recriado caso a entrada seja
muito diferente dos agrupamentos existentes. E€sanm parametro é utilizado para
detectar se uma determinada entrada é um outliseddo na sua similaridade local.

O desvio padréo foi avaliado com um slot de temgo o tamanho de 1 minuto e
diferentes valores de desvio padréo. O valor padsd@de para esse parametro é de 3.
Foram testados também os valores de 4 e 5 pargasimetro com 0 objetivo de
verificar os diferentes resultados. O niumero déessitdiminui a medida que o valor de
desvio padrdo aumenta (Figura 5.5), mas a mudaadaxa de precisdo nao evolui
como no experimento anterior (Tabela 5.7). A va@®ago desvio padrdo também se
mostrou fundamental na eficacia do método de Reivilamei e Colonna (2012) para
minimizar a identificacdo de falsos positivos sdal negativos.
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Figura 5.5: Deteccéo de outliers variando o paréote desvio padréo

Tabela 5.7: Taxa de precisdo em diferentes depadistio

Eventos
Desvio |Total def ocorridos | Eventog Deteccdo | Eventos)] Taxa de
padrdo |Outliers|identificadog Unicos | duplicada | perdidog precisédo

3 90 22 6 16 0 24,44%
4 31 11 5 6 1 35,48%
5 12 8 3 5 3 66,67%

A primeira verificacdo € que o slot com tamanhd deinuto torna a série temporal
grosseira e sensivel a pequenas perturbacdes.sNesgicOes 0 ajuste do parametro de
desvio padrdo é incapaz de chegar a resultados oodwexperimento anterior. Por
outro lado, somente aumentar o tamanho do sloemd ira causar atraso em uma
abordagem que utilize esta metodologia num ambidatéempo real, assim como a
perda de eventos de pequena perturbacao.

Na tarefa de validagdo dos outliers com eventosndodo real, a utilizagéo das
palavras-chave mais frequentes permite entendes tjpas de tOpicos mobilizam os
usuarios do Twitter a postar mais mensagens quenmm, assim como incentivar
outros usuarios nio tdo ativos. E importante eetende aspectos culturais podem
influenciar a utilizacdo dos servicos de redesataeios experimentos apresentados
consideram somente o comportamento social da cidied@&do Paulo. Todos os eventos
ocorridos e identificados pelo método propostoréine grande cobertura televisiva,
alguns com abrangéncia local e outros com abrarmégiobal (Tabela 5.8). E
fundamental entender que o processo de identiicammelhores valores para os
parametros apresentados depende fortemente dadistaeventos que realmente
ocorreram no mundo real assim como da definicaeveato, como verificado também
por Ferrari, Mamei e Colonna (2012).

Os eventos identificados e ndo ocorridos no muedd falsos positivos, sdo, em
81% dos casos, momentos do dia em que o0 numeregresenta a hora coincide com
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0 que representa o0 minuto, por exemplo: 19:19,222:13. Outros casos sao eventos
virtuais como: promocdo de uma radio para quem aramgtnsagens com o nome da
musica que gosta e a hashtag (#) com o nome da radanuncio de uma nova musica
de uma banda ou musico popular (Justin Bieber, IRebeOne Direction).

Tabela 5.8: Alguns eventos identificados pela abged proposta

Descricao do evento Termos mais frequentes Abramgén

Partida de futebol da Cop&orinthians, jogo, libertadores, galGlobal

Libertadores, na Venezuela timao

Programa de TV nacionaleality | Yuri, fael, bbb, lider, ganhar Global
show

Partida de futebol do campeonatGorinthians, willian, douglas, gol,Global
estadual, fora da cidade jogo

Tumultos na apuragdo dos votoSavides, carnaval, nota, fogol.ocal
do carnaval apuracao, escola

Duas partidas de futebol ddsol, jogo, bragantino, time,Global
campeonato estadual, fora [deorinthians
cidade

Partida de futebol do campeonatGanhar, vergonha, deus, palmeiras Local
estadual, na cidade

5.4 Resumo do Capitulo

Neste capitulo de experimentos foi possivel avaliaomportamento das diversas
variaveis envolvidas na identificacdo de eventasmanho do slot de tempo, perfil da
regido geografica quando ao volume de mensagemsjtidade de desvios padrédo
utilizado e o método para deteccdo de outliers.fi@oou-se a Hipotese 1 de que é
possivel identificar eventos utilizando dados doitten  Também foi apresentada a
eficacia do método proposto em identificar eventssim como a dificuldade em
identificar eventos que realmente ocorreram nadcegnonitorada. ISso sugere que
novas investigacdes sejam realizadas a fim de iedipac a identificacdo de eventos
com relevancia somente local.
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6 CONCLUSOES

Este trabalho apresentou um novo método para aloksa de eventos baseado em
localizacéo, utilizando o fluxo de dados do Twitterealizado através de analise de
séries temporais. Esta abordagem pode levar a casvempresentativos sem a
necessidade prévia da escolha de palavras-chavegdaeutilizacdo de algoritmos de
agrupamento para selecao de regides geografigasopdsta prové os primeiros passos
em uma série de métodos para melhorar a identiiicde eventos com relevancia local.

O trabalho confirmou as hipoteses apresentadas de:
» Detectar eventos do mundo real (fora da Interrtdizando os dados do Twitter;

» Utilizar de dados que possuem somente o0 nome dakdades para aumentar a
eficacia (taxa de preciséo) na identificacao deese

» Utilizar andlise de séries temporais para aumentficicia da identificacdo de
eventos se comparada com trabalhos que utilizerosontétodos;

e Usar a IGMN para permitir o processamento das mmégdes de modo
incremental.

Uma das limitagdes encontradas por este trabaliha te identificar com maior
relevancia eventos que aconteceram de fato naorggidgrafica analisada. Isso ocorre,
pois em eventos com cobertura televisiva o pulgio® interage com o Twitter ndo esta
necessariamente presente no evento ou na regi@ggembo. Entretanto esta limitacao
pode ndo ser um problema, pois depende da necdssidacada usuario na utilizagdo
de um sistema de identificacdo de eventos.

A definicdo de evento para realizacdo dos expetimse@ssim como a escolha do
método para realizar a validacdo desses eventdssd@ém elementos limitantes deste
trabalho. A definicdo de o que é um evento podeamdd acordo com a interpretacdo
de cada pesquisador. Assim como a lista de evaritlizada para validacdo pode
influenciar fortemente o resultado da taxa de péeci

Outro grande problema na identificacdo de evepsbds Twitter € a caracteristica
desta rede. A maioria das mensagens trocadas yp&lidsios trata sobre conversas ou
assuntos do cotidiano. Isso atrapalha bastante delagem das séries temporais em
casos como, por exemplo, no meio dia, quando aoagsaem para almocar, ha um
grande volume de mensagens sobre onde vao corfeemando a hora, demonstrando
felicidade por estarem saindo do trabalho ou dalasetc. Por este motivo uma nova
etapa no método pode ser incluida com a remocadiveesos tipos de mensagens,
baseado em palavras-chave, para deixar a dete@aeficaz.

Embora este trabalho se utilize de dados de umobiay, o método pode ser
aplicado a outras redes sociais ou sistemas quaugnosdados semelhantes, dados
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geograficos e grande volume de informacdo. Um ekedgplataforma que poderia ser
utilizada para obtencao deste tipo de dados s&wmastphone com sistema operacional
Android. Estes dados ja sao utilizados, por exemplrya popular os mapas que
informam o trafico nas ruas de diversas cidadesualodo (Google Maps).

Muitas questdes precisam ser estudadas para ewolumatamento deste tipo de
informacdo, pois os dados geograficos em redeais@ao recentes. Outra questéo é a
pouca quantidade de trabalhos com outros métododetbrcdo e identificacdo de
eventos, o que dificulta a evolugéo da descoberteodhecimento neste tipo de dado.
Percebe-se que este tipo de técnica agrega mumo &s redes sociais e, por esse
motivo, muitos avangos estdo escondidos dentraydasles empresas. A medida que
estas utilizacbes vao se tornando visiveis e pogsjl@ meio académico se apropria e
propde melhorias e novos paradigmas.

6.1 Trabalhos Futuros

Através deste trabalho foi possivel perceber qudan®s de redes sociais podem
conter informacdes relevantes para a modelagemodpatamento das pessoas. A
investigacdo dos dados geograficos nestas redes gespertar melhorias no método
atual ou novas perspectivas de utilizagdo destssdaomo:

» Avaliar como a identificacdo de eventos se compods periodos de vale na
série temporal, em qual periodo do dia a identihcaé mais freqiente e como
0s parametros de slot de tempo e desvio padraemdlam na identificacdo de
eventos em diferentes cidades.

* ApOs identificar um evento, agrupar as mensagenssldb de tempo para
identificar qual ponto da regido geografica seleata possui maior densidade
de usuérios, e investigar se aquele é o local dntevdentificado;

» Para melhorar a identificacdo de eventos com retegd&omente local, remover
da lista de eventos detectados os que tenham sidotaidos em um escopo mais
abrangente. Por exemplo, um evento que tenha @ahdificado no Brasil e em
Sao Paulo ao mesmo tempo e possua palavras-chaethaates pode indicar
um evento global,

e Criar uma nova medida que indigue o quao préximasagrios de uma regiao
estdo ao longo do dia para observar se quandarestala tiver um aumento
significativo pode indicar eventos com outras cardsticas;

e Criar outra medida que calcule a taxa de estravgjejjue ocupam uma
determinada regido. Para criacao desta taxa artasgjtie ser calculada a regiao
mais frequente de cada usuario, sua regido de mpedepois para cada regido
geografica calcular o quao distante estdo os wmiddaquela regido em relacao a
sua regido de moradia. Uma alta taxa de estrarsgeimo uma regidao pode
indicar eventos com interesse global, como as Qédgs, shows internacionais,
etc.
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APENDICE A - DETALHES DA API DO TWITTER

A resposta da API pode estar em dois formatos XME®N, sendo que o segundo
consome menor banda, por ser mais compacto, e dimpede cada funcdo da API
suporta-los ou ndo. Sao dois os principais grugosedvicos: REST API e Streaming
API. O primeiro prové interfaces simples para aamaidas funcionalidades do Twitter,

enquanto o segundo é uma poderosa familia de ARémpo real para tweets e outros
eventos do ecossistema.

A Streaming API possui um namero menor de recupso8m com um volume de

informac&o que pode ser muito grande, dependenddtrdode pesquisa utilizado na
consulta. So eles:

* Public streams: Trés tipos de fluxo de todos osetsvepublicos que séo
submetidos ao Twitter.

o Sample: retorna uma amostragem aleatoria das nersguiblicas,
aproximadamente 1% do total de postagens publicas;

o Filter: condiciona os resultados a tweets que peai® aos critérios de
busca, que podem ser por ids de usuarios, palaurasgiao geografica
(utilizando coordenadas geograficas), também tasirium maximo de
1% de todos os tweets publicos;

o Firehose: retorna todos os tweets publicos. PowmEacbes tém
permissao para este nivel de acesso.

» User streams: Fluxo de todas as informacdes reladas as visdes de um
determinado usuario;

o Site streams: Conjunto de user streams de diveusogdrios, para serem

utilizados por um servico que tenha varios usuadosectados a0 mesmo
tempo.

Apobs o inicio da conexdao com o recurso Public daa®&iing API, quatro tipos de

informacé&o podem ser recebidas através do fluwxaades, obrigatoriamente no formato
JSON:

e Limit: quantidade de tweets que, desde o iniciea@xao foram omitidos por
terem ultrapassado a cota de 1% da taxa total detswNo exemplo abaixo

1234 tweets ndo foram enviados, pela Twitter ARfapprocesso que recebeu
esta mensagem;

"limt":{
"track": 1234
}
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}

» Delete: uma lista contendo os identificadores desagens que foram deletadas
pelos usuarios, as quais devem ser deletadas tarpbamconsumidor dos

dados;
{
"del ete": {
"status":{
"id": 1234,
"id_str":"1234",
"user _id":3,
"user _id str":"3"
}
}

» Scrub_geo: lista de identificadores de usuérios @udiguraram suas contas
para remover informacdes geogréficas de suas mamsa@s quais devem

também ser removidas pelo sistema consumidor degtks.

{
"scrub_geo":{
"user_id":14090452,
"user_id_str":"14090452",
"up_to_status_id":23260136625,
"up_to_status_id_str":"23260136625"
}
}
* Tweet: uma mensagem enviada pelo usuario;
{

"created_at":"Mon Jul 02 22:30:01 +0000 2012",
"id":219920891264503808,
"id_str:"219920891264503808",
"text":"@Ilubargas eu vou sim kkk",
"source":"<a href=\"http:V\/\www.twitter.com\" el=\"nofollow\">Twitter
Windows Phone<Va>",
"truncated":false,
"in_reply_to_status_id":219916417041055745,
"in_reply_to_status_id_str":"219916417041055745"
"in_reply_to_user_id":99414243,
"in_reply_to_user_id_str":"99414243",
"in_reply_to_screen_name":"lubargas”,
"user":{
"id":63591725,
"id_str":"63591725",
"name":"Gabriela Marcal”,
"screen_name":"gabimarcal_",
"location":"Belo Horizonte, Brasil",
"description":"'Onde estéo teus olhos agomeutd bem na foto?",
"url":"http:V\/varias-variaveis.tumblr.com”,
"protected":false,
"followers_count":226,

for
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"friends_count":193,

"listed_count":8,

"created_at":"Fri Aug 07 00:54:40 +0000 2009",

"favourites_count":62,

"utc_offset":-10800,

"time_zone":"Brasilia",

"geo_enabled™:true,

"verified":false,

"statuses_count":20508,

"lang":"pt",

"contributors_enabled":false,

"Is_translator":false,

"profile_background_color":"FO4FFF",

"profile_background_image_url":"http:VVVaOitag.comVprofile_background__
imagesV/575210979Vhyhgh243pf9ywh4idmim.jpeg”,

"profile_background_image_url_https":"httpgsiO.twimg.comVprofile_
background_images\/575210979Vhyhgb243pfOywh4i4pky’,

"profile_background_tile":true,

"profile_image_url":"http:VVa0.twimg.com\igiile _images\
/2368457324\/d8p078jgsy6z233ht6rd_normal.jpeg”,

"profile_image_url_https":"https:VVsiO.twinapmVprofile_images\
/2368457324\/d8p078jgsy6z233ht6rd_normal.jpeg”,

"profile_link_color":"D16DD1",

"profile_sidebar_border_color":"AB84BA",

"profile_sidebar_fill_color":"FFEBFA",

"profile_text_color":"000000",

"profile_use_background_image":true,

"show_all_inline_media":false,

"default_profile":false,

"default_profile_image":false,

"following":null,

"follow_request_sent":null,

"notifications":null

}

"geo"{
"type":"Point",
"coordinates":[-19.92967987,-43.94337463]

}

oordinates":{
"type":"Point",
"coordinates":[-43.94337463,-19.92967987]
}

place":{

"id":"d9d978b087a92583",
"url™:"http:VVapi.twitter.comV/1VgeoVid\Vd9d9B®87a92583.json",
"place_type":"city",

"name":"Belo Horizonte",

"full_name":"Belo Horizonte, Minas Gerais",
"country_code":"BR",

"country":"Brasil",
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"bounding_box":{
"type":"Polygon",
"coordinates":[

[
[-44.062789,-20.059816],
[-43.856856,-20.059816],
[-43.856856,-19.777568],
[-44.062789,-19.777568]

]

]

2
"attributes":{}
}

ontributors™:null,
"retweet_count™:0,
"entities":{
"hashtags":[],
"urls™[],
"user_mentions":[{
"screen_name":"lubargas”,
"name":"Luisa Bargas",
"1d":99414243,
"id_str":"99414243",
"indices":[0,9]
}
]
}

"favorited":false,
"retweeted":false

}
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APENDICE B - SISTEMA ONLINE DE IDENTIFICACAO
DE EVENTOS

As evolucdes obtidas ao longo deste trabalho, gaehegar a proposta de método
definida no Capitulo 4, foram alcancadas a padiciacdo de um sistema online para
identificacdo de eventos, utilizando como fontelados do servico Twitter. A medida
gue este sistema apresentava os eventos identdicatelhorias eram elaboradas para
aperfeicoar a identificacdo em eficiéncia (tempoedecucdo) e eficacia (identificar
menos falsos positivos). Um conjunto de outrasafeentas foi desenvolvido para
apoiar o diagnostico do sistema e definir a efeéa mesmo.

Esse sistema online de identificacdo de eventosli@atos), que ficou operando no
periodo de 30 de Abril a 10 de Agosto de 2012. AelaB.1 mostra a quantidade de
eventos detectados em cada uma das cidades w@dizano regides de interesse. As
primeiras cidades a terem os eventos identifichol@sn Porto Alegre, Rio de Janeiro,
Sao Paulo, Brasilia, Curitiba, Belo Horizonte, $ane Recife as demais foram
incluidas ao longo do tempo. O sistema teve secidoamento interrompido quando,
por um erro administrativo, as maquinas foram dadhs e removidas do laborat6rio
em seguida formatadas, perdendo assim dois bilidemdos coletados no periodo de
mais de um ano e meio.

Tabela B.1: Quantidade de eventos identificadosa&aa cidade e a data de inclusédo da
cidade no sistema de deteccéo e identificacao

Quantidade

Cidade de Eventos Data de Inclusao
Porto Alegre 244 30/04/2012
Rio de Janeiro 181 30/04/2012
Séo Paulo 308 30/04/2012
Brasilia 190 30/04/2012
Curitiba 218 30/04/2012
Belo Horizonte 215 30/04/2012
Santos 188 30/04/2012
Recife 161 30/04/2012
Los Angeles 128 07/05/2012
Madrid 359 07/05/2012
London 254 14/05/2012
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Manchester 183 17/05/2012
Barcelona 150 17/05/2012
New York 112 23/05/2012
Moscow 287 23/05/2012
Paris 93 23/05/2012

Uma das principais melhorias na reducéo do tempexéeucdo do sistema, que
permitiu a inclusdo de mais cidades no monitoramehtdescrita a seguir. O sistema
executava sua rotina de deteccdo e identificacéada 30 minutos, assim para cada
cidade eram consultados os dados referentes aa$0ddi coleta a contar do instante
atual. Essa consulta demorava muito tempo parexseutada por se tratar de um banco
de dados com milhdes de registros, desta formallaonee realizada foi armazenar os
dados referentes a primeira consulta de 10 diaaseconsultas seguintes pesquisar
somente as informacdes dos minutos que se pasdasaia entao.

O sistema processava as informacdes de 10 diaadis @ cada 30 minutos, desta
forma um mesmo evento era identificado mais de veza Outra melhoria obtida na
reducdo do tempo foi a de ndo calcular as palairage para eventos ja identificados
anteriormente. A média de vezes que um eventaderdificado foi de 90,03, com um
desvio padréao de 142,26.

Um dos dados armazenados pelo sistema era a fieguen que as palavras-chave
apareciam no conjunto de tweets de um slot de tedgdificado como evento. As
palavras-chave com maior média de frequéncia deré@tma no momento em que
aparecem, e que ocorreram em pelo menos 10 evénas: corinthians paulg,
libertadores palmeiras fogos globo campeaginter. As palavras que ocorreram em
mais eventos foranamg deus melhor, time linda, méae jogo, dormir, vem gol.

A medida que palavras sem sentido ocorriam em muieentos, elas eram
adicionadas na lista de stopwords. Essa inclusireguente em palavras utilizadas no
vocabulario da internet, simplificacdes de stopwondsmaaramsmn) ou palavras que
nao ajudam a descrever eventos covoo; bom achej quera

B.1 Arquitetura

O sistema funcionava com uma arquitetura de tr&sdsees por questdes técnicas e
financeiras. Apresentados na Figura B.1 o primeewvidor, coletor, executava dois
processos responsaveis por coletar os tweets comiteer APl e a cada 30 minutos
(minuto 0 e minuto 30 de cada hora) enviar paraguisdo servidoanco de dados
Uma terceira maquinamonitor, era responsavel pela identificacdo dos eventos
(candidatos), a cada 30 minutos (minuto 10 e mid0tade cada hora) ele consultava o
banco de dadogara obter as medidas mais recentes de cada regéadorada e
realizava o processo de identificacdo dos everdss.informacbes dos eventos
identificados, data, local e palavras-chave, eramaédas para ®wanco de dados la
ficavam armazenadas.
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Figura B.1: Arquitetura utilizada no sistema onldeedeteccao e identificagao

Abaixo sdo enumerados o0s servidores e 0s motivoEcts e financeiros para
existéncia de cada um:

» Coletor. localizado nos EUA, tinha um custo financeiraméego de rede baixo,
alta disponibilidade, excelente conectividade comwatter e possibilidade de

instalar e gerenciar os softwares dentro dele. Aragpartida era o alto custo
para armazenamento.

e Banco de dadodocalizado no Brasil, tinha um custo fixo e unwsgbilidade
quase ilimitada de armazenamento. Nao era possistllar e gerenciar os
softwares desta maquina.

* Monitor: localizado no Instituto de Informatica, ndo tinbiasto de trafego e
armazenamento, tinha acesso para instalacdo ecenemto de softwares.
Possuia componentes de baixa qualidade que impatta® processamento das
informagdes e baixa capacidade de armazenamento.

Devido a problemas com a infraestrutura de hardwade e intermiténcias da API
se viu necessério a implementagdo de um procesdmguesponsavel por verificar se
0 processo coletor ainda estava ativo ou néo,amlig-o caso necessario. Um desses
problemas de hardware foi a utilizacdo de um seruimd qual as memérias RAM néo
eram ECC? ocasionando erros no recebimento das informac@&ssmacomo o
desligamento do processo coletor. A infraestrutimacoletor foi alterada para um
servidor nos EUA, o qual tem mais poder de processto, maior tolerancia a falhas e
melhor banda de rede reduzindo em muito os proldateadesligamento do processo
coletor. Mesmo assim o processo auxiliar € necesgis mudancas na infraestrutura
e configuracdes do Twitter podem ocasionar o daslento do processo, 0 que ocorre
de modo aleatério e imprevisivel. No més de Junbo2d12 os processos foram
reiniciados oito vezes, jA em Julho do mesmo an@pgenas uma vez. O processo
auxiliar existe separadamente para cada coletxeéutado a cada 2 minutos e verifica
Se 0 processo coletor esta vivo e ativo, ou sejalesconsumiu mensagens nos ultimos
2 minutos, caso contrario o processo atual € fiadb e um novo é criado.

O custo das maquinas localizadas em servidoremestao da instituicdo de ensino
era mantido com recurso do autor.

12 Meméria ECC é um tipo de armazenamento computakipre pode detectar e corrigir os erros mais
comuns de corrupgéo de dados internos.
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APENDICE C — OUTRAS TABELAS

Este apéndice apresenta os valores utilizados gamdacao da Figura 5.2 e da
Figura 5.4. As tabelas possuem os valores abaixand® o tamanho do slot de tempo
em dados de diversas regides, identificadas emtedé#a. O periodo de coleta destes
dados foi entre os dias 14 de Fevereiro e 22 dedide 2012.

» Meédia de tweets por slot de tempo;
» Média de usuarios por slot de tempo;
* Quantidades outliers detectados pela rede neukdiNi@

* Quantidade de outliers detectados utilizando Badxplo

Tabela C.1: Valores para o pais Cyprus

Slot de Tempo|  Média de Média de Quantlc_jade Quantl_dade de
(em minutos) | Tweets por slot Usuarios por slof de Outliers /) Outliers /
IGMN BoxPlot

1 1,54 1,36 324 795
2 1,98 1,66 211 350
3 2,44 1,96 127 202
4 2,91 2,26 84 129
5 3,40 2,56 51 105
6 3,88 2,85 55 89
10 5,89 4,01 35 46
12 6,90 4,58 17 32
15 8,42 5,40 13 27
20 10,93 6,68 11 25
30 15,90 9,04 4 12
60 30,79 15,34 1 4

Tabela C.2: Valores para o pais Israel

Slot de Tempg Média de Tweets  Média de Quanudade Quantlplade de
(em minutos) por slot Usuarios por slot de Outliers /- Outliers /
IGMN BoxPlot
1 1,7856 1,6769 349 864
2 2,7149 2,3878 125 274
3 3,6939 3,0811 59 169
4 4,7134 3,7721 40 106
5 5,7398 4,4430 36 80
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6 6,7556 5,0818 25 54
10 10,7972 7,5200 20 39
12 12,7911 8,6644 13 27
15 15,8184 10,3815 15 24
20 20,7551 13,0684 8 12
30 30,8331 18,2881 6 10
60 61,1718 33,0069 3 2

Tabela C.3: Valores para o pais Finlandia

Slot de Tempg Média de Tweets  Média de Quantidade| Quantidade de
(em minutos) por slot Usuérios por slot de Outliers /| Outliers /
IGMN BoxPlot

1 2,4955 2,3749 467 897
2 4,2294 3,8427 151 293
3 6,0062 5,2561 53 125
4 7,7709 6,5929 41 85
5 9,5545 7,8963 20 49
6 11,3327 9,1525 10 46
10 18,4360 13,8802 12 17
12 22,1037 16,0753 2 16
15 27,5774 19,2076 2 9
20 36,7104 24,2588 5 8
30 55,0446 33,7737 1 6
60 109,9635 58,8676 1 1

Tabela C.4: Valores para o pais Australia

Slot de Tempg Média de Tweets  Média de Quantlc;lade Quantlplade de
(em minutos) por slot Usuérios por slot de Outliers | Outliers /
IGMN BoxPlot
1 12,9458 12,2147 193 411
2 25,4884 22,7870 74 160
3 38,1306 32,6566 42 98
4 50,8214 42,0621 27 70
5 63,5061 51,0691 18 44
6 76,2088 59,8379 14 27
10 127,0002 92,9971 10 27
12 152,3828 108,8315 3 17
15 190,4458 131,8114 10 15
20 253,8552 168,1550 5 12
30 380,7829 237,2074 3 6
60 760,6963 425,6347 2 3
Tabela C.5: Valores para a cidade Brasilia
Slot de Tempg Média de Tweets  Média de Quanthlade Quanu_dade de
(em minutos) por slot Usuarios por slot de Outliers /| Outliers /
IGMN BoxPlot
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1 17,1563 15,0221 232 512
2 33,1607 25,7690 64 281
3 49,0211 34,7373 45 187
4 64,8079 42,5491 27 145
5 80,5941 49,6388 17 139
6 96,4346 56,2058 14 115
10 159,5043 79,1048 11 67
12 191,1194 89,2795 7 68
15 238,7074 103,6922 1 52
20 317,7297 125,7480 6 39
30 475,7770 164,8113 1 28
60 949,9247 263,9623 2 9

Tabela C.6: Valores para a cidade Belo Horizonte

Slot de Tempag Média de Tweets  Média de Quanthlade Quanu_dade de
(em minutos) por slot Usuarios por slot de Outliers /| Qutliers /
IGMN BoxPlot
1 17,3824 15,0976 257 503
2 33,6077 25,8674 38 225
3 49,6353 34,8146 21 170
4 65,7257 42,6827 11 139
5 81,7021 49,7820 11 113
6 97,8593 56,3649 4 96
10 161,8270 79,1005 5 56
12 193,8812 89,1729 2 50
15 242,1158 103,3180 5 43
20 322,6673 124,9375 1 33
30 483,8166 163,1737 4 24
60 966,5285 259,1644 1 13

Tabela C.7: Valores para a cidade Porto Alegre

Slot de Tempg Média de Tweet Média de Quanudade Quantl_dade de
(em minutos) por slot Usuarios por slot de Outliers / Outliers /
IGMN BoxPlot
1 29,6793 25,3007 155 377
2 58,6578 43,4271 73 146
3 87,6826 58,1842 58 92
4 116,7697 70,8246 46 55
5 145,8730 81,9857 42 50
6 175,0944 92,1273 42 35
10 291,6905 126,3339 10 20
12 349,9886 140,8992 17 12
15 437,4107 160,8311 15 7
20 583,0476 190,4701 15 3
30 874,5714 241,3143 11 3
60 1747,1461 362,8368 2 1




Tabela C.8: Valores para a cidade Curitiba
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Slot de Tempo Média de Tweets  Média de Quantlc;lade Quantlplade de
(em minutos) por slot Usuarios por slot de Outliers / Outliers /
IGMN BoxPlot
1 31,9220 26,7740 176 602
2 62,3108 45,2119 108 315
3 92,6788 60,1684 49 232
4 123,0746 72,9110 29 181
5 153,5198 84,2105 17 144
6 184,1041 94,4882 17 133
10 306,1616 129,2327 6 85
12 367,3660 144,2358 6 67
15 459,0237 164,7925 5 63
20 611,8568 195,6328 5 45
30 917,7851 248,9566 1 29
60 1833,4749 377,3858 1 17

Tabela C.9: Valores para a cidade Rio de Janeiro

Slot de Tempo| Média de Tweets  Média de Quantlc_jade Quant|_dade de
(em minutos) por slot Usuarios por slot de Outliers /| Outliers /
IGMN BoxPlot

1 41,5801 35,6131 149 579

2 82,6075 61,8955 75 284

3 123,7671 83,6429 63 169

4 164,9378 102,4257 42 125

5 206,1409 119,2028 32 93

6 247,4068 134,6122 32 83

10 412,2032 187,4587 17 46

12 494,5872 210,5612 19 35

15 618,1280 242,6828 22 27

20 823,9352 290,947C 10 19

30 1235,9029 376,6029 9 13

60 2468,984( 588,2386 1 7

Tabela C.10: Valores para a cidade Sao Paulo

Slot de Tempo| Média de Tweets  Média de Quanudade Quantlplade de
(em minutos) por slot Usuarios por slot de Outliers / Outliers /
IGMN BoxPlot

1 101,17216 85,88791 280 624

2 202,15134 149,32373 158 309

3 303,16347 201,1792( 69 207

4 404,16407 245,54247 63 154

5 505,11836 284,91347 49 122

6 606,29227 320,8919( 29 102

10 1010,14046 443,26282 17 54

12 1212,02996 496,09101 33 42

15 1514,77765% 569,44899 10 42
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20 2019,12648 679,97981 11 25
30 3028,68971 873,92457 3 19
60 6050,46461 1352,96461 1 9




