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Métodos para mapeamento digital de solos com utilizacio de sistema de informacao
geografica

Methods for digital soil mapping using a geographical information system

Fabricio Fernandes Coelho' Elvio Giasson"

RESUMO

Mapas pedologicos sdo fontes de informagoes
primordiais para planejamento e manejo do uso do solo, porém
apresentam altos custos de produgdo. A fim de produzir mapas
de solos a partir de mapas existentes, neste trabalho, foram
comparados métodos de classificagdo em estagio unico
(Regressoes Logisticas Multiplas Multinomiais e Bayes) e em
estagios multiplos (Classification and Regression Trees (CART),
J48 e Logistic Model Trees (LMT)) com a utiliza¢do de sistemas
de informagdes geogrdficas e de varidaveis geomorfométricas
para produg¢do de mapas pedologicos com legenda original e
simplificada. A base de dados foi gerenciada em aplicativo
computacional ArcGis, em que as varidaveis e o mapa original
foram relacionados por meio de amostras de treinamento para
os algoritmos. Os resultados dos algoritmos obtidos no software
Weka foram implementados no ArcGis, para a confec¢do dos
mapas. Foram geradas matrizes de erros para andlise de
acurdcias dos mapas. As variaveis geomorfométricas de
declividade, perfil e plano de curvatura, elevagdo e indice de
umidade topografica sdo aquelas que melhor explicam a
distribui¢do espacial das classes de solo. Os métodos de
classificagdo em estagio multiplo apresentaram sensiveis
melhoras nas acuracias globais, porém significativas melhoras
nos indices Kappa. A utiliza¢do de legenda simplificada
aumentou significativamente as acurdcias do produtor e do
usudrio.

Palavras-chave: modelo digital de elevagdo, varidveis
geomorfométricas, classificagdo em estigio
unico, classificagdo hierarquica.

ABSTRACT

Soil maps are sources of important information
for land planning and management, but are expensive to

produce. This paper proposes testing and comparing single
stage classification methods (Multiple Multinomial Logistic
Regression and Bayes) and multiple stage classification methods
(Classification and Regression Trees (CART), J48 and Logistic
Model Trees (LMT)) using geographic information system and
terrain parameters for producing soil maps with both original
and simplified legend. The database was managed in ArcGis
computer application in which the variables and the original
map were related through training of the algorithms. The results
from statistical software Weka were implemented in ArcGis
environment to generate digital soil maps. The terrain
parameters that best explained soil distribution were slope,
profile and planar curvature, elevation, and topographic
wetness index. The multiple stage classification methods showed
small improvements in overall accuracies and large
improvements in the Kappa index. Simplification of the original
legend significantly increased the producer and user accuracies,
however produced small improvements in overall accuracies
and Kappa index.

Key words: digital elevation model, terrain parameters, single
stage classification, classification trees.

INTRODUCAO

Mapas pedoldgicos sdo fontes de
informagdes primordiais para planejamento e manejo
de uso do solo. O Brasil possui grande parte de seu
territorio coberto por mapas de solos pouco detalhados
com escala de 1:1.000.000, produzidos a partir do ano
de 1986 pelo projeto Radambrasil. Embora estejam
disponiveis, esses dados tém escala muito pequena,
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nao adequada para o gerenciamento municipal de
propriedades rurais ou regides de bacias hidrograficas.
Mapas de solos mais detalhados, em escala maior, sdo
€5cassos.

Como o0s custos necessarios para
elaboragdo de mapas em escalas maiores sdo altos,
métodos de mapeamento supervisionados estdo sendo
testados e analisados com a finalidade de produzir
mapas pedologicos com baixo custo-beneficio. Para
LAGACHERIE & MCBRATNEY (2007), o mapeamento
digital de solos se baseia na geracdo de sistemas de
informagdes que permitem estabelecer relagdes
matematicas entre variaveis ambientais e classes de
solos e, assim, predizer a distribui¢do espacial das
classes de solos. Alguns métodos de mapeamento
digital de solos ja estdo sendo utilizados, como
regressoes logisticas multiplas multinomiais (GIASSON
etal., 2006; CAMPLING etal., 2002), modelos logisticos
com aplica¢do de componentes principais (TEN CATEN
etal., 2009), redes neurais artificiais (SIRTOLI, 2008),
classificagdo hierarquica e support vector machine
(SVM) (BEHRENS & SCHOLTEN, 2007).

Considerando-se que classificadores
hierarquicos tém a capacidade de converter processos
de decisdo complexos em uma série de decisdes simples
(BREIMAN et al., 1984), aumentando, em geral, a
acuracia dos resultados, o presente trabalho tem por
objetivo comparar métodos de classificagdo em estagio
unico (CEU), como regressdo logistica multipla
multinomial (RLMM) e classificador de Bayes, ¢
métodos de classificagdo hierarquica, como LMT
(Logistic Model Trees), CART (Classification and
Regression Trees) e o algoritmo J48 (também conhecido
como C4.5), para produgdo de mapas detalhados de
solos a partir de varidveis geomorfométricas de uma
area de referéncia com utiliza¢ao de legenda original e
simplificada.

MATERIAL E METODOS

Integram a area de estudo os municipios de
[jui, Bozano e parte de Coronel Barros, localizados na
unidade geomorfolégica do Planalto Riograndense,
formagdo Serra Geral, do Estado do Rio Grande do Sul,
Brasil, compreendendo uma area de aproximadamente
1018km?; a regido ¢ drenada pelo Rio [jui e seus
afluentes. O mapeamento dos solos por métodos
convencionais na escala 1:50.000 (ABRAO & AZOLIN,
1970) identificou a ocorréncia de sete classes de solo:
a) Chernossolo Argilavico Ortico (MTo) (80,97km? ou
7,96% da area total), b) Chernossolo Ebanico Ortico
(MEo) (0,44km? ou 0,04% da area total), c) Latossolo
Vermelho Distroférrico Tipico (LVdf) (622.84km? ou

61,19% da area total), d) Latossolo Vermelho Distroéfico
Huamico (LVdh) (2,76km? ou 0,27% da area total), e)
Latossolo Vermelho Distréfico Tipico (LVdt) (0,82km?
ou 0,08% da area total), f) Neossolo Fluvico (RY)
(111,93km? ou 11% da area total) e g) Neossolo
Regolitico Eutréfico (RRe) (198,04km? ou 19,46% da
area total).

O modelo digital de elevagdo (MDE)
utilizado como base cartografica para geragdo das
variaveis geomorfométricas foi o SRTM (Shuttle Radar
Topography Mission) (RABUS et al., 2003). No
aplicativo computacional ArcGis 9.2 (ESRI, 2006), foram
geradas sete varidveis geomorfométricas: a)
declividade, b) curvatura planar, c) perfil de curvatura,
d) curvatura (combinagao entre curvatura planar e perfil
de curvatura), e) dire¢@o do fluxo, f) acimulo do fluxo e
g) indice de umidade topografica (IUT) (BEVEN &
KIRKBY, 1979). A fim de trazé-las para mesma ordem de
grandeza, todas variaveis foram padronizadas
estatisticamente. Para selecionar as variaveis que
possuem maior poder de discriminagdo entre as classes
de solo, foi utilizado o método de selegdo sequencial
progressiva (Sequential Forward Selection - SFS)
(JOHN et al., 1994) no software WEKA 3.5.8 (WITTEN
& FRANK, 2005).

As amostras de treinamento foram geradas
de maneira aleatoria e corresponderam a 11.000 pontos
(um ponto a cada 10,8km?). Para a utilizagdo das RLMM
e dos classificadores hierdrquicos, as informagdes
amostradas foram tabeladas e analisadas
estatisticamente no software Weka 3.5.8. Ja a
classificagdo de Bayes foi realizada no aplicativo
computacional ArcGis 9.2. Os CEU utilizados foram
RLMM e Bayes. O modelo de regressdo logistica
permite avaliar a probabilidade de ocorréncia de uma
variavel resposta, considerando os valores de uma série
de variaveis independentes que podem ser qualitativas
ou quantitativas. Por ser utilizada mais que uma variavel
independente, o modelo é considerado multiplo e, pelo
fato de predizer mais que duas classes, ¢ considerado
multinomial (ou politdmico); logo, o modelo ¢
denominado de regressao logistica multipla multinomial
(RLMM), que ¢ uma generalizagdo do modelo logistico
simples. O modelo ¢ definido por J-1 equagdes, de forma
quea ocorréncia deuma classe j#J é calculada em relagio
aclasse referéncia J. Sua modelagem ¢ dada por:

IOg[pj] = Xi'Bj
P

K
n _ N
sendo x,'B, =D B,x, ,comx, =lexe B, sdo os vetores
k=0

=101 M

(coluna) de dimensdo (K+1), Bj sdo os coeficientes
calculados pela funcdo logistica e x, sdo as variaveis
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geomorfométricas. As probabilidades das classes
(pj,...,pj) podem ser definidas por:
exp (x B )
1 + JZ exp (x B )

p, = T 2
1+zlexp (xi'[ij)

A classificagdo de Bayes parte do
pressuposto de que as fungdes de probabilidade dentro
de cada classe, denotadas por p(x/j.), sdo conhecidas e
que hé dados sobre a probabilidade a priori —P(j ) - de
cada classe. Assim, ¢ possivel estabelecer a
probabilidade a posteriori - P(j/x) - de um determinado
pixel pertencer a classe j, com a utilizagdo do teorema
de Bayes:

p(x/j)-PG)

PG =0

3)

em que P(x) € a fungdo mistura de densidade. Para
estabelecer a probabilidade a priori, foram utilizadas
as proporg¢des das proprias amostras de treinamento
em relagdo as classes, dado que foram amostras
aleatorias e cobriam toda a area de estudo e todas as
classes possiveis no mapa 1:50.000.

Os algoritmos de classificagdo hierarquica
foram LMT, CART ¢ J48, utilizados no software Weka
3.5.8, e seus resultados foram implementados no
aplicativo computacional ArcGis 9.2 para produgao dos
mapas de solos. Os classificadores hierarquicos CART
¢ J48 sdo formados por n-ésimas ramifica¢des de uma
classifica¢do hierarquica, que representam regras de
classificag@o com base na composi¢ao de informagdes
das distribuigdes isoladas de cada variavel.

O algoritmo LMT tem estrutura parecida
com a do CART e J48, porém o método LMT possui,
em seu nos terminais, ao invés de classes Unicas,
vetores de variaveis (x,) e de coeficientes () de todas
as classes. Por meio desses valores, pode ser calculada
a fungdo do LMT:
F(x)=x,'B, i=1,..,] @)

K
sendo x;'B; = ZB wXwcomx =lexe Bj vetores (coluna)
k=0

de dimensdo (K+1), similar ao modelo logistico em
estagio Unico. As probabilidades das classes, no LMT,
sdo calculadas por meio da seguinte formulagéo:

exp F,x )

p; = ©
; exp F,x )+ .. + exp F,x )

exp F,x )
exp F,x )+ .. + exp F,x )
ji= L., T -1 )

As probabilidades resultantes sdo para cada
nd terminal; dessa maneira, as probabilidades serdo

validas somente para aqueles pixels que respeitarem a
regra de decisdo da classificagdo hierarquica até o no
em questao.

Os mapas produzidos foram comparados
com o mapa original a fim de realizar analise dos
resultados por meio de matrizes de erros ou matrizes de
confusdo (CONGALTON, 1991). A matriz de erro
expressa a relagdo entre os pixels classificados e
originais, possibilitando a analise de quatro indicadores
de acuracia: a) acuracia global, obtida pela divisdo do
numero de pixels corretamente classificados (pc) com
o total de pixels (n):

Ag= (©6)

n
b) acuracia do produtor, obtida pela divisdo dos pixels
classificados corretamente de cada classe (pc) com o
total de pixels da classe do mapa original (n0), indica
em que proporg¢do certa unidade de mapeamento foi
classificada corretamente:

AP =—
n,0

)

¢) acuracia do usuario, obtida pela divisdo dos pixels
classificados corretamente de cada classe (pc.) com o
total de pixels da classe do mapa produzido (np), indica
acerteza que o usuario tem, ao analisar o mapa, que um
ponto especifico, em uma determinada unidade de
mapeamento, esta classificado corretamente:

Lt} ®)
l’ljp

d) coeficiente Kappa de Cohen (COHEN, 1960), o qual
mede a concordancia, sendo excluido o efeito da
casualidade, dado por:

i i
nzxu - zxiexei
— i=1 i=1

K= i

n’ - Z XioXioi
sendo x, 0 \‘;elllor dalinhai e coluna i da matriz de erros;
X, 0 total de pixels da linha i; x , 0 total de pixels da
coluna i; n o nimero de pixels; e j o nimero total de
classes.

AU =

)

RESULTADOS E DISCUSSAO

Do conjunto de varidveis utilizadas, as
variaveis que melhor explicaram a relagdo entre a forma
do terreno e a distribuicdo espacial das classes de solos,
na presente area de estudo, foram: a) declividade, b)
perfil de curvatura, c) elevagdo, d) curvatura planar e e)
indice de umidade topografica (IUT).
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A tabela 1 mostra os resultados dos mapas
produzidos com a utilizagdo de CEU e classificagdo
hierarquica a partir do mapa original de solos. O método
RLMM apresentou acuracia global (AG) de 67,01% ¢
indice Kappa de 32,81%, ja o método de Bayes
apresentou AG de 66,56% ¢ indice Kappa de 35,85%.
Observa-se que, em ambos os classificadores, nao foram
mapeadas as classes MTo, MEo, LVdh e LVdt, que sdo
as classes com menor extensdo de ocorréncia.

Observa-se acuracia avaliada pelo indice
Kappa 3% maior no classificador de Bayes e AG menos
que 0,5% inferior em relagdo a RLMM. Como o indice
Kappa considera a classificagdo ao acaso, o
classificador de Bayes teve melhores resultados que
RLMM para essa area de estudo.

O método CART apresentou AG de 68,02%
e Kappa de 38,45%. O algoritmo J48, que tem a mesma
estrutura de resposta do CART, apresentou resultados
proximos a este, com 67,31% de AG e 38,60% de indice
Kappa. Em ambos classificadores, as classes MTo,
MEo, LVdh e LVdt ndo foram mapeadas. O algoritmo
LMT apresentou AG de 68,38% e indice Kappa de
37,66% e foi o Gnico algoritmo LMT entre os cinco
métodos testados que mapeou a classe Mto, a qual
apresentou 15,73% de AU e apenas 0,19% de AP. As
classes MEo, LVdh e LVdt ndo foram mapeadas por
nenhum método de classificagao hierarquica.

Verifica-se que o total da area da classe MTo
representa somente 7,96% da area total, ja as classes
MEo, LVdh e LVdt representam, cada uma, menos que
0,5% da area total, com respectivamente 0,04, 0,27 ¢
0,08%. Contrastando esses dados, a classe LVdf
apresenta 61,16%; a classe RRE, 19,49%; e a classe RY,
11% da area total. Resultados de mapeamento digital
de solos com a mesma magnitude de valores sdo
apresentados em trabalhos de FIGUEIREDO (2006) e
TEN CATEN etal. (2009).

Com a finalidade de verificar se a utilizagdo
de uma legenda simplificada aumentaria a acuracia dos
mapas produzidos, mesmo com a perda de
detalhamento das unidades de mapeamento de solos
na escala original de 1:50.000, as classes foram
agrupadas em quatro classes mais abrangentes: a)
Neossolo Fluvico (RY), b) Neossolo Regolitico
Eutrofico (RRe), c) Chernossolo (M, agrupamento de
MTo e MT) e d) Latossolo Vermelho (LV, agrupamento
de LVdf, LVdh e LVdt). A tabela 2 mostra os resultados
dos mapas produzidos pelos CEU e os classificadores
hierarquicos a partir do mapa de solos com legenda
simplificada.

A figura 1 apresenta os mapas produzidos
por meio dos métodos CEU e classificagdo hierarquica
com legenda original e simplificada.

O método RLMM, com utilizacao de legenda
simplificada, apresentou AG de 67,36% e Kappa de
33,14%. A classe RY apresentou 38,03 ¢ 44,82% de AP
e AU, respectivamente. A classe RRE apresentou
38,59% de AP ¢ 56,30% de AU, ¢ a classe LV apresentou
90,49% de AP ¢ 71,99% de AU. O método de Bayes
resultou em AG de 66,89% e Kappa de 36,17%. A classe
RY apresentou 56,43% de AP e 41,22% de AU. A classe
RRE apresentou 39,22% de AP e 55,57% de AU, ¢ a
classe apresentou LV 86,23% e 74,50% de AP ¢ AU,
respectivamente. Mesmo com a generalizacdo das
classes, a classe M nao foi mapeada por nenhum CEU.

O mapa produzido pelo método CART
resultou em AG de 68,37% e Kappa de 38,82%. A classe
RY apresentou 52,06% de AP ¢ 48,17% de AU. A classe
RRE apresentou 47,90 ¢ 54,38% de AP ¢ AU,
respectivamente, e a classe LV apresentou 86,67% de
AP e 75,13% de AU. O método J48 resultou em 67,66%
de AG e o maior indice Kappa com 38,97%. A classe RY
teve 56,49% de AP e 46,29% de AU. A classe RRE
apresentou 49,99% e 58,56% de AP ¢ AU,
respectivamente, e a classe LV apresentou 84,06% de
APe75,81% de AU. Em ambos os métodos, ndo ocorreu
o mapeamento da classe M. O método LMT teve a
maior AG, com 68,72%, ¢ Kappa de 38,02%. A classe RY
teve 50,01 e 48,77% de AP e AU. A classe RRE
apresentou 44,51% de AP e 58,56% de AU, ¢ a classe
LV teve 88,66% de AP e 73,88% de AU. O método LMT
foi o inico que mapeou a classe M e resultou em 0,19%
de APe 15,56% de AU.

CONCLUSOES

Os resultados mostram que o0s
classificadores hierarquicos, como ja esperado e citado
na literatura, tém maior poder de discriminagio que os
CEU também para mapeamento supervisionado de solos
com variaveis geomorfométricas.

Os métodos de classificagdo hierarquica
apresentaram sensiveis melhoras nas AG e
significativas melhoras nos indices Kappa, na AU e na
AP. Entre os classificadores hierarquicos, o método
J48 foi o que apresentou os maiores indices Kappa,
porém as menores AG, ao passo que o método LMT
apresentou as melhores AG e os menores indices Kappa,
ja o método CART apresentou resultados
intermediarios de AG e Kappa. Entre todos os CEU, o
método RLMM foi aquele que teve os menores indices
Kappa, porém obteve melhores AG. O método de Bayes,
que ¢ considerado um classificador 6timo, apresentou
indice Kappa com valores proximos aos classificadores
hierarquicos, porém apresentou as menores AG.
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Tabela 1 - Matriz de erro para avaliacdo dos mapas de solos com legenda original produzidos com a utilizagdo de classificagdo hierarquica e
classificagdo em estagio unico (CEU).

Mapa original

Classe MTo MEo Lvdf LVdh Lvdt RY RRE Total AU (%)

MTo 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
MEo 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
Mapa produzido por Lvdf 6,03 0,04 55,31 0,27 0,08 5,79 9,80 77,31 71,54
RLMM LVdh 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
LVdt 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
AG=67,01% RY 0,63 0,00 2,35 0,00 0,00 4,18 2,17 9,33 4483
Kappa=32,81% RRE 1,31 0,01 3,50 0,00 0,00 1,02 7,52 13,36 56,30
Total 7,96 0,04 61,16 0,27 0,08 11,00 19,49 100,00
AP (%) * * 90,45 * * 38,03 38,59
MTo 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
MEo 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
Mapa produzido por  LVdf 5,67 0,03 52,71 0,25 0,07 3,96 8,49 71,19 74,04
Bayes LVdh 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
LVdt 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
AG =66,56% RY 1,15 0,01 4,34 0,01 0,00 621 3,35 15,06 4122
Kappa=35,85% RRE 1,14 0,01 4,11 0,01 0,00 0,83 7,64 13,75 55,58
Total 7,96 0,04 61,16 0,27 0,08 11,00 19,49 100,00
AP (%) * * 86,19 * * 56,43 39,22
MTo 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
MEo 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
Mapa produzido por  LVdf 5,55 0,03 52,96 0,27 0,08 3,66 8,41 70,95 74,64
CART LVdh 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
LVdt 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
AG =68,02% RY 0,82 0,00 3,59 0,00 0,00 5,73 1,74 11,89 48,18
Kappa=38,45% RRE 1,60 0,01 4,60 0,00 0,00 1,62 9,33 17,16 54,38
Total 7,96 0,04 61,16 0,27 0,08 11,00 19,49 100,00
AP (%) * * 86,60 * * 52,06 47,90
MTo 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
MEo 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
. Lvdf 5,32 0,02 51,36 0,27 0,08 3,32 7,84 68,20 75,30
Mapa produzido por J48
LVdh 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
AG=6731% Lvdt 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
RY 1,00 0,01 4,29 0,00 0,00 621 1,90 13,42 46,30
Kappa=38,6%
RRE 1,64 0,02 5,50 0,00 0,00 1,47 9,74 18,38 53,01
Total 7,96 0,04 61,16 0,27 0,08 11,00 19,49 100,00
AP (%) * * 83,98 * * 56,49 49,99
MTo 0,01 0,00 0,04 0,00 0,00 0,00 0,04 0,10 15,73
MEo 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
Mapa produzido Lvdf 5,88 0,02 54,19 0,26 0,08 433 9,04 73,82 73,42
por LMT LVdh 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
LVdt 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 *
AG = 68,38% RY 0,78 0,00 3,25 0,00 0,00 5,50 1,74 11,28 48,79
Kappa=37,66% RRE 1,28 0,01 3,67 0,00 0,00 1,16 8,67 14,81 58,56
Total 7,96 0,04 61,16 0,27 0,08 11,00 19,49 100,00
AP (%) 0,19 * 88,61 * * 50,01 4451

* classe que ndo ocorreu no mapa produzido.
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Tabela 2 - Matriz de erro para avaliagdo dos mapas de solos com legenda simplificada produzidos com a utilizagdo de classificacdo

hierarquica e classificagdo em estagio Unico (CEU).

Mapa original com legenda simplificada:

Classe RY RRE M LV Total AU (%)
. RY 4,18 2,17 0,63 2,35 9,33 44,82
'F\Q"fl‘\’/?,\ﬂmduz'do por RRE 1,02 7,52 1,31 3,50 13,36 56,30
M 0,00 0,00 0,00 0,00 0,00 *
AG = 67,36% LV 5,79 9,80 6,07 55,65 77,31 71,99
Kappa=33,14% Total 11,00 19,49 8,01 61,50 100,00
AP (%) 38,03 38,59 * 90,49
Classe RY RRE M LV Total AU (%)
Mapa produzido por RY 6,21 3,35 1,16 4,34 15,06 41,22
Bayes RRE 0,83 7,64 1,16 4,13 13,75 55,57
M 0,00 0,00 0,00 0,00 0,00 *
AG = 66,89 LV 3,96 8,49 5,69 53,04 71,19 74,50
Kappa=36,17% Total 11,00 19,49 8,01 61,50 100,00
AP (%) 56,43 39,22 * 86,23
Classe RY RRE M LV Total AU (%)
Mapa produzido por RY 573 1,74 0,83 3,59 11,89 48,17
CART RRE 1,62 9,33 1,61 4,60 17,16 54,38
M 0,00 0,00 0,00 0,00 0,00 *
AG =68,37% LV 3,66 8,41 5,57 53,31 70,95 75,13
Kappa=38,82% Total 11,00 19,49 8,01 61,50 100,00
AP (%) 52,06 47,90 * 86,67
Classe RY RRE M LV Total AU (%)
. RY 6,21 1,90 1,01 4,30 13,42 46,29
Mapa produzido por J48 RRE 147 9,74 1,66 5,50 18,38 53,01
AG = 67,66% M 0,00 0,00 0,00 0,00 0,00 *
Kappa=38,97% LV 3,32 7,84 5,34 51,70 68,20 75,81
Total 11,00 19,49 8,01 61,50 100,00
AP(%) 56,49 49,99 * 84,06
Classe RY RRE M LV Total AU (%)
Mapa produzido RY 5,50 1,74 0,79 3,25 11,28 48,77
por LMT RRE 1,16 8,67 1,30 3,68 14,81 58,56
M 0,00 0,04 0,01 0,04 0,10 15,56
AG = 68,72% LV 4,33 9,04 5,91 54,53 73,82 73,88
Kappa=38,02% Total 11,00 19,49 8,01 61,50 100,00
AP(%) 50,01 44,51 0,19 88,66

* classe que ndo ocorreu no mapa produzido.

A utilizacdo de legenda simplificada ndo
provocou grandes aumentos de AG e Kappa, porém
proporcionou melhora na AU e na AP. Nos
mapeamentos com legenda original, ndo se observou
valor superior a 28,10% para AU e AP, ao passo que,
com a utilizagdo de legenda simplificada, o valor ndo
baixou de 41,70% e chegou até aos 49,19%.

Os melhores métodos para essa area de
estudo ndo foram os tradicionais métodos de CEU
RLMM e nem o classificador de Bayes, porém foram
os classificadores hierarquicos, os quais obtiveram
valores de acuracia préximos entre si, com a utiliza¢ao
de legenda simplificada, o que proporciona maior
confianca com o significativo aumento nas AU e AP.
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de Bayes (C), CART (D), J48 (E) ¢ LMT (F).

Figura 1 - Mapas de solos com legenda original (1) e com legenda simplificada (2) gerados por meio do método
convencional de levantamento de solos (A) e produzidos com a utilizagdo de RLMM (B), classificagao
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