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Resumo. As Redes de Modelos Locais (RML) e as Redes Neurais (RN) do tipo feedforward
sdo comparadas segundo sua capacidade de utilizagdo em controle de processos. Devido a
possibilidade de gerar resposta inversa e mudar o sinal do ganho, utilizou-se nessa
comparagdo, como estudo de caso, a reagdo de Van de Vusse. Os resultados obtidos nesse
exemplo demonstram a superioridade das RMLs frente as RNs. As RMLs foram capazes de
capturar melhor a resposta inversa apresentada pelo sistema.
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1. INTRODUCAO

A modelagem de sistemas dindmicos nfo lineares a partir de dados provenientes dos
proprios processos ¢ uma das areas de grande interesse na engenharia. Duas das metodologias
que utilizam este conceito sdo as Redes Neurais (RN) e as Redes de Modelos Locais (RML).
Essas metodologias apresentam algumas similaridades, como por exemplo a necessidade de
se estimar parametros com o objetivo de minimizar o erro existente entre os dados estimados
pela rede ¢ os dados provenientes do processo; a relevincia dos sinais utilizados na
perturbagdo do sistema para coleta de informagdes nas regides de operagdo e a incapacidade
de uma extrapolagdo satisfatéria. Como principais diferengas pode-se ressaltar a dificuldade
de obtengdo de informagdes sobre o sistema bem como insercdo de conhecimentos prévios na
construgdo e utilizagdo das Redes Neurais sendo, portanto, designadas de “caixas pretas”;
enquanto que nas Redes de Modelos Locais, “caixas cinzas”, ja possuem uma flexibilidade
maior, permitindo a inser¢do de conhecimentos em praticamente todos os niveis da sua
metodologia de construgdo e aplicagdo. Outra diferenga importante esta na relativa facilidade
de se obter um controlador para as RML, que pode possuir uma estrutura similar a do
controlador do tipo Gain Scheduling, enquanto que para as RN uma das possibilidades seria
montar uma nova rede baseada no inverso da planta.

2. REDE DE MODELOS LOCAIS

A Rede de Modelos Locais ¢ uma ferramenta dita hibrida, pois incorpora a possibilidade
de introdugdo de conhecimentos prévios além do conjunto de dados para a modelagem do
processo. A idéia de RML é uma extensdo das Redes de Fung¢io Base Radial (FBR), que ¢
considerada um tipo de Rede Neural. Ao contririo das FBR, onde as saidas sdo uma
combinacdo de varias fungdes de ativagio radiais onde os pesos sio pardmetros constantes
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apos terem sido determinados, as Redes de Modelos Locais possuem pesos variaveis, que sao
fungdo da regido de operagdo. Desta forma, a rede pode ser descrita do seguinte modo:

n
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onde fi(x;): modelos locais; x;: variaveis utilizadas nos modelos locais; pi(x;): fungdo peso; x;:
variaveis que definem o ponto de operagao do sistema.

A forma da rede da Eq.(1) é apresentada na Fig.1. Esta estrutura pode ser vista como a
decomposi¢do de um sistema nao linear complexo em uma série de n sub-modelos locais
validos para uma dada regido, cujo modelo global pode ser obtido através da ponderagio das
fungbes bases associadas de tal forma que ocorra uma transi¢do suave de um modelo a outro

[Trierweiler e Neumann, 1998].
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Figura 1. Representa¢io esquematica da Rede de Modelos Locais.

2.1 Construgiio da Rede

A construgio da rede é uma das tarefas mais importantes na metodologia da RML, pois €
nesta etapa que muito do conhecimento prévio sobre o processo pode ser inserido. Para definir
a topologia da rede basta determinar onde se localizardo as fungdes peso ou seja, seus centros,
e o raio de espalhamento das mesmas no espago. A metodologia utilizada propde fazer uma
selegdo das variaveis que definirdo o espago de operacdo bem como os seus respectivos
intervalos de variagdo. Apds concluida esta etapa, o espago € dividido em sub-regiGes e sdo
escolhidas as varidveis usadas nos modelos locais, podendo coincidir ou ndo com as variaveis
que caracterizam o espago de operagdo. Por fim, ¢ feita a escolha da estrutura dos modelos
locais e a determinagdo dos pardmetros utilizados nos modelos, que serdo posteriormente
combinados para a obtengdo de um modelo global para o processo.

Para a identificagdo dos centros e raios de espalhamento no caso de nao se ter
informagGes sobre o processo, pode-se utilizar o algoritmo LOLIMOT [Nelles, 1997], que
consiste basicamente em sucessivas divisdes do espaco em hiperquadrilateros buscando um
modelo global que resulte no menor erro. Os modelos locais utilizados neste algoritmo sdo
lineares e do tipo ARX devido a facilidade de calculo dos pardmetros e também porque se
este modelo ndo for suficientemente satisfatorio na descrigdo de uma dada regifo, significa
que existe um certo grau de ndo linearidade nela sugerindo, portanto, uma nova divisdo. O
algoritmo LOLIMOT apresenta a seguinte estrutura:

1. gerar um hiperquadrilatero que inclua todos os pontos experimentais.
2. para cada uma das D dimensdes que o hiperquadrilatero i possuir, deve-se proceder da
seguinte maneira, isto ¢, j=1,...D:
a. divida o hiperquadrilatero i no meio ao longo da dimensao j
b. colocar uma fungdo peso normalizada no centro de cada um dos novos
hiperquadrilateros, sendo o (raio de espalhamento) proporcional as dimensdes do
hiperquadrilatero
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c. determinar os pardmetros dos respectivos modelos locais
d. calcular o erro produzido pela predigdo da rede
determinar qual das D divisoes feitas no passo 2 produz o menor erro
efetivar a mais promissora das divisoes, utilizando os resultados obtidos em (2b) € (2c).
calcular os erros locais produzidos por cada um dos modelos locais através da ponderagéo
do erro total pela fungdo peso normalizada
selecionar o hiperquadrilatero com o maior erro relativo para a proxima divisao
7. caso nio tenha sido satisfeito um critério de parada, retornar para 2, caso contrario parar.
Desta forma, a cada iteragdo o subsistema com maior erro € dividido em duas partes
iguais de forma a produzir o melhor aprimoramento do resultado.
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2.2 Fungoes Peso
As fungdes peso sdo as responsaveis pelas transigdes suaves entre os modelos locais na

composi¢do do modelo global. Para assegurar a homogeneidade do espago, as fungdes peso
devem satisfazer a condigdo de normalidade, isto é

pi(xr)zl’vxr (2)

m
i=1

Em geral, as fungGes que quantificam a influéncia de uma dado centro no espago nio
satisfazem esta condicio, e neste caso ela pode ser normalizada através

pi(xr)z-mlii'('{r—)'_ 3)
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onde u;(x,) representa a fungdo que esta sendo normalizada € m o niimero total de centros.
Uma escolha usual para y,(x,), tanto para as FBR quanto para as RML ¢ a funcdo gaussiana.
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que assuma a seguinte forma ap6s ser normalizada:

Ifn

pi = Iin (5)
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A variavel c; € a localizagdo do centro k e Oy eqiiivale ao raio de espalhamento da fungio
ou o desvio padrdo, que quantifica o quio longe do centro k estd um ponto no espago definido
pelas varidveis que caracterizam o espaco.



Dependendo da localizagéo dos centros e do seu raio de espalhamento ao longo das
dimensdes, alguns problemas devido a normalizagdo podem surgir, como por exemplo o
ressurgimento da fungdo peso em uma regido na qual ela ndo existia antes ou entio a redugio
do valor das ponderagdes em determinadas regides, principalmente as préximas ao centro
onde a ponderagdo deveria ser a maxima, como pode ser observado na Fig.2 apresentada a

seguir.
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Figura 2. Fungdes Peso do tipo gaussiana normalizadas e ndo normalizadas para centros eqiiidistantes
e desvios padrdes diferentes (a.] e a.2) e para centros nio eqlidistantes com desvios padrdes
diferentes (b.1 € b.2).

Para minimizar estes efeitos, pode-se escolher uma outra fungdo peso denominada de
Gauss generalizada, Eq.(6). Esta fungdo além de apresentar menos problemas com a
normalizagdo, possui no topo um patamar, fazendo com que uma regido maior em torno de
um centro receba uma ponderagao maior.

”i = I/n (6)
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Normalizando a fungdo do tipo Gauss generalizada, obtém-se:

2nP I

i 1 + i xr - ck,r
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pi = ; 2nP ifn (7)
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onde P representa o pardmetro referente ao tamanho desejado para o patamar.
2.3 Metodologia RML

A metodologia desenvolvida consiste em cinco etapas bésicas: 1) a geragdo de um sinal
que perturbe o processo como um todo para identificar as regides criticas de operagio, ou
seja, de maior ndo linearidade e dividi-las em sub-regides; 2) determinar a topologia da rede,
seja via conhecimentos prévios do sistema ou utilizando o algoritmo LOLIMOT; geracio de



sinais que estimulem especificamente as sub-regides determinadas no passo anterior; 3)
escolha e calculo dos modelos locais referentes as regides, podendo ser lineares ou ndo; 4)
ponderagdo dos modelos locais através das fun¢des peso normalizadas compondo o modelo
global e 5) por fim a validagdo da rede. Na Fig.3 pode-se ver esquematicamente a
metodologia proposta.

DADOS Determinagio
dos Modelos Locais
Algoritmo 5
. Construgio do
LOLIMOT Modelo Global
Geragdo de Sinais Validagio
para as sub-regides da Rede

Figura 3. Esquema da metodologia basica para a construgdo da RML.

A etapa de construgdo de sinais para perturbar sub-regides especificas tem por objetivo
gerar um conjunto de dados pertencentes a uma regido do espago os quais serdo utilizados
para identificagdo de um modelo local, desta forma, o modelo identificado consegue capturar
melhor as respostas do sistema, apesar de muitas vezes ndo conseguir capturar a real dindmica
do processo, como zeros positivos por exemplo.

3. REDES NEURAIS

As Redes Neurais sio estruturas do tipo caixa preta nio linear capazes de descrever
virtualmente qualquer nio linearidade de sistemas dindmicos. A estrutura da rede ¢
constituida basicamente de entradas que recebem uma ponderagido e um valor base que serdo
avaliadas por fungdes chamadas de fungbes de ativagdo que geram um conjunto de saidas,
onde cada uma destas fungGes e os vetores de ponderagao respectivos a elas recebem o nome
de neurdnios, por analogia as conexdes existentes com os neurdnios bioldgicos. Esta estrutura
pode repetir-se em diversas camadas sendo que a ultima camada sempre sera constituida por
um nimero de neurdnios equivalentes ao nimero de saidas do sistema analisado. A Fig.4
apresenta uma estrutura esquematica de uma Rede Neural tipicamente utilizada para descrever
processos ndo lineares. '

al = (Wp+b) a? = (Wia'+b}) a* = (Wial+b?)
Figura 4. Rede com trés camadas.

Os vetores p; (i = 1,2,..,,R) mostrados na Fig. 4 sdo as entradas do sistema que serlo
ponderados pelos vetores w;; pertencentes a matriz W dos pesos € depois acrescidos de um
valor base b;;. O resultado destas operagdes seguem pela rede sendo avaliados pelas fungGes
de ativagdo f” gerando novas saidas que servirdo de entradas para as camadas seguintes (com
S” neurdnios) até que seja atingida a ultima camada. Desta maneira, a saida @’ assume a
seguinte forma:
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& =f3(W3f2(W2fl(W‘p+b‘)+bz)+b3) : (8)

Entio na estrutura apresentada tem-se R entradas, S’ neur6nios na primeira camada, S na
segunda camada e $° na Gltima camada, o que corresponde ao nimero de saidas do sistema.

3.1 Funcdes de Ativacao

As fungdes de ativagdo ou também conhecidas por fungdes de transferéncia no jargao das
redes neurais, sdo as responsaveis pelas caracteristicas desejadas para a rede. No caso de se
precisar de uma rede para proceder com selegdo entre padrdes, por exemplo, pode-se utilizar
fungdes de ativagdo do tipo
{a =0,Vn<0 9)

a=1,vn)0

ou variagdes da mesma.

Na area de controle de processos 0 que interessa sao redes capazes de capturar a nio
linearidade dos sistemas, o que pode ser consegui utilizando redes com no minimo duas
camadas, sendo que a interna deve possuir uma fungdo de ativagido que confira o grau de ndo
linearidade a rede, enquanto que a externa ¢ conveniente que satisfaga todo o espago das
variaveis de saida. As fungdes que preenchem estes requisitos sao as seguintes:

1

log-sigmoidal a=— (10)
1+e™

tangente hiperbdlica-sigmoidal a= fn_;_e:_” (11)
e e

e para a camada de saida € usual se utilizar uma fungéo linear do tipo a=n (12)

Construindo uma rede com duas camadas, a interna utilizando neurdnios com a fungdo de
ativacdo tangente hiperbolica-sigmoidal e a Gltima com a fungdo linear, pode-se representar
qualquer néo linearidade, desde que o conjunto de dados seja suficiente e pertenga a regido de
interesse [Hagan ef al., 1996].

3.2 Determinacio dos Parametros da Rede

Como pode ser observado, para construir uma Rede Neural, basicamente o que € preciso
determinar ¢ o niimero de camadas internas e os respectivos numeros de neurénios. O nimero
de neurdnios deve ser o menor possivel para evitar problemas de overfit. O overfit ocorre
quando o nimero de pardmetros € tdo elevado que a rede consegue apenas estimar de forma
satisfatoria as saidas para o préprio conjunto de dados para o qual foi construida. Depois de
determinada a topologia da rede, procede-se com a determinagao dos seus pardmetros We b, o
que ¢ conhecido por “treinamento da rede”. Existem vérios algoritmos para o ajuste dos
pardmetros, no caso particular de se utilizar uma rede feedforward, na qual ndo “existe
retroalimentagdo, um dos algoritmos eficientes é o da retropropagacdao do erro (back
propagation). Basicamente o que este algoritmo faz ¢ o ajuste dos pardmetros da ultima
camada e passa o erro para a camada anterior e assim sucessivamente até a primeira camada.
Isto € possivel devido a estrutura da rede, que eqiiivale a aplicacdo da regra da cadeia em cada
camada na hora do calculo das derivadas para minimizar o erro quadratico médio.



4. REDE DE MODELOS LOCAIS vs. REDES NEURAIS - EXEMPLO

Nesta se¢do sera apresentado um exemplo de um reator CSTR (continuous stirred tank
reactor) onde ocorre a reagdo de Van de Vusse, um problema que geralmente € utilizado para
testes de algoritmos de controle para processos néo lineares [Chen ef al., 1995].

4.1 Reacio de Van de Vusse

A reagdo de Van de Vusse consiste na produgdo de ciclopentanol (B) a partir do
ciclopentadieno (4), tendo como subprodutos o ciclopentanodiol (C) e o diciclopentadieno
(D) (para maiores detathes veja [Trierweiler, 1997]).

K, k,
A——-»B—2>C (13)
24—% 5D

A Fig.5 apresenta esquematicamente o reator € as variaveis envolvidas no processo.
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Figura 5. Representagio esquematica do reator CSTR.

Assumindo que a massa especifica é constante, a dindmica do sistema pode ser descrita
pelas cinco equagGes diferenciais apresentadas a seguir, que derivam do balango de massa e
energia para o reator € a camisa de resfriamento.

& = F,-F, .
ﬂ:ftilﬁncm-ﬂm V() + (7)) ()
Wesa) __p, gy en (T, Tk, 0o
T g, -F,1, + Rt g, 1)

dt pC, (7
_ ,,Z ,, [ (T)c ,AH, + &, (T)e, AH, + Ky (T2 AH,
%: mi: [0, +k,4,(T-T,)] (9

O reatante ciclopentadieno (4) ¢ alimentado no reator com uma concentragio igual a
C4in © temperatura T;,. As vazdes volumétricas de entrada e saida no reator sdo,
respectivamente, Fj, € Fou. Devido a forma de retirada de produtos, segue que Fi, = Fou € 0
volume V, do reator é constante. As concentragdes do ciclopentadieno (4) e do ciclopentanol
(B) sao, respectivamente, c4 e cz. A temperatura no reator é denotada por 7, enquanto que a
temperatura da camisa de resfriamento € representada por Tj. A taxa especifica de reagédo k; é
dependente da temperatura de acordo com a equagdo de Arrhenius.
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Figura 6. cp vs f para vérias temperaturas (°C).

Fazendo um grafico dos valores da concentragdo do componente B no estacionario
variando com a taxa de dilui¢do f para varias temperaturas T (Fig.6), pode-se constatar a
presenca de duas regides distintas de operagdo, uma com o ganho positivo, a baixas taxas de
diluigdo e outra com ganho negativo, a vazdes mais elevadas.

4.2 Rede de Modelos Locais vs Rede Neural

Para que a comparagdo fosse a mais justa possivel, utilizou-se 0 mesmo conjunto de
dados para montar ambas as redes e depois um outro conjunto para valida-las. No caso da
Rede de Modelos Locais, foram feitas duas simulagdes, uma utilizando modelos lineares
identificados através dos dados e outra utilizando os modelos linearizados nos centros
identificados pelo algoritmo LOLIMOT, que dividiu o espago em 3 regides, duas na regido de
fase ndo minima e outra na regifio de fase minima. Essas divisdes foram feitas nas variaveis f
e Ok, 0 que seria de se esperar analisando o modelo linearizado. A Rede Neural construida é
do tipo feedforward, com uma camada interna e cinco neurdnios com fungdes de ativagdo
tangente hiperboélica sigmoidal e a camada de saida ¢ constituida por dois neurdnios com a
funcdo do tipo linear. Para a simulagdo das RMLs, foi utilizado um horizonte de predigdo
infinito, enquanto que para a RN o horizonte de predigao foi de 20.

Comparando as saidas preditas pelas redes com os valores obtidos através de simulagao,
obteve-se os seguintes resultados:

Erro: RN =2.813% )| RML = 2.8627 | RLin=2.1315

——— planta |}
RN

Qk [MJ/h]

th)

Figura 7. Validaggo das redes para conjunto de dados que perturbam regides de interesse.

ESCOLA DE ENGENHARIA
BIBLIOTECA



A Tabela 1 a seguir mostra o erro obtido em cada uma das predigdes das redes em relagdo
aos valores esperados para as saidas.

Tabela 1. Erros dos modelos preditos pelas redes em relagdo aos dados simulados.

Rede Neural RML com modelos RML com modelos
identificados linearizados
erro em cp 2,8139 2,8627 2,1315
erroem T 3,5034 2,4006 2,4377

Em termos de comparagio, o numero de pardmetros a serem determinados para a rede
neural foi de 77 parimetros, enquanto que para a rede de modelos locais com os modelos
identificados foi de 60 pardmetros.

As perturbagGes na entrada foram feitas de forma a mostrar os resultados da predigao
para as duas regiGes distintas do modelo, a de fase minima e a de fase ndo minima. O melhor
conjunto de dados estimados para a Rede Neural estd apresentado na Fig. 7, onde pode-se
observar que esta rede consegue capturar a dindmica do processo, bem como as outras redes.

4.3 Analise de um ponto de operacio de fase nio minima

Um modelo para ser considerado como bom em termos de controle de processos devera
ter as seguintes caracteristicas: 1) ser capaz de representar o comportamento de fase ndo
minima do sistema, i.e., tempo morto e resposta inversa, 2) ter o sinal correto do ganho
estacionario do processo e 3) capturar as dindmicas principais do sistema, das quais se
destacam o tempo de subida e a sobre elevagdo (overshoot). Fig. 8 compara as respostas
produzidas pelas RN ¢ RML quando submetidas a uma perturbagao tipo degrau nas variaveis
manipuladas. As perturbagGes levam o sistema de uma condigdo inicial onde cp € maximo
para uma regido onde o comportamento do sistema apresenta resposta inversa, ou seja, para
um ponto situado a esquerda do maximo. Para eliminar os efeitos estaticos e melhor
representar os aspectos dindmicos da resposta, optou-se por mostrar Acg € AT. Note que a
RML foi capaz de capturar melhor os aspectos dinidmicos do processo que a RN, indicando
que a sua utilizagio para fins de controle apresentara um desempenho superior.

2
4l
-8

. n . .
° 1 2 3 4 H
tm

Figura 8. Acp e AT quando f passa bruscamente 14,2 h™' para 5,2 h™!
¢ a temperatura inicial do reator € de 117 °C.

4.4 Predic¢io com horizonte unitario para RN e ARX221
Outro aspecto critico para a aplicagdo de um modelo na area de controle é sua capacidade

de predi¢do. O modelo para ser utilizado como base de um algoritmo de controle terd que ser
capaz de predizer a resposta do sistema num horizonte de controle de no minimo 20 passos



futuros. Observe que todas as simulagdes com RN e RML foram realizadas utilizando-se
respectivamente um horizonte de predi¢ao de 20 e infinito.

A Fig. 9 compara a resposta da RN com a predigdo de um unico modelo linear do tipo
ARX221 para um horizonte de predi¢do unitario. Como pode ser observado na Fig. 9, os dois
modelos concordam muito bem com os dados de planta (gerados para validagdo), pois com
um horizonte de predigio unitario o modelo se auto corrige, ou seja, ele utiliza os proprios
dados de saida da planta, ndo precisando usar as saidas preditas pelo modelo, resultando numa
qualidade que pode muitas vezes induzir a interpretagcdes errOneas. Ainda ¢ importante
salientar, que o modelo ARX-221 ¢ facilmente gerado, sendo os seus pardmetros
determinados analiticamente.

th

Figura 9. Validagéo dos modelos de RN e ARX-221.

5. CONCLUSAO

Em termos de controle de processos os modelos gerados pelas RMLs foram superiores
aos das RNs. Naturalmente, melhores resultados poderiam ser obtidos com ambas as redes
caso se dispusesse de um maior conjunto de dados. Justamente nesse ponto as RMLs podem
levar uma vantagem consideravel frente as RNs, pois permitem a facil inser¢do do
conhecimento prévio do sistema. Para que a comparagdo fosse justa, ndo se fez uso desse
conhecimento nesse trabalho. Adicionalmente, outra vantagem apresentada pelas RMLs ¢ a
sua relativa transparéncia, pois os seus pardmetros estdo diretamente relacionados com as
fungdes de transferéncias validas em cada uma das regides que definem o modelo podendo,
dessa forma, serem direta e isoladamente analisados aplicando-se os conhecimentos basicos
da teoria de controle. Infelizmente, a mesma transparéncia ndo se verifica na RNs. Note que
para se proceder um refinamento da RN € necessario que se varie o nimero de neurdnios e/ou
o numero de camadas consistindo em um procedimento com elevada carga computacional,
uma vez que as informagdes referentes as parametros de uma rede nd3o podem ser
eficientemente transferidos para a nova topologia de rede.
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