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RESUMO 

 

Modelos de detecção de objeto têm evoluído muito e se mostrado uma ferramenta 

interessante para aumentar a eficiência na amostragem de animais silvestres. Neste 

trabalho, treinamos um modelo do tipo YOLOv8 usando um conjunto de imagens 

rotuladas de cervos-do-pantanal na região do Pantanal (MT), registradas em 2017 e 

2018, e avaliamos sua performance em um novo conjunto de imagens coletadas em 

2022. Embora o modelo demonstre uma alta capacidade de detecção de verdadeiros 

positivos, o elevado número de falsos positivos indica a necessidade de mais 

desenvolvimento para alcançar um desempenho ideal. Apesar disso, o algoritmo 

desenvolvido pode ser útil para protocolos de revisão semiautomática, 

potencialmente reduzindo o esforço necessário para o processamento das imagens. 

Direções futuras de pesquisa podem incluir a exploração de novas técnicas de 

aumento de dados, ajuste de hiperparâmetros ou a incorporação de arquiteturas de 

modelos alternativos. Essas abordagens podem ajudar a enfrentar melhor os desafios 

apresentados pelo plano de fundo complexo onde os indivíduos aparecem e a 

melhorar a capacidade do modelo em distinguir cervos de outros objetos de 

confundimento, como vacas, cavalos, troncos de árvore e vegetação seca. 

 

 
Palavras-chave: Inteligência Artificial, Aprendizado de Máquina, Detecção de Objeto, 

Drones, Monitoramento Populacional. 

 



 

   

 

 

   

 
 

Abstract 

 

Object detection models have evolved a lot and have proven to be an interesting tool 

for increasing efficiency in wildlife sampling. In this work, we trained a YOLOv8-type 

model using a set of labeled images of marsh deer in the Pantanal region (MT), 

recorded in 2017 and 2018, and evaluated its performance on a new set of images 

collected in 2022. Although the model shows a high capacity for detecting true 

positives, the high number of false positives indicates the need for further development 

to achieve optimal performance. Despite this, the algorithm developed could be useful 

for semi-automated review protocols, potentially reducing the effort required to 

process the images. Future research directions may include exploring new data 

augmentation techniques, adjusting hyperparameters or incorporating alternative 

model architectures. These approaches may help to better address the challenges 

presented by the complex background in which individuals appear and improve the 

model's ability to distinguish deer from other confounding objects such as cows, 

horses, tree trunks and dry vegetation. 

 

Keywords: Artificial Intelligence, Machine Learning, Drones, Object Detection, 

Population Monitoring. 
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Introdução 

 

O monitoramento da biodiversidade é essencial para avaliar o estado de 

conservação de espécies e ecossistemas, entender as respostas desses 

organismos a distúrbios antrópicos e avaliar a efetividade dos esforços de 

conservação e manejo (Navarro et al., 2017; Ceballos et al., 2017; Mawdsley et al., 

2009). O monitoramento a longo-prazo da distribuição ou abundância de populações 

ameaçadas, e em múltiplas escalas (extensões e resoluções), é essencial para 

prover informações de alta qualidade em tempo hábil para projetos de conservação 

(Leung et al., 2024). 

Amostragens aéreas são frequentemente utilizadas para censos de biodiversidade, 

permitindo a coleta de dados sobre a distribuição e abundância de espécies em 

diversos habitats, o que facilita o monitoramento de ecossistemas e iniciativas de 

conservação (Oleksyn et al., 2021; Ivanova et al., 2022; Povlsen et al., 2023). 

Tradicionalmente, os métodos de amostragem aérea eram realizados com o uso de 

aviões ou helicópteros (Mourão, G. et al, 2000). Para isso, é necessário contar com 

pilotos altamente capacitados para a realização das pesquisas, o que implica em 

custos elevados tanto para o treinamento especializado dos profissionais quanto para 

a aquisição e manutenção dos equipamentos, que são de difícil acesso (Milligan et 

al., 2021; Gentle et al., 2018). Também, as altas altitudes necessárias para esse tipo 

de voo podem prejudicar a percepção do observador (Franke et al, 2012; Habib et al., 

2012). Por isso, há uma necessidade de desenvolver e testar novas técnicas de 

amostragem aéreas que sejam mais econômicas, seguras e eficazes para estimar e 

monitorar a biodiversidade. 

Uma alternativa promissora para amostragens populacionais é o uso de drones. 

Esses dispositivos, que são controlados remotamente, funcionam como plataformas 

aéreas que podem ser equipadas com uma ampla variedade de sensores, como 

câmeras de alta resolução e câmeras termais (Povlsen et al., 2023; Schad et al.,  

2022). Eles podem operar em vários tipos de ambientes abertos, permitindo que 

cientistas conduzam pesquisas e obtenham imagens de alta resolução e cobertura 

espacial em áreas remotas e de difícil acesso (Hodgson et al, 2018). Os drones têm 

sido uma ferramenta útil na coleta de dados populacionais, permitindo uma avaliação 

mais precisa (Koger et al. 2023, Koh et al, 2012; Mulero-Pázmány et al, 2014; 

Barasona, et al, 2014; Chrétien et al, 2016; Gentle, et al., 2018; Hodgson, et al. 2018), 

e oferecem uma solução para o censo de biodiversidade mais acessível que os 

métodos tradicionais. As imagens capturadas com drones podem fornecer 

informações valiosas sobre a distribuição dos animais, bem como sobre as 

características do habitat (Hodgson, et al. 2018). Drones também podem voar em 

menor altitude que aviões tripulados e causam menos distúrbio aos animais (Schad 

et al., 2023). Porém, o uso de drones também apresenta desafios. As amostragens 

com drones geram grandes conjuntos de imagens e a revisão manual é muito 

trabalhosa, podendo até inviabilizar a aplicação da metodologia (Witmer, G., 2005). 

Além disso, no processo de revisão de imagens, erros de amostragem, como não 
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detectar um indivíduo presente na área ou contar o mesmo indivíduo duas vezes, 

podem produzir vieses nas estimativas de abundância, se não forem devidamente 

tratados (Brack et al, 2018). As limitações físicas dos seres humanos, o excesso de 

atributos observáveis que podem estar presentes nas imagens, e a dimensão da área 

que pode ser efetivamente monitorada inevitavelmente restringem o número de 

indivíduos que podem ser observados (Tuia et al., 2022; Brack et al, 2018). 

Consequentemente, os métodos de monitoramento necessitam prover avaliações o 

mais rápidas e acuradas possíveis, fornecendo informações populacionais confiáveis 

para amplas áreas. Entretanto, a falta de acurácia nos dados de monitoramento, ou 

a demora na sua obtenção, pode acarretar conclusões equivocadas sobre as 

dinâmicas populacionais ou não perceber declínios em tempo de evitar a extinção da 

espécie-alvo. (Ferreira & Aarde, 2009; Fritsch & Downs, 2020). 

Os métodos de visão computacional podem auxiliar na detecção dos animais em 

imagens aéreas, reduzindo significativamente o esforço humano necessário. 

Tentativas de automatização do processo de revisão de imagens têm sido feitas 

usando algoritmos de classificação com aprendizado de máquina, como janelas 

deslizantes e random forest, e já se demonstram aplicações viáveis para detectar, 

contar ou identificar espécies silvestres em imagens (Brodrick et al. 2019, ;Chabot et 

al, 2016; Corcoran et al., 2021; Brack, 2022; Hollings et al, 2018; Patterson et al, 2016; 

Lenzi et al, 2023; Groom et al, 2001). Métodos frequentemente usados para detectar 

animais em imagens digitais incluem correspondência de modelos (Ollier et al, 2023), 

OBIA (object-based image analysis) (Chabot et al 2018), redes neurais convolucionais 

(Brack, I.V., 2022), e são normalmente desenhados para diferenciar entre classes de 

interesse (por exemplo, espécies diferentes ou fundo versus animal) (Brack, I.V., 

2022;  Lenzi et al, 2023). Entretanto, esses métodos podem encontrar dificuldade em 

atingir alta precisão e podem falhar ou gerar classificações imprecisas se as 

condições necessárias (eg. oferta insuficiente de dados de treinamento) para o 

treinamento não forem atingidas (Eikelboom et al, 2029). Além disso, demandam 

recursos computacionais de alto desempenho (Chabot et al 2016; Corcoran et al, 

2021; Hollings et al, 2018).  

Para superar esses desafios, novos algoritmos para detecção de objeto vêm sendo 

desenvolvidos e atualizados (Patterson et al, 2016; Lenzi et al, 2023). Esses 

algoritmos, em geral, funcionam processando grandes quantidades de dados usando 

técnicas de aprendizado profundo para fazer previsões ou decisões (Liu et al, 2021). 

Esse processamento, chamado de treinamento, envolve alimentar o algoritmo com 

dados rotulados, onde o algoritmo aprende a identificar padrões nos dados que se 

correlacionam com resultados específicos (Xu et al, 2024). Depois de treinado, o 

algoritmo pode fazer previsões ou decisões sobre imagens novas e não rotuladas. Os 

novos métodos de detecção de objeto com aprendizado profundo se destacam por 

sua capacidade de aprender características relevantes das imagens sem a 

necessidade de extração manual de atributos (Chabot et al, 2016; Corcoran et al, 

2021; Hollings et al, 2018). Todavia, como esses modelos exigem grandes 

quantidades de dados rotulados para seu treinamento, sua performance pode ser 
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comprometida. Em cenários reais, nem sempre é possível adquirir a quantidade 

necessária estipulada para esses diferentes modelos, especialmente quando falamos 

em espécies ameaçadas e com populações reduzidas, Além disso, eles podem 

apresentar problemas de generalização para novas condições de imagem, como 

variações de iluminação, escala, ângulo e fundo (Schad et al, 2023). 

Neste trabalho, apresentamos um modelo de aprendizado profundo para a detecção 

do cervo-do-pantanal, um cervídeo de grande porte ameaçado de extinção (IUCN; 

Duarte et al., 2016), em imagens aéreas obtidas por drones. O modelo utiliza uma 

rede neural convolucional pré-treinada em um grande conjunto de dados, adaptada 

ao problema específico por técnicas de transferência de aprendizado e aumento de 

dados. Treinada com imagens aéreas capturadas por drones em 2017 e 2018 em 

uma reserva no Pantanal Norte (MT), a rede visa localizar e classificar os cervos-do-

pantanal com alta precisão e acurácia. Nossa abordagem busca reduzir o tempo e o 

esforço necessários para revisar as imagens em campanhas de avaliação 

populacional da espécie. Dada a ameaça de extinção, desenvolver métodos 

eficientes, confiáveis e pouco invasivos para amostragem e monitoramento é crucial 

para planejar a proteção e avaliar o sucesso das ações de conservação, 

considerando as características comportamentais e morfológicas do cervo-do-

pantanal e seu habitat. 

Materiais e Métodos 

Espécie estudada e área de estudo 

O Pantanal está localizado na região oeste do Brasil, nos estados do Mato Grosso e 

Mato Grosso do Sul. Este ecossistema de savana sazonalmente alagável possui uma 

grande diversidade de flora e fauna. Uma das espécies icônicas desse ecossistema 

é o cervo-do-pantanal (Blastocerus dichotomus), um cervídeo de grande porte, com 

até 150kg, associado a áreas úmidas e considerado globalmente ameaçado de 

extinção na categoria vulnerável (IUCN; Duarte et al., 2016). O cervo-do-pantanal é o 

maior cervídeo da América do Sul e enfrenta sérios desafios devido à perda e 

fragmentação de seu habitat, alterações causadas por atividades antrópicas e a caça 

ilegal. As maiores populações da espécie são encontradas no Pantanal, enquanto a 

maioria das outras populações são mais isoladas e menos numerosas (Costa et al., 

2006; Marin et al., 2020).  

A área de estudo é a Reserva Particular do Patrimônio Natural Sesc Pantanal (16º 45’ 

S e 56º 15’ W; 108.000ha). A área é composta por uma vegetação heterogênea 

(campos, cerrado, arbustivos e florestas ciliares, inundadas e sazonalmente secas) 

estruturada principalmente por diferenças de microrrelevo que recebem diferentes 

regimes de inundação (Oliveira et al., 2013). A população do cervo-do-pantanal vem 

sendo monitorada na reserva desde 2017 usando drones (Brack et al. 2022).  

Bases de dados e treinamento do modelo 

Os voos foram realizados em sete rotas de voo pré-planejadas usando um drone de 

asa fixa (Echar 20B, XMobots) equipado com uma câmera Sony A7R (7392x4920 px) 
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ou Sony Alpha 500 (6000x4000 px) orientadas para baixo (perpendicular ao solo), 

resultando em um Ground Sample Distance (GSD),de 2cm/pixel (para maiores 

detalhes ver Brack et al., 2023). Dividimos o conjunto de imagens disponíveis em três 

subconjuntos distintos: treinamento, validação e teste. 

Para o treinamento e validação, utilizamos imagens de um total de 67 voos (25 em 

2017 e 42 em 2018)  Observadores humanos independentes revisaram manualmente 

as 75.613 imagens coletadas nos 67 voos, resultando em 573 amostras de cervídeos 

(encontradas em 457 imagens) de 183 registros independentes (excluindo imagens 

sobrepostas). Para cada cervo-do-pantanal detectado, os observadores marcaram o 

indivíduo com um ponto central usando o software ClickPoints (Gerum et al., 2017). 

Esses registros foram rotulados manualmente com caixas delimitadoras (bounding 

boxes) para se adequar aos requerimentos de treinamento do modelo, que não se 

guia por um ponto central no objeto, e sim por uma caixa que delimita o objeto de 

interesse. 

O conjunto de treinamento foi composto por 90% dessas imagens, totalizando 458 

imagens de cervos-do-pantanal e uma parcela de amostras de fundo correspondentes 

a um pouco mais de 15% do volume do conjunto original (100 imagens). Essas 

imagens foram utilizadas para ajustar os parâmetros do modelo YOLOv8, que é pré-

treinado em um grande conjunto de dados entitulado COCO (Common Objects in 

Context) por meio do processo de aprendizado supervisionado (Jocher et al, 2023; 

Lin et al., 2015). Durante o treinamento, as imagens passam por processos de 

ampliação dos dados (Data Augmentation), com a aplicação de transformações nas 

imagens como rotação e espelhamento, para aumentar a oferta de dados disponíveis 

para o modelo. O conjunto de validação, por sua vez, consistiu nos outros 10% dessas 

imagens dos voos de 2017 e 2018, totalizando 57 amostras de cervos e uma 

quantidade proporcional de amostras de fundo (n=14). Esse conjunto de validação foi 

utilizado durante o processo de treinamento para monitorar o desempenho do modelo 

em dados não vistos previamente e ajustar os hiperparâmetros, evitando o 

sobreajuste (overfitting). Em aprendizado de máquina, o sobreajuste é um problema 

que ocorre quando um modelo é treinado de forma tão específica para os dados de 

treinamento, que acaba capturando até mesmo ruídos ou variações aleatórias nos 

dados, em vez de aprender apenas os padrões subjacentes. Como resultado, o 

modelo tem um bom desempenho nos dados de treinamento, mas um desempenho 

ruim em novos dados ou dados de teste, pois não generaliza bem (Ying et al., 2019). 

No treinamento final do modelo, após os ajustes finais de hiperparâmetros, o conjunto 

de treinamento e validação foi unido em um único conjunto de treinamento. A divisão 

dos conjuntos de dados foi realizada de forma aleatória estratificada, garantindo que 

cada subconjunto mantivesse uma distribuição proporcional de amostras positivas 

(cervos) e negativas (fundo), e representasse todas as missões com a mesma 

proporção entre si. Essa abordagem visa minimizar possíveis vieses e fornecer uma 

avaliação mais confiável e representativa do desempenho do modelo. 
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Por fim, o conjunto de teste foi formado por 13.963 imagens, correspondendo a 10 

voos realizados em 2022 nas mesmas missões dos anos anteriores, representando 

condições ambientais e temporais distintas das utilizadas para treinamento e 

validação (4-5 anos depois). Esse conjunto de dados independente foi utilizado para 

avaliar o desempenho final do modelo treinado em um cenário realista e não visto 

anteriormente. Esse processo foi simplificado em um fluxograma, conforme mostrado 

na Figura 1. 
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Figura 1 - Fluxo desde a coleta de imagens por drones na RPPN SESC-Pantanal, 

passando por divisões dos conjuntos de dados, até treinamento e teste do modelo 

YOLOv8. 

 

Fonte: Autor 
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Recursos Computacionais 

Para armazenamento dos dados e treinamento do algoritmo, nós utilizamos um 

computador com as seguintes especificações: NVIDIA RTX 2080 com 8192MiB de 

VRAM, Processador Intel(R) Core(TM) i7-9700K CPU @ 3.60GHz, 16GB de Memória 

RAM e 9TB de memória para armazenamento HDD, com sistema operacional 

Microsoft Windows 10 Pro. Todo o código necessário para o desenvolvimento do 

projeto foi escrito em Python versão 3.11.6 utilizando as bibliotecas PyTorch 2.1.0, 

CUDA 12.1, Ultralytics v8.1.0, Sahi v0.11.15, OpenCV 4.9.0, Pandas 2.1.4, Jupyter 

Notebook 6.4.12 e Albumentations 1.0.3. Para garantir a replicabilidade da aplicação 

e isolar o desenvolvimento do resto do sistema, utilizamos a plataforma Docker versão 

24.0.7 para criar um contêiner (container) onde a aplicação seria executada em um 

ambiente virtual Linux. 

 

Pré-processamento  

Para cada uma das imagens de cervos no conjunto de treinamento, recortamos 

blocos de 640 x 640 pixels em torno das coordenadas centrais anotadas durante a 

revisão manual, conforme pode ser observado na Figura 2. Esse tamanho permite 

plena visibilidade do cervo, e esta resolução nos permite treinar o modelo com 

recursos computacionais limitados. Para as amostras de fundo (“não-cervos”), 

geramos pontos aleatórios nas imagens do drone (exceto nas imagens dos voos 

separados para teste) para recortar janelas de 640 x 640 pixels, para auxiliar o 

algoritmo a distinguir características complexas do fundo do Pantanal e não as 

confundir com cervos. Esses recortes representavam cerca de 15% do conjunto total. 
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Figura 2 – Exemplos de imagens de cervos-do-pantanal obtidas por drone na RPPN 
SESC-Pantanal, recortadas (640 x 640 pixels) e rotuladas e representando múltiplas 

condições de fundo e obstrução da espécie alvo. 
 

 

Fonte: Autor 

Treinamento e validação do algoritmo 

A escolha do modelo depende dos requisitos específicos da aplicação, como 

velocidade, precisão, otimização de recursos computacionais, e conformação aos 

dados. Exploramos diferentes modelos de aprendizado de máquina para detecção de 

objetos em imagens, conforme indicado na literatura, e optamos pela escolha do 

modelo YOLOv8 (Jocher et al, 2023), devido ao seu desempenho otimizado em 

recursos computacionais limitados e alta velocidade de treinamento e inferência, além 

da sua comprovada eficácia em outras aplicações de classificação de fauna em 

imagens capturadas com drones (Rančić et al., 2023).  
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O modelo YOLOv8 utilizado neste trabalho é uma rede neural convolucional de 

detecção de objetos pré-treinada no conjunto de dados COCO (Common Objects in 

Context). O COCO é um grande conjunto de dados de imagens anotadas amplamente 

utilizado em tarefas de visão computacional, contendo mais de 300.000 imagens com 

mais de 2 milhões de instâncias rotuladas pertencentes a 80 categorias de objetos 

(Lin et al., 2015). A arquitetura do YOLOv8 baseia-se nas versões anteriores dos 

algoritmos YOLO, e utiliza uma rede neural convolucional que pode ser dividida em 

duas partes principais: o backbone e a cabeça. No backbone, há 53 camadas 

convolucionais, e ele emprega conexões parciais entre estágios para melhorar o fluxo 

de informações entre as diferentes camadas. A cabeça do YOLOv8 consiste em 

várias camadas convolucionais seguidas por uma série de camadas totalmente 

conectadas. Essas camadas são responsáveis pela previsão de caixas delimitadoras, 

score de confiança, e probabilidades de classe para os objetos detectados em uma 

imagem. 

O processo de treinamento de uma rede neural consiste em passar as amostras de 

treinamento com seus rótulos correspondentes pela rede para ajustar os pesos do 

modelo com o objetivo de reduzir os valores da função de perda. As amostras de 

treinamento são passadas em mini-lotes (por exemplo, 32 ou 64 amostras) até 

completar uma época (uma iteração de processamento do conjunto de treinamento). 

Durante o treinamento no COCO, o modelo YOLOv8 recebe como entrada imagens 

RGB e aprende a detectar e classificar objetos presentes nessas imagens por meio 

da otimização dos pesos de sua rede neural (Jocher et al., 2023). A função de perda 

utilizada combina componentes de classificação (para determinar a classe do objeto) 

e regressão (para estimar as coordenadas da caixa delimitadora em torno do objeto). 

O treinamento é realizado utilizando aprendizado supervisionado profundo, com o 

algoritmo otimizando iterativamente os pesos da rede com base nas predições e nos 

rótulos reais fornecidos pelo conjunto de dados. Técnicas como aumento de dados e 

regularização são aplicadas para melhorar a generalização e evitar sobreajuste. Após 

cada época, as métricas de desempenho são calculadas após a avaliação das 

previsões obtidas no conjunto de validação anotado. Esse processo é iterado por 

várias épocas até que as métricas calculadas para o conjunto de validação comecem 

a diminuir o desempenho (ou seja, apresentando sobreajuste no conjunto de 

treinamento). O objetivo desta etapa é minimizar as métricas da função de perda. 

Após este treinamento inicial, o modelo adquire a capacidade de detectar e 

reconhecer uma ampla gama de objetos comuns em imagens genéricas. No entanto, 

para a tarefa específica de detecção de cervos-do-pantanal, é necessário um 

processo adicional de ajuste fino (fine-tuning) utilizando dados específicos deste 

domínio. Seu ajuste foi feito localmente com nosso conjunto de dados de imagens do 

cervo-do-pantanal. Durante o treinamento, as 10 primeiras camadas convolucionais 

no backbone do modelo tiveram seus pesos “congelados” (fixados) para tomar 

proveito das capacidades adquiridas pelo modelo em seu treinamento original e 

aplicar a técnica de transferência de aprendizado. A função para treinamento foi uma 
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classificação binária (cervo vs fundo), designando o único objeto de interesse como 

o cervo-do-pantanal. 

Foi nesta etapa em que as 573 imagens dos cervos-do-pantanal foram apresentadas 

para o algoritmo, ao longo de 500 épocas, com o otimizador AdamW, taxa de 

aprendizado (learning rate) = 0.001 e tamanho de batch = 20. As demais 

configurações mantiveram-se como as pré-definidas pelos desenvolvedores. Durante 

esta etapa, os dados foram aumentados com aplicações de transformações aleatórias 

(rotação, espelhamento, mudança de alcance, clarear/escurecer e aumentar/diminuir 

o zoom) a cada época com a biblioteca albumentations, como pode ser observado na 

Figura 3. Essas transformações foram aplicadas em múltiplas combinações durante 

as épocas do treinamento, de forma que que ao longo do treinamento, o modelo 

recebia diversas imagens “novas” construídas com elas, na tentativa de suprir a 

demanda de dados que esse treinamento exige. Para as amostras de fundo (“não-

cervos”), geramos pontos aleatórios nas imagens dos voos (exceto nas imagens dos 

voos separados para teste) para recortar janelas de 640 x 640 pixels, para auxiliar o 

algoritmo no reconhecimento de recortes sem cervos na tentativa de diminuir o 

número de falsos-positivos encontrados. 

Figura 3 – Exemplos de quatro imagens de treinamento contendo cervos rotulados 
com caixas delimitadoras (retângulos vermelhos) ou recortes de fundos com 

transformações aplicadas. 

 

Legenda: a- Imagem de cervo rotulado com transformações de rotação e 

clareamento aplicadas b- Imagem de cervo rotulado com transformações de 

rotação, clareamento e aumento de zoom aplicadas. c- Imagem de recorte de fundo 

com transformações de rotação, mudança de alcance, escurecimento e diminuição 

de zoom aplicadas d- Imagem de cervo rotulado com transformações de rotação, 

espelhamento e escurecimento aplicadas. Fonte: Autor 

Avaliação da precisão e revocação 

Para garantir a consistência na resolução das imagens entre os estágios de 

treinamento e inferência, implementamos o framework Sahi (Akyon et al., 2022) 

durante o estágio de previsão. Esse framework permitiu que as imagens de alta 

resolução capturadas pelas câmeras dos drones fossem “fatiadas” em janelas de 640 

x 640 pixels, assegurando que a previsão fosse realizada no mesmo tamanho de 

imagem em que o modelo foi treinado. Cada imagem gerava 150 janelas, e a 

configuração de sobreposição entre janelas foi definida como 0.2 (20%).  
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Para avaliar o desempenho do modelo treinado na tarefa de detecção de cervos-do-

pantanal, utilizamos as métricas de precisão e revocação (recall). Essas métricas são 

amplamente empregadas na avaliação de modelos de aprendizado de máquina para 

problemas de classificação e detecção de objetos. A precisão é quantificada pela 

proporção de detecções consideradas verdadeiros positivos em relação ao total de 

detecções positivas, sendo calculada pela seguinte equação: 

 

𝑃𝑟𝑒𝑐𝑖𝑠ã𝑜 =  𝑉𝑒𝑟𝑑𝑎𝑑𝑒𝑖𝑟𝑜𝑠 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑜𝑠 / (𝑉𝑒𝑟𝑑𝑎𝑑𝑒𝑖𝑟𝑜𝑠 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑜𝑠 +  𝐹𝑎𝑙𝑠𝑜𝑠 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑜𝑠) 

 

Já a revocação mede a proporção de exemplos positivos corretamente identificados 

pelo modelo em relação ao total de exemplos positivos reais. É calculada pela 

equação: 

 

𝑅𝑒𝑣𝑜𝑐𝑎çã𝑜 =  𝑉𝑒𝑟𝑑𝑎𝑑𝑒𝑖𝑟𝑜𝑠 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑜𝑠 / (𝑉𝑒𝑟𝑑𝑎𝑑𝑒𝑖𝑟𝑜𝑠 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑜𝑠 +  𝐹𝑎𝑙𝑠𝑜𝑠 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑜𝑠) 

 

Neste estudo um verdadeiro positivo representa uma detecção correta (anotado 

durante a revisão manual) de um cervo-do-pantanal pelo modelo. Um falso positivo 

ocorre quando o modelo identifica um objeto como sendo um cervo, quando na 

verdade não é. Por outro lado, um falso negativo refere-se a uma falha do modelo em 

detectar um cervo-do-pantanal presente nas imagens. 

Nosso objetivo foi primeiramente buscar a maximização da revocação, pois se 

tratando de um estudo de conservação de um animal com uma população já limitada, 

entendemos que seria mais importante garantir a presença de todos os cervos 

disponíveis nas detecções. A precisão seria aprimorada em outro momento, por meio 

de iterações de testes e filtros na revisão destas detecções. Para compreender melhor 

os padrões de detecção do teste final, realizamos análises exploratórias dos 

tamanhos de caixas delimitadoras e scores de confiança das detecções, comparando 

falsos positivos e verdadeiros positivos. Como pré-definição, apenas as detecções 

com score de confiança igual ou maior que 0,60 foram consideradas válidas. 

 

Resultados 

Durante a fase de treinamento, observamos um desempenho promissor na 

validação do modelo YOLOv8 treinado em imagens de cervos-do-pantanal, como 

pode ser visto nas Figuras 4 e 5. A área da curva de precisão-revocação do 

conjunto de validação mostrou um valor de aproximadamente 0,970. Altas 

pontuações para ambos os indicadores mostram que o classificador está retornando 

resultados precisos e identificando a maioria dos resultados positivos.  
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Esse resultado indicaria que o modelo conseguiria generalizar bem os dados de 

treinamento para dados não vistos no conjunto de validação. No entanto, é importante 

observar que o desempenho no conjunto de validação não garante necessariamente 

um desempenho semelhante em outros conjuntos de dados não vistos. A Figura 5 

apresenta, separadamente, os gráficos de função de perda para caixas delimitadoras 

e para a classe ao longo das épocas de treinamento. O gráfico de função de perda 

para caixas delimitadoras reflete a precisão da localização das detecções, enquanto 

o gráfico de função de perda da classe mede a precisão na classificação dos objetos 

detectados. Esses gráficos de desempenho indicam uma convergência estável na 

função de perda para caixas delimitadoras após aproximadamente 400 épocas, 

enquanto o gráfico de função de perda da classe atinge estabilidade perto da época 

200. 

Figura 4 – Curva de precisão-revocação de detecção de cervos-do-pantanal em 
imagens aéreas para o conjunto de imagens de validação usando um modelo de 

detecção de objetos (YOLOv8). 

 

Fonte: Autor 
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Figura 5 – Gráficos das métricas de desempenho da função de perda da validação 
do conjunto de treinamento do modelo. A primeira métrica de perda (box_loss) 
mede a "proximidade" das caixas delimitadoras previstas em relação ao objeto real 
anotado, a segunda métrica (cls_loss) mede a exatidão da classificação de cada 
caixa delimitadora prevista. 

 

Fonte: Autor 

No conjunto de teste final, nosso modelo conseguiu detectar 132 de 155 cervos-do-

pantanal no conjunto de dados de teste (ver figura 7), alcançando uma taxa de 

verdadeiros positivos (TP) e de revocação de 0,8516. No entanto, observamos um 

número considerável de falsos positivos (FP), totalizando 18.652 (ver figura 8). Isso 

indica que objetos do complexo cenário do Pantanal foram frequentemente 

classificados erroneamente como cervos-do-pantanal pelo modelo, resultando em 

uma baixa precisão de 0,007. A figura 6 evidencia a diminuição substancial da 

precisão com o aumento da revocação.  

20



 

   

 

 

   

 
 

 
Figura 6 – Curva de precisão-revocação de detecção de cervos-do-pantanal em 

imagens aéreas para o conjunto teste de imagens usando um modelo de deteção de 
objetos (YOLOv8). 

 

Fonte: Autor 
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 Figura 7 – Exemplo com recorte aproximado de detecção correta do cervo-do-
pantanal em imagem aérea obtida através de algoritmo de detecção de objeto 

(YOLOv8) treinado. 

 

Fonte: Autor 
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Figura 8 – Exemplo de detecções incorretas em imagem aérea de fundo complexo 
com atributos vegetais confundidos por cervos-do-pantanal obtidas através de 

algoritmo de detecção de objeto (YOLOv8) treinado  

 

Fonte: Autor 

Nossas análises exploratórias nos dados de resultados de detecções do modelo 

revelaram algumas tendências relevantes. Observamos que muitos dos falsos 

positivos gerados pelo modelo corresponderam a caixas delimitadoras de tamanho 

menor em comparação com as caixas delimitadoras de detecções corretas. Isso 

sugere que o modelo pode estar identificando erroneamente características ou 

objetos menores no complexo plano de fundo do Pantanal como cervos-do-pantanal, 

contribuindo para a alta taxa de falsos positivos. Para melhor visualizar as relações 

entre as variáveis, uma amostragem dos resultados foi realizada de modo a manter a 

proporção de falsos positivos para verdadeiros positivos em 20:1, como ilustrado nas 

figuras 9 e 10. Na Figura 9, a densidade de detecções para diferentes valores de 

largura e altura das caixas delimitadoras é representada pelos histogramas. As 

médias das larguras e alturas foram 53,21 e 53,54 pixels, respectivamente, com 

desvios padrão de 14,57 e 15,75 pixels. A Figura 10 apresenta a densidade de 

detecções distribuídas por diferentes valores de score de confiança, agrupadas em 

20 bins no intervalo de 0.6 a 0.85, com um tamanho de 0.0125 para cada bin. A curva 

de densidade suavizada indica que a maioria das detecções corretas têm scores de 

confiança entre 0.75 e 0.85, enquanto as detecções incorretas se concentram nas 

faixas menores, entre 0,625 e 0,75. 
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Figura 9 – Histogramas de amostragem do conjunto mostrando a densidade de 
detecções através de diferentes valores para largura e altura da caixa. 

 

Fonte: Autor 
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Figura 10 – Histograma de amostragem do conjunto mostrando a densidade de 
detecções através de diferentes valores para score de confiança 

 

Fonte: Autor 

A Figura 11 apresenta um scatter plot do tamanho das caixas delimitadoras em pixels, 

comparando a largura e altura das caixas para falsos positivos e verdadeiros 

positivos. Este gráfico mostra uma ampla dispersão de tamanhos para ambas as 

categorias, com uma concentração maior de detecções na faixa de 20 a 100 pixels 

tanto para largura quanto para altura. Nota-se que a distribuição dos falsos positivos 

(em azul) é mais ampla, incluindo muitas detecções de tamanho menor, enquanto os 

verdadeiros positivos (em laranja) parecem ter uma distribuição mais concentrada. A 

Figura 12 mostra um scatter plot do tamanho das caixas delimitadoras em 

comparação com o score de confiança, incluindo uma linha de tendência para os 

verdadeiros positivos. Este gráfico revela uma leve tendência positiva entre o 

tamanho da caixa e o score de confiança para as detecções corretas (verdadeiros 
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positivos). Observa-se que os falsos positivos se distribuem por uma ampla faixa de 

tamanhos e scores de confiança, enquanto os verdadeiros positivos tendem a se 

concentrar em scores de confiança ligeiramente mais altos, especialmente para 

objetos de tamanho médio. 

Figura 11 – Scatter plot comparando altura e largura (em pixels) das caixas 
delimitadoras de detecções corretas e incorretas do modelo YOLOv8 treinado. 

 

Fonte: Autor 
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Figura 12 – Scatter plot da área das caixas delimitadoras (em pixels) versus score 
de confiança com linha de tendência com campo de variação para os verdadeiros 

positivos 

 

Fonte: Autor 

 

Discussão 

 

Nós treinamos um modelo algorítmico de aprendizado profundo de máquina de 

detecção de objeto para detectar cervos-do-pantanal em imagens aéreas obtidas com 

drones, utilizando o modelo YOLOv8. Avaliamos o desempenho do modelo 

analisando as taxas de precisão e revocação e realizamos análises exploratórias dos 

dados para entender os padrões de detecção. 

A alta taxa de revocação demonstra a capacidade do modelo de reconhecer cervos-

do-pantanal no conjunto de dados, sugerindo que ele aprendeu algumas 

características distintivas da espécie-alvo, apesar do tamanho limitado e da 

complexidade do conjunto de dados. No entanto, a precisão muito baixa revela um 

problema de previsões excessivas, com a tendência do modelo de identificar muitas 
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instâncias como cervos-do-pantanal, mesmo quando não eram, resultando em um 

elevado número de falsos positivos. 

O tamanho relativamente pequeno do conjunto de dados de treinamento 

provavelmente limitou a capacidade de generalização do modelo para todas as 

variações presentes no ambiente complexo da paisagem do Pantanal. Conforme 

destacado por Krizhevsky et al. (2012) em seu trabalho seminal sobre aprendizado 

profundo para visão computacional, modelos de aprendizado profundo, como o 

YOLOv8 utilizado neste estudo, geralmente requerem conjuntos de dados de 

treinamento muito grandes, contendo milhões de exemplos, para atingir seu potencial 

máximo de generalização. Esses modelos possuem milhões de parâmetros 

ajustáveis e precisam ser expostos a uma ampla variedade de exemplos durante o 

treinamento para aprender efetivamente os padrões relevantes. No caso específico 

do YOLOv8, sua documentação recomenda pelo menos 1500 imagens por classe de 

interesse e pelo menos 10000 instâncias (objetos rotulados) por classe de interesse 

(Jocher et al., 2023). A versão pré-treinada no conjunto COCO foi inicialmente 

exposta a mais de 300.000 imagens contendo mais de 2 milhões de instâncias 

rotuladas de 80 classes de objetos (Lin et al., 2015). Esse grande volume de dados 

permitiu que o modelo adquirisse um conhecimento geral robusto sobre 

características visuais baixo-nível, como bordas, formas, texturas e padrões 

comumente encontrados em ambientes genéricos. No entanto, para a tarefa 

específica de detecção de cervos-do-pantanal no ambiente complexo do Pantanal, o 

conjunto de dados de treinamento utilizado neste estudo era consideravelmente 

menor, com apenas 573 amostras únicas de cervídeos. Embora técnicas como 

aumento de dados tenham sido empregadas para gerar variações sintéticas, a 

diversidade e a quantidade de exemplos foi insuficiente para capturar toda a gama de 

variações presentes nesse ambiente natural desafiador (Zoph et al., 2020). 

Os ambientes naturais, especialmente aqueles com vegetação heterogênea e 

condições climáticas variáveis, como o Pantanal, apresentam uma complexidade 

muito maior em termos de iluminação, ângulos de visão, oclusões parciais e planos 

de fundo intrincados em comparação com os conjuntos de dados padrão. Estudos 

como o de Dai et al. (2021) sobre detecção de objetos em imagens aéreas reforçam 

os desafios de aplicar técnicas de aprendizado profundo de máquina em ambientes 

naturais complexos, onde a diversidade de condições ambientais exige que o modelo 

seja exposto a uma ampla variedade de exemplos durante o treinamento. O tamanho 

relativamente pequeno do conjunto de dados de treinamento pode ter limitado a 

capacidade do modelo de aprender a lidar com todas essas variações complexas, 

levando a dificuldades em distinguir com precisão os cervos-do-pantanal de outras 

características semelhantes presentes no ambiente. Isso pode ter contribuído para o 

alto número de falsos positivos observados durante a avaliação do modelo no 

conjunto de teste. 

Os padrões observados nas análises exploratórias oferecem caminhos para possíveis 

melhorias. A incorporação de um filtro ou a criação de uma estratégia de treinamento 

que leve em conta o tamanho das caixas delimitadoras poderia aumentar a precisão 

28



 

   

 

 

   

 
 

do modelo. Especificamente, um limite de tamanho poderia ser definido de modo que 

caixas delimitadoras abaixo de um determinado tamanho não fossem consideradas 

como possíveis detecções. Isso poderia reduzir significativamente o número de falsos 

positivos, sendo mais eficiente em um possível cenário de uso real. No entanto, deve-

se tomar cuidado ao definir esse limite para evitar a exclusão de detecções válidas 

de cervos-do-pantanal que possam parecer menores devido a fatores como seu 

formato no momento da captura (por exemplo, se ele estiver curvado, diminuindo seu 

tamanho de caixa) (Liu et al., 2021). Portanto, é necessário investigar mais para 

determinar um limite de tamanho ideal que equilibre a redução de falsos positivos com 

a preservação de verdadeiros positivos. 

É possível que as técnicas de ampliação dos dados aplicadas durante o pré-

processamento das imagens tenham exercido influência sobre a capacidade 

discriminativa do modelo YOLOv8. Em particular, as transformações de aumento de 

dados que envolvem alterações nos canais de cor, tais como ajustes de matiz (hue) 

e saturação, podem ter induzido o modelo a aprender representações pouco 

fidedignas quanto às características cromáticas intrínsecas aos cervos-do-pantanal. 

He et al. (2019), em seu trabalho sobre a lacuna de distribuição entre dados limpos e 

aumentados, destacam os desafios envolvidos no uso de técnicas de aumento de 

dados, como ajustes de matiz e saturação, que podem distorcer características 

importantes, como as cromáticas, prejudicando a capacidade discriminativa dos 

modelos. Essa hipótese ganha força ao considerarmos que a correta percepção das 

nuances de cor é um aspecto importante para a detecção acurada dessa espécie, 

haja vista a complexidade dos fundos presentes nas imagens capturadas pelos 

drones nas regiões de estudo. Ao ser exposto a variações excessivas nos valores de 

matiz e saturação durante o treinamento, o modelo pode ter perdido a capacidade de 

associar os padrões cromáticos típicos dos cervídeos a instâncias genuínas dessa 

classe, culminando em um aumento na taxa de falsos positivos para objetos de 

coloração distinta, porém com características estruturais semelhantes (Zoph et al., 

2020; He et al., 2019). 

Para aumentar a precisão do modelo, várias estratégias podem ser consideradas. 

Aumentar o tamanho do conjunto de dados de treinamento deve ajudar, pois 

forneceria uma gama mais ampla de instâncias para o modelo aprender. Isto destaca 

a importância da manutenção a longo prazo de um projeto de monitoramento via 

drones como o utilizado no estudo. Novas técnicas de aumento de dados podem ser 

exploradas também, como técnicas de geração de dados sintéticos (Premakumara et 

al., 2023). Além disso, o ajuste fino do modelo por meio do ajuste de hiperparâmetros 

ou do emprego de técnicas de regularização (métodos para evitar o sobreajuste do 

modelo) pode ajudar a controlar a tendência do modelo de prever em excesso 

(Premakumara et al., 2023). Uma abordagem promissora, conforme explorada por 

Knyaz (2019) em seu estudo sobre fusão de dados multimodais para detecção de 

objetos em imagens aéreas, é a combinação de imagens RGB com outras fontes de 

dados, como imagens térmicas ou dados LiDAR, fornecendo informações 
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complementares para auxiliar na distinção dos objetos de interesse. (Knyaz, 2019; 

Povlsen et al., 2024; Lyu et al., 2024)  

A ocorrência significativa de falsos positivos observada aponta para a necessidade 

de mais desenvolvimento e refinamento antes que essa abordagem possa ser 

amplamente implementada. A implementação bem-sucedida dessa abordagem de 

detecção automática baseada em visão computacional em ambientes naturais 

enfrenta desafios práticos e econômicos significativos. Conforme discutido por Xu et 

al. (2024) em sua revisão sobre os desafios da aplicação de aprendizado profundo na 

conservação da vida selvagem, a aquisição de equipamentos como drones e a 

infraestrutura computacional necessária para o treinamento e implantação de 

modelos de visão computacional podem representar custos iniciais substanciais. 

Além disso, os autores destacam a necessidade de treinamento e capacitação 

adequados para os profissionais envolvidos no manejo e conservação das espécies-

alvo, a fim de garantir a utilização eficaz dessas tecnologias. Embora os benefícios a 

longo prazo possam compensar os investimentos iniciais, é fundamental considerar 

esses fatores ao planejar a adoção de soluções baseadas em visão computacional 

em projetos de monitoramento e conservação (Fritsch et al., 2020; Schad et al., 2023). 

É importante ressaltar que, mesmo com as melhorias necessárias, a detecção 

automática baseada em visão computacional não substitui completamente os 

esforços humanos de revisão de imagens. Em vez disso, ela deve ser vista como uma 

ferramenta complementar que, quando integrada de forma adequada a um plano 

abrangente de monitoramento e manejo, pode fornecer dados mais precisos e 

oportunos para embasar decisões críticas relacionadas à proteção de espécies 

ameaçadas e à preservação da biodiversidade. 

 

Conclusão 

Este estudo investigou o desempenho de um modelo YOLOv8 treinado para detectar 

cervos-do-pantanal em imagens capturadas no complexo ambiente do Pantanal. 

Embora o modelo tenha alcançado uma taxa de revocação considerável, de 85,1% 

(132 de 155 cervos), foi observado um número substancial de falsos positivos 

(18.542). Esses resultados revelam os desafios associados à detecção de objetos em 

ambientes naturais complexos, onde o modelo pode ser suscetível a classificar 

erroneamente elementos de fundo como o objeto-alvo. 

Uma das principais vantagens da utilização de drones e algoritmos de detecção 

automática é a capacidade de cobrir extensas áreas de forma rápida e eficiente, 

reduzindo drasticamente o esforço humano necessário para revisar manualmente 

todas as imagens capturadas. Essa eficiência pode ser particularmente valiosa em 

regiões remotas e de difícil acesso, como o Pantanal, onde o monitoramento 

tradicional enfrenta desafios logísticos e financeiros significativos. No entanto, para 

que essa abordagem seja viável na prática, é essencial que o modelo atinja níveis 
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mais altos de precisão, minimizando os falsos positivos que podem comprometer a 

confiabilidade dos dados de monitoramento. 

A acurácia e precisão relativamente baixa ressaltam o impacto significativo dos falsos 

positivos no desempenho geral do modelo. Embora a alta taxa de revocação indique 

a capacidade do modelo de identificar com êxito a maioria dos verdadeiros positivos, 

a compensação entre revocação e precisão precisa ser considerada com cuidado. 

Nesse caso, a obtenção de uma alta taxa de revocação tem o custo de uma alta taxa 

de falsos positivos, o que pode ser problemático em cenários do mundo real em que 

alarmes falsos podem acarretar custos ou consequências significativas. 

Vários fatores provavelmente contribuíram para as limitações observadas no modelo. 

O tamanho limitado do conjunto dos dados de treinamento pode ter prejudicado a 

capacidade do modelo de aprender toda a gama de variações presentes no complexo 

fundo do Pantanal, levando a classificações errôneas de objetos de aparência 

semelhante. Além disso, a complexidade inerente do próprio ambiente natural, 

caracterizado por vegetação diversa e condições de iluminação variadas, pode 

representar desafios para os algoritmos de detecção de objetos. Por fim, as 

observações também ressaltam a importância de compreender as características e 

as nuances dos dados com os quais se está trabalhando. Ao examinar de perto os 

padrões dos falsos positivos gerados pelo modelo, podemos identificar possíveis 

limitações e elaborar estratégias para melhorar o desempenho do modelo, como o 

uso de uma seleção mais otimizada de métodos de transformação e aumento dos 

dados. 
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