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RESUMO

A previsdo da inflagdo € importante para agentes econbmicos, como firmas,
trabalhadores e investidores, e para as autoridades monetarias. Num contexto dos
avancos da inteligéncia artificial (IA) e da grande disponibilidade de dados (big data), este
trabalho objetiva testar a capacidade preditiva de alguns modelos de aprendizado de
maquina (regresséo ridge, LASSO, Random Forest e Gradient Boosting) e compara-los
ao ARIMA. Para tanto, a variavel escolhida foi o indice Nacional de Precos ao
Consumidor Amplo (IPCA). Os modelos foram treinados com os dados de janeiro de 2004
a fevereiro de 2017, e testaram-se as suas previsdes para o periodo de marco de 2017
a setembro de 2023. Além do IPCA, os modelos foram treinados com outras 40 séries
temporais. Calcularam-se algumas métricas de erro para as previsdes e compararam-se
as previsdes dos modelos de aprendizado de maquina as do ARIMA por meio do teste
de Diebold-Mariano. Como resultado, encontrou-se que os modelos de aprendizado de
maquina (com a excegao da regressao ridge) apresentaram resultados superiores (isto
€, com menor erro) aos do ARIMA para quase todos os horizontes temporais. Contudo,
os resultados n&o foram significativamente superiores aos do ARIMA para um nivel de
significancia de 5% para o teste de Diebold-Mariano na maioria dos casos. Com isso,
concluiu-se que, apesar de modelos de IA obterem bons resultados, ainda nao é possivel
descartar o ARIMA num contexto de previsao de inflacdo. Além disso, destacaram-se as
cinco variaveis mais selecionadas por cada modelo, e vé-se que ha certa estabilidade
entre horizontes e até mesmo entre modelos. Destaca-se a preferéncia por variaveis de
atividade econdémica, de moeda, de incerteza, e confianca e pelo préprio IPCA.

Palavras-chave: Previsdo de inflagdo. Aprendizado de maquina. Econometria.



ABSTRACT

Inflation forecasting is important for economic agents such as firms, workers, and
investors, as well as for monetary authorities. In the context of advances in artificial
intelligence (Al) and the extensive availability of data (big data), this study aims to test the
predictive capacity of some machine learning models (ridge regression, LASSO, Random
Forest, and Gradient Boosting) and compare them to ARIMA. For this purpose, the chosen
variable was the National Consumer Price Index (IPCA) of Brazil. The models were trained
with data from January 2004 to February 2017, and their predictions were tested for the
period from March 2017 to September 2023. In addition to IPCA, the models were trained
with 40 other time series. Some error metrics were calculated for the predictions, and the
machine learning model predictions were compared to ARIMA using the Diebold-Mariano
test. As a result, it was found that machine learning models (with the exception of ridge
regression) yielded superior results (i.e., lower error) compared to ARIMA for almost all
time horizons. However, the results were not significantly superior to ARIMA at a 5%
significance level for the Diebold-Mariano test in most cases. Therefore, it was concluded
that, despite Al models achieving good results, it is not yet possible to discard ARIMA in
the context of inflation forecasting. Additionally, the five most selected variables by each
model were highlighted, and there is a certain stability observed among horizons and even
among models. The top predictors chosen included economic activity, currency,
uncertainty and confidence variables, as well as the IPCA itself.

Keywords: Inflation forecasting. Machine learning. Econometrics.
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1 INTRODUGAO

A previsao da inflagdo é um assunto de grande relevancia. Para os agentes
econdmicos, € importante para a formacao de suas expectativas, o que frequentemente
se manifesta na indexacdo a algum indice (como o indice Nacional de Pregos ao
Consumidor Amplo — IPCA) ou a criagao de alguma métrica de corregao em contratos de
emprego e de aluguel (vide a indexagao generalizada no Brasil até o Plano Real). Para
investidores e instituicdes financeiras, é relevante para o calculo do retorno real de seus
investimentos bem como para a precificagao de ativos. Por fim, a previsdo da inflagao é
relevante para banqueiros centrais pois auxilia na ancoragem de expectativas e,
consequentemente, na condugao de politica monetaria.

No mercado financeiro, a previsao de inflagao é especialmente interessante devido
a existéncia de titulos de renda fixa indexados a inflagdo (como as NTN-Bs do Tesouro
Nacional). Esses instrumentos pods-fixados' pagam a variagao de um determinado indice
de precos (como o IPCA) mais alguma porcentagem de retorno. Por coexistirem no
mercado com outros titulos, como os pré-fixados, o preco dessas obrigagdes acaba
indicando uma previsao implicita da inflagéo por parte do mercado. Por exemplo, se um
determinado titulo de um ano pés-fixado a inflagdo esta retornando IPCA + 6% e esta
sendo vendido pelo mesmo preco que um titulo pré-fixado com o mesmo valor de face e
duracao, mas que retorna 12% ao ano, a previsado implicita do mercado é de que o IPCA
sera de 6% ao longo do proximo ano. Assim, o investidor que tiver uma previsao de
inflacdo mais precisa que a do mercado podera ter um ganho de arbitragem, fato que
reforca a relevancia pratica deste trabalho.

Ademais, a discussao de qual o melhor método para prever a inflagdo € por si s
um tépico de importancia tedrica.

Desse modo, ha um grande incentivo para melhorar nossas capacidades
preditivas da inflagdo. A universalizagao das tecnologias da informagéo e sua aplicagao

em diversos contextos (inclusive econdmicos) possibilita a coleta de quantidades

" Titulos pos-fixados sdo aqueles em que a remuneragao esta atrelada a alguma taxa desconhecida
no presente, como a Selic ou algum indice de inflagdo. Em contrapartida, pré-fixados sao remunerados a

uma taxa ja explicitada no presente, como 12% ao ano.
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colossais de dados, num fenbmeno conhecido como big data. Ao mesmo tempo, as
melhorias em hardware e na area da inteligéncia artificial (IA) permitem a aplicagao de
modelos de previsdo cada vez mais sofisticados. Consequentemente o ferramental
disponivel a econometristas se encontra consideravelmente expandido.

Portanto, este trabalho objetiva testar essas novas ferramentas na previsdo de
inflacdo e comparar sua capacidade preditiva ao ARIMA (Autoregressive Integrated
Moving Average), modelo ja amplamente conhecido por econometristas. Comparamos o
desempenho dos modelos por algumas estatisticas de erro e por meio do teste de
Diebold-Mariano individualmente contra o ARIMA, visando observar se esses modelos
superam significativamente o ARIMA nas suas previsoes.

Experimentos semelhantes ja foram realizados. Para a inflagdo brasileira,
Medeiros, Vasconcelos e Freitas (2016) analisaram a capacidade preditiva do Least
Absolute Shrinkage and Selection Operator (LASSO) utilizando o ARIMA como
referencial, e encontraram que o LASSO apresentava previsbes com menores erros para
horizontes de tempo mais curtos, mas perdia para o ARIMA em horizontes mais longos.
Num trabalho mais recente, Araujo e Gaglianone (2023) compararam 50 métodos de
previsao, inclusive métodos de IA e modelos econométricos. Para os autores, dentre os
modelos com as melhores previsbes estavam modelos baseados em arvores (como o
Random Forest e o Gradient Boosting estudados neste trabalho). Ademais, encontraram-
se evidéncias de nao-linearidades na inflagao brasileira, o que ajuda a explicar o bom
desempenho desses modelos.

No contexto americano, Medeiros et al. (2021) comparam alguns modelos de
aprendizado de maquina a modelos econométricos como o Random Walk e o modelo
autorregressivo. Como resultado, os modelos de IA com muitas covariaveis se mostraram
sistematicamente mais precisos de modelos univariados. Ademais, os autores destacam
o Random Forest, “which dominated all other models in several cases” (Medeiros et al.,
2021). Os autores atribuem o bom desempenho do modelo as nao-linearidades
existentes entre a inflagdo e outras variaveis macroeconémicas e a sua capacidade de
selegao de variaveis.

O capitulo 2 contextualiza a area de IA comparando o funcionamento de alguns

modelos ao cérebro humano e a modelos econométricos. O capitulo 3 explica
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individualmente o funcionamento dos modelos de aprendizado de maquina que
qgueremos testar bem como o do ARIMA, além de apresentar as métricas de erro que
utilizamos para a comparacao, o teste de Diebold-Mariano e as ferramentas utilizadas
para a execugao dos modelos. O capitulo 4 trata dos dados utilizados, tanto da variavel
endogena (variagdo mensal do IPCA) quanto das exdgenas, bem como das
manipulagdes realizadas sobre eles (imputacdo, estacionarizagdo e normalizagdo). O
capitulo 5 apresenta os resultados na forma de graficos e de tabelas e o capitulo 6

conclui.
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2 APRENDIZADO DE MAQUINA: UMA REVISAO

Nesta secdo, conceituaremos o aprendizado de maquina, comparando-o a
econometria tradicional. Ademais, exploraremos trabalhos anteriores que tratam do seu
uso para a previsao de variaveis econémicas.

Para exemplificar inteligéncia artificial e compara-la com modelos econométricos
tradicionais escolhemos tratar de redes neurais artificiais (RNAs). Apesar de nao
testarmos nenhum algoritmo deste tipo para prever a inflagdo, as redes neurais sao
excelentes para ilustrar toda a motivacao por tras da area da |IA devido a sua semelhanca
ao funcionamento do cérebro humano. Além disso, como veremos adiante, sua relagao
com métodos estatisticos e econométricos é relativamente clara quando descritas
matematicamente.

2.1 INTELIGENCIA ARTIFICIAL

Sendo o aprendizado de maquina uma area da inteligéncia artificial (What is
Machine Learning?, [c2023]), é cabivel em primeiro lugar descrevermos este termo. Para
Sargent (2023, p.11), inteligéncia artificial sdo “computer programs that are designed to
do some of the ‘intelligent’ things that creative people like Galileo, Darwin and Kepler have
done”. No artigo, Sargent (2023) relata como algumas das mentes mais notoérias da
histéria da humanidade conseguiram construir teorias de profundo impacto partindo de
grandes amostras de dados, reduzindo suas dimensdes e extraindo um principio que
poderia ser generalizado.

Portanto, algumas das primeiras tentativas de criar uma inteligéncia artificial
buscaram replicar o funcionamento do cérebro humano. Percebe-se isso ao vermos os
sistemas especialistas, |1As que intentam reproduzir o comportamento de algum humano
especializado em um determinado assunto. Eles operam a partir de uma base de
conhecimento construida por especialistas humanos, e podem substitui-los mesmo
quando utilizados por um leigo (Rougas, 2020).

2.1.1 Redes Neurais Artificiais

Outra corrente da area da IA que almeja reproduzir os mecanismos do cérebro

humano sdo as RNAs. Segundo Portugal (1995), em se tratando do pensar, devemos

fazé-lo a moda da natureza, isto €, para criar uma inteligéncia artificial, devemos antes
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criar um cérebro artificial. Assim, as RNAs buscam recriar a operagcdo dos neurénios
humanos. A imagem abaixo ilustra o funcionamento de um neurénio artificial.

O neurdnio recebe entradas ou “sinais” (x), calcula a sua média ponderada (z) e,
alimenta esta média a uma funcido de ativagao (F) e produz um resultado (y). Esse
resultado posteriormente pode ser alimentado a outros neurénios.

Figura 1 — Funcionamento de um neurdnio artificial
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Fonte: Portugal (1995)

2.1.2 O Cérebro Humano

O neurénio humano funciona de maneira semelhante ao neurénio artificial que
inspirou. Para o paralelo com o neurdnio artificial, trés componentes sao relevantes: os
dendritos, o corpo celular e o axdnio. Os dendritos captam os estimulos que o neurdnio
recebe, de modo semelhante aos pesos w na Figura 7. O corpo celular junta todos os
sinais e os envia para o axénio, que fica encarregado de os repassar a outras células
(Uzunian; Birner, 2013). A Figura 2 indica esses componentes num neurdnio. Acredita-
se que o equivalente a fungcdo do neurdnio artificial (o ponto em que se decide se o
estimulo sera passado adiante) se localize na base do axdénio (Clark; Goldberg; Rudy,
2009). Os estimulos séo repassados segundo a chamada lei do tudo ou nada: sao
repassados sempre na mesma intensidade, e so se os estimulos que o neurdnio recebe

atingem certo ponto, o limiar de excitagdo. Caso nao atinjam esse limiar, o neurénio nao
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emite impulso algum (Uzunian; Birner, 2013). Interligando cerca de 100 bilhdes desses
neurénios (von Bartheld; Bahney; Herculano-Houzel, 2016), o cérebro humano se
assemelha as RNAs que tentam simula-lo.

Figura 2 - llustragao de neurénio
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Fonte: Panchal (2018)
2.2 APRENDIZADO
Consoante Carbonell (1989), o aprendizado, no contexto de inteligéncia artificial,
como a capacidade de realizar tarefas previamente impossiveis ou de aprimorar a
habilidade de fazer antigas tarefas (seja mais rapidamente, mais precisamente).
A expressao “aprendizado de maquina” compreende uma ampla variedade de
métodos, mas estes podem ser divididos em duas grandes categorias: aprendizado

supervisionado e n&o-supervisionado. O primeiro caso ocorre quando, para cada
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observacgao x;, temos uma resposta y;. Desse modo, o modelo relaciona os preditores x
a resposta y. Aqui se encaixa a classica regressao linear, mas também métodos como
regressao Ridge, LASSO (ambos abordados neste trabalho), RNAs e outros métodos
mais sofisticados (como maquinas de vetores de suporte). O aprendizado supervisionado
€ geralmente voltado a previsao ou a inferéncia (James et al., 2023d).

Por outro lado, temos aprendizado nao-supervisionado quando ndo ha uma
resposta correspondente para as observagdes. Os algoritmos que se enquadram nesta
categoria almejam reconhecer padroes nos dados e determinar categorias de
classificagao (Jung; Patnam; Ter-Martirosyan, 2018). Exemplos de uso deste tipo de
meétodo sdo o agrupamento de imagens e a classificagdo de documentos. Este trabalho
nao tratara deste tipo de método.

Cabe explicar aqui como funciona o algoritmo de aprendizado das RNAs citadas
anteriormente, pois ilustram bem o processo de aprendizado supervisionado. Ha também
RNAs que operam por aprendizado n&o-supervisionado, todavia este trabalho trata
apenas de algoritmos de aprendizado supervisionado, entdo focaremos a exposi¢cao
neste tipo.

Como o nome sugere, RNAs nada mais s&o que redes de neurbnios como 0s
apresentados acima. A rede recebe observagdes Xe saidas Y, tendo que conecta-las de
algum modo. Para tanto, os diversos neurbénios s&o conectados entre si, formando
diversas camadas. Desse modo, a rede possui uma camada de entrada, que é a primeira
a receber X, e uma camada de saida, que produz Y. Quaisquer camadas entre essas
duas sado chamadas de “camadas escondidas” no jargao de redes neurais. A figura abaixo
ilustra uma rede neural com quatro camadas, uma de entrada, uma de saida e duas

ocultas.
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Figura 3 - llustracdo de RNA com quatro camadas
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Fonte: James et al. (2023a)

O aprendizado ocorre por meio da comparagao entre a saida da rede e o valor real
de Y correspondente as entradas. Se a saida produzida pela rede a partir das entradas
for igual a saida alvo, ndo ha modificagdes. Contudo, se houver diferenca, os pesos dos
neurénios (representados pelo vetor wna Figura 1) sdo alterados segundo alguma regra.

O processo é repetido até se alcangar um erro tdo pequeno quanto o desejado (Portugal;
Fernandes, 1996).
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White (1992) descreve detalhadamente o processo de aprendizado de RNAs
conhecido como “retropropagacgao” (backpropagation). Matematicamente, o neurénio j de

uma camada escondida emite o sinal descrito por:

T
h; =G (Z Vjixi>
i=0

Em que G é a fungao de ativacao (geralmente de formato sigmoide) e y;i € o peso
da entrada i para o neurdnio j. De modo analogo, podemos descrever a saida da rede

como:

q r
0==G Z,BjG (Z Vjixi) = f(X,0)
j=0 i=0

Em que B sdo os pesos dos neurdnios escondidos na saida da rede. A expressao
mais a direita € apenas uma abreviagao conveniente, pois depende apenas dos pesos e
das entradas. Hornik et al. (19892, apud WHITE, 1992, p. 83) demonstra que essa fungao
de saida pode aproximar qualquer fungdo que provavelmente sera encontrada, contanto
gue o numero de neurdnios escondidos q seja suficientemente grande. Essa propriedade
de “aproximagao universal’ viabiliza a aplicagdo do conceito em diversas areas, inclusive
a previsao de séries temporais (White, 1992).

Dada essa descricdo de uma RNA, o processo de aprendizado por
retropropagacao consiste em atualizar os pesos 6 segundo a seguinte formula:

0 = 0,1 +Vf(Xy, 9t—1)(Yt — X Ht—l))’ t=12,..,

Em que n é a taxa de aprendizado e Vf é o vetor gradiente em fungdo dos pesos
6. Desse modo, o erro (descrito aqui por Y; — f(X;, 6;—1)) se “propaga de volta”, alterando
os pesos de cada neurénio.

As RNAs receberam mais atengao nos ultimos anos, mas dessa vez com o0 nome
de aprendizado profundo (deep learning) (James et al., 2023a), que nada mais sdo que
redes neurais com multiplas camadas ocultas. Ocorre que as RNAs deste tipo treinadas

com poucos dados acabam obtendo resultados piores que modelos mais tradicionais

2 Hornik, K. M., M. Stinchcombe and H. White (1989) Multilayer feedforward networks are universal

approximators. Neural Networks, 2, 359-66.
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(London et al., 2017). O sucesso recente deste tipo de algoritmo se deve ao aumento do
poder computacional, isto €, melhorias no hardware especializado (Asokan, 2023), e ao
advento do big data, ou seja, a ampla disponibilidade de dados.

Ja houve tentativas de utilizar modelos de DL para a previsdao da inflacéo.
Theoharidis, Guillén e Lopes (2023) compararam RNAs com outros modelos de
aprendizado de maquina, como LASSO (Least Absolute Shrinkage and Selection
Operator) e RF (Random Forest), e modelos econométricos, como RW (Random Walk)
e ARIMA, e encontraram que as redes neurais 0s superaram na previsdo da inflagao
americana. Contudo, devido ao poder computacional e abundancia de dados necessarios
para rodar esse tipo de algoritmo, este trabalho ndo almeja replicar esses resultados.
2.3 APRENDIZADO DE MAQUINA E ECONOMETRIA

Quanto a relagao entre aprendizado de maquina e econometria tradicional, White
(1992, p. 81) tem a dizer:

Neural networks are enticing, statistics are not. Despite this difference or perhaps because
of it, people often ask me: “So, this neural network stuff and this back-propagation thing. Is
it really a new and amazing way of finding patterns in data? How does it fit in with the
standard ways that statisticians have cooked up for looking at data, like regression
analysis?”

De fato, retropropagacéo nao foi uma criagao da ciéncia da computagédo, mas uma
aplicacdo de um método estatistico proposto em 1951 por Herbert Robbins e Sutton
Monro, chamado de “aproximacéo estocastica”. O lado bom é que a literatura estatistica
deste assunto pode agora ser aplicada no contexto de retropropagacgéao. Por exemplo,
essa literatura prova que, dadas certas condigdes, retropropagagéo encontra pesos que
convergem para o vetor 8* que resolve a equagao (White, 1992):

E(Vf(X, 0¥, — f(X,0)]) =0
Uma solugdo para essa equacgao também € uma solugao local para o problema de

minimos quadrados:
2
min £ | (¥, - f(X,,0))’|
inE[ (¥, - £(X,,0))
Em que X séo as variaveis exdgenas e 0 sdo os parametros. A semelhancga nao é
mera coincidéncia: fungbes de saida de redes neurais correspondem a especificas

familias de curvas de regressao (White, 1992). Em verdade, os valores de entrada de

uma RNA nada mais sdo que as variaveis exdgenas de minimos quadrados, e a saida
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da rede é apenas o valor previsto da variavel endégena. Com efeito, uma RNA de apenas
uma camada é idéntica ao modelo de regresséo linear (Portugal; Fernandes, 1996).

Figura 4 - RNA semelhante a regressao linear

X1
wil4

X2 _O w24 v

X3 w34

Fonte: Portugal e Fernandes (1996)

A figura acima ilustra o caso de uma RNA simples, sem camadas ocultas.
Neste caso, 0s pesos dos neurdnios (wy4, w,, € wsz,) Nada mais sao que os parametros
do modelo de regressao linear. Desse modo, retropropagacéo e regressao nao linear
podem ser vistos como diferentes abordagens para resolver o problema de minimos
quadrados (White, 1992). De fato, Athey (2019) postula que ha coincidéncia entre
diversos métodos utilizados ha décadas na Estatistica e nas Ciéncias Sociais e que foram
adotados na area do aprendizado de maquina, bem como métodos ainda nao
reaproveitados.

Todavia, ainda ha diferengas importantes entre as duas areas. Consoante Athey
(2019), nos modelos de IA, a comparacgao e selegao entre diferentes modelos (tuning, ou
ajuste) faz parte do algoritmo, logrando em melhor desempenho por parte dos modelos
e também permitindo aos pesquisadores descreverem sistematicamente o processo de
escolha do modelo. Em bibliotecas modernas de aprendizado de maquina como o scikit-

learn (usado neste trabalho), os parametros de diversos modelos (como a penalidade de



26

regularizagdo do LASSO) sédo escolhidos automaticamente por validagdo cruzada ja
como parte do algoritmo. A validagdo cruzada é usada na Economia, mas € uma parte
fundamental do processo na area do aprendizado de maquina.

Outro motivo pelo qual podemos segregar as duas areas € o fato de que, até o
passado recente, os métodos de ML (machine learning) nao eram usados em publicacbes
de Ciéncias Sociais, apesar de serem amplamente utilizados na literatura de ML,
excetuando-se apenas a RR e 0 LASSO (Athey, 2019).

As duas areas também se diferenciam nos resultados. Segundo Medeiros et al.
(2021), para previsdes do consumer price index americano, a redugdo de erros
quadraticos médios pode chegar até 30%. Para os autores, os modelos de aprendizado
de maquina superam as alternativas univariadas, principalmente no periodo de 2001 a
2015, em que a inflagdo foi mais volatil que nos anos 90. Dentre os modelos de ML
testados no trabalho, se destaca o Random Forest. Consoante os autores, sua
superioridade se deve tanto a sua capacidade de selecionar variaveis quanto as nao-
linearidades presentes na inflagdo. Estas nao-linearidades advém, por exemplo, da
relagdo entre emprego e inflagdo, pois depende da ociosidade na economia. Outras
fontes de ndo-linearidades séo a incerteza e o piso igual a zero para taxas de juros
nominais. Araujo e Gaglianone (2023) também reforgam a importdncia das nao-
linearidades na inflacdo, dessa vez no caso brasileiro.

Outrossim, devido a sua capacidade de lidarem com uma grande quantidade de
dados, ha um incentivo para utilizar métodos de ML na macroeconomia aplicada (Araujo;
Gaglianone, 2023). Segundo Medeiros et al. (2021), “Big data’ and ML methods are not
passing fads, and investigating whether the combination of these two methods is able to
provide more accurate forecasts is of paramount importance”. Num contexto de avango
do poder computacional e de maior disponibilidade de dados (big data), faz sentido
compararmos modelos de aprendizado de maquina com modelos econométricos
classicos univariados (ou com poucas variaveis).

Nesse sentido, apesar de teoricamente fazerem a mesma coisa, os modelos de
ML se diferenciam da econometria tradicional por aproveitar melhor esses avancgos.
Contudo, € importante ressaltar que, apesar do jargao de “inteligéncia” e “aprendizado”,

fundamentalmente o procedimento € 0 mesmo: a minimizagao de alguma métrica de erro



27

(num contexto de regressao, geralmente o erro quadrado). A grande contribuicdo do
aprendizado de maquina é permitir a escolha de uma nova gama de fungdes nao-lineares
para relacionar as entradas e saidas (variaveis exdgenas e enddgenas).

De qualquer modo, as semelhancgas entre aprendizado de maquina e os métodos
estatisticos com os quais ja estamos familiarizados levam alguns a questionarem se esta
area do conhecimento deveria ter recebido um nome diferente de Estatistica, ou se ha
alguma diferenga entre IA e aprendizado de maquina (Athey, 2019). Como disse White
(1992, p. 87): “Neural network learning procedures are inherently statistical techniques”.
A diferenga entre a Estatistica e o ML parece estar principalmente na terminologia e nos

agentes que os aplicam, ndo necessariamente nos métodos ou na teoria.
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3 METODOLOGIA

Nesta secdo, apresentamos os modelos de aprendizado de maquina utilizados
neste trabalho, bem como o modelo de referéncia (benchmark), ARIMA. Ademais,
listamos as métricas de avaliagdo utilizadas para comparar os modelos. Por fim,
introduzimos as principais bibliotecas escolhidas para rodar os algoritmos.
3.1 MODELOS
3.1.1 Regressao Ridge (RR)

Sabe-se que a regressao linear estima seus parametros encontrando os valores
gue minimizam

n

D 2
SQRes = Z Yi—Bo— Zﬁjxij :
=1

i=1
Introduzida por Hoerl e Kennard (1970), a Regressao Ridge é semelhante. O valor
a ser minimizado &

n p

p 2 p
Z yi_ﬁO_Zﬁjxij +/12,3j2 =5QR€S+/12312,
=1 =1

i=1 j=1

em que A = 0 é um parametro de ajuste (tuning parameter). A nova adigao a formula é
chamada de “penalidade de regularizagdao” (shrinkage penalty) e os parametros
(B1, .-, Bp) serao menores quanto menor for a penalidade. Desse modo, a RR favorece
parametros menores, encolhendo-os (shrinking). Nesse sentido, a escolha de A é
fundamental, pois determina a importancia relativa dos dois termos da férmula na escolha

dos coeficientes.

A vantagem da RR sobre a regresséo linear se deve ao dilema entre viés e
variancia. A medida que A cresce, a flexibilidade da regress&o diminui, aumentando o
viés, mas reduzindo a variancia. Essa troca pode ser vantajosa, particularmente quando

ha poucas observacdes e muitos parametros.

Computacionalmente, a RR ndo é muito mais complicada que a regresséo linear.

E possivel demonstrar que as computagdes necessarias para encontrar os coeficientes
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para todos os valores de A sdo quase idénticas as feitas para ajustar um modelo com
minimos quadrados (James et al., 2023b).
3.1.2 Least Absolute Shrinkage and Selection Operator (LASSO)

A principal desvantagem da RR é que nenhum dos parametros chegarao a zero (a
nao ser que 1 = x). Nesse sentido, o LASSO, introduzido por Tibshirani (1996), se
apresenta como uma boa alternativa. Seus coeficientes minimizam

n

p 2 p p
Y= o= By | +2) 16 = seRes +2 ) |5
j=1 j=1 j=1

i=1

Vé-se que as formulas da RR e do LASSO séo semelhantes. A diferenca esta no
fato de que a penalidade de regularizagdo é a soma dos valores absolutos dos
parametros, ndo de seus quadrados. No jargao estatistico, diz-se que a RR usa uma
penalidade {2, enquanto o LASSO utiliza uma penalidade {1. Na pratica, isso significa que
alguns coeficientes podem chegar a zero quando A é suficientemente grande. Desse
modo, o LASSO acaba selecionando variaveis, o que confere a seus modelos uma
interpretacao mais facil.

O LASSO foi escolhido por apresentar bons resultados na literatura de previsao
da inflagdo. Em Medeiros et al. (2016), o modelo apresenta bons resultados para
previsdes de curto prazo, mas apresenta resultados inferiores (apesar de semelhantes)
ao ARIMA em horizontes mais longos.

Ha também formulagdes alternativas para RR e LASSO, apresentadas abaixo

respectivamente (James et al., 2023b):

2

p p
mﬁin Z Yi—ﬁo—Zﬁjxij S-Q-Zﬁjz <s
' =1 =1

p 2 p
mﬁ;n Z yi—ﬁo—z,ﬁ’jxij s.a.Z|ﬁj| <s
i= j=1 j=1

Isto é, para cada valor de A, existe um s para o qual as formulacbes de ambos os
modelos estimardo os mesmos coeficientes. E conveniente pensar em s como um

‘orcamento” para os parametros. Quando esse orgamento € grande, os parametros
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podem ser maiores. De fato, se o orcamento for suficientemente grande, tanto LASSO
quanto RR estimardo os mesmos parametros que minimos quadrados ordinarios. Do
mesmo modo, quando o orgamento € pequeno, assim também serdo os parametros
estimados. A figura abaixo oferece uma intui¢cdo visual para a restrigéo.

Figura 5 - llustracao da restricdo dos parametros em RR e LASSO

Fonte: James et al. (2023b)

A figura ilustra uma situagdo em que p = 2. A solugdo por minimos quadrados
ordinarios esta indicada com £, e as linhas vermelhas séo isolinhas de SQR. Quanto mais
as elipses se afastam de 2, maiores as SQR. O quadrilatero azul representa a regido da
restricdo do LASSO (|B;] + |82| < s), enquanto o circulo azul representa a restrigao da
RR (8? + p2 < s). Os parametros em ambos os modelos serdo escolhidos quando o
primeiro ponto de uma isolinha se encontrar com a regiéo de restrigdo. Devido ao formato
circular de sua regiao de restricdo, a isolinha da RR dificilmente se encontrara com a
regiao de restricdo sobre um eixo (onde um dos estimadores € igual a zero). Contudo,
devido a presencga de quinas em sua regiao de restri¢ao, isso ocorre com mais frequéncia.
Desse modo, a figura apresenta uma intuigdo geométrica do porqué do LASSO ser mais

seletivo com as suas variaveis.
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Devido a penalidade de regularizagdo, as variaveis precisam estar na mesma
escala, pois ela pde o mesmo peso em todos os coeficientes. Portando, para rodarmos
tanto o LASSO como a RR precisamos antes normalizar os dados, isto &, transforma-los
de modo que fiquem com média igual a zero e desvio-padréo igual a um. Posteriormente,
para utilizarmos as previsdes, devemos desnormaliza-las (Ding, 2023).

Nas aplicagcdes do LASSO e da RR neste trabalho, utilizaram-se as classes do
scikit-learn que realizam a selecao do parametro de ajuste A por meio de validagao
cruzada.

3.1.3 Random Forest (RF)

O Random Forest € um modelo de aprendizado conjunto (ensemble learning)
introduzido por Breiman (2001). Chamam-se de aprendizado conjunto os modelos que
juntam varios aprendizes fracos (weak learner), modelos simples que obtém resultados
marginalmente melhores que a sorte. Ao juntar varios aprendizes fracos, modelos de
aprendizado conjunto conseguem melhorar a qualidade de suas previsdes. No caso do
Random Forest, os aprendizes fracos sao as arvores de decisio (de onde vem o “forest’
no nome). Desse modo, a proxima sec¢ao € dedicada a descrever as arvores de deciséo,
pois é necessario entendé-las para compreender o RF. Além disso, a se¢cido seguinte é
dedicada ao bagging, outro elemento fundamental do RF.
3.1.3.1 Arvores de deciséo

Arvores de decisdo sdo grafos com nodos que se bifurcam com base em algum
critério, dividindo a base de dados. Nos contextos de regressao e classificagao, foram
introduzidas pela primeira vez por Breiman (1998). A figura abaixo ilustra uma arvore de

decisdo.
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Figura 6 - Exemplo de arvore de deciséo
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Fonte: James et al. (2023e)

Ou seja, na figura acima, primeiramente a amostra € dividida em duas partes:
observagdes em que X; < t, e observagdes em que X; > t;. Subsequentemente, o lado
esquerdo da arvore é testado para X, < t, e, o direito, para X; < t;. Ao final do processo,
a amostra fica segregada em cinco areas, R; R,, R3, R, € Rs. A figura abaixo ilustra essa

separacgao.
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Figura 7 - Divis&o resultante da arvore na figura 1

o™

Ry

Fonte: James et al. (2023e)

Num contexto de regressao, as previsdes de uma arvore de decisao sao as médias
em cada um dos nés terminais, chamados de folhas (leaf nodes). Portanto, caso a arvore
tivesse que prever o Y de uma nova observagido em que X; < t, € X, < t,, o valor previsto
seria a meédia das observagdes em R;. Para classificacdo, a previsdo € apenas a
categoria majoritaria na folha.

A escolha do melhor ponto de ramificagdo depende da aplicagdo da arvore: num

contexto de classificacao, pode-se utilizar a queda no indice de Gini. Num contexto de
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regressdo, comumente usa-se a redu¢ao no erro quadratico ou no erro absoluto. Isto
reforca a semelhanga entre aprendizado de maquina e econometria abordada
anteriormente neste trabalho.

Uma desvantagem de arvores de decisdo é que elas podem ter variancia elevada,
isto €, uma mudancga pequena nas observacgdes utilizadas para estima-las pode levar a
mudangas consideraveis na arvore final (James et al., 2023e). Ademais, segundo Hastie,
Tibshirani e Friedman (2017), “Trees have one aspect that prevents them from being the
ideal tool for predictive learning, namely inaccuracy.”. Para solucionar esses problemas,
frequentemente se utiliza o bagging, que reduz a variancia da arvore final. Explicamos o
bagging na segao seguinte.
3.1.3.2 Bagging

Bagging (amalgama de bootstrap e aggregation) consiste em treinar modelos em
amostras geradas a partir de um processo de bootstrap, que consiste em criar uma nova
amostra escolhendo elementos da amostra original com reposi¢do, de modo que a
mesma observagao pode aparecer mais de uma vez na nova amostra. A Figura 8 abaixo
ilustra esse processo para uma amostra original de trés observacdes. Apds os modelos
serem treinados nas amostras criadas, suas tira-se a média de suas previsoes,
resultando na previsao final do modelo. Esta ultima etapa € a “agregacao” (James et al.,
2023c).
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Figura 8 - llustracdo do processo de bootstrap

Obs | X Y
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2 2l | 1.1
2 20 | 11
| 43 |24

Fonte: James et al. (2023c¢)
Matematicamente, bagging se resume a tirar a média das previsdes dentre
diversas arvores de decisao treinadas em amostras geradas por bootstrapping. Isto é, a

previsdo gerada pelo processo pode ser descrita por (James et al., 2023e):

B
R 1 A
frag@ =5 ) F2 ()
b=1

Em que B é o numero total de arvores (e de amostras criadas por bootstrapping)

e f*P & uma arvore treinada na amostra b.
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Apesar de reduzir a variancia, as arvores criadas por um processo de bagging
classico geralmente seréo correlacionadas, fazendo com que a redugéo em variancia nao
seja tdo grande. Para isso surge o Random Forest. O algoritmo funciona de maneira
semelhante ao bagging, com uma pequena, mas significativa modificagao: no momento
em que a arvore deve criar uma nova ramificacdo, ela precisa escolher um dos p
parametros para utilizar de critério. Contudo, se um dos parametros consistentemente
gera ramificagdes melhores, varias (se ndo todas) as arvores o escolherdo. Portanto, o
Random Forest limita o numero de parametros disponiveis a uma constante m.
Obviamente, se m = p, estamos apenas fazendo o bagging padrdo. Na pratica,
geralmente se opta por m = \/5 Desse modo, o RF forca as arvores a escolherem
parametros diferentes, tornando-as menos correlacionadas e o modelo como um todo
menos variavel.

Por ser baseado em arvores de decisdo, o RF € um modelo ndo-paramétrico. Na
pratica, isso significa que é impossivel “abrir a equagao” de um RF treinado, o que faz
com que o modelo seja de dificil interpretacao (James et al., 2023e). As RNAs
apresentadas no capitulo 2 sofrem do mesmo problema.

O modelo RF foi escolhido por apresentar bons resultados na literatura de previsao
de inflagdo. Isso resulta do fato do algoritmo capturar bem as nao-linearidades da inflagdo
brasileira (Araujo; Gaglianone, 2023). Segundo Medeiros et al. (2021), “the method that
deserves more attention is the random forest model, which dominates all other models.”
3.1.4 Gradient Boosting

Esta segao descreve o gradient boosting, um algoritmo de aprendizado conjunto
nao-parametrico semelhante ao RF. A primeira parte explica o que € boosting de modo
geral, enquanto a segunda especifica para o contexto de gradient boosting. Apesar de
ser possivel aplicar boosting a diversos métodos de aprendizado de maquina (James et
al., 2023e), focamos nossa discussao para o ambito de arvores de deciséo.
3.1.4.1 Boosting

Boosting, quando aplicado para arvores de decisdo (que é o caso mais comum),
funciona de modo semelhante ao bagging. Todavia, em vez de se criarem diversas
arvores em diferentes amostras criadas pelo processo de boostrap, as arvores sao

criadas sequencialmente com base nos residuos das arvores anteriores (desse modo
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utilizando a informagéo acumulada por elas). O algoritmo abaixo descreve o processo
(James et al., 2023e):
1. Seja f(x) = 0 e r; = y; para todo i no conjunto de treino.
2. Parab=1,..,B:
a. Ajuste uma arvore f? com d nés de ramificacéo (d + 1 nés terminais)
aos dados (X, r)
b. Atualize f adicionando-lhe uma vers&o reduzida da nova arvore:
fG) « f) +2f200)
c. Atualize os residuos:
< _Afb(xi)

3. Devolva o modelo resultante:
B
Fo = 2700
b=1

O algoritmo possui trés parametros de ajuste: o numero de arvores B, o parametro
de reducéao A (por vezes chamado de taxa de aprendizado) e o numero de ramificagbes
d para cada arvore. Em diversos modelos de boosting, favorecem-se arvores menores?,
até mesmo com d = 1. Neste caso, diz-se que a arvore € um “toco” (stump).
3.1.4.2 Gradient boosting

Introduzido por Friedman (2002), gradient boosting € uma extensdo do método de
boosting. O processo geral € 0 mesmo, com algumas diferengas importantes:

1. Os residuos sdo calculados pelo gradiente* de uma fungdo de perda
diferenciavel L(y, f(x)) do seguinte modo:
= [aL(Yi'f(xi))
af (x)
2. A fungéao de perda geralmente toma a forma abaixo, o que faz com que os

residuos recebam o nome de pseudo-residuos:

3 Nao é necessariamente o caso do LGBM, algoritmo escolhido para este trabalho. Esta
implementacao de gradient boosting favorece arvores mais profundas, mas também funciona com tocos.

4 E deste gradiente que vem o nome do algoritmo
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1 ,
L. f(0) =5 ) 0= f@)
i=1
3. f(x) é inicializado do seguinte modo:
n
fG) = argmin > L(v,,9)

Y=

4. Nas iteragdes seguintes, y € computado dessa maneira:

Ly, Yi-1 + A9)

n
=1

Yy¢ = arg min
y <

i

Em que tindica a iteragao atual.

3.1.5 ARIMA

Para averiguar a eficacia dos modelos apresentados anteriormente, precisamos
de algum referencial (benchmark). Nesse sentido, o0 modelo ARIMA (do inglés para
“‘modelo autorregressivo integrado de médias médveis”) € uma boa opg¢ao devido a sua
ampla utilizac&o na literatura.

Modelos autorregressivos univariados sao aqueles em que a variavel dependente
de uma série de tempo € determinada apenas pelos seus proprios valores passados ou
com os residuos (passados ou correntes) da série temporal. Nessa categoria se
enquadram os modelos autorregressivos (AR), de médias méveis (MA), autorregressivos
de médias moveis (ARMA) e processos integrados mistos (ARIMA) (MATOS, 2000°, apud
PADILHA et al., 2013). Desse modo, o ARIMA se diferencia dos outros métodos
propostos neste trabalho por ndo se utilizar de variaveis independentes.

O modelo autorregressivo prevé a variavel com base nos p valores passados da
série e um termo de erro. Isto &, ele reproduz a correlacao intertemporal observada nos
dados. Nesse sentido, dada uma série temporal X, a previsdo em tsegundo o método AR
de ordem p é descrita por

Xe=@o+ @1 X1+ -+ @pXep + e

5 MATOS, O.C. de. Econometria Basica: teoria e aplicagoes. 3 ed. rev. e ampl. Sdo Paulo: Atlas,
2000.
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p
(1 -> qoiLi>Xt = po +e.

=1
em que ¢ sao os parametros do modelo, e € um erro normalmente distribuido e L é o
operador de atraso.
Ja o modelo de médias moveis prevé uma determinada variavel a partir dos ultimos
g termos de erro na série temporal (Arce; Mahia, 2003). Assim, a previsao em t segundo
o método MA é dada por

Xt = U + & — ngt—l — e — Hqgt—q

q
X, =,u+<1—29iLi>st
i=1

em que y € um termo independente, € sdo 0s erros e 6, os parametros.
Juntando ambos, obtemos um modelo ARMA(p, q)

Xt = U + Po + (plxt_l + -+ ¢pXt—p + & — ngt—l + = Qp&‘t_q.

14 q
(1 — Z (piLi> Xe=p+ (1 — Z Ql-Li> &
i=1 i=1

Ou em notagao polinomial:

Pp(L)Xe = p+ 65 (L)e;

No entanto, o modelo AR (e, consequentemente, o ARMA) requer uma série
estacionaria, tornando-se mister alguma transformagcdo no caso de séries nao-
estacionarias. Para tanto, € comum diferenciar-se a série. Desse modo, obtemos um
processo ARIMA(p, d, q), em que d denota a ordem de integragao (numero de vezes que
a série foi diferenciada). Assim, o modelo ARIMA(p, d, q) tem a seguinte forma (Bayer;
Souza, 2010):

14 q
(1 - Z <piLi> 1-L) X, =pu+ (1 - Z HiLi) &
i=1 i=1

Ou em notagéo polinomial:
Pp(L)(1 = L)X, = p + 6,(L)e,
Também é possivel estender o modelo ARIMA para incorporar sazonalidades,
sendo o modelo resultante frequentemente chamado de SARIMA (Seasonal ARIMA).

Este consiste apenas em estender as caracteristicas do ARIMA para um determinado
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intervalo regular (trimestres, anos). Desse modo, um processo SARIMA(p, d, q)(P, D, Q)s
€ descrito por:
@p(L)Pp (L) (1 = LP(1 = L)X, = p + 05 (L) 0o (L),

Em que P, D e Q respectivamente denotam os componentes AR, de integragéo e
de médias mdveis sazonais e s denota o periodo do intervalo regular a ser estudado. A
via de exemplo, no caso deste trabalho, em que tratamos da inflacdo mensal, s deve ser
igual a 12 para capturarmos os efeitos anuais. Isso é util pois diversos fen6menos
econdmicos possuem padrdes sazonais, como € 0 caso do desemprego, que cresce nos
primeiros meses do ano (Carneiro, 2023).

Segundo Stock e Watson (2010), dificilmente um modelo multivariado supera um
modelo univariado sistematicamente. Contudo, essa percepgéao ignora os fendbmenos do
aprendizado de maquina e da big data na Economia (Medeiros et al., 2021).

3.2 METRICAS DE COMPARACAO

Podemos nos utilizar de diversas métricas para compararmos a eficacia dos
modelos. Seu calculo geralmente se da pela diferenga entre o valor real observado (y) e
o valor predito pelo modelo (y). Utilizaremos o Erro Médio Absoluto (EMA) e o Erro

Quadrado Médio (EQM), cujas formulagdes se encontram abaixo:

n
1
EMA(y,y) = EZ')’i — 3l
i=1

1 n
EQM(,9) =~ (i = 9)?
i=1

Além disso, também utilizaremos o Erro Percentual Absoluto Médio (EPAM):

n
1 C— 9.
EPAM(y,9) =~ A=
n & Vi
=1
Para facilitar a visualizagdo de quando um determinado modelo esta superando o
referencial, utilizaremos o cumulative squared forecast errors (CSFE) como apresentado

por Caldeira e Torrent (2017):

T
CSFE, ;= Z [(37t+h|t,bench - yt+h)2 - (j’t+h|t,m - yt+h)2]

t=1
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Em que Pt n t,pencn € @ previséo do modelo de referéncia (benchmark) em t para h
periodos a frente, y.,, € o valorrealem t + h € J;,p:m € a previsédo do modelo m em ¢
para h periodos a frente. O CSFE sera uma série crescente quando o modelo superar o
benchmark, e decrescente caso este supere aquele.

Dentre as métricas que utilizaremos, destaca-se o teste de Diebold-Mariano (DM).
Introduzido por Diebold e Mariano (1995), a hipotese nula deste teste é de que os valores
esperados dos erros de duas séries de previsdes sao iguais. Isto é, seja ea 0 erro
associado a série de previsdes A, es 0 erro associado a série de previsdes B e L uma
funcao de perda (geralmente o quadrado ou o valor absoluto do erro). Temos que:

dap = L(esq) — L(ep)

E as hipdteses sao:

Ho:E(dyp) =0
Hy:E(dgg) #0

E um teste Z assintético, extremamente simples e extensivel (Diebold, 2015).
Portanto, neste trabalho utilizamos uma versao modificada do teste, introduzida por Lago
et al. (2021), que disponibilizaram sua implementagado do teste na biblioteca epftoolbox
de Python. A diferenca é apenas que a hipdtese nula é de que os erros da série de
previsdes B sdo maiores que os de A. Isto &, as hipoteses sao:

Hy:E(dp) <0
H:E(dyg) =0
Transformando o teste DM em um teste unilateral. A estatistica de teste entédo é

calculada por:
DM =+N %

Em que [i e 6 sao, respectivamente, a média e o desvio padrao da série d, e N é
a duracgao do periodo de teste fora da amostra.
3.3 FERRAMENTAS UTILIZADAS

Para executar os modelos, utilizou-se a biblioteca sktime da linguagem de
programagcao de Python, criada por Loning e Kiraly (2020). Esta biblioteca apresenta uma
interface para outras bibliotecas de aprendizado de maquina, dentre as quais se destaca

o scikit-learn. Desse modo, além de oferecer diversas funcdes e classes que facilitam o
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trato de séries temporais, o sktime permite que modifiquemos os modelos tabulares do
scikit-learn para que fiquem aptos a lidar com séries temporais por meio de um processo

chamado “redugéo”. A imagem abaixo ilustra esse processo:

Figura 9 - llustragao do processo de redugao do sktime

forecast

Ly regressijon

Fonte: SKTIME (2023)

E possivel utilizar os modelos do scikit-learn para problemas de séries temporais,
porém adapta-los a tal situagdo necessitaria muito cédigo manual, facilitando a insergao
de erros. Além disso, ha outros problemas possiveis: a separagao da amostra em secoes
de treino e de teste € mais complicada num cenario de previsdbes temporais; 0s
estimadores tabulares do scikit-learn nao possuem parametros comuns a previsoes de
séries temporais (como lags e o tamanho da janela apresentada ao estimador) e ha
complicagbes para gerar previsdes para mais de um passo (Lenczuk, 2021). Desse
modo, o processo de redugao do sktime consiste em converter um problema de previséao
num problema de regresséao tabular, permitindo assim o uso dos algoritmos do scikit-learn
e de toda a familia de modelos de aprendizado de maquina que usam a mesma API. Para
tanto, os dados da série temporal sdao separados em janelas de tamanho fixo e
‘empilhadas”, resultando numa matriz de valores atrasados em formato tabular, o que

permite o uso de qualquer algoritmo tabular de regressao (Loning; Kiraly, 2020).
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O sktime disponibiliza diversas estratégias de previsao. Neste trabalho, utilizamos
a estratégia “recursiva”, que consiste em utilizar a ultima janela como entrada para o
regressor ajustado ao problema para gerar a primeira previsdo. Para a previsao de
multiplos valores a frente, o algoritmo recebe suas ultimas previsbes recursivamente
(L6ning; Kiraly, 2020).

Para o algoritmo de gradiente boosting, utilizou-se o Light Gradient Boosting
Machine (LGBM) da Microsoft, que promete ser mais rapido e mais preciso que o
XGBoost. O LightGBM apresenta a mesma API que os modelos do scikit-learn, podendo
ser utilizado com as ferramentas do sktime apds reducgao.

Para o ARIMA, utilizou-se a classe AutoARIMA da biblioteca sktime, que importa
da biblioteca pmdarima. Esta, por usa vez, procura trazer para o Python a funcionalidade
do auto.arima do R. O modelo selecionado pela classe para todos os horizontes de
previsao foi de ordem (1, 0, 0) (0, 0, 1).
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4 DADOS

Sendo este um trabalho sobre previsdo de inflagédo, utilizamos a variagdo mensal
do IPCA, publicado pelo IBGE, como alvo de nossas previsdes. Inspirando-nos em Araujo
e Gaglianone (2023), o periodo de analise é de janeiro de 2004 a setembro de 2023 (7 =
237), pois assim evitamos a estabilizacdo do Plano Real e o problema de diferentes
regimes de politica apontado por Machado e Portugal (2014). O grafico abaixo ilustra a
série no periodo de interesse.

Grafico 1 - Variagao % mensal do IPCA de 2004 a set/2023
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Fonte: Elaboragao do autor com base em dados do IBGE (2023).

Utilizou-se uma ampla gama de variaveis para as previsdes (n = 41), incluindo
variaveis macroecondmicas (desemprego, PIB, juros), financeiras (lbovespa), de
comeércio exterior (cambio, precos de commodities) e da economia real (producao
industrial, consumo energético), bem como indices de confianga e de incerteza (Baker;
Bloom; Davis, 2016). As principais fontes incluem IBGE, BCB e FGV. Apresentamos no
Apéndice A uma lista com as variaveis selecionadas e suas fontes.

A série foi dividia em dois periodos, um para treinar os modelos e outro para testar
suas previsoes. A divisdo foi de exatamente dois tercos para treino e um para testes, de

modo que os modelos sao primeiramente ajustados para o periodo de janeiro de 2004 a
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fevereiro de 2017 (7 = 158) e testados no periodo de margo de 2017 a setembro de 2023
(T=79).

~

Para alimentar os modelos, utilizou-se a estratégia de janela crescente (expanding
window), ilustrada na figura abaixo. O modelo é ajustado para uma determinada janela
inicial e realiza a sua primeira previsao. Posteriormente, para as proximas previsdes,
novos dados vao sendo adicionados a janela de treino, e o modelo é reajustado
recursivamente para incorpora-los, como em Araujo e Gaglianone (2023).

Figura 10 - Estratégia de janela crescente
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Fonte: Sktime (2023)

As previsdes foram realizadas para os periodos h = 1, 2, 3, 6 e 12. Seguindo a

1949.02 1949.03 1949.04

estratégia de reducao apresentada anteriormente, os modelos foram alimentados com
uma janela de 12 periodos, isto €, com as variaveis em t e 11 defasagens.

Para garantir a estacionariedade das séries, adotou-se um procedimento
semelhante ao de Araujo e Gaglianone (2023). Consideraram-se trés possibilidades para
as séries: (1) sem transformacéo; (2) Ax,; (3) A%x,. A transformagcao realizada em cada
série esta evidenciada no Apéndice A. Apds as transformacgdes, realizou-se o teste
Kwiatkowski—Phillips—Schmidt—Shin (KPSS) com nivel de significancia de 5% para
garantir a estacionariedade das séries.

Algumas séries nao estavam disponiveis para todo o periodo, como € o caso do
desemprego e da massa real de rendimentos, ambos publicados pela Pesquisa Nacional
por Amostra de Domicilios Continua (PNAD Continua) do IBGE, que s6 comega a ser
publicada em 2012. Para o caso do desemprego, aplicou-se aos dados da PNAD

Continua anteriores a 2012 a variagdo mensal na desocupagao segundo a Pesquisa
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Mensal de Emprego (PME), também do IBGE e extinta em fevereiro de 2016. Para a
massa de rendimentos, utilizou-se o0 mesmo procedimento, porém tendo por base a
variagado mensal do rendimento médio real efetivo das pessoas ocupadas segundo o
BCB.

Para a Selic, calculou-se a média no més da taxa anual. Para as séries de
consumo energético, que estao disponiveis apenas a partir de janeiro de 2004 (e, deste
modo, ndo seria possivel tirar a diferenca para garantir a estacionariedade nem aplicar
atrasos posteriormente), imputaram-se os dados no periodo setembro a dezembro de
2003 por meio de regressao linear. Acreditamos que isso ndao deve ter um impacto
relevante nos dados por se tratar de um periodo curto.

No caso do LASSO e da RR, é necessario antes normalizarmos os dados, isto €,
transforma-los de modo que fiquem com média igual a zero e desvio-padrao igual a um.
Isso se deve ao fato deles serem medidos em unidades diferentes. Dado que os
parametros estdo restritos a um determinado A, as variaveis em escalas grandes
(digamos, milhdes, como em variaveis de base monetaria) serdo pouco regularizadas
quando comparadas a variaveis medidas em escalas menores (digamos, variagao
mensal de desemprego). De fato, no artigo em que introduz o modelo, Tibshirani presume
que os dados estdo normalizados (Tibshirani, 1996). Por fim, as previsdes resultantes

devem ser desnormalizadas posteriormente.
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5 RESULTADOS

Nesta secdo, apresentamos os resultados dos modelos para os cinco horizontes
de previsdo estudados (h = 1, 2, 3, 6, 12). Inspiramos nossa apresentacdo em Sager
(2023).
5.1 RESULTADOS DOS MODELOS

A Tabela 1 expde as métricas de erro para cada um dos modelos, sombreando-se
os resultados que superam o modelo de referéncia (ARIMA). A Tabela 2 apresenta os
resultados do teste de Diebold-Mariano para a comparacao entre cada um dos modelos
e 0 ARIMA, sombreando-se os resultados dentro de um intervalo de confianga de 5%.
Além disso, o melhor resultado para cada métrica e em cada horizonte foi destacado em
amarelo. Os valores em ambas as tabelas foram arredondados para quatro casas
decimais. No Apéndice B estdo as séries de CSFE para todos os modelos por horizonte.

Grafico 2 — IPCA real e previsdes para h = 1
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Fonte: Elaboragao propria
E interessante observar que a RR apresentou resultados inferiores ao ARIMA para
todos os horizontes e todas as métricas, excetuando-se o EPAM para os dois horizontes
mais longos (h = 6 e h = 12). Em contrapartida, o LASSO obteve resultados superiores
em todas as métricas e para todos os horizontes, exceto o EQM e o EMA para h = 6. E

possivel que essa diferenca se deva a capacidade do LASSO de penalizar certas
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variaveis até o zero, isto é, de selecionar variaveis, o que indicaria que algumas das
séries selecionadas ndo sdo uteis para a previsao.

Graéfico 3 - IPCA real e previsdes para h = 2
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Fonte: Elaboracgao propria
Os outros modelos também conseguiram resultados positivos: de modo
semelhante ao LASSO, o Random Forest retornou erros menores para todas as métricas
nos horizontes h=2, h=3e h=12. Para h = 1 e h = 6, o modelo superou o referencial

apenas em EPAM, obtendo erros maiores nas outras métricas.
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Tabela 1 - Métricas de erro para os cinco horizontes de previsao

Métrica | Modelo h=1 h=2 h=3 h=6 h=12
EMA ARIMA 0,2817 0,3243 0,3297 0,3429 0,3658
RR 0,3754 0,4243 04616 0,4470 0,4866
LASSO 0,2718 0,2927 0,3201 0,3638 0,3474
Random Forest | 0,2892 0,3069 0,3173 0,3474  0,3625
LightGBM 0,2824 0,2850 0,2985 0,3268 0,3576
EQM ARIMA 0,1438 0,1798 0,1944 0,1987 0,2192
RR 0,2392 0,2930 0,3888 0,4283 0,3823
LASSO 0,1332 0,1501 0,1798 0,2357 0,2001
Random Forest | 0,1442  0,1620 0,1865 0,2150 0,2191
LightGBM 0,1446  0,1534 0,1746 0,2014 0,2078
EPAM | ARIMA 1,5908 2,1089 2,1358 2,1630 2,3804
RR 2,1893 2,2689 2,7965  2,1511  2,0519
LASSO 1,1619 1,3373 1,5845 11,9103 1,4730
Random Forest | 1,3054 1,6774 1,8180 1,6891 2,0886
LightGBM 1,2704 1,3502 1,4434 1,5544 1,5791

Fonte: Elaboracgao propria
LightGBM, o outro modelo baseado em arvores de decisdo, obteve resultados
semelhantes aos do Random Forest: superioridade em todas as métricas de erro para h
=2, h=3e h=12; apenas EPAM superior para h = 1 e EPAM e EMA superior para h =
6.

Grafico 4 - IPCA real e previsdes para h =3
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Fonte: Elaboragao propria

=6

Graéfico 5 - IPCA real e previsdes para h
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Fonte: Elaboracgao propria

Ao analisarmos os melhores resultados por métrica e em cada horizonte, chama a

atencgdo o fato de que nem a RR nem o Random Forest obtiveram algum deles. O LASSO

=6,

e o0 LightGBM monopolizaram essas gragas, com a excegao do melhor EQM para h

conquistado pelo ARIMA.

Gréfico 6 - IPCA real e previsdes parah = 12
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Fonte: Elaboragao propria

Tabela 2 - Valores-p para o teste de Diebold-Mariano

Modelo h=1 h=2 h=3 h=6 h=12
RR 0,9995 0,9987 0,9987 0,9882 0,9965
LASSO 0,1865 0,0147 0,2569 0,9191 0,1356
Random Forest | 0,6785 0,0700 0,1833 0,6208 0,4170
LightGBM 0,5152  0,0025 0,0066 0,1091 0,2952

Fonte: Elaboracéao propria

No que tange ao teste de Diebold-Mariano, apenas o LASSO e o LightGBM
apresentaram algum valor-p inferior a 5%: para aquele, apenas em h = 2; para este, em
h=2e h=3. Também é interessante observar que as previsdes do Random Forest foram
significativamente superiores as do ARIMA no horizonte h = 2 se considerarmos um nivel
de significancia de 10%.

Em suma, os modelos de aprendizado de maquina apresentam resultados
superiores aos do ARIMA para a maior parte dos horizontes temporais (com a excegao
da RR, que se mostrou inferior em todos os horizontes). Contudo, a vitoria nao foi
absoluta: apenas dois modelos apresentaram resultados significativamente superiores
segundo o teste de Diebold-Mariano para um nivel de significancia de 5%, e mesmo estes
para poucos horizontes (um no caso do LASSO e dois no caso do LGBM).

5.2 VARIAVEIS SELECIONADAS

Nesta secdo, apresentamos as cinco principais variaveis selecionadas por cada
modelo para cada horizonte. O objetivo deste exercicio € tentar evidenciar as correlagbes
encontradas pelos modelos entre a inflacdo e as variaveis exdgenas. Isso é
particularmente interessante para modelos de aprendizado conjunto que utilizam arvores,
pois sao considerados de dificil interpretacédo (James et al., 2023e).

Para tanto, atribuimos pesos percentuais para cada variavel (ignorando-se as
diferentes defasagens). No caso da RR e do LASSO, somaram-se os valores absolutos
de todos os coeficientes, e o peso de cada varidvel é sua porcentagem deste total. E
possivel fazer isso pois as variaveis foram todas normalizadas; do contrario, os diversos
pesos seriam meramente reflexos das escalas diferentes das variaveis. Para os métodos

baseados em arvores (RF e LGBM), utiliza-se a redugdo total da métrica de erro
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selecionada por variavel (conhecida como importancia de Gini) (Sci-kit learn, [c2024]).
Apresentamos esses resultados em cinco tabelas, uma para cada horizonte.

Para o primeiro horizonte, vé-se que todos os modelos selecionaram indices de
receita nominal do varejo e do varejo ampliado. Outras variaveis comuns (mas de uso
nao tdo amplo) foram o dolar e o proprio IPCA. Além disso, todos os modelos (com
excec¢ao da RR) deram grande peso a alguma métrica de incerteza da politica econdmica,
seja para o Brasil (como foi o caso dos métodos baseados em arvore), seja para os EUA
(como no caso do LASSO), e o LASSO foi o unico a ter séries de consumo energético
entre suas cinco variaveis mais relevantes. Por fim, vé-se o poder da capacidade de
selegao de variaveis do LASSO: comparado a RR, os pesos das cinco variaveis mais
relevantes estdo bem maiores. Esse fendmeno se repete para os demais horizontes.

Tabela 3 - Cinco variaveis de maior peso para h = 1 por modelo

Variavel Peso
Regressao Ridge
indice da receita nominal do varejo 5,99%
IPCA 5,20%
Taxa de cdmbio BRL/USD 4,57%
indice da receita nominal do varejo ampliado 4,10%
M1 2,91%
LASSO
indice da receita nominal do varejo 20,70%
indice da receita nominal do varejo ampliado 18,99%
Economic Policy Uncertainty Index USA 8,31%
Consumo de energia total 7,16%
Consumo de energia comercial 6,21%
Random Forest
indice da receita nominal do varejo 16,67%
indice da receita nominal do varejo ampliado 15,35%
IPCA 3,89%
Economic Policy Uncertainty Index Brazil 3,43%
Taxa de cdmbio BRL/USD 3,21%
LGBM

indice da receita nominal do varejo 8,29%
indice da receita nominal do varejo ampliado 7,01%
Economic Policy Uncertainty Index Brazil 4,91%
IPCA 4,32%
Taxa de cdmbio BRL/USD 4,10%

Fonte: Elaboragao propria
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Para h = 2, percebe-se que as variaveis se mantém estaveis de modo geral, algo
que se repetira nos préximos horizontes. Para dois dos modelos (LASSO e RF), a ordem
das variaveis se manteve idéntica. Para a RR, o M1 foi substituido pelo M2. Para o LGBM,
o ddlar foi substituido por uma métrica de incerteza: o indice de confianga do consumidor
(ICC).

Tabela 4 - Cinco variaveis de maior peso para h = 2 por modelo

Variavel Peso
Regressao Ridge
indice da receita nominal do varejo 6,10%
IPCA 5,23%
Taxa de cdmbio BRL/USD 4,70%
indice da receita nominal do varejo ampliado 4,15%
M2 2,88%
LASSO
indice da receita nominal do varejo 19,97%
indice da receita nominal do varejo ampliado 18,13%
Economic Policy Uncertainty Index USA 8,66%
Consumo de energia total 6,81%
Consumo de energia comercial 6,04%
Random Forest
indice da receita nominal do varejo 16,36%
indice da receita nominal do varejo ampliado 14,99%
IPCA 4,01%
Economic Policy Uncertainty Index Brazil 3,68%
Taxa de cdmbio BRL/USD 3,05%
LGBM

indice da receita nominal do varejo 8,61%
indice da receita nominal do varejo ampliado 7,26%
Economic Policy Uncertainty Index Brazil 5,06%
IPCA 3,78%
indice de confianga do consumidor 3,71%

Fonte: Elaboragao propria
Para h = 3, novamente a situacdo se mantém basicamente a mesma. A principal
diferenca € que, no LGBM, o IPCA perdeu sua posi¢ao para o ICC, e o quinto lugar foi

tomado pelo precgo do barril de petrdleo Brent.
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Tabela 5 - Cinco variaveis de maior peso para h = 3 por modelo

Variavel Peso
Regressao Ridge
indice da receita nominal do varejo 6,07%
IPCA 5,24%
Taxa de cdmbio BRL/USD 4,69%
indice da receita nominal do varejo ampliado 4,14%
M2 2,87%
LASSO
indice da receita nominal do varejo 20,31%
indice da receita nominal do varejo ampliado 18,75%
Economic Policy Uncertainty Index USA 9,51%
Consumo de energia total 6,95%
Consumo de energia comercial 6,21%
Random Forest
indice da receita nominal do varejo 16,29%
indice da receita nominal do varejo ampliado 15,04%
IPCA 4,08%
Economic Policy Uncertainty Index Brazil 3,49%
Taxa de cdmbio BRL/USD 3,15%
LGBM
indice da receita nominal do varejo 9,40%
indice da receita nominal do varejo ampliado 7,76%
Economic Policy Uncertainty Index Brazil 5,02%
indice de confianca do consumidor 3,65%
Preco do barril de petréleo Brent 3,64%

Fonte: Elaboragao propria
Para h = 6, o M1 retoma sua posi¢gao do M2 na RR. Ademais, o ICC perde sua

posicao para o délar no LGBM.
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Tabela 6 - Cinco variaveis de maior peso para h = 6 por modelo

Varidvel Peso
Regressao Ridge
indice da receita nominal do varejo 6,08%
IPCA 5,11%
Taxa de cdmbio BRL/USD 4,70%
indice da receita nominal do varejo ampliado 4,03%
M1 2,96%
LASSO
indice da receita nominal do varejo 21,90%
indice da receita nominal do varejo ampliado 20,05%
Economic Policy Uncertainty Index USA 10,24%
Consumo de energia total 7,23%
Consumo de energia comercial 6,37%
Random Forest
indice da receita nominal do varejo 16,04%
indice da receita nominal do varejo ampliado 14,85%
IPCA 4,16%
Economic Policy Uncertainty Index Brazil 3,86%
Taxa de cdmbio BRL/USD 3,02%
LGBM

indice da receita nominal do varejo 9,10%
indice da receita nominal do varejo ampliado 7,05%
Economic Policy Uncertainty Index Brazil 5,92%
Taxa de cdmbio BRL/USD 4,17%
Preco do barril de petréleo Brent 3,70%

Fonte: Elaboragao propria
Para h = 12, ha um pouco mais de movimento: na RR, a receita nominal do
varejo ampliado e o dolar trocam de posigdo. No LGBM, o prego do barril de petréleo
Brent é substituido pelo IPCA. Por fim, vemos a primeira mudanga no LASSO: o consumo
de energia total e comercial trocam de lugar, e aquele é substituido pelo M1. Apenas o

RF mantém sua ordem intacta para todos os horizontes.



56

Tabela 7 - Cinco variaveis de maior peso para h = 12 por modelo

Varidvel Peso
Regressao Ridge
indice da receita nominal do varejo 6,44%
IPCA 5,34%
indice da receita nominal do varejo ampliado 4,09%
Taxa de cdmbio BRL/USD 3,93%
M1 3,04%
LASSO
indice da receita nominal do varejo 19,80%
indice da receita nominal do varejo ampliado 18,10%
Economic Policy Uncertainty Index USA 10,14%
Consumo de energia comercial 6,02%
M1 5,00%
Random Forest
indice da receita nominal do varejo 16,46%
indice da receita nominal do varejo ampliado 15,17%
IPCA 4,01%
Economic Policy Uncertainty Index Brazil 3,35%
Taxa de cdmbio BRL/USD 2,91%
LGBM
indice da receita nominal do varejo 8,70%
indice da receita nominal do varejo ampliado 7,27%
Economic Policy Uncertainty Index Brazil 4,87%
Taxa de cdmbio BRL/USD 4,58%
IPCA 3,54%

Fonte: Elaboragao propria
Apesar das (poucas) variagdes, € possivel perceber um certo padréo entre os
modelos: dao-se maiores pesos a variaveis de atividade econOmica (indice de receita
nominal do varejo e do varejo ampliado), ao proprio IPCA, a taxa de cambio (apenas com

o délar) e a indices de confianga ou incerteza.
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6 CONCLUSAO

O objetivo deste trabalho € comparar a capacidade de previsdo da inflagdo de
quatro modelos de aprendizado de maquina (RR, LASSO, RF e LGBM) ao ARIMA, numa
tentativa de incorporar os avangos na area da inteligéncia artificial e o fenbmeno de big
data a previsao de inflacdo. O tema é relevante simplesmente do ponto de vista tedrico,
mas também & pertinente devido as aplicagdes praticas para agentes econdmicos (firmas
e individuos), pois expectativas de inflagdo balizam a indexacgéo de contratos de emprego
e de aluguel, para investidores e instituicdes financeiras, pois precisam de previsdes
precisas para precificar corretamente ativos, e para banqueiros centrais, pois é valioso
ter alguma previséo para a inflagao ao se conduzir politica monetaria.

A pesquisa atinge seu objetivo de comparar os resultados das previsdes de
métodos de aprendizado de maquina as do ARIMA. Nossos resultados demonstram que
os métodos de aprendizado de maquina obtém resultados superiores aos do referencial
(ARIMA), mas nao significativamente superiores para a maior parte dos horizontes e para
nenhum horizonte em alguns dos modelos. Assim, apesar desses novos modelos serem
adicdes interessantes ao ferramental de econometristas, o ARIMA nao pode ser
esquecido.

Ademais, dentre as cinco variaveis com maior peso, os modelos de aprendizado
de maquina tenderam a selecionar variaveis relacionadas a atividade econémica
(representada pela receita do varejo e do varejo ampliado), a moeda (taxa de cambio
real/dolar e indicadores de base monetaria), indicadores de incerteza e de confianga
(como EPU e ICC) e o préprio IPCA. Esses dados podem ser uteis na construgao de
bases de dados que busquem replicar os resultados no futuro.

Possiveis extensdes deste trabalho incluem rodar o mesmo experimento para um
indice de inflagdo que exclua itens volateis como alimentos e energia (semelhante ao
core CPIl dos EUA) e o uso de outros modelos de aprendizado de maquina. Dentre estes,
recomenda-se utilizar modelos de aprendizado profundo (deep learning), aplicacdes mais
modernas de RNAs que prometem capturar melhor ndo-linearidades e lidar melhor com
grandes bases de dados (alinhando-se perfeitamente com o fenbmeno de big data). Além

disso, poder-se-ia simular uma carteira de investimentos que siga uma determinada
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estratégia de compra ou venda de titulos publicos indexados a inflagdo com base em

previsdes de inflagdo geradas por modelos de aprendizado de maquina.
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APENDICE A — LISTA DE VARIAVEIS UTILIZADAS NAS PREVISOES
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Categoria Nome Fonte Unidade original Nome de variavel Transf.6
1 | Inflagdo indice Nacional de Precos ao Consumidor Amplo IBGE Var % mensal ipca 1
2 | Inflagdo indice Nacional de Pregos ao Consumidor Amplo 15 IBGE Var % mensal ipca_15 1
3 | Moeda Selic (taxa nominal de juros) BCB % a.a. selic 2
4 | Moeda M1 BCB u.m.c. (milhdes) ml 2
5 | Moeda M2 BCB u.m.c. (milh&es) m2 3
6 | Moeda M3 BCB u.m.c. (milhges) m3 3
7 | Moeda M4 BCB u.m.c. (milhdes) m4 3
8 | Mercado financeiro | indice Bovespa B3 indice ibovespa 2
9 | Cambio Taxa de cambio BCB BRL/USD cambio 2
10 | Cambio Taxa de cambio efetiva real FGV indice cambio_real 2
11 | Economia real Receita nominal do varejo IBGE indice ind_varejo 2
12 | Economia real Receita nominal do varejo ampliado IBGE indice ind_varejo_ampl 2
13 | Economia real Produgdo fisica industrial IBGE indice ind_industria 2
14 | Economia real indice de atividade econémica BCB indice ibc_br 2
15 | Economia real Nivel de utilizagdo da capacidade instalada FGV % capacidade_ind 2
16 | Economia real Massa real de rendimentos IBGE e BCB RS milhdes (reais) rendimento 2
17 | Economia real PIB BCB u.m.c. (milh&es) pib 3
18 | Trabalho Saldrio minimo federal IpeaData RS salario_minimo 2
19 | Trabalho Desemprego IBGE % desemprego 1
20 | Energia Consumo total EPE GWh energia_total 2
21 | Energia Consumo residencial EPE GWh energia_residencial 2
22 | Energia Consumo industrial EPE GWh energia_industrial 2
23 | Energia Consumo comercial EPE GWh energia_comercial 2
24 | Energia Consumo outros EPE GWh energia_outros 2
25 | Produgdo industrial Produgdo de bens de capital IBGE indice bens_capital 1
26 | Produgdo industrial Produgdo de bens intermediarios IBGE indice bens_int 2
27 | Produgdo industrial Produgdo de bens de consumo duréveis IBGE indice bens_cons_d 2
28 | Produgdo industrial Produgdo de bens de consumo ndo-duraveis IBGE indice bens_cons_nd 2
29 | Produgdo industrial Produgdo de veiculos Anfavea Unidades prod_veiculos 2
30 | Produgdo industrial Produgdo de caminhdes Anfavea Unidades prod_caminhoes 1
31 | Produgdo industrial Produgdo de 6nibus Anfavea Unidades prod_onibus 2
32 | Governo Result. prim. setor publico consolidado acum. 12 meses BCB u.m.c. (milhdes) result_primario 2
33 | Clima Oceanic Nifio Index NOAA indice el_nino 1
34 | Incerteza Economic Policy Uncertainty Index for Brazil EPU indice epu_br 2
35 | Incerteza Economic Policy Uncertainty Index for USA EPU indice epu_usa 2
36 | Incerteza indice de Confianca do Consumidor Fecomércio indice ind_conf_cons 2
37 | Commodities CRB all commodities index Reuters indice crb_cmdt 2
38 | Commodities CRB foodstuffs index Reuters indice crb_food 2
39 | Commodities CRB metals index Reuters indice crb_metal 2
40 | Commodities Prego do petrdleo WTI FRED USD/barril oil_usa 1
41 | Commodities Prego do petrdleo Brent FRED USD/barril oil_eu 1

6 Codigo das transformagoes: (1) sem transformagao, (2) 4x: (3) 4%x:
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APENDICE B — GRAFICOS DE CSFE POR MODELO E POR HORIZONTE
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