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RESUMO

Os avanços das tecnologias de automação, informação e de comunicação apresentam
novas perspectivas para diversas áreas, incluindo os sistemas de alarmes de processos in-
dustriais. Sistemas inteligentes de alarme industrial são capazes de auxiliar os operadores
por meio de alertas, permitindo realizar os ajustes necessários nas variáveis operacio-
nais. Ao mesmo tempo que as modernas tecnologias permitem a monitoração de um
número crescente de variáveis e informações dos processos industriais, aumenta a carga
cognitiva. Portanto, contribui-se com uma abordagem que beneficia os sistemas indus-
triais para gerenciamento de alarmes de processos com a capacidade de prever situações
para facilitação de ações operacionais, particularmente quando uma quantidade de even-
tos acima da capacidade humana de gerenciamento ocorre. Nesse sentido, é concebido
um modelo semântico probabilístico voltado para predição e inferência de situações anor-
mais de operação. A partir disso, é realizada uma integração de definições de contexto
em um conjunto de dados, a partir de um modelo ontológico probabilístico, aplicando
técnicas de aprendizado de máquina.

Palavras-chave: Ontologia, mineração de dados, automação e controle, inferência
preditiva, rede Bayesiana, modelo probabilístico.



ABSTRACT

The advent of automation, communication, and information technology has been
shaping new realities for many fields, including industrial alarm systems. Intelligent
industrial alarm systems are able to give advice to the operators being alerts to make
necessary adjustments in operating variables. At the same time, that modern technologies
allow the monitoring of an increasing number of variables and information from industrial
processes, the cognitive load increases. In this direction, this thesis proposes an integra-
tion of context definitions in a dataset from a probabilistic and ontological model using
machine learning techniques.

Keywords: ontology, data mining, automation and control, predictive inference,
Bayesian Network, probabilistic model.
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1 INTRODUÇÃO

1.1 Evoluções Históricas

As últimas décadas foram marcadas por novas demandas no ambiente industrial e uma
crescente mudança no nível de inovação e em sistemas de automação, com o surgimento
de conceitos como IIoT (Industrial Internet of Things) (MALIK et al., 2020), (SISINNI
et al., 2018), (ATZORI; LERA; MORABITO, 2010) e do crescente número de dispositi-
vos conectados (ZHOU et al., 2018). Na chamada quarta revolução industrial (Indústria
4.0) (BLOEM et al., 2014), é possível uma melhoria no nível de abstração ao traduzir os
dados de campo para o ambiente corporativo, como, por exemplo, os dados de alarmes e
eventos, e começar a antecipar o enredo diante de determinadas situações, refletindo sobre
as informações do domínio, ou seja, analisando a probabilidade de determinados eventos
ocorrerem, possibilitando que o resultado do aprendizado seja válido em novas situações
a serem encontradas.

A indústria 4.0 depende de conhecimento para análise e tomada de decisão a partir
de dados, como por exemplo Artificial Intelligence (AI), Machine Learning (ML), Deep

Learning (DL), bem como, Big Data, Data Analytics, Cyber-Physical Production Sys-

tems (CPPS), Machine to Machine (M2M), Cloud Computing e Web Semântica (WS).
A heterogeneidade destas áreas torna o uso de métodos preditivos, baseados no contexto
e na análise de dependência entre conceitos e variáveis, uma ferramenta que pode ser
aplicada no processo de tomada de decisão, permitindo avaliar a informação que temos
sobre uma hipótese numa amostra de dados. Ao longo do processo de inferência probabi-
lística podemos avaliar as evidências para uma determinada hipótese ser verdadeira ou a
probabilidade de uma hipótese ser verdadeira a partir de evidências (PEARL, 1988). Con-
tudo, é necessária uma sistemática e um aprimoramento de técnicas, como, por exemplo,
a aplicação de ML, que dependem de diversos fatores para extrair a informação retida
em dados históricos, aprendendo e apresentando um conhecimento. Assim, é possível
tratar os eventos que ocorrerão diante de uma determinada situação como uma distribui-
ção de probabilidade. O resultado do aprendizado sobre os eventos possibilita construir
um padrão para que a predição seja possível. O modelo resultante combina evidências
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que, durante um processo de raciocínio probabilístico, envolve o aprendizado de padrões
implícitos nos dados, permitindo auxiliar na tomada de decisão a partir de uma resposta
quantitativa sobre uma variável de interesse. Segundo (BERNERS-LEE; HENDLER;
LASSILA, 2001), uma ontologia possui como base uma taxonomia que define classes de
objetos e suas relações, além de um conjunto de regras de inferência que possibilita o
raciocínio.

Um evento expressa, de forma geral, ocorrências durante a operação do processo e
consiste em qualquer acontecimento relevante dentro do escopo operacional de um sis-
tema técnico automatizado, do inglês ATS (Automated Technical System) e está presente
em uma situação, gerando alerta e provocando ações e reações, como, por exemplo, um
desarme de um dispositivo previamente configurado no sistema de automação para uma
situação reativa. Os alarmes, por sua vez, são meios audíveis ou visíveis utilizados para
indicar uma falha, o mau funcionamento de um equipamento ou processo, desvios nas
variáveis do processo ou condições anormais, que necessitam uma ação humana, automa-
tizada ou ambas (ISA, 2016), (BEZERRA et al., 2019).

O controle e o monitoramento dos processos, nos ambientes indústrias, mudaram após
o advento do SDCD e a implementação de sistemas de gerenciamento de alarmes (ISA,
2016). Um alarme gerado por uma falha pode ser disparado quando uma variável do pro-
cesso excede o seu limite de controle correspondente. Quando um dispositivo indica uma
falha o sistema de automação recebe este sinal da planta e gera um certo volume de da-
dos. Os operadores realizam as ações necessárias durante o funcionamento do processo a
partir do recebimento destes dados de campo e, em geral, o tempo para tomada de decisão
tende a ser limitado para uma intervenção manual, em relação a dinâmica da planta e ao
volume de dados apresentados, por exemplo, pela interface do sistema de gerenciamento
de alarmes tradicional. Contudo, existem também ações automatizadas pré-configuradas
no sistema de automação que possibilitam intertravamentos de emergência (Trip) em um
estado de desarme (Shutdown) (GOEL; DATTA; MANNAN, 2017). O processo de to-
mada de decisão considera um valor resultante produzido por um modelo. Este modelo,
previamente gerado pelo aprendizado, passa a ser a resultante de interesse que possibilita
executar ações a partir de um limite crítico, permitindo agir sobre a predição.

Uma falha registrada durante um processo compõe uma base que permite iniciar a
implementação de um modelo preditivo. Contudo, as falhas que ocorrem no processo e
que são registradas pelos dispositivos de campo também podem representar discrepâncias
entre o valor medido e o valor real de uma variável (BLANKE et al., 2000). Uma falha
em um dispositivo atuador, por exemplo, representa uma discrepância entre o comando
de entrada e o seu real valor de saída (ZAYTOON; LAFORTUNE, 2013). Considere o
sistema de alarmes que pode ser projetado para manusear os eventos oriundos de um de-
terminado processo. Uma falha pode gerar um sinal de alerta, como um alarme, e produzir
um volume de dados discretos (ROTHENBERG, 2009). Todos estes dados são, em geral,
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armazenados em uma base de dados do processo (MANNANI; IZADI; GHADIRI, 2019).
Alarmes podem ser configurados para informar determinados eventos. A configura-

ção, segundo a norma ANSI/ISA-18.2, deve seguir uma priorização e ser realizada por
meio de racionalização (ISA, 2016). Isso está relacionado a taxa de alerta que pode ex-
ceder os níveis que podem ser gerenciados pelos operadores. Esses registros estão vin-
culados ao monitoramento da operação da planta e comumente direcionam a atenção dos
operadores, sendo apresentados no monitoramento online por meio de painéis, interfaces
ou HMIs (Human-Machine Intefaces), conforme apresentado na Figura 1. Além disso, as
salas de controle de processos industriais se transformaram ao longo do tempo e o acesso
aos dados por meio destas interfaces permitiu melhorar ainda mais o ambiente de trabalho
operacional.

Figura 1 – evolução das Tecnologias de HMIs: a) Sistema supervisório da década de 70;
b) HMI avançada com base em tecnologias de realidade aumentada e realidade virtual; c)
Tecnologia Digital Twin.

Fonte: adaptado de computerworld 1 e Siemens.2

Segundo a EEMUA 191 (Engineering Equipment and Materials Users Association), o
propósito de um sistema de alarmes é direcionar a atenção dos operadores para condições
da planta que requerem uma resposta rápida por meio de ações (EEMUA, 2007). Sis-
temas digitais de controle distribuídos (SDCDs) foram propostos no início da década de
1970 e permitem o registro de dados das variáveis do processo, auxiliando seus usuários a
lidar com as diferentes situações da planta. Contudo, segundo (HABIBI; HOLLIFIELD,
2006), a indicação de condições anormais e as formas de acesso as informações nestes
sistemas não são ideias. Uma falha pode causar uma avalanche de alarmes (ROTHEN-
BERG, 2009), que são apresentados como mensagens e que representam, em geral, uma
informação discreta (BLANKE et al., 2006). Esse volume de dados pode ser utilizado
para uma análise de padrões de eventos num modelo preditivo, que auxilie no controle e
monitoramento do ATS.

Falhas podem causar uma grande quantidade de sinalizações a partir do ponto onde
ultrapassam um limite de controle, e isso ocorre durante situações presentes nos pro-
cessos industriais (LEITÃO; GUEDES; ARAÚJO, 2012). Contudo, segundo (FRANK;
BLANK, 2007), uma diagnóstico completo de falhas pode ser impraticável. Além disso,
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nos processos de maior risco, com por exemplo plantas petroquímicas que processam e
armazenam produtos inflamáveis, as consequências de uma falha podem ser desastrosas.

1.2 Motivação

A necessidade de se priorizar alarmes se tornou mais relevante com a chegada dos
sistemas digitais. Embora possa existir uma ordem para que os eventos mais importantes
que ocorreram sejam apresentados para os operadores, existem situações onde a informa-
ção apresentada pode ser confusa, insuficiente ou numa taxa acima da capacidade humana
de processamento. Num processo podem haver centenas de milhares de variáveis a serem
monitoradas (VENKATASUBRAMANIAN et al., 2003), sendo que, em geral, grande
parte dos pontos de medição de um processo possuem um alarme associado, podendo ha-
ver inclusive uma variação de tipos de alarmes para cada um destes pontos, fazendo com
que a quantidade de informações geradas seja ainda maior. Assim, considerando o grande
número de alarmes e eventos que podem ser gerados durante o funcionamento de um pro-
cesso, percebe-se o valor de uma análise de contexto relacionada ao conhecimento gerado
por modelos preditivos a partir da integração com dados, alinhada com o paradigma da
Web Semântica, que permite uma especificação formal dos dados de contexto, de forma
que uma ontologia é implementada para representar o domínio do conhecimento, consi-
derando o contexto como fonte de informação na caracterização de uma situação e, com
isso, permitindo gerar uma recomendação.

As atividades operacionais podem ser expostas em determinadas situações a uma so-
brecarga cognitiva quando suportadas por ATS (SILVA; PEREIRA; GÖTZ, 2018). Destaca-
se que esses sistemas apresentam uma lacuna em relação a modelos semânticos, voltados
para predição e inferência, a partir de dados do domínio. Essa tese aborda a modelagem
e implementação de ontologias para a representação do conhecimento sobre situações
anormais de operação. Isso torna o estudo de ontologias um tema de pesquisa relevante,
principalmente no contexto da indústria 4.0, pois envolve um processo de percepção e
tomada de decisão.

A partir da identificação de informações de interesse que possibilitem a formalização
do conceito de situação, é proposto o uso de inferência probabilística para determinação
da situação e a avaliação dos padrões comportamentais dos eventos registrados durante o
processo, através de uma representação quantitativa com uso de evidências e utilizando
os registros presentes numa base de dados do ATS. A situação de interesse é a informação
que se deseja obter a partir dos dados e análise de padrões obtidos numa etapa de definição
de contexto. O contexto de interesse envolve as informações necessárias para apoiar uma
tarefa e um conjunto de estados do ambiente que caracterizão a situação.

Um olhar mais atento para a segurança e efetividade dos sistemas de alarmes de pro-
cesso somente ocorreu após acidentes marcantes, como o ocorrido na refinaria de Milford
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Haven da Texaco em 1994, onde se constatou que 87% dos 2040 alarmes que foram regis-
trados antes da explosão da refinaria possuíam prioridade 1 (um), especificada com sendo
a prioridade máxima do sistema (BRANSBY; JENKINSON, 1998).

Em março de 2001, um acidente na plataforma de petróleo P-36 da Petrobras® ocor-
reu durante um vazamento de fluidos voláteis que provocou o rompimento de um tanque
utilizado para dreno de emergência. Isso desencadeou uma incontrolável cadeia de even-
tos provocando o afundamento da plataforma. Uma avalanche de 1723 alarmes foram
registrados em um período de 17 minutos, sem que houvesse um método de priorização
de alarmes (NASA, 2008). Este cenário pode causar uma sobrecarga cognitiva que en-
volve os operadores, podendo ocorrer até mesmo nos processos onde existem sistemas de
gerenciamento de alarmes implementados (SILVA; PEREIRA; GÖTZ, 2018).

Em agosto de 2008, um acidente na planta do processo de produção pesticidas da
Bayer® foi desencadeado a partir de uma reação química que provocou uma variação de
pressão, conforme apresentado na Figura 2, provocando uma grave explosão. Segundo
registros, inicialmente os operadores tentaram acionar sem sucesso o desarme de emer-
gência do tanque onde foi identificada a falha. Neste mesmo momento, desencadeou-se
uma varição repentina de pressão que provocou a explosão, causando danos irreparáveis
e tirando vidas daqueles que estavam no local. Inúmeros alarmes foram disparados em
poucos minutos após a primeira indicação do alarme de alta pressão. Entretanto, nos pro-
cessos identificados como perigosos e com potencial risco para as pessoas, equipamentos
e meio ambiente, um desligamento controlado torna-se necessário em um SIS (Safety

Instrumented Systems) (ISA, 2016), (CBS, 2011).

1.3 Caracterização do Problema

Sendo o sistema de gerenciamento de alarmes de processos a estratégia frequente-
mente adotada para o monitoramento de alarmes de processos presentes na indústria, este
pode ser complementado a partir de metodologias que permitam uma recomendação aos
seus usuários, frente às situações específicas que ocorrem na planta.

Desta forma, a questão de pesquisa relevante e que motiva este estudo é: como um sis-
tema técnico automatizado pode se beneficiar por um modelo suportado por Inteligência
Artificial e tecnologias da Web Semântica?

As seguintes hipóteses de pesquisa são investigadas no presente trabalho:

• é possível o estudo e o desenvolvimento de uma metodologia que combine semân-
tica e dados, possibilitando modelar formalmente uma situação em um Sistema
Técnico Automatizado.

• é possível o tratamento de hipóteses para identificar a probabilidade de ocorrên-
cia de uma situação relacionada aos alarmes e eventos, gerando um modelo para
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Figura 2 – exemplo da necessidade de identificação de situações anormais de operação
em processos industriais.

Fonte: (CBS, 2011).

inferência preditiva.

Com o intuito de apresentar uma metodologia que permita compor um modelo hí-
brido, envolvendo dados e semântica, possibilitando um processo de inferência preditiva
e considerando um ATS, o presente estudo foca na identificação de situações preditivas
e que evolvem um conjunto de características do domínio, definidas em um nível semân-
tico, tendo em vista os elementos contextuais possíveis de serem obtidos de forma manual
e automática.

1.4 Objetivos

1.4.1 Objetivo Geral

O objetivo principal é propor uma metodologia que permita combinar semântica, da-
dos e informações do domínio, tais como evidências, permitindo suportar a capacidade
de reconhecimento e tratamento de situações presentes num ATS. Essa modelagem deve
ser abrangente podendo conter situações de interesse, e permitindo o reuso em outras
aplicações.
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1.4.2 Objetivos Específicos

Este problema engloba direta ou indiretamente questões que são atualmente foco de
pesquisas em áreas relacionadas à indústria 4.0, tais como: (i) A análise de dados relacio-
nados a alarmes e eventos; (ii) As formas de obtenção e tratamento de dados relativos ao
contexto; (iii) As aplicações do conhecimento resultante desta análise.

Ao final, espera-se fornecer uma abordagem metodológica que contribua na análise
destes conceitos, propondo soluções que possam ser aplicadas ao processo de percepção
e tomada de decisão, voltada às necessidades operacionais a partir da modelagem proba-
bilística.

As etapas a serem cumpridas para atingir o objetivo descrito são as seguintes:

• aplicar a metodologia de descoberta de conhecimento a partir de dados de alarmes
e eventos de processo.

• análise de como explorar o conhecimento das situações presentes no ambiente e
apoiar no processo de tomada de decisão.

• propor uma metodologia de modelagem para formalizar conhecimento específico,
servindo como base para inferências, aprendizado, predições e que permita o reuso.

1.4.3 Principais Contribuições

As principais contribuições desta tese são identificadas abaixo e detalhadas no último
capítulo, apresentando as publicações realizadas e o trabalho desenvolvido nesta tese:

• estudo teórico e definição dos conceitos relacionados ao tema Indústria 4.0, assim
como dos elementos que envolvem sistemas inteligentes, com base nos conceitos
e visão orientada a semântica apresentados por (ATZORI; LERA; MORABITO,
2010).

• manipulação da incerteza com técnicas de Aprendizagem de Máquina e Web Se-
mântica em modelos de contexto.

• avaliar a abordagem através de um projeto de experimentos suportado pelas me-
todologias Knowledge Discovery in Database (KDD) e Cross Industry Standard

Process for Data Mining (CRISP-DM).

• implementação de um modelo ontológico probabilístico para análise de situações
de forma reusável para outros domínios.

1.5 Organização da Tese

O restante do texto está estruturado como segue:
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• os conceitos relacionados ao contexto em que este trabalho se insere estão descritos
no Capítulo 2.

• o estado da arte relacionado a esta tese é apresentado no Capítulo 3.

• o modelo estruturado e uma discussão sobre como implementar o modelo e aplicá-
lo em diferentes domínios é apresentado no Capítulo 4. O capítulo traz a pesquisa
realizada nesta tese, apresentando a visão almejada a respeito de predição de situa-
ções.

• uma sistematização onde são descritas as tarefas desde a mineração de dados e
o processo de implementação desenvolvido aplicando ontologias, até a etapa de
aprendizado de máquina e aplicações com redes neurais artificiais é apresentada no
Capítulo 5.

• os estudos de caso com as aplicações práticas são descritos no Capítulo 6.

• as considerações finais e apresenta os resultados das contribuições e inovações apre-
sentadas nas publicações que foram originadas a partir desta tese são apresentadas
o Capítulo 7.
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2 FUNDAMENTAÇÃO TEÓRICA

2.1 Visão Geral do Capítulo

Os principais conceitos utilizados nesta tese são descritos neste capítulo. Uma base
para o leitor sobre a indústria 4.0 é apresentada na segunda seção. As metodologias de
mineração de dados são apresentadas na terceira seção. O conceito de inteligência artifi-
cial é apresentado em uma breve descrição na quarta seção. Em seguida, são apresentados
conceitos sobre redes neurais artificiais na quinta seção. Nesta seção é abordado o tema
aprendizagem de máquina, pois representa conceitos centrais a esta pesquisa. Em função
disso, essa seção está subdividida, incluindo uma abordagem do tema máquina de Boltz-
mann e os conceitos de uma rede neural recorrente. Os modelos de grafos probabilísticos
que serão abordados nesta tese são apresentados na sexta seção. O conceito de entropia
é abordado na sétima seção. Conceitos de árvore de decisão são descritos na oitava se-
ção. As definições de ontologia de domínio e modelagem de contexto são apresentadas na
nona seção. É importante ressaltar que muitos termos foram mantidos em inglês (no seu
original) devido ao melhor entendimento do mesmo do ponto de vista técnico e científico.

2.2 Indústria 4.0

A introdução da eletricidade, da mecanização e de tecnologias da informação caracte-
rizaram as primeiras 3 fases da revolução industrial (BLOEM et al., 2014). Em seguida,
com a adoção de tecnologias digitais de forma integrada nas empresas, foi possível che-
gar a aquisição e o processamento de dados em tempo real. Em relação à percepção do
ambiente monitorado, observa-se um aumento significativo do número de sensores e con-
sequentemente de variáveis relevantes, as quais estão provocando mudanças também na
área operacional, à medida que geram dados sobre este ambiente. Assim, a análise resul-
tante de dados históricos permite embasar o processo de tomada de decisão operacional.

A quarta revolução industrial inicia-se com a era da internet, sendo inserida no ambi-
ente fabril e adaptada para as características da planta, integrando a chamada fábrica inte-
ligente (Smart Factory) (ROMEO et al., 2020). Para lidar com essa evolução, é necessário
desenvolver modelos conceituais voltados para predição, atendendo a essas características
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representadas na Figura 3.

Figura 3: representação dos conceitos envolvidos no caminho para indústria 4.0.

Fonte: (LI; FAST-BERGLUND; PAULIN, 2019)

O uso de dados gerados nos processos industriais tornam-se matéria-prima até então
pouco utilizada na tomada de decisão. Neste sentido, destaca-se a prevenção de falhas em
equipamentos antes da linha de produção parar e melhorias nos níveis de conhecimento
operacional dos respectivos processos (BLOEM et al., 2014). Dessa forma, inferência
preditiva, que representa projetar uma situação num futuro próximo, envolve uma abor-
dagem conceitual que permite uma nova forma de perceber o ambiente, de modo que
a indústria 4.0 possui um papel essencial, dada as necessidades em propor abordagens
voltadas para a tecnologia semântica (PLOENNIGS, 2017).

2.3 Mineração de Dados

O processo de descoberta de conhecimento em base de dados (KDD), tem particu-
laridades conforme representado na Figura 4 (FAYYAD; PIATETSKY; SMYTH, 1996).
Em um sentido amplo, a mineração de dados é conhecida como a tarefa de descoberta
de conhecimento e que possui inúmeras aplicações (HU; CHEN; SHAH, 2018). Segundo
(MANNANI; IZADI; GHADIRI, 2019), uma implementação prática deste processo passa
por várias etapas até que seja possível gerar um conhecimento.

Armazenar e analisar dados, em geral, não apresenta tantas restrições de processa-
mento quanto nas décadas passadas. Dentre as ferramentas que permitem implementar as
etapas de mineração de dados apresentadas por Fayyad et al. (FAYYAD; PIATETSKY;
SMYTH, 1996), uma das mais conhecidas atualmente é chamada de Weka (MARK et al.,
2009), que possui um conjunto de algoritmos de aprendizado de máquina para tarefas
de pré-processamento, classificação, regressão, clusterização e visualização. Além dessa,
existem outras ferramentas que são específicas, como, por exemplo, o software Disco®
(FLUXICON, 2019) e o ProM (VERBECK, 2010).
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Figura 4: metodologia KDD.

Fonte: (FAYYAD; PIATETSKY; SMYTH, 1996).

Como definido na introdução, CRISP-DM é uma metodologia voltada para minera-
ção de dados que implementa um plano completo para a condução de um projeto. Nela é
descrito o ciclo de vida de um projeto de mineração de dados em seis etapas. A primeira
delas, conforme apresentado na Figura 5 é o entendimento dos objetivos do projeto (Bu-

siness Understanding) (HAYKIN, 2003). Em seguida ocorre a compreensão dos dados
(Data Understanding), a fim de identificar a qualidade destes dados, além da coleta e ex-
ploração inicial. Na fase seguinte ocorre a preparação dos dados (Data Preparation) para
que os algoritmos de mineração possam ser aplicados, possibilitando a análise de carac-
terísticas destes dados. Em seguida ocorre a etapa conhecida por modelagem (Modeling),
onde são selecionadas e aplicadas as técnicas de modelagem de dados, como, por exem-
plo, uma árvore de decisão ou um modelo de regressão. Concluída a etapa de modelagem,
ocorre a avaliação (Evaluation), que permite testar o modelo e verificar se os objetivos ini-
ciais foram alcançados. A última fase prevista é a implementação (Deployment) (WIRTH;
HIPP, 2000).

2.4 Inteligência Artificial

A inteligência artificial, do inglês AI (Artificial Intelligence), presente desde a dé-
cada de 50 (RUSSELL; NORVIG, 2003), possibilita tarefas cognitivas e experimentais de
representação, raciocínio e aprendizagem (HAYKIN, 1998). Embora a teoria da apren-
dizagem tenha surgido muito próximo do advento da AI, sabe-se que foi somente na dé-
cada de 90 que surgiram os algoritmos mais conhecidos de aprendizagem (CARRAZZA,
2018). Entre os algoritmos existentes, o processo de aprendizagem a partir de métodos
baseados no gradiente consiste em minimizar uma função custo, que no caso de apren-
dizagem de máquina supervisionada, significa minimizar o erro a partir de um conjunto
de treino (AGGARWALL, 2018). Contudo, um estudo mais aprofundado dessas teorias e
algoritmos não faz parte do escopo desta tese.
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Figura 5: metodologia CRISP-DM.

Fonte: (WIRTH; HIPP, 2000).

Existem diferentes paradigmas relacionados ao aprendizado de máquina que são ge-
ralmente utilizados dependendo de quais dados de entrada e saída estão disponíveis ou
que estejam sendo tratados. A aprendizagem supervisionada caracteriza-se por possuir
uma rede na qual a saída atual é comparada com a saída desejada, a partir dos padrões de
entrada, mostrando a direção de ajuste dos pesos da rede neural, a fim de garantir o menor
erro entre a saída resultante da rede e a saída desejada. Na aprendizagem não supervi-
sionada, os padrões de entrada são apresentados continuamente e a regularidade entre
esses dados permite o aprendizado necessário para uma aplicação posterior. No entanto,
o rótulo de dados não é conhecido neste processo. Essa capacidade de aprendizado das
redes de ANNs nos permite perceber padrões de dados sem a necessidade de conhecer
as equações ou modelos que deram origem a esses dados (HAYKIN, 1998). A apren-
dizagem semi-supervisionada caracteriza-se quando apenas uma pequena quantidade das
entradas possui uma saída correspondente. Por fim, o aprendizado por reforço ocorre
quando nenhuma entrada ou saída histórica está disponível para tratamento. Assim, o
aprendizado do parâmetro é então baseado em um sistema de recompensa e de tentativa e
erro (RUSSELL; NORVIG, 2003).
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De todo modo, é necessário possuir um conhecimento do contexto no qual é aplicado
uma abordagem baseada em modelos preditivos implementados a partir de redes neu-
rais. Entre as hipóteses de trabalho, o conhecimento do contexto permite uma melhoria
na performance de muitos dos algoritmos de AI, conforme apresentados por (GRAVES;
SCHIMIDHUBER, 2005).

2.5 Redes Neurais Artificiais

As Redes Neurais Artificiais, do inglês ANNs (Artificial Neural Networks), forma-
das por um conjunto de neurônios e suas interconexões implementadas, em geral, para
classificação ou regressão (GRAVES; SCHIMIDHUBER, 2005), são responsáveis pelo
processamento da informação (JIA et al., 2016). ANNs compreendem o paradigma de
AI, que busca a solução de problemas através da simulação computacional dos mecanis-
mos e estruturas do cérebro humano. Uma ANN consiste basicamente na interconexão de
neurônios artificiais, formando uma rede composta por inúmeros sinais que possibilitam
processamentos unitários. A estrutura da ANN adotada implica no algoritmo de apren-
dizado a ser utilizado. É através deste algoritmo de aprendizagem que a ANN obtém o
conhecimento necessário para resolver um problema (HAYKIN, 1998).

O modelo de um neurônio, proposto inicialmente por McCulloch e Pitts (MCCUL-
LOCH; PITTS, 1943), possui um elemento central que é responsável por fazer os cálculos
entre pesos wk existentes para cada uma das ligações que se conectam com a entrada, e
um peso extra apresentado como um limiar bk (bias), conforme apresentado na Figura 6
(HAYKIN, 1998) e que é ajustado durante o treinamento da ANN.

Figura 6: modelo de um neurônio artificial.

Fonte: adaptado de (HAYKIN, 1998).

A função de ativação apresentada na Figura 6 recebe como entrada um potencial de
ativação vk referente ao resultado do cálculo descrito acima. Com isso, o sinal de saída
yk que será enviado para os outros neurônios, depende da transferência definida em uma
função específica ϕ(.) que mantêm esse valor de saída dentro de um estado. O sinal vk é
processado, permitindo limitar o domínio deste sinal e indicar se houve uma resposta ao
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estímulo apresentado na entrada x. A topologia da rede, incluindo o número de camadas,
é que irá definir como este sinal será propagado.

2.5.1 Redes de Hopfield

O aprendizado de máquina permite diferentes métodos computacionais relacionados
à tarefa de descoberta do conhecimento. Um paradigma da AI são as Recurrent Neural

Networks (RNNs) formadas por um conjunto de neurônios e suas interconexões, respon-
sáveis pelo processamento de informações e aprendizagem de parâmetros (HOPFIELD,
1982). Uma das características da rede de Hopfield é que a saída dos neurônios é asso-
ciada a um valor escalar, caracterizado por sua magnitude, descrito como um valor de
energia e, mesmo que esse valor seja contínuo, permite apresentar uma característica pri-
mitiva discreta que remete a origem da estrutura neural artificial apresentada pelo autor.

2.5.2 Máquina de Boltzmann

A Máquina de Boltzmann, do inglês Boltzmann Machine (BM), utiliza a estrutura da
rede de Hopfield para a tarefa de interpretação, que requer aprendizagem, dos dados que
são apresentados na entrada da rede (HINTON; SEJNOWSKI; ACKLEY, 1984). Inspi-
rada na estatística, os estados da rede neural são representados como uma distribuição de
Boltzmann que possui um valor de energia associado a um estado físico termodinâmico.
O treino da rede envolve um processo de otimização que depende, basicamente, dos dados
de entrada e do conjunto de pesos presentes no cálculo. BM é apresentada na literatura
como uma versão da rede de Hopfield. Embora essa estrutura seja capaz de aprender um
padrão de dados a partir de uma informação local, o processo estatístico de atualização
de pesos envolve uma estrutura que possui uma dependência temporal, melhorada com o
sugimento de novas abordagens que serão apresentadas a seguir.

2.5.3 Máquina de Boltzmann Restrita

Existem diferentes paradigmas de ML que podem ser implementadas e que depen-
dem de quais dados de entrada e saída estão disponíveis (RUSSELL; NORVIG, 2003).
Um exemplo é a máquina de Boltzmann restrita, do inglês RBM (Restricted Boltzmann

Machine), a qual possui ampla aplicação (FISCHER; IGEL, 2012), (LIAO; JIN; PAVEL,
2016).

Segundo (LIAO; JIN; PAVEL, 2016), existem diversas tecnologias para análise de da-
dos aplicáveis para processos industriais. Considerando um ambiente fabril, quando um
operador necessita tomar uma decisão a partir dos dados disponíveis, é possível aplicar
um modelo preditivo que identifique uma determinada situação, auxiliando nesta tarefa.
Contudo, os modelos baseados em dados precisam ser treinados ao longo do tempo an-
tes de poderem contribuir neste sentido. Esses objetivos podem ser alcançados por um
modelo de estimativa de probabilidade com uma estrutura de um grafo bidirecional repre-
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sentado como uma RBM, sendo que seus parâmetros podem ser aprendidos efetivamente
a partir dos dados. A formulação a partir de uma máquina de Boltzmann leva a um algo-
ritmo de aprendizado independente de domínio e que modifica os pontos fortes da rede
neural, para que toda a rede desenvolva um modelo que manipule as probabilidades das
diferentes situações, a partir de uma processo de modificação dos pesos da rede (HIN-
TON; SEJNOWSKI; ACKLEY, 1984), (HINTON; SEJNOWSKI, 1986).

2.5.3.1 Arquitetura da RBM

Existem diversas aplicações para análise de dados, conforme apresentado em (LIAO;
JIN; PAVEL, 2016). A grande quantidade de dados armazenada nos processos pode ser
utilizada para um modelo preditivo e de aprendizado sobre diferentes situações. Um
modelo probabilístico com uma estrutura de um grafo bipartido representada como uma
RBM pode ser implementado para esta aprendizagem. A máquina de Boltzmann repre-
senta uma distribuição de probabilidade e é implementada a partir de um algoritmo de
aprendizagem independente de domínio, que modifica os pesos relacionados à força da
conexão dentro do modelo da máquina. Dessa forma, toda a rede desenvolve um modelo
que permite manipular as probabilidades dos vários estados (HINTON; SEJNOWSKI,
1986).

A máquina de Boltzman restrita (RBM) é um modelo não supervisionado de apren-
dizado estocástico generativo, que pode modelar uma distribuição de probabilidade em
um grafo não direcionado. A RBM consiste em duas camadas conectadas entre um nó
visível onde os dados são coletados e um nó oculto que irá aprender as características da
camada visível, com o objetivo de representar uma distribuição probabilística destes da-
dos (HAYKIN, 2003). A probabilidade de uma configuração conjunta entre nós visíveis e
ocultos corresponde aos neurônios e as respectivas conexões sinápticas da rede neural ar-
tificial. Além disso, uma função de energia fornece uma compreensão de como o modelo
funciona (HAYKIN, 2003), (LECUN; CHOPRA S. HADSELL; RANZATO, 2006).

Cada camada de uma rede neural pode ser considerada um nível de energia, abrindo a
possibilidade de suporte analítico avançado para a tomada de decisão utilizando dados de
campo disponíveis em arquiteturas de alto nível para prover melhorias na operação dos
processos. Com estes dados é possível analisar a situação corrente e calcular o posiciona-
mento que está associado à maior probabilidade de uma situação de interesse.

2.5.3.2 Aprendizado da RBM

Em uma RBM todos os nós são iguais e funcionam como um sistema. Estes esta-
dos gerados pelo sistema compreendem a camada visível v com m unidades e uma ca-
mada oculta h com n unidades binárias, conforme representado na Figura 7. O processo
de aprendizagem é realizado utilizando a minimização da energia do sistema (LECUN;
CHOPRA S. HADSELL; RANZATO, 2006), (FISCHER; IGEL, 2012).
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Figura 7: representação da rede neural RBM.

Fonte: adaptado de (FISCHER; IGEL, 2012).

Como pode ser observado na Equação (1), a probabilidade pode ser medida como o
inverso da energia. Se a energia escalar entre os estados dos k neurônios é dada por ∆Ek

e a temperatura artificial T é um parâmetro que representa a temperatura em um sistema,
temos o valor de probabilidade p calculado para os diferentes estados em relação ao valor
de energia.

pi =
e−ϵi/kT∑M
j=1 e

−ϵj/kT
(1)

O processo de aprendizado envolve a minimização da energia do sistema (FISCHER;
IGEL, 2012):

E(v,h) = −(
n∑

i=1

m∑
j=1

Wijhivj +
m∑
j=1

bjvj +
n∑

i=1

cihi). (2)

Minimizar uma função é a direção adotada para fazer previsões com RBMs. O proce-
dimento de treino envolve estimar a derivada da função de partição logarítmica observada
na Equação (4) inicializando os nós ocultos e visíveis em um estado que pode ser ale-
atório. RBM é difícil de treinar porque a função de partição (constante Z observada na
Equação (3)) possui muitos termos e que aumentam exponencialmente. Contudo, a apren-
dizagem não supervisionada significa uma aprendizagem com base em uma amostra de
dados, possibilitando o processo de aprendizado (FISCHER; IGEL, 2012).

P (v,h) =
1

Z
e−E(v,h) (3)

Aprender em uma RBM consiste em minimizar a parte negativa da log-likelihood:
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j(v

1
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0
j > − < v∞i h∞
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0
j > − < v1i h

1
j > (4)

A taxa de aprendizado ϵ descrita na Equação (4) é utilizada para representar os valo-
res esperados dos dados. As expectativas do modelo são substituídas por uma estimativa
usando a amostragem de Gibbs (GEMAN; GEMAN, 1984), conforme representado na
Figura 8, com um número limitado de iterações, usando o algoritmo de Contrastive Di-

vergence (CD-k) (FISCHER; IGEL, 2012). De acordo com (MNIH; LAROCHELLE;
HINTON, 2012), essa arquitetura foi um avanço no procedimento de aprendizagem du-
rante o treinamento em grandes conjuntos de dados.

Em (FISCHER; IGEL, 2012), é apresentado que o número de passos de treino se re-
sume a amostrar um estado para a camada oculta h a partir da probabilidade p(h|v) e,
em seguida, amostrar um estado para a camada visível v a partir da probabilidade p(v|h).
Esse processo é chamado de Contrastive Divergence - CD-k, de forma que as etapas
descritas acima podem ocorrer somente uma vez, ou seja, quando é considerado k = 1.
Em (HINTON, 2002), o algoritmo CD possui um conjunto do parâmetros relacionados
ao treino, sendo a taxa de aprendizagem, momentum e o fator de decaimento α. Du-
rante o processo de otimização, ocorre o ajuste dos valores dos pesos presentes na rede,
permitindo encontrar a probabilidade local de um estado deste sistema. Com isso, esse
problema de aprendizagem é considerado convexo (LECUN; CHOPRA S. HADSELL;
RANZATO, 2006), de modo que os dados observados especificam um estado binário
para os nós presentes na RBM.

Figura 8: representação do amostrador de Gibbs.

Fonte: adaptado de (FISCHER; IGEL, 2012).

2.5.4 Rede Neural Recorrente com Camadas LSTM

A detecção de falhas em sistemas industriais está intimamente ligada às relações tem-
porais que ocorrem no processo. O uso da AI é aplicado no comportamento preditivo
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relacionado à falhas, aplicando uma janela de dados (SALFNER; MALEK, 2007) que es-
pecifica o número de eventos presentes em uma situação. RNN com camadas Long Short-

Term Memory (LSTM) (YANG et al., 2019), (TIAN et al., 2018) representa um modelo
utilizado para análise de séries temporais aplicando um processo de aprendizagem super-
visionado, após a definição de uma janela deslizante (Sliding Window). Segundo (GREFF
et al., 2015) a ideia central que suporta a arquitetura de uma rede LSTM é a célula de
memória, que permite manter seu estado ao longo do tempo, e unidades não lineares, que
regulam o fluxo de informações para dentro e para fora de cada célula.

As RNNs são designadas para capturar uma dependência temporal em dados sequen-
ciais. Estes modelos se tornaram ainda mais conhecidos após a introdução de RNNs
juntamente com unidades LSTM, propostas para superar as dificuldades de lidar com a
dependência de longo prazo (long-term) e o problema relacionado ao gradiente conhecido
como decaimento do gradiente (vanishing gradient) (SEPP; JÜRGEN, 1997).

A RNN com camadas LSTM é estruturada e os resultados são comparados com uma
função de ativação distinta, onde cada unidade visível tem uma multiplicação escalar na
entrada da função de ativação, representado na Figura 9. Uma representação da célula
com as respectivas funções de ativação pode ser observada na Figura 9.

Figura 9: estrutura da célula RNN-LSTM.

Fonte: (SEPP; JÜRGEN, 1997).

A função de ativação pode ser expressa como ((SU; LIAU; CARIN, 2017), (RAVAN-
BAKHSH et al., 2018), (MARTENS et al., 2013)):

Sigmoid =
1

(1 + e−x)
(5)

tanh =
ex − e−x

ex + e−x
(6)

A célula LSTM, que é apresentada na Figura 9, é aplicada para capturar uma re-
lação entre os dados de uma série temporal. O cálculo pode ser definido da seguinte
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forma (YANG et al., 2019):

ft = Sigmoid(W fht−1 + bf ) (7)

it = Sigmoid(W iht−1 + bi) (8)

ct = tanh(W cht−1 + bc) (9)

mt = ft
⊙

mt−1 + it
⊙

ct (10)

ot = Sigmoid(W oht−1 + bo) (11)

ht = tanh(ot
⊙

mt) (12)

onde:

W i,W f ,W o,W c são pesos da multiplicação vetorial por (ht−1), e bi, bf , bo, bc são o
bias, e ot

⊙
mt, ft

⊙
mt−1+it

⊙
ct são operações (element-wise) de Hadamard (STYAN,

1973).

2.6 Modelos de Grafos Acíclicos Dirigidos

Por se tratar de um grafo dirigido acíclico, a rede Bayesiana (Bayesian Network - BN)
difere em algumas características do modelo de grafo não direcionado da RBM, apre-
sentado na seção anterior. Segundo (PEARL, 1988), os Directed Aciclic Graphs (DAGs)
permitem capturar dependências causais probabilísticas que os tornam mais flexíveis em
relação aos grafos não direcionados.

2.6.1 Processo de Inferência

A etapa de inferência baseada em modelo permite características relacionadas ao do-
mínio e que é base para a troca de informações. Entre as arquiteturas encontradas na
literatura, destacam-se a abordagen diagnóstica bottom-up "baixo para cima"e causal top-

down "cima-para-baixo". Além disso, uma outra abordagem encontrada na literatura que
combina as estratégias top-down e bottom-up é conhecida como intercausal explaining

away (LEE; HONG, 2017), (WELLMAN; HENRION, 1993).

2.6.2 Redes Bayesianas

A aplicação de estatística Bayesiana que teve origem no trabalho do reverendo Tho-
mas Bayes (1763) superou os entraves relacionados ao processo inferencial, a partir de
procedimentos computacionais conhecidos por Monte Carlo via Cadeias de Markov, do
inglês MCMC (Markov Chain Monte Carlo).
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A estrutura de uma BN é representada por um grafo acíclico que consiste em nós,
que representam variáveis identificáveis com uma informação sobre o domínio, especi-
ficada por uma distribuição de probabilidade, e arcos direcionados entre esses nós. Se
houver um arco do nó A para o nó B, então A é considerado um nó pai e B é um nó filho.
As probabilidades de cada nó são condicionadas apenas ao seu nó pai, e isso gera uma
propriedade importante chamada independência condicional. Todos os nós são condicio-
nalmente independentes de seus nós descendentes, dados seus pais (MILLÁN; LOBODA;
PERÉZ-DE-LA-CRUZ, 2010). Uma BN permite inserir evidências de qualquer número
de variáveis em parte do modelo.

Quanto às características da rede, cada nó é identificado com informações que corres-
pondem a uma variável aleatória, especificadas a partir de distribuições condicionais que
quantificam os efeitos dos pais sobre o nó filho. O valor da probabilidade quantitativa
resume um conjunto de circunstâncias e também a incerteza associada a esses vínculos
presentes na rede (CARVALHO, 2011).

Em uma BN, tabelas de probabilidade condicional CPT (Conditional Probability Ta-

ble) são utilizadas para avaliar a relação entre A e B, a partir da distribuição de proba-
bilidade. Contudo, existem limitações de aplicação para que uma BN seja utilizada em
situações que envolvem uma estrutura repetida dos nós sobre o tempo (WRIGHT et al.,
2002).

2.6.3 Inferência Probabilística

Causalidade é a relação consciente humana sobre um evento ocorrido e os parâmetros
envolvidos (PEARL, 1988). No momento em que é modelada a influência de determi-
nados parâmetros em relação a um evento, é possível atualizar um conhecimento. Neste
processo, tendo em vista a presença da incerteza, é adotado o cálculo da probabilidade.
Seja no sentido de diagnóstico ou de prognóstico, existem parâmetros intangíveis que
determinam a ocorrência de um evento. Assim, um processo de inferência permite re-
presentar a estrutura do raciocínio a partir de evidências, executada por um processo de
propagação de probabilidades locais (LEE; HONG, 2017), (PEARL, 1988).

A análise probabilística sobre um conhecimento avaliado a partir de variáveis em um
contexto, juntamente com as evidências que são apresentadas, ocorre através de uma re-
presentação, que no caso da BN, trata-se de um grafo (MCELREATH, 2020). Em relação
à inferência resultante de uma consulta que relaciona em duplo sentido, causa e efeito,
temos uma atualização das crenças, presente a partir de novas evidências. Tais evidên-
cias participam do cálculo a posteriori. Assim, a equação elaborada por Bayes relaciona
valores a priori com os registrados na Local Probability Distribution (LPD), mantendo
coerente as relações de um modelo adaptativo (RUSSELL; NORVIG, 2003).
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2.7 Entropia

Entropia é uma informação sobre os eventos de um sistema que surgem em diferentes
estados e está relacionada a incerteza. A relação existente entre a entropia e a temperatura
T , apresentada na Equação 1, está associada a questão de um maior valor de temperatura
representar uma maior quantidade de energia distribuida entre os elementos deste sis-
tema, concentrando um maior número de estados possíveis (WALKER; DAVIES; ELLIS,
2017), (JAYNES, 2003).

Existe uma relação entre entropia e uma distribuição exponencial (MCELREATH,
2020). O valor analisado da entropia representa uma distribuição de probabilidade que
está associada a uma relação causal (RUSSELL; NORVIG, 2003; MCELREATH, 2020;
QUINLAN, 1986). Em redes Bayesianas, este valor representa que as hipóteses são ver-
dadeiras (JAYNES, 2003). Segundo (LECUN; CHOPRA S. HADSELL; RANZATO,
2006), a entropia e a probabilidade estão relacionadas num processo que envolve minimi-
zar a energia escalar entre variáveis. O processo de aprendizagem consiste em encontrar
um padrão que associe um menor valor de energia ao valor correto da variável de resposta,
conforme representado na Figura 10.

Figura 10: representação da função de energia.

Fonte: (LECUN; CHOPRA S. HADSELL; RANZATO, 2006).
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2.8 Árvore de Decisão

Aprendizagem de máquina possui paradigmas que permitem implementar um modelo
exploratório a partir de um conjunto de dados. A estrutura de uma árvore de decisão,
do inglês DT (Decision Tree), possibilita essa modelagem a partir de um processo de
classificação ou regressão, numa visão orientada para descoberta. Numa visão orientada
para verificação, árvores de decisão são aplicadas para testar hipóteses predefinidas (RO-
KACH; MAIMON, 2014).

Uma árvore de decisão é um modelo que pode ser aplicado para problemas de classi-
ficação (BREIMAN et al., 1984), como, por exemplo, para classificar falhas que ocorrem
em um processo. DT pode ser construída para avaliar dados históricos em um processo de
mineração de dados. Sua estrutura consiste de vértices e arestas que formam um árvore.

O valor correspondente de entropia em uma árvore de decisão, sendo uma distribuição
de probabilidade discreta, é dado por (JAYNES, 2003), (QUINLAN, 1986), (SHANNON,
1949):

H(Y ) = −E.log2pi = −
∑
i

pi.log2pi (13)

onde Y é a entropia da variável Y . Cada evento "E"possui probabilidade pi.

No processo de análise de dados, este modelo desempenha importante contribuição ao
prover informações úteis para análises subsequentes (HANDLEY et al., 2019), (DAN-
GETI, 2017), (HINO; MURATA, 2014).

2.9 Ontologias

Ontologias agrupam conceitos de um domínio de conhecimento. Seu desenvolvi-
mento, segundo (NOY; MCGUINNES, 2001), envolve a definição de um conjunto de
elementos como entidade, classe, propriedade, restrição, predicados, funções e pode ser
escrita em uma linguagem formal que permite a descrição do conhecimento, sendo utili-
zada para realizar inferência sobre os objetos do domínio.

2.9.1 Definições

Segundo (GRUBER, 1993), em uma ontologia os conceitos e restrições de uso são
explicitamente definidos, podendo ser entendida por máquina, permite capturar um co-
nhecimento e se refere a um modelo abstrato do mundo real. Conforme o autor, uma
ontologia pode ser descrita como um conjunto de termos de uma representação, existindo
a associação entre classes, funções e objetos.

O consórcio World Wide Web Consortium (W3C) definiu a Web Ontology Language

(OWL) como uma linguagem semântica utilizada para construção de ontologias que re-
presentam um conhecimento. OWL pode ser entendida como uma linguagem baseada
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em lógica, cujo conhecimento pode ser entendido por máquina e implementado a partir
de ferramentas de desenvolvimento que permitem a aplicação de motores de inferência.
A linguagem OWL foi construída sobre recomendações pré existentes da W3C, como
Resource Description Framework (RDF), eXtensible Markup Language (XML), etc.

A linguagem OWL-DL possui como extensão uma lógica descritiva, que faz parte da
lógica de primeira ordem (First Logic Order - FOL) (LASKEY, 2008). Segundo (MC-
GUINNESS; VAN HAMERLEN, 2004), três sublinguagens definem o nível de expres-
sividade, sendo OWL-Lite a que fornece o menor grau de expressividade. Em seguida,
temos o OWL-DL (Web Ontology Language Description Language) que permite que to-
das as conclusões sejam computáveis em um tempo finito, com algumas restrições, por
exemplo a relação entre instâncias e classes. Por fim, OWL-Full que apresenta maior
expressividade.

A OWL-DL permite a utilização de motores de inferência, a fim de validar o modelo
desenvolvido, descobrir novos conhecimentos e inferir relacionamentos existentes entre
as diferentes classes. Além disso, uma ontologia implementada em OWL-DL permite
um processo de inferência com base na informação de contexto e permite compartilhar
um conhecimento (MAKRIS; SKOUTAS; SKIANIS, 2013). Para inferências de relações
de conhecimento do domínio, existem ferramentas de Reasoning que apresentam maior
expressividade em lógica descritiva (SIRIN et al., 2007).

2.9.2 Modelagem de Contexto

A metodologia para construção da ontologia definida por (NOY; MCGUINNES, 2001)
define regras que facilitam a tomada de decisão em um projeto, sendo: (1) não há uma
maneira correta de modelar um domínio, mas sim alternativas viáveis, sendo que a melhor
opção muitas vezes depende da aplicação que se deseja construir; (2) o desenvolvimento
de ontologias é necessariamente um processo iterativo; (3) conceitos em ontologia devem
ser próximos a objetos (físicos ou lógicos) e relacionamentos no domínio de interesse.
Estes podem ser substantivos (objetos) ou verbos (relacionamentos) em sentenças que
descrevem o domínio.

O método 101 (NOY; MCGUINNES, 2001) possui como apoio uma estrutura de ações
que define etapas para as atividades durante a construção da ontologia. Entre os passos
presentes nesse método, são analisados questionamentos como, por exemplo, qual é o
domínio em questão? No passo seguinte, verifica-se a possibilidade de reutilização, que
é útil para possibilitar a comunicação com outras aplicações, para o aperfeiçoamento e
manutenção do formalismo. Em seguida são listados termos que auxiliam na declaração e
nos relacionamentos. Por fim, são definidas as classes e hierarquias, que ajudam a definir
de que tipo são as instâncias. Além disso, as propriedades das classes são definidas para
permitir a implementação da ontologia de domínio. Essa definição de propriedades é
necessária, pois elas podem possuir diferentes facetas que definem o tipo de valor, valores
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permitidos, cardinalidade de valores, entre outras características que a propriedade pode
assumir.

2.9.3 Modelagem Probabilística

As Redes Bayesianas, do inglês BNs (Bayesian Networks) são um tipo de modelo de
grafo probabilístico. Para a concepção de um modelo probabilístico utilizando ontologia
é necessário a implementação de uma ontologia de base que permita a utilização de um
motor de inferência. A partir de (MCGUINNESS; VAN HAMERLEN, 2004), que reco-
menda OWL para o desenvolvimento de ontologias e com base nos dados disponíveis,
são definidos os conceitos relacionados ao domínio de interesse. Em seguida, é possí-
vel determinar a probabilidade através da implementação de ontologias probabilísticas
PR-OWL (Probabilistic OWL), de uma situação acontecer no futuro por meio de MEBN
(Multi-Entity Bayesian Network) (LASKEY, 2008).

Os sistemas reativos consideram que o ambiente monitorado depende de ações, diante
de uma ocorrência anormal detectada (O’BREIN, 2009). Objetivando predizer tal situa-
ção, é considerada a mudança no contexto a partir de um modelo ontológico de inferência
no qual é necessário considerar os eventos que irão participar da situação em questão. A
definição do contexto reune as informações sobre o domínio, e irá permitir o raciocínio
probabilístico (HERVÁS; BRAVO; FONTECHA, 2010).

Ontologias oferecem um vocabulário com definições e restrições que estabelecem um
modelo conceitual. Esse modelo representa o conhecimento sobre o domínio, descre-
vendo classes, atributos e relacionamentos. As classes representam conceitos do domínio,
enquanto que os relacionamentos indicam como esses conceitos interagem entre si. Os
atributos são características que os conceitos devem possuir. Assim, são estabelecidas re-
lações que são verificadas por meio de motores de inferência, tendo como base, evidências
ou axiomas. Em relação a ontologia probabilística, essa acrescenta regularidades estatísti-
cas que caracterizam o domínio e considera a incerteza sobre as formas de conhecimento.
De acordo com (BETTINI et al., 2010), é possível inferir a partir de um ambiente mode-
lado informações de mais alto nível. Em (CARVALHO; LASKEY; COSTA, 2016), são
descritos os passos e as principais características que um modelo conceitual probabilístico
deve apresentar.
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3 ANÁLISE DO ESTADO DA ARTE

3.1 Visão Geral do Capítulo

A análise do estado da arte é apresentada neste capítulo. Foram analisados os traba-
lhos relacionados ao formalismo semântico e a dimensão de informação, preferivelmente
trabalhos que consideram processos industriais. Além desses, outros artigos foram estu-
dados, considerando a modelagem probabilística como um requisito para a problemática
apresentada. Em seguida, são apresentados trabalhos relacionados ao uso de técnicas de
mineração de dados e de aprendizagem de máquina.

3.2 Metodologia de Pesquisa

A metodologia de pesquisa adotada nesta tese foi uma análise na literatura sobre siste-
mas de alarmes industriais e ontologia. A pesquisa se concentrou nas bases de dados Web
of Science e Scopus. Foram realizadas duas buscas. Na primeira busca foram incluídos os
termos "Industrial and Alarm and Systems" no título, resumo ou palavra-chave, sendo o
inglês o idioma considerado nesta busca. Como resultado, foram listados 1173 trabalhos
na base Web of Science e 2570 na base Scopus. Conforme apresentado na Figura 11,
esses números representam uma busca crescente por soluções na área de pesquisa desta
tese.

Na segunda busca foram incluídos os termos "Industrial and Alarm and Systems and

Ontology" no título, resumo ou palavra-chave, sendo o inglês o idioma considerado nesta
busca. Como resultado, foram listados 7 trabalhos na base Web of Science e 17 na base
Scopus. Conforme apresentado na Figura 12, existe uma lacuna inerente na área de pes-
quisa que inclui modelos semânticos, e também sobre o processo de modelagem de con-
texto.

Nesta seção, a análise do estado da arte é apresentada em duas Tabelas. Na primeira
delas foram analisados os trabalhos relacionados ao formalismo semântico e à dimen-
são de informação. Com isso foi gerada a Tabela 1, que compara as publicações mais
relevantes, onde cada linha representa as publicações relacionadas a esta tese, conforme
destaque apresentado nas Figuras referentes a busca nas bases Scopus e Web of Science,
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Figura 11: busca por termos Industrial and Alarm and Systems.

Fonte: autor.

Figura 12: busca por termos Industrial and Alarm and Systems and Ontology.

Fonte: autor.

onde a maior parte dos trabalhos relacionados a este tema compreende a este período. Em
seguida, iniciou-se a análise de trabalhos relacionados ao uso de técnicas de mineração
de dados, inferência probabilística e o uso de redes neurais artificiais. A partir disso,
elaborou-se a Tabela 2, que representa os diferentes tópicos de estudo repassados durante
esta tese e destacado nas contibuições que serão apresentadas no final deste texto.
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3.3 Trabalhos Relacionados

3.3.1 Dimensão de Informação e Modelos Semânticos

Com os avanços nas tecnologias de automação e o crescente volume de dados ge-
rados pelos processos, surgem demandas relacionadas ao conhecimento operacional e à
capacidade de atuação diante de determinadas situações. Em um processo industrial tí-
pico, tais decisões são, em geral, amparadas por sistemas de gerenciamento de alarmes.
Contudo, existem lacunas relacionadas ao entendimento do domínio quando são adota-
dos os padrões tradicionais, por exemplo, como manter uma média de um alarme a cada
10 minutos ou 144 alarmes por dia e que são apresentados aos operadores. Todavia, a
possibilidade de integrar uma abordagem semântica nas fases iniciais do processo de des-
coberta de conhecimento e a predição de situações também são tarefas desafiadoras.

Uma abordagem preditiva é tratada em (VARGA; SZEIFERT; ABONYI, 2010), onde
é apresentado um modelo baseado na detecção de uma situação específica. A metodo-
logia envolve a simulação do efeito de ajustes em variáveis em um processo químico
realizado pelo operador, e o cálculo de um tempo em que cada ação deve ser executada
para evitar um distúrbio na planta. Segundo os autores, há um último ponto de opera-
ção controlável em cada manipulação sobre o processo, antes que este se torne instável.
Um modelo baseado em previsão para detectar certas situações em um processo químico
industrial é apresentado neste artigo. Os autores destacam que algumas técnicas para
análise de processos, como, por exemplo, uma árvore de eventos ET (Event Tree) ou uma
árvore de falhas FT (Fault Tree), exigem um conhecimento adicional a fim de pemitir uma
ação efetiva em determinados contextos. O trabalho aborda as questões relacionadas ao
funcionamento de um processo químico e os eventos ocorridos no reator presente nestes
processos, relacionando com os acidentes em Bophal na Índia e em Seveso na Itália. O
trabalho aplica um benchmark industrial para exemplificar o comportamento das variá-
veis do processo em situações normal e em falha, e busca definir as possíveis regiões de
operação seguras durante o funcionamento do processo.

O trabalho de (LIMA et al., 2013a), propõe uma ontologia modelada para proces-
sos industriais. Segundo os autores, nos sistemas SCADA (Supervisory Control and

Data Aquisition) (BOYER; SHAOYUAN; BO, 2004), a qualidade das informações de
processo, relacionadas aos alarmes e eventos presentes neste ambiente pode dificultar o
trabalho dos operadores. Neste trabalho é utilizado OWL para modelagem ontológica
conforme apresentado na Figura 13. Segundo os autores, uma ontologia permite modelar
o domínio da planta e dar suporte a aplicações de automação industrial. Em razão da
quantidade de alarmes e eventos que podem estar presentes em um processo industrial
e dos possíveis erros de configuração destes alarmes, ferramentas de avalição permitem
implementar desde uma racionalização prevista na literatura até a extração de conheci-
mento. O trabalho é baseado em alarmes gerados no processo de tratamento de dietano-
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lamina (DEA), que envolve um processamento de gases voláteis, e que foram associados
ao acidente ocorrido na plataforma da Petrobras® em 2001 (NASA, 2008). Os autores
destacam a importância na inclusão de aspectos semânticos na análise dos alarmes, que
melhoram os procedimentos diagnósticos de falhas no processo.

Figura 13: ontologia modelada para processos industriais.

Fonte: (LIMA et al., 2013a).

No trabalho de (JIANFENG et al., 2016), os autores apresentam um modelo proba-
bilístico que utiliza dados de alarmes armazenados em uma base de dados de um SDCD
para realizar uma predição. Os autores apresentam uma discussão sobre o aumento na
quantidade de alarmes monitorados pelos operadores, dada a facilidade na configuração
e inclusão de novos alarmes nos sistemas de automação atuais. Isso impacta diretamente
na quantidade de alarmes que são apresentados, mesmo considerando documentos que
norteiam essa questão, como, por exemplo, a norma ISA 18.2 (ISA, 2016) e a EEMUA
191 (EEMUA, 2007). A abordagem apresentada pelos autores busca prever a probabili-
dade de ocorrência de um alarme específico a partir de um modelo de Markov. O modelo
apresentado busca, a partir da estimativa de parâmetros utilizando o método da máxima
likelihood, predizer a ocorrência de alarmes em uma planta petroquímica. A abordagem
apresenta um modelo de classificação de alarmes de temperatura preditos.

No trabalho apresentado por (CARVALHO; LASKEY; COSTA, 2016), uma repre-
sentação probabilística ocorre a partir da modelagem de um domínio, definindo classes
e relacionamentos, conforme apresentado na Figura 14. O modelo probabilístico uti-
liza linguagem de primeira ordem MEBN (Multi-Entity Bayesian Network), na qual os
fragmentos (MFrags) expressam a incerteza no relacionamento entre as entidades. Esses
fragmentos fazem parte de uma MEBN theory (MTheory) (DA COSTA, 2005) que ex-
pressa a distribuição de probabilidade das situações que envolvem as entidades do domí-
nio (GUIZZARDI, 2005). Segundo os autores, é necessário construir uma representação
que determine todos os aspectos relacionados a um domínio e a incerteza ligada a estes
aspectos.

O modelo apresentado por (CARVALHO; LASKEY; COSTA, 2016) busca avaliar
a incerteza a partir de uma análise ontológica probabilística. Um motor de inferência
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Figura 14: ciclo da modelagem probabilística.

Fonte: (CARVALHO; LASKEY; COSTA, 2016).

é utilizado após uma consulta sobre uma situação específica. Para tal, este trabalho é
estruturado a partir do ciclo de modelagem semântica, com o objetivo de detectar fraudes
em processos licitatórios, considerando a lei federal número 8.666 de 1993. Os autores
destacam que a atribuição de valores de distribuição de probabilidade para um atributo
incerto pode ser declarada como um nó residente na rede (fragmento) chamado MFrag.
Cada MFrag define uma distribuição de probabilidade local (LPD) e que está presente em
um contexto. O modelo permite avaliar o comportamento de uma variável de interesse
a partir de evidências apresentadas, conforme observado na Figura 15. Neste exemplo,
é avaliado o histórico de uma pessoa envolvida num processo de licitação. Observa-se
que, um histórico criminal é fator decisivo, conforme apresentado na Figura 15c. Caso
não hajam evidências ou, considerando que as evidências sejam favoráveis à pessoa, os
resultados do processo de inferência mudam, conforme apresentado na Figura 15a, com
98.9% de probabilidade a priori de que a pessoa possui um histórico positivo, tendo
em vista de que não há nenhuma evidência disponível. Na Figura 15b, cujo valor de
probabilidade é de 98.95%, temos o caso onde existe um conhecimento sobre a pessoa1
que é NeverInvestigated, causando um aumento na certeza de que a referida pessoa possui
histórico positivo em relação ao envolvimento em questões criminais, representado neste
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exemplo da BN.

Figura 15 – rede Bayesiana de situação específica (SSBN) para o fragmento Judgment

History.

Fonte: (CARVALHO; LASKEY; COSTA, 2016).

Segundo (SOARES et al., 2016), em um monitoramento de processos industriais,
existe uma correlação entre variáveis durante uma situação anormal e isso pode afetar
outras variáveis simultaneamente. Neste trabalho, foi proposta uma priorização de alar-
mes aplicado a uma planta de processamento de gás natural. Os autores sugerem que a
correlação entre variáveis em um processo é a causa para uma série de alarmes. Como
proposta, os autores apresentam uma métrica (Explained Variance) que indica quanta va-
riância ou informação é expressa por um PC (Principal Component) e assim, é possível
encontrar os componetes mais representativos para alarmes e que sejam suficientes para
uma determinada parte da planta. Desta forma, torna-se essencial a investigação de novas
metodologias que auxiliem no processo de tomada de decisão. Neste trabalho é enfa-
tizado que uma análise estatística de alarmes como parte da rotina operacional é aceita
pelos guias e normas ISA 18.2 (ISA, 2016) e EEMUA 191 (EEMUA, 2007).

Um método para detectar segmentos de dados anormais é apresentado no trabalho de
(YU et al., 2017), aplicado em amostras de dados históricos e observando as direções de
correlação entre variáveis de processo. Neste trabalho, um método de estimação é apre-
sentado, considerando uma correlação de variáveis no processo. Os autores propuseram,
entre os exemplos de aplicação do método, a seleção de 4 variáveis de um processo de
geração térmica de energia elétrica a partir da queima de carvão, a fim de detectar pa-
drões de anomalias deste processo em dados históricos. Além disso, os autores destacam
que um pré-requisito para implementação de um método como este é a existência de um
conjunto de dados de treino. Os autores definem hipóteses estatísticas para avaliar o nível
de significância das correlações entre as variáveis avaliadas, identificando condições de
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baixa eficiência de operação da planta em uma condição anormal, permitindo indicar para
os operadores que uma determinada ocorrência necessita de atenção.

No trabalho de (BEZERRA et al., 2018), os autores apresentam uma contextuali-
zação sobre o Big Data industrial e a importância em aplicar uma análise exploratória
de dados, a partir de uma infraestrutura computacional específica, capaz de suportar as
situações existentes no contexto da planta. Neste processo de análise exploratória dos
dados, os autores aplicam diferentes métodos de visualização de dados, sendo um deles
um diagrama aluvial, que permite identificar uma relação entre variáveis do processo.
Em alguns estudos na literatura este gráfico também pode ser apresentado como gráfico
de Sankey (SOUNDARARAJAN; HO; SU, 2014) , (RIEHMANN; HANFLER; FROEH-
LICH, 2005). É importante destacar que os autores não aplicam um modelo semântico,
tratando apenas da descoberta de conhecimento em dados.

Os dados do ATS, que tem como origem diversos dispositivos, como por exemplo
sensores em um ambiente industrial, são complexos. Muitos dos trabalhos relacionados
que estão citados nesta tese enfrentam esse desafio e destacam o esforço necessário para
extrair informações úteis de dados oriundos de um processo e então realizar a predição
de um comportamento de falha a partir de um processo de ML. A massa de dados gerada
em uma planta industrial a partir do comportamento de variáveis de processo, e que são
detectadas por dispositivos de campo, inclui outros tipos de dados que também são gera-
dos durante o funcionamento da planta e em grande quantidade, que são os registros de
alarmes e eventos.

No trabalho de (HU; CHEN; SHAH, 2018), é apresentada uma abordagem a partir
de técnicas para reduzir inundações de alarmes, usando uma metodologia denominada
CHARM (Closed Association Rule Mining). Uma análise de padrões de alarmes é apre-
sentada neste trabalho, que destaca que a presença de inundações de alarmes, em determi-
nados casos, é provocada pela propagação de falhas no processo. O método apresentado é
baseado em mineração de dados a partir de um histórico de alarmes de processo, conforme
apresentado na Figura 16. O processo de análise apresentado pelos autores neste estudo
é importante na definição de uma metodologia, pois destaca-se a etapa de mineração de
dados com o objetivo de avaliar padrões de dados, bem como os momentos onde ocorrem
as chamadas inundações ou avalanches de alarmes. Neste estudo os autores identificaram
180 avalanches de alarmes.

De acordo com (SARNOVSKY et al., 2018), modelos preditivos podem oferecer ga-
nhos efetivos quando aplicados à otimização de processos produtivos. Neste sentido, é
importante salientar que o volume de dados gerados nos ATS também são registros de
alarmes e eventos, que são uma fonte potencial de conhecimento e que pode ser melhor
explorada. Nesta pesquisa é proposta uma arquitetura aplicada em dois processos indus-
triais distintos. O trabalho não discute problemas específicos ou apresenta um modelo
semântico, apresentando apenas uma representação que inclui alguns conceitos e propri-
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Figura 16: metodologia CHARM.

Fonte: (HU; CHEN; SHAH, 2018).

edades relacionadas à visão de informação, trabalhando em aspectos genéricos.

O trabalho de (LOCHER; LASKEY; COSTA, 2020) descreve procedimentos para
análise probabilística utilizando a ferramenta Netica®. Seletores de contexto são apresen-
tados na Figura 17, voltados para variáveis de interesse e busca destacar uma dependência
de contexto nos diferentes cenários apresentados. O modelo probabilístico apresentado
utiliza MEBN (Multi-Entity Bayesian Network) e PR-OWL (Probabilistic OWL).

Figura 17: seletor de contexto.

Fonte: (LOCHER; LASKEY; COSTA, 2020).

Os autores destacam a aplicação de lógica de primeira ordem em um modelo proba-
bilístico, que possui basicamente três abordagens: descrição da lógica probabilística que
está associada a representação do conhecimento, programação de lógica probabilística
que envolve a incerteza, e um modelo de grafo probabilístico dividido em redes de Mar-
kov e redes Bayesianas. Neste estudo, uma característica chave apresentada pelos autores
é que a capacidade de expressividade da lógica de primeira ordem permite modelar um
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problema do domínio onde existe uma combinação de parâmetros que pode ser expressa
numa rede Bayesiana (BN). Os autores destacam nessa pesquisa que a tabela de probabi-
lidade local (LPD) presente na BN, e que define uma distribuição de probabilidade para
as variáveis, passa a ser definida como sendo uma tabela de probabilidade condicional
(CPT). Neste sentido, a LPD possui uma forma funcional que define uma distribuição de
probabilidade condicional (LOCHER; LASKEY; COSTA, 2020).

Em (HILDEBRANDT et al., 2020) é proposto uma classificação de ontologias em
peso leve LWO (Lightweight Ontology ) que modelam propriedades e seus relacionamen-
tos, enquanto que as peso pesado HWO (Heavy Weight) possuem maior expressividade,
conforme apresentado na Figura 18, envolvendo a respresentação de regras. O artigo
utiliza como estudo de caso uma comparação entre duas normas da indústria como infor-
mação para formalização de conceitos.

Figura 18: ontologia para CPPS.

Fonte: (HILDEBRANDT et al., 2020).

No trabalho de (BENATIA; LOUIS; BAUDRY, 2020), os autores identificam a neces-
sidade de extrair e categorizar os eventos que causam interrupção na produção, conforme
apresentado na Figura 19. O trabalho busca fazer um agrupamento de itens frequentes,
envolvendo alarmes que representam falhas ocorridas, com base no local específico defi-
nidos por regras a partir de um algoritmo Apriori, considerando um suporte mínimo.

No trabalho de (NOUIOUA et al., 2021), uma abordagem aplicada em redes de te-
lecomunicações para gerenciamento de falhas é apresentada. Os autores destacam que
falhas podem causar uma série de eventos, que é uma mudança discreta de um estado
do sistema, podendo gerar notificações, que são enviadas para os usuário destes sistemas
como um alarme.

3.3.1.1 Considerações Finais

Os trabalhos apresentados nesta etapa e listados na Tabela 1 representam uma visão
geral das publicações anteriores e que propõem em alguns casos, modelos baseados em
cenários fictícios e não a um exemplo real de aplicação. Além disso, em sua maioria, os
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Figura 19: sistema de gerenciamento e manutenção do processo.

Fonte: (BENATIA; LOUIS; BAUDRY, 2020).

trabalhos mais recentes envolvendo semântica não objetivam a aplicação industrial. Al-
guns descrevem contextos para ambientes educacionais ou relacionado ao comportamento
do usuário e não de um processo. Alguns trabalhos apresentam modelos de contexto ba-
seados em ontologias, porém não buscam o uso de técnicas de mineração de dados ou de
processos para identificação de padrões de eventos para serem avaliados.

3.3.2 Inferência e Aprendizagem de Máquina

Durante a revisão bibliográfica, optou-se por dividir em duas tabelas os diferentes
conceitos abordados nesta pesquisa. Com isso, a fim de chegar a algumas considerações,
foram definidos os tópicos: tipo de inferência, que pode ser um teste de hipóteses ou
uma estimação; o método de inferência, que pode ser determinístico ou estocástico; o
formalismo de grafo, que pode ser um DAG ou um modelo de Markov; uso de inteligência
artificial, que representa o tipo de aprendizagem introduzido na Seção 2.6. Com relação a
este último tópico, relacionado a AI, foram escolhidos os termos relacionados as técnicas
de classificação ou de regressão (ZHIQIANG et al., 2017).

No trabalho de (YIN et al., 2012) um estudo de métodos, como PCA (Principal Com-

ponent Analysis) ou ICA (Independent Component Analysis) é apresentado numa aborda-
gem orientada a dados, no qual são utilizadas medidas estatísticas com limiares definidos
manualmente. Essa implementação pode dificultar a utilização em larga escala, uma vez
que é necessária uma análise individual para cada classe de falha. Destaca-se o uso do
benchmark TEP (Tennessee Eastman Process) para gerar uma base de dados do processo
simulado. Com base nos dados simulados a partir do TEP, este trabalho aplica uma técnica
não paramétrica para estimação da função densidade de probabilidade PDF (Probability

Density Function).
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No trabalho de (ZAYTOON; LAFORTUNE, 2013) uma visão geral sobre diferentes
métodos aplicáveis para diagnóstico de falhas a partir de eventos discretos é apresentada.
O artigo destaca que métodos diagnósticos para análise de falhas em processos tem avan-
çado no sentido de construir modelos probabilísticos que forneçam uma distribuição de
probabilidade. Nesta pesquisa é proposta uma análise do estado da arte sobre diagnóstico
de falhas a partir de eventos discretos. Uma classificação dos métodos de diagnóstico em
relação à aquitetura de decisão é apresentada dividida conforme a Figura 20. Observa-se
que as arquiteturas, embora possuam capacidades distintas, todas consideram um modelo
de inferência em comum, que são os conjuntos de eventos observáveis e não observáveis.
Segundo os autores, o principal problema de uma arquitetura descentralizada apresen-
tada na Figura 20b, é que os blocos que representam o site1 e o site2 podem descobrir
simultaneamente a ocorrência de uma falha. Além disso, existe uma incerteza associada
as informações disponíveis, que podem ser ambíguas, incompletas, apresentarem atraso e
possivelmente apresentar erros.

Figura 20 – distinção entre arquiteturas para diagnóstico de falhas: a) centralizada; b)
descentralizada e c) distribuída.

Fonte: (ZAYTOON; LAFORTUNE, 2013).

No trabalho de (CHEN; PETER; YAO, 2014) os autores utilizam uma janela desli-
zante para a técnica de detecção de falhas. O trabalho é centrado num modelo determi-
nístico que busca diagnosticar as falhas do processo TEP sem possuir um conhecimento
a priori, no qual uma rede neural é utilizada na classificação. Os autores apresentam os
resultados do modelo de aprendizado supervisionado e, ao mesmo tempo, destacam que
a principal contribuição do trabalho é o fato de não possuir um conhecimento a priori do
número de falhas e tipos.

Em (WANG et al., 2015), é apresentado um estudo que apresentou como objetivo a
elaboração de um modelo hierárquico, a fim de determinar a causalidade de alarmes, con-
forme apresentado na Figura 21, ressaltando uma análise causal baseada em entropia. Os
autores apresentam um framework conceitual e destacam a utilização de um cálculo da di-
ferença entre p-value e uma distribuição F-statistic (MONTGOMERY, 2005) para definir
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se existe ou não causalidade entre os dados de alarmes. Essa abordagem é implementada
a partir de dados de uma processo químico de Dimethylformamide (DMF), reduzindo a
média de alarmes apresentados por dia.

Figura 21: distinção entre topologias para análise causal: a) serial; b) paralelo.

Fonte: (WANG et al., 2015).

No trabalho de (WANG et al., 2016) uma visão geral dos sistemas de alarme indus-
triais é apresentada, com destaque para as principais causas de sobrecarga de alarmes e a
forma mais comum de detecção de um estado de alarme entre variáveis de processo rela-
cionadas. O trabalho dos autores contribui com uma representação de uma zona operaci-
onal normal de duas variáveis correlacionadas configuradas como alarmes. Se os pontos
de disparo de um alarme forem projetados de forma isolada, então uma área retangular é
formulada, sendo inconsistente com a zona de operação normal. Como resultado, falsos
alarmes podem estar presentes, conforme demonstrado como uma estrela na Figura 22.

Figura 22: diagrama esquemático de um estado normal com isolação de falsos alames.

Fonte: (WANG et al., 2016).

Segundo (ZHIQIANG et al., 2017), sobre o ponto de vista da automação industrial,
mineração de dados e ML surgem como ferramentas promissoras voltadas para atender ao
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dinamismo existente neste domínio. Conforme demonstrado na Figura 23, Data Mining e
Data Analytics são utilizados numa abordagem que permite avaliar se um padrão ou uma
falha ocorreu a partir de dados detectados, e permite fornecer subsídios para os respon-
sáveis pelos processos entender a condição operacional e estabelecer uma estratégia de
ação ou até mesmo de manutenção adequada em um tempo hábil. Os autores apresentam
que os métodos de aprendizagem de máquina supervisonado e não supervisonado corres-
pondem o maior número de aplicações em processos industriais. Contudo, os autores não
destacaram a existência de métodos de aprendizagem aplicando redes neurais para gerar
uma recomendação a partir de evidências.

Figura 23: metodologia aplicada na análise de dados.

Fonte: (ZHIQIANG et al., 2017).

No trabalho de (HAITAO; SHAOYUAN; BO, 2018) os autores propõem um método
de diagnóstico de falhas baseado em LSTM avaliado pelo benchmark TEP com uma abor-
dagem de classificação e uma normalização de lote para melhorar a convergência. As
etapas online e offline apresentadas na Figura 24, segundo os autores, dependem de um
número predefinido de iterações. Foi sugerido para antes do treino da rede um processo de
normalização em lotes de dados permitindo um processo de convergência mais atrativo,
segundo os autores, em comparação com a LSTM tradicional. Contudo, os autores apre-
sentam na conclusão uma capacidade do modelo em treinar com dados brutos e classificar
as falhas simultaneamente.

No trabalho em (ZHANG et al., 2018) uma revisão sobre RBM que considera varia-
ções no algoritmo para evitar o sobreajuste ao atualizar os pesos da rede neural é apresen-
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Figura 24: metodologia aplicada na análise de dados.

Fonte: (HAITAO; SHAOYUAN; BO, 2018).

tada. Além disso, a implementação com tensores permite o reduzir o número de parâme-
tros no modelo. Esses tensores são matrizes simples que contêm elementos de um único
tipo de dado (ABADI et al., 2016). No entanto, este é um artigo teórico que aborda sobre
a dependência nos dados, possibilitando a construção de um modelo preditivo.

No trabalho de (QINGQIANG; ZHIQIANG, 2019), os autores apresentam uma abor-
dagem probabilística utilizando GRBM (Gaussian-Bernoulli restricted Boltzmann ma-

chine) e RNN (Recurrent Neural Network). Este artigo propõe uma abordagem denomi-
nada rede probabilística sequencial, na qual uma rede LSTM recebe parâmetros de uma
RBM num processo de maximização da log-likelihood. Um Flowchart da arquitetura
apresentada pelos autores é apresentado na Figura 25. O artigo contribui com uma repre-
sentação do sentido da aprendizagem não supervisionada para supervisionada, utilizando
o algoritmo CD (Contrastive Divergence) no processo de aprendizagem da RBM Gaus-
siana (GRBM). Na proposta apresentada pelos autores, dados de um processo industrial
químico são utilizados para treino, sendo aplicada uma janela deslizante. Os autores suge-
rem que a metodologia apresentada permite que se tenha uma menor proporção de dados
reservados para treino.

No trabalho de (AZIZ et al., 2019), os autores aplicam um modelo a partir de um
algoritmo de inferência Bayesiana para prever situações de risco e realizar uma análise
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Figura 25: flowchart da metodologia desenvolvida aplicando redes neurais.

Fonte: (QINGQIANG; ZHIQIANG, 2019).

probabilística. Os autores apresentam um conjunto de evidências para investigação de
acidentes ocorridos em processos químicos. No entanto, este estudo inclui uma base
de conhecimento desenvolvida exclusivamente com a opinião de um especialista. Além
disso, o modelo proposto pelos autores não é voltado para situações preditivas avaliadas
em um tempo específico, apresentando apenas características de uma abordagem Bayesi-
ana típica que, embora permita a atualização do modelo a partir de novos conhecimentos,
não explora aspectos temporais em relação aos dados, que é uma das vantagens da apli-
cação da MEBN, onde redes Bayesianas são apresentadas como situações específicas.

No trabalho de (ROMEO et al., 2020), os autores apresentam uma abordagem com
aplicação de árvore de decisão aplicada para classificação, cuja intenção é entender por
que um determinado elemento foi atribuído a uma determinada classe. O framework da
abordagem a partir de algoritmos que foram encapsulados em uma plataforma na nu-
vem, que representa o núcleo principal da arquitetura implementada é apresentado na
Figura 26. O processo de aprendizagem de máquina proposto pelos autores se concentra
na abordagem de uma árvore de decisão, aplicando um o valor de Gini index para avaliar
a melhor divisão nas ramificações e a pureza dos nós. Na abordagem KNN (k-Nearest
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Neighbors), os autores sugerem que uma motivação para escolha dessa abordagem é um
menor esforço computacional na fase de treino. Contudo, não foi mencionado no artigo
que no processo de inferência, os dados são classificados a partir de uma processo de
associação com base na frequência de ocorrência dos vizinhos mais próximos, de forma
que o algoritmo encontra o número de clusters que se deseja, mesmo que para isso sejam
considerados atributos irrelevantes.

Figura 26: flowchart da metodologia desenvolvida aplicando processamento em nuvem.

Fonte: (ROMEO et al., 2020).

No trabalho de (ASRES et al., 2021), é apresentada uma abordagem de gerenciamento
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de alarmes voltada para sistemas de telecomunicações. Os autores aplicam ML no para-
digma de aprendizagem supervisionado para classificar dados de alarmes de uma rede
móvel ocorridos num período de 6 meses, sendo que foram aplicados dados de 4 meses
para treino e de 2 meses para testes. O problema de classificação de dados envolve o
processamento de fluxos de eventos, os quais indicam padrões e regularidades. O classifi-
cador é baseado em árvore de decisão, o qual permite extrair características dos alarmes.
Contudo, a proposta não considera gerar recomendações frente às demandas do operador
e necessita do rótulo de classificação e ser retreinada para aprender novos alarmes. Dessa
forma, tal proposta não aborda o aprendizado não supervisionado no que diz respeito a
capacidade de extrair características a fim de suprir a limitação destacada pelos os autores.

No trabalho de (SOLEIMANI; CAMPEAN; NEAGU, 2021), os autores apresentam
uma abordagem probabilística utilizando um modelo de Markov e uma BN. Um fluxo do
processo de detecção, isolação e predição de falhas, utilizando uma tabela de probabili-
dade condicional, cujos parâmetros são invariantes no tempo é apresentado na Figura 27.
Uma estrutura que concentra o processo de aprendizagem em uma etapa descrita como
Data Analytics, logo após a etapa de preparação dos dados operacionais é apresentada
neste trabalho. Um sistema automotivo é apresentado como estudo de caso pelos autores,
sendo que os dados avaliados são oriundos da ECU (Electronic Control Unit). Os autores
destacam que, diferentemente de um processo TEP, os mecanismos de falha e os aspectos
relacionados aos estados normal e em falha nem sempre são conhecidos ou estão disponí-
veis. Além disso, é proposta uma metodologia que busca reduzir a incerteza na predição
a partir da avalição de padrões de dados. Essa proposta tem características relacionadas a
abordagem Bayesiana.

No trabalho de (YANG et al., 2021), os autores propõem um método de BN baseado
em dados capaz de lidar com evidências observáveis consideradas para prever variáveis
de risco. Este trabalho busca evitar grandes tabelas de probabilidade condicional (CPTs)
e, com isso, reduzir o trabalho de cálculo para as variáveis de risco de nível intermediário.

No trabalho de (MAO et al., 2021), os autores apresentam uma abordagem probabilís-
tica utilizando RNN (Recurrent Neural Network). Técnicas para avaliar sob cada domí-
nio, os diferentes padrões presentes em um modelo de previsão de eventos, combinando
diferentes tipos de eventos são apresentadas neste artigo. Regras de causalidade que en-
volvem eventos causais específicos, conforme representado na Figura 28 são apresentadas
neste trabalho.

No trabalho de (TERZIYAN; VITKO, 2022), uma abordagem que permite gerar re-
gras semânticas por meio de árvore de decisão, aplicando um plugin denominado XAI
(Explainable AI) é apresentada. Uma análise de regras de decisão aplicadas para um ce-
nário industrial é apresentada. A ideia principal do trabalho apresentado pelos autores
é um modelo aplicado para classificação aplicando regras de decisão. Contudo, a pro-
posta não deixa claro se foi implementada uma ontologia ou se foram reutilizadas classes



55

Figura 27: flowchart da metodologia desenvolvida aplicando redes neurais.

Fonte: (SOLEIMANI; CAMPEAN; NEAGU, 2021).

e propriedades de outras ontologias de domínio e, com isso, permitindo a aplicação de
Semantic Web Rule Language - SWRL, que permite a identificação de uma situação que
está ocorrendo no presente. Sendo assim, tal projeto é diferente do trabalho apresentado
nesta tese, o qual visa o tratamento da incerteza existente diante das situações de interesse
e que envolve os eventos que ocorrem no ATS.

3.3.2.1 Considerações Finais

A maioria das pesquisas que aplica inferência no processo de raciocínio busca utilizar
estimativas. Além disso, um processo de definição de regras não é uma tarefa simples, que
envolve, em geral, atividades que nem mesmo o operador consegue descrever com deta-
lhes o que está fazendo, levando inclusive a um esforço ainda maior quando é necessário
um processo de mudança no domínio.

MEBN fornece uma maneira flexível para tratar essa questão envolvendo variáveis e
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Figura 28: representação da abordagem do conhecimento em relação aos eventos.

Fonte: (MAO et al., 2021).

CPTs, a partir de LPDs apresentadas na Seção 2.6.3. Observa-se que existe uma lacuna
com relação à inclusão de um modelo de contexto que defina um conjunto de estados
do ambiente e os modelos apresentados nos trabalhos relacionados, que permita inferir
situações a partir da análise de contexto e esta lacuna será explorada nesta tese.
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4 ABORDAGEM PROPOSTA

4.1 Visão Geral do Capítulo

O detalhamento da pesquisa com a especificação do modelo elaborado na presente
Tese de Doutorado será apresentado neste capítulo.

4.2 Introdução

A presente tese aborda etapas principais que tratam as oportunidades de pesquisa ava-
liadas na literatura. Inicialmente foram estudados os principais autores sobre modelos
ontológicos e aprendizagem de máquina, conforme apresentado nos capítulos anteriores.
Com isso foi possível alinhar o objetivo deste estudo para as abordagens que apresenta-
vam aspectos não abordados nos trabalhos relacionados, diante do problema identificado.

A abordagem desta tese permite a elaboração de um modelo preditivo que possibi-
lita inferir sobre os eventos presentes em uma situação. Um modelo de apoio orientado
à predição necessita de um mecanismo de inferência, que possa proceder um raciocínio
probabilístico e gerar recomendações, a partir da especificação de uma base de conhe-
cimento. Para arquitetura deste modelo, é proposta uma abordagem aplicável em um
Sistema Técnico Automatizado, do inglês ATS (Automated Technical System).

Uma metodologia que explora modelos probabilísticos é apresentada nesta tese. A
Figura 29 apresenta uma visão geral da proposta desenvolvida. Os componentes relaci-
onados ao processo offline presentes na arquitetura fazem parte da metodologia proposta
nesta tese, com base nos resultados e propostas interessantes dos trabalhos relacionados
trazidos dos capítulos anteriores.

4.3 Etapas do desenvolvimento da proposta

O modelo proposto especifica uma metodologia mais abrangente, que inicia-se a partir
da caracterização semântica e que envolve o entendimento do domínio. Assim, entende-
se que os requisitos de engenharia, bem como a definição de um problema e um plano
preliminar para atingir os objetivos podem ser implementados a partir de um modelo
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Figura 29: representação da proposta desenvolvida.
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Fonte: autor.

ontológico de contexto e com base na metodologia CRISP-DM. Um dos objetivos dessa
tese é a análise de como explorar o conhecimento em situações presentes no ATS. Para
isso, a mineração de dados é uma das etapas do KDD que permite reprisar e transformar
dados do processo em informações que podem ser utilizadas numa análise posterior.

Primeiramente o estudo teve como foco questões relacionadas ao formalismo semân-
tico e à dimensão de informação. Em seguida, foram pesquisados os conceitos relaciona-
dos à inferência e aprendizagem de máquina. Com este estudo, verificou-se que havia a
necessidade de elaborar um modelo voltado para predição e inferência aplicando uma tec-
nologia da Web Semântica em um ATS. Nesta tese, segue-se a visão de que dados gerados
no processo, como alarmes e eventos, permitem implementar um processo de inferência a
partir de um modelo de contexto, considerando uma caracterização semântica. Os blocos
de caracterização semântica, definição de contexto e base de conhecimento, e como estes
se relacionam para permitir o raciocínio probabilístico na abordagem desenvolvida são
apresentados na Figura 29. Estes blocos serão descritos em detalhes nas próximas seções.

4.3.1 Caracterização semântica

Um formalismo semântico implementado em PR-OWL para ATS é apresentado nesta
tese, permitindo inferir situações a partir do modelo de contexto. Neste caso, a presença da
incerteza deve ser tratada a partir de um modelo probabilístico, aplicando um tratamento
de hipóteses e evidências. Em meio a todas as definições apresentadas na fundamenta-
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ção teórica, nesta tese é desenvolvida uma ontologia LWO para ATS. Uma modelagem
que aplica ontologias envolve conceitos, e estes possuem aspectos que nem sempre são
expressos de forma suficiente. De todo modo, é possível incluir algumas regras e axio-
mas em uma LWO. Na comparação direta com (HU; CHEN; SHAH, 2018) e (BEZERRA
et al., 2018), observou-se que os trabalhos relacionados não fornecem subsídios semânti-
cos comparados ao modelo apresentado nesta tese.

A etapa de caracterização semântica, conforme representado na Figura 30, leva em
consideração a elaboração de uma ontologia de domínio (OWL) seguida de uma ontologia
probabilística (PR-OWL). Neste estudo, softwares open source são aplicados para ambas
as modelagens. Uma ontologia é apresentada nesta tese como sendo uma representação
das entidades pertencentes ao domínio e seus relacionamentos.

Figura 30: etapas do desenvolvimento da proposta.

Fonte: autor.

Conforme demostrado na Tabela 1, existe uma lacuna a ser explorada em relação a
modelos ontológicos probabilísticos identificados nesta tese como relevantes para ATS,
pois uma ontologia de domínio permite a especialização de conceitos classificados em ou-
tros níveis de conceituação. Diante das oportunidades de melhoria, em relação à dimen-
são de informação, foram considerados os trabalhos de (HILDEBRANDT et al., 2020)
na definição da ontologia LWO, (LOCHER; LASKEY; COSTA, 2020) e (CARVALHO;
LASKEY; COSTA, 2016) na determinação do formalismo semântico. Nas subseções a
seguir, são apresentadas as diferentes etapas e as justificativas que levaram à esta proposta
de tese.

Na etapa de modelagem, que antecede a implementação aplicando uma linguagem da
Web Semântica, são delineados os elementos contextuais que irão permitir que a informa-
ção obtida do domínio seja identificada em uma situação. Em seguida, foram utilizadas
as linguagens OWL-DL e PR-OWL, que permitem executar um conjunto de estruturas de
modelagem e representação do conhecimento. Para inferências de relações definidas na
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estrutura do modelo, e que é baseada na identificação de informações de interesse, um
modelo ontológico de contexto foi escolhido, pois permite uma especificação dos dados
presentes em um contexto e das hipóteses avaliadas. Essas hipóteses estão relacionadas
ao contexto e a forma como este contexto envolve as situações presentes em um domínio.

Situações envolvem eventos, que podem alterar os estados de um ATS e, com isso,
resultar em novas situações. Assim, a ontologia delimita o escopo à medida que define
quais os eventos participam de uma determinada situação.

Os passos na elaboração de uma ontologia seguem o método 101 apresentado na Seção
2.9.2, representados na Figura 31, e permitem estabelecer um entendimento sobre o domí-
nio a partir da especificação de um modelo conceitual. A etapa seguinte é a modelagem
probabilística, que tem como base o estudo apresentado por (CARVALHO; LASKEY;
COSTA, 2016), definida em quatro etapas, sendo a análise de requisitos, a elaboração de
um modelo conceitual probabilístico, a implementação deste modelo e os testes. Essas
etapas representam um processo de modelagem de ontologias probabilísticas, cuja imple-
mentação é apresentada no próximo capítulo.

Figura 31: etapas do desenvolvimento da ontologia probabilística.

Fonte: autor.

No processo de modelagem e implementação ontológico, seguindo conforme repre-
sentado na Figura 31, inicia-se com uma questão sobre qual o domínio está sendo tratado.
Em seguida é considerado o reuso de ontologias existentes, sendo possível remodelar para
o domínio em questão. Um requisito importante nesse passo é que, caso exista uma onto-
logia com a qual o sistema deva interagir, por exemplo se esse modelo proposto interage
com outros sistemas que já utilizam uma ontologia, essa deve ser considerada no modelo.
Para o passo seguinte, é importante implementar uma descrição em um vocabulário, que
pode ser feita por exemplo por um especialista no domínio, descrevendo os termos que
compõe a ontologia. Essa etapa possibilita manter uma documentação sobre o modelo,
sendo possível adotar os recursos das ferramentas que serão apresentadas ao longo desta
tese, que apresentam inclusive campos e diagramas que auxiliam na visualização durante
a construção do modelo. No passo quatro é prevista a definição das classes, e que segue
para o passo cinco, que é etapa onde é feita a definição das propriedades que permi-
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tem representar um relacionamento entre instâncias das diferentes classes. Ainda sobre
a definição das classes, nesse passo é utilizado o vocabulário com os respectivos termos
definidos no passo três. No passo seis, são definidas características para as propriedades.
O último passo da modelagem conceitual de base é usado para a criação de instâncias
individuais para as classes.

A linguagem OWL-DL possui como extensão a lógica descritiva FOL, apresentada
na Seção 2.9. Isso permite construir sentenças que possuem um significado no domínio.
Contudo, as interpretações sobre os axiomas presentes em um domínio são afetadas pelas
relações entre conceitos, e isso está associado a presença da incerteza. Na figura Figura 31
é representada uma sequência de etapas descritas no parágrafo anterior, destinadas a um
propósito voltado para construção de um modelo ontológico probabilístico para predição
de situações que estão presentes em um domínio. Uma rede Bayesiana pode ser usada
para tratar a questão que a FOL possui em relação a incerteza presente em abordagens
preditivas. Para isso, a construção de um modelo ocorre a partir das informações do do-
mínio e combina a representação dos tipos de entidades que fazem parte deste domínio,
descritos em OWL-DL, com o tratamento de incerteza coberto por um raciocínio apli-
cando PR-OWL.

Para descrever a modelagem de uma ontologia probabilística, é apresentado um exem-
plo hipotético para um processo industrial, conforme apresentado na Figura 32.

Figura 32: processo industrial hipotético.

Fonte: autor.

A ontologia apresentada na Figura 33, descreve os conceitos que representam em
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OWL a semântica de contexto para um domínio específico, implementada para o auxílio
em um processo de tomada de decisão para o exemplo em questão. Com relação às onto-
logias existentes para sistemas de manufatura e/ou para controle de processos, destaca-se
que nesta tese é proposta uma ontologia de domínio, a partir das referências listadas na
Tabela 1, entre elas (LIMA et al., 2013a), (LIMA et al., 2013b) e (LIMA, 2014), com di-
ferentes conceitos que foram observados durante a construção deste exemplo, mas even-
tualmente outras ontologias poderiam ser utilizadas. Após criadas as classes da ontologia,
são criadas as propriedades conforme representado na imagem. As propriedades de ob-
jeto são atributos comuns aos membros de uma determinada classe. Essas propriedades
são nós residentes em PR-OWL e, com isso, permitem estabelecer uma distribuição de
probabilidade local (LPD) para os respectivos nós.

Figura 33: visão sumarizada do modelo ontológico para um exemplo hipotético.

Classe Propriedade de Objeto

Legenda:
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Fonte: autor.

Os conceitos e as instâncias presentes neste exemplo são:

1. equipment: usado para descrever os equipamentos presentes nos processos. Neste
exemplo são incluídas as instâncias de equipamento para o processo B como sendo:
reactor, tank e pump;

2. state: usado para descrever os estados do ATS. Neste exemplo são incluídas as
instâncias de estado como sendo: normal, shutdown e upset;
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3. alarm: usado para descrever os alarmes. Neste exemplo são incluídas as instâncias
de alarme como sendo: alarm1, alarm2 e alarm3;

4. event: usado para descrever os eventos. Neste exemplo são incluídas as instâncias
de evento como sendo: ev1, ev2 e ev3;

5. action: usado para descrever as ações. Neste exemplo são incluídas as instâncias de
ação como sendo: act1 e act2;

6. situation: usado para descrever as situações. Neste exemplo é incluída a instância
de situação como sendo: reactive e maybeNextSituation ;

7. device: usado para descrever os dispositivos. Neste exemplo são incluídas as ins-
tâncias de dispositivo como sendo: sensor1, sensor2 e sensor3;

8. time: usado para descrever unidades de tempo discreto. Neste exemplo são incluí-
das duas instâncias de tempo como sendo: t0 e t1;

Na etapa seguinte, temos a modelagem conceitual probabilística, apresentada na Sub-
seção 2.9.3. A partir das informações do domínio, o modelo especifica os tipos de enti-
dades que o compõe, que são os eventos que ocorrem nesse domínio e a incerteza. Para
isso, são gerados fragmentos (MFrags) em uma PR-OWL. Existem 3 tipos de nós em
um fragmento. Neste trabalho é apresentado que o nó Residente classifica variáveis alea-
tórias e possue uma distribuição de probabilidade local definida na LPD. Nó de Entrada, é
uma variável que pode influenciar a distribuição de probabilidade de um nó Residente, en-
quanto que o nó de Contexto, define restrições que permitem validar as MFrags, podendo
assumir valores booleanos.

Esses nós representam o conhecimento que vincula as propriedades, por exemplo,
hasEvent de um equipamento e hasAlarm. Durante a modelagem, a propriedade hasAlarm

recebe um argumento st que se refere ao estado da planta. Assim, o nó recebe como
argumento uma variável. Em seguida são inseridos os estados, que podem ser valores
booleanos. O passo seguinte é a definição de uma distribuição local para hasAlarm, na
qual é inserido um valor de probabilidade a priori sobre um estado, com a indicação de
presença de um evento nesse estado em um momento no tempo. A MTheory completa
para esse exemplo é apresentada na Figura 34, sendo que as distribuições de probabilidade
locais (LPDs) estão indicadas por setas para os respectivos nós.

Neste exemplo, o processo denominado B representado na Figura 32 recebe como
entrada um produto vindo do processo A, e apresenta duas saídas a partir do tanque,
sendo uma passando pelo reator em direção ao processo C, e a outra que segue para o
processo D. Na configuração dos alarmes consta o monitoramento de nível e a vazão no
reator. Estes são apresentados em um painel para os operadores, sendo definido o Alarm1

para o sinal de vazão ev3 representado na direção do processo C, e que está relacionado
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Figura 34: construção do modelo conceitual probabilístico para um exemplo hipotético.

Fonte: autor.

ao nível do reator Alarm2, a partir do ev1 (Sensor1) que é apresentado como evidência,
e ao funcionamento da bomba.

Em relação ao funcionamento do processo, é possível controlar a vazão através do
setpoint da bomba. Também é possível controlar a partir da vávula moduladora, ins-
talada na tubulação em questão, cujo procedimento é denominado act1. Neste cenário
hipotético, foi estabelecido um procedimento para o final da produção que envolve o fe-
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chamento da válvula presente na entrada do reator, sendo esse procedimento denominado
act2.

4.3.2 Definição de Contexto

A análise de dados e a extração de conhecimento têm sido uma abordagem frequente
em diversas pesquisas, conforme apresentado nos capítulos anteriores. Optou-se neste
âmbito pelas metodologias existentes KDD e CRISP-DM, sendo usadas de forma com-
binada, para análise das sequências de eventos de interesse, permitindo identificar por
exemplo uma avalanche de alarmes em um ATS (SILVA; PEREIRA; GÖTZ, 2018). Uma
das áreas que se beneficia da aplicação destas metodologias é o Aprendizado de Máquina
(ou Machine Learning - ML). Neste sentido, é necessário estabelecer um processo de mi-
neração de dados antes de implementar um processo de aprendizagem de máquina. As
etapas desta abordagem seguem conforme representado na Figura 35.

O processo de KDD envolve a elaboração de um perfil (profile) dos dados através de
estatísticas para saber, por exemplo, quantas instâncias estão presentes num conjunto de
dados. Pacotes específicos para aplicações em software open source permitem avaliar um
sumário, que apresenta todas as estatísticas relacionadas ao conjunto de dados avaliado. A
metodologia CRISP-DM aplicada para mineração de dados, considera dados do processo
consolidados em um arquivo. Esses são processados por ferramentas de software citadas
acima e/ou em linguagens de programação de código aberto. As manipulações de dados
que combinam KDD e CRISP-DM nas etapas de avaliação dos dados, pré-processamento
e visualização apresentadas neste estudo, utilizam as linguagens e ferramentas destacadas
nos trabalhos relacionados. A opção por essas linguagens ocorreu em função do uso de
pacotes de computação e geração de gráficos observados nos trabalhos relacionados, e
que serão apresentados nos estudos de caso.

Durante o processo de descoberta de conhecimento temos a análise de características
presentes no conjunto de dados oriundos do processo, conforme apresentado na meto-
dologia KDD (Capítulos 1 e 2). Essa etapa é feita neste estudo por meio de diagramas,
por exemplo um diagrama aluvial, que permite identificar relações proporcionais entre
diferentes variáveis categóricas simultaneamente.

A descoberta de conhecimento em dados tradicionalmente apresenta a ideia da utili-
zação de uma metodologia para o planejamento e desenvolvimento de aplicações. Um
dos objetivos desta tese é que as propostas aqui presentes sejam flexíveis e que permitam
reuso. Desta forma, as características encontradas na literatura serviram como base para
a definição dos principais paradigmas adotados.

Essa proposta faz uso de redes neurais, tanto com aprendizagem supervisionada quanto
não supervisionada. Baseando-se nos conceitos apresentados nos capítulos anteriores,
chegou-se a uma proposta que avalia o comportamento de variáveis de processo, utili-
zando sequências multi-temporais de sinais de entrada e que foram posteriormente apli-



67

Figura 35: etapas do desenvolvimento da proposta.

Fonte: autor.

cadas como entradas nas camadas LSTM. Nesta tese foram treinadas duas redes neurais,
sendo uma RNN, que envolve um processo de aprendizagem supervisionado (Seção 2.4),
aplicada para séries temporais a partir de dados contínuos gerados pelo processo TEP.
Contudo, destaca-se que essa parte do estudo não utiliza a estrutura completa do modelo
proposto, ou seja, não aplica a etapa de caracterização semântica. É apresentado nessa
proposta uma abordagem que contempla dados contínuos, com foco no problema apre-
sentado no Capítulo 1, mais especificamente no acidente ocorrido na planta de pesticidas
da Bayer®. Os resultados dessa implementação serão apresentados no estudo de caso 2.
Para o estudo de caso 1, foi implementado uma máquina de Boltzmann restrita, do inglês
RBM (Restricted Boltzmann Machine), que é uma rede neural que envolve um processo
de aprendizado não supervisionado, que recebe na camada de entrada (visível) dados do
domínio. A camada escondida da rede neural, conforme representado na Figura 7, cap-
tura as características principais dos dados de entrada. Assim, os valores pré-processados
presentes na entrada da RBM são apresentados com uma informação sobre o domínio em
relação aos eventos no ATS.

O treino da rede ocorre a partir de valores de pesos entre os nós existentes na RBM,
sendo que estes valores de pesos do treino são utilizados novamente para reconstruir as
entradas. Embora sejam aplicados os mesmos pesos, o valor reconstruído na entrada não
é o mesmo valor que foi apresentado durante o treino. Um dos motivos para essa questão
é que não existe uma interconexão entre nós da mesma camada. Cada nó presente na
camada escondida h da RBM recebe a informação de todos os nós da camada visível v.
Uma descrição para a RBM foi apresentada na Seção 2.5.3.

Um pré-processamento dos dados é necessário para a etapa de treino da rede neural
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e envolve mineração de dados. A parte específica neste ponto é apresentar na entrada da
RBM dados resultantes de pré-processamento, o que significa preparar os dados para o
processo de aprendizado. Nesse processo de mineração de dados é necessário executar
uma série de etapas, que envolvem por exemplo a análise de dados faltantes, a extração de
atributos para o treino a partir de estatísticas sobre uma determinada variável e que pode
ser analisado por meio de diagramas, sendo possível aplicar diagramas do tipo aluvial
(Sankey), e que foram adotados nesta tese.

A escolha pela RBM foi no sentido de aprender uma distribuição de probabilidade não
conhecida a partir de dados do domínio. O treino ocorre a partir de uma amostra dessa
distribuição, devido ao problema gerado pela constante Z, apresentada na equação (3), e
que representa uma soma de todos os valores de todos os estados possíveis do sistema.
O modelo de aprendizagem que foi implementado nessa abordagem permite realizar uma
amostragem, considerando a distribuição de probabilidade inferida a partir dos dados do
domínio e, com isso, compreender por meio dos padrões de dados o comportamento do
processo, extraindo informações de características do domínio.

Outra vantagem ao implementar essa rede neural artificial é a opção de fixar uma
determinada unidade visível e buscar uma estimativa para, por exemplo, um dado faltante.
Isso é importante na medida em que são observados os dados oriundos de um processo e
é um dos pontos destacados na literatura.

O modelo de grafo probabilístico da RBM busca encontrar novas estruturas, a fim
de generalizar o modelo, aplicando funções parametrizadas que maximizam um valor de
probabilidade, conforme apresentado no Capítulo 2. Com relação ao processo de amostra-
gem de Gibbs, este utiliza o método de aproximação numérica, considerando o gradiente
da log-likelihood. Essa técnica de treino da RBM é inspirada na física estatística, e está
relacionada a uma distribuição de Boltzmann que permite treinar o modelo com um nú-
mero reduzido de passos. Assim, o estado de todas as variáveis presentes em uma camada
da RBM passa por um processo de amostragem, que gera um distribuição de probabili-
dade a partir de um amostrador de Gibbs, que tem como base o MCMC, apresentado na
Seção 2.6.2.

4.3.3 Modelo Híbrido de Inferência Preditiva

As abordagens da literatura relacionadas a sistemas de alarmes industriais não tratam
de uma modelagem e implementação semântica probabilística, que considere dados his-
tóricos e evidências, apresentado nesta tese como um modelo híbrido, e que é o foco deste
trabalho. A presente abordagem incorpora preceitos de Inteligência Artificial e da Web
Semântica voltada para inferência preditiva, procurando avaliar padrões em dados que
permitam estabelecer regras que possam ser processadas pelo raciocínio probabilístico. A
modelagem de hipóteses em relação à probabilidade de falhas (PoF) é facilitada por meio
da RBM na qual ocorre uma redução da dimensionalidade no espaço de características
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dos dados a partir da camada escondida da rede, sendo que cada uma destas característi-
cas presentes na camada oculta extrai informações que são de interesse. Essa abordagem
permite entender o padrão de dados que é apresentado na entrada da rede neural, ou seja,
obtemos um significado para esses dados por meio de uma representação probabilística.
A PoF expressa um conhecimento sobre o domínio, de modo que uma distribuição de
probabilidade inferida a partir dos dados do domínio é aplicada no entendimento do com-
portamento do domínio em questão. Assim, o resultado obtido é um conhecimento com
um determinado grau de certeza sobre as hipóteses investigadas, contribuindo no processo
de tomada de decisão.

A aplicação de regras juntamente com ontologias, envolve a semântica dos conceitos,
relacionamentos e atributos definidos na ontologia. Em relação à ontologia probabilís-
tica, essa acrescenta regularidades estatísticas que caracterizam o domínio e considera a
incerteza sobre as formas de conhecimento. Assim, é possível determinar a probabilidade
através de PR-OWL (Probabilistic OWL), tendo como base a linguagem OWL apresen-
tada na Seção 2.9.1, de uma situação acontecer no futuro próximo por meio de MEBN
(Multi-Entity Bayesian Network).

Nessa tese o foco é a identificação de situações preditivas que envolvem o conjunto
de caraterísticas do domínio definidas em um nível semântico, através de um fragmento
(MFrag), e que não mudam num intervalo de tempo, permitindo identificar a situação. Os
atributos necessários para implementação das regras presentes nos nós residentes, e que
são definidos nos fragmentos, são extraídos a partir de dados do domínio. Assim, o pro-
cessamento a partir de PR-OWL permite inferir a situação gerando uma rede Bayesiana
de situação específica, do inglês SSBN (Situation Specific Bayesian Network).

As SSBNs são geradas a partir dos templates (MFrags), criados para modelar a in-
certeza em relação as características que descrevem as entidades e seus relacionamentos.
Uma entidade é descrita por predicados de contexto, forma a base de conhecimento, in-
clui elementos do domínio que participam da interação entre o especialista ou operador e
o ATS e definem as dependências das variáveis aleatórias. Examinando as características
que descrevem as entidades, definidas na ontologia como propriedades de tipos de dados,
são encontrados os padrões que definem a distribuição de probabilidade local. Nós de
contexto são criados para os tipos de entidades que são variáveis ordinárias e que são as
condições que deverão ser atendidas para tornar válido o fragmento.

Neste exemplo, as relações semânticas que estão vinculadas a instâncias de Event,
Situation, State e Action é que permitem gerar a SSBN. As regras que são detectadas
a partir dos nós residentes presentes nos fragmentos da MEBN, seguem o formato que
envolve uma condição e uma ação. A partir dos registros do domínio são avaliados os
padrões de eventos que envolvem as variáveis deste domínio num padrão representado
pelas LPDs da Figura 34. Este exemplo simplificado modela o conhecimento sobre um
determinado estado da planta, que depende dos eventos que ocorrem a partir do nó de
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entrada isAtCurrentEvent(st,t).

Os fragmentos modelam o conhecimento do domínio e consideram uma distribuição
de probabilidade dos eventos que fazem parte de uma situação. Os valores de probabili-
dade são definidos em uma LPD (Local Probabilty Distribution) presente no nó residente,
podendo ser definida pelo especialista no domínio. As crenças sobre o domínio, que são
os valores a priori, são atualizadas a partir de evidências. A geração das regras tem com
base o modelo de contexto, de forma que as relações semânticas recebem essas variáveis.
Por exemplo, no fragmento Equipment-MF, temos o nó residente actualState conectado
com o nó isAtCurrentEvent, presente no fragmento State-MF, por meio do nó de entrada
isAtCurrentEvent(st,t) envolvendo a condição ev1. Neste caso, a LPD identifica qual o
atributo da variável equipamento participa da situação específica. Os valores dos atributos
funcionam como uma restrição, gerando um recurso interessante para o modelo, restrin-
gindo as escolhas para os outros nós de contexto associados a essa LPD. Dessa forma,
as ações indicadas são representadas pelos diferentes estados do processo. Quando uma
situação anormal de operação definida pelos eventos presentes no fragmento (State-MF)
for detectada, a rede é gerada de acordo com o conjunto de templates que formam a teoria
(MTheory).

4.3.4 Raciocínio Probabilístico

A definição de contexto reúne as informações sobre o ambiente e permite avaliar as
situações que ocorrem no ATS. Além disso, permite reunir evidências para implementa-
ção de um teste de hipóteses. Essas informações são capturadas por meio de resultados
fornecidos pela mineração de dados, resultando nas hipóteses. Em (ZHIQIANG et al.,
2017), é destacado que a aprendizagem de máquina supervisionada e não-supervisionada
representam o maior percentual de aplicações presentes nas indústrias, pois possibilitam
o compartilhamento de capacidade computacional. Isso foi decisivo na escolha dessas
duas abordagens para essa tese, na perspectiva de um modelo voltado para a indústria.
Contudo, verificou-se que o modelo apresentado nesta tese possui funcionalidades que
podem ser aplicadas por outros domínios, conforme apresentado no estudo de caso 1.

Conforme representado na Figura 36, essa etapa possui duas entradas, que são das
etapas de caracterização semântica e da definição de contexto. Em (BETTINI et al.,
2010), é apresentado que a modelagem de informações de contexto reduz a complexidade
das aplicações e, nesse sentido, é proposto para essa etapa uma abordagem aplicando
inferência, que permite raciocinar sobre o contexto. Uma abordagem parcial aplicando
somente a etapa da definição de contexto, ou seja, sem a caracterização semântica também
foi prevista e será apresentada nos estudos de caso presentes no Capítulo 6.

Uma rede Bayesiana é um modelo descrito na forma de grafo e que representa depen-
dências probabilísticas entre variáveis. Essa rede separa os parâmetros que especificam
a distribuição de probabilidade e a base de conhecimento. Assim, é possível avaliar uma
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Figura 36: etapas do desenvolvimento da proposta.

Fonte: autor.

hipótese apresentando evidências. Contudo, antes da apresentação de uma evidência, a
probabilidade para uma determinada hipótese é considerada um valor a priori. Além
disso, a aprendizagem dos parâmetros da rede envolve uma distribuição de probabilidade.
Por exemplo, em (AZIZ et al., 2019), é destacado que o uso de redes Bayesianas facilita a
atualização do modelo usando novas informações, sendo que as informações são baseadas
no conhecimento do especialista.

Nesta tese, a base de conhecimento presente na arquitetura recebe como entrada o
contexto identificado oriundo da definição de contexto e o modelo semântico de contexto,
de forma que a distribuição de probabilidade local recebe informações aprendidas sobre
os dados gerados pelo ATS. De maneira geral, a inteligência artificial também representa
o mecanismo de inferência, constituindo a parte lógica do sistema, e os dados são infor-
mações que definem o contexto identificado, permitindo uma etapa de inferência que é
uma etapa de raciocínio presente na metodologia.

4.3.4.1 Aprendizagem paramétrica

A rede neural treinada é utilizada para verificar a probabilidade de falha como variável
alvo. Para construir esse modelo de grafo probabilístico, é necessário conectar a rede ao
conjunto de dados e executar o treinamento sobre a amostra binária uniforme. Para isso,
utiliza-se cadeia de Markov com um exemplo de treinamento, de forma que a cadeia
esteja perto de convergir para uma distribuição final. Assim, amostras são obtidas logo
após um processo de amostragem de Gibbs, sendo que a distribuição das camadas da
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rede é derivada de uma função de energia. A aplicação deste método é possível, dado
que o tamanho da camada visível corresponde a dimensão dos dados (DAHL; ADAMS;
LAROCHELLE, 2012).

O processo de raciocínio necessita da etapa de mineração de dados, conforme repre-
sentado na Figura 37, que possibilita conhecer quais atributos das variáveis carregam uma
informação de interesse e estimar um valor desconhecido. Assim, o modelo se adapta aos
dados a partir do aprendizado dos parâmetros num processo de aprendizagem de máquina.

Figura 37: etapas do desenvolvimento da proposta.

Fonte: autor.

Entre as principais características de funcionamento de um ATS e os elementos do
processo que requerem interação humana, existe um conjunto de variáveis que contém
as informações necessárias para um processo de aprendizagem, permitindo a geração de
modelos preditivos. O contexto do ATS é representado por um conjunto destas variá-
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veis, e pode ser tratado como uma situação que se mantem por um período de tempo.
Neste sentido, o funcionamento de um ATS envolve a ocorrência de eventos. Nesta tese,
evidências e hipóteses são parâmetros de uma distribuição probabilística que geram um
modelo referente ao domínio de interesse. As hipóteses correspondem aos parâmetros do
modelo e que representam uma crença sobre o domínio. Para isso, hipóteses estatísticas
são avaliadas em um determinado nível de confiança.

Este trabalho propõe a análise de situações de processo presentes em um ambiente
que depende da atuação operacional. Desta forma, a pesquisa está focada em abordagens
que permitam uma integração através da análise computacional e de métodos como os
de regressão, permitindo predizer o comportamento da variável monitorada no processo.
Esta é uma questão crítica, especialmente porque as falhas exigem uma ação ou análise
em um momento específico e possuem um significado para os operadores.

4.3.4.2 Inferência usando BNs

A crença que possuímos sobre uma situação é representada por uma descrição pro-
babílística e que é atualizada. A estratégia encontrada a partir desta metodologia articula
as condições nas quais uma abordagem é relevante para outra, ou seja, os valores das
distribuições de probabilidade que alimentam as LPDs também são gerados a partir do
processo de aprendizagem não supervisionada. O valor do aprendizado gerado a partir do
módulo de definição de contexto, presente nesta metodologia, é aplicado como um valor a

priori. Assim, um valor de propriedade da abordagem frequentista é usado na abordagem
Bayesiana permitindo gerar uma estimativa a posteriori.

O raciocínio implementado nesta tese tem como base o formalismo de um ontologia
probabilística, que permite inferir sobre os eventos que fazem parte de uma situação.
Assim, a situação e os eventos estão inseridos em um contexto modelado a partir da
caracterização semântica.

Entender as situações sobre o processo pode melhorar significativamente a capacidade
de gerenciamento destes ambientes. O núcleo de situações anormais permite identificar as
causas principais, ou seja, os dados são usados para dar sentido as situações que, em geral,
também são complexas. Conforme o surgimento de novas situações ao longo do tempo,
representado na Figura 42, a metodologia deverá considerar momentos em que ocorrem
as situações de interesse onde, por exemplo, um comportamento reativo é inevitável.

Existe uma ilustração apresentada inicialmente por (OGDEN; RICHARDS, 1923) que
representa os artifícios humanos utilizados para melhor compreender e se comunicar, bus-
cando a partir de uma organização mental, comunicar para outros indivíduos as situações
de um domínio, para representar simbolicamente um domínio a fim de auxiliar a sua com-
preensão e facilitar tal comunicação. Neste trabalho, coloca-se como principal questão de
pesquisa a necessidade de um modelo que expresse um domínio a partir da conceituação
compartilhada, conforme apresentado em (GUIZZARDI, 2005), que aproxime os concei-
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tos existentes entre homem e máquina na interpretação de determinadas situações.
Seguindo no exemplo iniciado na etapa de caracterização semântica, digamos que du-

rante a produção ocorra um alarme de nível baixo do reator. Uma premissa para inclusão
de alarmes em um processo é que este alarme deve possuir relação com uma ação ope-
racional, de modo que corrija a anormalidade no processo. Para observar a influência de
uma ação torna-se necessário observar uma relação de causalidade entre os eventos. Neste
exemplo, digamos que o operador não saiba exatamente o que fazer, tomando a decisão
de fechar a válvula (valve1) da entrada do reator, executando assim a ação act2. Uma
vez que esteja definida a situação através de um modelo semântico, é possível inferir a
probabilidade para uma situação específica diante desta ação, conforme apresentado na
Figura 38. Caso seja adotada a ação act1, o resultado pode ser acompanhado conforme
apresentado na Figura 39.

Figura 38: ssbn gerada para um exemplo hipotético.

Fonte: autor.

Na Figura 40, são apresentados os alarmes que são gerados neste exemplo. É possível
observar que, logo após a ocorrência do alarme 2 (nível baixo no reator) ocorre o alarme
1 (vazão). Esses alarmes foram apresentados para destacar que o processo pode gerar
outros alarmes na sequência do alarme inicial, resultando em questões apresentadas no
início deste texto, incluindo a interrupção dos processos.

4.3.5 Representação das Situações

Os eventos presentes em uma BN são tratados como variáveis aleatórias. Conside-
rando que os nós da BN são representados por variáveis do tipo boolean, estas variáveis
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Figura 39: ssbn gerada para um exemplo hipotético.

Fonte: autor.

Figura 40: alarmes gerados para um exemplo hipotético.

Fonte: autor.

passam a ser representadas em uma LPD, que pode ser preenchida com informações apre-
sentadas por um especialista no domínio e/ou, com os valores gerados através de ML, que
nessa tese é permitido pelo processo de aprendizagem não supervisionado, descrito na
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Seção 4.3.2 deste capítulo, permitindo um processo semi-automatizado para implemen-
tação das LPDs. Na comparação direta com (AZIZ et al., 2019) e (SOLEIMANI; CAM-
PEAN; NEAGU, 2021), observou-se que os trabalhos relacionados apresentam apenas a
aplicação das informações geradas pelo especialista, quando comparados a metodologia
apresentada nesta tese.

Nesta tese, a escolha pelo PR-OWL permite, por meio de uma MTheory, conforme
apresentado na Figura 41, a implementação de uma MEBN. A abordagem proposta nesta
tese visa gerar recomendações aos usuários de um ATS sobre situações preditivas, a partir
de um modelo definido semanticamente para permitir um processo de inferência probabi-
lística diante de um contexto. Contudo, não se pode deixar de lado a questão da incerteza.
Para isso, propõe-se a análise da entropia. A partir dessa abordagem, são definidas rela-
ções entre entidades do domínio, de forma que a situação corrente é representada como
um comportamento em um intervalo de tempo, onde eventos dão significado para uma
situação.

Figura 41: representação do PR-OWL.

Fonte: (DA COSTA, 2005)

Conforme apresentado na Figura 42, foram definidos 3 contextos. O contexto atual
envolve uma situação corrente, que é avaliada durante uma unidade de tempo discreto im-
plementado no PR-OWL. O contexto histórico envolve uma situação que pode ser repri-
sada a partir da ocorrência dos eventos no domínio. Por fim, o contexto preditivo envolve
uma situação preditiva. Nesta proposta, são apresentadas evidências que resultam em
um valor de probabilidade para uma determinada situação preditiva a partir de uma con-
sulta que gera a SSBN. Contudo, as ocorrências no processo presentes no contexto atual
também podem ser avaliadas por meio de regras semânticas (SILVA; PEREIRA; GÖTZ,
2018). Por fim, o contexto histórico resgata os eventos que ocorreram em determinadas
situações passadas. Assim, aplicando a metodologia proposta neste capítulo, é possível
extrair um conhecimento a partir de um conjunto de dados, que irá permitir modelar uma
situação e, com isso, gerar recomendações que auxiliam no processo de tomada de deci-
são, tornado mensuável o que é importante, que são as situações, ao invés de apresentar
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alertas para todos os eventos individuais que são gerados durante um processo e apresen-
tados, por exemplo, pelos sistemas de gerencimento de alarmes tradicionais, conforme
apresentado nos capítulos anteriores.

Figura 42: representação das Situações.
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Fonte: autor.

4.4 Considerações Finais

A partir da metodologia desenvolvida para prever o comportamento, por exemplo de
uma falha no processo relacionado, será possível demonstrar que ela permite derivar em
novos métodos inteligentes com o intuito de auxiliar a operação do processo, permitindo
conter o avanço da propagação de falhas, permitindo estimar o efeito de uma propaga-
ção de falha lógica de controle onde múltiplos alarmes podem ser disparados. Esta seção
apresentou o método desenvolvido para ATS que explora modelos probabilísticos, a fim
de determinar a probabilidade de uma situação a partir de um modelo contextual da defi-
nição da situação.

Um projeto experimental para teste de hipóteses incluído na abordagem clássica é
apresentado nesta tese. Nesta abordagem, o modelo da RBM, que é uma máquina esto-
cástica, na qual o processo de aprendizagem ocorre a partir de uma função de otimização
da distribuição de probabilidade é apresentado.

O aprendizado sobre os eventos auxilia na construção de uma LPD para que um pro-
cesso de inferência preditiva por meio de uma BN seja possível. Além disso, o modelo
resultante combina evidências que, durante um processo de raciocínio probabilístico, en-
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volve o aprendizado de padrões implícitos nos dados, permitindo auxiliar na tomada de
decisão a partir de uma resposta quantitativa sobre uma variável de interesse.

Por fim, um modelo de aprendizagem é desenvolvido, e busca analisar o comporta-
mento de variáveis de processo, utilizando sequências multi-temporais de sinais de en-
trada e que serão posteriormente aplicadas como entradas nas camadas LSTM.
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5 IMPLEMENTAÇÃO

5.1 Introdução

A implementação feita para validar os resultados obtidos é apresentada neste capítulo.
A metodologia possui uma estrutura na qual destacam-se a abordagem híbrida descrita na
Seção 4.3.3 e os métodos estatísticos e de aprendizado de máquina aplicados a base de
dados gerados por meio de simulação e a partir de um ambiente real.

As metodologias de mineração de dados permitem estabelecer um modelo de predi-
ção sobre situações. Além disso, possibilitam uma manutenção prescritiva que envolve
prognóstico e tomada de decisões induzidas pelo conhecimento gerado pelas abordagens
estatísticas e algoritmos de aprendizado de máquina implementados.

A etapa de definição de contexto inicia-se pelas metodologias de KDD e CRISP-DM,
envolvendo várias decisões que são humanas e iterativas, não triviais e que passam pela
preparação dos dados. Os trabalhos relacionados destacam que essa etapa de preparação
de dados em especial, consome a maior parcela do tempo de projeto, podendo ser superior
a soma de todas as outras etapas juntas. A iniciativa de desenvolvimento da metodologia
CRISP-DM surgiu com a motivação de estabelecer um modelo independente de plata-
forma, apresentando uma documentação que define o projeto em termos de um problema
de análise de dados. Assim, o problema que antes era gerar um conhecimento necessá-
rio para o domínio avaliado, passa a ser um problema de mineração de dados. Na etapa
de compreensão dos dados, busca-se assegurar a qualidade dos dados obtidos, sendo que
nessa etapa também são aplicados métodos estatísticos, por exemplo para uma análise
quantitativa.

5.1.1 Análise dos dados em termos de suas relações

A implementação de um modelo para análise de variáveis de processo a partir de da-
dos permite encontrar padrões interessantes, que são os primeiros achados e que compõe
as hipóteses. Durante a preparação dos dados, foi observado um grande número de dados
faltantes em relação as variáveis escolhidas, e sabe-se que a presença de dados apro-
priadados é vital para o resultado desta etapa. Como a metodologia CRISP-DM possui
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uma interação entre as etapas de preparação dos dados e a modelagem, optou-se por um
algoritmo geralmente aplicado nessa etapa, e que fosse compatível com o objetivo do pro-
cesso. Assim, foi escolhido o algoritmo Apriori (TAN; STEINBACH; KUMAR, 2009),
implementado em Python para encontrar itens frequentes a partir dos registros operacio-
nais disponíveis. O algoritmo realiza múltiplos passos sobre os dados considerando um
suporte mínimo. Nesta etapa foram definidos filtros para reduzir o total e regras geradas
pelo algoritmo a partir de valores de suporte, do Lift e o valor de confiança mínima. A
Figura 43 representa a primeira etapa envolvendo a preparação e modelagem dos dados,
na busca por padrões.

Figura 43 – visão parcial da avaliação dos registros, com destaque para o padrão gerado
pelo modelo apriori em relação às variáveis de interesse.

Fonte: autor.

A tarefa de selecionar os dados relevantes para o problema de mineração, em seguida
aplicar as transformações necessárias, extrair regras de associação, testar com múltiplos
parâmetros, interpretar e avaliar os resultados, depende da qualidade dos dados. Quando
existem dados incompletos ou faltantes, é necessário adotar uma estratégia, como por
exemplo, eliminar registros incompletos ou completar segundo heurísticas que não são
padronizadas. Ambas as tarefas não são triviais. A primeira implica na perda de registros
associados aos dados faltantes. A técnica aplicada nesse processo, chamada listwise dele-

tion, permite remover as linhas da tabela que possuem dados faltantes. Por exemplo, em
um registro podem haver dados de algumas das variáveis enquanto que para outras, po-
dem estar incompletos, com registros incorretos ou mesmo ausentes. A segunda também
requer avaliação dos dados, sendo possível em alguns casos, completar com um valor da
média ou da mediana da variável em questão. Contudo, isso impacta na distribuição dos
dados. Além disso, para dados de determinadas variáveis, como por exemplo o Ponto
(Gear Box), essa estratégia não se aplica, sendo necessário adotar outras técnicas, como
por exemplo a aplicação da RBM. No caso de variáveis categóricas, além das técnicas
relatadas, foi aplicada uma análise com um mapa de palavras, a fim de encontrar infor-
mações a partir do relatório operacional, que pudessem ser utilizadas para identificar um
registro faltante, por exemplo de uma rota. As variáveis categórias foram mapeadas para
permitir algumas visualizações, bem como o processo de aprendizagem. Nos estudos
de caso, essas variáveis estão representadas por um prefixo correspondente. Assim, os
registros mapeados permitem identificar posteriormente as variáveis de origem.
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5.1.2 Extração de informações a partir da aprendizagem

O raciocínio probabilístico envolve a incerteza presente em um domínio específico e
sua estrutura de dados. Um evento possui características que são consideradas variáveis
aleatórias e que possuem várias dimensões. Na abordagem de um processo inferencial
é possível avaliar situações preditivas, que envolvem esse processo de raciocínio. Dessa
forma, a sintaxe consiste em declarações sobre situações e melhor representa o conheci-
mento do ATS, e que será apresentado no estudo de caso 1 do próximo capítulo. Consi-
derando duas abordagens distintas com relação à interpretação dos dados, observa-se que
durante uma análise determinística é necessário observar as características dos eventos
como séries de valores de n variáveis. Neste sentido, foi implementado uma RNN com
camadas LSTM, e que será apresentada num estudo de caso 2.

Nesta tese, é proposto o uso de aprendizagem de máquina não supervisionado a partir
do treino de uma RBM, aplicada para aprender uma distribuição de probabilidade não
conhecida sobre dados gerados no ATS. A linguagem de programação utilizada para im-
plementação e treino dessa rede neural artificial foi o Python. Existem várias linguagens
de programação que permitem essa implementação. Por exemplo, em Matlab® é possível
utilizar caixas de ferramentas específicas para o processamento de dados e aprendiza-
gem. Contudo, optou-se pelo Python por ser amplamente utilizado na indústria. Para
auxiliar nessa implementação, com relação à análise exploratória de dados, importação
e visualização, foram instaladas as caixas de ferramentas pandas, seaborn e matplotlib.
Para implementar a rede neural, foi instalada a caixa de ferramentas TensorFlow (ABADI
et al., 2016). Em seguida, para a manipulação dos pesos da rede neural, foi instalada a
caixa de ferramentas numpy. O conjunto de dados resultante da etapa de mineração dos
dados é armazenado em um arquivo no formato CSV (Comma-Separated Values), sendo
que as colunas representam variáveis relacionadas ao processo, enquanto que as linhas
correspondem aos registros de ocorrências no ATS.

A análise probalilística sobre um conhecimento avaliado a partir de variáveis do do-
mínio apresentada nesta teste, trata de um processo de aprendizagem que não possui um
valor ou conceito alvo associado, baseado na otimização que leva em consideração o cál-
culo do gradiente, a fim de maximizar a log-likelihood. Em resumo, são pequenos ajustes
que vão aproximando o gradiente do menor valor de energia, ou seja, otimizando os pe-
sos que são coeficientes de uma função linear e, com isso, atualizando a rede neural na
direção do menor erro. Esses pesos presentes na rede são inicializados em um tensor,
associados a todos os parâmetros da camada visível, dada a camada oculta. Assim, é
possível inicializar o valor dos pesos com uma distribuição normal. Também é necessário
inicializar um valor de bias para a probabilidade do nó visível dado o nó oculto, e para
a probabilidade do nó oculto dado o nó visível. Contudo, o cálculo do gradiente é subs-
tituído por um processo de amostragem dos nós ocultos de acordo com a probabilidade
p(h|v), que é a probabilidade da camanda oculta dada a camada visível, que considera a
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função de ativação, que possibilita a aproximação do gradiente por meio do processo de
amostragem de Gibbs.

O modelo de Gibbs permite amostar k vezes os nós ocultos e visíveis da rede neural
artificial. Os dados de entrada são apresentados e, baseado na probabilidade p(h|v), é
realizado um processo de amostragem para o conjunto de nós ocultos. Em seguida, esses
nós ocultos são amostrados para a entrada, sendo as características detectadas a partir da
camada de entrada. Assim, define-se o conjunto de características que se deseja observar
através do modelo, e que irá resultar no número de nós ocultos presentes na rede. A
RBM é treinada a partir de um número definido de passos, e que é superior aos realizados
durante os testes com dados não observados. Para treinar o modelo, é necessário definir o
número de lotes e de épocas. Com isso, o treino inicia-se com um lote de observação com
os dados da entrada. Contudo, é necessário transformar os dados cartegóricos, permitindo
que o modelo aprenda correlações de valores que estarão codificados.

A RBM recebe como entrada os dados do ATS. O algoritmo implementado é o CD
(Contrastive Divergence) disponível em (FISCHER; IGEL, 2012), que busca aproximar
a log-likelihood, para uma função de energia dependente dos pesos da rede. O processo
de otimização dos pesos resulta na minimização a energia. Isso permite maximizar a
log-likelihood do conjunto de treinamento. Para minimizar a energia ou maximizar a
log-likelihood, é realizado um cálculo do gradiente. As aproximações deste gradiente
ocorrem em ajustes na direção do menor valor de energia. Uma etapa de normalização
é necessária para usar na função de ativação no processo de aprendizado de máquina. É
necessário definir uma faixa entre zero e um, pois todos os novos valores pré-processados
estão nesta faixa. Depois disso, é necessário criar uma nova estrutura de dados para
aplicar essas normalizações como uma nova variável que contém o conjunto de dados do
processo, normalizados entre zero e um.

5.2 Implementação do Modelo

5.2.1 Abordagem Clássica

Uma característica da abordagem clássica é que as causas podem ser inferidas a par-
tir da repetição de experimentos. Um experimento é um teste que pode ser aplicado
para identificar quais variáveis apresentam maior influência em uma variável de resposta
(MONTGOMERY, 2005). O projeto de experimentos estuda o planejamento e a execu-
ção, reduzindo a influência de variáveis não controláveis e, portanto, com maior precisão.
O planejamento fatorial permite estudar os efeitos de certos fatores em uma variável de
resposta. Os resultados obtidos e os testes experimentais são analisados por meio de mé-
todos estatísticos. Além disso, a análise da entropia permite prover uma formalização da
informação de probabilidade predita.

Um teste de hipóteses é um procedimento que utiliza dados no processo, de forma
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que considera fixos os parâmetros enquanto que os dados, que são conhecidos a partir do
domínio, são variados. Nesta tese, os testes de hipóteses são realizados a partir de uma
árvore de decisão. Para implementação da árvore de decisão em Python, foi instalada a
caixa de ferramenta sklearn. Essa biblioteca também foi utilizada na fase de mineração de
dados para codificar os dados categóricos das variáveis, como por exemplo as diferentes
rotas presentes neste domínio.

5.2.2 Abordagem Bayesiana

5.2.2.1 Modelo usando UnBBayes

Em um cenário de aplicação de engenharia, uma motivação comum incluída na etapa
de entendimento do negócio (domínio) orienta um grupo de especialistas de diferentes
áreas do negócio, para agregar e investigar dados com base na experiência do grupo, para
resolver um problema e/ou explorar oportunidades. Esse objetivo é então transformado
em um problema específico de mineração de dados. Durante a fase de compreensão dos
dados, as hipóteses para o problema são formadas com base em premissas qualificadas.
Variáveis são coletadas, bem como a geração de recursos com relação ao objetivo da mi-
neração de dados. Depois disso, a fase em que um modelo de estimativa de probabilidade
e LPDs são construídos. Na fase subsequente, o modelo é testado e os resultados são
avaliados de acordo com as evidências.

As etapas de implementação que suportam a metodologia proposta são resultado da
incorporação das tecnologias que foram adotadas. Nesta etapa de caracterização semân-
tica, foi realizada uma especificação inicial de grupos, entidades, objetivos e hipóteses,
conforme demonstrado na Figura 44. Tais definições são feitas no UnBBayes, utilizando
por exemplo o plug-in UMP-ST (HABERLIN, 2013), que permite uma documentação
durante a implementação do modelo. Para outras especificações, como por exemplo a de-
finição das distribuições de probabilidade, é aplicado o plug-in MEBN/PR-OWL também
disponível no UnBBayes, e que será apresentado ao longo deste capítulo.

O processo de raciocínio sobre as situações, conforme exemplo apresentado no capí-
tulo anterior, permite incorporar o contexto na estrutura do modelo. Com isso, é possível
avaliar situações específicas a partir de consultas (Query) que geram, a partir de rela-
ções semânticas definidas no modelo conceitual probabilístico, as SSBNs. O processo de
aprendizagem usando BN leva em consideração as relações causais existentes na estrutura
da rede e de seus parâmetros. Na arquitetura apresentada nesta tese, são consideradas as
técnicas de inferência, tendo em vista um processo de atualização de crenças.

A definição da situação futura envolve a incerteza. Para isso, uma rede Bayesiana é
um modelo de grafo flexível para expressar uma distribuição de probabilidade conjunta
em hipóteses interrelacionadas. Assim, permite a representação da incerteza de forma
semântica. Um modelo ontologico probabilístico apresenta o conhecimento sobre um
domínio e a incerteza associada a esse conhecimento. Para isso, optou-se pelas linguagens
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Figura 44: painel para edição do UMP-ST.

Fonte: autor.

probabilísticas de primeira ordem Multi-Entity Bayesian Networks (MEBNs) (LASKEY,
2008).

O modelo desta abordagem considera uma distribuição de probabilidade relacionada
aos parâmetros de interesse. Além disso, considera-se o grau de incerteza presente na
informação e que envolve um conhecimento denominado como a priori. Uma vez que os
dados são observados, assumimos que estes foram gerados num processo randomizado e,
desta forma, temos uma distribuição paramétrica, ou seja, possuímos uma crença a priori

sobre um determinado parâmetro.

A abordagem Bayesiana permite a aquisição, representação e utilização do conhe-
cimento. Além disso, é possível realizar um processo de atualização de crenças, dadas
evidências. O processo de inferência ocorre a partir de uma distribuição calculada a pos-

teriori, combinando as informações a priori e as evidências. Assim, a inferência Bayesi-
ana envolve uma atualização de valores, onde o valor da probabilidade de uma variável do
domínio está presente em uma tabela que representa uma distribuição de probabilidade.

5.2.2.2 Ontologia Probabilística

Um modelo de apoio orientado ao conhecimento necessita de um mecanismo de infe-
rência para gerar recomendações a partir da especificação de uma base de conhecimento.
Para arquitetura deste modelo, é proposta uma metodologia aplicável em sistemas técni-
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cos automatizados (ATS). A implementação de métodos para raciocinar sobre o domínio
envolve as entidades de contexto a partir da base onde os dados são pré-processados. A
partir desta metodologia, relações semânticas são definidas, incluindo evidências observá-
veis permitindo construir uma BN que possui um conjunto de valores numéricos presentes
na LPD.

Para a representação de ontologias foi utilizado como ferramenta o Protégé (STAN-
FORD, 2019), que permite vários formatos de representação, executando um conjunto
de estruturas de modelagem de conhecimento. Na Figura 45, são apresentadas etapas na
implementação do modelo semântico em OWL.

Figura 45 – modelo semântico implementado utilizando Protégé OWL. A) definição das
classes, b) definição das propriedades de objeto.

Fonte: autor.

A primeira etapa da implementação do modelo conceitual de base para a ontologia de
domínio faz uso do Protégé. Essa ferramenta permite construir a ontologia utilizando a
tecnologia da Web Semântica. Para isso são definidos os conceitos e os relacionamen-
tos que representarão o domínio. Classes tem por objetivo representar elementos que
possuem um significado no domínio e são especializadas a partir de uma classe padrão
owl:Thing. Para inferências de relações de conhecimento baseada em conhecimentos pré-
existentes utilizou-se ferramentas de Reasoning. Uma justificativa para a aplicação de
tecnologias semânticas é a consistência na representação dos conceitos. Uma vez relaci-
onados através de propriedades que contém uma informação específica sobre o domínio,
isso resulta em um novo conhecimento, possibilitando um processo de atualização do
conhecimento.

A ontologia representa um conhecimento sobre o domínio e permite definir quais as
características fazem parte de uma situação, conforme apresentado no exemplo da Fi-
gura 38. As condições semânticas que definem uma situação corrente envolvem as infor-
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mações presentes em um contexto atual. Essas informações são definidas por eventos que
ocorrem numa situação e, em geral, são geradas a partir das ações que podem ser manuais
ou automatizadas. Com relação a situação preditiva, essa toma por base uma ação que já
ocorreu, e que está presente em uma situação histórica.

Um processo de modelagem da situação é possível a partir de um modelo ontológico
probabilístico. Para a etapa de modelagem seguinte utilizou-se UnBBayes (CARVALHO;
LASKEY; COSTA, 2016), que permitiu o aprendizado e raciocínio sobre as redes pro-
babilísticas. A capacidade computacional atualmente disponível, aliada ao conhecimento
expresso por meio de modelos semânticos, ontologias, pode ser usado tanto para mode-
lagem quanto para raciocínio sobre contexto. O uso de motores de inferência permite
o raciocínio a partir de regras e ontologias sendo programas que inferem consequências
lógicas, com base em fatos ou axiomas.

Em ontologias probabilísticas, ao descrever o conhecimento sobre um domínio e uma
incerteza associada a esse conhecimento de forma fundamentada, não há necessidade de
que todas as relações de uma ontologia sejam probabilísticas, conforme apresentado na
literatura. A representação funcional básica da ontologia probabilística implementada é
apresentada na Figura 46. Além disso, as partes modeladas com a extensão do PR-OWL
devem formar uma teoria MEBN válida e as condições que devem ser satisfeitas são
representadas pelos nós de contexto apresentados na Figura 47.

A MEBN expressa um conhecimento a partir de regularidades estatísticas presentes
em cada fragmento (MFrag), e que formam uma base de conhecimento. Nesta tese, os
resultados obtidos do processo de aprendizagem são aplicados na especificação das tabe-
las de probabilidade condicionais que alimentam uma distribuição sobre as entidades que
caracterizam um contexto.

Para o cálculo da distribuição de probabilidade, é possível calcular a distribuição de
probabilidade conjunta a partir das probabilidades condicionais locais. Dessa forma é
possível uma análise da probabilidade de um trem estar envolvido em uma situação de
interesse (Reactive).

5.2.2.3 Rede Bayesiana Multi-Entidade - MEBN

Ontologias probabilísticas permitem descrever o conhecimento sobre um domínio e
uma incerteza associada com esse conhecimento. O modelo probabilístico utiliza lingua-
gem de primeira ordem MEBN, na qual os fragmentos (MFrags) expressam a incerteza no
relacionamento entre as entidades. Esses fragmentos fazem parte de uma MEBN theory

(MTheory) que expressa a distribuição de probabilidade das situações que envolvem as
entidades do domínio, conforme apresentado na Figura 47.

Os fragmentos (MFrags) são expressos por uma tupla (LASKEY, 2008):

F = (C, I,R,G,D) (14)
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Figura 46: modelo conceitual probabilístico

.
Fonte: autor.

onde, C representa a informação sobre atributos das variáveis, a partir de um conjunto
de nós de contexto presentes em um fragmento. I representa nós de entrada. R representa
um conjunto de nós residentes. G representa a estrutura do grafo. Por fim, D representa
uma distribuição de probabilidade das relações entre os nós.

Conforme apresentado, a representação de incertezas em uma ontologia é possível
usando uma abordagem probabilística. A evidência é adicionada na teoria MEBN como
axiomas, diretamente nos modelos (MFrags) representados na Figura 48. A base de co-
nhecimento é salva conforme destacado na imagem. Um MFrag individual é representado
por uma BN típica. Assim, variáveis são representadas por nós que possuem uma relação
com as entidades do domínio por meio de suas propriedades, enquanto que os arcos da
BN representam um dependência entre os nós.

5.2.2.4 Rede Bayesiana de Situação Específica - SSBN

Essa fase da implementação corresponde a etapa de raciocínio probabilístico apre-
sentado na proposta. Para o cálculo da distribuição de probabilidade, o método avalia
a distribuição de probabilidade conjunta a partir das probabilidades condicionais locais.
Um aspecto relevante é que uma MEBN não fornece um padrão para LPD. O processo de
raciocínio e inferência do MEBN é realizado por uma questão que implica a geração de
uma Rede Bayesiana de Situação Específica, do inglês SSBN (Specific ), representados na
Figura 49b, e que representa uma Rede Bayesiana. Assim, é determinado a probabilidade
de uma situação preditiva envolvendo um veículo (ambiente ou domínio) em um tempo
específico, definido conforme representado na Figura 49a.

Dada a importância na gravidade da situação, que em geral resulta na confiabilidade
do processo, este método propõe uma nova arquitetura voltada para ATS. A previsão da
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Figura 47: modelo conceitual probabilístico.

Legend: Nodes

Resident

Context

Input

Situation MFrag

State MFrag

Action MFrag

Vehicle MFrag

Fonte: autor.
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Figura 48 – representação da MFrag Situation implementada nesta tese a partir do plugin
MEBN no UnBBayes.

Fonte: autor.

Figura 49: ssbn gerada pelo plugin UnBBayes.

Fonte: autor.
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condição de falha desempenha um papel fundamental para a ferrovia que será apresentada
no estudo de caso, permitindo analisar a situação atual e calcular a maior probabilidade
de uma situação de interesse ocorrer. Nesse contexto, os sistemas recomendação surgem
como uma opção para ATS. Assim, o modelo estrutura um contexto altamente relevante,
de consciência de situação.

5.3 Considerações Finais

Uma abordagem, voltada para a questão semântica de contexto, permitindo identificar
uma situação a partir de padrões de eventos é apresentada neste trabalho. A partir do re-
conhecimento de uma situação em um determinado contexto ontológico, uma abordagem
baseada no conhecimento parece ser mais eficaz para essa tarefa. O uso da ontologia foi
adequado para formalizar esse conhecimento probabilístico, a partir de uma Rede Baye-
siana. A inferência em BN está relacionada a atualização de crenças que ocorre por meio
da apresentação de evidências.

Uma das principais motivações desta pesquisa é a análise de informações de contexto
que fornecem subsídios para uma recomendação, necessária para auxiliar a operação,
através de procedimentos de projeto baseados no processo de descoberta de conhecimento
em dados.
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6 ESTUDOS DE CASO

6.1 Estudo de Caso 1: Trens Urbanos

Para mostrar como a abordagem proposta nesta tese pode ser utilizada num estudo de
caso real, este trabalho focou no desenvolvimento de uma arquitetura para um problema
especializado, a fim de facilitar o processo de percepção e tomada de decisão a partir de
dados históricos e relacionamentos semânticos, que definem uma abordagem híbrida de
inferência preditiva.

6.1.1 Descrição da aplicação

O estudo de caso apresentado demonstra a aplicação deste modelo em um cenário
real. São avaliados os registros relacionados às caixas de transmissão e engrenagens
(gear boxes) e os motores elétricos de tração (motores de indução e inversores de ten-
são), conforme representado na Figura 50. São considerados os registros de 25 trens
durante o período de 10 anos, mais especificamente relacionado a dois grupos de motores
chamados MA e MB, com quatro motores cada grupo. Neste estudo será apresentada
uma comparação entre à abordagem clássica e o uso de ontologia probabilística, a fim de
mostrar as vantagens da metodologia proposta nesta tese.

Figura 50: representação do motor de tração.

Fonte: adaptado de (MOAVENI; FATHABADI; MOLAVI, 2020).
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6.1.1.1 Visão geral

No estudo foram avaliados dados de 25 trens metropolitanos da empresa Trensurb
(TRENSURB, 2022), que fazem a ligação metropolitana entre as cidades de Porto Ale-
gre e Novo Hamburgo, passando por diversas cidades da região metropolitana de Porto
Alegre, conforme representado na Figura 51. São trens elétricos da primeira aquisição
de trens da Trensurb na década de 80 e foram fabricados por um consórcio de empresas
Japonesas: Nippon Sharyo Seizo Kaisha, Hitachi e Kawasaki Heavy Ind.

As rotas podem estar relacionadas as cidades em destaque na Figura 51. Também
podem ser consideradas rotas os trechos entre estações. Com base nestes trechos, foram
investigados os registros operacionais referentes às falhas ocorridas nos 8 motores de tra-
ção identificados nos registros históricos. Além disso, considerou-se como rota o trecho
entre estações para objeto de estudo, bem como as variáveis velocidade e Ponto, que são
governadas pelos requerimentos operacionais específicos da rota.

Figura 51: rotas Trensurb.

Fonte: (TRENSURB, 2022).

6.1.1.2 Falhas em motores de tração

Todos os trens avaliados neste estudo são movidos por motores de indução, controla-
dos por inversor de tensão e conectados à caixa de transmissão (Gear Box). A operação
requer a confiabilidade do motor para garantir que ele funcione sem falhas. São avalia-
das informações relevantes a fim de facilitar o treinamento dos algoritmos de aprendizado
para as situações de interesse (MOAVENI; FATHABADI; MOLAVI, 2020).

Existe uma variedade de falhas relacionadas ao sistema de tração responsável pelo
movimento dos trens, e que fazem com que o sistema de proteção atue, como por exemplo
sensores, motores elétricos, dispositivos eletrônicos de potência, etc (GARRAMIOLA
et al., 2018). Alem disso, existem características específicas que estão relacionadas ao
movimento dos trens e que possuem uma relação com as falhas relatadas. Conforme
destacado na Figura 52a, a caixa de transmissão está conectada entre o motor elétrico e
o eixo. Na Figura 52b, é apresentado um coeficiente de adesão que está relacionado ao
movimento entre rodas e trilhos (HILL, 1994). Neste sentido, observa-se que as variáveis
velocidade e Ponto (Gear Box) estão intimamente ligadas às falhas neste processo.
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Figura 52 – a) transmissão de tração e a adesão entre rodas e trilhos ferroviários, b) gráfico
do coeficiente de adesão em relação ao movimento das rodas.

Fonte: adaptado de (HILL, 1994).

6.1.2 Uso da Abordagem Clássica

A abordagem frequentista necessita que as probabilidades representem os relaciona-
mentos dos eventos que ocorrem em uma determinada frequência, avaliadas em uma
amostra. Assim, o padrão que é gerado, por exemplo, a partir de uma repetição das
medições, possui uma distribuição de probabilidade amostral.

A abordagem dessa seção envolve estatística inferencial preditiva. O propósito da
análise é inferir a probabilidade de falha (PoF) nos motores de tração dos trens. A análise
estatística permite uma caracterização sobre o valor da PoF, que é inferida a partir das
observações condicionadas aos padrões de eventos que ocorrem no domínio. Para isso,
são utilizados dados históricos a fim de conhecer a PoF, permitindo tomar decisões rela-
cionadas a esse parâmetro, estimando um evento de falha futura, na qual a distribuição irá
depender do valor da PoF.

Um número significativo de falhas ocorreu nos Pontos 3 e 4 (Gear Box), conforme
demonstrado à direita na Figura 53 do gráfico de Sankey. Apesar dessas falhas estarem
relacionadas com a velocidade superior a 70 km/h, conforme demonstrado na Figura 54,
quando relacionadas a um Ponto específico melhoram o processo de avaliação, conforme
demonstrado na Figura 55. Assim, os dados de entrada do modelo estão relacionados às
falhas ocorridas neste ambiente.

Para este estudo, a forma de avaliar o desempenho do modelo ocorre por meio da mé-
trica chamada erro médio quadrático RMSE (Root Mean Squared Error) (KOFI; LUO;
QUIN, 2013), (SALAKHUTDINOV; MNIH; HINTON, 2007). A arquitetura offline apre-
sentada neste modelo permitiu gerar uma base de conhecimento para recomendações que
contemplam os requisitos para um processo online.

A RBM é implementada para aprendizagem de situações presentes, por exemplo, em
um comportamento anormal no processo, minimizando o log-likelihood apresentada no
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Figura 53 – ocorrências registradas nas diferentes Rotas presentes no domínio em relação
ao Ponto (Gear Box).

Fonte: autor.
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Figura 54: rotas onde ocorreram falhas em relação à velocidade em Km/h.

Fonte: autor.
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Figura 55: registro de falhas.

Fonte: autor.

Capítulo 2, Equação (4). Para atingir o objetivo de teste de contexto, este modelo estende
as melhorias apresentadas inicialmente em (YU; MAIRESSE; YOUNG, 2011), ou seja, a
abordagem de arquitetura adaptativa de contexto. O trabalho atual combina a abordagem
proposta com um mecanismo de raciocínio. Como esta tese propõe uma nova arquitetura
que leva em consideração o contexto, que são conceitos clássicos, referências relevantes
para essas áreas de estudo podem ser encontradas em, (HINO; MURATA, 2014), (QUIN-
LAN, 1986), e (YU; MAIRESSE; YOUNG, 2011).

Este estudo foi dedicado a inferências que dependem de evidências, aborda dados ge-
rados em um ambiente operacional real, e buscou adquirir mais informações a partir um
motor de raciocínio guiado por likelihood. Contudo, os trabalhos relacionados são ge-
rais para essas questões, principalmente em relação aos aspectos operacionais diante de
determinadas situações. Os experimentos conduzidos investigaram os efeitos de falhas,
considerando o uso de cenários de teste randomizados. Assim, esta abordagem permite
rejeitar ao nível de significância de 95% a hipótese de que os fatores apresentados não in-
fluenciam na probabilidade de falha. A partir da mineração de dados é possível identificar
os principais eventos relacionados a um determinado ambiente. Conforme observado na
Figura 56, existem dezenas de rotas neste ambiente relacionadas a este histórico de falhas.
Este diagrama facilita a observação do relacionamento entre as variáveis no gráfico. Uma
análise utilizando estes resumos gráficos permitem verificar a relação entre as variáveis e
seguir relatando os resultados das análises.

A situação analisada por meio do modelo, a partir de uma sequência de eventos, valida
a situação de interesse e permite apresentar a probabilidade desse evento ocorrer. Para
atender a essa demanda, este modelo avaliou dados registrados durante o período de 10
anos.

6.1.2.1 Setup dos Experimentos

Para a condução dos experimentos, os parâmetros de simulação envolvidos estão re-
sumidos na Tabela 3. As contribuições deste modelo podem ser apresentadas nas análises
práticas e nos insights de avaliação. A simulação com diversos cenários foi realizada para
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Figura 56: ocorrências em relação às rotas.

Fonte: autor.

avaliar o impacto das falhas em motores de tração na ferrovia considerada.

Tabela 3: parâmetros do projeto de experimentos.
Código do Fator Rota Velocidade Ponto

A1 Rota-1 - -

A2 Rota-8 - -

A3 Rota-16 - -

B1 - 70 -

B2 - 80 -

B3 - 90 -

C1 - - 3

C2 - - 4
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O cenário de teste avaliou três rotas, três valores de velocidade e dois Pontos dife-
rentes. O objetivo é analisar como a variável relacionada afeta a operação do trem. Para
isso, aplicou-se um planejamento fatorial para o experimento (MONTGOMERY, 2005), a
fim de identificar os fatores que influenciam as falhas em motores de tração. Esses testes
avaliam a influência dos fatores e suas interações na variável de resposta. O teste usado
para avaliar os resultados foi o teste estatístico tipo F.

As seguintes hipóteses foram definidas para este estudo de caso:

1. influência do fator A (Rota) na probabilidade de falha.
H0:τi= 0 - Fator A não tem efeito sobre a variável de resposta.
H1:τi ̸= 0 - Fator A tem efeito sobre a variável de resposta.

2. influência do fator B (Velocidade) na probabilidade de falha.
H0:βj= 0 - Fator B não tem efeito sobre a variável de resposta.
H1:βj ̸= 0 - Fator B tem efeito sobre a variável de resposta.

3. influência do fator C (Ponto) na probabilidade de falha.
H0:ϕk= 0 - Fator C não tem efeito sobre a variável de resposta.
H1:ϕk ̸= 0 - Fator C tem efeito sobre a variável de resposta.

4. influência da interação entre os fatores A.B na probabilidade de falha.
H0:(τ.β)i,j= 0 - Interação dos fatores A.B não tem efeito sobre a variável de res-
posta.
H1:(τ.β)i,j ̸= 0 - Interação dos fatores A.B tem efeito sobre a variável de resposta.

5. influência da interação entre os fatores A.C na probabilidade de falha.
H0:(τ.ϕ)i,j= 0 - Interação dos fatores A.C não tem efeito sobre a variável de res-
posta.
H1:(τ.ϕ)i,j ̸= 0 - Interação dos fatores A.C tem efeito sobre a variável de resposta.

6. influência da interação entre os fatores B.C na probabilidade de falha.
H0:(β.ϕ)j,k= 0 - Interação dos fatores B.C não tem efeito sobre a variável de res-
posta.
H1:(β.ϕ)j,k ̸= 0 - Interação dos fatores B.C tem efeito sobre a variável de resposta.

7. influência da interação entre os fatores A.B.C na probabilidade de falha.
H0:(τ.β.ϕ)i,j,k= 0 - Interação dos fatores A.B.C não tem efeito sobre a variável de
resposta.
H1:(τ.β.ϕ)i,j,k ̸= 0 - Interação dos fatores A.B.C tem efeito sobre a variável de
resposta.

Existem fatores controláveis relacionados às falhas em motores de tração, e estes são
dispostos em um projeto fatorial. Cada experimento contém todas as combinações de
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fatores. Conforme explicado acima, a combinação dos códigos com fatores (A, B e C)
define os parâmetros de cada configuração experimental realizada, como o caso A1B1C1
exemplificado com Rota_1, com Velocidade de 70 km/h no Ponto 3. Os resultados da
análise podem ser realizados a partir do teste de hipótese (contexto) (MONTGOMERY,
2005).

A Tabela 3 resume os parâmetros de realização de simulações elaboradas no planeja-
mento de experimentos apresentados nesta seção, em que a primeira coluna é a rota com
um código de fator controlável para cada valor. A segunda coluna é a velocidade com um
código para cada valor em quilômetros por hora.

Neste modelo, a hipótese é rejeitada ou não com um nível de significância de 95%.
Este nível exige um experimento com tamanho amostral igual a 18, graus de liberdade
com dois e quatro para o fator do numerador e 17 para o fator do denominador, que é
expresso por um valor tabulado F0,05,2,17 = 3,59 e F0,05,4,17 = 2,96 obtidos em (MONT-
GOMERY, 2005). Simplificando, a hipótese é rejeitada se seu valor F for maior que o
valor crítico apresentado anteriormente.

Como pode ser observado na configuração experimental realizada ajustando os parâ-
metros como rota, velocidade e Ponto apresentados anteriormente na Tabela 3, seguindo
uma randomização das rodadas de simulação. Os procedimentos são repetidos até que
todas as observações necessárias sejam obtidas. Após a execução, todos os resultados
foram processados e tabulados com software R.

6.1.2.2 Resultados e Discussão

Os resultados apresentados nesta seção exploram as hipóteses apresentadas e testadas
em um experimento fatorial. Para essa avaliação, os resultados obtidos foram condu-
zidos pela análise da variância ANOVA (DEVORE, 2009). Os pressupostos da análise
de variância dos resíduos são normalmente distribuídos com média zero e desvio padrão
constante. As premissas são normalidade, independência e igual variância. O planeja-
mento fatorial se mostrou prático, proporcionando uma análise sólida dos dados coletados
durante o experimento (MONTGOMERY, 2005).

Os resultados obtidos nas simulações com os dois Pontos e três rotas avaliados neste
estudo de caso e apresentados na Tabela 3, possibilitaram analisar o efeito nas suas apli-
cações e o impacto imposto pelas falhas. A independência dos dados é garantida por meio
da randomização da ordem das rodadas do experimento.

A probabilidade de falha é investigada por meio de um conjunto de testes experimen-
tais. Considerando as premissas relatadas em (MONTGOMERY, 2005), os experimentos
apresentados nesta tese exploram os efeitos das falhas conforme apresentados e discuti-
dos nesta seção. Entre as análises realizadas, resíduos vs ajustes indicam a randomização
apropriada dos experimentos. A independência dos dados foi garantida através da rando-
mização da ordem das rodadas do experimento.
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Os fatores presentes neste ambiente são organizados em um experimento. O modelo
linear é

yijkl = µ+ τi + βj + ϕk + (τ.β)i,j + (τ.ϕ)i,k + (β.ϕ)j,k + (τ.β.ϕ)i,j,k + ϵijkl. (15)

onde τi é o efeito do fator Rota (A), βj é o efeito do fator Velocidade (B) e ϕk é o
efeito do fator Ponto (C). O teste estatístico considera o Mean Square (MS) num teste de
hipóteses, onde

MS
′
= MSC +MSABC = 0.23759 + 0.01140 = 0.24899 (16)

e

MS
′′
= MSAC +MSBC = 0.0259 + 0.03040 = 0.0563 (17)

O efeito do fator Ponto pode ser calculado a partir de

F =
MS

′

MS ′′ =
0.24899

0.0563
= 4.422 (18)

Comparando o valor calculado de F = 4.422 com os valores tabelados F0.05,2,17 =

3, 59 e F0.05,4,17 = 2, 96 disponíveis em (MONTGOMERY, 2005), temos que é possível
rejeitar a hipótese nula com 95% de significância.

Os experimentos realizados visaram avaliar o comportamento da probabilidade de
falha (PoF), sendo possível observar esse comportamento a partir das variáveis rota e
velocidade, considerando uma variação da variável Ponto. Analisando a interação com
a variável rota (ver Tabela 3), é possível observar na Figura 57 PoF, como o Ponto 4
influencia neste resultado em comparação ao Ponto 3.

Observou-se neste experimento, na Figura 58, um aumento da entropia, que é obser-
vado com relação às mudanças na variável Ponto. Além disso, os resultados apresentados
indicam que o aumento da PoF, ocorrido entre as rotas 2 e 3, também está relacionado
à mudança do Ponto. Por fim, observa-se que com o Ponto 4, relacionado ao fator C2,
e todos os valores do fator B (ver Tabela 3), sendo combinações considerando 3 rotas, e
com todos os valores de velocidade, ocorre um aumento da PoF, sendo possível observar
inclusive pela variação da entropia.

6.1.2.3 Considerações Finais

O modelo apresentado neste estudo contempla um projeto de experimentos, sendo
que os requisitos foram derivados da literatura. Isso ressalta a importância da abordagem
desenvolvida com base nos dados operacionais. Como a RBM é um modelo matemático
de um experimento probabilístico, o objetivo do aprendizado da RBM é em função de
otimização da distribuição de probabilidade. A informação não está localizada em um
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Figura 57: carta multi-variável para PoF.

Fonte: autor.

Figura 58: carta multi-variável para entropia.

Fonte: autor.
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único neurônio, e sim na distribuição entre diversos neurônios. Além disso, observa-se
que a arquitetura desenvolvida pode beneficiar a operação do Metro, a partir de procedi-
mentos de projeto baseado no processo de descoberta de conhecimento em dados e teste
de contexto (hipóteses).

Este modelo demonstra a aplicação da abordagem desenvolvida a partir de um cená-
rio real. Os resultados permitem concluir que, ao considerar o contexto, essa metodologia
ajudou a melhorar o modelo baseado em ML. A contribuição dessa abordagem é a ca-
pacidade de prever situações para dar suporte aos operadores, considerando a severidade
das situações presentes em um ATS, que, em geral resultam em perdas de produção e
confiabilidade do processo. Ao aplicar a metodologia desenvolvida, observou-se que as
ações operacionais para corrigir as condições do processo, ocorrem diante de incertezas.
Isso é um problema sugerido nos trabalhos relacionados, porêm não detalhados. Além
disso, foi possível analisar este problema levando em consideração a informação da en-
tropia. Essa abordagem contribuiu para implementação da abordagem Bayesiana, que
será apresentada a seguir.

6.1.3 Uso da Abordagem Bayesiana

A estatística Bayesiana permite considerar a incerteza presente na informação avali-
ada do domínio no processo decisório. Dessa forma, os parâmetros e as evidências são
tratados como semelhantes, embora sejam percebidos no domínio de forma diferente.
Além disso, um conhecimento a priori é um valor probabilístico que participa na repre-
sentação da incerteza e que descreve uma crença em relação às hipóteses. Neste ponto,
tradicionalmente considera-se a experiência de um especialista para informar esse valor.
Assim, é possível, num processo inferencial, partindo dos eventos, chegar aos parâmetros
que representam as causas que geraram esses eventos. Contudo, observa-se que o número
de hipóteses muda conforme o contexto. Considerando os valores estimados, resultantes
da abordagem clássica, é possível regular os parâmetros para observar o comportamento
do modelo, e assim, combinar as abordagens.

Descobrir um conhecimento é identificar, receber informações, computá-las e adicioná-
las a um conhecimento prévio (FAYYAD; PIATETSKY; SMYTH, 1996), (WIRTH; HIPP,
2000), (MANNANI; IZADI; GHADIRI, 2019). Assim, um processo de descoberta de co-
nhecimento torna-se complexo e, muitas vezes, subjetivo, dependendo do problema a ser
resolvido e de como uma situação é percebida pela pessoa, incluindo a forma como os
processos, que são em geral operados por pessoas são conduzidos durante uma falha em
particular, além de como são tomadas as decisões operacionais.

Para o desenvolvimento apresentado neste estudo, um histórico com registro de even-
tos pode fornecer dados amplos para a execução da mineração de dados. Em um cenário
de aplicação, uma motivação comum incluída nesta etapa envolve um grupo de especia-
listas de domínio de diferentes áreas do negócio para agregar e investigar dados com base
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na experiência do grupo, a fim de resolver o problema em questão ou explorar oportu-
nidades de melhoria no processo. Esse objetivo é então transformado em um problema
específico de mineração de dados. Durante a fase de compreensão dos dados, as hipó-
teses para o problema são formadas com base em premissas qualificadas. Na ciência de
dados, as principais variáveis são coletadas e são gerados recursos com relação ao obje-
tivo da mineração de dados. Depois disso, segue-se para a fase em que um modelo de
estimativa de probabilidade depende de uma distribuição de probabilidade local (LPD).
Na fase subsequente, o modelo é testado e os resultados são avaliados de acordo com as
evidências.

Com base nos resultados da mineração de dados é possível identificar os principais
eventos relacionados a um determinado processo. A situação analisada a partir de uma
sequência de eventos valida a situação de interesse. Os parâmetros de uma BN deter-
minam a força das relações probabilísticas entre seus nós. Cada nó da BN possui um
conjunto único de estados com uma distribuição de probabilidade condicional à combina-
ção dos estados de seus nós pais, ou se o nó não tem pai, uma distribuição incondicional.
Para variáveis discretas, que são utilizadas nesta tese, a distribuição de probabilidade é
observável por meio de uma LPD (LOCHER; LASKEY; COSTA, 2020). Os nós que não
possuem pais não apresentam uma LPD. Assim, as LPDs são fixas e determinadas no
momento da construção da BN (HABERLIN, 2013).

O modelo probabilístico apresentado utiliza uma linguagem de primeira ordem Multi-

Entity Bayesian Network (MEBN), na qual os fragmentos (MFrags) expressam a incer-
teza na relação entre as entidades. Esses fragmentos fazem parte de uma teoria MEBN
MTheory (LASKEY, 2008), expressando a distribuição de probabilidade das situações
que envolvem as entidades do domínio. Um software de código aberto para modelagem,
apresentado em (CARVALHO; LASKEY; COSTA, 2016), chamado UnBBayes, permitiu
o aprendizado e raciocínio sobre as redes probabilísticas. UnBBayes suporta diferentes
categorias de redes probabilísticas, incluindo diagramas de influência.

6.1.3.1 Modelagem Probabilística

No modelo probabilístico, ao descrever o conhecimento sobre um domínio e a in-
certeza associada a esse conhecimento de forma fundamentada, não há necessidade de
todas as relações de uma ontologia serem probabilísticas (LOCHER; LASKEY; COSTA,
2020), (LASKEY, 2008). A representação funcional básica da ontologia probabilística
implementada é apresentada na Figura 46.

O contexto é uma fonte real de informações por meio das atividades gerais que ocor-
rem no ambiente. Neste estudo de caso, uma abordagem para ambientes que exploram o
conhecimento semântico por meio de modelos probabilísticos, para determinar a proba-
bilidade de uma situação acontecer no futuro próximo, a partir de um modelo de contexto
de definição da situação é apresentada. Os nós implementados neste trabalho são:
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1. vehicle-MFrag: representa a probabilidade do veículo estar envolvido em um deter-
minado evento dentro da situação. Este fato é representado pelo nó residente

isAtCurrentEvent(v, currentEvent) = {true, false};

2. action-MFrag: representa a probabilidade de uma ação ser executada com base na
situação. Este fato é representado pelo nó residente hasAction(v) = {Actions};

3. state-MFrag: representa a probabilidade de um estado ocorrer com base no histó-
rico do estado, representado pelo nó residente
actualState(st) = {LevelA, LevelB, LevelC}e o histórico do evento que deu iní-
cio a situação dentro de um estado, representado pelo nó hasEvent(st, si) =

{Eventos};

4. situation-MFrag: representa a distribuição de probabilidade local de uma situação
preditiva durante um determinado período de tempo, sendo recomendada através do
nó willBeSituation(si, t, v) = {True, False}. A distribuição de probabilidade
deste nó é resultante dos MFrags anteriores. Esta distribuição é calculada através do
nó residente changeSituation(v, t) = {States} conforme demonstrado na Figura
47. As situações do nó residente changeSituation são eventos presentes nos estados.
Desta forma, é possível calcular a probabilidade de uma situação específica ocorrer
influenciada pelos MFrags anteriores.

O cálculo da distribuição de probabilidade conjunta é realizado a partir das probabili-
dades condicionais locais (LPDs). Um aspecto relevante é que uma MEBN não fornece
um padrão para a LPD (LASKEY, 2008). O processo de raciocínio e inferência da MEBN
é realizado por uma questão que implica a geração de uma rede Bayesiana de situação es-
pecífica, do inglês SSBN (Situation Specific Bayesian Network), que representa uma BN
e que determina a probabilidade de uma situação específica.

Nesta tese, foram analisadas situações por meio de ontologias probabilísticas. Essa
abordagem permite resolver a questão apresentada no final da Seção 2.6.2, onde foi des-
tacado uma limitação na aplicação de BN. Este modelo utilizou linguagens probabilísticas
baseadas em MEBN para descrever o conhecimento sobre um domínio e uma incerteza
associada a esse conhecimento.

6.1.3.2 Resultados e Discussão

A ideia de definir uma situação preditiva, que pode ocorrer no futuro, envolve a incer-
teza. Para isso, uma BN é um modelo de grafo flexível para expressar uma distribuição de
probabilidade conjunta em hipóteses inter-relacionadas. Assim, permite a representação
da incerteza de forma semântica.

A previsão da condição de falha desempenha um papel fundamental para este domí-
nio (RIERA-GUASP; ANTONIO-DAVIU; CAPOLINO, 2014). Para avaliações experi-
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mentais deste modelo, foram escolhidos dados reais, a fim de desenvolver a arquitetura
MEBN apresentada. Dados são coletados de modo contínuo dos processos técnicos au-
tomatizados. Ao processar esses dados seguindo uma metodologia, é possível analisar
a situação atual e calcular a probabilidade de uma situação de interesse ocorrer. Nesse
contexto, o modelo estrutura um contexto relevante em relação à situação corrente. Além
deste estudo descrever os elementos do contexto e seus relacionamentos, a abordagem
baseada em ontologia fornece uma especificação formal da semântica dos dados de con-
texto, que é adequada para o compartilhamento do conhecimento.

As LPDs geram a SSBN para cada situação futura, de acordo com as relações semân-
ticas que estão mapeadas pelas instâncias do domínio. Por exemplo, na SSBN mostrada
na Figura 59, temos uma situação reativa na forma de uma SSBN. Assim, a LPD para
o nó residente willBeSituation (motor, falha, probabilidade: 52%, tempo: t1) descreve
como os outros nós residentes influenciam na inferência da probabilidade desta situação
por meio dos eventos, definidos no nível semântico a partir de uma padrão, no tempo t0,
por meio do nó residente changeSituation.

Neste estudo foram descritos os elementos do contexto e seus relacionamentos, além
de uma abordagem baseada em ontologia probabilística, implementada a partir do modelo
conceitual, permitindo descrever o conhecimento, com base na distribuição de probabi-
lidade presente num padrão de dados avaliados no domínio. O raciocínio probabilístico
envolve uma consulta sobre modelo semântico. Com isso, permite avaliar a probabilidade
do trem estar em uma situação reativa, dadas as evidências, ou seja, na distribuição de
probabilidade local para o nó preditivo, é aplicada a probabilidade no tempo t, permitindo
avaliar o contexto no qual a situação Reactive é válida. Assim, a inferência probabilística
é usada para o tratamento da incerteza presente no domínio, de forma que são tratadas as
hipóteses para identificar a probabilidade de ocorrência da situação anormal de operação.

6.1.4 Comparação dos Resultados

Algumas comparações são feitas a partir dos resultados apresentados nesta tese. Am-
bas abordagens permitem avaliar evidências para uma hipótese usando uma amostra de
dados. Isso pode ser comprovado quando avaliado o valor da PoF apresentado na Fi-
gura 57 para o Ponto (Gear Box) 4 em relação ao valor percentual apresentado pela SSBN
da Figura 59, resultante da consulta sobre a probabilidade de o trem estar envolvido em
uma situação específica. Contudo, a abordagem Bayesiana está mais próxima da lógica
probabilística em relação à abordagem clássica. Isso ocorre, pois à abordagem clássica
é baseada em uma regra para avaliar evidências para uma hipótese. Além disso, as con-
clusões que podem ser feitas são de que as falhas ocorrem com determinados valores de
probabilidade.

Este estudo de caso permitiu avaliar a abordagem proposta considerando dados re-
ais que possuem questões relacionadas a incerteza que foram consideradas. Abordagens
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Figura 59 – rede Bayesiana gerada para uma situação reativa. Análise implementada com
plugin UnBBayes (HABERLIN, 2013).

Fonte: autor.

da literatura exploram parcialmente essa questão e, em geral não detalha como explorar
dados estatísticos, ignorando abordagens semânticas.

Na abordagem Bayesiana não são feitos experimentos. O resultado da probabilidade
é inferido e dado pela propagação das evidências na rede e expressam uma incerteza.
De todo modo, nesta tese, foram investigados os valores de entropia para a abordagem
clássica que, para as definições relacionadas a teoria da informação (SHANNON, 1949)
também expressa a incerteza.

O estudo da abordadem Bayesiana também deixa evidente que as probabilidades são
avaliadas como crenças subjetivas, haja visto que é possível apresentar novas evidências,
que são propagadas pela rede e permitem atualizar a crença, permitindo avaliar a incerteza
nos valores dos parâmetros depois de observados os dados. Os dados históricos do ATS
nos permitem realizar um processo de aprendizado de um valor, que se refere a uma
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distribuição de probabilidade dos valores dos parâmetros, e que são entradas em uma
LPD.

Uma característica que justifica uma abordagem a partir do modelo proposto nesta tese
é que, uma vez investigados os dados do processo, é possível, por exemplo avaliar uma
situação de interesse com base em um contexto que, no caso da abordagem clássica não
é possível, ou seja, foram definidos o contexto e a situação, enquanto que na abordagem
clássica essa definição não é possível. Contudo, os resultados obtidos pela abordagem
clássica foram utilizados para preencher os valores das LPDs presentes na abordagem
Bayesiana. Isso pode ser considerada uma contribuição importante para este estudo, dado
que os trabalhos relacionados não apresentaram uma solução para essa questão, em com-
paração com os trabalhos de (AZIZ et al., 2019) e (SOLEIMANI; CAMPEAN; NEAGU,
2021). Além disso, trabalhos relacionados que apresentam uma abordagem Bayesiana,
não enfrentam a questão nativa da rede, que limita o racicínio sobre a incerteza, embora
seja resolvido a partir da abordagem ontológica probabilística.

6.1.5 Considerações Finais

A aplicação de raciocínio ontológico probabilístico permite inferir novas situações de
contexto baseadas em classes e propriedades modeladas e no estado atual do ATS. Os
dados de contexto gerados no ATS eventualmente produzem informações imprecisas que
podem ser processadas por meio de raciocínio probabilístico. Assim, ontologias probabi-
lísticas permitem descrever o conhecimento sobre um domínio e uma incerteza associada
com esse conhecimento.

Nesta tese, são utilizadas linguagens probabilísticas de primeira ordem Multi-Entity

Bayesian Networks (MEBNs). Conforme apresentado, a representação de incertezas em
uma ontologia é possível considerando uma abordagem probabilística. A partir dos pa-
drões considerados, os dados probabilísticos foram gerados para um cenário real e apre-
sentados como evidência no software UnBBayes. A evidência é adicionada na teoria
MEBN como axiomas, diretamente nos modelos (MFrags). A partir dos resultados apre-
sentados, depois de conhecer o padrão de eventos validado numa situação atual, é possível
a partir deste modelo, determinar a probabilidade de ocorrência de uma situação futura,
ou seja, a probabilidade do veículo se encontrar na situação de interesse (Reactive), re-
presentada através de uma SSBN.

Apesar de sua importância nas aplicações de engenharia, as ontologias probabilísticas
baseadas em redes Bayesianas não são um assunto recorrente na pesquisa científica atual
e os trabalhos apresentados na literatura estão relacionados aos ambientes educacionais
ou domóticos, destacando o diferencial presente nesta tese.
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6.2 Estudo de Caso 2: Tennessee Eastman Process

Neste estudo de caso é apresentado o resultado dos testes realizados considerando
dados gerados a partir da simulação do sistema de controle industrial TEP (Tennessee

Eastman Process) (DOWNS; F., 1993). O TEP foi escolhido para este estudo devido ao
controle do ambiente que a simulação oferece. O TEP possui dezenas de atributos que
representam medidas conforme apresentado na Figura 60. Também possui um conjunto
de falhas que podem ser injetadas durante a simulação. Após coletar os dados simulados,
inicia-se a etapa que envolve extrair conhecimento útil a partir destes dados, por meio de
aprendizado de máquina.

Conforme apresentado na primeira seção desta tese, a sofisticação dos SDCDs ao
longo do tempo não possibilitou uma redução de alarmes apresentados para os operadores
durante situações anormais da planta. A causa disso é que falhas no chão de fábrica
são inevitáveis. Estas falhas provocam uma redução na performance do processo e o
acionamento de uma função de segurança não impede que ocorram acidentes. Exemplos
de alguns acontecimentos foram apresentados no Capítulo 1.

6.2.1 Descrição da aplicação

A planta TEP permite simular um ambiente industrial. Esta simulação gera dados
referentes à operação normal e em falha e, em seguida, estes dados são armazenados.
Assim, a implementação da simulação do TEP gera o conjunto de dados usados como
entrada para o modelo de regressão. A simulação possibilitou analisar o estado normal de
operação e todos os estados de falha. Com isso, foram armazenados os valores de saída
num arquivo em formato CSV. Este arquivo possui colunas que representam os recursos
do processo, como a temperatura interna do reator ou o controle da mistura dos elementos
químicos utilizados na produção. As linhas do arquivo gerado representam observações
relacionadas aos recursos do TEP. Uma representação do TEP pode ser observada na
Figura 60.

O benchmark TEP simula um processo químico com variáveis responsáveis pelas di-
ferentes etapas da produção, listadas na Tabela 4. Este processo possui quatro reagentes,
dois produtos e um subproduto (DOWNS; F., 1993). As variáveis de entrada possuem pa-
râmetros, por exemplo o fluxo de reagentes, que impacta diretamente no modo de opera-
ção deste processo. A partir dos valores gerados pelos diferentes sinais, nos equipamentos
deste processo, os dados gerados são armazenado e posteriormente utilizados neste estudo
de caso. A base de dados gerada possui atributos que correspondem às diversas medidas
do processo. O TEP possui variáveis responsáveis pelas diferentes etapas de produção.
As variáveis de entrada possuem parâmetros como o valor do sensor, e isso impacta dire-
tamente no modo de operação da planta.
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Figura 60: processo Tennessee Eastman.

Fonte: (DOWNS; F., 1993).

6.2.2 Pré-processamento de Dados

Após a importação dos dados gerados na simulação, é necessário definir um conjunto
de treino, que contém os dados de entrada a serem aplicados na rede neural RNN. Uma
etapa de normalização é necessária para utilização da função de ativação sigmoidal, uti-
lizada no processo de aprendizagem. Além disso, é necessário definir um intervalo de
valores entre zero e um. Em seguida, é necessário criar uma nova estrutura de dados, a
fim de aplicar essa normalização como uma nova variável que contém o conjunto de da-
dos de treino normalizados. Na etapa seguinte ocorre a criação de uma estrutura de dados
específica, de modo que a RNN possa ser aplicada para prever novos valores. Para isso é
utilizada uma janela de tempo do tipo deslizante, citada na Seção 2.5.4, sendo definidas
as etapas de tempo necessárias para esse processamento. Estes intervalos de tempo sig-
nificam que para cada valor de t a rede RNN irá examinar os valores antes da etapa de
tempo definida previamente e, com base nas tendências e correlações durante essas etapas
de tempo, irá prever o próximo valor no tempo t+1.



110

Tabela 4: Variáveis do processo TEP.
Variável Descrição

XMEAS 1 Vazão de alimentação do componente A: XMV 3

XMEAS 2 Vazão de alimentação do componente D: XMV 1

XMEAS 3 Vazão de alimentação do componente E: XMV 2

XMEAS 4 Vazão de alimentação dos componentes A e C: XMV 4

XMEAS 5 Vazão reciclo do compressor

XMEAS 6 Vazão alimentação do reator

XMEAS 7 Pressão do reator

XMEAS 8 Nível do reator

XMEAS 9 Temperatura do reator

XMEAS 10 Vazão de purga

XMEAS 11 Temperatura do separador

XMEAS 12 Nível do separador

XMEAS 13 Pressão do separador

XMEAS 14 Vazão de líquido na saída do separador: XMV 7

XMEAS 15 Nível da retificadora

XMEAS 16 Pressão da retificadora

XMEAS 17 Vazão de líquido na saída da retificadora: XMV 8

XMEAS 18 Temperatura da retificadora

XMEAS 19 Vazão de vapor para retificadora

XMEAS 20 Trabalho do compressor

XMEAS 21 Temperatura de saída da água de resfriamento para o reator

XMEAS 22 Temperatura de saída da água de resfriamento para o condensador

XMEAS 23-28 Medidas das composições A-F de alimentação do reator

XMEAS 29-36 Medidas das composições A-H do gás de purga

XMEAS 37-41 Medidas das composições D-H do produto de fundo da retificadora

Após o treinamento do modelo, ocorre uma reformulação interna na RNN de todos
os dados, os quais agregam a dimensionalidade necessária para a construção da estrutura
prevista na última etapa, denominada neste estudo como unidade, que representa o nú-
mero de preditores utilizados para prever o próximo valor correspondente. Deste modo,
é necessário adicionar os indicadores que irão permitir prever as tendências ascendentes
e descendentes das variáveis. Para adicionar essa nova dimensão na matriz, é necessá-



111

rio utilizar mais uma função denominada reshape, com um tensor 3D de acordo com o
número de observações para as etapas de tempo e para os preditores.

6.2.3 Construindo a RNN

A RNN é configurada como um modelo, que permite prever os recursos que fornecem
uma representação dos dados em relação ao comportamento do processo. Neste caso, para
prever um valor contínuo, optou-se pelo estudo deste modelo no modo de regressão. Em
seguida é adicionada na camada LSTM uma etapa de regularização denominada dropout.

A rede neural artificial é utilizada para à predição no comportamento das variáveis
avaliadas. Este modelo demonstra as possibilidades em explorar um algoritmo de regres-
são. Após o treinamento do modelo, o processo segue para a fase de validação. Nesta
etapa, utiliza-se o otimizador Adam (ABADI et al., 2016). Para avaliar o desempenho do
modelo, é aplicada a métrica RMSE (Root Mean Squared Error) destacada na literatura.
Com isso, é possível prever tendências de valores de variáveis contínuas em processos
utilizando camadas LSTM. Para concluir esta etapa, é necessário conectar a rede neural
ao conjunto de dados de treino e executar este treinamento. Também é necessário definir
o número de épocas para convergência e um tamanho de lote, avaliados ao atualizar os
pesos da rede neural artificial.

6.2.4 Uso da abordagem com RNN-LSTM

A divisão da base em dados de treino e teste é uma técnica, na qual parte do conjunto
de dados é utilizada para treinar os modelos, enquanto que a outra parte é utilizada para
validar esses modelos. Tendo em mãos os resultados da validação, é possível trabalhar
com os parâmetros, a fim de alcançar um melhor resultado na predição.

Os testes tiveram como objetivo identificar o comportamento das variáveis contínuas
presentes no processo TEP. Os dados utilizados para os testes são originários de uma
sequência de variáveis, de modo que esses dados gerados, resultam do processo industrial
simulado utilizando o software MATLAB®/Simulink®.

Os dados de processo brutos, que tem como origem diversos sensores em um am-
biente industrial, são complexos e incertos. Os trabalhos citados no referencial teórico
destacam essa questão e descrevem como um desafio o esforço necessário para extrair
informações úteis destes dados, para então realizar uma detecção de um comportamento
de falha, retornando com algum tipo de resposta, como por exemplo, uma recomendação.

O comportamento normal do fluxo de entrada de produto no reator, onde é possível
observar que o valor é estável em torno do valor de 14.9% da massa total que entra no
reator é apresnetado na Figura 61.

Na Figura 62, é observado o comportamento de falha, de modo que ocorre um au-
mento na concentração deste produto na entrada do reator, atingindo o valor de aproxi-
madamente 16%. Este é um requisito funcional importante para um sistema de alarme
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Figura 61: variável XMEAS 24 em comportamento normal.

Fonte: autor.

Figura 62: variável XMEAS 24 em comportamento de falha.

Fonte: autor.

industrial, que deve detectar e avisar o operador sobre as condições anormais de operação
que requerem uma atenção. Em geral, devemos confiar em um operador para identificar
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rapidamente a situação anormal de operação e atuar, evitando assim que o processo inicie
um estado reativo ou, em determinadas situações, uma emergência.

Figura 63 – análise preditiva da variável de processo XMEAS 24 em comportamento de
falha.

Fonte: autor.

Os testes experimentais tiveram como objetivo avaliar o comportamento das variáveis
do processo contínuo, que pode ser observado na Figura 62. Um valor é previsto para
o valor da variável XMEAS 24, diante do comportamento de falha apresentado. Neste
modelo, utilizou-se o processo simulado Tennessee Eastman para analisar um ambiente
industrial. Esta simulação permitiu gerar os dados referentes a operação da planta. Os
experimentos realizados tiveram como objetivo avaliar o comportamento das variáveis
deste processo, como por exemplo XMEAS 24 apresentada no comportamento de falha,
conforme demonstrado na Figura 63. Observou-se durante o aumento da concentração
deste elemento na entrada do reator, uma varição na pressão de operação deste equipa-
mento, conforme demonstrado na Figura 64, sendo que os valores preditos para ambas as
variações, podem ser observados nas linhas em vermelho.
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Figura 64: resultado da análise preditiva da pressão no reator.

Fonte: autor.

6.2.5 Considerações Finais

A maioria das falhas que provocam a uma situação reativa numa planta ou processo
e, consequentemente, a interrupção da produção ou um desligamento de emergência em
estado de Shutdown, são impulsionadas pelo próprio processo, podendo ser previstas e até
mesmo controladas.

Este modelo permitiu a previsão do compotamento das variáveis de processo de uma
planta industrial simulada. Além disso, os métodos foram baseados no aprendizado da
máquina. Para o treinamento do método regressor, os dados utilizados para treino e va-
lidação, foram extraídos do conjunto de dados gerados durante as simulações, realizadas
seguindo os requisitos descritos em (DOWNS; F., 1993).

A análise computacional mostra que o método de regressão apresentado, a partir deste
modelo, permite identificar o comportamento da falha que ocorre durante um processo.
Esta é uma questão crítica, especialmente porque as falhas exigem uma ação ou análise em
um momento específico pelo operador. Desta forma, é possível avaliar o comportamento
dos eventos e prever a situação da planta.
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7 CONCLUSÃO, CONTRIBUIÇÕES E TRABALHOS FU-
TUROS

Com base na questão de pesquisa apresentada nesta tese de como um sistema técnico
automatizado pode se beneficiar por um modelo suportado por inteligência artificial e
tecnologias da Web Semântica, este trabalho consiste na definição de uma metodologia
ontológica probabilística e na análise ampla de contexto.

Diante do impacto operacional causado por sobrecarga de alarmes, os operadores de
sistemas técnicos automatizados possuem um tempo limitado para uma tomada de decisão
durante um desligamento de emergência em estado de Shutdown. Nos casos em que
múltiplos alarmes são disparados em um curto intervalo de tempo, ou em casos onde não
existam sistemas que apresentem o que é importante a partir de variáveis mensuráveis, os
operadores necessitam uma metodologia preditiva que permita tornar mensurável o que é
importante, que são as situações que ocorrem durante o funcionamento dos processos.

A contribuição desta tese pode ser observada pela definição e implementação de um
modelo preditivo orientado para tecnologias da Web Semântica, aplicado em um Sis-
tema Técnico Automatizado (ou Automated Technical System - ATS). Neste contexto,
verificou-se que maioria das falhas que levam a uma situação específica, por exemplo, em
uma planta e, consequentemente, a uma parada são impulsionadas pelo próprio processo
e a maioria delas pode ser prevista e até mesmo controlada. Este trabalho apresentou uma
metodologia para previsão de situações em uma planta industrial. Além disso, os mé-
todos aplicados foram baseados na aprendizagem da máquina. Contudo, é necessário a
existência de dados históricos para que seja possível a implementação desta metodologia.

A presente tese contribui com um modelo conceitual híbrido aplicado em um ATS,
considerando dados de alarmes e eventos, modelando este sistema técnico como elemento
central. Entre os principais benefícios apresentados a partir deste estudo, destacam-se a
base semântica modelada e implementada e a metodologia aplicada que possibilitam a im-
plementação de um modelo preditivo. O estudo resultou no detalhamento de uma aborda-
gem probabilística com destaque para implementação envolvendo Inteligência Artificial
e Web Semântica, em um processo de aprendizagem paramétrica.
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7.1 Principais Contribuições

Resultados preliminares desta tese foram publicados em diferentes conferências cien-
tíficas, tais como elencados a seguir. Inicialmente foi realizada uma análise dos conceitos
de situação e contexto. Em seguida foram analisadas as ferramentas para mineração de
dados de processo e que permitiram analisar além de dados estatísticos, padrões de dados
de eventos ocorridos no processo. Na sequência do trabalho, foi desenvolvido o modelo
conceitual de contexto. Com a definição da modelagem, o conceito de situação foi forma-
lizado e proposto o uso de inferência para determinação da situação da planta industrial.
Durante o desenvolvimento da tese de doutorado diversas publicações científicas foram
realizadas, as quais encontram-se listadas abaixo:

• SILVA, M. J.; PEREIRA, C. E.; GÖTZ, M. A Dynamic Approach for Industrial
Alarm Systems. 2016 Internetional Conference on Computer, Information and
Telecomunications Systems (CITS 2016), Kunming, China, (SILVA; PEREIRA;
GÖTZ, 2016a);

• SILVA, M. J.; PEREIRA, C. E.; GÖTZ, M. Knowledge awareness in Alarm Sys-
tems Database. 3rd IFAC Workshop on Advanced Maintenance Engineering, Ser-
vice and Tecnology (AMEST’16), Biarritz, França, (SILVA; PEREIRA; GÖTZ,
2016b).

• SILVA, M. J.; PEREIRA, C. E.; GÖTZ, M. CEEIAS: Avaliação de Eventos em um
Sistema de Alarmes Industrial. XIII Simpósio Brasileiro de Automação Inteligente
(SBAi’17), Porto Alegre, Brasil, (SILVA; PEREIRA; GÖTZ, 2017);

• SILVA, M. J.; PEREIRA, C. E.; GÖTZ, M. Contex-Aware Recommendation for In-
dustrial Alarm System. 16th IFAC Symposium on Information Control Problems in
Manufacturing (INCOM’18), Bergamo, Italia, (SILVA; PEREIRA; GÖTZ, 2018).

• SILVA, M. J.; PEREIRA, C. E.; GÖTZ, M. On the Use of Inductive Biases for
Semantic Characterization of Industrial Alarm Systems. IEEE Innovative Smart
Grid Technologies conference, Gramado, Brasil, 2019. (SILVA; PEREIRA; GÖTZ,
2019).

• SILVA, M. J.; PEREIRA, C. E. Towards the use of LSTM-based Neural Network
for Industrial Alarm Systems. XXIII Congresso Brasileiro de Automática - CBA2020,
Porto Alegre, Brasil, (SILVA; PEREIRA, 2020).

• SILVA, M. J.; KÜNZEL, G., PEREIRA, C. E. A Predictive, Context-Dependent
Stochastic Model for Engineering Applications. XIV Workshop on Intelligent Ma-
nufacturing Systems (IMS 2022), Tel Aviv, Israel, 2022, (SILVA; KÜNZEL; PE-
REIRA, 2022);
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Com relação ao desenvolvimento, experimentação e validação de novos testes com a
implementação de uma RBM e uma BN, esta pesquisa conta com um artigo em processo
de revisão:

• SILVA, M. J.; KÜNZEL, G., PEREIRA, C. E. Heuristic-based decision support
system targeted at the analysis of context for engineering and practice, IEEE Tran-
sactions on Automation Science and Engineering, 2021.

7.2 Trabalhos Futuros

Algumas perspectivas de trabalhos futuros que podem ser desenvolvidos a partir dos
resultados finais desta tese de doutorado:

• aumentar a abrangência do modelo de contexto apresentado a partir da identifica-
ção de novos domínios, como domínio do usuário e tecnológico, mas principal-
mente aprofundar o domínio do ATS. Com relação ao processo online destacado
na proposta, uma análise aprofundada desta parte será foco de trabalhos futuros.
Pontos que podem servir de alicerce para essa abordagem seriam conceitos de Fog

Computing e sistemas de adaptive hypermedia;

• explorar os conceitos de redes de ontologia que permitam cobrir diferentes domí-
nios, permitindo analisar novos contextos e situações. Além disso, outra frente
de trabalho identificado durante essa pesquisa seria investigar novos processos de
recomendação, especialmente modelos semânticos adaptativos;

• avaliar os benefícios da utilização de RNN-LSTM, os quais incluem uma célula
de memória a fim de acompanhar o tempo necessário para as ações operacionais.
Visa-se que tal abordagem possa enriquecer as informações relevantes utilizadas no
processo de recomendação e, por consequência, contribuir no processo de tomada
de decisão;

• estudo e implementação de um sistema de recomendação a partir de uma HMI.
Sugere-se para tanto investigar as demandas do usuário e prover alertas personali-
zados conforme o perfil. Para isso, é necessário explorar a viabilidade da integra-
ção da metodologia proposta com uma ontologia do domínio do usuário, conforme
apontado acima.
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