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RESUMO 

A ciência e a tecnologia, em diferentes formas, sempre exerceram um papel expressivo na 

solução de problemas, sendo usadas para o desenvolvimento de estratégias, produtos, 

métodos e ferramentas. Os avanços em ciência e tecnologia têm se mostrado promissores no 

intuito de aprimorar setores como o agronegócio. E essa visão tem sido justificada pelo 

constante avanço de dispositivos tecnológicos projetados para apresentar soluções aos 

problemas agrícolas. Sendo assim, este estudo tem por objetivo analisar o processo de 

inovação no contexto da Inteligência Artificial (IA), desde a produção do conhecimento 

científico até a fase de predição dessa tecnologia no agronegócio na Caatinga. Do ponto de 

vista dos aspectos metodológicos a pesquisa é classificada como exploratória, uma vez que 

essa investigação leva em consideração uma área na qual há pouco conhecimento acumulado 

e sistematizado. Em relação à técnica de pesquisa, é caracterizada como estudo de caso. Os 

resultados da aplicação dos métodos da IA no agronegócio no contexto geral apresentam 

diferentes abordagens como o uso de Visão de Máquina por meio de Sistema Agrícola 

Virtual, SVM e ELM na detecção precoce do patógeno de pragas e doenças; FIS e MLP para 

a exploração de culturas; propagação reversa para monitoramento dos limites da fazenda; 

ANN e MFNN para análise de estruturas de irrigação; e Árvore da Decisão e TDNN para a 

vigilância do rebanho. Com os dispositivos integrados no sistema de produção agrícola. os 

sistemas das fazendas passam a oferecer recomendações e insights mais ricos para a tomada 

de decisão e melhoria da cadeia de suprimentos agrícola. Em relação ao levantamento das 

tecnologias atuais no agronegócio na Caatinga, o contexto local apresenta abordagens bem 

distintas, desde a utilização de técnicas de convivência com o semiárido como os métodos 

de manejo do solo, aproveitamento da água da chuva e preparo de ração animal. Já a análise 

do uso das tecnologias, o enfoco está na viabilidade da produção, diversificação e manejo 

da colheita em polos integrados de grande desenvolvimento tecnológico em polos de cultivo 

e manejo de culturas irrigadas. A perspectiva da adoção e o desenvolvimento de IA no 

agronegócio na Caatinga ainda se encontram em fase inicial, com os agentes buscando nas 

pesquisas, conhecer as oportunidades dessa tecnologia frente aos negócios no setor agrícola. 

Na Caatinga, os estudos ainda são reduzidos, mas já há exemplos como rastreabilidade de 

carne, predição da produtividade da palma forrageira, delineamento de zonas de manejo ou 

mesmo na estimativa da evapotranspiração de referência. Contudo, há etapas que devem ser 

superadas até a integração da IA como a habilidade de entender e manusear as ferramentas 

com IA e a integração dos sistemas dentro da cadeia de suprimentos. Já os resultados do 

levantamento sistemático apresentam ações como modelagem e previsão do fluxo de água; 

evapotranspiração; variabilidade, avaliação de terra; previsão de época ótima de semeadura 

e seleção de cultivares. De modo que, os achados apresentam os diferentes usos da IA, com 

iniciativas de sustentabilidade habilitadas por mudanças no sistema agrícola atual. 

 

Palavras-chave: Agricultura 5.0. Agricultura de sequeiro. Semiárido Brasileiro. Tomada de 

decisão. Empreendedorismo.  



ABSTRACT 

Science and technology, in different forms, have always played an expressive role in 

problem solving, being used for the development of strategies, products, methods and tools. 

Advances in science and technology have shown promise in order to improve sectors such 

as agribusiness. And this vision has been justified by the constant advancement of 

technological devices designed to present solutions to agricultural problems. Therefore, this 

study aims to analyze the innovation process in the context of artificial intelligence, from the 

production of scientific knowledge to the prediction phase of this technology in agribusiness 

in the Caatinga. From the point of view of methodological aspects, the research is classified 

as exploratory, since this investigation takes into account an area in which there is little 

accumulated and systematized knowledge. Regarding the research technique, it is 

characterized as a case study. The results of the application of AI methods in agribusiness in 

the general context present different approaches such as the use of Machine Vision through 

Virtual Agricultural System, SVM and ELM in the early detection of the pathogen of pests 

and diseases; FIS and MLP for the exploitation of cultures; reverse propagation for 

monitoring farm boundaries; ANN and MFNN for analysis of irrigation structures; and 

Decision Tree and TDNN for herd surveillance. With the devices integrated into the 

agricultural production system. farm systems now offer richer recommendations and insights 

for decision making and agricultural supply chain improvement. Regarding the survey of 

current technologies in agribusiness in the Caatinga, the local context presents very different 

approaches, from the use of technologies of coexistence with the semi-arid region or social 

techniques such as methods of soil management, use of rainwater and preparation of feed. 

animal. Even the use of technologies themselves aimed at the viability of production, 

diversification and management of the harvest in integrated poles of great technological 

development in poles of cultivation and management of irrigated cultures. The perspective 

of the adoption and development of AI in agribusiness in the Caatinga is still at an early 

stage, with agents seeking, in research, to know the opportunities of this technology in 

relation to business in the agricultural sector. In the Caatinga, studies are still very limited, 

but there are already examples such as meat traceability, prediction of forage cactus 

productivity, delineation of management zones or even in the estimation of reference 

evapotranspiration. However, there are steps that must be overcome until the integration of 

AI such as the ability to understand and handle the tools with AI and the integration of 

systems within the supply chain. On the other hand, the results of the systematic survey 

present actions such as modeling and forecasting the water flow; evapotranspiration; 

variability, land assessment; prediction of optimal sowing time and selection of cultivars. 

So, the findings present the different uses of AI, with sustainability initiatives enabled by 

changes in the current agricultural system. 

 

Keywords: Agriculture 5.0. Rainfed agriculture. Brazilian semiarid. Decision making. 

Entrepreneurship. 
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1 INTRODUÇÃO 

 

1.1 ASPECTOS INICIAIS 

 

A abordagem de agricultura digital combina as novas tecnologias e os dados para 

otimizar a qualidade da gestão e monitoramento das atividades agrícolas (AHMAD et al., 

2022), de modo que a adoção das tecnologias aumentou a conectividade, a eficiência e a 

produtividade em vários setores (ATWELL; WUDDIVIRA, 2022). A fusão bem-sucedida 

de tecnologia e dados é dependente da coleta de parâmetros, da adoção de modelagem e da 

integração de tecnologia que está sendo implementada com precisão de acordo com as 

necessidades especificadas da fazenda (TIEN, 2017; VROCHIDOU et al., 2022). No 

agronegócio, o uso de tecnologias disruptivas tem fortalecido a conectividade da cadeia de 

suprimentos de ponta a ponta, proporcionado o monitoramento e o controle de forma remota 

e em tempo real (ALZU’BI et al., 2019; BHAGAT; BARUAH; MUKHERJEE, 2022; 

CAMARÉNA, 2020; SRINIVASAN, 2018).  

No Brasil, o setor corresponde a um dos pilares econômicos do Produto Interno Bruto 

(PIB) nacional, e assim como em outros setores, o agronegócio vem passando por inúmeras 

mudanças, principalmente na chamada Era da Informação (ALWIS et al., 2022; DUTRA; 

SILVA, 2016; GARCIA et al., 2019). Se anteriormente o setor era visto como detentor de 

três fatores clássicos de produção: terra, trabalho e capital, viu surgir a "informação e 

conhecimento" como um quarto fator (ALTHOFF, 2013; MOLOTKOVA et al., 2020). Essa 

comprovação ganha pertinência ao se abordar o desafio de dobrar o rendimento das colheitas 

até o ano de 2050 para possibilitar a alimentação de mais de nove bilhões de pessoas em 

todo o mundo  (WOLFERT et al., 2017). Em contrapartida a essa necessidade, a quantidade 

de terra arável nos países vem diminuindo, havendo necessidade de concentrar os esforços 

no melhor emprego do conhecimento e da tecnologia visando o aumento da produtividade 

(ALZOUBI; ALMALIKI; MIRZAEI, 2019).  

Neste contexto, a Inteligência Artificial (IA) torna-se relevante, ao revelar uma 

variedade de tecnologias de potencial a serem aplicadas, fornecendo um cenário de domínio 

agrícola e ambiental por um conjunto cada vez maior de conhecimento publicamente 

acessível (TIEN, 2017; WOLFERT et al., 2017). A IA se origina da capacidade de simular 

o comportamento do cérebro humano para resolver problemas complexos e poder apresentar 

uma estratégia eficiente de simulação e otimização de processos na atividade agrícola 
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(CHEN; JAKEMAN; NORTON, 2008; ILIADIS; MARIS, 2007; MAY; SIVAKUMAR, 

2009; RAJANAYAKA; SAMARASINGHE; KULASIRI, 2001).  

A IA é caracterizada pela capacidade do sistema de interpretar corretamente dados 

externos, aprender a partir desses dados e utilizar essa aprendizagem para atingir objetivos 

e tarefas específicos por meio de adaptação flexível (KAPLAN; HAENLEIN, 2019). Assim, 

as técnicas de IA como redes neurais artificiais e clustering são utilizadas para analisar os 

dados agrícolas em prol da tomada de decisão inteligente, esses bancos de dados (Big Data) 

podem ser coletados e transferidos por tecnologias como Internet das Coisas (IoT - Internet 

of Things) (BU; WANG, 2019; CHEN; JAKEMAN; NORTON, 2008). Tecnologias como a 

IoT e a Computação em Nuvem (Cloud Computing), tende a alavancar o desenvolvimento e 

a disseminação da IA no agronegócio (BAYATVARKESHI et al., 2020). A combinação 

dessas tecnologias pode ser compreendido como um facilitador de informação para as 

empresas agrícolas, tornando-as mais eficientes e produtivas de modo a possibilitar que a 

tomada de decisão seja economicamente viável e ambientalmente amigável (JARRAHI, 

2018; SUNDMAEKER et al., 2016).  

No campo agrícola, tecnologias disruptivas como a IA podem contribuir 

significativamente para organizar, conectar e desenvolver ainda mais o conhecimento, a fim 

de suprir melhor a demanda coletiva por alimentos (BU; WANG, 2019; SIMÕES, 2018; 

WOLFERT et al., 2017). Os sistemas alimentares e agrícolas devem conciliar a necessidade 

de produzir alimentos em quantidade e qualidade sem a degradação dos ecossistemas 

ambientais, numa perspectiva de transição da revolução da agricultura inteligente para a 

agricultura 5.0 (FRASER; CAMPBELL, 2019; MASSRUHÁ et al., 2020; SILVEIRA; 

LERMEN; AMARAL, 2021). Um exemplo desse tipo de contribuição é o emprego de 

ferramentas de modelagem no uso dos recursos hídricos, na racionalização de custos e 

diminuição de esforços, sempre influenciando as variáveis complexas e inter-relacionadas 

dos processos produtivos (ALAGHA et al., 2017; BUGHIN et al., 2018; CHUI et al., 2018; 

ROOPAEI; RAD; CHOO, 2017).  

Outro exemplo, é o uso da IA para a realização do zoneamento climático, com isso, 

determinar o potencial agrícola de uma região. Algo que tende proporcionar ao agricultor 

não só a escolha da melhor cultura para aquele local, mas também a aplicação de técnicas de 

manejo, como o uso de sistemas de irrigação artificial e de mitigação dos efeitos de eventos 

atmosféricos adversos: chuvas, ventos, temperaturas dentre outros (OLIVEIRA; 

MOREIRA; FERREIRA, 2018; WALDHEIM et al., 2006). Na região Nordeste do Brasil, 
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particularmente na zona semiárida, onde a agricultura é a principal atividade econômica e a 

pecuária ainda é realizada com um baixo nível tecnológico (BARBOSA et al., 2015), 

conhecer melhor os paradigmas pode ser determinante para a realização de um melhor 

planejamento e gestão dos recursos naturais. A zona semiárida nordestina corresponde a toda 

a área do bioma Caatinga, a maior e mais populosa região semiárida da américa latina, sendo 

extremamente vulnerável à degradação do solo em decorrência de fatores climatológicos e 

antrópicos adversos (SANTOS et al., 2020a). Dentre esses fatores, a seca – período longo 

de deficiência hídrica, é o que mais afeta a sociedade por atuar em grandes extensões 

territoriais e por longos períodos impactando significativamente nos aspectos edáfico, 

meteorológicos e hídricos (ROCHA JÚNIOR et al., 2020; SANTOS et al., 2020b).  

Ao realizar um levantamento das condições do agronegócio na Caatinga é possível 

observar duas perspectivas distintas: a primeira corresponde à atividade agrícola tradicional 

com os estabelecimentos da agricultura familiar que produzem de forma convencional, 

pouco produtiva, sendo tipicamente praticada com baixo uso de insumos e composta por 

mais de uma atividade produtiva na mesma área, como a agricultura de subsistência e a 

pecuária extensiva na maior parte do bioma (VILELA; CALLEGARO; FERNANDES, 

2019); e a segunda representada pela agricultura irrigada na Caatinga a qual tem contribuído 

para o fortalecimento socioeconômico por meio de práticas agrícolas diversificadas, impulso 

à agroindústria e exportação de produtos em larga escala (LACERDA et al., 2021).  

Essa divisão tornou-se possível a partir da implementação de modernos sistemas de 

transporte de águas do rio São Francisco ou de reservatórios até as propriedades rurais em 

polos de desenvolvimento agrícola integrado (PEREIRA; CARMO, 2014), bem como pelo 

uso de alta tecnologia paralelamente associada à entrada de empresas agrícolas, 

agroquímicas, agroindustriais, atacadistas e varejistas (OLIVEIRA; RODRIGUES, 2020). 

Fato este que transformou áreas ‘marginais’ em ‘vales’ ou regiões integradas de 

desenvolvimento agrícola, as principais responsáveis por produzir e exportar frutas no Brasil 

(CARNEIRO et al., 2019; SILVA et al., 2020b). 

Portanto, o potencial da utilização da IA pode permitir o desenvolvimento econômico 

e, ao mesmo tempo, melhorar os indicadores de sustentabilidade (PALMER, 2017; PYKA, 

2017). E entender os princípios dos processos de um sistema tão amplo é passo importante 

na direção a um melhor aspecto que permita encontrar soluções sólidas e sustentáveis para 

o agronegócio na Caatinga com o apoio da IA. Ao mesmo tempo, que o desenvolvimento da 

IA na Caatinga passa por variáveis ajustadas ao ambiente, visando a melhora na 
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autocorrelação dos indicadores. Neste sentido, predizer o uso dessa tecnologia no 

agronegócio no bioma vislumbra o desenvolvimento de sistemas agrícolas que visam 

conciliar a necessidade de produzir alimentos com o imperativo igualmente importante de 

garantir a não degradação dos ecossistemas locais.  

1.2 PROBLEMA DE PESQUISA 

 

1.2.1 Questões Iniciais: Produção Científica 

 

A IA deve impactar positivamente no agronegócio, pois, como setor altamente 

competitivo e globalizado, os produtores e outros atores devem considerar aspectos 

ambientais e geográficos locais. Ao mesmo tempo tem de levar em consideração os fatores 

ecológicos e políticos globais, a fim de garantir a sobrevivência econômica e a produção 

sustentável (DENGEL, 2013). Mesmo assim, a atividade agrícola ainda é um dos últimos 

setores a passar pelo processo de digitalização e uso das Tecnologias de Informação e 

Comunicação (TIC), quando comparado a outros setores econômicos (PIVOTO et al., 2018; 

WOLFERT et al., 2017).  

Ao analisar o contexto econômico, a dinâmica das inovações, as mudanças estruturais 

na economia e na sociedade mostram que as revoluções tecnológicas se originam do 

desenvolvimento científico anterior em outras áreas do conhecimento (DOSI, 1984; 

FREEMAN, 1989). Posteriormente, esse conhecimento científico passa por 

desenvolvimento tecnológico e comercial nas organizações. Assim, para entender o processo 

de desenvolvimento tecnológico e inovação com IA, é importante compreender o cenário 

atual da ciência e o estado da arte da produção científica sobre a temática. Nisso, surgem as 

primeiras questões a serem respondidas: Como o conceito de Inteligência Artificial no 

agronegócio é definido na literatura científica? Como a ciência aborda essa questão? Quais 

os métodos e funcionalidades dessa tecnologia no campo? 

 

1.2.2 Questões Intermediárias: o Mercado e a Difusão das Tecnologias 

 

A atividade agrícola requer uma melhor compreensão para lidar com a complexidade, 

incertezas e imprecisões inerentes a alimentar a população mundial em crescimento, com 

necessidade de aumento contínuo na produção de alimentos, só que com o limitador de terra  
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arável (LIU, 2017). Novas soluções nos aspectos da produção agrícola tendem a ser a solução 

viável - desde um planejamento melhor e previsível da safra até a agricultura de precisão, 

aplicação otimizada de recursos e apoio a projetos eficientes e colaborativos (ALZOUBI; 

ALMALIKI; MIRZAEI, 2019; SHAKIBAI; KOOCHEKZADEH, 2009). Isso implica 

também no desenvolvimento de processos que utilizem tecnologias poupadoras de recursos 

e que sejam capazes de alcançar soluções autônomas, de forma parcial ou total até o 

desenvolvimento sustentável no longo prazo. 

Na Caatinga, o manejo adequado das culturas agrícolas implica em conhecer os 

padrões de crescimento de cada variedade, fazendo com que as fases de máximo 

desenvolvimento coincidam com os períodos de maior disponibilidade hídrica e radiação 

solar, permitindo que a cultura expresse todo seu potencial produtivo (KEATING et al., 

1999; STONE; SORENSEN; JAMIESON, 1999). No entanto, a má distribuição e a redução 

dos volumes de chuvas têm sido uma constante na região nos últimos anos (2015-2018), 

trazendo prejuízos a inúmeras culturas, com a mortalidade e renovação precoce das 

plantações (XIMENES, 2018).  Nesse contexto, surge mais uma questão: como os 

produtores poderão utilizar a IA para melhorar a gestão da informação visando a tomada de 

decisão?  

 

1.2.3 Questão Final: Prospecção de Serviços 

 

O paradigma de integrar as várias informações da agricultura abre novas 

possibilidades para os produtores, mas pode trazer mudanças para os gestores (ATWELL; 

WUDDIVIRA, 2022; YASEEN et al., 2015). Um primeiro aspecto a ser destacado é a 

possibilidade de um novo relacionamento consultivo com profissionais técnicos da área, a 

exemplo de administradores, agrônomos e zootecnistas (AHMAD et al., 2022; TABARI; 

TALAEE; WILLEMS, 2015). Com maior volume de dados remotamente transmitidos e 

informações automáticas, os consultores profissionais podem enviar relatórios e informações 

diárias aos agricultores, buscando uma melhor assistência administrativa (VROCHIDOU et 

al., 2022; ZARE; KOCH, 2021). Além disso, as novas tecnologias tendem a contribuir na 

identificação de soluções potenciais para a sociedade local visando conciliar a conservação 

ambiental, a prosperidade socioeconômica, o desenvolvimento rural e as mudanças 

climáticas (BILALI; TALEB, 2020; TABARI; TALAEE; WILLEMS, 2015; UNTARU; 

ROTARESCU; DORNEANU, 2012). Sendo assim, como a Inteligência Artificial pode 
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contribuir para o desenvolvimento do agronegócio na Caatinga? Quais os desafios 

encontrados na predição para o uso da IA no agronegócio na Caatinga? 

 

1.3 OBJETIVOS 

 

1.3.1 Objetivo Geral 

 

Analisar o processo de inovação no contexto da Inteligência Artificial, desde a 

produção do conhecimento científico até a fase de predição dessa tecnologia no agronegócio 

na Caatinga. 

 

1.3.2 Objetivos Específicos 

 

(i) Caracterizar o conhecimento científico sobre IA na atividade agrícola;  

(ii) Identificar as tecnologias utilizadas na atividade agrícola na Caatinga; 

(iii) Descrever as perspectivas atuais da IA na Caatinga sob a ótica de especialistas 

da área; 

(iv) Apresentar as principais aplicações da IA no agronegócio em ambientes 

semiáridos.  

 

1.4 JUSTIFICATIVA 

 

O aumento progressivo da população mundial exige continuamente aumento na 

produção agrícola. A adoção de tecnologias como IA pode ser uma forma de atender às 

demandas da sociedade, como segurança alimentar, sustentabilidade e preservação 

ambiental (SILVA et al., 2020c). A partir de uma abordagem microeconômica dos sistemas 

de produção agrícola é possível observar que a manutenção das culturas requer ganhos de 

produtividade ou redução de custos; para isso, precisa-se avançar na adoção de tecnologias 

(COELHO JUNIOR et al., 2020).  

O agronegócio é uma atividade antrópica que consome bastante água. As atividades 

agrícolas são altamente influenciadas pelas condições climáticas, principalmente por 

abrangerem o manejo do solo, a semeadura, a colheita, o transporte e o armazenamento dos 

produtos (SILVA et al., 2013; WALDHEIM et al., 2006). Os frequentes eventos de seca que 
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afetam as vastas áreas do globo impõem uma gestão cada vez mais cuidadosa dos recursos 

hídricos, tanto em escala global quanto na escala das bacias hidrográficas individuais 

(DIXON, 2005; GRANATA, 2019; PELESARAEI et al., 2016). Nas regiões áridas e 

semiáridas, o problema é ainda mais grave, os períodos de alta demanda de água coincidem 

com os baixos períodos de chuvas (NARAYAN; SCHLEEBERGER; BRISTOW, 2007; 

SEYAM; OTHMAN; EL-SHAFIE, 2017). A produção agrícola (especialmente das culturas 

de sequeiro), flutua frequentemente nos ecossistemas limitados pela água, secas periódicas 

e chuvas irregulares (SALEHNIA et al., 2019). No Brasil, a região semiárida (Caatinga) 

representa aproximadamente cinquenta e sete por cento do território nordestino e sua 

principal atividade econômica é a agricultura, em sua maioria de subsistência (BARBOSA 

et al., 2015).  

A tendência em longo prazo da precipitação e temperatura mostra que pode haver o 

agravamento nas mudanças e ainda mais oscilações de produtividade (TABARI; TALAEE, 

2011). Nesse sentido, o planejamento e monitoramento das práticas agrícolas tornam-se 

indispensáveis para aliviar os prováveis efeitos adversos. Faz-se mister avaliar as reais 

condições que satisfazem as necessidades das culturas, bem como as tecnologias disponíveis 

que auxiliem na viabilidade agrícola sustentável (XIMENES, 2018). Para que isso ocorra, 

há a necessidade da intensificação do conhecimento em novas formas de gestão no 

agronegócio, algo que requer a adoção de tecnologias inteligentes, como IA. O uso dessa 

tecnologia tem sido para muitas agências governamentais seu principal foco, dadas as 

preocupações sobre a significativa quantidade de dados que pode ajudar os produtores a 

melhorarem a produtividade e a sustentabilidade (GRIEVE et al., 2019; PURDY; 

DAUGHERTY, 2017).  

Estima-se que as ferramentas de IA têm o potencial de crescimento agrícola até 2035, 

de 1,3% a 3,4%, um dos maiores aumentos percentuais de indústrias agrícolas estudadas 

(ONU, 2019-). A maioria dos relatórios afere que o valor para o setor de tecnologia de IA e 

Tecnologias Inteligentes na agricultura, tende a causar impacto complexo e multifacetado, 

com grandes variações no potencial entre fazendas, empresas e países (GRIEVE et al., 

2019). Mesmo com essa perspectiva, no continente americano a atividade agrícola ainda está 

atrasada na adoção de tecnologias com IA (DEFRA, 2018). Neste continente, a aplicação da 

IA sofre resistência pelo uso de práticas tradicionais e o rompimento das barreiras 

econômicas e tecnológicas passa pelas influências sociológicas (GOLDSMITH; BURTON, 

2017; ÖHMAN; FLORIDI, 2018). Essa influência se baseia em modelos lineares de 
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transferência de tecnologia para os agricultores e nas quais, as inovações derivam da 

capacidade de ganhos de produtividade e modelagem das práticas atuais de manejo dos 

recursos naturais (BUGHIN et al., 2018; CHUI et al., 2018). Considerando as atuais 

restrições financeiras e tecnológicas, essas tendências, isoladas ou coletivas, provavelmente 

representam uma pressão adicional sobre os recursos já escassos no bioma. Assim, é cada 

vez mais reconhecida a inevitabilidade de assegurar que as motivações, sensibilidades, 

prioridades e conhecimento dos agricultores sejam adequadamente integradas com as 

tecnologias. Com isso, o uso da IA tende a somar potencialmente no apoio à eficiência 

operacional e à tomada de decisão estratégica.  

 

1.5 ESTRUTURA DA TESE 

 

Este manuscrito é composto por cinco seções: introdução, capítulo I, capítulo II, 

capítulo III, considerações finais. Sendo a pesquisa propriamente dita subdividida nos três 

capítulos: o primeiro aborda os estudos acerca da IA no agronegócio de forma geral; o 

segundo se volta para estudos específicos com o levantamento das tecnologias atuais na 

Caatinga; e o terceiro traz uma análise por especialistas em torno das perspectivas atuais 

para a adoção da IA no agronegócio na Caatinga e os respectivos estudos complementares 

de utilização dessa tecnologia em ambientes semiáridos. Cada capítulo apresenta estudos 

individuais com metodologias, resultados e conclusões específicas, mesmo sendo 

complementares entre si e em consonância com os objetivos específicos para o alcance do 

objetivo geral da pesquisa (ver Figura 1.1). 

Assim, a seção 1 traz a introdução da temática da IA no agronegócio, bem como 

apresenta a problematização e a justificativa para esta pesquisa. Contempla os fatores iniciais 

acerca do uso de diversas tecnologias que têm fortalecido a conectividade da cadeia de 

suprimentos de ponta a ponta, proporcionado o monitoramento e o controle de forma remota 

e em tempo real. 

A seção 2 discute o estado da arte da IA no agronegócio a partir de um protocolo de 

revisão sistemática. Realizou-se a revisão de documentos da literatura científica mundial, 

publicados em periódicos, que possuíam como objetivo apresentar os mais variados métodos 

de IA aplicados à atividade agrícola. Os documentos que cumpriam com este requisito foram 

minuciosamente avaliados e representam as diferentes estruturadas e abordagens das 

ramificações da IA. 
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Já a seção 3 faz o levantamento sistemático das tecnologias utilizadas na Caatinga, 

apresentando inicialmente as tecnologias de convivência com o semiárido ou técnicas 

sociais, como os métodos de manejo do solo, aproveitamento da água da chuva e preparo de 

ração animal. E depois, as tecnologias propriamente ditas, com as evidências que convergem 

para a utilização tecnológica direcionada à viabilidade da produção, diversificação e tempo 

de colheita principalmente de culturas irrigadas. 

A seção 4 aborda as perspectivas do uso da IA na Caatinga por especialistas de 

organizações de fomento à pesquisa. Assim como, faz o levantamento dessa tecnologia 

disruptiva em ambientes semiáridos. Essa seção busca compreender a fase atual de adoção 

e do desenvolvimento de IA na Caatinga, buscando conhecer as oportunidades dessa 

tecnologia para os negócios no setor agrícola no bioma. 

A seção 5 apresenta as considerações finais da tese, expressando as conclusões 

obtidas por meio das leituras, análises dos dados e escritas desenvolvidas e discutidas ao 

longo dos textos apresentados. Aborda-se uma recapitulação de cada capítulo 

desenvolvido, com considerações pertinentes aos capítulos e à tese. 

Figura 1.1 − Síntese estrutural desenvolvida na tese. 
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Fonte: Dados da Pesquisa (2022). 

Cabe destacar que esta pesquisa emprega uma abordagem multidisciplinar 

contemporânea que endossa um estudo construído em torno dos objetivos pré-definidos, 

sendo construída sob a ótica da formação e gestão do conhecimento, ao abordar sua 

importância em prol da difusão de pesquisas no bioma Caatinga. 
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2 CAPÍTULO I - GESTÃO NO MEIO AGRÍCOLA COM O APOIO DA 

INTELIGÊNCIA ARTIFICIAL: UMA ANÁLISE DA DIGITALIZAÇÃO NO 

AGRONEGÓCIO1 

 

Resumo 

 

A aplicação da Inteligência Artificial aos dados dos sensores e nos sistemas de 

gerenciamento de fazendas está evoluindo para programas de acompanhamento em tempo 

real, que fornecem recomendações e insights valiosos em ação e apoio à decisão dos 

agricultores. Neste artigo, apresenta-se uma revisão dedicada a aplicações da Inteligência 

Artificial na produção agrícola. Os trabalhos analisados foram categorizados em (a) redes 

neurais; (b) aprendizagem supervisionada e (c) métodos dinâmicos. A categorização dos 

artigos demonstrou como a agricultura pode se beneficiar das tecnologias com o apoio da 

Inteligência Artificial, por meio do gerenciamento e tomada de decisão mais precisos, assim 

como otimizando a lucratividade, a produtividade e a sustentabilidade. Assim, resultando 

em métodos que podem ser eficazes se integrados a um sistema de informação robusto e 

construído em funções que podem ser cobertas por seus usuários.  

Palavras-chave: E-agriculture. Aprendizado de Máquina. Sistemas especializados. Árvore 

de Decisão. 

 

Abstract 

 

The application of artificial intelligence to sensor data and farm management systems is 

evolving into real-time monitoring programs, which provide valuable recommendations and 

ideas in action and support farmers' decisions. In this article, a review dedicated to 

applications of artificial intelligence in agricultural production is presented. The works were 

categorized into (a) neural networks; (b) supervised learning and (c) dynamic methods. The 

categorization of articles, how agriculture can benefit from technologies supported by 

artificial intelligence, through more accurate management and decision-making, as well as 

optimizing profitability, productivity and sustainability. Resulting in methods that can be 

effective if integrated with a robust information system and built-in functions that can be 

covered by its users. 

Keywords: E-agriculture. Machine Learning. Specialized systems. Decision tree. 

 

2.1 INTRODUÇÃO  

 

As constantes mudanças no ambiente agrícola têm exigido cada vez mais soluções 

equilibradas e contínuas, face a diminuição da disponibilidade de mão-de-obra, da baixa nos 

recursos naturais, da escassez média de recursos agrícolas, da alta idade média dos 

agricultores e da baixa renovação da população agrícola (FENG, 2019; LI; YANG, 2018). 

 
1 Manuscrito submetido e aprovado para publicação no periódico Revista em Agronegócio e Meio Ambiente 

– RAMA, com previsão de publicação em julho no v. 15, n. 3 de 2022. 
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Uma alternativa a esses desafios é a adoção da Inteligência Artificial (IA), visando a 

modernização da atividade agrícola. A IA é a capacidade do sistema para interpretar 

corretamente dados externos, aprender a partir desses dados e utilizar dessa aprendizagem 

para atingir objetivos e tarefas específicas por meio de adaptação flexível (KAPLAN; 

HAENLEIN, 2019). Na perspectiva agrícola, a IA visa identificar e fazer uso do potencial 

da produtividade resultante de equipamentos inteligentes: dados, informações, transmissões 

e processamento. 

No setor agrícola, o desenvolvimento de tecnologias inteligentes como a Internet das 

Coisas - IoT (LI; YANG, 2018; PIVOTO et al., 2018), Computação na Nuvem (ROOPAEI; 

RAD; CHOO, 2017), Big Data (BRONSON; KNEZEVIC, 2016; WOLFERT et al., 2017), 

Blockchain (ALMEIDA et al., 2018; SEEBACHER; SCHÜRITZ, 2017), Inteligência 

Artificial (EVANS; TERHORST; KANG, 2017; UNTARU; ROTARESCU; DORNEANU, 

2012), têm impulsionado o fenômeno chamado de Agricultura Inteligente (Smart Farm) ou 

Agriculture 4.0 (ANDRITOIU et al., 2018; BENTHAM, 1998; LEZOCHE et al., 2020). 

A promoção da IA no campo, tende a contribuir para a redução de custos e o 

desenvolvimento sustentável do setor, auxiliando os sistemas de gerenciamento da cadeia 

produtiva e objetivando fornecer apoio as operações (PERINI; SUSI, 2004). No entanto, 

considerando a ampla variedade de métodos dentro da IA, torna-se fundamental conhecer as 

características individuais de métodos e o cenário para o uso (LI; YANG, 2018; PATRÍCIO; 

RIEDER, 2018).  

Devido à relevância do assunto, algumas revisões foram produzidas nos últimos anos 

objetivando analisar a influência da Inteligência Artificial no meio agrícola. Alguns desses 

estudos, como o de Rooh, Li e Ali (2015), apresenta uma revisão sobre a integração da IA 

com técnicas de abordagem clássica e sugestões para exploração de variáveis de pesquisa 

para profissionais do meio agrícola. Dongre e Gandhi (2016), fazem uma análise das 

informações aprendidas por meio de experiências repetidas, semelhantes à aprendizagem 

humana, para fornecer classificação, reconhecimento de padrões, otimização e realização de 

previsões futuras no setor pecuário. Evans, Terhorst e Kang (2017) trazem implicações do 

estilo do agricultor para a condução situacional da decisão frente à incorporação da IA, assim 

como trata do gerenciamento de culturas por meio de plataformas tecnológicas. Patrício e 

Rieder (2018) analisam a aplicabilidade da IA na produção de grãos para a detecção de 

doenças, qualidade de grãos e fenotipagem. Chukwu  (2019) faz uma revisão das aplicações 

da IA para aumentar a produtividade, por meio do manejo do solo, de culturas, de plantas 
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daninhas e de doenças. E Chia et al. (2020) apresentam um mapeamento das relações entre 

parâmetros climáticos e evapotranspiração para fornecer dados em tempo real do 

gerenciamento de recursos hídricos e manejo de irrigação. 

A partir da análise das diferentes revisões, esta pesquisa, foi esquematizada em uma 

revisão que integre os conceitos e aplicabilidade dos campos da IA, baseados na atividade 

agrícola. Apresentando também os métodos e ramificações da Inteligência Artificial como 

aporte para o seu desenvolvimento em auxílio à tomada de decisão. O estudo tem a seguinte 

estrutura: os aspectos metodológicos - em que se apresenta a metodologia implementada 

para a coleta e categorização dos trabalhos citados; resultados da pesquisa - traz o aporte e 

discussão da implantação dos campos e métodos da IA no meio agrícola; e considerações 

finais – apresentam as conclusões do estudo e as expectativas futuras. 

 

2.2 MATERIAL E MÉTODOS 

 

Este artigo seguiu a abordagem sistemática, sendo feita a partir da busca de dados 

em quatro das principais bases de dados bibliográficos: Science Direct, Scopus, Springer 

Link e Web of Science, usando a combinação das palavras em inglês ("artificial intelligence" 

AND Agric* OR Agribusiness OR Farm* OR e-agriculture). As bases de dados foram 

escolhidas em decorrência de sua ampla cobertura de literatura relevante ao tema proposto, 

e ainda por recursos bibliométricos avançados, como sugerir literatura relacionada ou 

citações, sendo o inglês o idioma escolhido, por representar a língua com a maior quantidade 

de publicações nessas bases. Teve o período de 2000 a 2019 como tempo de análise, por 

corresponder ao período com maior número de publicações de artigos de acesso livre. A 

questão norteadora dessa revisão sistemática é: como a Inteligência Artificial está sendo 

utilizada no meio agrícola: campos, métodos e aplicações? 

Com a pergunta definida, iniciou-se de fato a revisão sistemática da literatura, sendo 

feita em quatro etapas: (i) leitura do título, resumo e palavras-chaves - sendo necessário que 

esses elementos apresentassem alguma ligação à pergunta de pesquisa; (ii) leitura da 

introdução e conclusão - foi considerado o fato de haver na introdução ou na conclusão 

indícios que respondessem à questão da revisão; (iii) leitura do artigo completo, extração das 

cotas e avaliação da qualidade - foram extraídas cotas considerando que durante todo o artigo 

a temática tinha sido tratada com clareza e estavam adequadamente referenciados; e (iv) 
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análise e síntese das evidências – localização e separação das cotas que efetivamente 

respondiam à questão proposta pela revisão. Ver Figura 2.1 das etapas da revisão. 
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Figura 2.1 − Etapas da pesquisa e revisão. 

Fonte: Dados da Pesquisa (2020). 

A revisão sistemática seguiu o protocolo de Principais Itens para Relatar Revisões 

Sistemáticas e Meta-análises - PRISMA (2009), por ser uma estrutura metodológica bastante 

utilizada nesse tipo de pesquisa e que permite o desenvolvimento das etapas de forma clara 

e que possibilita replicações. A pesquisa foi desenvolvida no período de janeiro a junho de 

2020, sendo apoiadas pelos softwares: StArt (3.3 Beta 03) para a organização dos dados e 

seleção dos artigos; e Mendeley (1.19.4) para a gestão bibliográfica. 

 

2.3 RESULTADOS E DISCUSSÕES 

 

A atividade agrícola na maioria dos países desempenha papel crítico, tanto em fatores 

econômicos quanto ocupacional (LIAKOS et al., 2018), de modo que a utilização de 

tecnologias no campo tende a impulsionar o setor para modernização, ao mesmo tempo em 

que busca soluções visando o uso efetivo de recursos escassos, frente ao crescente consumo 

global de alimentos (ALZOUBI; ALMALIKI; MIRZAEI, 2019; UNTARU; ROTARESCU; 

DORNEANU, 2012). Assim, há a inevitabilidade de que o setor torne-se mais eficiente e 

“inteligente” (NAVULUR; SASTRY; PRASAD, 2017).  

Atualmente (2020), algumas atividades agrícolas já convivem com o poder 

computacional oferecido por sistemas eletrônicos incorporados paralelamente aos 

microprocessadores e às Unidades de Processamento Gráfico (GPU - Graphics Processing 

Unit). Essas tecnologias incluem: sensores ativos e sistemas robóticos autônomos singulares 

ou em rede, capazes de manipular e sentir os efeitos subsequentes em seu ambiente 



29 

 

(BAYINDIR, 2016; TAN; ZHENG, 2013); dispositivos de Internet das Coisas (IoT – 

Internet of Things) em rede sem fio para monitorar remotamente a umidade do solo, o 

crescimento das culturas e tomar medidas preventivas para detectar danos e ameaças 

(GUBBI et al., 2013; KAMBLE; GUNASEKARAN; GAWANKAR, 2020; NAVULUR; 

SASTRY; PRASAD, 2017); ou mesmo, fornecimento de transparência, segurança, 

neutralidade e confiabilidade das operações na cadeia de suprimentos com o uso do 

Blockchain (ALMEIDA et al., 2018; SEEBACHER; SCHÜRITZ, 2017).  

Por sua vez a utilização da IA no campo agrícola, contribui para a monitoramento 

em tempo real das atividades de forma autônoma, visando analisar dados operacionais, 

combinados com informações de terceiros: serviços meteorológicos, conselhos de 

especialistas, etc., para fornecer ideias e melhorar a tomada de decisão (HUTSON, 2017; 

KARGAR; SHIRZADIFAR, 2013), ver Figura 2.2. Dada sua importância na simulação dos 

dados para gerar conhecimento exponencial e alternativas aos produtores (HASHIMOTO et 

al., 2001), a IA exige que uma máquina (computador) perceba elementos em seu ambiente 

(recursos ambientais, tecnologias existentes) e retorne ao usuário - um ser humano ou outra 

máquina - algumas instruções ou informações (análises estatísticas, sistêmicas) que auxiliem 

o receptor a alcançar algum objetivo – planejamento, previsão e tomada de decisão 

(KUMAR; BHRAMARAMBA, 2017), ver Figura 2.2. 

Figura 2.2 – Interface de gestão e tomada de decisão com IA na Atividade Agrícola. 

 

Fonte: Adaptado de Xue-Lei e Gong-Hu (2000). 
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 A gestão e tomada de decisão com o apoio da IA passa pela integração de fatores 

como planejamento, análise estatística e sistêmica, recursos ambientais e tecnologias 

agrícolas  (KOUADIO et al., 2018; VENKATESH; THANGARAJ, 2008). Essa integração 

representa o acúmulo de fatores orientados para o desenvolvimento de sistemas baseados no 

conhecimento (KUMAR; BHRAMARAMBA, 2017). Isso contribui para diminuir o tempo 

em que as decisões são tomadas, bem como ampliar a consistência e a qualidade delas, 

expressa em características e recursos (MAHMOUD; M RAFEA; A RAFEA, 2008). A 

tomada de decisão apoiada pela IA pode, por exemplo, fazer previsão e simulação da 

produtividade de grãos de aveia com menor erro médio (DORNELLES et al., 2018). 

 

2.3.1 Campos da Inteligência Artificial 

 

A previsão da produção agrícola exige ao menos dois campos da IA, o aprendizado 

de máquina e a visão computacional. Os algoritmos de visão computacional têm como 

funções, extraírem vetores de recursos de imagens e utilizarem para classifica-las (SABRI 

et al., 2012). Já os algoritmos de aprendizagem de máquina realizam a classificação, 

agrupamento e identificação do que deve aprender quando a imagem é apresentada 

(KOUADIO et al., 2018). Com isso, há um trabalho conjunto de dois campos para criar uma 

máquina mais inteligente, em que o aprendizado de máquina é o foco, ver Figura 2.3. 
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Figura 2.3 − Principais campos de Inteligência Artificial. 

 

Fonte: Adaptado de Villaneuva e Salenga (2018). 

A IA possui sete campos principais, o aprendizado de máquina talvez seja o mais 

conhecido e difundido, e que responde pela construção de algoritmos complexos a partir de 

conjuntos de dados que se prestam à previsão e revelação de insights ocultos por meio do 

aprendizado de relacionamentos históricos e tendências nos dados  (CORTÉS et al., 2000; 

KUMAR; BHRAMARAMBA, 2017). O Aprendizado Profundo é um subcampo da 

IA/aprendizado de máquina que faz uso de Redes Neurais Artificias (ANN - Artificial Neural 

Networks), com algoritmos inspirados na estrutura e função do cérebro (DORNELLES et 

al., 2018). As ANNs são processadoras de informação massivamente distribuídas em 

paralelo que têm características de desempenho semelhantes às redes neurais biológicas 

(VENKATESH; THANGARAJ, 2008). Elas foram desenvolvidas como uma generalização 

de modelos matemáticos do sistema neural humano (ALZOUBI; ALMALIKI; MIRZAEI, 

2019). 

A robótica e visão computacional representam outros dois campos da IA, esses 

campos são responsáveis por avanços tecnológicos em sistemas de posicionamento global, 
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tecnologias a laser, atuadores e mecatrônica (AMPATZIDIS; BELLIS; LUVISI, 2017). A 

Visão Computacional é um campo que visa dar a um computador a capacidade semelhante 

ou superior a de seres humanos, ao usar os sensores como olhos para identificar anomalias 

ao seu redor (VILLANUEVA; SALENGA, 2018). Já, a Robótica se utiliza de ferramentas 

como os drones e os biossensores para o diagnóstico em tempo real e na observação 

georreferenciada. Outras funções desses dispositivos correspondem à detecção precoce do 

patógeno de pragas e doenças, exploração de culturas, monitoramento dos limites da 

fazenda, estruturas de irrigação e a vigilância do gado com os dispositivos integrados 

(BALAN, 2016; ROSE; CHILVERS, 2018). 

O campo do Processamento de Linguagem Natural (NLP – Natural Language 

Processing) visa interpretar a entrada da linguagem natural humana. Isso permite que o 

sistema compreenda a entrada de fala do usuário, mesmo que as frases não sejam 

gramaticalmente corretas ou incompletas. Algo que permite, por exemplo, que o produtor se 

comunique por meio de um assistente virtual de conversação, possibilitando a comunicação 

continua de usuário e máquina, como uma conversa entre humanos (VIJAYALAKSHMI; 

PANDIMEENA, 2019). 

O campo do Planejamento e Programação refere-se à análise dos processos de erros 

e incertezas nos experimentos e podem surgir da seleção, condição e calibração do 

instrumento, ambiente, observação, leitura e idealização de testes para a gestão e previsão 

dos recursos (GÖTZ et al., 2015; TOPUZ, 2010). Já, a otimização trata da precisão na 

previsão, nas variáveis de entrada em topologia da rede, no método de aprendizado, na 

função de não linearidade estabelecida, no número de camadas ocultas, no número de 

neurônios de cada camada e no número de épocas de treinamento (UNTARU; 

ROTARESCU; DORNEANU, 2012). 

Os Sistemas Especialistas (ES - Expert System) é o campo da integração do 

conhecimento a relatórios e projetos de extensão tradicionais, objetivando fornecer 

conselhos gerais que auxiliem a gestão (MAHMOUD; M RAFEA; A RAFEA, 2008; 

VIJAYALAKSHMI; PANDIMEENA, 2019). O ES na forma prática proporciona aos 

produtores o acesso a um sistema de ensino sobre as informações agrícolas usando a técnica 

de consulta interativa. Também ajuda os agricultores a planejarem suas atividades futuras, 

prevendo o custo futuro dos produtos agrícolas por meio de dados históricos 

(MEHDIZADEH, 2018). 
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O campo da Fala ajuda os usuários com dificuldades de aprendizagem, a usar o 

sistema com eficiência. Os robôs de bate-papo normalmente fornecem uma interface ao 

usuário baseada em texto, permitindo que ao digitar comandos de texto, receba a resposta 

em formato texto ou fala (VIJAYALAKSHMI; PANDIMEENA, 2019). A saída textual 

gerada é passada pela Interfaces do Programa de Aplicativo (API - Application Program 

Interfaces) de síntese de fala. A API obtém entrada de texto e a converte em fala para 

fornecer som de saída a ser ouvida pelo interessado (EVANS; TERHORST; KANG, 2017). 

Esse sistema ajuda os agricultores a consultarem sobre a agricultura, obtêm a resposta em 

texto e fala de modo que o aprimoramento futuro pode ser feito e a saída é constituída na 

linguagem local (VIJAYALAKSHMI; PANDIMEENA, 2019). 

Como visto na Figura 2.3, todos os campos explicados anteriormente se enquadram 

na classificação do eixo principal da IA, no entanto, para se desenvolver um modelo 

aplicável o subcampo principal deve ser identificado (VILLANUEVA; SALENGA, 2018). 

Assim, a aplicação da IA não se desenvolve diretamente pelos sete campos citados, mas por 

meio do uso de subgrupos, os métodos. A seguir, eles serão apresentados por meio da 

organização em três tópicos: redes neurais artificias, aprendizagem supervisionada e 

métodos dinâmicos. 

 

2.3.2 Redes Neurais Artificiais 

 

Nas revisões, a ANN foi o método mais citado, muito em decorrência de sua 

facilidade de programação, assim como uma ferramenta eficaz para lidar com a 

complexidade dos dados agrícolas e dos dados qualitativos de alta variância afetados por 

ruído (UNTARU; ROTARESCU; DORNEANU, 2012). O uso de ANN no agronegócio 

tornou-se frequente desde meados da década de 1990 (HASHIMOTO et al., 2001), 

abordando principalmente a previsão de produtividade, modelagem espacial (manejo de 

irrigação e índices de vegetação espectral) e previsão espaço-temporal (séries temporais do 

rendimento em um tempo específico), ver Figura 2.4. 
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Figura 2.4 − Propostas de aplicação de Redes Neurais Artificiais. 

Autor 
País do 

Estudo 
Proposta de Aplicação 

Modelo 

Aplicado 
Resultados 

Venkatesh e 

Thangaraj 
(2008) 

Índia 

Determinar os tipos de culturas 

adequadas para uma região, através do 
estudo das características do solo. 

Visando aumentar o rendimento e 

minimiza os gastos em irrigação e 
aplicação de fertilizantes. 

Rede Neural 

com 

Alimentação 
Multicamada 

(MFNN) 

A utilização de MFNN ajudou na obtenção de 

estimativas quase precisas das características do 
solo e a escolha de culturas planejadas para o 

cultivo com base nas necessidades de nutrientes 

do solo. Resultados experimentais mostraram que 
a aplicação superou o desempenho esperado. 

Topuz et al. 

(2010) 
Turquia 

Prever as características de secagem de 

produtos agrícolas como avelã, feijão e 

grão de bico. Através da predição para a 
secagem em leito fluidizado de produtos 

agrícolas granulares. 

ANN 

As redes neurais artificiais conseguiram produzir 

previsões e resultados úteis para previsão das 

características de secagem. De modo que o 
modelo de ANN pode ser efetivamente utilizado 

como uma ferramenta de previsão. 

Stastny et 
al. (2011) 

República 
Tcheca 

Analisar os níveis de produtividade das 

culturas, com ênfase no julgamento de 
precisão dos métodos individuais de 

implementação. 

Perceptron 

Neural em 
Multicamadas 

(MLP) 

Houve o uso de redes neurais multicamadas e os 
modelos de regressão de dados empíricos para a 

predição de produtividades e rendimento de 

culturas. A MLP provou ser preciso no caso de 

uma tarefa específica do que o modelo regressivo. 

Sabri et al. 

(2012) 
Taiwan 

Utilizar a IA como sistema de controle 

autônomo de temperatura e a umidade 
em estufas durante o dia e noite. Assim 

como, contribuir para reduzir o 

consumo de energia. 

Sistema de 
Inferência 

Fuzzy (FIS) 

A utilização do sistema foi capaz de fornecer 

monitoramento em tempo real com dados 
autônomo de baixo custo, fácil de instalação e 

manutenção em tamanho reduzido e com pouca 

interferência dos funcionários. 

Untaru et 
al. (2012) 

Romênia 

Contribuir com soluções práticas para 

otimizar um uso equilibrado de custo-
benefício dos recursos naturais no 

agronegócio. 

ANN 

As experiências de redes neurais otimizadas para 
prever com precisão dos resultados financeiros de 

várias culturas. Há também resultados visando o 

melhoramento dos processos de tomada de 
decisão. 

Boniecki et 

al. (2014) 
Polônia 

Definir as características representativas 

visuais encontradas em imagens de 
raios-X, digitais de grãos de trigo que 

apresentam traços de danos no núcleo 

interno causados pelo gorgulho do 
celeiro. 

ANN 

Uma análise da sensibilidade da rede neural (para 

inserir variáveis) ajudou a identificar 
características representativas para a identificação 

de núcleos danificados. Sendo uma tecnologia útil 

para a identificação dos efeitos adversos em 
sementes. 

Bittar et al. 

(2018) 
Brasil 

Estimar os atributos físicos e químicos 

do solo. Com à análise descritiva, 

geoestatística, treinamento e análise das 
ANN. Considerando a assertividade no 

mapeamento dos padrões. 

ANN 

O uso de ANN apresentou-se promissora para 

obter estimativas de atributos de solos. Uma vez 

treinadas, as ANNs adquiriram o conhecimento 
para estimar resultados das propriedades do solo, 

independentemente de sua vinculação espacial. 

Mehdizadeh 
(2018) 

Irã 

Estimar a evapotranspiração de 
referência, objetivando a precisão dos 

modelos para prever a capacidade diária 

dos recursos hídricos e outras 
aplicações. 

FIS 

A estimação de dados meteorológicos e de 

evapotranspiração pode ser útil na previsão de 
dados e informações de locais de mesmo clima. 

Assim como, ser capaz de desenvolver cenários. 

Rathod et 

al. (2018) 
Índia 

Analisar o comportamento passado e 

atual para prever a produção futura de 
oleaginosas, auxiliando na tomada de 

decisão e planejamento futuro de 

maneira eficaz e eficiente. 

Rede Neural 

com Retardo 

de Tempo 
(TDNN) 

A aplicação da TDNN tende a aumentar a precisão 

da previsão da produção de oleaginosas. Essa 

abordagem pode ser estendida usando técnicas de 
aprendizado de máquina em outras culturas.  

Simone, 

Rivera e 
Guida 

(2018) 

Itália 

Usar sensores ultrassônicos de baixo 
custo junto com algoritmos de redes 

neurais para reconhecimento de objetos 

em veículos não tripulados durante a 
navegação autônoma. 

ANN 

Com o uso de redes neurais e sensores 
ultrassônicos foi possível a identificação de 

objetos ao longo do percurso. Através da técnica 

de adaptação em pequenas máquinas agrícolas 
autônomas. 

Villanueva 

et al. (2018) 
China 

Determinar a capacidade de produção 

de melão amargo, através de imagens de 

folhas. Sendo classificadas como boas e 

ruins. A pesquisa utilizou como apoio o 

algoritmo de Aprendizado de Máquina. 

ANN 

O aumento do número de imagens pode permitir 

que uma máquina aprenda a diferença entre uma 

boa e uma má planta quando apresentada uma 

imagem para previsão. De modo que, ao aumentar 

o número de imagens, melhorou-se os resultados. 

Deepa e 
Ganesan 

(2019) 

Índia 

Integrar as abordagens para desenvolver 

um modelo de classificação de várias 
classes que ajude os agricultores a tomar 

uma decisão sobre o cultivo de uma 
determinada terra agrícola. 

FIS 

A abordagem é usada para gerar regras de 
classificação para cinco culturas: arroz, 

amendoim, cana-de-açúcar, cumbu e ragi. O 
modelo desenvolvido foi testado com um conjunto 

de dados agrícolas que se mostrou confiável e 

robusto para o desenvolvimento da agricultura. 

Vincent et 
al. (2019) 

Índia 

Propor um sistema multicamadas, 
integrando redes de sensores com 

sistemas de Inteligência Artificial para a 

avaliação da adequação das terras 
agrícolas.  

MLP 

Os resultados obtidos usando o sistema com 
quatro camadas ocultas são eficazes no sistema de 

classificação em classes de decisão, ou seja, mais 

adequadas, adequadas, moderadamente 
adequadas e inadequadas.  

Fonte: Dados da Pesquisa (2020). 
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 A ANN é derivada do caráter de modelo de rede, ou seja, sua capacidade de 

aproximação geral a um método com simplicidade em sua teoria, facilidade de programação 

e bons resultados (BITTAR; ALVES; MELO, 2018; BONIECKI et al., 2014). Um passo 

importante para a construção do modelo de ANN é a seleção do tipo de rede (sua topologia), 

juntamente com a escolha de uma função de ativação ao algoritmo de aprendizado de 

máquina (SIMONE; RIVERA; GUIDA, 2018; TOPUZ, 2010). A seleção de rede adequada 

a ser desenvolvida passa pela necessidade do estudo, por exemplo, o fenômeno das séries 

temporais pode ser modelado matematicamente usando uma representação funcional 

implícita do tempo, as conhecidas como Rede Neural com Retardo de Tempo (TDNN - Time 

Delay Neural Network) (RATHOD et al., 2018). Ou mesmo por meio da aplicação 

abrangente de neurônios da primeira camada que direcionam sua saída para os neurônios da 

segunda camada, de maneira unidirecional como as Redes Neurais com Alimentação 

Multicamada (MFNN - Multilayer Feed-forward Neural Network) (VENKATESH; 

THANGARAJ, 2008). Resultados do uso desses métodos podem ser observados por Vicente 

et al. (2019), ao afirmar que o método ajuda agricultores a avaliarem as terras agrícolas 

adequadas e inadequadas para cultivo de determinado produto. 

No modelo Perceptron Neural de Múltiplas Camadas (MLP - Multi-Layer Neural 

Perceptron) é utilizada a configuração que segue um neurônio na entrada, dois na camada 

oculta e um na saída (1-2-1), junto com os não-função de ativação linear (STASTNY; 

KONECNY; TRENZ, 2011; VINCENT et al., 2019). Esse sistema faz avaliação das terras 

agrícolas em termos de diferentes classes de decisão para o cultivo e também em futuras 

classificações pós-cultivo (VINCENT et al., 2019). Já o Sistema de Inferência Fuzzy (FIS - 

Fuzzy Inference System) trata do comportamento dinâmico do sistema, sendo caracterizado 

por um conjunto de regras linguísticas difusas (MEHDIZADEH, 2018; SABRI et al., 2012). 

Essas regras são elaboradas por um especialista humano com experiência na área do domínio 

por meio do agrupamento multiclasses: cálculo de peso de variáveis, conversão de dados 

contínuos em valores difusos e geração de regras de classificação (DEEPA; GANESAN, 

2019). O FIS permite, por exemplo, por meio do sensor de temperatura e umidade, o controle 

de alta precisão e baixo consumo de energia baseada no método de suspensão/ativação em 

um período de tempo predefinido. 

 

2.3.3 Aprendizagem Supervisionada 
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Os algoritmos de aprendizagem supervisionada são uma combinação de técnicas de 

conjuntos de dados trabalhados e não trabalhados com monitoramento de resultados 

pressupostos (KUMAR; BHRAMARAMBA, 2017). Na Figura 2.5, são apresentados alguns 

desses algoritmos predominantemente encontrados ao longo dos trabalhos analisados. As 

ANNs também se enquadram nessa classificação, assim foram colocadas na tabela anterior 

pela relevância e quantidade de citações. 

Figura 2.5 − Propostas de aplicação da aprendizagem supervisionada. 

Autor 
País do 

Estudo 
Proposta de Aplicação Modelo Aplicado Resultados 

Hashimoto 
et al. (2001) 

Japão 

Estimar a aplicação de abordagens 

inteligentes para problemas de 

otimização na agricultura. Com a 
discussão dos algoritmos derivados do 

bio-sistema, sistema de decisão e 

agricultura inteligente. 

Algoritmo Genético 
(GA) 

Há uma avaliação da pesquisa agrícola 

desenvolvida em três áreas: a) aplicações 

de Inteligência Artificial na agricultura; 
b) controle de ambiente inteligente para 

sistemas de produção de plantas; e c) 

robôs inteligentes na agricultura.  

Perini e Susi 
(2004) 

Itália 

Desenvolver um sistema de apoio a 
decisão a ser usado por técnicos do 

serviço de consultoria que executam o 

gerenciamento de pragas de acordo com 
uma abordagem de produção integrada. 

Aprendizado da 
Árvore de Decisão 

A análise permitiu derivar os requisitos 
funcionais e não funcionais do sistema a 

partir dos objetivos do domínio de 

stakeholders e de suas dependências da 
dimensão organizacional/técnica. 

Latorre-Biel 

et al. (2013) 
Espanha 

Propor uma metodologia para tomada 
de decisão, apoiada pela IA aplicada no 

campo agrícola, com análises de 

vantagens e desvantagens. 

GA 

Houve a otimização dos processos para 

decisões estruturais, definindo um bom 

design ou redesenho de vinícola, 
fornecendo estratégias de gerenciamento 

do negócio. 

Götz et al. 

(2015) 
Alemanha 

Desenvolver uma ferramenta de 

planejamento para os agricultores 
avaliarem os componentes logísticos: 

motorista, carga, tipo de estrada, 

enrolamento, situação do tráfego, 
diurno etc. 

Algoritmo de 

Vizinhos Mais 
Próximos 

O algoritmo permite estimar os 

parâmetros-chave de energia e tempo para 
as tarefas de logística na agricultura. Os 

chamados fatores leves, têm uma enorme 

influência sobre os parâmetros-chave: 
energia e tempo. 

Ogunde e 

Olanbo 

(2017) 

Nigéria 

Apresentar um sistema de apoio à 
decisão para analisar e extrair 

conhecimento de dados do solo com 

relação a sua adequação ao cultivo de 
mandioca. 

Aprendizado da 
Árvore de Decisão 

O sistema desenvolvido auxilia à tomada 

de decisão pelos agricultores pela 

determinação do rendimento potencial no 
uso da terra agrícola e na previsão da 

adequação do solo ao cultivo de 

mandioca. 

Dornelles et 
al. (2018) 

Brasil 

Propor o uso de IA na simulação da 
produtividade de grãos de aveia (Avena 

sativa) e na otimização da densidade de 

semeadura nos principais sistemas de 
sucessão. 

GA 

O uso de GA permitiu simular com 
eficiência a produtividade de grãos de 

aveia e otimizar a densidade de 

semeadura em comparação com regressão 
polinomial.  

Alzoubi et 
al. (2019) 

Irã 

Determinar um modelo linear na 

prevenção dos indicadores ambientais 

para o nivelamento da terra e estimação 
do grau de dependência de parâmetros: 

densidade, fator de compressibilidade 
do solo e índice de volume do aterro 

Algoritmo 

Competitivo 

Imperialista (ICA) 

Há uma superioridade do modelo em 

relação a outros métodos de prever 

problemas, como estimativa de energia no 
nível da terra. Tendo efeito no consumo 

de combustível e melhor desempenho na 
previsão de parâmetros de saída. 

Feng (2019) China 

Construir um modelo de distribuição de 

terceiros através do cálculo logístico, 

custos e eficiência sob diferentes 
variáveis de produtos agrícolas de 

frutas e vegetais. 

Algoritmo de 

Colônia de Formigas 

Esse modelo reduziu os custos 

operacionais gerais e aumentaram a 

receita de logística. A entrada de ativos 
fixos, a ocupação de pessoal e o risco de 

gestão em áreas rurais foram reduzidos.  

Xin et al. 
(2019) 

China 

Melhorar o nível intensivo do cultivo de 

hortaliças com a redução de desperdício 
de recursos de produção, semeadura de 

precisão, dosagem quantitativa de 

líquidos, reconhecimento de materiais e 
plantas daninhas com controle por 

aplicativo móvel. 

Algoritmo de 
Propagação Reversa  

O dispositivo foi utilizado como atuador 

inteligente da plantação, da unidade de 
aquisição de imagem, da unidade de 

controle elétrico e do terminal de controle 

de software. Através do acoplamento 
magnético dos atuadores conectados ao 

dispositivo. 

Fonte: Dados da Pesquisa (2020). 
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O aprendizado supervisionado pode ser aplicado para configurar um procedimento 

de execução de previsões, a exemplo, classificação, regressão, regressão linear, regressão 

logística (RATHOD et al., 2018). Essa modalidade representa a entrada da informação já 

preparada e sujeita ao algoritmo (VENKATESH; THANGARAJ, 2008). O algoritmo de 

propagação reversa trabalha com reconhecimento de padrões em uma rede avançada de 

alimentação em várias camadas, treinada de acordo com o algoritmo de propagação de erro 

de retorno (XIN et al., 2019). O método apresentou desempenho efetivo na identificação e 

segmentação de plantas daninhas de modo preciso, apresentando também a capacidade de 

reduzir a taxa de falso reconhecimento. Os Algoritmos Genéticos (GA - Genetic Algorithm) 

têm sido utilizados no campo de controles, otimização e simulação como referência para 

comparação de resultados que possam ajudar no controle por aplicativos, ao mesmo tempo 

em que fornecem opções adicionais de técnicas de pesquisa por meio da linguagem de 

programação Java (HASHIMOTO et al., 2001; LATORRE-BIEL et al., 2013). Em um 

estudo desenvolvido por Dornelles et al. (2018) houve o uso dos GAs para a simulação com 

eficiência do rendimento de grãos de aveia e otimização da densidade de semeadura, nos 

sistemas de sucessão de milho/aveia e soja/aveia no sul do Brasil. 

O Algoritmo Competitivo Imperialista (ICA - Imperialist Competitive Algorithm) é 

um método evolutivo utilizado na solução de problemas como agrupamento de dados, 

obtenção de ponto de equilíbrio de Nash, construções compostas, complicações na 

administração da produção e complicações de otimização (ALZOUBI; ALMALIKI; 

MIRZAEI, 2019). O ICA divide os dados iniciais em subgrupos de dados e, em seguida, 

procura o melhor ponto no espaço da solução, usando operadores principais: competição e 

assimilação. No campo agrícola, sua implementação pode ser feita em operações pesadas, 

como nivelamento da terra pela densidade, fator de compressibilidade do solo e índice de 

volume do aterro, algo que tende a ajudar na proteção do meio ambiente (ALZOUBI; 

ALMALIKI; MIRZAEI, 2019). 

Outro método é o algoritmo de Vizinhos Mais Próximos (Nearest Neighbors), ele 

permite estimar uma variável dependente desconhecida com a ajuda de uma variável 

descritiva em um conjunto de dados de referência (GÖTZ et al., 2015). Na prática, o 

algoritmo auxilia no cálculo de estimação de tempo e melhor percurso perante problemas 

logísticos complexos como o tipo de veículo, tipo de estrada, curvas, inclinação e desvios 

diários no fluxo do tráfico (FENG, 2019; GÖTZ et al., 2015). Função também desenvolvida 

pelo Algoritmo de Colônia de Formigas, um método para calcular o caminho de distribuição 
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usando por base o modelo de colônia de formigas, visando alta pontualidade e robustez para 

fornecer transporte urgente (FENG, 2019). O algoritmo de colônia de formigas utiliza a 

combinação da teoria de rede dinâmica e a teoria de otimização discreta em um modelo de 

redes robustas, começando pela análise global e ajustando as regras para atualização local, 

aumentando a quantidade de informações de cada caminho (VILLANUEVA; SALENGA, 

2018). Assim, tanto o Algoritmo de Vizinhos Mais Próximos como o Algoritmo Colônia de 

Formigas tendem a ser boas alternativas no processo de transação de comércio eletrônico 

rural. A otimização da rota pode melhorar a eficiência, reduzir os custos e diminuir o tempo 

de transporte. 

O algoritmo de Aprendizagem da Árvore de Decisão funciona dividindo seus dados 

de treinamento em partes menores de forma contínua para que os padrões possam ser 

identificados na classificação dos dados (OGUNDE; OLANBO, 2017). Sendo o método 

mais adequado para casos de distinções categóricas hierárquicas (PERINI; SUSI, 2004), 

como a previsão da adequação do solo para o cultivo de determinada plantação. Ou mesmo, 

para estimar a evolução sazonal de doenças em plantas. Esses métodos normalmente 

resultam de experiências anteriores destinadas a aplicar as técnicas de IA à solução de 

problemas ambientais. 

 

2.3.4 Métodos Dinâmicos 

 

Os métodos dinâmicos são classificados por reunir métodos com características 

próximas em relação a sua capacidade. Por exemplo, estratégias baseadas em sistemas 

agrícolas virtuais e técnicas inspiradas em aprendizado de máquina extremo. Esses métodos 

fazem parte de uma família mais ampla de métodos de aprendizado de máquina baseados 

em representações de dados, em oposição a algoritmos específicos de tarefas – algoritmos 

supervisionados (GENG; DONG, 2017). Existem ainda, métodos que simplesmente se 

encaixam em várias categorias, como a máquina de vetores de suporte, que é uma estratégia 

impulsionada pelo sistema neural e uma técnica baseada em ocasiões (MORALES et al., 

2016), ver Figura 2.6. 
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Figura 2.6 − Propostas de aplicação de sistemas variados de IA. 

Autor 
País do 

Estudo 
Proposta de Aplicação 

Método 

Aplicado 
Resultados 

Xue-Lei e 
Gong-Hu 

(2000) 

China 

Estabelecer o sistema de planejamento e apoio 

à tomada decisões, exploração sustentável dos 
recursos, aumento do nível de gestão da 

modernização agrícola e manutenção do 

desenvolvimento regional sustentável 

Sistema 

Dinâmico 

Sistema pode ser usado para fazer 

monitoramento dinâmico, análise, 
avaliação e previsão de recursos e 

ambiente. Este sistema fornecerá um 

sistema viável de gerenciamento agrícola. 

Mahmoud, M 
Rafea e A 

Rafea (2008) 

Egito 

Usar a tecnologia de sistemas especialistas 
para avaliar os impactos econômicos (o custo, 

o lucro e o rendimento) e ambientais 

(conservação da água e do solo e também na 
diminuição da quantidade de pesticidas 

utilizados nos campos).  

Sistemas 
Especialistas 

(ES) 

Os campos gerenciados pelo sistema 
usaram menos recursos em termos de 

fertilizantes e pesticidas. Assim como, 

uma menor quantidade média de água de 
irrigação foi necessária para produzir uma 

unidade da produção.  

Morales et al. 

(2016) 
Suécia 

Analisar o treinamento e o teste de máquinas 

de vetores de suporte para uma detecção e 
alerta precoce de problemas relacionados a 

curva de produção de ovos comerciais visando 

evitar perdas econômicas.  

 Máquina de 

Vetores de 

Suporte 

(SVM)  

Verificou-se que o modelo foi capaz de 
detectar como falsos positivos, alguns dias 

antes da ocorrência de um evento. Sendo 

útil para que se decida executar um 

diagnóstico preventivo ao identificar 

sintomas clínicos. 

Ampatzidis, 

Bellis e Luvisi 

(2017) 

Estados 
Unidos 

Fornecer detalhes da nova geração de robôs 
que pode apoiar patologistas de plantas. E suas 

aplicações para o reconhecimento de plantas, 

localização, identificação e gerenciamento de 
doenças. 

Tecnologias de 

Visão de 

Máquina  

A especificidade do diagnóstico pode 
corresponder às ferramentas de 

diagnóstico convencionais para algumas 

doenças, mas não para todos os estágios do 
desenvolvimento da doença.  

Geng e Dong 
(2017) 

China 

Investigar os fatores da agricultura automática 

moderna: (a) alocação de roteamento e o modo 

de transmissão de consumo de energia; (b) 
aplicação da Rede de Sensores Sem Fio no 

monitoramento contínuo da temperatura e 

umidade do solo. 

Aprendizado 
Profundo 

O experimento simulou as condições 

áridas, úmidas e outras condições do solo. 

Conseguindo identificar rapidamente o 
teor de umidade quando o solo estava seco 

e instruiu o sistema de irrigação a 

suplementar a água.  

Kang e Wang 
(2017) 

China 

Apresentar as três etapas do manejo paralelo 

das plantas: descrição do crescimento, 

previsão e prescrição. Adicionando a 
capacidade de aprendizado e adaptação do 

banco de dados de conhecimento de acordo 

com o modelo descritivo e preditivo. 

Sistema 

Agrícola 

Virtual 

O sistema “humano em loop” adiciona a 

dimensão e o comportamento humano para 

influenciar o comportamento final do 
sistema. De modo que um usuário 

experiente, possa tomar uma decisão 

inteligente.  

Kumar e 

Bhramaramba 
(2017) 

Índia 

Discutir as técnicas de aprendizado de 
máquina aplicadas a dados agrícolas, no 

intuito de realizar previsões para apoiar o 
processo de tomada de decisão e visualização 

de resultados mais precisos. 

Estilo de 

Aprendizagem 

A utilização do modelo demonstrou 
benefício para agricultores em termos de 

custo efetivo. Assim como, em sistemas 
baseados em sensores aplicados na 

agricultura de precisão.  

Kouadio et al. 

(2018) 
Vietnã 

Utilizar o ELM para a previsão do rendimento 

do café em pequenas propriedades, 
particularmente com relação à seleção 

apropriada de propriedades do solo que podem 

ser usadas na previsão do rendimento de 
lavoura de café. 

Aprendizado 
de Máquina 

Extremo 

(ELM) 

O potencial do acoplamento de algoritmos 

de IA com modelos de culturas biofísicas 
em sistemas de apoio à decisão pode 

melhorar o rendimento em pequenas 

propriedades, sendo capaz de elucidar as 
incertezas e levar a previsões confiantes.  

Vijayalakshmi 
e Pandimeena 

(2019) 

Índia  

Desenvolvimento de um bot de bate-papo com 

reconhecimento de voz inteligente, capaz de 
reconhecer frases não tão gramaticalmente 

definidas, ajudando a agricultores na obtenção 

as informações e adaptação às tecnologias. 

Processamento 
de Linguagem 

Natural (NLP) 

Esse sistema ajuda os agricultores a 

questionar sobre a agricultura, obter a 
resposta em texto e fala e também ajuda a 

prever os dados futuros do preço, para que 

eles possam planejar suas atividades.  

Fonte: Dados da Pesquisa (2020). 

As tecnologias de visão de máquina são aplicadas na agricultura para identificar e 

localizar plantas individuais, com uso prospectivo em contextos automatizados, como 

estufas inteligentes (AMPATZIDIS; BELLIS; LUVISI, 2017). Mas esse reconhecimento é 

considerado um dos problemas mais difíceis da robótica e da ciência da computação (GENG; 

DONG, 2017). Pois, em um ambiente como um jardim ou campo aberto, não há garantias 

de que um objeto tenha tamanho ou forma exatamente iguais, devido às condições de 

crescimento e fatores de interação entre plantas, organismos e ambiente (BONIECKI et al., 

2014). Mesmo assim, os sistemas de navegação por visão de máquina foram desenvolvidos 
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para orientar veículos autônomos em campos agrícolas, em que o "olho" de um robô é melhor 

que o humano e pode com isso, coletar uma grande quantidade de dados (AMPATZIDIS; 

BELLIS; LUVISI, 2017). Tecnologias de visão de máquina detêm funções similares a uma 

Rede de Sensores Sem Fio (WSN - Wireless Sensor Network), que realiza o monitoramento 

distribuído por meio de um grande número de nós de microssensores de baixo custo 

implantados em um determinado ambiente (GENG; DONG, 2017). Com a ajuda da 

comunicação sem fio, esses nós se coordenam para perceber o ambiente, adquirir 

informações, processar dados (aprendizado profundo) e enviam feedback ao controlador. 

O Aprendizado Profundo (Deep Learning) é um dos novos direcionamentos para o 

aprendizado de máquina, com o objetivo de estabelecer uma rede neural que imita o 

mecanismo analítico do cérebro humano para figuras, imagens, áudios e textos (KUMAR; 

BHRAMARAMBA, 2017). Por outro lado, o aprendizado profundo não pode ser confundido 

com o Aprendizado de Máquina Extremo (ELM - Extreme Learning Machine), pois o 

aprendizado profundo é algo não controlado e o ELM emprega uma abordagem de estimativa 

de mínimos quadrados de solução fechada. Isso permite que o ELM resolva problemas de 

regressão em um tempo de execução relativamente curto e com maior precisão do que outros 

métodos de aprendizado, por exemplo, a ANN (KOUADIO et al., 2018). No estudo de 

Kouadio et al. (2018) o ELM teve a função de analisar as propriedades de fertilidade do solo 

e gerar uma estimativa precisa da produção, buscando melhor rendimento de solo em 

pequenas propriedades. 

Em se tratando de mineração de dados, as Máquinas de Vetores de Suporte (SVM - 

Support Vector Machines) são os métodos mais usados, pois possuem características 

próprias de classificação de conjuntos de dados em duas classes diferentes, separadas por 

um hiperplano apropriado (MORALES et al., 2016; RATHOD et al., 2018). As SVM são 

rotuladas e treinadas para construir um modelo que prediz a classe de uma nova amostra, 

diferente da original (DEEPA; GANESAN, 2019). Esse método pode ser aplicado, por 

exemplo, para uma detecção precoce de problemas na curva de produção de ovos comerciais, 

usando dados de produção de ovos das fazendas de galinhas poedeiras (MORALES et al., 

2016). As SVMs podem ainda ser usadas com apoio de outros métodos, por exemplo, os 

Estilos de Aprendizagem, ao trabalhar dados já disponíveis, com o intuito de fornecer escopo 

e flexibilidade aos resultados  (KUMAR; BHRAMARAMBA, 2017). 

Por sua vez, o Processamento de Linguagem Natural (NLP - Natural Language 

Processing), tem por objetivo facilitar a comunicação entre humano e máquina ao interpretar 
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a entrada da linguagem natural humana (VIJAYALAKSHMI; PANDIMEENA, 2019). Esse 

processo envolve a tokenização, remoção de ruído, normalização do léxico e modelo de 

caixa de palavras ou vetor de espaço (LATORRE-BIEL et al., 2013). O NPL poderá 

responder às perguntas dos usuários sem qualquer assistência humana, mesmo que o 

interlocutor se expresse de forma gramaticalmente errada ou com uso de dialeto local. 

Portanto, cada método possui determinada função a depender da necessidade do usuário, sua 

aplicabilidade tende auxiliar na construção de um sistema agrícola inteligente, capaz de 

acompanhar atividades como o processo de crescimento das plantas, incluindo fotossíntese, 

respiração, produção de biomassa, alocação, remobilização e condicionamento de frutos 

(KANG; WANG, 2017). A informatização do meio rural é uma evolução inevitável e a 

manipulação de grande quantidade de dados só será possível utilizando métodos e recursos 

computacionais (DORNELLES et al., 2018; GÖTZ et al., 2015). E a solução de problemas 

por meio da IA no uso de métodos torna-se mais atraente, criando a possibilidade de 

desempenho superior em comparação aos modelos convencionais validados. A Figura 2.7 

apresenta as abordagens concentradas em torno dos métodos de aprendizado de máquinas 

encontrados na extração dos dados e seus métodos e suas ramificações. 

Figura 2.7 − Métodos de Aprendizado de Máquina da extração de literatura. 

 

Fonte: Dados da Pesquisa (2020). 

A aplicação de métodos de IA passa pela captação de diferentes atores como Sistema 

Agrícola Virtual, SVM e ELM na detecção precoce do patógeno de pragas e doenças (Visão 

de Máquina), exploração de culturas (FIS e MLP), monitoramento dos limites da fazenda 
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(propagação reversa), estruturas de irrigação (ANN e MFNN) e a vigilância do rebanho com 

os dispositivos integrados no sistema de produção agrícola (árvore da decisão e TDNN). Os 

métodos podem ser bastante eficazes se integrados a um sistema de informação geral, 

constituído por funções que podem ser geridas pelo proprietário agrícola. 

 

2.4 CONCLUSÕES 

 

Ao aplicar os métodos da IA no meio agrícola, os sistemas das fazendas passam a 

oferecer recomendações e insights mais ricos para a tomada de decisão e melhoria das etapas 

da cadeia de suprimentos agrícola. Essa relação forma um registro automatizado de dados, 

análise, implementação e gestão agrícola baseada no conhecimento. Para esse escopo, 

espera-se que o uso dos métodos de IA seja ainda mais difundido, permitindo a integração 

dos métodos.  

Avanços no aprendizado de máquina; robótica; visão computacional; processamento 

de linguagem natural; planejamento, programação e otimização; sistemas especialistas; e 

fala, permitem o desenvolvimento e a implementação de sistemas tecnológicos inteligentes 

no meio rural. Sendo capazes de fornecer rendimentos efetivos e eficientes da atividade, para 

atender à crescente demanda por alimentos - fator vital para a prosperidade econômica do 

setor agrícola e segurança alimentar geral. 

Em se tratando do uso de tecnologias, as possibilidades são múltiplas. Por exemplo, 

ao simular a transferência de calor e umidade dentro de um sistema de secagem solar de 

arroz, fornece também, modelos integrados para produzir previsões bem-sucedidas de curvas 

de sobrevivência para microrganismos em alimentos (LATORRE-BIEL et al., 2013). Ou até 

mesmo, monitorar o desenvolvimento animal como cria, recria, engorda, abate, 

comercialização, ao representar um sistema dinâmico com gerenciamento paralelo, obtido 

por experimento computacional e atividade em tempo real (MAHMOUD; M RAFEA; A 

RAFEA, 2008; XUE-LEI; GONG-HU, 2000).  

Assim, o gerenciamento e tomada de decisão tornam-se mais precisos, otimizando a 

lucratividade, a produtividade e a sustentabilidade, por meio da compreensão do conjunto 

de dados. Para estudos posteriores, recomenda-se que a revisão possa ser desenvolvida para 

cada campo ou mesmo método em específico de IA. Isso pode gerar estudos sobre o uso da 

visão computacional ou Algoritmo Genético no meio agrícola, estudos esses, focados na 

terminologia. 
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3 CAPÍTULO II - DIFUSÃO DE TECNOLOGIAS NO MEIO AGRÍCOLA NA 

CAATINGA - REGIÃO DE CLIMA SEMIÁRIDO BRASILEIRA 

 

Resumo  

 

O uso de tecnologias influencia diretamente a produtividade no agronegócio, sendo 

determinante para uma produção economicamente viável em ambientes com condições 

climáticas adversas, como o semiárido brasileiro. Assim, este artigo faz a análise, por meio 

de uma revisão sistemática, das tecnologias usadas no meio agrícola na região de clima 

semiárido brasileira, o bioma Caatinga. Os resultados apresentam inicialmente as 

tecnologias de convivência com o semiárido ou técnicas sociais, com destaque para os 

métodos de manejo do solo, aproveitamento da água da chuva e preparo de ração animal. Já 

em relação às tecnologias propriamente ditas, as evidências convergem para a utilização 

tecnológica direcionada à viabilidade da produção, diversificação e tempo de colheita 

principalmente de culturas irrigadas. Outrossim, o melhoramento genético também 

contribuiu para a propagação de culturas resistentes e para o aumento da população de 

animais. Ao mesmo tempo que foi possível identificar o nível tecnológico da atividade 

agrícola na Caatinga, a qual, na maior parte do bioma, apresenta baixo uso de tecnologias 

caracterizado por atividades de subsistência, mão de obra familiar e monocultura, por outro 

lado, em polos locais agrícolas ocorre a utilização de sistemas integrados e agropecuária de 

base biológica.  

Palavras-chave: Colheita perene. Agricultura de sequeiro. Fronteira de produção. Gestão do 

Conhecimento. Inteligência estratégica.  

 

Abstract 

 

The use of technologies directly influences productivity in agribusiness, being crucial for an 

economically viable production in environments with adverse climate conditions, such as 

the Brazilian semiarid region. Thus, this article analyzes, through a systematic review, the 

technologies used in the agricultural environment in the Brazilian semiarid climate region, 

the Caatinga biome. The results initially present technologies for coexistence with the 

semiarid region or social techniques, with emphasis on methods of soil management, use of 

rainwater and preparation of animal feed. In relation to the technologies themselves, the 

evidence converges to the technological use directed to the viability of production, 

diversification and harvest time, mainly for irrigated crops. Furthermore, genetic 

improvement also contributed to the propagation of resistant crops and to the increase in the 

population of animals. At the same time, it was possible to identify the technological level 

of agricultural activity in the Caatinga, which, in most of the biome, has low use of 

technologies characterized by subsistence activities, family labor and monoculture, on the 

other hand, in local centers agricultural systems use integrated and biologically-based 

agricultural systems. 

Keywords: Perennial harvest. Rainfed agriculture. Production frontier. Knowledge 

management. Strategic intelligence. 
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3.1 INTRODUÇÃO 

 

A agricultura irrigada na Caatinga tem contribuído para o fortalecimento 

socioeconômico por meio de práticas agrícolas diversificadas, impulso à agroindústria e 

exportação de produtos em larga escala (LACERDA et al., 2021). Isso tornou-se possível a 

partir da implementação de modernos sistemas de transporte de águas do rio São Francisco 

ou de reservatórios até as propriedades rurais (PEREIRA; CARMO, 2014), bem como pelo 

uso de alta tecnologia paralelamente associada à entrada de empresas agrícolas, 

agroquímicas, agroindustriais, atacadistas e varejistas (OLIVEIRA; RODRIGUES, 2020). 

Fato este que transformou áreas ‘marginais’ em ‘vales’ ou regiões integradas de 

desenvolvimento agrícola, as principais responsáveis por produzir e exportar frutas no Brasil 

(CARNEIRO et al., 2019; SILVA et al., 2020b). Todavia, o setor agrícola mesmo na 

Caatinga não se comporta de forma homogênea, pois esse exemplo de maior nível 

tecnológico se aplica a áreas restritas, em que na maior parte do bioma os produtores têm 

que conviver com condições geográficas, institucionais e estruturais distintas  (SILVA et al., 

2019).  

No país, cerca de 50% dos estabelecimentos da agricultura familiar concentram-se 

no Nordeste, com ampla maioria situada na região de clima semiárido; o restante percentual 

corresponde a 19% no Sul, 16% no Sudeste, 10% no Norte e 5% no Centro-Oeste  

(MASSRUHÁ et al., 2020). Os estabelecimentos da agricultura familiar no bioma produzem 

de forma convencional, pouco produtiva, sendo tipicamente praticada com baixo uso de 

insumos e composta por mais de uma atividade produtiva na mesma área, como a agricultura 

de subsistência e a pecuária extensiva (VILELA; CALLEGARO; FERNANDES, 2019). A 

agricultura tradicional adota o modelo migratório ou itinerante: desmatamento total, 

queimada da madeira, cultivo em períodos - em média, dois anos e repouso para a fertilidade 

do solo; nessas áreas também há o desenvolvimento de sistemas perenes - atividade sequeira 

através da plantação de fruteiras como umbuzeiro, cajueiro e outras (ARAÚJO FILHO, 

2013). Em alguns locais férteis como vazantes, os plantios são feitos em barramentos com o 

aproveitamento de água por meio de barragens subterrâneas ou mesmo o uso de irrigação 

por pequenos ‘açudes’ e ‘barreiros’.  

Na região Nordeste a pecuária concentra-se nos rebanhos de bovino, caprino e ovino 

os quais equivalem a aproximadamente 12%, 92% e 65% dos respectivos plantéis nacionais 

- a maior parte criada na região da Caatinga (IBGE, 2017), indicando a importância da 
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pecuária para os residentes rurais no bioma (ARAÚJO FILHO, 2013). A criação de animais 

se destina à produção de carne e leite contribuindo como fonte de renda para as famílias  

(SANTOS et al., 2012). Na Caatinga, o rebanho médio é inferior à capacidade de carga da 

terra, onde cerca de 66% das propriedades possuem menos de 10 hectares e 30% estão abaixo 

de 100 hectares (HOFFMANN; NEY, 2010; MUIR et al., 2019). Já na silvicultura, destaca-

se a extração de madeira para produção de lenha - segunda fonte de energia mais utilizada 

da matriz energética, depois da energia elétrica, gerando dependência dos recursos florestais 

(ANDRADE et al., 2019b; ARAÚJO FILHO, 2013; COELHO JUNIOR; MARTINS; 

CARVALHO, 2019); além da lenha e carvão, a vegetação lenhosa da Caatinga fornece 

também estacas para a confecção de cercas e varas para suporte às plantações (ARAÚJO 

FILHO, 2013; COELHO JUNIOR et al., 2020). A vegetação nativa é resiliente frente às 

condições climáticas de semiaridez, fazendo parte da vida do homem do campo por meio 

das seguintes finalidades: frutíferas, medicinais, melíferas e para construção civil 

(BARACUHY; FURTADO; FRANCISCO, 2017). 

O bioma Caatinga, é a região de sequeiro mais populosa do planeta, sendo 

extremamente vulnerável à degradação do solo em decorrência de fatores climatológicos e 

antrópicos adversos (SANTOS et al., 2020a). Dentre esses fatores, a seca – período longo 

de deficiência hídrica - é o que mais afeta a sociedade por atuar em grandes extensões 

territoriais e por longos períodos impactando significativamente nos aspectos edáfico, 

meteorológicos e hídricos (ROCHA JÚNIOR et al., 2020; SANTOS et al., 2020b). Com a 

maior frequência e duração de eventos de seca na região, associados às mudanças climáticas 

e aumento de temperaturas, a tendência é limitar atividades como a própria agricultura de 

subsistência; comprometendo ainda mais as condições socioeconômicas, além de 

intensificar a degradação ambiental (SILVA et al., 2020a; SILVA et al., 2020e). Neste 

sentido, a caracterização de tecnologias no meio agrícola no bioma pode ajudar na busca por 

ferramentas de melhoramento e elaboração de projetos em vista ao maior desenvolvimento 

agrícola.  

Diante do que foi exposto, o objetivo desta pesquisa é descrever as tecnologias 

atualmente utilizadas na atividade agrícola no bioma Caatinga. Com isso, analisar os 

sistemas de produção e as estratégias de manejo das culturas e dos rebanhos. Sendo este 

trabalho estruturado em três partes, além da introdução. Na primeira, são abordados os 

aspectos metodológicos da pesquisa com a descrição das etapas da revisão sistemática da 

literatura. Nela também será caracterizado o bioma Caatinga, lócus de investigação desta 
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pesquisa. Os desfechos da revisão com a descrição das técnicas sociais, tecnologias e 

discussões será destaque na segunda parte. Por último, na conclusão, são apresentadas as 

considerações finais e as perspectivas futuras para a atividade agrícola na Caatinga. 

 

3.2 ASPECTOS METODOLÓGICOS 

 

Este artigo corresponde a uma revisão sistemática da literatura feita a partir da busca 

de dados nas principais bases de dados bibliográficos: Science Direct, Scopus, Springer Link 

e Web of Science; sendo complementada com pesquisas nas bases direcionadas a tecnologias 

e pesquisa em geral: ACM Explore, Google Scholar, IEEE Xplore e Scielo.org.  As bases de 

dados foram escolhidas em decorrência de sua ampla cobertura de literatura relevante ao 

tema proposto, e ainda por recursos bibliométricos avançados, como sugerir literatura 

relacionada ou citações. A busca foi realizada usando a combinação de caracteres em inglês: 

[(techn*) AND (agric*) AND ("semiarid northeastern Brazil" OR "semiarid north-eastern 

Brazil" OR "brazil semiarid" OR "brazil semi-arid" OR caatinga)]. A pesquisa correspondeu 

a todo o período de publicação encontrado até o ano de 2020 (1985-2020). Com critério de 

inclusão de ser artigo completo e de acesso livre em inglês e português, uma vez que inglês 

representa a língua com maior número de publicações nas bases, já o português por 

representar a língua local da temática. A questão norteadora dessa revisão sistemática foi: 

quais são as tecnologias utilizadas na atividade agrícola na região de clima semiárido 

brasileira, Caatinga: definições, caracterização e aplicação? 

A partir da pergunta definida, a revisão sistemática foi desenvolvida em cinco etapas: 

(i) busca nas bases bibliográficas com a combinação dos caracteres, seleção total dos artigos 

em cada base e geração do arquivo bibtext, consequentemente importado para o software 

Start 3.3 para organização dos dados e identificação dos artigos duplicados;  (ii) leitura do 

título e resumo com o intuito de selecionar os artigos que tinham alguma ligação à pergunta 

de pesquisa; (iii) leitura da introdução e conclusão - sendo selecionados os artigos que 

possuíam na introdução ou na conclusão indícios que respondessem à questão da revisão; 

(iv) leitura dos artigos completos para contemplar a seleção e extração dos artigos finais, 

logo após, foi realizada uma nova releitura dos artigos selecionados para contemplar a 

avaliação da qualidade dos artigos finais por meio da escala de Likert ( (1) discordo 

totalmente, (2) discordo, (3) indiferente (ou neutro), (4) concordo e (5) concordo totalmente), 

com a escolha dos artigos agrupados na escalas (4) e (5); e (v) sistematização com a escolha 
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das quotas – frases ou parágrafos destaques dentro dos artigos ligadas à pergunta pesquisa. 

Ver Figura 3.1, acerca das etapas de sistematização da revisão.  

Figura 3.1 − Processos da Revisão Sistemática. 
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Fonte: Dados da Pesquisa (2021). 

Esta revisão seguiu o protocolo de Principais Itens para Relatar Revisões 

Sistemáticas e Meta-análises - PRISMA (2009), por ser uma estrutura metodológica bastante 

utilizada nesse tipo de pesquisa e que permite o desenvolvimento das etapas de forma clara 

e que possibilita replicações. O desenvolvimento da pesquisa ocorreu no período de janeiro 

a maio de 2021, sendo apoiadas pelos softwares: StArt (3.3 Beta 03) para a organização dos 

dados e seleção dos artigos; e Mendeley (1.19.4) para a gestão bibliográfica.  

A seguir é apresentado a Figura 3.2, sobre dados gerais da revisão sistemática. Nela 

é possível visualizar o gráfico sobre das publicações de forma anual, com destaque para o 

crescente aumento dos estudos a partir do ano de 2010. Em relação aos locais dos estudos o 

estado da Bahia possui a maior quantidade de trabalho selecionados, cabendo destacar que 

alguns estudos tinham como foco toda a região semiárida. Já nas atividades desenvolvidas e 

as culturas analisadas, os resultados direcionam para a predominância da agricultura em 

relação a pecuária.  
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Figura 3.2 − Dados anuais, localização, culturas estudadas e atividades predominantes. 

Período de anos contemplados na busca geral da pesquisa 

 
Cidades de desenvolvimento dos estudos selecionados* 

Acauã (PI), Altaneira (CE), Apodi (RN), Barreiras (BA), Bom Jesus da Lapa (BA), Capoeiras (PE), Casa 

Nova (BA), Curaçá (BA), Espinosa (MG), Guanambi (BA), Iguatu (CE), Janaúba (MG), João Câmara (RN), 

Juazeiro (BA), Lagoa  Grande (PE), Mauriti (CE), Missão Velha (CE), Monte Azul (MG), Montes Claros 

(MG), Mossoró (RN), Pesqueira (PE), Petrolina (PE), Remanso (BA), Salitre (CE), Santa Maria da Boa 

Vista (PE), Sobradinho (BA), Sobral (CE), Taperoá (PB), Uauá (BA). 
Culturas citadas Atividades agropecuárias predominantes 

abacaxi, algodão, banana, caju, cebola, coco, feijão 

comum, feijão-caupi, feijão-guandu, girassol, mamão, 

mandioca, manga, melancia, melão, milho, palma 

forrageira, soja, tomate, uva de mesa, uva viníferas. 

avicultura de corte, bovinocultura de corte, 

bovinocultura leiteira, caprinocultura, cereais, 

fibras, fruticultura, fruticultura irrigada, grãos, 

ovinocultura, silvicultura. 

Instituições fomentadoras dos artigos selecionados com sede na Caatinga 

Agência Pernambucana de Águas e Clima (APAC), Articulação Semiárido Brasileiro (ASA), Embrapa 

Agroindústria Tropical, Embrapa Algodão, Embrapa Mandioca e Fruticultura, Embrapa Semiárido, 

Embrapa Solos, Instituto Nacional do Semiárido (INSA), Instituto Agronômico de Pernambuco (IPA), 

Instituto Federal de Educação, Ciência e Tecnologia Baiano (IFBA), Instituto Federal de Educação, Ciência 

e Tecnologia do Rio Grande do Norte (IFRN), Instituto Federal Sertão Pernambucano (IFSPE), 

Universidade do Estado da Bahia (UFBA), Universidade Estadual de Montes Claros (UNIMONTES), 

Universidade Estadual Vale do Acaraú (UVA), Universidade Federal da Paraíba (UFPB), Universidade 

Federal de Campina Grande (UFCG), Universidade Federal de Pernambuco (UFPE), Universidade Federal 

do Ceará (UFC), Universidade Federal do Piauí (UFPI), Universidade Federal do Recôncavo da Bahia 

(UFRB), Universidade Federal do Rio Grande do Norte (UFRN), Universidade Federal do Vale do São 

Francisco (UNIVASF), Universidade Federal Rural de Pernambuco (UFRPE), Universidade Federal Rural 

do Semi-Árido (UFRSA). 

Referências Selecionadas 

(ALBIERO et al., 2014) (GUIMARÃES et al., 2018) (SANTOS et al., 2020) 

(ANDRADE et al., 2019a) (HAJI et al., 2004)  (SILVA et al., 2019) 

(ANDRIEU; NOGUEIRA, 2010) (JESUS et al., 2020) (SILVA; SHARQAWY, 2020) 

(BARRETO et al., 2010) (LAFAYETTE et al., 2019) (SILVA et al., 2020a) 

(BARROS et al., 2020) (LIMA et al., 2013) (SILVA et al., 2020b) 

(BURNEY et al., 2014) (LINDOSO et al., 2018) (SILVA et al., 2020c) 

(CARNEIRO et al., 2019) (MARINHO et al., 2017) (SILVA et al., 2020e) 

(CARVALHO et al., 2019)  (OLDONI; BASSOI, 2016) (TEIXEIRA; BASTIAANSSEN, 2012) 

(CAVALCANTE JÚNIOR et al., 
2019) 

(OLIVEIRA; RODRIGUES, 2020) (TEIXEIRA; BASTIAANSSEN; 
BASSOI, 2007)  

(COTRIM et al., 2011) (PESSOA et al., 2016) (VASCONCELOS et al., 2018) 

(FERNANDES et al., 2020) (QUEIROZ et al., 2012) (VENANCIO et al., 2020) 

(FERREIRA et al., 2020) (REIS et al., 2019)  (VISSES; SENTELHAS; PEREIRA, 

2018)  
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(FOLHES; RENNÓ; SOARES, 2009) (SANTOS et al., 2017)  

(FREITAS et al., 2019) (SANTOS; MOREIRA; RODRIGUES, 2013)  

*Alguns estudos não tratam de uma cidade específica, mas das áreas semiáridas de cada estado em particular, 

da combinação de mais de um estado ou de toda a região da Caatinga.  

Fonte: Dados da pesquisa (2021). 

 O local de estudo corresponde à toda região de clima semiárido brasileira, o bioma 

Caatinga. Cabe destacar que no Brasil o termo semiárido remete tanto ao clima como à região 

geográfica, em que o termo ‘Clima Semiárido’ é utilizado para delimitar áreas onde a 

precipitação pluviométrica é menor que a quantidade de água que evapora – essa área 

corresponde à região do bioma Caatinga (MOURA et al., 2007); já a região denominada 

Semiárido Brasileiro (SAB), configura-se como uma delimitação político-geográfica da 

Superintendência de Desenvolvimento do Nordeste (SUDENE) para o desenvolvimento de 

políticas públicas específicas, ao limitar uma área com condições climáticas dominantes de 

semiaridez devido precipitação média inferior a 800 mm por ano, índice de aridez inferior a 

0,5 e risco de seca superior a 60% (SUDENE, 2017).  

A SAB possui clima semiárido e tropical, com locais pertencentes aos biomas: 

Caatinga, Cerrado e Mata Atlântica;  enquanto que a região de clima semiárido concentra 

unicamente as áreas do bioma Caatinga (SANTOS et al., 2013), ver Figura 3.3. Assim, este 

estudo busca discorrer sobre a região de clima semiárido por ser uma classificação que leva 

em consideração uma delimitação geográfica de clima e fatores mais homogêneos que a 

SAB. A escolha do local da pesquisa se deu em decorrência do baixo número de estudos 

sobre a região semiárida mais populosa do mundo, ao passo que também representa a região 

mais pobre do Brasil no Índice de Desenvolvimento Humano (IDH) (FERREIRA et al., 

2020; SILVA et al., 2019). Também, adiciona-se as tendências demográficas de migração 

de jovens para as cidades e o envelhecimento da população rural (LINDOSO et al., 2018); e 

as tendências climáticas que afetam o fluxo dos rios, o armazenamento de água e a produção 

irrigada no bioma (BURNEY et al., 2014).  
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Figura 3.3 − Mapa do Bioma Caatinga e da Região do Semiárido Brasileiro. 

Nota: (a) Mapa do bioma Caatinga e suas delimitações com os demais biomas; (b) Mapa da Região Semiárida 

Brasileira sobreposto aos dez estados brasileiros. Essa delimitação foi criada em 2007 e atualizada em 2017 

para substituir a antiga região do polígono das secas. 

Fonte: IBGE (2004; 2017). 

A Caatinga é uma região ecológica que se encontra no interior do SAB com área total 

de 844.453 km2 (MMA, 2019).  O termo 'Caatinga' significa 'Floresta Branca', fenômeno 

este caracterizado por árvores sem folhas durante a maior parte do ano - estação seca 

(PRADO, 2003). Essa região equivale a aproximadamente 10% do território nacional, com 

áreas correspondentes a 100% do Ceará (CE); 95% do Rio Grande do Norte (RN); 92% da 

Paraíba (PB); 83% do Pernambuco (PE); 63% do Piauí (PI); 54% da Bahia (BA); 49% do 

Sergipe (SE); 48% de Alagoas (AL); 2% de Minas Gerais (MG); e 1% do Maranhão (MA) 

(IBGE, 2004). 

Cerca de vinte e sete milhões de pessoas residem na área da Caatinga (MMA, 2019). 

Essa população vive em 1210 municípios, incluindo duas capitais estaduais – Fortaleza (CE) 

e Natal (RN) (IBGE, 2004). A densidade populacional é pouco homogênea em toda a região, 

com altas densidades encontradas ao longo das fronteiras orientais e ao longo da costa. Em 

contraste, os municípios com baixa densidade populacional são encontrados principalmente 

ao longo das fronteiras ocidentais na transição para o Cerrado. A maior parte dos recursos 

hídricos provém do rio São Francisco, cujas águas abastecem vários municípios que as 

utilizam para consumo humano, geração de energia e atividade agrícola (FERREIRA et al., 

2020). Fato este que lhe confere um potencial para o desenvolvimento da agricultura irrigada 

em alguns locais como a Região Integrada de Desenvolvimento Econômico do Polo 

Petrolina e Juazeiro (RIDE) (SANTOS et al., 2017). Há outros rios na região, alguns perenes, 

mas com baixa carga hídrica, já outros são temporários e desaparecem no período de 
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estiagem. Condição essa causada pela variação pluviométrica na região: 68,8% da área 

recebe entre 600 e 1000 mm/anuais; 22,5% recebe menos de 600 mm/anuais; e apenas 8,7% 

recebe mais de 1000 mm/anuais concentrados em um período de 90 dias no ano (ANDRADE 

et al., 2017).  

Contrastando com as precipitações baixas e irregulares, a evapotranspiração 

potencial é alta, entre 1500 e 2000 mm ao ano (VELLOSO; SAMPAIO; PAREYN, 2001). 

O tipo de vegetação dominante na região é uma Floresta Tropical Sazonalmente Seca (SDTF 

- Seasonally Dry Tropical Forest) (PENNINGTON; LAVIN; OLIVEIRA-FILHO, 2009). 

Contextualizado o local de estudo, a seção a seguir traz um panorama do uso de técnicas e 

tecnologias no meio agrícola na Caatinga em vistas de contemplar os resultados desta 

pesquisa. 

 

3.3 RESULTADOS 

 

O setor agrícola dentro do bioma Caatinga apresenta condições distintas de 

desenvolvimento; afetadas por fatores geográficos, culturais, históricos, institucionais, 

estruturais e tecnológicos (SILVA et al., 2019; SILVA et al., 2020b). As técnicas sociais são 

citadas em grande parte dos artigos como tecnologias adaptativas sendo praticadas em 

diferentes locais do bioma. A recorrência de tais técnicas suscitou um tópico específico neste 

estudo e que não podem ser ignoradas em trabalhos que tratam de tecnologia na Caatinga. 

Assim, a apresentação dos resultados a seguir adotará a divisão entre técnicas sociais e as 

tecnologias propriamente ditas. 

 

3.3.1 Técnicas sociais  

 

Na maior parte do bioma a atividade agrícola se baseia na agricultura familiar de 

subsistência; correspondendo a uma atividade de baixa produtividade em que as tecnologias 

sociais ou de convívio com o semiárido têm sido importantes na produção agropecuária; 

visando minorar as lacunas na produtividade agrícola – déficit hídrico e manejo da cultura 

em pequenas e médias propriedades (BURNEY et al., 2014; JESUS et al., 2020; MAIA et 

al., 2018). Na Caatinga, a água é um recurso estratégico fundamental para o 

desenvolvimento da atividade agrícola  (FOLHES; RENNÓ; SOARES, 2009; SANTOS et 

al., 2020b) e a produção de subsistência passa pela gestão de reservatórios superficiais 
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escavados em bacias de pequenos rios e córregos, captando e armazenando o escoamento 

superficial em barragens abertas como os açudes, as vagens agrícolas e os barreiros; outras 

estruturas correspondem aos tanques de pedra, barragens de trincheira e barragens de 

irrigação suplementar (LINDOSO et al., 2018).  

O uso de estoques subterrâneos é limitado, sendo tradicionalmente explorados por 

meio da construção de corpos d'água na forma de poços rasos escavados no leito seco dos 

rios e riachos, as ‘cacimbas’ e os ‘cacimbões’ (LINDOSO et al., 2018).  Como a água 

subterrânea não é um recurso totalmente renovável e a taxa de retirada supera a taxa de 

recarga em alguns locais no semiárido, a escassez desse recurso tem aumentado ao passo 

que as áreas adequadas para a irrigação de plantações têm se tornado raras (MAIA et al., 

2018; SILVA et al., 2020a).  

Em alguns locais, a água obtida nos poços subterrâneos é salobra e geralmente não 

potável – oitenta por cento do território no semiárido brasileiro corresponde a formações 

geológicas com xisto, marga, calcário, silvita, gesso e halita com grande quantidade de sais 

de cálcio e magnésio que deixam a água subterrânea salobra (PESSOA et al., 2016; SILVA; 

SHARQAWY, 2020). Mesmo assim, é comum o uso de água com teor moderado a alto de 

sal na irrigação das lavouras e hidratação de animais, uma ação paliativa à escassez de água, 

mas que afeta a produção, degrada os solos ao longo dos anos de cultivo e influencia 

negativamente a sustentabilidade agrícola na região (COSTA; MEDEIROS, 2018; DINIZ et 

al., 2020; PESSOA et al., 2016; SILVA et al., 2020d). Cabe destacar também que a irrigação 

não é uma prática viável para a maioria dos pequenos agricultores devido aos custos dos 

sistemas de irrigação (VISSES; SENTELHAS; PEREIRA, 2018).  

Da mesma forma, a dessalinização da água é uma técnica alternativa com alto 

potencial para subsidiar cultivos irrigados e promover o uso sustentável da água subterrânea 

salobra disponível (CAVALCANTE JÚNIOR et al., 2019). No entanto, devido aos altos 

custos de implantação e gestão dos sistemas de dessalinização, sua implementação depende 

do poder público, o qual, por meio do Programa Água Doce do Governo Federal instalou 

cerca de 575 sistemas; a maior parte concentrada nos estados do CE e BA, por possuir uma 

elevada estrutura de eletrificação rural nesses estados (SILVA; SHARQAWY, 2020). A 

dessalinização nesses sistemas é feita por osmose reversa, no qual bombas de alta pressão 

forçam a água através das membranas semipermeáveis seletivas que atuam como barreiras 

físicas separando os sais dissolvidos e outras impurezas da água (CAVALCANTE JÚNIOR 

et al., 2019).  Essa técnica também demanda um elevado consumo de energia durante a 
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operação, tornando-se uma prática inviável para a maioria dos pequenos agricultores 

(SILVA; SHARQAWY, 2020).  

A cisterna de produção,  tanques de concreto cobertos e abastecidos por água 

recolhida do pátio de concreto do lado,  é uma alternativa utilizada pela agricultura familiar 

para a irrigação de pequenas hortas ao redor da casa que fornecem alimento para as famílias 

e geração de renda em caso de excedentes de produção (LINDOSO et al., 2018). Outra 

técnica que se insere nesse contexto é a barragem subterrânea, uma obra hidro ambiental 

submersível com objetivo de acumular e armazenar água da chuva em diferentes zonas do 

solo para o abastecimento humano (familiar e comunitário), animal e produção agrícola - 

aproveitamento do espelho de água em forma de vazantes para a produção em pequenas 

quantidades de culturas como macaxeira, batata e feijão (LIMA et al., 2013). Ter um corpo 

de água na propriedade representa também o incremento na produção agrícola e pecuária em 

mais de quinze por cento nas pequenas propriedades (MAIA et al., 2018). 

O uso de fertilizantes químicos na agricultura familiar do semiárido é ínfimo, devido 

à variabilidade das chuvas, à disponibilidade de recursos financeiros e à rentabilidade das 

atividades agrícolas (JESUS et al., 2020). Em locais com problemas físicos do solo são 

utilizados os fertilizantes orgânicos ou verdes como o esterco bovino, embora paliativo, essa 

prática propicia a reciclagem de nutrientes e a melhora da estrutura física do solo com o 

aumento de carbono, nitrogênio e outros nutrientes em plantações de feijão, milho, fava e 

mandioca (BARRETO et al., 2010; CARNEIRO et al., 2019; JESUS et al., 2020; VISSES; 

SENTELHAS; PEREIRA, 2018). Outra alternativa é a rotação de culturas, a qual utiliza o 

revezamento de culturas para promover a cobertura do solo e melhorar os atributos físicos, 

químicos e biológicos, bem como agir na supressão de pragas, doenças e infestação de 

plantas daninhas (BARRETO et al., 2010; VISSES; SENTELHAS; PEREIRA, 2018).  

O desenvolvimento de ações adaptadas ao semiárido tem se tornado um aliado 

importante para o manejo do solo, aproveitamento da água da chuva e cultivo de culturas 

(MAIA et al., 2018), em que a resiliência das safras à seca depende das práticas de manejo 

adaptadas, influenciando diretamente na produtividade das culturas e tornando a produção 

economicamente viável (FREITAS et al., 2019).  

O manejo agroecológico é uma dessas práticas que tem incitado adeptos na Caatinga 

ao valorizar a biodiversidade, diminuir o uso de insumos materiais e elevar a capacidade 

produtiva da terra (BARRETO et al., 2010). O manejo agroecológico é impulsionado por 

programas de extensão de instituições de ensino e envolve a formação dos sistemas 
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agroflorestais: silviagrícola – caracteriza-se pela combinação de árvores ou arbustos com 

espécies agrícolas; silvipastoril - combina árvores ou arbustos com plantas forrageiras 

herbáceas e animais; e agrissilvipastoril – combina árvores com pastagem, animais e lavoura 

agrícola no mesmo ambiente (BARRETO et al., 2010; COSTA; ARRUDA; OLIVEIRA, 

2002). O manejo agroecológico tem resultado numa diminuição das queimadas no bioma, 

consequentemente está havendo uma recuperação da cobertura vegetal e uma diminuição no 

ritmo de desertificação na Caatinga (SILVA et al., 2020a).   

Na pecuária, a atividade predominante é a de corte, com número médio inferior a oito 

cabeças (cabeças/família), para agricultores familiares e quarenta cabeças para propriedades 

não familiares, mas também há destaque para os rebanhos caprinos e ovinos, tradicionais no 

semiárido – média de três cabeças na agricultura familiar e cinco para não familiar (MAIA 

et al., 2018). Em relação à pecuária leiteira, base econômica dos pequenos e médios 

produtores no semiárido baiano e mineiro, a produtividade é afetada pela oferta irregular de 

alimentos ao longo do ano, paralelamente afetada pelo uso de cruzamentos não adaptados 

ao clima ou com baixo potencial de produção – animais mestiços oriundos por exemplo de 

raças: holandês x zebu (CARVALHO et al., 2019; VASCONCELOS et al., 2018). Estas 

características fazem o setor agropecuário no bioma um empreendimento cercado de riscos 

e com acesso limitado aos mercados (SILVA et al., 2019).  

Os índices de produção e qualidade do leite produzido no bioma são bem inferiores 

aos apresentados em locais referências na produção de leite (SILVA et al., 2020e). Isso, 

muitas vezes causado pelo precário acesso a tecnologias e assistência técnica 

(VASCONCELOS et al., 2018). A ordenha mecânica é um equipamento pouco comum, com 

o predomínio da ordenha manual (MAIA et al., 2018). Assim como o uso de inseminação 

artificial também é pouco observado nas fazendas, utilizando o serviço natural de vaca/touro 

para a reprodução animal (VASCONCELOS et al., 2018). Por outro lado, o 

cooperativismo/associativismo tem tido um substancial papel na pecuária leiteira ao 

integrarem os produtores entre si e com o mercado consumidor, facilitando a 

comercialização e ajudando algumas vezes na infraestrutura tecnológica necessária para 

produção de derivados do leite (MAIA et al., 2018).  

Os recorrentes períodos de secas têm resultado na diversificação da base 

agropecuária com foco em pequenos ruminantes, pois os agricultores tendem a se desfazer 

dos animais maiores em função da diminuição de ração (MAIA et al., 2018). Algo que tem 

se revelado uma ação estratégica, pois, em zonas como a da Caatinga o gado é criado por 
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uma questão de prestígio, sendo as espécies de caprinos e ovinos mais resilientes ao clima 

(ANDRIEU; NOGUEIRA, 2010; FARIAS et al., 2014; MAIA et al., 2018). A pastagem 

nativa é o principal alimento dos rebanhos no semiárido com a exploração via sistema 

extensivo (BARRETO et al., 2010).  

A complementação da alimentação dos rebanhos se dá por meio do cultivo de 

pastagens como palma forrageira, gramíneas e sobras das plantações, os dois últimos quando 

em excedentes são transformados em forragens e armazenados em silos naturais para serem 

usados no período seco (FERNANDES et al., 2020). Há por parte de produtores com maior 

quantidade de animais a compra de rações enriquecidas com proteínas, como farelo de soja 

e milho, na perspectiva de aumentar a produtividade do leite ou engorda do gado de corte; 

mas esses produtores acabam por fornecer aos animais quantidades calculadas 

incorretamente, principalmente por falta de informação/assistência técnica (BURNEY et al., 

2014; CARVALHO et al., 2019).  

O acesso à assistência técnica se dá, na maioria das vezes, por meio das empresas de 

Assistência Técnica e de Extensão Rural (ATER) estaduais, pelas universidades, pelos 

institutos federais, por organizações não-governamentais e pelos bancos públicos 

(ANDRIEU; NOGUEIRA, 2010; MAIA et al., 2018). Essa assistência tem tido um alcance 

limitado junto ao baixo nível de capacitação técnica do pequeno produtor, contribuindo para 

a perpetuação de práticas não sustentáveis na atividade agrícola (ANDRIEU; NOGUEIRA, 

2010).  

Os pequenos produtores carecem de uma maior intervenção técnica, a fim de 

melhorar a produtividade da cultura ou mesmo auxílio com a alimentação animal 

balanceada, sob a ótica da convivência no semiárido (BURNEY et al., 2014; MAIA et al., 

2018). Desse modo, o enfoque em tecnologias sociais tem o potencial de fomentar a 

convivência com o semiárido em uma perspectiva multidimensional, sustentável e 

tecnológica, ao mesmo tempo que enfrente questões atuais e tendências futuras como a 

migração de jovens para as cidades e o envelhecimento da população rural (LINDOSO et 

al., 2018). 

 

3.3.2 Tecnologias 

 

O desenvolvimento do agronegócio brasileiro trouxe significativas transformações e 

avanços na estrutura produtiva e tecnológica, promovendo um processo de inovação em 
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parte do país (OLIVEIRA; RODRIGUES, 2020; SANTOS et al., 2017). A exemplo das 

novas áreas de expansão agrícola que vêm se constituindo nos últimos 15 anos, em partes 

dos estados do Maranhão, Tocantins, Piauí e Bahia (MATOPIBA), região essa localizada ao 

longo do cerrado nordestino e em todo o estado tocantinense (SILVA et al., 2019). Essas 

áreas tornaram-se rentáveis na produção extensiva/mecanizada de grãos - milho, soja, 

algodão e sorgo, mesmo sob condições naturais adversas (SANTOS et al., 2017). Algo que 

se correlaciona com a “entrada de empresas agrícolas, agroindustriais, tecnológicas, 

agroquímicas, atacadistas, varejistas e financeiras em áreas anteriormente desconectadas da 

dinâmica agrícola nacional” (OLIVEIRA; RODRIGUES, 2020, p. 526).  

A Região Integrada de Desenvolvimento (RIDE) do vale do São Francisco é uma 

representação dessa dinâmica, a qual sedimentou-se numa rede de produção onde as cidades 

passam a apoiar as atividades do meio agrícola (CARNEIRO et al., 2019; FERREIRA et al., 

2020).  A RIDE contribuiu para a formação e formulação de estratégias competitivas 

diferenciadas de inovação na cadeia de produção da fruticultura irrigada nas cidades de Casa 

Nova (BA), Curaçá (BA), Juazeiro (BA), Lagoa Grande (PE), Orocó (PE), Petrolina (PE), 

Santa Maria da Boa Vista (PE) e Sobradinho (BA) (SANTOS et al., 2017). Os aglomerados 

do vale do São Francisco emergiram como o mais importante polo frutícola brasileiro - uva, 

manga, banana, melão, melancia e goiaba, sendo por exemplo, a maior produtora de manga 

ao representar mais de oitenta por cento do total da fruta exportado pelo Brasil (CARNEIRO 

et al., 2019; SILVA et al., 2020b).  

Contudo, a viabilização do cultivo em larga escala dessas culturas na RIDE foi 

fundamentado pela implementação de modernos sistemas de transporte de águas do rio São 

Francisco até as áreas dos pomares e das lavouras (COTRIM et al., 2011; OLIVEIRA; 

RODRIGUES, 2020). Já no Vale do Açu, outra importante área fruticultora do nordeste, foi 

implementada após a construção da barragem no Rio Piranhas-Assu entre os municípios de 

Assu, Itajá e São Rafael no Rio Grande do Norte (RN), consequentemente o transporte de 

águas aos pomares de frutas tropicais (OLIVEIRA; RODRIGUES, 2020; SILVA et al., 

2019). Algo semelhante aconteceu também com a construção do Açude Castanhão na 

microrregião do Baixo Jaguaribe, referência cearense na produção de frutas (FOLHES; 

RENNÓ; SOARES, 2009).  

Como já foi dito, na Caatinga a água é um recurso estratégico fundamental também 

para o desenvolvimento da atividade agrícola em larga escala (FOLHES; RENNÓ; 

SOARES, 2009; SANTOS et al., 2020b). E a gestão eficiente passa pelas perspectivas do 
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uso racional dos recursos hídricos para garantir o melhor rendimento com o mínimo volume 

de água (CARNEIRO et al., 2019; SANTOS; MOREIRA; RODRIGUES, 2013), pois, o 

excesso de bombeamento de água tem reduzido o ganho econômico dos produtores, por 

exemplo com o aumentado dos custos de energia elétrica para bombear água do reservatório 

(COTRIM et al., 2011; FOLHES; RENNÓ; SOARES, 2009).  

No bioma, o desenvolvimento de técnicas eficientes de irrigação é uma realidade 

presente no plantio de frutas, a exemplo da irrigação por gotejamento nas culturas: uva, 

mamão, manga, melão, melancia, caju, coco e abacaxi (OLIVEIRA; RODRIGUES, 2020). 

A irrigação por gotejamento usa sistemas de transporte de água das fontes por tubos, válvulas 

e pequenos gotejadores; a tecnologia é usada para irrigar as áreas da raiz das plantas de forma 

direcionada, aplicando-a sob especificação determinada de quantidade (REDDY, 2015; 

TEIXEIRA; BASTIAANSSEN, 2012).  

A secagem parcial de zona radicular é outra técnica de irrigação com foco em parte 

da zona radicular - lado irrigado, ao alterar o lado úmido e seco, isso maximiza a eficiência 

do uso de água e reduz a pegada hídrica da cultura sem comprometer a fotossíntese, o 

crescimento e a produção da planta; essa tecnologia é comumente utilizada na produção de 

frutas precoces como o mamão nos estados da BA, CE e RN (SANTOS et al., 2020b). O 

mamão apresenta as fases de crescimento, floração e maturação dos frutos em um curto 

período, a partir do terceiro mês após o plantio (SANTOS et al., 2020b).  

Outro exemplo é a irrigação deficitária, que consiste na aplicação de água abaixo das 

necessidades da evapotranspiração máxima, de modo a influenciar a cultura extrair água do 

reservatório do solo para compensar o déficit (COTRIM et al., 2011; FERERES; SORIANO, 

2006). Essa prática pode ser utilizada com maior facilidade no período chuvoso, quando a 

irrigação junto com a precipitação superam a demanda de água da cultura (FOLHES; 

RENNÓ; SOARES, 2009). Para Santos, Moreira e Rodrigues (2013), é possível reduzir o 

consumo de água em vinícolas do semiárido brasileiro, sem que afete o metabolismo da uva. 

Algo que também se aplica à produção de manga, sem que haja perda da qualidade dos frutos 

e da produtividade do pomar a partir da aplicação controlada da irrigação deficitária 

(COTRIM et al., 2011). Na cultura do feijão comum, melão e pimentão a irrigação deficitária 

junto ao plantio direto tem proporcionado um maior rendimento e acúmulo de biomassa do 

que no plantio convencional (FREITAS et al., 2019).  

Por outro lado, a depender da cultura, a redução da aplicação de água pode afetar 

negativamente a disponibilidade hídrica no solo das plantas (SANTOS et al., 2020b). Como 



64 

 

é o caso da cultura do feijão-caupi [Vigna unguiculata (L.) Walp.] produzido no semiárido, 

nele a irrigação deficitária afeta negativamente o rendimento de grãos e o acúmulo de 

biomassa (FREITAS et al., 2019). Já na cultura do mamão papaya (Carica papaya L.), o uso 

desse tipo de irrigação afeta o crescimento do fruto e a troca gasosa da folha (SANTOS et 

al., 2020). Portanto, mesmo que o uso racional do recurso hídrico seja necessário em regiões 

semiáridas, compreender as técnicas utilizadas para esse fim ainda é um gargalo do 

conhecimento (SANTOS; MOREIRA; RODRIGUES, 2013).   

Efetivamente, o conhecimento da variabilidade espacial das propriedades físicas e 

hidráulicas do solo tem possibilitado melhoras no manejo da irrigação (OLDONI; BASSOI, 

2016). Similarmente ao conhecimento da evapotranspiração da cultura, um componente 

efetivo no planejamento da irrigação e no equilíbrio hídrico do solo (REIS et al., 2019; 

VENANCIO et al., 2020). De modo simples, a evapotranspiração representa a água que é 

vaporizada e que não fica mais disponível para o usuário, sendo parte importante no fluxo 

total de água próxima à superfície do solo  (LAFAYETTE et al., 2019; TEIXEIRA; 

BASTIAANSSEN; BASSOI, 2007).   

A condutividade elétrica aparente do solo também tem sido utilizada como parâmetro 

de delineamento de zonas de manejo, indicando variações sazonais com base na mudança 

substancial de água no solo (OLDONI; BASSOI, 2016). Para identificar esses fatores, a 

tecnologia da Câmara Portátil tem sido usada em alguns experimentos e alguns testes em 

fazendas modelos com o objetivo de medir diretamente a evaporação/evapotranspiração, 

sendo a Câmara Portátil responsável por medir em tempo real e em curto intervalo de tempo 

a perda de água do solo (LAFAYETTE et al., 2019).  

Outra ferramenta é o Mapeamento da Evapotranspiração em Alta Resolução e 

Calibração Internalizada (METRIC - Mapping Evapotranspiration at High Resolution and 

with Internalized Calibration), nele ocorre o processamento de imagens para mapear a 

evapotranspiração, assim como para combinar sensoriamento remoto de média resolução e 

dados de medição hídrica de irrigação para estimar e melhorar a gestão de água total nas 

lavoura semiáridas (FERREIRA et al., 2020; FOLHES; RENNÓ; SOARES, 2009). Algo 

parecido com o que é feito pelo Algoritmo Simples para Recuperação de Evapotranspiração 

(SAFER - Simple Algorithm for Evapotranspiration Retrieving), em que o cálculo é feito 

usando bandas visíveis, infravermelho próximo e infravermelho térmico em conjunto de 

dados de evapotranspiração de referência a ser estimado com dados de estações 

meteorológicas para calcular a evapotranspiração total em plantações nas quais se utiliza a 
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irrigação de precisão, como é o caso do milho irrigado em áreas baianas (VENANCIO et al., 

2020).   

A utilização de geoprocessamento também tem possibilitado o monitoramento da 

umidade do solo a partir do balanço energético, consequentemente auxilia no manejo voltado 

para fins de conservação da água, produtividade das lavouras, monitoramento dos processos 

do solo, gestão de águas subterrâneas e controle da salinização do solo (REIS et al., 2019; 

SILVA et al., 2020a). Já para Pessoa et al. (2016), o uso de sensoriamento remoto oferece o 

mapeamento da dinâmica temporal como as tendências futuras da cobertura do solo e os 

processos antrópicos e ambientais visando o planejamento de uso de terras e de recursos 

naturais.  

O sensoriamento remoto pode ainda mostrar os padrões de mudança do uso do solo, 

das condições ambientais e da extensão dos solos degradados (SILVA et al., 2020a). Assim, 

o uso de uma dessas tecnologias tem sido positivo principalmente durante os meses de maior 

déficit hídrico - setembro a novembro (correspondem à metade da evaporação total anual), 

neste período a vegetação fica sob forte estresse hídrico pela evapotranspiração contínua e 

sem a entrada de água (FOLHES; RENNÓ; SOARES, 2009; LAFAYETTE et al., 2019; 

SILVA et al., 2020e). O estresse hídrico, por exemplo, altera o metabolismo primário e 

secundário das videiras nordestinas, além de reduzir a qualidade/produtividade dos frutos, 

gerando alterações nos atributos do vinho (SANTOS; MOREIRA; RODRIGUES, 2013). 

Ademais, conhecer e monitorar os fatores ambientais tem possibilitado o uso mais eficiente 

dos recursos hídricos, ao passo que se aprimora as práticas agronômicas visando melhorar a 

produtividade e a maior produção nas propriedades agrícolas (GUIMARÃES et al., 2018). 

No Vale do São Francisco as culturas tiveram um alto grau de investimentos que 

culminaram com culturas bastante tecnificadas com destaque para a manga: Tommy Atkins, 

Kent, Keitt, Palmer e Haden (CARNEIRO et al., 2019; COTRIM et al., 2011; HAJI et al., 

2004). Tecnologias essas como os reguladores de crescimento que permitiram a indução 

floral em diferentes períodos, gerando a produção contínua da manga ao longo de todo o ano 

(CARNEIRO et al., 2019).  

Já a uva, é uma cultura produzida com uso de modernas tecnologias de produção que 

vão desde a escolha da variedade (cultivares com ou sem sementes); melhoramento dos 

cultivares (Itália, Piratininga, Red Globe, Itália Muscat, Benitaka, Sugraone, Thompson 

Seedless e Crimson Seedless); passando pelos sistemas de produção (uma e duas colheitas 

por ano); manejo (reguladores de crescimento: ácido giberélico - AG3 e proteção dos cachos) 



66 

 

(SANTOS; MOREIRA; RODRIGUES, 2013). Com isso, gerando um maior valor agregado 

na exportação e disponibilidade da fruta no mercado internacional durante o período de 

entressafra dos maiores produtores mundiais (SANTOS; MOREIRA; RODRIGUES, 2013).  

No caso do algodão naturalmente colorido, nativo de clima semiárido, a tecnologia 

empregada para alavancar a cultura tem sido melhoramento genético via a Empresa 

Brasileira de Pesquisa Agropecuária (Embrapa). Essa tecnologia contribuiu para o 

crescimento das lavouras, assim como, queda expressiva de custos de produção; ciclos de 

três anos tolerante à seca e a pragas com alto rendimento e boa qualidade de fios  (QUEIROZ 

et al., 2012), ver Figura 3.4. Como resultado, mais cores de fibra: marrom, verde, rubi, safira, 

topázio e jade, processada em pequenas indústrias de confecção na Paraíba, com exportação 

para mais de dez países (BARROS et al., 2020).  

Figura 3.4 − Cores das fibras de cultivares brasileiras de algodão naturalmente colorido. 

 
Nota: (a) BRS 200 Marrom registrada em 2001; (b) BRS Verde, (c) BRS Rubi e (d) BRS Safira registrados em 

2004; (e) BRS Topázio e (f) BRS Jade registradas em 2017. 

Fonte: Barros et al. (2020, p. 9). 

O melhoramento do caju (A. occidentale L.) solucionou o caso da altura e 

produtividade da planta, a baixa estatura ajuda no manejo do pomar: poda, controle de pragas 

e colheita, gerando aumento substancial na produção de castanhas no CE, PI e RN 

(QUEIROZ et al., 2012). O melhoramento da cebola gerou cultivares mais adaptados e com 

resistência aos estresses bióticos regionais, resultando na substituição das antigas sementes 

pelas variedades produzidas pelo Instituto Agronômico de Pernambuco (IPA); atualmente 

cerca de noventa por cento de todas as plantações no semiárido são plantações das variantes 

do IPA (QUEIROZ et al., 2012).  

Já, o tomate híbrido é resistente aos principais estresses bióticos (galhas de 

nematoides, doenças foliares, tospovírus e geminivírus), além de apresentar um melhor 



67 

 

rendimento pelas boas características das plantas e frutos (QUEIROZ et al., 2012). Algo que 

aconteceu também com a palma forrageira (Opuntia ficus indica, Mill.), por meio da 

introdução de lavouras mais resistentes ao carmim cochonilha, principal praga da palma 

forrageira. Essa ação, junto à produção agrícola e ao aumento do rebanho bovino, 

impulsionou o crescimento da agropecuária na região (SILVA et al., 2020e), já que essa 

planta é uma fonte energética usada na alimentação e nutrição de ruminantes; sendo 

diretamente associada à produção do leite de vaca, cabra e ovelha em períodos de escassez 

ou baixa disponibilidade de alimentos (GUIMARÃES et al., 2018).  

A produção de mandioca também sofreu modificações, com o desenvolvimento de 

cultivares tolerantes ao déficit hídrico intenso, com destaques para BRS 396 - “Engana-

Ladrão”, BRS 397 - “Sacaí”, BRS 398 - “Crioula”, BRS 399 - “Amansa-Burro” (VISSES; 

SENTELHAS; PEREIRA, 2018). As regiões norte e nordeste são responsáveis por mais da 

metade da produção (57,7%) de mandioca no país, sendo produzida por pequenos 

agricultores familiares e consumida em ampla maioria na forma de farinha, um dos 

principais alimentos das famílias pobres dessas regiões (BURNEY et al., 2014).  

Paralelamente à mandioca, o feijão-caupi é outra cultura de grande importância para 

os sistemas agrícolas nordestinos, principalmente para a agricultura familiar no semiárido 

(MARINHO et al., 2017); o feijão-caupi tem boa capacidade de resistir a períodos secos ao 

conter o seu desenvolvimento e retornar com o retorno das chuvas (FREITAS et al., 2019). 

Com o incremento de genótipos de novas plantas como o BRS Pujante possibilitou a planta 

uma maior produção e um alto teor de proteína nos grãos, em alguns locais associado à 

inoculação de rizóbio (MARINHO et al., 2017). “Rizóbio é um grupo de bactérias fixadoras 

de nitrogênio capaz de estabelecer associações de raízes e/ou caules com leguminosas”  

(MARINHO et al., 2017, p. 274).  

Na agricultura, a cooptação é explorada pela aplicação de produtos biotecnológicos 

contendo bactérias selecionadas que aumentam a produtividade da cultura (FREITAS et al., 

2019). A inoculação de rizóbio no Vale do São Francisco se utiliza da cepa BR 3267 

(Bradyrhizobium yuanmingense) - principal bactéria usada em inoculantes de feijão-caupi 

no Brasil (MARINHO et al., 2017). O plantio direto também contribuiu para promover um 

maior rendimento de grão e eficiência no uso de água em turnos de rega de 10 ou 14 dias em 

detrimento ao plantio convencional, pois melhora infiltração e conservação da água no solo 

(FREITAS et al., 2019).  
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Portanto, os desafios futuros desses programas tendem a ser o fortalecimento dos 

atuais estudos como o desenvolvimento de clones biológicos resistentes aos estresses 

bióticos no caso do caju, ou mesmo uma maior variação de cor da lã de algodão naturalmente 

colorido (QUEIROZ et al., 2012). Cabe destacar a necessidade de continuidade dos 

programas de melhoramento como elemento chave, por exemplo, mais de cinquenta anos no 

caso do caju; mais de quarenta para a cebola, tomate e o algodão (BARROS et al., 2020; 

QUEIROZ et al., 2012). Por outro lado, há a necessidade de esforços adicionais no 

seguimento de marketing a fim de impulsionar a notoriedade do produto perante o mercado 

(BARROS et al., 2020). Assim como, impulsionar ainda mais a implementação de 

tecnologias voltadas para o desenvolvimento de alternativas produtivas diante o impacto 

potencial das mudanças climáticas na produção agrícola na Caatinga (BURNEY et al., 2014; 

MAIA et al., 2018). 

 

3.3.3 Discussões  

 

Indubitavelmente o aumento da agricultura irrigada na Caatinga nos últimos anos 

gerou implicações socioeconômicas positivas como a multiplicação nas exportações de 

frutas e geração de empregos ao converter áreas marginais semiáridas em locais de 

significativo desenvolvimento agrícola (HAJI et al., 2004; TEIXEIRA; BASTIAANSSEN, 

2012; TEIXEIRA; BASTIAANSSEN; BASSOI, 2007). No entanto, essas atividades 

intensificaram os conflitos relacionados ao uso da água no bioma (FERREIRA et al., 2020; 

FOLHES; RENNÓ; SOARES, 2009). Em alguns locais o manejo de água de irrigação não 

tem obedecido aos critérios técnicos, deixando na dúvida se a quantidade de água usada 

atualmente nas plantações tem sido adequada ou não (COTRIM et al., 2011).  Nesses locais 

irrigados ainda não há uma tecnologia sofisticada de monitoramento que permita conhecer 

de forma regular o volume de água dos rios utilizado nas plantações (FOLHES; RENNÓ; 

SOARES, 2009).  

No bioma, a falta de planejamento e gestão dos recursos hídricos dos rios, podem 

comprometer as demandas futuras de água e aumentar a vulnerabilidade local (ANDRADE 

et al., 2019). Assim, o uso racional do recurso hídrico é uma necessidade crescente em 

regiões semiáridas (SANTOS; MOREIRA; RODRIGUES, 2013). Entretanto, as alternativas 

já implantadas como a irrigação deficitária, zona radicular e irrigação por gotejamento têm 

tido êxito no controle hídrico (BURNEY et al., 2014; FREITAS et al., 2019; SANTOS et 
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al., 2020), ao ponto que na produção de manga na RIDE já está abaixo do recomendado - o 

volume real de água aplicado não pode mais ser reduzido (CARNEIRO et al., 2019). Nesse 

caso a perspectiva é aprimorar as técnicas de cultivo para garantir a sustentabilidade e reduzir 

os custos de produção (SILVA et al., 2020b).  

Por outro lado, em decorrência dos recorrentes períodos de estiagem – último 

ocorrido entre os anos de 2012 a 2017 - essa economia hídrica é reduzida ao utilizar a 

irrigação suplementar para conter a queda na produtividade das plantações e o aumento da 

evapotranspiração da cultura (LINDOSO et al., 2018). Por conseguinte, diretrizes políticas 

como controle e cobrança da água de irrigação mais eficientes são cada vez mais necessárias, 

visto a competição de múltiplos usuários entre setores (FOLHES; RENNÓ; SOARES, 

2009). Já o monitoramento operacional exige ferramentas que auxiliem no estudo da 

dinâmica temporal e das tendências futuras de cobertura do solo em bacias hidrográficas; e 

a ampliação do uso do sensoriamento remoto na Caatinga tende a contribuir para um maior 

planejamento de terras e recursos naturais (SILVA et al., 2020c).  

Outrossim, o desenvolvimento de planos eficazes de manejo das terras semiáridas 

brasileiras depende de um melhor entendimento e monitoramento dos solos salinos, fator 

responsável pela degradação do solo em terras secas irrigadas (PESSOA et al., 2016).  Assim 

como, gerar tecnologias que viabilizem o aproveitamento de águas salinas no 

desenvolvimento agrícola (LIMA et al., 2019). Nisso, o acesso a outras fontes da matriz 

energética como eólica e solar devem facilitar o uso de tecnologias de dessalinização de 

menor custo (ALBIERO et al., 2014; CAVALCANTE JÚNIOR et al., 2019; SILVA; 

SHARQAWY, 2020). Há de se considerar o aprimoramento de tecnologias e técnicas sociais 

(ver Figura 3.5), visando a difusão delas em locais pouco assistidos tecnicamente. 
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Figura 3.5 − Tecnologias utilizadas no agronegócio na Caatinga. 

 
Fonte: Dados da pesquisa (2021). 

Destarte, a busca por alternativas também passa por avanços científicos e 

tecnológicos de desenvolvimento de plantas com resistência aos principais estresses 

climáticos e biológicos, como também melhorias na produtividade da cultura e qualidade da 

matéria prima, das sementes, dos frutos e dos pseudofrutos (FOLHES; RENNÓ; SOARES, 

2009; QUEIROZ et al., 2012; SANTOS et al., 2020b). No entanto, esses estudos necessitam 

de tempo para gerar resultados expressivos como o melhoramento do feijão comum, do 

algodão, do caju ou da uva; a continuidade desses programas com mais de três décadas tem 

proporcionado resultados como no algodão, a colheita de fibras mais fortes e de maior valor 

agregado (QUEIROZ et al., 2012).  

A cadeia produtiva do algodão naturalmente colorido tem se tornado importante para 

a economia paraibana com o fortalecimento da indústria têxtil e geração de emprego 
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(QUEIROZ et al., 2012). Outrossim, o melhoramento genético também contribuiu para o 

aumento da população de animais na pecuária, fato pouco citado nos artigos, mas que teve 

influência na indústria de pecuária leiteira e de frangos (ANDRADE et al., 2019; 

CARVALHO et al., 2019). Nisso, as instituições de pesquisa como Embrapa, os institutos 

agronômicos estaduais e as universidades têm fomentado o desenvolvimento de produtos 

geneticamente modificados por meio de pesquisas contextuais para o semiárido (BURNEY 

et al., 2014).  

Outro ponto a destacar é o fortalecimento das ATER’s nos estados - que na maioria 

dos estados do Nordeste se encontram desmanteladas (SILVA et al., 2019), pois são elas as 

responsáveis principais no auxílio dos produtores na profissionalização das atividades 

(ANDRIEU; NOGUEIRA, 2010). Alguns relatos citam a compra de rações enriquecidas 

buscando aumentar a produtividade de leite, mas em decorrência da falta de 

informação/assistência técnica acabam por fornecer até 300% mais de proteínas do que as 

necessidades do animal, algo que coexiste muitas vezes com uma receita agrícola menor 

perante a produtividade leiteira baixa (BURNEY et al., 2014; CARVALHO et al., 2019).  

A assistência técnica tende também a contribuir para a modernização tecnológica em 

vista à superação de gargalos competitivos da agropecuária (SILVA et al., 2019). Mesmo 

que a falta de tecnificação não seja o único empecilho na atividade, o maior conhecimento e 

controle de qualidade na pecuária leiteira ou mesmo melhor aproveitamento da área total da 

propriedade para a pecuária de corte também são problemas a serem sanados 

(VASCONCELOS et al., 2018). Na produção animal, há ainda a necessidade de alinhamento 

às estratégias de convivência com o semiárido, já que ocorre de forma paralela à exploração 

da agricultura de sequeiro (SILVA et al., 2020).  

A necessidade fundamentada no conhecimento reflete uma demanda local por uma 

agenda de pesquisa e produção em diversos setores agrícolas pela inserção da temática da 

inovação (SANTOS et al., 2017). Os fatores como eficiência, qualidade ambiental, 

conservação, qualidade do produto, capital social, e o bem-estar e saúde animal refletem 

exemplos de carências para o uso de ferramentas técnicas e tecnológicas (BARRETO et al., 

2010). Assim como, para suprir o déficit por demanda de mão de obra de prestadores de 

serviços agrícolas ou para reparar a deficiência na infraestrutura local e a dificuldade no 

acesso a mercados (BURNEY et al., 2014; SILVA et al., 2019). 

O desenvolvimento de políticas públicas específicas para o setor no bioma faz-se 

necessário, tendo em vista o fortalecimento de vantagens comparativas perante outras 
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regiões produtivas como o MATOPIBA. A região produtora de milho, soja, algodão e sorgo 

no Cerrado, que se tornou rentável mesmo sobre condições naturais adversas, mas que 

contam com prerrogativa de serem commodities – preços no mercado externo mais atrativos 

que o das frutas (OLIVEIRA; RODRIGUES, 2020). Seguindo essa perspectiva, um sistema 

de crédito bancário voltado exclusivamente para financiar a implementação de medidas 

adaptativas e assistência técnica tende a proporcionar ações eficazes ao desenvolvimento 

sustentável no bioma (MAIA et al., 2018). Pois mesmo havendo o Programa Nacional de 

Fortalecimento da Agricultura Familiar (PRONAF), este possui impactos positivos em áreas 

mais desenvolvidas e eficácia questionável em áreas menos desenvolvidas  (MAIA et al., 

2018). Ao passo que o fortalecimento de instituições como as cooperativas - pouco 

difundidas na região - e as agroindústrias, propende a valorização da produção agrícola 

familiar (LINDOSO et al., 2018; OLIVEIRA; RODRIGUES, 2020). Por exemplo, por meio 

de estratégias de como a promoção de produtos por indicação geográfica e/ou por 

rastreabilidade de origem (FERNANDES et al., 2020; GUIMARÃES et al., 2018).  

 

3.4 CONCLUSÕES 

 

Neste artigo foi realizada uma revisão sistemática da literatura com o objetivo de 

fazer um levantamento sobre as tecnologias utilizadas no meio agrícola na área do bioma 

Caatinga, região de clima semiárido brasileiro. Nela foram identificadas as técnicas sociais 

ou técnicas de convívio com o semiárido e as tecnologias propriamente ditas. As técnicas 

sociais ajudam os pequenos produtores, grupos mais vulneráveis, a conviverem melhor no 

semiárido ao seguirem medidas de resiliência para superar os impactos da baixa precipitação 

pluviométrica (BURNEY et al., 2014; MAIA et al., 2018).  Já as tecnologias têm contribuído 

para o aumento da produção de frutas irrigadas, tornando a região semiárida o principal polo 

frutícola brasileiro, ao transformar áreas marginais em locais de grande desenvolvimento 

agrícola capaz de fornecer frutas ao mercado internacional no período de entressafra dos 

maiores produtores mundiais (SANTOS et al., 2017; SANTOS; MOREIRA; RODRIGUES, 

2013; SILVA et al., 2020b). 

Os modelos climáticos atuais mostram o impacto potencial das mudanças climáticas 

futuras na hidrologia no bioma, afetando os fluxos dos rios, o armazenamento de água, a 

desertificação do solo e consequentemente a produção agrícola (BURNEY et al., 2014; 

LINDOSO et al., 2018; SILVA et al., 2020e). Assim, produzir alimentos e produtos 
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derivados de alta qualidade passa pela utilização de tecnologias, insumos e mecanismos 

apropriados, capazes de minimizar os custos e o uso de recursos naturais. Neste sentido, o 

desenvolvimento de tecnologias adaptadas ao semiárido tem tido um papel importante no 

manejo do solo, aproveitamento da água da chuva e preparo de ração animal. Já em relação 

às tecnologias utilizadas principalmente nas frutas irrigadas, elas se tornaram fator 

dominante para a viabilidade da produtividade, diversificação, tempo de colheita e logística; 

ao serenar limitações naturais como clima, relevo e pluviometria na Caatinga. Outrossim, o 

melhoramento genético contribuiu para a propagação de culturas resistentes na agricultura e 

para o aumento de populações de animais na pecuária. A utilização de equipamentos de 

irrigação (gotejamento, aspersão etc.) ainda representam um processo importante na pegada 

de carbono ao atenuar o impacto nas mudanças climáticas (CARNEIRO et al., 2019), mas 

que precisam ser aprimoradas para melhorar os resultados.  

As práticas agrícolas têm sido modificadas nas últimas décadas com o 

desenvolvimento de novas tecnologias capazes de impulsionar a produção de alimentos, 

mesmo na Caatinga. Com base nas descobertas deste artigo, a atividade agrícola na Caatinga 

ainda se encontra nos estágios de desenvolvimento da segunda e terceira revoluções agrícola. 

Isso levando em consideração a baixa quantidade de estudos disponíveis sobre o uso de 

tecnologias no meio agrícola na Caatinga. Porém, as crescentes preocupações do público 

com o consumo de alimentos baseados numa interação dinâmica humano-natureza podem 

impulsionar as tendências para o uso de tecnologias inteligentes. A aplicação dessas não 

necessita estar estritamente associada à produção primária, mas em toda a cadeia de 

abastecimento. Assim, as tratativas para a utilização de tecnologias inteligentes e 

Inteligência Artificial, quarta e quinta revolução agrícola respectivamente, são atraentes, 

porém, os desafios técnicos e de gestão certamente precisam ser superados ao se projetar 

estratégias para avolumar o uso dessas tecnologias na Caatinga.  
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4 CAPÍTULO III - ANÁLISE DINÂMICA PARA O USO DA INTELIGÊNCIA 

ARTIFICIAL NO AGRONEGÓCIO NA CAATINGA - MAIOR REGIÃO 

SEMIÁRIDA DA AMÉRICA DO SUL 

 

Resumo 

 

Este estudo apresenta as perspectivas de uso da Inteligência Artificial (IA) na Caatinga pela 

concepção de especialistas de organizações de fomento no bioma, assim como traz a 

caracterização do conhecimento científico do uso de IA em áreas semiáridas. O 

desenvolvimento da pesquisa ocorreu por meio de entrevista semiestruturada e o 

levantamento sistemático da literatura de regiões com a mesma característica do bioma 

estudado. Os resultados levam a compreender que a adoção e o desenvolvimento da IA no 

Brasil ainda se encontram em fase inicial, com os agentes buscando nas pesquisas, conhecer 

as oportunidades dessa tecnologia frente aos negócios no setor agrícola. Na Caatinga, os 

estudos ainda são reduzidos, mas já há exemplos como rastreabilidade de carne, predição da 

produtividade da palma forrageira, delineamento de zonas de manejo ou mesmo na 

estimativa da evapotranspiração de referência. Contudo, há etapas que devem ser superadas 

até a integração da IA, como a habilidade de entender e manusear as ferramentas com IA e 

a integração dos sistemas dentro da cadeia de suprimentos. Já os resultados do levantamento 

sistemático apresentam ações como modelagem e previsão do fluxo de água; 

evapotranspiração; variabilidade, avaliação de terra; previsão de época ótima de semeadura 

e seleção de cultivares. Assim, os achados apresentam os diferentes usos da IA, com 

iniciativas de sustentabilidade habilitadas por mudanças no sistema agrícola atual. 

Palavras-chaves: Inovação agrícola. Tecnologia da Informação. Aprendizado de Máquinas. 

Nordeste brasileiro. Gestão de recursos.  

 

Abstract 

 

This study presents the perspectives of using Artificial Intelligence (AI) in the Caatinga by 

the conception of a specialist of development organizations in the biome, as well as the 

characterization of the scientific knowledge of the use of AI in semi-arid areas. The 

development of the research took place through semi-structured research and the systematic 

survey of the literature of regions with the same characteristic of the studied biome. The 

results lead us to understand that the adoption and development of AI in Brazil are still at an 

early stage, with agents seeking in research to know the opportunities of this technology in 

the face of business in the agricultural sector. In the Caatinga, studies are still very limited, 

but there are already examples such as meat traceability, prediction of forage cactus 

productivity, delineation of management zones or even in the estimation of reference 

evapotranspiration. However, there are steps that must be overcome until the integration of 

AI such as the ability to understand and handle the tools with AI and the integration of 

systems within the supply chain. On the other hand, the results of the systematic survey 

present actions such as modeling and forecasting the water flow; evapotranspiration; 

variability, land assessment; prediction of optimal sowing time and selection of cultivars. 
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So, the findings present the different uses of AI, with sustainability initiatives enabled by 

changes in the current agricultural system. 

Keywords: Agricultural innovation. Information technology. Machine learning. Brazilian 

Northeast. Resource management. 

 

4.1 INTRODUÇÃO 

 

O uso de Inteligência Artificial (IA) tem aumentado desde meados do século XX, 

visto sua aplicação para a resolução de problemas nas diferentes áreas científicas 

(ALZOUBI; ALMALIKI; MIRZAEI, 2019; FERREIRA et al., 2021; YASEEN et al., 

2015). Nas últimas duas décadas, houve um aumento considerável na direção do 

desenvolvimento e aplicação de tipos de abordagens de IA como aprendizado de máquina 

(Machine Learning), visão computacional ou mesmo sistemas especialistas (BILALI; 

TALEB, 2020). Essas abordagens estão contribuindo para a agricultura inteligente, por meio 

da mineração, análise dos dados e consequentemente suporte à gestão e à tomada de decisão 

nas fazendas (RUPNIK et al., 2019).   

A IA é a capacidade do sistema para interpretar corretamente dados externos, 

aprender a partir desses dados e utilizar essa aprendizagem para atingir objetivos e tarefas 

específicas por meio de adaptação flexível (KAPLAN; HAENLEIN, 2019). A aplicação de 

modelos de IA utiliza técnicas neurais para lidar com processos complexos e não lineares, o 

que possibilita ser menos sensíveis a erros e ruídos nos parâmetros de entrada em 

comparação aos modelos estatísticos tradicionais (BAYATVARKESHI et al., 2020). Essa 

vantagem deriva da capacidade de buscar soluções gradativamente para o problema 

examinado, em vez de fornecer soluções diretas por meio de derivadas parciais dos 

parâmetros dos modelos tradicionais acerca de dados de entrada e saída (YASEEN et al., 

2016). Nesse sentido, os métodos de IA possuem melhor desempenho do que as 

metodologias tradicionais quantitativas em suas formas originais e calibradas em cenários 

locais e regionais (FERREIRA et al., 2021). 

A IA tem permitido também, o tratamento de dados complexos (Big Data) por meio 

de modelos como redes neurais artificiais, aprendizado profundo e aprendizado de máquina 

(centenas de neurônios), apoiados pela programação e tecnologia computacional 

(CHANTRE et al., 2018; CHEN; LIN, 2014). No meio agrícola, a IA torna a análise de 

dados mais eficiente ao prever com precisão fatores como modelagem e previsão do fluxo 
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de água; evapotranspiração; variabilidade climática; avaliação de terra; previsão de época 

ótima de semeadura e seleção de cultivares (DEO et al., 2017; LAQUI et al., 2019; 

SARANYA; NAGARAJAN, 2020).  

A análise apurada desses fatores pode contribuir para gestão dos recursos em regiões 

semiáridas, locais de ambientes frágeis como o do bioma Caatinga (SOUSA et al., 2013).  

Os fenômenos como redução das chuvas e aumento de temperatura, causados pela mudança 

climática, têm resultado na necessidade da modelagem mais eficiente dos parâmetros 

qualitativos e quantitativos (POURSAEID et al., 2021). As mudanças dos padrões de chuvas 

ao longo da última década têm afetado significativamente a produtividade das safras 

(ULLAH et al., 2018). Ao mesmo tempo que a onda de calor reduz os rendimentos das 

culturas incluindo problemas de redução da biomassa das lavouras, ciclos de vida mais 

curtos, menos peso seco do caule e problema na formação de semente - as safras de sequeiras 

são particularmente as mais afetadas (ELBELTAGI et al., 2020; ULLAH et al., 2018). De 

modo geral, a IA tem tido, por meio dos diferentes métodos, um progresso significativo na 

previsão e modelagem do conjunto de dados, visando apresentar alternativas e solução 

perante as ferramentas atuais e tradicionais (ELBELTAGI et al., 2020).  De modo que, a 

utilização da IA no semiárido tende a reduzir custos e otimizar o tempo de processamento 

dos dados, aumentando a capacidade de tomadores de decisão e planejadores por meio da 

seleção das melhores informações para o uso da terra em favor do agronegócio (BOUDIBI 

et al., 2021). 

Contudo, a aplicação de IA tem apresentado maior previsibilidade e/ou 

autocorrelação mais forte em locais úmidos (BAYATVARKESHI et al., 2020; TABARI; 

TALAEE; WILLEMS, 2015). Em ambientes semiáridos os constantes desafios como dados 

escassos, bacias hidrográficas altamente modificadas pelo homem e o fluxo de água exibe 

fortes respostas não lineares à chuva (COSTA et al., 2021). Logo, o desenvolvimento da IA 

na Caatinga passa por variáveis ajustadas ao ambiente, visando a melhora na autocorrelação 

dos indicadores.  

O potencial da utilização da IA deve permitir o desenvolvimento econômico e, ao 

mesmo tempo, melhorar os indicadores de sustentabilidade (PALMER, 2017; PYKA, 2017). 

A digitalização do campo e as máquinas autônomas devem aumentar maciçamente a 

eficiência produtiva, reduzindo assim o consumo de recursos (UNRUH, 2000). Tendência 

essa fortalecida ainda mais na última década à medida que houve forte avanço na economia 

de serviços perante o rápido crescimento das TIC (Tecnologias de Informação e 
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Comunicação) e consequentemente da IA no meio agrícola (TIEN, 2017; VAN DE GEVEL; 

NOUSSAIR, 2013). As inovações, as forças de mercado e as mudanças estruturais fazem 

parte da solução criativa capaz de reformar fundamentalmente a economia no sentido de 

sustentabilidade, apoiando assim as conquistas dos objetivos para o desenvolvimento 

sustentável (ONU, 2015), bem como assegurar crescimento e desenvolvimento agrícola 

paralelamente (MAZZUCATO; PEREZ, 2014).  

 Neste contexto, o presente artigo traz uma análise dinâmica preditiva para o uso da 

IA no agronegócio na Caatinga, objetivando apresentar estudos científicos e a visão de 

especialistas que permitam o delineamento de perspectivas acerca da aplicabilidade da 

ferramenta tecnológica. Assim, além da introdução, esse artigo possui a seção dos aspectos 

metodológicos com o delineamento metódico da pesquisa. Os resultados apresentam a visão 

dos especialistas seguido pelo levantamento científico da IA em ambientes semiáridos. Já as 

discussões tratam das contendas em torno dos estudos atuais no bioma intercaladas dos 

estudos da seção anterior. Por fim, as considerações finais, com uma síntese geral desse 

estudo.  

  

4.2 ASPECTOS METODOLÓGICOS 

 

Esta pesquisa do ponto de vista dos objetivos é classificada como exploratória, uma 

vez que essa investigação leva em consideração uma área na qual há pouco conhecimento 

acumulado e sistematizado (VERGARA, 2013). Em relação à técnica de pesquisa, foi 

desenvolvida por meio de estudo de caso, selecionando a região da Caatinga para a 

realização da análise. Esse método é aconselhado quando uma situação geral pode ser melhor 

entendida, a partir da análise em profundidade de uma situação particular  (YIN, 2015). 

Nesse caso, uma análise para aplicação da IA no agronegócio da Caatinga. O estudo de caso 

foi apoiado por meio de entrevistas com especialistas representantes de empresas brasileiras 

de fomento ao desenvolvimento agrícola na Caatinga. Considerando o atual estágio da IA 

na Caatinga e a existência de poucas empresas dedicadas ao assunto, foi realizado entrevistas 

com quatro representantes de empresas brasileiras com atuação no bioma. O número de 

especialistas entrevistados, mesmo baixo, possibilitou uma visão satisfatória do cenário de 

IA na Caatinga. Para a definição dessa quantidade de entrevistados, seguiu-se o conceito de 

saturação, que é quando a coleta de novos dados não contribui para mais informações 

relacionadas ao tema a ser investigado (MASON, 2010).  Os representantes foram escolhidos 
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por estarem à frente de pesquisas e estudos sobre a temática nas instituições, ver Figura 4.1. 

Houve ainda, a tentativa de contato com representantes de duas empresas do setor financeiro, 

duas instituições de desenvolvimento regional local e outra de assistência e extensão rural 

estadual, mas sem retorno.  

Figura 4.1 − Perfis dos especialistas entrevistados. 

Especialista Descrição do Perfil 

Especialista I Doutor em Geologia, pesquisador nos Projetos Mapbiomas Caatinga, Mapbiomas Árida 

com foco em visão computacional e delineamento de zonas de manejo, Feira de Santana, 

BA. 

Especialista II Doutora em Engenharia Agrícola pela Universidade Federal do Ceará, pesquisadora na 

área de aprendizado de máquinas para a classificação do uso e cobertura da terra no bioma 

Caatinga, Fortaleza, CE. 

Especialista 

III 

Doutora em Engenharia de Processos, pesquisadora na área de Tecnologia e Inovação para 

Agropecuária no Instituto Nacional do Semiárido - INSA, Campina Grande, PB. 

Especialista 

IV 

Doutora em Computação Aplicada, pesquisadora na área de análise de sistemas da 

Embrapa Agricultura Digital, Campinas, SP. 

Fonte: Dados da pesquisa (2021). 

As entrevistas foram realizadas de forma individual e por videoconferência, com uma 

duração média de quarenta minutos cada (gravadas com autorização dos entrevistados), e 

posteriormente transcritas em editor de texto para apreciação crítica. Seguindo um roteiro de 

perguntas preestabelecidas, mas sem uma ordem combinada: quais são as tendências de 

mercado agrícola para o desenvolvimento de IA na Caatinga; quais produtos e serviços na 

área de IA têm sido pensados e desenvolvidos no bioma; quais as barreiras para o 

desenvolvimento dessas novas tecnologias na Caatinga - IA; quais são as barreiras para os 

produtores rurais adotarem essas ferramentas e tecnologias. Após a realização das entrevistas 

os passos seguintes foram: análise, exploração do material, tratamento dos resultados e 

interpretação.  

O local de estudo corresponde à região brasileira de clima semiárido - Caatinga, que 

engloba parte dos estados de Alagoas, Bahia, Ceará, Maranhão, Paraíba, Pernambuco, Piauí, 

Rio Grande do Norte e Sergipe, (Região Nordeste do Brasil) e parte do norte de Minas Gerais 

(Região Sudeste do Brasil) (MMA, 2019).  A área do Bioma é de 844.453 km², estando 

situada entre os paralelos 3° e 17°S e meridianos 35° e 45°W, e cobre 9,92% do território 

nacional (IBGE, 2004). A precipitação anual varia de 300 a 1200 mm/ano, se concentrando 

aproximadamente noventa por cento no período de noventa dias no ano (ANDRADE et al., 

2017). A Caatinga foi selecionada como área de estudo por ser uma das mais populosas 

regiões de clima semiárida no mundo – apresentando uma porcentagem predominante da 

população rural e dependente da atividade agrícola em mais de quarenta e seis por cento dos 

municípios localizados no bioma, esses cobrem quarenta e nove por cento da região e 
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compreendem vinte e sete por cento da população (MMA, 2019). Mesmo com esses 

números, a quantidade de pesquisas relacionadas à Caatinga ainda é pouco expressiva em 

relação aos demais biomas nas principais bases de dados. A população rural na Caatinga 

depende da agricultura, a qual contribui com mais de dez por cento da atividade econômica 

local (BUAINAIN; GARCIA, 2013), sendo a maior parte demográfica, trabalhares 

praticantes da agricultura de subsistência e sua produção negociada em mercados informais 

(SILVA et al., 2017).  

Em função da baixa quantidade de estudos sobre IA na Caatinga, foi realizada uma 

revisão sistemática com o intuito de apresentar estudos dessa tecnologia ligada a ambientes 

semiáridos, com forma de complementar e mostrar alternativas já desenvolvidas como 

direcionadores de ações futuras no bioma. Assim, a revisão sistemática contou com o 

levantamento de artigos na literatura feito a partir da busca de dados nas principais bases de 

dados bibliográficos: Science Direct, Scopus, Springer Link e Web of Science.  As bases de 

dados foram escolhidas em decorrência de sua ampla cobertura de literatura relevante ao 

tema proposto, e ainda por recursos bibliométricos avançados, como sugerir literatura 

relacionada ou citações. A busca foi realizada usando a combinação de caracteres em inglês: 

[(semi-arid OR semiarid) AND (artificial intelligence) AND (agric* OR agribusiness)]. A 

pesquisa correspondeu a todo o período de publicação encontrado até o ano de 2021 (1991-

2021). Teve como critérios de inclusão: ser artigo completo, ter acesso livre e publicado em 

inglês, uma vez que inglês representa o idioma com maior número de publicações nas bases 

referidas. 

A revisão sistemática foi desenvolvida em cinco etapas: (i) busca nas bases 

bibliográficas com a combinação dos caracteres, seleção total dos artigos em cada base e 

geração do arquivo bibtext, consequentemente importado para o software Start 3.3 para 

organização dos dados e identificação dos artigos duplicados;  (ii) leitura do título e resumo 

com o intuito de selecionar os artigos que tinham alguma ligação à pergunta de pesquisa; 

(iii) leitura da introdução e conclusão - sendo selecionados os artigos que possuíam na 

introdução ou na conclusão indícios que respondessem à questão da revisão; (iv) leitura dos 

artigos completos para contemplar a seleção e extração dos artigos finais, logo após, foi 

realizada uma nova releitura dos artigos selecionados para contemplar a avaliação da 

qualidade dos artigos finais por meio da escala de Likert ( (1) discordo totalmente, (2) 

discordo, (3) indiferente (ou neutro), (4) concordo e (5) concordo totalmente), com a escolha 

dos artigos agrupados na escalas (4) e (5); e (v) sistematização com a escolhas das quotas – 
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frases ou parágrafos destaques dentro dos artigos ligadas à pergunta pesquisa. As etapas da 

sistematização da revisão são detalhadas na Figura 4.2.  

Figura 4.2 − Processos da Revisão Sistemática. 

 
Fonte: Dados da pesquisa (2021). 

A revisão seguiu o protocolo de Principais Itens para Relatar Revisões Sistemáticas 

e Meta-análises - PRISMA (2009), por ser uma estrutura metodológica bastante utilizada 

nesse tipo de pesquisa e que permite o desenvolvimento das etapas de forma clara e que 

possibilita replicações. O desenvolvimento da pesquisa ocorreu no período de setembro a 

dezembro de 2021, sendo apoiadas pelos softwares: StArt (3.3 Beta 03) para a organização 

dos dados e seleção dos artigos; e Mendeley (1.19.4) para a gestão bibliográfica. 

 

4.3 RESULTADOS  

 

4.3.1 Perspectiva da IA na Caatinga na concepção dos especialistas  

 

Esta seção apresenta os resultados qualitativos obtidos em entrevistas com 

especialistas, fornecendo uma visão geral de suas perspectivas acerca do uso da IA na 

Caatinga. Cabe ressaltar que a temática do estudo ainda se encontra em fase embrionária no 

bioma. Logo, a transcrição das entrevistas visa apresentar como estão as pesquisas e suas 

principais barreiras. A ordem dos especialistas segue a abordagem cronológica ou temporal 

das entrevistas – exemplo, o especialista I - foi o primeiro entrevistado, o especialista II - foi 

o segundo entrevistado, e assim por diante. 
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Especialista I 

 

O especialista I, descreveu que a aplicação da IA na atividade agrícola na Caatinga 

está condicionada a iniciativas particulares, das quais os proprietários já possuem alguma 

ferramenta e tecnologia próprias: máquinas e equipamentos baseados em telemetria, 

sistemas de automação de máquinas e equipamentos (por exemplo, sistemas de orientação 

por satélite, mecanismos de regulação, como controladores de fluxo de sementes, 

fertilizantes e pesticidas), sistemas de coleta de dados (por exemplo, sensores de entrada e 

registros de variáveis meteorológicas) e amostragem de solo georreferenciada para mapear 

a fertilidade dos campos de cultivo (seguido pela prescrição e aplicação de corretivos em 

quantidades que variam de acordo com as condições de fertilidade de cada local).  

Na Caatinga, segundo o especialista I, as iniciativas partem de áreas específicas, 

algumas dessas não estão diretamente ligadas ao setor agrícola, mas à conservação de áreas, 

como o caso de ONGs (ex. mapbiomas.org).  O uso de IA nessa iniciativa se faz por meio 

do sensoriamento remoto baseado em algoritmos de aprendizado de máquinas profundos e 

Rede Neural de Convolução (CNN, do inglês: Convolution Neural Network), na 

interpretação com precisão de imagens de satélite visando apresentar informações acerca de 

mudanças na cobertura da terra no bioma. Alguns dos resultados levaram a considerações 

acerca de áreas agravadas pelo risco de desertificação ou suscetíveis à desertificação em 112 

municípios (9% do bioma); os quais são classificados como áreas suscetíveis à desertificação 

– status muito grave e grave e com cerca de trezentos mil hectares de vegetação nativa 

perdida nos últimos trinta anos (SARAIVA et al., 2020). Algo que corrobora com o resultado 

de alguns estudos sobre a degradação do solo associada ao aumento da temperatura, bem 

como às práticas de uso não sustentável do solo – forte pressão das atividades agrícolas, 

desmatamento, queima de recursos naturais principalmente em épocas de forte estiagem 

(MARENGO; TORRES; ALVES, 2017; MARTINS et al., 2018; SILVA et al., 2020a; 

SILVA et al., 2020e).  

Há também estudos voltados para o monitoramento e mapeamento de áreas irrigadas 

por pivôs centrais. Esses estudos ainda não estão sendo realizados na Caatinga, mas já existe 

ramificações para um uso a curto espaço de tempo nas áreas irrigadas no bioma. As áreas 

irrigadas são encontradas em diferentes pontos de disponibilidade de água como açudes e, 

principalmente, ao longo do Rio São Francisco (QUEIROZ et al., 2012). Nessas áreas 

desenvolve-se o plantio por gotejamento de uva, mamão, manga, melão, melancia, caju, coco 
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e abacaxi (OLIVEIRA; RODRIGUES, 2020). Uma das vantagens para o monitoramento e 

mapeamento de áreas irrigadas por visão computacional é a não necessidade de ida a campo. 

Nesse mapeamento há o levantamento de informações de fatores como: contexto espacial do 

alvo de mapeamento, textura e forma. O treinamento para a validação desse modelo leva em 

média vinte e duas horas para ser concluído, sendo esse tempo afetado pelo tamanho do lote 

de imagens processadas. O uso desse método no bioma pode ser útil para monitorar o 

crescimento das áreas irrigadas, quantidade de equipamentos de irrigação instalado e para a 

estimativa de demanda de água doce utilizada na atividade agrícola (SARAIVA et al., 2020).  

Para concluir, o especialista I citou a falta de conhecimento como sendo a principal 

dificuldade. O nível de escolaridade dos trabalhadores rurais na Caatinga é um dos principais 

desafios para a incorporação de tecnologias. Esse conhecimento compreende a base 

educacional e a sofisticação tecnológica fundamental para manusear de forma correta as 

ferramentas, algo que tende a não gerar o melhor resultado pós implantação (BOLFE et al., 

2020).  

 

Especialista II 

 

Na atividade agrícola do semiárido o uso de tecnologias disruptivas ou inteligentes 

ainda é de baixa significância. A falta de estudos e, consequentemente, a aplicação de 

tecnologias torna o cenário agrícola ainda mais incerto acerca da modernidade dos processos. 

Para o especialista II, as características do bioma dificultam ainda mais a produção de 

estudos. Por exemplo, no uso de algoritmos para a previsão de cobertura do solo é algo pouco 

usual em ambientes áridos. Alguns estudos descrevem que a habilidade dos modelos 

inteligentes em trabalhar com variáveis de locais úmidos foi melhor do que em locais áridos, 

pois a cobertura de nuvens é uma restrição para obtenção de dados orbitais ópticos 

(BAYATVARKESHI et al., 2020; COUTO et al., 2019; MONTEIRO JUNIOR et al., 2019).  

A utilização de IA na Caatinga está atualmente associada a estudos do uso da terra e 

mudanças na cobertura do solo por meio de sistemas de informação geográfica e 

sensoriamento remoto. Esses estudos visam fornecer suporte à tomada de decisão ao 

caracterizar as condições singulares de degradação ambiental, ocupação do solo e as 

crescentes mudanças nas condições da terra no bioma. Para isso, os algoritmos seguem as 

etapas como previsão, simulação e validação dos resultados por meio de variáveis que 

controlam as mudanças na cobertura da terra como variáveis independentes e as imagens da 
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cobertura da terra como variáveis dependentes. Os resultados podem ainda, auxiliar na 

formulação de políticas públicas voltadas para a conservação dos recursos ambientais, 

consequentemente, minimizar os riscos de degradação do solo. Podem também, servir de 

base para novos estudos sobre a previsão dos fatores hidrológicos, climáticos e 

sedimentológicos em que a região pode estar sujeita e que influenciam toda a dinâmica 

ambiental das bacias hidrográficas. 

O especialista II menciona que há uma lacuna a ser superada entre o conhecimento 

dos agricultores/nível tecnológico nas fazendas e o desenvolvimento de tecnologias 

inteligentes. Essa barreira afeta diretamente a comunicação da informação ao longo da 

atividade agrícola na região, de modo que a ênfase no desenvolvimento de sistema de 

informação deve ser colocada, proporcionalmente, menos na concepção e mais na 

aprendizagem dos agricultores e produtores a fim de aumentar a eficiência e eficácia na hora 

de utilizar essa tecnologia.  

 

Especialista III 

 

Na concepção do especialista III, a questão da transformação digital no campo, 

especificamente no Brasil, se encontra um pouco atrasada em relação às tendências e 

tecnologias para otimização dos processos, desenvolvimento de ferramentas específicas para 

melhorar o dia a dia do produtor e também dos outros atores relacionados à cadeia produtiva, 

como por exemplo aquelas que facilitem ao consumidor rastrear e verificar a saudabilidade 

e qualidade dos alimentos. Isso se apoia em estudos que tratam da necessidade do aumento 

da rastreabilidade em sistemas alimentares, pois mover produtos dos agricultores para os 

usuários finais é um dos desafios que os atores da cadeia de abastecimento enfrentam junto 

com a transparência e a sustentabilidade (GARDAS et al., 2019; LEHMANN; REICHE; 

SCHIEFER, 2012). 

Se tratando da IA, é notório o aumento das discussões sobre sua aplicabilidade nos 

processos cotidianos. Uma tecnologia disruptiva chave que pode transformar os sistemas 

agroalimentares. A atividade agrícola passa a ter oportunidades de construir as bases da 

agricultura digital que facilite a vida no âmbito rural. Assim como, auxilie no tratamento de 

dados oriundos das ferramentas digitais como forma de tornar a resposta mais rápida e mais 

eficaz. A aplicação da IA no meio agrícola apresenta caminhos de estudos voltados ao 

gerenciamento da saúde da cultura (visão computacional, aprendizado de máquinas, 
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reconhecimento de padrões); automação das operações (robótica); e desenvolvimento de 

cadeias de suprimentos orientadas pela demanda (reconhecimento de padrões, classificação 

e previsão, processamento de linguagem natural). Demandas essas que estão se tornando 

mais comuns no setor agroalimentar. 

De acordo com o Especialista III, sua empresa busca alinhar as pesquisas em IA, em 

vistas de fornecer apoio aos parceiros de negócios e provedores de serviço como prestadores 

de serviço, agentes agrícolas e produtores rurais estão sendo consideradas no 

desenvolvimento de sistemas de tratamento de dados. Algo que tende a permitir uma maior 

comunicação entre as partes interessadas dentro do sistema agrícola. Para o especialista III, 

a barreira da comunicação é hoje um dos principais gargalos a ser superado. No bioma, a 

infraestrutura de telecomunicação torna a transmissão de dados por meio dos aparelhos, algo 

pouco confiável. Os sistemas inteligentes requererem uma conexão em tempo real com 

internet que permita o uso de informações. De modo que, as melhorias nessa infraestrutura 

tendem a propiciar novas oportunidades de sistemas.   

 

Especialista IV 

 

Em relação às perspectivas da IA no contexto brasileiro, o Especialista IV apontou 

que as ferramentas e as tecnologias disponíveis para a tecnificação da atividade agrícola 

nacional ainda não estão presentes para a maioria. Há alguns focos que estão diretamente 

ligadas ao poderio de investimento financeiro pessoal como forma de implementação dos 

primeiros protótipos em fazendas integradas. Segundo ele, o mercado passa por um processo 

inicial de desenvolvimento de tecnologias inteligentes, com diversos agentes entrando e 

buscando oportunidades na geração de inovações. A exemplo da Embrapa - Empresa 

Brasileira de Pesquisa Agropecuária – Unidade Agricultura Digital que anteriormente 

chamava-se Informática Agropecuária, mas passou por um reposicionamento da marca a ser 

alinhada ao contexto de transformação digital na agricultura atual; mostrando um movimento 

direcionado à promoção e desenvolvimento de projetos de pesquisa como modelagem e 

simulação, reconhecimento de padrões e geoprocessamento, Inteligência Artificial, big data 

e internet das coisas. Mais especificamente em relação à IA, a Embrapa vislumbra a 

instalação de Centros de Pesquisa Aplicada (CPAs) em IA, que se dedicarão ao 

desenvolvimento de pesquisas orientadas à resolução de problemas por meio da IA. Os CPAs 

serão criados com a cooperação do Ministério da Ciência, Tecnologia e Inovação, da 



91 

 

Fundação de Amparo à Pesquisa do Estado de São Paulo (FAPESP) e do Comitê Gestor de 

Internet no Brasil (CGI). 

 Atualmente, a empresa está desenvolvendo tecnologia que permite a máquinas 

agrícolas fazer o reconhecimento de plantas de forma automática por meio da robótica e da 

IA. Também são empregadas o aprendizado de máquina e o aprendizado profundo. Sendo 

capaz de identificar as culturas e diferenciar frutos, cachos ou espigas das demais estruturas 

vegetais. O estudo inicial está sendo desenvolvido em uma vinícola e em um milharal no 

estado de São Paulo, estudo esse que pode depois ser aplicado em outros locais como os 

pomares na Caatinga. Há também, pesquisas na área de fenotipagem para reconstruir 

espécies vegetais em diferentes dimensões também no estado de São Paulo. Já, no estado do 

Mato Grosso do Sul, tem-se o desenvolvimento de pesquisa para a contagem e detecção 

automática de plantas e linhas de plantio nas lavouras por meio de imagens de drones 

apoiadas por CNN. Ou mesmo, na identificação individual de animais no campo por meio 

de imagens, tecnologia similar à do reconhecimento facial, experimento esse desenvolvido 

na região pantaneira também do Mato Grosso do Sul.  

As afirmações do especialista IV estão de acordo com os resultados apresentados em 

algumas pesquisas, reforçando que o uso de métodos relacionados à IA ainda estão em 

desenvolvimento inicial, mas com possibilidades diversas (FERREIRA et al., 2021; 

OLIVEIRA et al., 2021). Na agricultura, o desenvolvimento e a incorporação de novas 

tecnologias ocorrem de forma mais lenta do que em outras áreas, como a indústria em geral 

e também a eletrônica, automobilística e alimentícia (MASSRUHÁ et al., 2020). Para o 

especialista IV, há um longo caminho a percorrer até que ocorra a incorporação e difusão 

em grande escala da IA e de outras tecnologias que transformem a atividade agrícola em 

conceitos inteligentes. Nessa perspectiva, a Embrapa por meio da Startup Agritech 

Semiárido busca fomentar o desenvolvimento na Caatinga de soluções voltadas ao 

agronegócio com a promoção de mentorias com especialistas em tecnologia e negócios a 

possibilitar conexão entre os diferentes setores produtivos.  

Na percepção do Especialista IV, uma das barreiras para a adoção da IA passa pela 

falta de habilidade dos agricultores e produtores nas ferramentas inteligentes, paralelamente 

a isto, a manipulação dos dados obtidos nos equipamentos torna-se fator crucial para o 

sucesso da implantação. Uma vez que após implementação, elas irão gerar uma quantidade 

relevante de dados, e saber converter esses dados em informações carecem de sistemas mais 
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acessíveis ao usuário, sendo necessário aos envolvidos no processo produtivo aprender a 

manejar esses sistemas e as novas disponibilidade de dados e informações. 

 

4.3.2 Explorando a literatura científica acerca do uso de IA em zonas semiáridas  

 

Nos últimos anos, como resultado das mudanças climáticas, houve a redução das 

chuvas principalmente em regiões áridas e semiáridas, logo a modelagem de parâmetros 

qualitativos e quantitativos referentes aos recursos torna-se cada vez mais importante 

(POURSAEID et al., 2021). A escassez de água, por exemplo, tem acarretado uma série de 

problemas como a mudança na produção agrícola, a qual, requer uma alta demanda hídrica 

(BAYATVARKESHI et al., 2020; ELBELTAGI et al., 2020). Em alguns locais semiáridos, 

a agricultura consome entre setenta e oitenta por cento da água doce disponível 

(ROSEGRANT; CAI, 2009; SARWAR; PETERS; MOHAMED, 2020). Sendo assim, a 

gestão eficiente e precisa de recursos hídricos - superficiais e subterrâneos - para fins agrícola 

faz-se necessário, tanto na produção de culturas como também no manejo dos rebanhos 

(NOURANI; ELKIRAN; ABDULLAHI, 2020; ZARE; KOCH, 2021).  

A capacidade de modelos de IA como a Rede Neural Artificial (ANN, do inglês: 

Artificial Neural Network) inclui a alta velocidade em computação paralela, com a remoção 

do ruído e a identificação de padrões entre variáveis de entrada e saída (NOZARI; AZADI, 

2019). A exemplo da modelagem e previsão do fluxo de água por meio de ANN, estudada 

na província iraniana de Khozestan, a qual idealizou cenários de mudança temporal de águas 

subterrâneas para a previsão hídrica do dreno temporal e para o cálculo de salinidade em 

diferentes níveis de profundidades/espaçamento de drenagem (NOZARI; AZADI, 2019). 

Esses resultados são alcançados a partir da entrada de dados de observação – chuva, 

evaporação, umidade relativa, temperatura, descarga do canal de irrigação e recarga de água 

subterrânea − e a saída, estimando o nível futuro do lençol freático (CHITSAZAN; 

RAHMANI; NEYAMADPOUR, 2015). Já, em estudo na planície de Mashhad, a ANN 

serviu para indicar a porcentagem da salinidade do solo − baixa concentração na parte 

ocidental e a alta concentração na parte oriental – por meio de covariáveis ambientais e de 

campo (BOUDIBI et al., 2021). Em áreas semiáridas a conservação das águas subterrâneas 

é de suma importância devido à falta de abastecimento de água potável (POURSAEID et al., 

2021), já a salinidade do solo é um dos perigos ambientais mais predominantes na 

degradação do solos agrícolas (BOUDIBI et al., 2021). 
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Outrossim, a estimativa precisa de fatores como a evapotranspiração influi em ações 

como o planejamento do sistema de irrigação ou mesmo na operação eficiente de níveis de 

reservatórios (YASEEN et al., 2016; YU et al., 2020). O processo de evapotranspiração é 

um dos principais elementos do ciclo hidrológico (AGHAJANLOO; SABZIPARVAR; 

TALAEE, 2013; LAQUI et al., 2019), sendo um determinante para avaliar a variabilidade 

temporal e tendências no longo prazo, como o mecanismo de feedback climático ou mesmo 

na análise dinâmica das secas (BYAKATONDA; PARIDA; KENABATHO, 2018; 

ELBELTAGI et al., 2020). A evapotranspiração é um fenômeno não linear e complexo – 

necessita de inúmeras variáveis climáticas e consequentemente a análise dos efeitos mútuos 

das variáveis entre si (SARWAR; PETERS; MOHAMED, 2020). A ANN é uma ferramenta 

para modelar sistemas não lineares e complexos, como no estudo das incertezas da 

evapotranspiração de referência diária no noroeste da China (YU et al., 2020). Os resultados 

desses estudos confirmam o papel indispensável da temperatura como função predominante 

no processo de evapotranspiração, e que esses métodos de IA são confiáveis na tentativa de 

compreender o mecanismo intrínseco ou a análise das incertezas desse fenômeno natural 

(AGHAJANLOO; SABZIPARVAR; TALAEE, 2013; YU et al., 2020). Ademais, a 

combinação do SVR Suporte (SVR, do inglês: Support Vector Regression) -Aprendizado de 

Máquina Extremo (ELM, do inglês: Extreme Learning Machine), mostrou-se bem robusto 

na estimativa de evapotranspiração, mesmo em caso de conjunto de dados meteorológicos 

incompletos (YU et al., 2020). O ELM é capaz de treinar dados de forma individual ou 

mesmo um conjunto de dados, eliminando dados redundantes (POURSAEID et al., 2021). 

Os resultados revelam-se promissores ao combinar os métodos SVR-ELM para estimativa 

da evapotranspiração de referência, melhorando a precisão na simulação ao alinhar as 

entradas não lineares dos bancos de dados  - precipitação, temperatura, umidade relativa, 

velocidade do vento e radiação solar (NOURANI; ELKIRAN; ABDULLAHI, 2020).  

A ANN produziu resultados satisfatórios no cálculo de economia de água em 

sistemas de irrigação no Egito, resultando no planejamento eficiente dos recursos hídricos e 

na programação do balanço hidrológico em vista ao alcance de sistemas mais sustentáveis 

(AGHAJANLOO; SABZIPARVAR; TALAEE, 2013; NOZARI; AZADI, 2019). Em suma, 

estudos para a previsão e gerenciamento de cenários para o uso de água nas culturas tende 

ao aumento potencial de produção agrícola (ELBELTAGI et al., 2020).  Esses estudos, 

corroboram para o monitoramento da variabilidade climática em regiões semiáridas, por 

meio da avaliação da persistência ou reversão no longo prazo de fatores naturais.  
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A dinâmica das secas é uma dessas variáveis que impactam na resposta dos sistemas 

hidrológicos (BYAKATONDA; PARIDA; KENABATHO, 2018). A seca é um fenômeno 

natural que ocorre quando a precipitação é menor, consistindo em um acidente de ocorrência 

imprevisível, mas de recorrência reconhecível (BELAYNEH; ADAMOWSKI; KHALIL, 

2016). A seca não é específica da região semiárida, no entanto, esses locais já possuem 

recursos hídricos disponíveis de forma escassa mesmo em condições normais (AZADI; 

SEPASKHAH, 2012). Assim, o uso de técnicas e métodos de otimização, alocação e até 

simulação de recursos torna-se um fator de planejamento e gestão de soluções frente a 

situações futuras (ZARE; KOCH, 2021). Como no estudo realizado na região semiárida da 

Botswana, na África Austral, o qual determinou por ANN uma escala de tempo comum para 

o monitoramento da seca como parte da mitigação do fenômeno natural, sendo capaz de 

estabelecer tendências de seca e sua variabilidade (BYAKATONDA; PARIDA; 

KENABATHO, 2018). 

No semiárido mexicano (KIM; VALDÉS, 2003) e indiano (MISHRA; DESAI, 

2005), foi utilizada a combinação dos métodos ANN-Regressão do Vetor de Suporte (SVR, 

do inglês: Support Vector Regression), para analisar a previsibilidade da seca nesses dois 

ambientes. Eles aprendem usando observações históricas para aplicar peso apropriado aos 

componentes do modelo em diferentes padrões (NOURANI; ELKIRAN; ABDULLAHI, 

2020). Esta combinação apresentou como resultado uma projeção das condições geralmente 

secas para os próximos quarenta meses, indicando melhora significativa na capacidade de 

prever secas regionais, por meio da indicação precoce de um possível período sem chuva, 

ajudando assim na definição de estratégias e medidas de mitigação da seca com certa 

antecedência (BYAKATONDA; PARIDA; KENABATHO, 2018; KIM; VALDÉS, 2003; 

MISHRA; DESAI, 2005). A previsão pode ser uma ferramenta valiosa para fornecer um 

aviso prévio em vista de reduzir os impactos de um evento iminente, assim como, ser capaz 

de produzir informações direcionadoras às áreas de gestão de recursos hídricos, avaliação da 

qualidade da água e implementação de práticas agrícolas sustentáveis (YASEEN et al., 

2016).  

 Outra função atribuída à ANN é a avaliação e aptidão da terra para a produção de 

culturas – realizada para estimular a adequação da terra para um uso específico como 

agricultura arável ou agricultura irrigada (BAGHERZADEH et al., 2016). A avaliação da 

terra compara os valores do índice de terra de ambos os modelos com a produtividade 

observada da cultura, a fim de validar a precisão dos modelos de forma prática (BOUDIBI 
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et al., 2021).  Encontrar o terreno adequado para cultura específica é uma questão chave para 

produzir rendimentos de insumos relativamente baixos, existindo dois estágios para 

encontrar o terreno adequado para uma cultura: (a) levantar os requisitos da cultura junto aos 

atributos locais e do solo que influenciam adversamente a cultura; (b) identificar e delinear 

o terreno com os atributos desejáveis (BAGHERZADEH et al., 2016). Já, em trabalho 

desenvolvido por pesquisadores indianos, o modelo ANN foi capaz de melhorar a previsão 

de rendimentos/produtividade de milho e soja por meio de dados multitemporais de satélite 

(SARANYA; NAGARAJAN, 2020). A fim de beneficiar a gestão com  informações 

disponíveis em tempo real, consequentemente facilitando a tomada de decisão nas diferentes 

perspectivas gerenciais (CHANTRE et al., 2018). 

Em estudo desenvolvido para avaliar a aptidão de terra para produção de soja irrigada 

na planície de Neyshabour, nordeste do Irã, fez-se o uso de ANN-Fuzzy (BAGHERZADEH 

et al., 2016). Esse método permite a divisão de campos de cultivo em áreas menores e mais 

homogêneas, o que pode ser útil para auxiliar a alocação de ponto de amostragem mais 

representativa da cultura com uma maior precisão (SILVA, K. A. et al., 2020). Esse estudo 

contou com o levantamento preciso das propriedades morfológicas e físico-químicas, 

apresentando a fertilidade do solo como um dos principais fatores limitantes para o cultivo 

de soja em ambientes semiárido (BAGHERZADEH et al., 2016). Uma previsão espacial 

precisa de terras agrícolas contribui para agricultores e tomadores de decisão desenvolverem 

mecanismos apropriados para prevenir a perda de solo fértil e aumentar a produção 

(BOUDIBI et al., 2021). No entanto, essa combinação pouco permite o trabalho com dados 

não lineares, fato este que gera uma diminuição de resultados precisos, de modo que, o 

treinamento dos dados pode melhorar a precisão da previsão dos métodos ANN-Fuzzy 

(BILALI; TALEB, 2020; SHIRI et al., 2014).  

Outro exemplo do modelo combinado de ANN-Algoritmo Genético (GA, do inglês: 

Genetic Algorithms), o GA é um algoritmo de busca estocástica que começa a partir de um 

conjunto inicial aleatório de soluções chamadas de cromossomos, composto de elementos 

chamados genes, esse processo inclui a seleção, crossover e mutação (ULLAH et al., 2018). 

Empregando uma estrutura de ‘árvore de análise’ na busca de soluções por meio das relações 

entre as variáveis dependentes e independentes usando vários operadores para modelar o 

fenômeno estudado (SHIRI et al., 2014; ULLAH et al., 2018). A combinação ANN-GA foi 

utilizada para a seleção de cultivares e previsão de época ótima para semeadura de gramíneas 

em diferentes regiões da China (PI et al., 2015). No uso para a previsão e manejo de 
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emergência de ervas daninhas no semiárido argentino (CHANTRE et al., 2018). A 

combinação de mais de uma rede neural é possível, pois elas são capazes de identificar em 

um conjunto de parâmetros uma regra de aprendizagem híbrida que combinam as 

potencialidades dos dois métodos para trabalharem em conjunto ou como ratificador dos 

resultados (SHIRI et al., 2014), ver Figura 4.3.  

Figura 4.3 − Sequenciamento para uso de modelos híbridos de IA. 

Início

Metodologia de aquisição 

de dados

Processamento de dados Cálculo dos dados

Cálculo da correlação

Entrada de parâmetros

Seleção para construir 
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conjunto de 
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Resultados
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parâmetros 

Definir 

treinamentos

Definir 
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Resultado 
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Fonte: Adaptado de Sharma, Singh e Jain (2021). 

A promoção de sistemas combinados (mais de um método), funciona como 

complemento no tratamento de dados ou mesmo como validadores dos resultados 

(CHANTRE et al., 2018; POURSAEID et al., 2021; SARANYA; NAGARAJAN, 2020; 

YASEEN et al., 2016). Outros métodos de menor popularidade também são citados nos 

estudos, a exemplo da Rede Neural de Convolução (CNN, do inglês: Convolution Neural 
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Network), uma rede de aprendizado profundo que usa técnicas como fusão, modelagem e 

segmentação de imagens baseadas no sensoriamento remoto (CHEN et al., 2020);  esse 

método é capaz de identificar em uma imagem, área com certas peculiaridades como 

cobertura florestal, áreas urbanas ou mesmo áreas propensas à erosão (SHARMA; SINGH; 

JAIN, 2021). Outrossim, a Rede Neural Wavelet (WNN, do inglês: Wavelet Neural 

Network), oferece perspectiva preditiva de estimação de fatores ambientais baseadas em 

dados de radiação solar, temperatura e velocidade do vento (ELBELTAGI et al., 2020). Foi 

utilizada também na avaliação da mudança climática para a produção de milheto em Punjab 

no Paquistão, prevendo os impactos negativos da produção em decorrência do aquecimento 

futuro (ULLAH et al., 2018). Esses estudos também citam como alternativa ao GA o método 

da Colônia Artificial de Abelhas (ABC, do inglês: Artificial Bee Colony), pois possui 

estrutura parecida ao GA e que também é capaz de reduzir o tempo de execução dos dados, 

assim como calibrar a porcentagem de erros na escolha dos clusters ótimos (SARANYA; 

NAGARAJAN, 2020). 

Outros exemplos de combinação de algoritmos de aprendizagem de máquinas: 

Perceptron Multicamadas (MLP, do inglês: Multilayer Perceptron); Floresta Aleatória; e 

Árvore de Classificação e Regressão (CART, do inglês: Random Forest e Classification and 

Regression Tree). Esses algoritmos geraram regras de classificação capazes de discriminar 

para o processamento, a carne bovina brasileira produzida nos biomas da Amazônia, 

Caatinga, Cerrado, Pampa e Pantanal (FERNANDES et al., 2020). O desenvolvimento desse 

estudo visa superar um dos principais desafios na rastreabilidade de carne bovina, perda das 

informações sobre o animal no processo de abate e/ou comercialização (FERNANDES et 

al., 2020). Esse estudo visa também, impulsionar os avanços tecnológicos no processo 

produtivo, algo também estudado por meio de ANN/Sistema Especialista. Esses algoritmos 

são utilizados para apoiar o diagnóstico de falhas em máquinas agrícolas e de processamento 

(MISHRA; SATAPATHY, 2021), em que os fatores como as condições de trabalho, tipo e 

quantidade de processamento e resistência operacional são considerados a fim de monitorar 

o desempenho das máquinas.. 

Essa atividade também pode ser desenvolvida a partir do uso de algoritmos como 

aprendizado de máquinas no diagnóstico e detecção de falhas, melhorando a eficiência 

energética e reduzindo custos de manutenção de veículos na distribuição de produtos do 

campo (SHU et al., 2017). Algo feito a partir do mapeamento do trajeto, cabendo ao 

algoritmo selecionar os pontos mais apropriados em um processo de autoaprendizagem, 
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agregando valor à base de conhecimento existente e orientando os tomadores de decisão para 

melhorar o desempenho da cadeia de suprimentos agrícolas (GARDAS et al., 2019). Wang 

et al. (2017) utilizam o Aprendizado de Máquina para caracterizar e prever o comportamento 

dos usuários dentro dos veículos autônomos, como forma de melhorar a comunicação 

veículo e usuário. Já Bonaccorsi et al. (2017) apresentam estudo com máquinas de 

armazenamento inteligentes, capazes de adotar comportamento ecológico e energético, ao 

realizarem (por meio de sensores com Visão Computacional) o reconhecimento automático 

de alimentos, bem como a localização dentro do espaço interno, assim como monitorar o uso 

do aparelho, evitando problemas de temperatura e umidade em uso indevido. Feng (2019) 

fez uso de algoritmo de colônia de formigas para encontrar o caminho de distribuição ideal, 

isso calculado com base no modelo de custos em diferentes métodos de entrega que facilitem 

a logística de comércio eletrônico rural. 

Já no setor de varejo a abordagem de Algoritmo Genético foi empregada para 

desenvolver um sistema que produza receitas novas e válidas automaticamente, a partir do 

cadastro de entrada de ingredientes locais e fáceis de encontrar (JABEEN; TAHARA; 

LEHMANN, 2019).  As abordagens de aprendizado de máquina podem ser empregadas para 

prever as classificações das receitas filhas automaticamente. Em suma, a pesquisa 

apresentada possui estrutura de nível bem experimental, assim como uma outra que trata da 

aplicação da criatividade computacional, ou seja, sistemas de IA para formulação e sugestão 

de combos de alimentos em ambientes onde se preparam e servem comidas de forma 

automatizada (PINI et al., 2019). 

Em relação aos consumidores, a IA por meio do Aprendizado de Máquina e apoio do 

Blockchain, e está oferecendo cenários de acompanhamento e rastreabilidade de alimentos 

como forma de garantir: confiabilidade, transparência e imutabilidade das informações 

contidas nas embalagens (MIRABELLI; SOLINA, 2020). Vasiloglou et al. (2018) usaram a 

visão computacional, por meio de aplicativo de smartphone, para estimar de forma precisa 

e em tempo real o teor de carboidratos nos pratos das refeições, assim, ajudar a melhorar a 

autogestão, por exemplo, para pacientes com diabetes. E Vijayalakshmi e Pandimeena 

(2019) utilizaram o Aprendizado de Máquina para desenvolver um assistente virtual de 

conversação que oferece a agricultores e seus consumidores uma melhor oportunidade de 

entregar e obter informações dos produtos comercializados, por meio do qual o emissor e 

usuários podem se comunicar diretamente (VIJAYALAKSHMI; PANDIMEENA, 2019). 
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Gardas et al. (2019), utilizam o modelo integrado GA-Aprendizado de Máquina para 

orientar os tomadores de decisão e políticas agrícolas para melhorar o desempenho da cadeia 

de abastecimento agrícola na Índia. Esse modelo integrado foi capaz de mapear informações 

de forma rápida, dando algumas recomendações acerca de políticas de tarifação de produtos 

e serviços no país asiático de acordo com a necessidade do usuário. Outras concepções se 

voltam para o uso da IA na argumentação aplicada para permitir a formalização do 

conhecimento disponível como elemento para a tomada de decisão: micro - estrutura interna 

de um argumento; macro - relações entre argumentos; e retórica - considerações do público 

sobre os argumentos (BOURGUET et al., 2013).  

Essa abordagem pode ser aplicada, por exemplo, para analisar a argumentação sobre 

a qualidade de alimentos em uma política de saúde pública, considerando tomar decisões 

bem equilibradas, considerando os dados disponíveis - sociais, ambientais e econômicos. 

Por fim, Rupnik et al. (2019) apresentam um sistema destinado a fornecer suporte aos 

sistemas agrícolas e à tomada de decisão junto aos agricultores de maneira acessível. Esse 

sistema é projetado a partir da ANN para a compreensão do problema; compreensão e 

preparação dos dados; e explicação das interações nos dados - visando apresentar soluções 

e previsões para cenários simulados (RUPNIK et al., 2019).  Em suma, a revisão desses 

estudos forneceu uma variedade de alternativas em toda a cadeia (ver Figura 4.4) que resume 

todas as instâncias encontradas onde a IA foi emprega em ambientes semiáridos.  
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Figura 4.4 − Aplicações de IA em sistemas agrícolas. 

 
Fonte: Dados da pesquisa (2022). 

As descobertas apresentam os vários usos da IA, com iniciativas de sustentabilidade 

habilitadas por mudanças no sistema atual agrícola. Ao fornecer uma caixa de ferramenta de 

suporte às atividades e consequentemente à tomada de decisões (BILALI; TALEB, 2020; 

RUPNIK et al., 2019). Este levantamento reflete o potencial para alavancagem da IA no 

estabelecimento das interrelações humano-tecnologia-ambiente em regiões semiáridas ao 

longo de todas as etapas da cadeia. No entanto, deve-se mencionar que, essa tecnologia 

carece de maior expansão e testes em vistas de haver uma diminuição de ruídos em sua 
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capacidade de popularização junto à população nesses ambientes. De modo que as 

abordagens multidisciplinares são necessárias como elos que abrangem todos os campos 

mencionados acima e considerados no escopo desta revisão. 

 

4.3.3 Discussões 

 

Os resultados dessa pesquisa levam a compreender que a adoção e o desenvolvimento 

de IA na agricultura brasileira ainda se encontra em fase inicial, com agentes buscando 

conhecer as oportunidades dessa ferramenta para os negócios no setor agrícola. E que o 

fornecimento e desenvolvimento de ferramentas IA estão atualmente concentrados em 

máquinas e equipamentos, tendo as instituições de pesquisa o papel de desenvolvimento e 

implantação dos protótipos em áreas integradas como os CPAs. Esses centros se dedicaram 

ao desenvolvimento de pesquisas científicas, tecnológicas e de inovação para a resolução de 

problemas por meio de IA (MASSRUHÁ et al., 2020). Na Caatinga, os estudos são bem 

reduzidos, mas já há exemplos validos como no uso algoritmos de aprendizado de máquina 

para a geração de regras e classificação de carne bovina brasileira produzida nos biomas: 

Amazônia, Caatinga, Cerrado, Pampa e Pantanal. Os resultados mostraram a viabilidade de 

combinar algoritmos para a rastreabilidade de carne em função da origem geográfica; com 

destaque para o melhor desempenho de classificação obtido para os biomas Amazônia e 

Caatinga (FERNANDES et al., 2020).  

Guimarães et al. (2018) desenvolveram estudo com ANN, voltado a predição da 

produtividade da palma forrageira (Opuntia ficus indica, Mill.) por meio da análise da área 

total do cladódio, altura da planta, espessura do cladódio e comprimento do cladódio; 

resultando na estimação com alta eficiência da produtividade da palma forrageira no 

município de Guanambi/BA (GUIMARÃES et al., 2018), mas se mostra importante para o 

planejamento de pequenos e médios produtores rurais na Caatinga em períodos de escassez 

ou baixa disponibilidade de alimentos para a nutrição animal.  

O estudo de Silva et al. (2020) trata do uso de técnicas de delineamento de zonas de 

manejo e modelagem dinâmica da cobertura do solo baseada em uma MLP-ANN em 

Taperoá/PB. De modo geral, a análise em relação ao comportamento da cobertura do solo 

parte da identificação de áreas mais vulneráveis e pode contribuir para a formulação de 

políticas públicas voltadas à conservação dos recursos ambientais, por exemplo em bacias 

hidrográficas, consequentemente, diminuir os riscos de degradação de recursos naturais. O 
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uso de algoritmos computacionais para o monitoramento de mudanças na cobertura do solo 

também foi utilizado por Sousa et al. (2013) no município de Iguatu/CE, o qual mostrou-se 

apto  à  classificação  de  padrões, ao conhecimento das propriedades e à distribuição 

espacial da terra visando o manejo adequado dos recursos em ambientes frágeis como o 

do bioma Caatinga.  

Outrossim, Reis et al. (2019) utilizam o ELM para a estimativa da evapotranspiração 

de referência em região semiárida de Minas Gerais como ferramenta de estimação precisa 

das necessidades hídricas das culturas em propriedades irrigadas, bem como, facilitar o 

planejamento/gestão dos recursos hídricos e da produção agrícola em casos de 

indisponibilidade de dados meteorológicos. 

A análise dos termos na literatura evidenciou diferentes compreensões atribuídas ao 

uso da IA, entre aquelas observadas pelos especialistas e aquelas observadas na literatura 

científica. Dadas as condições atuais, as perspectivas para a IA no agronegócio na Caatinga 

são um tanto incertas. Fatores como baixo uso de tecnologias na maior parte do bioma, pouca 

produtividade da terra e do trabalho tem resultado na depreciação da atividade agrícola 

(BRAINER, 2021; MATTOS et al., 2020). A grande parte da força de trabalho rural vive 

em condições precárias, associadas a isso, a migração de trabalhadores mais capacitados 

para outras regiões ou centros urbanos regionais (ALENCAR et al., 2021; MACIEL; 

MACIEL; GOMES, 2021). Mesmo assim, com o desenvolvimento de áreas e polos agrícolas 

de alto impacto, o agronegócio na caatinga tem  gerado mudanças na perspectiva de adoção 

tecnológica na região e transformado áreas marginais semiáridas em locais de alto 

desenvolvimento agrícola (HAJI et al., 2004; TEIXEIRA; BASTIAANSSEN, 2012; 

TEIXEIRA; BASTIAANSSEN; BASSOI, 2007). 

No aspecto científico, os estudos ligados ao uso de IA em atividades agrícolas em 

regiões semiáridas tende a expansão, à medida que essa tecnologia é aplicada e difundida 

nessas regiões. A previsão do rendimento de plantas estratégicas como arroz, feijão e milho 

aliadas a vários fatores sazonais é um dos resultados possíveis desse desenvolvimento 

(SARANYA; NAGARAJAN, 2020).  Com o conhecimento e as ferramentas certas é 

possível modificar indicadores como aumento da produtividade e a sustentabilidade dos 

recursos nessas terras (BAGHERZADEH et al., 2016; ELBELTAGI et al., 2020; ULLAH 

et al., 2018). A aplicação de modelos de IA corrobora também para o planejamento e 

execução da atividade agrícola, nos diferentes níveis, sendo uma ferramenta eficiente e 

estratégica na tomada de decisão na produção rural, principalmente em períodos de escassez 
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ou baixa disponibilidade de recursos (GUIMARÃES et al., 2018; KESHAVARZI et al., 

2016; NOURANI; ELKIRAN; ABDULLAHI, 2020; YU et al., 2021). Por fim, o 

desenvolvimento dessa tecnologia infere a integração com outros fatores tecnológicos, de 

gestão e de meio ambiente. Integrar essas variáveis tende a possibilitar avanços na 

perspectiva da sustentabilidade na Caatinga.  

   

4.4 CONCLUSÕES 

 

Este artigo traz uma análise preditiva para o uso de IA no agronegócio na Caatinga, 

tendo por objetivo apresentar a visão de especialistas junto com a sistematização de 

pesquisas científicas que permitam delinear as perspectivas da aplicabilidade da ferramenta 

no bioma semiárido brasileiro. Os achados levam a compreender que a sociedade atravessa 

um momento em que as realidades sociais, políticas e econômicas estão mudando e que um 

crescente reconhecimento da responsabilidade coletiva pode ser apoiado pelas modernas 

tecnologias da informação. E que a aplicação da IA avança significativamente no campo da 

agricultura nos últimos anos. 

No bioma, a IA já se faz presente em alguns estudos científicos, mas é notório a 

necessidade de expansão da temática, assim como deve ocorrer em outros locais semiáridos. 

Na perspectiva dos especialistas, a transformação digital tende a otimizar os processos desde 

a produção até o consumidor final, assim como contribuir para o uso mais eficiente dos 

recursos naturais na Caatinga. No entanto, ainda há etapas que devem ser superadas até a 

devida aplicação da IA no bioma como um todo. Para os especialistas, o local carece do 

abrandamento de barreiras estruturais.   

Entre as barreiras citadas pelos especialistas para o desenvolvimento e adoção da IA 

na Caatinga, os fatores referem-se a à educação, habilidade para entender e manusear as 

ferramentas com IA. O baixo nível de escolaridade rural da força de trabalho disponível 

limita a difusão dessa tecnologia na atividade agrícola no semiárido. Essa barreira requer 

ações macroeconômicas relativas ao desenvolvimento de políticas públicas que melhorem o 

acesso à educação, além de treinamentos e cursos por empresas e/ou 

associações/cooperativas que fornecem esses serviços e produtos tecnológicos aos 

agricultores. Políticas públicas dessa natureza já foram vinculadas ao governo federal, mas 

a intensificação das práticas como sistemas de crédito, fortalecimento de cooperativas, 

industrialização e extensão rural vinculadas a pacotes tecnológicos faz-se necessário 
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(LINDOSO et al., 2018). O cooperativismo, embora pouco difundido na região, apresenta 

impactos positivos e substanciais de assistência técnicas/financeira, bem como na integração 

com o mercado consumidor, como nos casos da pecuária de corte e produção de leite (MAIA 

et al., 2018). 

Outro fator, refere-se à falta de integração entre os diferentes sistemas dentro da 

cadeia de suprimentos. Essa barreira pode ser atenuada por meio de alianças estratégicas 

público-privado, com o intuito de fomentar o desenvolvimento de soluções inovadoras para 

problemas do agronegócio no bioma: inovação, empreendedorismo, infraestrutura de 

conectividade, comunicação e capacitação profissional (BOLFE et al., 2020). Uma dessas 

iniciativas está sendo promovida pela Embrapa Agricultura Digital por meio da Agritech 

Semiárido, uma startup para promover mentorias e conexão com especialistas do agro, de 

tecnologia e de negócios  que possibilitem uma conexão com os setores produtivos 

(MASSRUHÁ et al., 2020).  

A perspectiva da IA na Caatinga é atraente, mas os desafios anteriormente precisam 

ser abordados em vista de sua aplicação. E embora existam essas questões estruturais a serem 

resolvidas, em alguns núcleos ou áreas dentro do bioma já é possível intensificar as ações 

nessa vertente que podem servir mais tarde como indicadores para as demais áreas. Assim, 

para pesquisas futuras pode ser valioso o olhar para este assunto de uma perspectiva mais 

restritiva de inovação em setor ou em atividade especifica. Contribui também para dar ideias 

a novos pesquisadores para expandir os estudos de IA associados aos ramos do agronegócio 

na Caatinga. 
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5 CONSIDERAÇÕES FINAIS 

 

Esta seção compreende as considerações gerais dos três capítulos, em uma espécie 

de síntese desse manuscrito, O primeiro capítulo correspondeu ao levantamento do uso de 

Inteligência Artificial na atividade agrícola. Nele foram identificadas as ramificações da IA 

e sua aplicabilidade. Os resultados apresentaram, por exemplo, o uso de da Visão de 

Máquina através de Sistema Agrícola Virtual, SVM e ELM na detecção precoce do patógeno 

de pragas e doenças; FIS e MLP para a exploração de culturas; propagação reversa para 

monitoramento dos limites da fazenda; ANN e MFNN para análise de estruturas de irrigação; 

e Árvore da Decisão e TDNN para a vigilância do rebanho com os dispositivos integrados 

no sistema de produção agrícola. Assim como, a adoção de métodos de IA na pecuária 

demostraram seu potencial por meio das previsões em tempo real da saúde, bem-estar, 

nutrição e reprodução em nível individual e de grupo. Esses métodos podem ser bem mais 

eficazes se integrados a um sistema de informação geral, constituído por ações que podem 

ser geridas pelo proprietário agrícola.  

Ao aplicar os métodos da IA no meio agrícola, os estudos apontaram para a 

perspectiva de os sistemas das fazendas passarem a oferecer recomendações e insights mais 

ricos para a tomada de decisões e melhoria das etapas da cadeia de suprimentos agrícola. 

Essa relação forma um registro automatizado de dados, análise, implementação e gestão 

agrícola baseada no conhecimento. Para esse escopo, espera-se que o uso dos métodos de IA 

seja ainda mais difundido, permitindo a integração dos métodos. Avanços no aprendizado 

de máquina; robótica; visão computacional; processamento de linguagem natural; 

planejamento, programação e otimização; sistemas especialistas; e fala - tendem a permitir 

um maior desenvolvimento e a implementação de sistemas tecnológicos inteligentes no meio 

rural. Capaz de fornecer, quando são integrados, as informações efetivas e eficientes da 

atividade, em vistas de atender à crescente demanda por alimentos - fator este, vital para a 

prosperidade econômica do setor agrícola e segurança alimentar. E a iniciativa de utilizar 

essas tecnologias para converter os dados precisos em conhecimento para apoiar e 

impulsionar a complexa tomada de decisões na fazenda e ao longo da cadeia de valor 

permitirá mudança significativas desde a agricultura de precisão até a agricultura de decisão. 

O gerenciamento e a tomada de decisão se tornarão cada vez mais precisos; otimizando a 

lucratividade, a produtividade e a sustentabilidade por meio da compreensão do conjunto de 

dados. 
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O segundo capítulo tratou da descrição das tecnologias agrícolas utilizadas na 

Caatinga: tecnologias e técnicas socais. Os resultados apresentam inicialmente as 

tecnologias de convivência com o semiárido ou técnicas sociais, com destaque para os 

métodos de manejo do solo, aproveitamento da água da chuva e preparo de ração animal. Já 

em relação às tecnologias propriamente ditas, as evidências convergem para a utilização 

tecnológica direcionada à viabilidade da produção, diversificação e tempo de colheita 

principalmente de culturas irrigadas. Outrossim, o melhoramento genético também 

contribuiu para a propagação de culturas resistentes e para o aumento da população de 

animais. Ao mesmo tempo que foi possível identificar o nível tecnológico da atividade 

agrícola na Caatinga, a qual, na maior parte do bioma, apresenta baixo uso de tecnologias 

caracterizado por atividades de subsistência, mão de obra familiar e monocultura, por outro 

lado, em polos locais agrícolas ocorre a utilização de sistemas integrados e agropecuária de 

base biológica. 

Certamente, a busca por alternativas no bioma passa por avanços científicos e 

tecnológicos de desenvolvimento de plantas com resistência aos principais estresses 

climáticos e biológicos, como também melhorias na produtividade da cultura e qualidade da 

matéria prima, das sementes, dos frutos e dos pseudofrutos (FOLHES; RENNÓ; SOARES, 

2009; QUEIROZ et al., 2012; SANTOS et al., 2020). Algo que requer tempo para gerar 

resultados expressivos, como o melhoramento do feijão comum, do algodão, do caju ou da 

uva; a continuidade desses programas com mais de três décadas tem proporcionado 

resultados como no caso do algodão naturalmente colorido, uma reedição da significativa 

cadeia produtiva para a economia paraibana pela geração de emprego e o fortalecimento da 

indústria têxtil (QUEIROZ et al., 2012). Outrossim, o melhoramento genético também 

contribuiu para o aumento da população de animais na pecuária, fato pouco citado nos 

artigos, mas que teve influência na indústria da pecuária leiteira e de frangos (ANDRADE 

et al., 2019; CARVALHO et al., 2019). Nisso, as instituições de pesquisa como Embrapa, 

os institutos agronômicos estaduais e as universidades têm fomentado o desenvolvimento de 

produtos geneticamente modificados por meio de pesquisas contextuais para o semiárido 

(BURNEY et al., 2014).  

O terceiro capítulo trata da uma análise preditiva para o uso da IA no agronegócio na 

Caatinga. Os resultados obtidos nessa fase do estudo permitem inferir que a adoção e o 

desenvolvimento de IA na agricultura brasileira ainda se encontram em fase inicial, com 

agentes buscando conhecer as oportunidades dessa ferramenta para os negócios no setor 
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agrícola. E que o fornecimento e desenvolvimento de ferramentas IA estão atualmente 

concentrados em máquinas e equipamentos, tendo as instituições de pesquisa o papel de 

desenvolvimento e implantação dos protótipos em áreas integradas como os CPAs. Esses 

centros se dedicaram ao desenvolvimento de pesquisas científicas, tecnológicas e de 

inovação para a resolução de problemas por meio de IA (MASSRUHÁ et al., 2020). Na 

Caatinga, os estudos são bem reduzidos, sendo notório a necessidade de expansão da 

temática, assim como deve ocorrer em outros locais semiáridos.  

A necessidade fundamentada no conhecimento reflete uma demanda local por uma 

agenda de pesquisa e produção em diversos setores agrícolas pela inserção da temática da 

inovação (SANTOS et al., 2017). Os fatores como eficiência, qualidade ambiental, 

conservação, qualidade do produto, capital social, e o bem-estar e saúde animal refletem 

exemplos de carências para o uso de ferramentas técnicas e tecnológicas (BARRETO et al., 

2010). Assim como, para suprir o déficit por demanda de mão de obra de prestadores de 

serviços agrícolas ou para reparar a deficiência na infraestrutura local e a dificuldade no 

acesso a mercados (BURNEY et al., 2014; SILVA et al., 2019). 

A compreensão da perspectiva para o uso da IA no agronegócio na Caatinga é 

atraente, mas os desafios acima precisam ser abordados para aumentar a aceitação de 

aplicações da IA. Assim, há etapas que devem ser superadas até a devida aplicação da IA no 

bioma, de modo que o local carece do abrandamento de barreiras estruturais.  Fatores como 

baixo uso de tecnologias na maior parte do bioma, pouca produtividade da terra e do trabalho 

tem resultado na depreciação da atividade agrícola  (BRAINER, 2021; MATTOS et al., 

2020). Alinhado a esses fatores, deve-se considerar ainda os desafios: econômicos e sociais 

como custos das tecnologias digitais, conectividade no campo, sucessão familiar rural, 

desenvolvimento rural sustentável; científicos e tecnológicos como serviços digitais online, 

gestão e monitoramento da produção animal e vegetal, gerenciamento das bases de dados da 

atividade agrícola. Objetivando alcançar as oportunidades e tendências como mercado 

consumidor na era digital, plataformas digitais e multiverso, sistemas de cenários de riscos 

futuros, rastreabilidade e certificações, capacitações em agricultura digital e autônomas, 

tecnologias digitais disruptivas, e sociedade 5.0.  

As práticas agrícolas têm sido modificadas nas últimas décadas com o 

desenvolvimento de novas tecnologias capazes de impulsionar a produção de alimentos, 

mesmo na Caatinga. Com base nas descobertas, a atividade agrícola na Caatinga ainda se 

encontra nos estágios de desenvolvimento da segunda e terceira revoluções agrícola. Isso 
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levando em consideração a baixa quantidade de estudos disponíveis sobre o uso de 

tecnologias no meio agrícola na Caatinga. Porém, as crescentes preocupações do público 

com o consumo de alimentos baseados numa interação dinâmica humano-natureza podem 

impulsionar as tendências para o uso de tecnologias inteligentes. A aplicação dessas não 

necessita estar estritamente associada à produção primária, mas em toda a cadeia de 

abastecimento. Assim, as tratativas para a utilização de tecnologias inteligentes e 

Inteligência Artificial, quarta e quinta revolução agrícola respectivamente, são atraentes, 

porém, os desafios técnicos e de gestão certamente precisam ser superados ao se projetar 

estratégias para avolumar o uso dessas tecnologias na Caatinga. 

Um ponto a destacar é a necessidade do fortalecimento das ATER’s estaduais - a 

maioria dos estados do Nordeste possuem ações que se encontram sucateadas (SILVA et al., 

2019), uma vez que são elas as responsáveis principais no auxílio dos produtores na 

profissionalização das atividades (ANDRIEU; NOGUEIRA, 2010). A assistência técnica 

tende também a contribuir para a modernização tecnológica em vista à superação de gargalos 

competitivos da agropecuária (SILVA et al., 2019). Mesmo que a falta de tecnificação não 

seja o único empecilho na atividade, o maior conhecimento e controle de qualidade na 

pecuária leiteira ou mesmo melhor aproveitamento da área total da propriedade para a 

pecuária de corte também são problemas a serem sanados (VASCONCELOS et al., 2018). 

Na produção animal, há ainda a necessidade de alinhamento às estratégias de convivência 

com o semiárido, já que ocorre de forma paralela à exploração da agricultura de sequeiro 

(SILVA et al., 2020). Ao passo que também deve ser fomentado o fortalecimento de 

instituições como as cooperativas - pouco difundidas na região - e as agroindústrias que 

propende a valorização da industrialização da produção da agrícola familiar (LINDOSO et 

al., 2018; OLIVEIRA; RODRIGUES, 2020). 

Prevê-se que o impacto das mudanças climática ultrapasse as fronteiras das culturas, 

sistemas de cultivo, rotações e biota, afetando com isso os fatores econômicas, sociais, 

culturais e principalmente ambientais.  De modo que a manutenção do equilíbrio no sistema 

passa pela imprescindibilidade de novos conhecimentos, políticas alternativas e mudanças 

socioambientais. Assim, no enfretamento dos desafios faz-se necessário novos paradigmas 

na pesquisa agrícola e na transferência tecnológica que faça uso da ciência e tecnologias 

modernas como IA em conjunto com o conhecimento tradicional (técnicas sociais). Mas, 

isso exige mais investimento por parte do poder público e apoio das organizações de fomento 

a sustentabilidade na Caatinga, em vistas, de ancorar as pesquisas integradas e os esforços 
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de desenvolvimento sustentável com a participação da comunidade local. Já que essa 

abordagem pode permitir que as comunidades das áreas de sequeiro usem os recursos 

naturais na perspectiva de convivência com o semiárido.  

Os desafios da agricultura exigem amplas alternativas por meio de tecnologias 

disruptivas; e novas tendências permitem abordar várias soluções. No geral, este estudo 

contribui para a propagação de pesquisas que estão sendo realizadas em torno do 

agronegócio na Caatinga e da agricultura 5.0. As limitações desta pesquisa passam por 

pontos como as bases de artigos online apresentam os estudos e descobertas a serem 

analisadas sob a ótica dos autores, a compreensão por meio de outras questões podem gerar 

outros resultados. Já em relação as entrevistas realizadas com uma quantidade maior de 

pesquisadores tendem a gerar mais informações inovativas das atividades de produção e de 

serviços. Em ambos os casos, é provável que as novas descobertas complementem esse 

estudo. Para trabalhos futuros, os bancos de dados e aspectos de pesquisa adicionais devem 

ser considerados especificadas para fornecer uma visão holística de aplicação e difusão da 

IA no agronegócio na Caatinga. 
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