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RESUMO 

O presente estudo relaciona machine learning e marketing digital, através de um estudo 

da aplicação de um algoritmo de machine learning em termos de pesquisa gerados por 

uma campanha de mídia paga. O objetivo é identificar os termos de pior performance 

através de um algoritmo de clusterização, simplificando um processo manual e não 

assertivo. Utilizou-se um modelo de clusterização K-Means para identificar padrões dentro 

de um grande banco de dados, gerado diariamente por pesquisas feitas na plataforma de 

busca Google. Obteve-se como resultado um modelo, baseado em dados históricos, que 

segmenta a base em 7 diferentes clusters, onde analisou-se o cluster de pior performance 

para a negativação de termos de pesquisa em uma campanha. Com um algoritmo 

desenvolvido em Python e a partir de uma análise da performance dos estratos, foi 

possível, portanto, desenvolver um modelo que identificasse os termos de pior 

performance a serem negativados. 

Palavras-chave: machine learning, marketing digital, clusterização, K-Means, 

campanhas de mídia paga, negativação de termos, Python. 

 

1. INTRODUÇÃO 

 

A massificação do acesso à Internet transformou a maneira como as empresas 

interagem com o público, tendo a possibilidade de alcançar um número muito maior de 

consumidores em potencial. Em janeiro de 2021, a taxa de penetração da internet na 

população mundial era aproximadamente de 59,5% (DATAREPORTAL, 2021) e, segundo 

um relatório realizado pela Global Web Index (2020), 81% dos usuários da internet na faixa 

etária de 16 a 64 anos pesquisaram online por um produto ou serviço em junho de 2020. 

Os mecanismos de pesquisa têm um papel fundamental nesse processo, pois, 
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além de atender a busca por informação, facilitam o acesso a sites e produtos 

específicos. Conforme Ghose e Yang (2008), os mecanismos de pesquisa foram capazes 

de alavancar seu valor de mercado vendendo publicidade vinculada a consultas geradas 

pelo usuário que então são encaminhados às páginas da web dos anunciantes. Com o 

surgimento das campanhas de pesquisas pagas, os principais mecanismos de pesquisa, 

como Yahoo!, Google, entre outros, transformaram significativamente o comércio online 

(BATTELLE, 2005). Para Kaushik (2009), um dos principais diferenciais da criação e 

publicação de anúncios nessas plataformas é a ampla e imediata mensuração dos 

resultados, como a efetivação de uma transação online, quais páginas foram acessadas 

e quanto tempo foi despendido em cada uma antes da venda, além de dados que 

permitem esboçar o perfil do usuário comprador. 

As agências de marketing digitais são empresas especializadas na prestação de 

serviços na área de mídias digitais, Search Engine Optimization (SEO) e Search Engine 

Marketing (SEM), onde se inserem as pesquisas pagas, sendo responsáveis pela criação, 

configuração e análise das campanhas digitais, além da entrega dos resultados. Nos 

últimos anos houve um grande número de novos entrantes no ramo da publicidade em 

virtude do crescimento da comunicação através de ferramentas digitais de marketing e 

publicidade. Em consequência disso, as agências devem buscar inovar seus modelos de 

negócio (PRUDÊNCIO, 2018). 

Buscando auxiliar os profissionais de marketing e publicidade digital a tomarem 

decisões mais acuradas são necessárias diversas ferramentas e sistemas de apoio a 

decisões, considerando a enorme quantidade de dados que eles lidam diariamente 

(KOTLER et al., 2016). Seguindo a mesma linha de raciocínio, Júnior e Azevedo (2015), 

consideram que o futuro da tomada de decisões vai ser cada vez mais dominado pelos 

dados, inteligência na captação, estruturação e utilização dessas informações. Para que 

isso aconteça, torna-se cada vez mais essencial a integração entre as áreas de marketing 

e tecnologia para o desenvolvimento de projetos de marketing (MCKENNA, 2002). 

Percebe-se então, por parte das agências, a necessidade de gerir e analisar uma imensa 

quantidade de dados fornecidos pelas plataformas de pesquisas pagas e a necessidade 

de se manter competitivo utilizando novas tecnologias para otimização de tarefas 

operacionais.  
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A utilização de tecnologias exponenciais, como o machine learning (ML), cria 

oportunidades de vantagem competitiva ao aplicar abordagens orientadas a dados às 

práticas do marketing digital (MIKOSLIK et al, 2019). O aprendizado de máquina pode 

realizar previsões e apoiar as tomadas de decisões, extraindo insights de grandes 

quantidades de dados reduzindo o tempo despendido em tarefas operacionais e 

consequentemente dando mais espaço para a parte estratégica. Para Ma e Sun (2020), o 

ML aplicado ao marketing digital pode ajudar a ampliar o entendimento de seus 

consumidores-alvo e a promover e aprimorar a interação com eles. 

Existem diversos veículos e formatos de campanhas de mídia paga, sendo a 

campanha de pesquisa uma das mais relevantes devido a busca ativa por parte do usuário. 

Visto isso, são necessárias diversas otimizações rotineiras e dentre eles, destaca-se a 

negativação de palavras-chave. As palavras-chaves negativadas são termos que são 

excluídos das campanhas para não serem ser associados a um anúncio quando algum 

usuário fizer uma busca. Essa negativação serve para impedir tráfego irrelevante, evitando 

cliques que geram custo e não geram receita, melhorando sua performance, tanto em 

receita quanto em engajamento. É um processo manual, com um grande volume de dados 

a serem analisados, onde o operador da ferramenta analisa esses termos de forma 

qualitativa, relacionando os termos pesquisados e os produtos vendidos pelo cliente, e 

quantitativa, analisando as métricas de cada termo e, dependendo do escopo de produtos 

oferecidos pelo cliente, é feita de forma arbitrária devido ao tempo que a tarefa. 

Diante do exposto, este artigo busca responder o seguinte problema: negativar 

termos de pesquisa de forma assertiva em campanhas com grandes volumes de dados e 

produtos variados. Para isso, será utilizado uma abordagem de clusterização desses 

termos, considerando dados históricos e seus indicadores, com um algoritmo não-

supervisionado em machine learning, Além da elaboração de um modelo que seja capaz 

de identificar padrões dentro de uma base de dados, pretende-se analisar qual o conjunto 

de dados que tem a pior performance em relação a termos com boa performance e realizar 

a negativação, melhorando a performance da campanha. Além disso, a aplicação pode 

fornecer aos analistas insights para criação de novas campanhas relacionadas aos 

clusters com ótimo desempenho. Conforme Lopes e Santos (2019), existe a necessidade 

da realização de estudos sobre aplicações de machine learning no marketing digital, 
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devido ao reduzido número de estudos presentes na literatura nacional relacionados ao 

tema.  

O artigo está dividido em cinco seções, iniciando-se por esta introdução. A seção 2 

consiste no referencial teórico consultado sobre marketing digital, machine Learning e 

possíveis aplicações, seguido pela seção 3, que traz a metodologia usada na 

implementação de um modelo de machine Learning com o intuito de otimizar campanhas 

de publicidade paga. A seção 4 apresenta os resultados obtidos, bem como uma 

discussão sobre os mesmos. Por fim, a seção 5 traz a conclusão do artigo e uma avaliação 

dos próximos passos. 

 

2. REFERENCIAL TEÓRICO 

 

Nesta seção são abordados conceitos e temáticas relevantes ao desenvolvimento 

da pesquisa, tais quais marketing digital, introduzindo conceitos de campanhas de 

publicidade digital paga, machine learning e algoritmos utilizados, além de aplicações de 

machine learning no marketing digital.  

 

2.1. Marketing digital 

 

Chaffey & Smith (2008), definem marketing digital como o tipo de marketing que 

busca aproximar-se dos clientes e compreendê-los melhor, agregando valor aos 

produtos, ampliando os canais de distribuição e impulsionando as vendas por meio da 

execução de campanhas usando canais de mídia digital, como mecanismos de pesquisa, 

publicidade online entre outros. Farias (2016) classifica marketing digital como um 

conjunto de ações feitas em diversos meios digitais com o objetivo de promover 

empresas, se diferenciando do marketing tradicional por envolver a utilização de 

diferentes plataformas, métodos e ferramentas que permitem a análise dos resultados 

em tempo real. 

O marketing digital é facilitado por vários canais digitais, sendo esses, sistemas 

baseados na Internet que criam, aceleram e transmitem valor para toda cadeia de 

suprimentos, do produtor ao consumidor. Segundo Ken (2017), os canais de marketing 

digital mais comuns e amplamente usados são divididos em três domínios: e-mail, mídia 
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social e marketing de mecanismo de pesquisa (englobando pesquisas orgânicas e 

anúncios de pesquisas pagos). A Figura 1 destaca esse fluxo e suas principais atividades.  

 

 
Figura 1: Fluxo de distribuição dos canais digitais. (Fonte: Adaptado de Ken, 2017). 

 

2.1.1. Anúncios de pesquisas pagos 

 

O Google Ads, que detinha em 2018 aproximadamente 73% do market-share no 

mercado de pesquisas pagas (Media Post, 2020), oferece sete tipos de campanhas 

diferentes em sua plataforma (GOOGLE, 2021a), conforme o Quadro 1. 

 

Nome da Campanha Descrição 

Campanha de Rede de 

Pesquisa 

Campanha da rede de pesquisa: As campanhas da Rede de 

Display, configura-se anúncios gráficos que são exibidos em sites 

terceiros e aplicativos em forma de banners. Elas também permitem fazer 

o acompanhamento de clientes novos e atuais com os anúncios de 

remarketing. (GOOGLE, 2021b). 

Campanha de Vídeo 

Com as campanhas de vídeo, exibem-se anúncios em vídeo ou 

em outro conteúdo de streaming de vídeo no YouTube e em toda a Rede 

de Display do Google. (GOOGLE, 2021c). 
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Nome da Campanha Descrição 

Campanha do 

Shopping 

Os anúncios de Shopping também são ativados por buscas, como 

na Rede de Pesquisa, porém apenas na parte superior da busca do 

Google, e na pesquisa do Google Shopping, como uma vitrine de 

produtos, onde aparece a imagem do produto, título e preço. (GOOGLE, 

2021d). 

Campanha para App 

Este tipo de campanha tem como objetivo engajamento ou 

instalação de aplicativos, direcionando o usuário para a página para fazer 

download do aplicativo. (GOOGLE, 2021e). 

Campanha local: 

As campanhas locais ajudam você a atrair as pessoas para as 

lojas físicas, através de anúncios otimizados automaticamente para 

exibição na rede de pesquisa, na rede de display, no Google Maps e no 

YouTube. (GOOGLE, 2021f). 

Campanha inteligente 

As campanhas inteligentes foram projetadas para facilitar a 

experiência do anunciante economizando tempo na configuração e no 

gerenciamento das campanhas. Esse tipo de campanha permite que os 

anunciantes escolham as metas de negócios e onde anunciar, e o Google 

usa o aprendizado de máquina para oferecer resultados de acordo com 

esses objetivos. (GOOGLE, 2021g). 

Quadro 1: Tipos de campanhas de mídia (Fonte: Google). 

 

Segundo uma pesquisa feita pelo IAB Brasil (2019), 33% dos investimentos em 

mídias no Brasil são no meio digital, totalizando mais de 16 bilhões de reais em 2018. Os 

anúncios de pesquisa pagos representam 18% desse investimento (IAB, 2019) e, 

segundo Fain (2006), são uma importante forma de publicidade online, exibindo anúncios 

patrocinados que correspondem às consultas dos usuários nos mecanismos de pesquisa. 

Esses mecanismos tiveram um crescimento exponencial e se tornaram o modelo de 

negócios central das principais empresas de mecanismos de busca (JANSEN, 2008). 

Nas pesquisas pagas, um conjunto de anúncios é exibido, rotulados como 

“anúncios patrocinados”, juntamente com os resultados da pesquisa orgânica ao 

responder a uma consulta (VARIAN, 2007). Embora exibidos simultaneamente e em 

formas semelhantes, os resultados da pesquisa paga são gerados por um mecanismo 

bastante diferente daquele da pesquisa orgânica. Enquanto os resultados da pesquisa 

orgânica são produzidos de acordo com a relevância de cada página da web para a 
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consulta, os resultados da pesquisa pagam são mostrados de acordo com um processo 

de leilão, onde participam três atores: os anunciantes, a plataforma de pesquisa e os 

usuários que fazem a pesquisa (AGGARWAL et al, 2006), conforme a Figura 2. Aggarwal 

et al. (2006) explicam que, quando um usuário faz a pesquisa, o mecanismo de pesquisa 

primeiro aciona alguns anúncios cujas palavras-chave associadas correspondem à 

consulta, fornecidos pelos anunciantes antecipadamente. Em seguida, o mecanismo de 

pesquisa fará um leilão automatizado e em tempo real entre os anunciantes candidatos, 

considerando a qualidade do anúncio e o preço do lance, que varia de acordo com as 

faixas pré-determinadas de preço que os anunciantes estão dispostos a pagar.  

 

Figura 2: Relação entre os principais atores. (Fonte: Autoria própria). 

 

2.2. Machine Learning 

 

Machine Learning recebeu várias definições formais na literatura. Alpaydin (2006), 

definiu machine learning como o campo da programação de computadores para 

otimização de critérios de desempenho usando dados históricos e/ou experiências 

anteriores. Essas várias definições compartilham a noção de treinamento de algoritmos 

para execução de tarefas de forma inteligente, além da análise de números tradicionais, 

aprendendo a partir de exemplos repetidos. 

Sterne (2017) conceitua o machine learning como uma maneira de o computador 

usar um determinado conjunto de dados para descobrir como executar uma função 
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específica por meio de tentativa e erro. A máquina analisa os resultados anteriores, 

formula uma conclusão enquanto aguarda os resultados dos testes de sua hipótese. Em 

seguida, consome esses resultados e atualiza seus fatores de ponderação, 

reconfigurando seu modelo. O aprendizado de máquina refere-se, também, a métodos 

baseados em computador para extrair padrões ou conhecimento de dados e realizar 

tarefas de otimização com o mínimo de intervenção humana (CUI et al., 2006). A maioria 

desses métodos tem suas raízes na inteligência artificial e na programação dinâmica. As 

técnicas de machine learning também podem ser divididas em três grandes grupos com 

base nos tipos de problemas que podem resolver, a saber, a aprendizagem 

supervisionada, semi-supervisionada e não supervisionada (HUANG, 2006).  

A aprendizagem supervisionada se refere a qualquer processo de machine 

learning que aprende uma função de um input para um output a partir de exemplos com 

valores de entrada e saída. Dois exemplos típicos de aprendizagem supervisionada são: 

classificação e regressão, pontuam Sammut & Webb (2017). Segundo Brei (2020), a 

aprendizagem supervisionada é a forma mais comumente usada de Machine Learning e 

geralmente envolve classificação ou regressão. Seu objetivo é mapear entradas e saídas 

com base em um conjunto rotulado de pares de entrada-saída, que geralmente é 

realizado por humanos. O algoritmo generaliza para responder corretamente a todas as 

entradas possíveis. As entradas podem ser tão simples quanto um vetor de números, 

mas também podem incluir objetos mais complexos e estruturados, como imagens, 

frases, textos, séries temporais, etc. Cui (2006) também relata que os métodos de 

machine learning foram adotados em muitos campos como ferramentas eficazes de 

mineração de dados para descobrir padrões interessantes e não óbvios ou 

conhecimentos escondidos em uma base de dados. Esses métodos incluem regras de 

associação, árvores de decisão, redes neurais e algoritmos genéticos. A aprendizagem 

não supervisionada contrasta com a aprendizagem supervisionada; a primeira busca 

entender a estrutura dos dados sem definir um output, já a segunda busca entender a 

estrutura com os dados de entrada e saída definidos.  

O objetivo do aprendizado não supervisionado é encontrar uma estrutura 

potencialmente útil nos dados. A aprendizagem não supervisionada refere-se a qualquer 

processo de machine learning que busca entender uma estrutura na ausência de um 
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output não identificado ou de um feedback. Três exemplos típicos de aprendizagem não 

supervisionada são clusterização, regras de associação e mapas auto-organizáveis 

(SAMMUT & WEBB, 2017). A aprendizagem não supervisionada é usada para encontrar 

categorizações implícitas das observações com base no comportamento dos dados, 

como por exemplo, agrupar uma base de clientes a partir de suas compras anteriores e, 

com a intervenção humana, rotular esses grupos com base em suas características 

gerais (AWAD & KHANNA, 2015) 

As regras de associação (AGARWAL et al., 1993) podem ser extraídas de 

conjuntos de dados onde cada exemplo consiste em um conjunto de regras. A descoberta 

de regras de associação é uma das principais técnicas de mineração de dados e talvez 

seja a forma mais comum de descoberta de padrões locais em sistemas de aprendizagem 

não-supervisionados. Ela é capaz de identificar qualquer padrão dentro de um banco de 

dados, contudo gera um grande volume de informações e uma análise de sua usabilidade 

é difícil e demorada (KANTARDZIC, 2011). 

Segundo Kantardzic (2011), o algoritmo de mapas auto-organizáveis é um método 

de análise que produz mapeamentos não lineares de dados para dimensões inferiores. 

Alternativamente, pode ser visto como um algoritmo de clusterização que produz um 

conjunto de agrupamentos organizados em uma grade regular. Suas raízes estão na 

computação neural (redes neurais) e tem sido usado como um modelo abstrato para a 

formação de mapas ordenados de funções cerebrais, como mapas de características 

sensoriais. Diversas variantes têm sido propostas, desde modelos dinâmicos a variantes 

bayesianas. Tem sido amplamente utilizado como uma ferramenta de engenharia para 

análise de dados, monitoramento de processos e visualização de informações, em vários 

aplicativos 

Atual existem opções alternativas excelentes para muitas das tarefas específicas 

que os mapas foram utilizados ao longo dos anos, embora até mesmo o algoritmo básico 

ainda seja viável como uma ferramenta de engenharia versátil em tarefas de análise de 

dados. Contudo, há também algumas desvantagens, visto que o algoritmo demanda uma 

máquina robusta e é computacionalmente caro (SAMMUT & WEBB, 2017). 

Outro tipo de aprendizagem não-supervisionada é a clusterização, cujo objetivo é 

particionar um conjunto de dados em grupos chamados clusters. Os dados possuem uma 
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familiaridade maior em questão de comportamento com os dentro do seu cluster do que 

dos outros clusters. Para medir a semelhança entre os dados, os algoritmos de 

agrupamento usam várias distorções ou medidas de distância.  

Os dois algoritmos mais usados para clusterização são o método hierárquico, que 

é frequentemente retratado como a abordagem de clusterização de melhor qualidade, 

mas é limitado por causa de sua complexidade e o K-means, algoritmo desenvolvido por 

Steinhaus (1956). Embora vários outros algoritmos de agrupamento tenham sido 

desenvolvidos desde então, o K-means continua sendo um dos métodos mais usados 

devido à sua simplicidade, facilidade de implementação e eficiência (Jain, 2010). O 

algoritmo de clusterização K-means calcula a distância entre os pontos médios de uma 

base de dados, definindo “centros de gravidade” e realocando os dados em grupos de 

amostra próximos. No final deste processo, dados estarão todos nos seus respectivos 

centroides, que podem ser consideradas clusters ou categorias separadas de dados. 

Caso seja necessário a classificação de algum dado novo, o algoritmo realoca para o 

cluster mais próximo. 

Existem diversas formas e fluxos de trabalho para a aplicação de algoritmos de 

machine learning. Awad e Khanna (2015) desenvolveram um método genérico, simples 

e eficiente, demonstrado na imagem 3, que é divido em 7 etapas: 

Etapa 1 - Coleta e curadoria de dados: geração e seleção do subconjunto relevante 

e útil de dados disponíveis para a solução de problemas. 

Etapa 2 - Pré-processamento de dados: consiste na formatação para um formato 

adequado, limpando os dados corrompidos e ausentes e transformando os dados 

conforme necessário, seja normalizando, discretizando, ou suavizando para otimizar a 

representatividade do conjunto. 

Etapa 3 - Transformação de dados: transforma os dados de entrada (muitas vezes 

uma tabela), utilizando o redimensionamento, decomposição ou uma combinação.  

Etapa 4 - Treinamento de algoritmo de aprendizagem: a partir da etapa anterior, 

divide-se o conjunto de dados em 3 conjuntos: treinamento, validação e conjuntos de 

dados de teste. O primeiro é utilizado no processo de aprendizagem, onde são obtidos 

os parâmetros do modelo. Essa etapa geralmente não é necessária para tarefas de 

aprendizagem não supervisionadas. 
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Etapa 5 - Teste e otimização do modelo: avalie a eficácia e o desempenho, por 

meio do conjunto de validação. Os parâmetros que não podem ser aprendidos (os 

chamados hiper parâmetros) devem ser otimizados usando este conjunto de dados. Uma 

vez que um conjunto ideal de parâmetros é obtido, o conjunto de teste é usado para 

avaliar o desempenho do modelo. Se o modelo obtido não for bem-sucedido, as etapas 

anteriores são repetidas com seleção de dados aprimorada, representação, 

transformação, amostragem e remoção de outliers, ou alterando o algoritmo 

completamente. 

Etapa 6 – Aplicação de aprendizado de reforço: A maioria das aplicações teóricos 

de controle requerem um bom mecanismo de feedback para operações estáveis. Em 

muitos casos, os dados de feedback são esparsos, atrasados ou inespecíficos. Nesses 

casos, o aprendizado supervisionado pode não ser prático e pode ser substituído por 

aprendizado reforçado. Em contraste com aprendizagem supervisionada, emprega um 

desempenho dinâmico para aprender com as consequências das interações com o meio, 

sem treinamento explícito. Essa etapa não é necessária para tarefas de aprendizagem 

não supervisionadas. 

Etapa 7 – Aplicação execução: usando o modelo validado para fazer previsões 

sobre dados desconhecidos. O modelo pode ser continuamente retreinado sempre que 

novos dados estiverem disponíveis. 

 

   

Figura 3: Relação entre os principais atores. (Fonte: AWAD e KHANNA, 2015). 
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2.3 Machine learning aplicado ao Marketing Digital 

A maior vantagem do marketing digital sobre outras ferramentas e canais de 

marketing é sua mensurabilidade. A pegada digital de cada usuário da Internet contém 

uma quantidade significativa de dados que podem servir como inputs para variadas 

análises (MIKLOSIK et al., 2019). Considerando o imenso volume de dados disponíveis 

pelas plataformas virtuais, era questão de tempo para que a maioria das empresas 

utilizassem ferramentas automatizadas para a interpretação dos mesmos. Para Sterne 

(2017), as tecnologias que despontam na segunda década do século XXI, como o 

machine learning, serão popularizadas como serviços muito acessíveis e as empresas 

que não aderirem ficarão para trás. Miklosik et al. (2019), também afirmam que a 

expansão tecnológica exponencial cria oportunidades de vantagem competitiva ao aplicar 

novas abordagens data-driven às práticas de marketing digital. machine learning, 

extraindo insights de grandes quantidades de dados, pode gerar um grande impacto e 

agilizar o processo de tomada de decisões estratégicas das organizações. 

A pesquisa quantitativa de marketing tradicionalmente usa modelos estatísticos ou 

econômicos (PAUWELS, 2004). Embora esses modelos muitas vezes tenham 

fundamentos matemáticos semelhantes aos métodos de aprendizagem de máquina, eles 

diferem na filosofia de orientação e no foco, e se usados apropriadamente, os métodos 

de aprendizado de máquina podem complementar abordagens econômicas para 

expandir a fronteira das pesquisas sobre marketing (VARIAN, 2016). 

Atualmente, ferramentas analíticas são utilizadas na gestão de marketing para 

sistematizar processos, agilizar a tomada de decisões e automatizar o trabalho. Essas 

ferramentas usam o machine learning para aprender com os dados históricos e ajudar a 

planejar atividades futuras com mais eficácia (HEIMBACH, 2015).  

Miklosik et al. (2019) argumentam que aplicações em machine learning, com base 

em um extenso processamento de dados fornecem informações necessárias para o 

processo de tomada de decisão dos especialistas em marketing. Segundo os autores, a 

aplicação de ferramentas baseadas em machine learning no marketing digital 

apresentam vários novos desafios e oportunidades, como a constância no desempenho, 

agilidade nas tomadas de decisão diminuindo a dependência de fatores subjetivos, além 

da automação de processos e redução nas taxas de erro. 
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3. METODOLOGIA 

 

3.1. Descrição do cenário 

 

A empresa utilizada para a realização do presente trabalho é uma agência de 

marketing digital, que atua nos setores de tecnologia e comunicação digital, prestando 

serviços para empresas de tamanhos e segmentos de atuação variados. Fundada em 

2000, na cidade de Porto Alegre/RS, a organização iniciou suas operações como agência 

digital, especializada apenas em serviços de publicidade e marketing em mídias digitais, 

e posteriormente desenvolvendo soluções em tecnologia e Customer Relationship 

Management (CRM). Dentre esses serviços, a empresa foi pioneira em SEO e gestão de 

campanhas de links patrocinados. Atualmente, a agência tem atuação nacional e 

internacional com sedes em São Paulo e Londres. 

A agência atua de forma híbrida, com foco em todos os aspectos de uma estratégia 

de marketing, oferecendo serviços de publicidade, consultoria e tecnologia. Sua proposta 

de valor busca oferecer estratégias que extraiam o máximo de performance na presença 

digital dos seus clientes, desde o planejamento à implementação e mensuração dos 

resultados, que variam de acordo com o objetivo dos mesmos. Atualmente, seu portfólio 

de serviços é dividido em quatro divisões de negócio: Business & Strategy (consultoria 

em marketing digital); Digital Operations (execução e gestão de campanhas de 

publicitárias digitais); Solutions, (venda de softwares próprios) e Technology (construção 

de sites para ecommerce). Possui, aproximadamente, 70% da receita advinda do setor 

de compra de mídia paga, o qual faz parte da divisão Business & Strategy. 

A plataforma de anúncios digitais mais utilizada pela empresa é o Google Ads, 

onde são alocados, mensalmente, aproximadamente 65% dos investimentos em mídias 

pagas. Existem diversos tipos de campanhas oferecidas pelo Google (ver Quadro 1), 

contudo, a campanha para qual será desenvolvida a aplicação de machine learning é a 

campanha inteligente, denominada, dynamic search ads (DSA). A campanha DSA possui 

anúncios dinâmicos de pesquisa: o anunciante associa a campanha com uma URL 

específica e, quando um usuário faz uma pesquisa no Google com palavras relacionadas 

aos títulos e frases usados por essa URL, o Google Ads o redireciona para uma 
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ramificação da página escolhida, criando um título claro e relevante para o anúncio de 

forma autônoma. Ela tem como objetivo abranger os termos que não são cobertos pelas 

campanhas de pesquisa normais. Cada consulta direcionada pela campanha gera um 

conjunto de dados que ficam salvos e podem ser consultados no próprio Google Ads 

(indicadores pré-clique) ou no Google Analytics (indicadores pós-clique), uma plataforma 

da Google que permite monitorar o tráfego dos sites. Os principais indicadores atrelados 

às consultas no Google Analytics estão descritos no Quadro 2: 

 

Variável Variável numérica Descrição 

Termo de pesquisa Termo pesquisado Termo que redireciona ao site. 

Impressões 0 a ∞ 

É a exibição de um anúncio, ou seja, é o 

número de vezes que o anúncio foi 

visualizado. 

Cliques 0 a ∞ 
Contabiliza o número de cliques no anúncio 

veiculado. 

Custo 0 a ∞ 
É a quantia gasta pela veiculação do 

anúncio. 

Sessões 0 a ∞ 
É uma visita ao site na qual o usuário 

realiza ao menos uma ação. 

Páginas / sessão 0 a ∞ Número de páginas realizadas por sessão 

Duração média da sessão 0 a ∞ Tempo médio de duração das sessões 

Taxa de rejeição 0 a 1 

A percentagem de sessões de página única 

nas quais não existiu interação com a 

página. 

Transações 0 a ∞ 

É uma ação mensurável e valiosa para um 

anunciante, realizada por um usuário que 

clicou no seu anúncio. 

Taxa de conversão do comércio 

eletrônico 
0 a 1 

A taxa de conversão corresponde ao 

número médio de conversões por interação. 

Receita 0 a ∞ Total de receita gerada. 

Quadro 2: Descrição das variáveis (Fonte: Autoria própria). 
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Dentre as diversas otimizações dentro de uma campanha de pesquisa do Google, 

uma que se destaca é a negativação de termos de pesquisa. Segundo o Google (2021h) 

as palavras-chave negativas permitem excluir termos de pesquisa das suas campanhas 

e ajudam a segmentar melhor o usuário e a concentrar o tráfego somente nos mais 

relevantes, aumentando o retorno do investimento. É uma rotina bem importante, 

realizada ao menos uma vez na semana, onde o operador da plataforma Google Ads, 

entra na campanha escolhida, e dentro do grupo de anúncios específico, filtra os termos 

a serem negativados, a partir dos termos pesquisados na semana, relacionando os 

termos aos produtos oferecidos no e-commerce, e observando suas métricas de 

performance. 

Será utilizado uma base de dados extraída de uma campanha DSA de um dos 

clientes, um marketplace focado em materiais para escritório, papelaria, e artigos 

diversos, mas que também atua como supermercado. Os dados a serem utilizados serão 

referentes ao período de 01/05/2021 à 30/09/2021. A campanha foi escolhida pois, além 

de ter um grande volume de dados históricos, os termos consultados são bem 

diversificados, principalmente, por existir uma grande variedade de produtos vendidos no 

site. Essa campanha tem como objetivo principal gerar receita para o cliente, provinda da 

venda de produtos na plataforma de e-commerce do mesmo. 

  

3.2. Classificação da pesquisa 

 

A aplicação de um modelo de machine learning desenvolvida neste artigo pode 

ser considerada, quanto à sua natureza, como uma pesquisa aplicada, pois busca gerar 

conhecimento, a partir de dados e informações já existentes, para solução de um 

problema específico. A pesquisa classifica-se como quantitativa, quanto à abordagem, 

pois utiliza uma base de dados numérica gerados pelos termos pesquisados por usuários 

que engajaram com os anúncios do Google Ads, além de utilizar diferentes análises 

estatísticas. Quanto ao objetivo de pesquisa, pode ser caracterizada como explicativa, 

considerando que busca analisar e classificar os termos de busca e determinar as 

variáveis mais influentes. Sobre os procedimentos, ela pode ser classificada como 
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experimental, uma vez que se definiu um objeto de estudo e se fez a avaliação das 

variáveis que o influenciam. 

 

3.3. Etapas do procedimento metodológico 

 

Foi utilizado como base para a metodologia deste artigo o framework de sete 

etapas para abordagem de problemas de machine learning, desenvolvido por Awad e 

Khanna (2015). Na primeira etapa ocorre a coleta dos dados, selecionando dentro dos 

atributos disponíveis os que mais podem ser úteis para a resolução do problema, visto 

que a seleção de todos os dados pode ser contraproducente. Logo após, na etapa dois, 

é feito o pré-processamento dos dados, reestruturando e combinando as bases em um 

único banco de dados em um formato a ser adaptado as necessidades da ferramenta a 

ser utilizada. Além disso, é feita uma limpeza dos removendo, substituindo ou corrigindo 

dados corrompidos e muito discrepantes, e normalizando os dados para uso eficiente.  

Na terceira etapa é feita a transformação dos dados através do 

redimensionamento. Para esta etapa foi feito a utilização do Principal Component 

Analysis, ou Análise de Componentes Principais, método que tem como objetivo a 

redução da dimensionalidade da base, transformando um grande conjunto de variáveis 

em um menor que ainda contém a maior parte das informações do grande conjunto. A 

partir disso, o algoritmo é testado (na etapa 5) e aplicado na base de dados (etapa 7). 

Como foi utilizado um algoritmo de aprendizagem não-supervisionada, não foram 

necessárias as etapas 4 e 6: o treinamento do algoritmo, visto que não se tem um valor 

alvo definido e a aplicação de um algoritmo de reforço, respectivamente. 

Por se tratar de um problema de clusterização, foi escolhido um método não-

supervisionado denominado K-Means. A aplicação do algoritmo e análises serão 

realizadas utilizando a ferramenta Python, devido ao seu fácil acesso e sua extensa 

biblioteca de pacotes especializados em análise de dados e machine learning. Todos os 

códigos utilizados são apresentados em ANEXO II. 

Por fim, após a separação da base em clusters e realizadas as análises dos 

resultados, identificou-se o cluster com o pior desempenho em relação a performance da 

campanha e negativou-se os termos presentes no cluster na campanha e, 
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posteriormente, utiliza-se o modelo gerado para a negativação dos termos de forma 

automatizada. Os resultados obtidos e conclusões constatadas serão descritos nos 

capítulos a seguir. 

 

4. RESULTADOS 

 

4.1. Coleta dos dados e escolha das variáveis 

Para a seleção das variáveis relevantes, definiu-se junto aos analistas da empresa 

as métricas mais relevantes para uma campanha de mídia focada em performance, 

relacionadas ao desempenho dos termos que seriam o custo gerado pelo termo, o 

número de cliques que esse termo levou, o volume de impressões (número de 

visualizações do anúncio), as sessões geradas (uma sessão é gerada quando o usuário 

interage com a página dentro de um curto período de tempo), transações realizadas, taxa 

de conversão de cada termo (transações por sessão) e a receita. Além disso, definiu-se 

métricas relacionadas ao comportamento do usuário dentro do site a partir de um anúncio 

(duração média da sessão, número de páginas visualizadas por sessão e taxa de 

rejeição), totalizando 10 variáveis diferentes. Como cada termo pesquisado tem um custo 

e que o principal objetivo da campanha estudada é gerar receita para o e-commerce, 

essa clusterização tem como objetivo identificar padrões de comportamento dos termos 

e negativar os piores termos em relação a resultado, aumentando a performance da 

campanha. Contudo, não é interessante negativar todos os termos que não geram 

receita, visto que não necessariamente os usuários vão realizar transações sempre. Por 

esse motivo, outro ponto importante a ser observado é o comportamento do usuário 

dentro da plataforma, mensurados pela duração média da sessão, tempo que o usuário 

despende no site a partir de uma sessão (quanto maior melhor), taxa de rejeição, que 

mede a porcentagem de sessões que não geraram interações com a página (quanto 

menor melhor) e páginas por sessão, que mede o número de páginas visitadas em cada 

sessão (quanto maior melhor).  

A partir disso, foram importados da plataforma Google Analytics todos os termos 

pesquisados entre o período de 1 de maio a 30 de setembro de 2021, totalizando 50.238 

termos, juntamente com as métricas atreladas a cada termo utilizando a ferramenta de 

integração Supermetrics, que consolidou todos os valores em uma única base. 
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Posteriormente, foi realizada a limpeza dos dados inconsistentes da base referente ao 

período, eliminando os termos nos quais não haviam gerado nenhum custo, reduzindo a 

base para 46.421.  

 

4.2. Pré-processamento dos dados 

 

A seguir, foram realizadas a transformação do banco de dados em um formato 

apropriado para a utilização da linguagem Python e a importação para a ferramenta. 

Como última etapa do pré-processamento dos dados foi feito então uma segunda 

limpeza na base, normalizando todas as colunas com valores contínuos para evitar que 

a diferença de magnitude entre as variáveis inflasse a importância de algumas em 

detrimento de outras e retirando os outliers, valores que se diferenciam drasticamente 

de todos os outros e que acabam tendenciando ou causando anomalias nos resultados 

obtidos. Com isso foram excluídas 1.617 linhas que continham métricas com valores 4 

desvios padrões acima da média, restando 44.750 termos. Sendo assim, chegou-se na 

base de dados final, apresentada na Figura , com a base de dados com todos os 

termos que não foram excluídos durante a etapa de pré-processamento, e com cada 

linha representando um termo e suas métricas, a qual será a aplicada o método PCA 

para reduzir sua dimensionalidade. 

 

 
Figura 4: Base de dados processada (Fonte: Autoria Própria). 
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4.3. Transformação da base e aplicação do algoritmo 

 

Como a base de dados possui 10 dimensões, buscando facilitar as análises e 

diminuir valores residuais, foi aplicado o PCA na base (Figura ). O PCA é um 

procedimento estatístico que permite resumir a informação em grandes tabelas de dados 

por meio de um conjunto menor de “índices de resumo” que podem ser mais facilmente 

visualizados e analisados, transformando uma base de dez dimensões em duas. 

Depois da redução de dimensionalidade, foi utilizado o algoritmo K-Means na 

base, utilizando a ferramenta Python. Como um grande desafio durante a clusterização 

é a definição do número de clusters a serem estudados, em primeiro momento geramos 

10 amostras, começando com um cluster de 2 estratos (C2), 3 estratos (C3), 4 estratos 

(C4), e assim por diante, até gerar um cluster com 10 estratos (C10). Podemos ver na 

tabela 2, a alocação dos termos de pesquisa dentro dos respectivos clusters. Os gráficos 

gerados pelas 10 amostras estão apresentados no ANEXO I.  

 

 
Figura 5: Distribuição dos termos dentro dos clusters (Fonte: Autoria Própria). 

 

Geralmente, à medida que a quantidade de clusters aumenta no K-Means, as 

diferenças no comportamento entre os clusters se tornam muito pequenas, e as 

diferenças das observações intra-clusters vão aumentando. É preciso achar um equilíbrio 

em que as observações que formam cada agrupamento sejam o mais homogêneas 

possíveis e que os agrupamentos formados sejam os mais diferentes uns dos outros. 

Para determinar o número ideal de clusters para o modelo K-Means, foi feita uma 

medição da soma das distâncias quadradas dos pontos até o centro do cluster mais 
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próximo, conhecida como inércia. O Gráfico 1 mostra que, após 7 estratos, a mudança 

no valor da inércia não é mais significativa, definindo então que o número ideal de clusters 

para amostra é 7. 

 

               
Gráfico 1: Definição do cluster ótimo (Fonte: Autoria Própria). 

 

Após a definição do número ideal de clusters, foi gerado um gráfico representando 

a base projetada em duas dimensões (Gráfico 2), a partir da aplicação do PCA, e 

segmentada em 7 clusters distintos, cada um representado por uma cor e com 

comportamento distintos dos outros.  

 

 
Gráfico 2: Base segmentada em 7 clusters (Fonte: Autoria Própria). 
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4.4. Análise da performance dos clusters 

 

Após a aplicação do algoritmo, todos os termos foram identificados por clusters e, 

então, foi gerada uma tabela com as médias de cada cluster em relação às variáveis 

citadas anteriormente. A Figura  mostra as médias das métricas dos termos de pesquisa 

por cluster. 

 

 
Figura 6: Média das variáveis por cluster (Fonte: Autoria Própria). 

 

Os termos dentro dos clusters 1, 2, 4, e 5, resultaram em receita e vão ser 

desconsiderados da análise. Foi feita, então, uma análise comparativa entre os clusters 

que não resultaram em transações (os clusters 0, 3 e 6), em relação à média dos termos 

que geraram receita no mesmo período, buscando entender o cluster com o pior 

desempenho em relação a retorno financeiro e, também, ao comportamento do usuário 

dentro do site. A Figura  mostra a média das métricas de performance e comportamento 

dos 2441 termos que geraram receita no mesmo período, totalizando R$ 2.875.327,13. 

 

 

Figura 7: Média das variáveis dos termos que geraram receita (Fonte: Autoria Própria). 
 

Analisando o comportamento dos clusters de baixa performance em relação ao 

comportamento médio dos que geram receita, conforme a figura 7, é perceptível que o 

cluster 6 tem um bom desempenho nas métricas de comportamento comparado com os 

outros dois clusters, apresentando uma duração média das sessões apenas 55% abaixo 

da média, 40% abaixo da média de páginas por sessão e uma taxa de rejeição 76% 

menor. O cluster 3 possui um custo maior, com mais cliques e métricas de 
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comportamento semelhantes ao cluster 0, trazendo um impacto negativo pela maior 

veiculação das palavras, gerando, por consequência, um maior custo por clique, além de 

trazer usuários com qualificação inferior para o site devido ao baixa média de duração 

das sessões, número reduzido de páginas por sessão e alta taxa de rejeição. Além disso, 

pelo cluster 0 ser o conjunto com o maior número de entradas, possui termos que tiveram 

uma menor veiculação, com 92% menos cliques, 96% menos impressões, baixo 

engajamento do usuário no site, contudo, não é interessante excluir os mesmos devido 

ao pequeno volume de dados. Devido a isso, o cluster de pior performance relativa aos 

termos de bom desempenho é o cluster 3, com uma duração média de sessão 73% 

inferior, uma taxa de rejeição 172% maior do que a amostra comparada, e uma 

quantidade considerável de cliques, gerando custo e tráfego não qualificado para o site, 

mas não gerando nenhuma receita. 

 
Figura 3: Comparação dos clusters 0, 3 e 6 em relação aos termos que geraram receita. (Fonte: Autoria 

Própria). 

 

Definido o cluster (3) e, consequentemente, os termos a serem negativados, é 

necessário adicionar os mesmos na ferramenta e criar uma rotina semanal de 

negativação, realizando a importação de uma base de mesmo formato e adicionando no 

algoritmo criado. 

 

5. CONCLUSÕES 

 

Ferramentas que conseguem processar grandes quantidades de dados, extrair 

informações e auxiliar na diminuição de tempo despendido em tarefas operacionais são 

uma das principais chaves para a sobrevivência das empresas no contexto atual. Tendo 

isso em vista, esse artigo buscou, com uma abordagem de machine learning, identificar 

padrões nos termos de pesquisa gerados por uma campanha de publicidade digital paga, 
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através da aplicação de um algoritmo de clusterização, com o objetivo de negativar os 

termos de pior performance, buscando aumentar a eficiência das campanhas. 

Para isso, foi realizada uma pesquisa de natureza aplicada a partir do 

levantamento de dados de uma campanha de publicidade digital de uma agência de 

publicidade digital de Porto Alegre. Utilizou-se uma metodologia para aplicação de 

machine learning em uma base de dados de uma campanha de publicidade de um de 

seus clientes, com um algoritmo de clusterização K-means. 

A base de dados deste estudo é baseada em métricas relacionadas ao 

desempenho de termos pesquisados no Google e que geraram tráfego ao site, através 

de anúncios de campanhas de mídia digitais pagas. Foram utilizadas variáveis numéricas 

que representam tanto a performance em questões financeiras como questões de 

comportamento do usuário dentro do site e, por isso, foram considerados apenas os 

termos que geraram algum custo para a empresa. 

O algoritmo segmentou a base em 7 estratos diferentes, e a partir disso, foram 

feitas análises nos clusters que agruparam os termos que não geraram transações e 

receita, sendo realizada uma comparação com o comportamento dos termos que 

geraram receita no mesmo período. A partir da clusterização da base de dados gerada 

pelo modelo, juntamente com a análise dos clusters de pior performance, foi possível 

identificar padrões dentro da base de dados, entendendo qual cluster deveria ser 

negativado. Definiu-se então o cluster de pior performance para ser negativado na 

campanha, contendo os termos que não geravam receita, com um custo relativamente 

alto e com um baixo engajamento por parte dos usuários.  O cluster selecionado teve um 

desempenho inferior em relação a duração média das sessões (-87%), média de páginas 

por sessão (-73%) e com uma taxa de rejeição 172% maior que a média dos termos que 

geraram receita. Além disso, foi o cluster que a teve a maior veiculação, gerando o maior 

custo médio, sem trazer nenhum resultado.  

Com o modelo gerado, o responsável pela negativação das palavras precisa 

apenas importar os novos termos pesquisados na semana para o algoritmo, que vai 

realocar eles nos clusters definidos anteriormente e depois negativar essa lista de termos 

na campanha via Google Ads. Essa aplicação gerou dois ganhos significativos: a 

simplificação da rotina de negativação culminando em um aumento da produtividade do 
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analista de mídia e o aumento da assertividade da negativação, que era feita de forma 

arbitrária, visto a grande variedade de produtos do cliente e os termos pesquisados. 

A principal limitação deste trabalho foi não ter avaliado o impacto da automatização 

em questão de tempo despendido pelo analista para a realização da tarefa. Em relação a 

trabalho futuros, podem ser consideradas aplicações de algoritmos de clusterização mais 

robustos, assim como uma comparação de desempenho entre os mesmos, além da 

inclusão de outras variáveis no banco de dados. 
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ANEXO II – CÓDIGO UTILIZADO PARA A FORMATAÇÃO E TRANSFORMAÇÃO DA BASE 
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