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Resumo

Este trabalho tem como objetivo obter modelos para previsdo da curva de carga no horizonte
de curto prazo, considerando medicdes de poténcia em transformadores de for¢a instalados
nas subestacdes de distribuicdo. Para tanto, foram examinadas variaveis ditas relevantes,
como poténcia ativa e fatores climaticos das regides em que esses transformadores se
encontram, mais especificamente Santa Maria e S&o Leopoldo. Para isso, foram analisados
modelos da area afim de ressaltar vantagens e desvantagens de cada trabalho e, em seguida,
construir a metodologia de modelos em Aprendizado de Maquina. Utilizou-se entdo quatro
modelos computacionais, Regressdo de Vetores de Suporte, Arvore de Decisdo, Florestas
de Decisdo Aleatdria e Memdria de Longo e Curto Prazo, construidos em Python. Os
resultados encontrados no trabalho foram obtidos segundo comparacdes entre dados reais
e dados previstos de poténcia ativa levando em conta metodos estatisticos de calculos de
erros e correlagdo entre as varidveis com a intencdo de tornar os modelos mais exatos,
diminuindo assim os erros encontrados. Por fim, é discutida a viabilidade de tais modelos
para a previsdo de carga, fontes de erros e possiveis melhoras na implementacéo dos
modelos para trabalhos futuros.

Palavras-chave: Previsdo de curvas de carga; Aprendizado de Maquina; Redes Neurais



Abstract

The present paper aims to develop prediction models to forecast the load of power
transformers for a short period of time located in the substations in question with the
help of computational tools. In this matter, it’s analysed important variables, active power
and weather factors, where those transformers are located, more precisely Santa Maria
and Sdo Leopoldo. The models created by important authors are analysed to raise the
advantages and disadvantages of each work so it’s possible to develop the methodology of
the models in Machine Learning. This paper uses four models, Support Vector Regression,
Decision Tree, Random Forest and Long Short Term Memory, made in Python language.
The results found are obtained comparing the real active power data with the predicted
active power data taking into account statistical methods to calculate the errors and the
correlations between the variables. Lastly, it’s discussed the viability of those models to
predict power loads, the common founts of errors and possible improvements in the models
for future works.

Keywords: Load forecasting; Machine Learning; Neural Networks
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1 Introducao

Um dos principais fatores de desenvolvimento e sustentabilidade econémica de uma
nacao € a capacidade de prover energia elétrica para seus consumidores. Sabendo disso e
analisando o crescente aumento no consumo de energia, visto nas Ultimas décadas, sabe-se
a importancia que o bom planejamento no setor elétrico tem para o progresso de um pais.

O caso brasileiro, por exemplo, prevé para os préximos 9 anos, até 2029, um
crescimento no Produto Interno Bruto (PIB) de, aproximadamente, 1,9% ao ano segundo
o Banco Mundial (Cavalcanti; Junior, 2018), ao passo que, para o setor elétrico brasileiro,
a previsdo esta na ordem de 28%. Considerando essa diferenc¢a, 6rgdos como o Conselho
Nacional de Politicas Energéticas (CNPE), o Comité de Monitoramento do Setor Elétrico
(CMSE) e a Agéncia Nacional de Energia Elétrica (ANEEL), responsaveis por promover
politicas e diretrizes, apresentaram um planejamento extenso para 2029.

Dentre os planos do governo esta um investimento de cerca de R$ 2,34 trilhdes
distribuidos entre geragéo centralizada e descentralizada, com R$ 353 bilhdes, sistemas de
transmissdo, R$ 104 bilhdes, e produtos como o petrdleo, a biomassa e o gas natural, com
o restante R$ 1,9 trilhdo (ENERGIA, 2020).

No quesito geracao, estima-se um signi cativo crescimento nas energias renovaveis
eolica e solar, com o0 aumento e a criacdo de plantas de grande porte e da microgeracao/-
minigeracdo, chegando a representar 11% de toda a producao energética do pais. Usinas
térmicas também apresentaram alta de 8,7% a 10,4% do total, uma diferenca que chega a
quase 4MW.

Para o sistema de transmissao, o planejamento adota medidas de expansao das
linhas de transmisséo, com cerca de 40 mil quildmetros a mais do que o apresentado em
2019, e melhora na capacidade de transformacao, quase a duplicando.

O principal objetivo desse plano é, portanto, acompanhar o consumo juntamente
com uma melhora na qualidade da energia distribuida e na con abilidade do sistema.

Essas mudancas na estrutura fisica do sistema elétrico brasileiro podem abrir espaco
para discussdes de emprego de tecnologias de inteligéncia arti cial em diversos pontos
da rede. As redes elétricas inteligentes sao arquiteturas de distribuicdo mais modernas e
seguras com o objetivo de integrar todos os usuarios da rede de forma digital. Por exemplo,
em pontos especi cos é possivel instalar sensores que enviam dados relativos ao consumo
diretamente da unidade consumidora.
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A partir desses dados, concessionarias de energia podem planejar intervencdes
ou reparos na rede de forma mais e ciente como a troca de transformadores antes que
apresentem falhas por estarem operando em sobrecarga dentre outras inUmeras vantagens.

1.1 Justi cativa

As distribuidoras brasileiras de energia elétrica vém investindo anualmente valores
cada vez maiores em automacdo, medicdo e telecomunicacdo. E fato que elas ainda
precisam melhorar bastante no que tange a con abilidade do sistema, quando comparadas
aos sistemas de distribuicdo existentes em paises desenvolvidos. Cabe destacar que, nesses
paises, os indices de qualidade sdo signi cativamente superiores aos brasileiros, uma vez
gue as redes de distribuicdo nos centros urbanos sdo normalmente subterraneas e nao
aéreas, como € o caso brasileiro. De qualquer forma, os investimentos feitos nas areas de
automacéao, medicao e telecomunicacao permitem melhorar aspectos de operacéo e controle
do sistema elétrico.

Considerando o constante crescimento da carga e a importancia cada vez maior de
se prever o comportamento futuro dos consumos de energia e poténcia, este trabalho propde
a aplicacao de algoritmos inteligentes para previsdo da curva de carga de transformadores
de poténcia instalado em subestagfes de distribuicao juntamente com métodos estatisticos
de analise de dados. Dessa forma, variaveis climaticas, consumo de poténcia ativa, faixa
horaria do consumo e dias da semana serdo analisados.

Sabe-se gque atualmente existem varios algoritmos inteligentes para tratamento de
dados, entende-se ser oportuno aplicar tais algoritmos na estimativa da curva de carga em
transformadores de poténcia visando o curto prazo, considerando medi¢cOes das grandezas
elétricas de interesse e das variaveis climaticas.

Assim sendo, o presente trabalho analisa os dados de dois transformadores instalados
em duas subestacdes da regido sul do Brasil, nas cidades de Santa Maria e S&o Leopoldo.
A opcao dessas subestacOes se deu devido a disponibilidade das medicfes de carga e das
variaveis climéticas.

Este tipo de estudo pode auxiliar as concessionarias de energia no planejamento
das operacdes uma vez que essas empresas devem garantir que as alteracdes no padrao de
consumo de seus clientes nao altere a operacéo do sistema elétrico como um todo.

Com as informacg@es do historico de poténcia registrado junto aos transformadores
e a integralizacao de variaveis climaticas em um modelo de previsdo de carga, espera-se
melhor previsibilidade de como o equipamento ird se comportar em determinadas condi¢des.
Atualmente, o comportamento do transformador so € veri cado pelos dados obtidos através
dos sensores de medicdes no momento em que essas condigdes ocorrem. Segundo o modelo
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criado portanto, esse comportamento sera conhecido de antemao, logo sera possivel antever
possiveis falhas e sobrecarregamento de subesta¢cdes, por exemplo.

O foco principal serd, portanto, responder a perguntas acerca da expressividade das
variaveis escolhidas na alteracdo dos padrdes de consumo de energia elétrica, da precisao
do modelo de previsdo, da utilizacdo dele para prever curvas de cargas futuras de curto
prazo e da extrapolacdo para subestacdes.

1.2 Estruturacéo do trabalho

Tendo estabelecido os objetivos e as perguntas a serem respondidas, a construcéo
deste trabalho foi feita de forma gradual. Partiu-se da pesquisa académica ao desenvol-
vimento de cddigos de programacgdo para, por m, apresentar os resultados obtidos e
conclusdes. De modo breve, cada etapa realizada sera discutida abaixo.

Inicialmente, a atencdo estava voltada a aquisicdo dos dados meteoroldgicos -
concedidos pela Empresa Inmet de meteorologia- e dos dados de poténcias ativas registradas
junto aos transformadores de forca instalados em duas subestacdes, assentido por uma
concessionaria de energia local.

Posteriormente, usando algoritmos computacionais em Python e técnicas de Apren-
dizado de Maquina, realizaram-se previsées de carga no curto prazo, considerando 0s
dados obtidos de variaveis meteoroldgicas e de poténcia, prevendo-se, assim, a demanda
esperada para o respectivo transformador. Consequentemente foram estudadas as variaveis
escolhidas e suas correlagdes, identi cando aquelas mais signi cavas, para garantir que a
previsdo esteja mais proxima do real possivel.

Por m, foram comparados dados reais, disponibilizados pela concessionaria, com
0s resultados obtidos para 0 mesmo periodo de andlise. Em relacdo as comparacdes feitas,
foram também expostas diferentes regressdes utilizadas tendo como base parametros
estatisticos para o melhor resultado possivel.

A partir dos dados de 2019, posteriormente, analisou-se a possibilidade de expandir
essas previsdes para consumos futuros de curtissimo prazo, dentre uma a algumas horas
de 2020. E por m, foram obtidas conclusdes dos resultados obtidos e discutidos meios de
aprimorar 0S mesmos.

1.3 Estrutura do trabalho

Posteriormente ao panorama geral, sdo apresentadas a divisdo em cinco capitulos
deste trabalho, mais a bibliogra a, nos seguintes tpicos:

Capitulo 1, Introdugéo:
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Breve apresentacdo do panorama do setor elétrico brasileiro e importancia da
previsdo de consumo no planejamento dos sistemas de distribuicdo. A partir disso, foram
construidos a justi cativa e o0s respectivos objetivos que serdo abordados nesta dissertacao.

Capitulo 2, Revisao Bibliogréa ca:

Descreve o encaminhamento dos temas abordados juntamente com o embasamento
tedrico citando, portanto, importantes trabalhos publicados acerca do assunto.

" Capitulo 3, Metodologia:

Fornece a descricdo detalhada do método de pesquisa tanto na escolha de dados,
variaveis e informacdes quanto aos algoritmos utilizados. Além disso, serdo consideradas
as limitagdes provindas dessas escolhas.

" Capitulo 4, Estudo de Caso:

Apresenta detalhes da metodologia aplicadas a cidades de Santa Maria e Séo
Leopoldo.

Capitulo 5, Resultados e Discussdes:

Apresenta os resultados obtidos pelos métodos utilizados a partir de solucdes
estatisticas, gra cos e tabelas relevantes.

Capitulo 6, Conclusdes:

Analisa os aspectos importantes da dissertacdo e as melhorias que poderiam ser
implementadas.
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2 Revisao Bibliogra ca

Este capitulo tem como objetivo demonstrar o estado do conhecimento acerca
da previsédo de carga, em um curto espaco de tempo, tomando como referéncia diversas
metodologias existentes. Dessa forma, foram veri cados que autores empregam e sugerem
estruturas de processos distintos manifestando, em suas pesquisas, vantagens e desvantagens
da utilizacdo de seus modelos.

A revisdo abaixo foi, portanto, construida para observar o panorama geral de
consumo do Brasil, o processo de obtencao da curva de carga e suas aplicagdes, detalhando
cada etapa e cada contribuicdo dos autores citados.

2.1 Consumo de energia no Brasil

O consumo nacional de energia elétrica somou aproximadamente 481 TWh em
2019, crescimento de cerca de 1,4% na comparacdo com o0 ano anterior, de acordo com 0s
dados divulgados pela Empresa de Pesquisa Energética (EPE).

No entanto, as maiores taxas de crescimento em relacdo a 2018 ocorreram em classes
pouco expressivas em quantidade de consumidores como lluminacdo Publica, Servico
Publico e Consumo Préprio. Dentre as classes residencial, comercial, rural, industrial e
outros, a Unica que sofreu reducéo de consumo foi a classe industrial, com queda de 8,9%.

Em termos numéricos, consumidores residenciais e industriais sdo responsaveis por
grande parte do consumo do pais com 64,4% da energia total, representando 142,4 TWh e
167,6 TWh respectivamente. As classes comerciais e outras por sua vez contiveram 19,1%
e 16,6%, respectivamente.

Essas informacdes tornam-se relevantes a medida que as curvas de carga séo
extremamente in uenciadas pela classe de consumidor assim como por fatores climaticos,
socioecondmicos, sazonalidades dentre outros.

A Figura 1, por exemplo, ilustra a curva de carga tipica mensal para um consumidor
industrial com consumo acima de 10 MWh. Esta curva foi obtida junto a uma distribuidora
de energia elétrica, localizada no estado do Rio Grande do Sul. O objetivo é meramente
ilustrativo, uma vez que as curvas para os clientes podem apresentar algumas diferencas
conforme caracteristicas da regido e da atividade.
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Figura 1 Curva de carga tipica industrial para cargas>10MWh

Fonte Elaborado pela autora

Com base na Figura 1, percebe-se um padrédo no consumo de energia na qual
ocorrerem dois pontos de pico de consumo um as 10h e outro as 15 horas, de modo que esse
comportamento representa a dindmica de operacao de grande parte dos clientes industriais.
Esses padrdes, entretanto, sdo bastante diferentes para consumidores residenciais, rurais e
comerciais.

As proximas secdes se encarregardo de analisar as especi cidades das curvas de carga
adentrando as classi cacdes utilizadas e os métodos mais comuns de previsao realizados
pelos autores da area.

2.2 Introducéo a previsao de curvas de carga

Previsbes adequadas de curva de carga sdo questdes criticas para operacdes do dia
a dia de concessionarias de energia, industrias e outros servi¢os. Decisdes como compra
ou venda de energia e mudancas de planejamentos sdo baseadas em tais previsdes, ou
seja, sdo informacgGes de vital importancia pardtakeholders' nos mercados de geracao,
transmisséo e distribuicdo de energia elétrica, (Khan; Noor, 2020).

Tendo em vista que cada utilizacdo tem sua especi cidade, € necessario escolher o
tipo de modelo mais adequado para cada caso. Logo, diversos autores separam os modelos
em categorias a partir do espaco de tempo que desejam utilizar.

Modelos de previsao de carga podem ser agrupados em quatro grupos: previsoes
de curtissimo prazo, curto prazo, médio prazo e longo prazo englobando um dia, duas
semanas, um ano e trés anos, respectivamente (Hong; Fan, 2016).

1 Stakeholders:séo as pessoas e as organizagdes que podem ser afetadas por um projeto ou empresa, de
forma direta ou indireta, positiva ou negativamente
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No curtissimo prazo, que tem como horizonte de previsdo de algumas horas a frente
da previsédo, sdo utilizadas como entradas apenas os valores de consumo de instantes
anteriores a previsao.

Na previsdo de curto prazo, o interesse é de alguns dias adiante, logo sdo mais
utilizados como dados de entrada as informacgdes de carga e temperatura da area de estudo.

Nas previsdes de demanda de médio prazo, é analisado um horizonte de meses.
Esse tipo de previsdo € muito utilizada para o planejamento e manuten¢des das redes
elétricas, planejamento de compra de combustiveis e negociacdes de contratos.

No longo prazo, trabalha-se com previsdes anuais. Esse tipo de previsdo normalmente
fornecem informacdes para produtores e distribuidores sobre a evolugdo da demanda, o
gue possibilita o estudo de estratégias de expansao das linhas de transmisséo, das usinas
geradoras ou dos varios componentes da rede elétrica.

Para Khan e Noor (2020), os modelos séo divididos apenas em trés categorias:
curto prazo, incluindo poucas horas até uma semana, médio prazo, abrangendo poucas
semanas até poucos meses, e longo prazo, validos de um ano a varios anos.

Para este trabalho, a separacéo sugerida por Khan e Noor (2020) torna-se mais ade-
quada, uma vez que objetivam-se previsdes da curva entre uma hora a um dia, encaixando
o0 modelo de previsdo na categoria de curto prazo.

O processo de previséo de curto prazo, parte do principio de que 0 mesmo mecanismo
gue gerou a demanda no passado ira gerar a demanda futura. Portanto, sabendo o
mecanismo gerador, este € usado para gerar as demandas futuras.

A previsdo de demanda para curto prazo é entdo produzida por meio da extrapolacao
de relacBes pré-determinadas entre carga e variaveis correlacionadas, tais como faixa horaria
e fatores climaticos. Determinar essa relacdo corresponde a sequéncia de dois passos a
serem realizados: primeiro, identi car a relacdo entre a carga e as variaveis relacionadas e
segundo, quanti car essa relagéo a partir de parametros de técnicas de estimacéo (Soliman,
2010).

As varias metodologias criadas para resolver os problemas de estimac¢&o no curto
prazo tém incorporado ideias tradicionais como métodos estatisticos, andlise de regressdes,
modelo auto-regressivo integrado de médias moveis (ARIMA), técnicas de suavizacéo
exponencial e Itro de Kalman. Atualmente, algoritmos baseados em inteligéncia arti cial
tém gerado grande progresso em sistemas ndo-lineares de previsdo como métodos de légica
fuzzy, de agrupamento, redes neurais, maquinas de vetores de suporte (SVM), técnicas
hibridas, entre outros, (Ra ; Nahid-Al-Masood, 2020).

Métodos de previsdes de carga podem ser classi cados em termos do grau de
complexidade aplicados na analise matemética, existindo dois tipos de métodos: o quan-
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titativo e o qualitativo. Métodos quantitativos sé@o utilizados, em geral, para obterem
uma antecipacao precisa da carga para planejamentos. Os métodos quantitativos podem
ser divididos em trés categorias: técnicas tradicionais, técnicas tradicionais modi cadas e
técnicas computacionais (Lekshmi; Subramanya, 2019).

A previsao tradicional é utilizada para determinar as futuras demandas de carga
para o desenvolvimento da infraestrutura e tendéncias de desenvolvimento de um pais. No
periodo inicial, essas estimativas foram feitas usando técnicas matematicas convencionais.
Com o desenvolvimento de ferramentas matematicas, essas técnicas foram aprimoradas
para varios campos de estudos de previsdo dentre eles os méetodos de Regressao, Regressao
Multipla e Métodos de suavizagdo exponencial.

As técnicas tradicionais modi cadas sao aprimoradas para que haja atualizacao
automatica em modelos de previsdo segundo variagfes nas condices ambientais. Algu-
mas das formas aprimoradas das técnicas tradicionais sdo previsao de carga adaptativa,
regressoes e técnicas baseadas em maquinas de suporte.

Técnicas computacionais surgiram para aumentar a e ciéncia dos modelosSOft-
computing como é chamado, € uma abordagem que tenta imitar a capacidade excepcional
da mente humana de aprender e raciocinar em um ambientes imprevisiveis para replica-
la em sistemas computacionais inteligentes. As técnicas computacionais formam uma
variedade que inclui légica difusa, redes neurais, algoritmos evolutivos etc.

Este trabalho preocupa-se em analisar duas das diferentes técnicas usando ferra-
mentas computacionais para implementar métodos de regressodes e de redes neurais (técnica
computacional).

A abordagem da regressdo comumentemente utiliza uma funcao linear como método
de previséo, ou seja, recorre a relagcdo de causa e efeito entre as variaveis climaticas e a
varidvel de poténcia elétrica para usé-la durante a previsdo. Com uma combinacgéo linear,
0 método da regressao assume sem justi cativas uma relacdo linear e, portanto, ndo possui
a versatilidade de identi car os elementos espaciais e temporais ndo-lineares presente na
relacdo entre essas variaveis, (Patel; Pandya; Aware, 2015).

A abordagem da série temporal utilizada na rede neural, por sua vez, € de nida
como pares de dados gerados sequencialmente no tempo. Esse modelo assume que, na
auséncia de grandes disrup¢des em fatores criticos de eventos recorrentes, os dados deste
evento no futuro estardo correlacionados com os eventos do passado e este podera ser
expresso pelo modelo desenvolvido segundo os eventos do passado, (Deng; Jirutitijaroen,
2010).

Vale ressaltar ainda que as diferentes técnicas recorrerdo a previsées de carga
utilizando dados de fatores climéaticos como temperatura, velocidade dos ventos, umidade
e pressao atmosférica. O uso de parametros climaticos em previsdes de curto prazo tem
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sido adotado em modelos estatisticos, de regressdes e redes neurais apresentando bons
resultados quando ha uma relacéao signi cativa entre demanda e condi¢des climaticas (Silva
et al., 2019).

A previsado de carga de curto prazo com informacdes do histérico de demanda
podem ser vinculadas a variaveis ndo relacionadas ao consumo uma vez que se analisado o
horizonte de previsdo, pode-se inferir um impacto signi cativo das variaveis meteorolégicas
sobre o padrdes de consumo unitario (Silva et al., 2017).

2.3 Modelos de Aprendizado de Maquina e Redes Neurais

O aprendizado de maquina explora a construcdo de algoritmos que podem aprender
com seus erros e fazer previsdes sobre dados a partir de trés abordagens de aprendizagem:
supervisionada, nao supervisionada e por reforco. Isso permite produzir decisdes e resultados
con aveis e repetiveis.

O presente trabalho analisa tipos de regressdes em Aprendizado de Maquina para a
previsdo de carga no curto prazo: Arvore de Decisdo (AD), Florestas de Decisdo Aleatdria
(FDA) e Regresséo de Vetores de Suporte (RVS) e um modelo de rede neural recorrente
chamado Memodria de Longo e Curto Prazo (MLCP). Neste sentido, este trabalho ca
dentro da categoria de aprendizado de maquina supervisionado segundo o Fluxograma da
Figura 2.

Figura 2 Tipos de Aprendizado de Maquina

Fonte Elaborado pela autora
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O conceito béasico das arvores de decisdo é computar tempos instantes a frente de
uma resposta ou de uma classe segundo conjuntos conhecidos de entradas. Ao crescer uma
arvore binaria, cada teste de no interno é aplicado a uma entrada e com base no resultado,
0 processo de tomada de decisdo hierarquica ui em direcdo a ramos esquerdo ou direito ou
subarvores. Quando uma eventual folha n6é aparece, a previsédo é fundamentada e realiza a
meédia ou agrega todos os pontos de dados de treinamento que chegam a esse terminal
(Chowdhury et al., 2018).

O principal objetivo deste classi cador, portanto, é realizar a predicdo do alvo
baseado nos diversos atributos de entrada, mais especi camente, cada no da arvore de
deciséo corresponde a uma variavel de entrada e esse n6 € rami cado para todos 0s possiveis
valores dessa variavel de entrada. Em contrapartida, os nos-folha representam a classe alvo
de acordo com os valores das variaveis de entrada, desenhando um caminho da raiz até as
folhas. A Figura 3 demostra uma Arvore de Decisdo simbdlica.

Figura 3 Arvore de Decisdo exemplo: “Sair de casa segundo a previsdo do tempo'

Fonte Elaborado pela autora

A é&rvore de decisdo é amplamente utilizada para construir modelos de previsao em
virtude de sua simplicidade, do poder de compreensdo do modelo e da facil implementacao
computacional, (Dong et al., 2020).

A Florestas de Decisédo Aleatdria € um algoritmo de maquina exivel derivado
da Arvore de Decisédo (Lahouar; Ben Hadj Slama, 2015). Esse método cria diversas
arvores de decisao de forma aleatdria ao mesmo tempo, nesse sentido, alcanca melhores
resultados, em geral, do que o método de Arvore de Decisdo (Ali et al., 2012). O método
Florestas de Decisdo Aleatéria € um algoritmo que constroi uma colecdo de arvores néo
correlacionadas e, em seguida, calcula a média delas (Breiman, 2001). O método de
Florestas de Decisao Aleatéria é utilizado usualmente para construir modelos de previsées
uma vez que parametros sao facilmente manipulaveis e o modelo é capaz de convergir para
uma solucao global 6tima (Xiaoyu Wu et al., 2016).
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A Regressédo de Vetores de Suporte, por sua vez, é um algoritmo de aprendizado
supervisionado que toma como entrada um conjunto de dados e prediz, segundo cada
entrada, qual classes a entrada faz parte. Dessa maneira, 0 método RVS € considerado uma
regressao linear binaria ja que cada dado pertence a uma de duas categorias. A Regressao
de Vetores de Suporte é especialmente apropriado para pequenas amostras de entrada e
tem se tornado uma técnica atraente para varios problemas de previsées (Ye; Yang, 2019).

No que diz respeito as redes neurais recorrentes, sabe-se que muitos pesquisadores
utilizam esse método para trabalhos com séries temporais uma vez que sdo especialmente
Uteis no processamento dos dados ja que incluem lmop ? de feedback® pelo qual a saida
do passo n-1 é retroalimentada a rede para afetar o resultado do passo n. Desse modo, as
redes recorrentes produzem modelos dinamicos, que mudam ao longo do tempo, de forma
a produzir classi cacdes mais precisas dependentes do contexto em que se encontram
inseridos.

Um dos métodos mais comuns levemente adaptados das redes neurais recorrentes
usuais € a chamada Memoria de Longo e Curto Prazo, ou MLCP, proposto por Hochreiter e
Schmidhuber em 1997. Este método elimina o problema do alongamento no processamento
gerado peloBackpropagatiort que cria uma insu ciéncia no decaimento do erro (Cui et al.,
2020). Os MLCPs ajudam a preservar o erro que pode ser copiado por tempo e camada, ou
seja, mantém um erro mais constante para que a rede possa aprender durante varios passos
seguidos. Ainda segundo Cui, He, Di, Lu, Dai e Lv (2020), MLCPs tem sido aplicadas
em previsao de carga uma vez que geram erros menores comparados a outros métodos e
aumentam signi cativamente a precisdo do modelo criado.

2.4 Analise de estudos relacionados

A utilizacdo das MLCPs para a previsao da carga da Estbnia no curto prazo,
segundo variaveis de poténcia em MW para cada hora entre 1 de julho de 2017 a 31 de
julho de 2017, se fez e ciente (Jiang et al., 2018). O trabalho levou em consideracédo dados
histéricos de uma hora anterior e comparou-os, segundo parametros de Raiz Quadrada do
Erro Médio (RQEM) e perdas, com um modelo de Aprendizado de Maquina utilizando
RVS. Os seguintes resultados foram encontrados:

2 Loop: conjunto de instru¢cdes que um programa de computador percorre e repete um signi cativo
ndamero de vezes até que sejam alcancadas as condi¢cdes desejadas.

3 Feedback:informac&o que o emissor obtém da reacdo do receptor & sua mensagem, e que serve para
avaliar os resultados da transmissao.

4 Backpropagation: algoritmo de aprendizado de maquina que recalcula o valor dos pesos atribuidos de
camadas de neurbnios.
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Tabela 1 Comparacédo entre os resultados dos algoritmos RVS e MLCP

Modelos de previsdo | RQEM | PERDAS
MLCP 38,74 0,0439
RVS 43,16 0,0872

Fonte Adaptado a partir de Jiang (2018)

As diminui¢cdes nas medic¢des da raiz quadrada do erro médio e do parametro de
perda dos algoritmos con rmam maior precisdo do modelo MLCP. Segundo o estudo, o
modelo Memdria de Longo e Curto Prazo consegue acompanhar melhor a suavidade da
curva da carga, enquanto o método RVS apresenta picos destoantes da realidade.

Um segundo estudo comparando diferentes metodologias de previsdes de carga
de curto prazo é realizado a partir da implementacédo de uma rede neural densa (RND),
utilizando Backpropagatione de um modelo de Arvore de Decisdo (AD) (Dehalwar et
al., 2016). Os dados de variaveis climaticas foram adicionados a ambos os modelos bem
como a hora do dia, o dia da semana, a carga das 24 horas prévias, a carga média das
Ultimas 24h e a carga das 168h prévias. Os parametros de comparacdes utilizados foram o
Erro Absoluto Médio (EAM), a Média Percentual Absoluta do Erro (MPAE) e a Raiz
Quadrada do Erro Médio (RQEM).

Os resultados obtidos pelo estudo encontram-se na Tabela 2.

Tabela 2 Comparacdo dos modelos RN e Arvore de Decis&o

Modelos | MPAE | EAM [MW)]
RND 1,9% 167,91
AD 1,54% 136,39

Fonte Adaptado a partir de Dehalwar (2016)

A comparacao dos modelos, segundo a porcentagem do erro, de ne que o modelo
de Arvore de Decisdo apresentou melhor precisdo em comparac¢éo com o modelo de rede
neural.

Outro estudo realizado, com énfase na area de previsao de curva de carga de curto
prazo, compara a implementacdo de uma Arvore de Decisdo (AD) com Varios outros
métodos de previsdo de carga (Liu et al., 2018). Os dados de carga foram obtidos em 96
pontos de uma area da China em um intervalo de 15 minutos de 22 a 31 de outubro de
2014 para prever o dia 01 de novembro. As variaveis de entrada utilizadas foram a poténcia
no mesmo horario de trés dias anteriores, a temperatura média de trés dias anteriores, a
umidade média de trés dias anteriores, a temperatura do dia e a umidade do dia.

Os algoritmos de comparacao RVS, ARIMA, rede neural (RN) pelo método de
Backpropagatione os valores reais foram utilizados juntamente com as métricas Erro
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Absoluto Médio (EAM), Média Percentual Absoluta do Erro (MPAE) e Raiz Quadrada
do Erro Médio (RQEM). Os resultados do estudo encontram-se na Tabela 3.

Tabela 3 Comparacéo dos resultados encontrados pelos algoritmos

Modelos | EAM [MW] | MPAE [%] | RQEM [MW]
ARIMA 33,79 3,78 42,46
RN 30,29 3,18 37,13
RVS 29,67 2,59 40,57
AD 19,36 2,17 22,67

Fonte Adaptado a partir de Liu (2018)

Em comparac&o aos outros modelos, a Arvore de Decis&o apresentou 0s menores
valores no erro absoluto médio, na raiz do erro quadrado e no erro percentual absoluto
meédio, logo, pode-se concluir que o0 modelo € o mais preciso e mais robusto entre 0s
analisados. A curva de carga gerada pelos algoritmos foi apresentada na Figura 4 abaixo.

Figura 4 Resultados da previsdo de carga

Fonte Adaptado a partir de Liu (2018)

Através da Figura 4 pode-se perceber que o modelo de Arvore de Decis&o é aquele
qgue melhor acompanha os valores originais de poténcia analisados no periodo.

A anédlise dos trés trabalhos descritos acima serve de referéncia para os modelos de
regressdo e de redes neurais que serdo desenvolvidos a seguir. As métricas de precisao e 0s
modelos utilizados pelos autores Jiang, Dehalwar e Liu foram replicados e alterados de
acordo com a disponibilidade dos dados e de recursos computacionais.
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3 Metodologia

A metodologia aplicada neste trabalho baseia-se na analise de dados para estimativa
da curva de carga em transformadores de poténcia. Os transformadores de poténcia insta-
lados nas subestacfes das distribuidoras de energia sdo equipamentos de suma relevancia
na operacao do sistema de distribuicdo. Esses equipamentos possuem monitoramento de
carga (poténcias ativa e reativa, corrente e tenséo), aléem do monitoramento das tempera-
turas do 6leo e do enrolamento. Esses equipamentos podem apresentar uma sensibilidade
signi cativa no aumento das temperaturas internas quando combinados os fatores carga e
as temperatura ambiente. Assim, prever 0s niveis de carregamento de um transformador de
poténcia, projetando sua curva de carga pode ser uma ferramenta bastante Util para evitar
problemas na operacéo do sistema em dias com alto carregamento e altas temperaturas.
Buscando realizar a projecéo da curva de carga do transformador de forma mais assertiva
possivel, este trabalho implementa uma metodologia capaz de analisar os dados histéricos
de carga medidos junto a subestacao e os dados climaticos registrados na cidade onde a
subestacdo se encontra. Desse modo, tem-se um modelo capaz de estimar curvas de carga
de curto prazo para o transformador de forca utilizando previsdes climaticas (24h) e dados
de carga registrados junto ao equipamento até a hora atual.

3.1 Etapas de construcdo do modelo

Os modelos de Aprendizado de Maquina (Arvore de Decisédo (AD), Florestas
de Deciséo Aleatéria (FDA) e Regressdo de Vetores de Suporte (RVS) e Rede Neural
(Memoria de Longo e Curto Prazo (MLCP) utilizados no presente trabalho apresentam
estrutura idéntica. Nesse contexto, sete etapas sédo construidas para obter o modelo de
previsdo de poténcia ativa para o curto prazo dos transformadores ligados ao barramento
das respectivas subestacdes: selecdo da base de dados, de nicdo das variaveis aplicadas,
processamento dos dados, divisdo dos dados em teste e treino, aplicacdo dos algoritmos
inteligentes, aplicacdo das métricas escolhidas e por m a obtencéo das curvas de carga.

As etapas séao ilustradas através do Fluxograma da Figura 5 e serdo explicadas a
seqguir.
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Figura 5 Fluxograma dos modelos de previsdo

Fonte Elaborado pela autora

3.2 Organizacao da base de dados

Nesta fase, a coleta da base de dados é realizada a partir de dados disponibilizados
pela concessionaria de energia local e pela empresa de meteorologia. Os dados de poténcia
ativa, reativa e fatores climaticos do ano de 2019 séo coletados e inseridos no algoritmo.

3.3 De nicao das variaveis

Em seguida, com o objetivo de modelar o problema, foram selecionadas variaveis
dependentes listadas abaixo, consideradas relevantes, que alterem ou impactem de al-



Capitulo 3. Metodologia 28

guma maneira 0 comportamento da variavel de saida em questdo, a poténcia ativa dos
transformadores conectados ao barramento da subestacéao.

A

Historico de Poténcia Ativa da hora anterior (MW)
Temperatura maxima, minima e instantanea C)
Umidade maxima, minima e instantanea (%)
Pressédo (mmHg)

Velocidade do vento (m/s)

Dias da semana

" Hora do dia (h)

Essas variaveis foram escolhidas porque, na pratica, representam as principais
alteragdes nos habitos de consumo horério/diario de unidades consumidoras de energia
elétrica. A utuacdo na carga deve-se principalmente a dois fatores: a regularidade sazonal
diaria/semanal atribuida aos habitos de producdo e consumo de energia elétrica e a fatores
mais imediatos provindos de mudancgas nas condi¢cdes climaticas da regido em questéo
(Qiuyu et al., 2017).

As variacdes de temperaturas (maximas e minimas) podem afetar o comportamento
de consumo de energia elétrica por parte dos usuarios, tais como: ajuste de chuveiros
elétricos, acionamentos de aparelhos condicionadores de ar e maior uso de refrigeradores.
Considerando os pontos citados, entende-se que estes podem representar signi cativos
incrementos no consumo de energia elétrica. Para Hong e Kim (2015), a temperatura
atmosférica € o principal fator causador de variagdes na demanda e pode ser descrita ha
forma de uma equacgéo quadratica com a eletricidade.

Os valores de umidade podem alterar a sensacéo térmica da regido, por exemplo,
guando o tempo estad quente e demasiadamente iumido a sensacédo sera maior do que
a marcada pelos termémetros. Caso a temperatura seja baixa e a umidade grande, a
sensacao térmica serd de que esta mais frio do que realmente as medicdes con rmam. Logo,
pode-se esperar que valores de umidades relativas do ar sdo capazes de modi car também
o comportamento do consumo de energia elétrica de consumidores.

A velocidade dos ventos € outra variavel a ser considerada uma vez que, juntamente
com a umidade relativa do ar, acarreta uma alteracdo da sensac¢do térmica e, como visto,
também contribui para mudancas no comportamento dos consumidores.

Ainda segundo Hong e Kim (2015), o impacto de variaveis como umidade e
velocidade do vento na variagédo de carga pode nao ser tao facilmente calculado como no
caso da temperatura, entretanto, essas variaveis apresentaram uma signi cativa correlacao
com a demanda quando analisadas em um curto periodo de tempo de 6 a 24 horas.
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A variavel dias da semana é também contabilizada posto que, se tomado como
exemplo consumidores residenciais, em geral a curva de carga residencial depende de diver-
sos fatores, dentre eles socioecondémicos, preferéncias do cliente, clima, tipo de aplicacao,
(Elma; Selamo8ullar, 2017). Isso implica na criacéo de diferentes modelos para a demanda
de energia elétrica para os dias da semana e para o nal de semana, para 0 verao e para o
inverno, por exemplo. Essas diferencas, portanto, foram ponderadas através da variavel
dias da semana.

3.4 Processamento dos dados

Tendo em vista que o periodo de andlise dos dados meteoroldgicos é relativo ao
periodo de 2019 e registrado de hora em hora, a base de dados utilizada para cada
transformador terd um total de 8760 amostras para cada fator climatico incluido no estudo.
Sabe-se ainda que a base de dados para a variavel de poténcia ativa coletada no mesmo
periodo possui periodicidade de quinze minutos, logo vé-se a necessidade de ajustar o
tempo de aquisicdo desses dados para enquadrar-se ao tempo de aquisicdo das variaveis
climéticas.

Outro ponto importante de divergéncia a ser considerado entre os bancos de dados
de poténcia e de variaveis climaticas é o fuso horéario. As empresas de meteorologia e
concessionarias de energia podem utilizar dados em fuso horarios distintos, sendo necessaria
subtracdo ou adicdo de uma a algumas horas para converté-los ao horéario local ou ao fuso
horéario padrao UTC. Essas alteracdes sao importantes uma vez que os dados climéticos e
de poténcia precisam estar alinhados visto que sdo variaveis extremamente dependentes
do tempo de ocorréncia.

O enquadramento dos dados climaticos e de poténcia no tempo permite também
realizar uma fus@o entre os dois conjuntos de dados, com o objetivo de excluir linhas de
dados presentes em um conjunto de dados e ausentes em outro e, assim, diminuir fontes
de erros na previsao da carga. Essas assimetrias sdo normalmente encontradas quando
ocorrem erros na coleta de dados, tanto por mau funcionamento do software quanto do
equipamento. Neste caso, o algoritmo Itra duas colunas, Dia e Hora, dos dois conjuntos
de dados, a partir da funcdo Merge, e retira a linha caso um dos conjuntos ndo apresente
o dia ou a hora em questéo, segundo a funcdo Dropna. Essas fun¢cdes sdo pré-programadas
nos ambientes de programacao Python e muito utilizadas no pré-processamento de dados.

Por m, a variavel categorica Dias da Semana é transformada em uma variavel
quantitativa de modo a permitir que o software reconheca essa variavel e utilize-a durante
seu aprendizado.
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3.5 Divisao Treino e Teste

ApOs a etapa de pré processamento dos dados na qual os dados sédo ajustados,
realiza-se a separacdo em conjuntos de dados de treino e de teste. Esse método permite
dividir os dados entre o conjunto que aprende as correlacdes entre as variaveis dependentes,
representando 80% do total, e 0 conjunto que testa o algoritmo, 20% dos dados restantes.
A Figura 6, demonstra a divisdo da base de dados em teste e treino.

Figura 6 Divisao teste e treino dos dados

Fonte Elaborado pela autora

Esta etapa é realizada de maneira néo aleatoria, ou seja, sao escolhidos os primeiros
80% dos dados para treino e os ultimos 20% para testar a aderéncia do modelo. Isso
permite a construcdo da curva de carga de vinte e quatro horas diarias sem falhas nas
previsdes.

3.6 Aplicacao do algoritmo inteligente

Nesta etapa, seleciona-se o modelo de Aprendizado de Maquina a ser utilizado.
Esse processo é realizado manualmente diretamente nas linhas de cédigo pela IDE Spyder
na versao 3.9.0 do Python .

Para os casos de aplicacdo da Arvore de Decisdo (AD), Florestas de Decisdo
Aleatédria (FDA) e Regressao de Vetores de Suporte (RVS) é utilizado a biblioteSklearn
do Python que possui esses modelos ja programados. A bibliot&tdearn ou Scikit-learn, é
um modulo Python para Aprendizado de Maquina baseado eRumPy, SciPy e Matplotlib
Ele fornece ferramentas simples e e cientes para mineracédo e analise de dados acessivel a
todos e reutilizavel em diversos contextos. A implementacdo desses métodos, portanto,
requer apenas a insercao dos conjuntos de dados de treino/teste e de alguns parametros
especi cos para funcionamento dessas regressoes.

Para o modelo de série temporal criado pela utilizacdo da rede neural Memoria
de Longo e Curto Prazo (MLCP), utiliza-se a bibliotec&Keras do Python, capaz de criar
redes neurais segundo parametros de quantidade de neurénios, tamanho do lote, épocas
e funcbes de ativacdo. Esta biblioteca, foi desenvolvida para facilitar experimentacfes
rapidas, isto €, sem que tenha que dominar cada um dasckgroundst (Tensor ow ou

1

Backgrounds: conjunto das condic8es, circunstancias ou antecedentes de uma situacdo, acontecimento
ou fenébmeno.
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Theano), de maneira rapida e e ciente. O modelo apresenta uma camada de entrada,

camadas ocultas utilizando o0 modelo MLCP e uma ultima camada de saida. E necessario
também, como os modelos de Aprendizado de Maquina, inserir os conjuntos de dados de
treino/teste e parametros especi cos para o correto funcionamento do modelo.

Algumas outras bibliotecas do Python sdo utilizadas®andas, Numpy e Matplotlib
Pandas é uma biblioteca para manipulacéo e andlise de dados perfeita para iniciar analises
exploratérias de dados, pois permite ler, manipular, agregar e plotar os dados em poucos
passos. A bibliotecaNumpy, por sua vez, € uma ferramenta excelente para realizar inameras
operacdes com matrizes. A bibliotecilatplotlib permite implementar 6timos gra cos e,
através deles, reproduzir inimeros dados de forma mais clara.

3.7 Aplicacao das metricas de comparacao

Parametros estatisticos que calculam o erro e a proporc¢ao da variancia sao utilizados
como meio de comparagéo entre os modelos e de aderéncia de cada modelo aos valores reais
de poténcia ativa do transformador em questdo. Dentre uma gama variada de parametros
estatisticos sdo colocados em execucao trés: R quadrado, média dos erros quadraticos
(MEQ) e o erro absoluto meédio (EAM).

A métrica R quadrado, ou R2, corresponde a proporcdo da variancia entre os
valores previstos pelo modelo e valores reais de poténcia do transformador em um modelo
de regressao. Desse modo, quanto maior o valor de R2 mais adequado é modelo para o
problema.

O MEQ por sua vez, calcula a média dos erros quadrados entre os valores observados
(reais) e predicdes (valores gerados pelos modelos criados). Esse erro é calculado através
da Equacéao 3.1.

X P
MEQ = — Jy; Vil (3.1)
N,
ondey; € a medida real de poténcia ativay; € o valor previsto de poténcia ativa e n o

namero de amostras.

Por ultimo, a EAM corresponde ao erro absoluto médio entre dois pares de observa-
¢cdo de mesma natureza, ou seja, entre os valores reais e 0s valores previstos. Sendo assim,
tanto para EAM quanto para MEQ quanto menor seus valores, mais adequado o modelo.

1% .
EAM = = Jy, ¥l (3.2)

ondey; € a medida real de poténcia ativay; € o valor previsto de poténcia ativa € n o
nimero de amostras.
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3.8 Funcionamento geral dos modelos

De modo geral, pode-se dividir em dois blocos o processo de previsédo de curva de
carga. Primeiro, cria-se um modelo de previsao através de dados historicos de poténcia
ativa e de variaveis climaticas, representado pelo conjunto de dados de treino. Para em
seguida, utilizar esse modelo inserindo novas varidveis climéticas previstas e de poténcia
ativa da hora anterior para de fato realizar a previsdo de carga horéaria e a aderéncia do
modelo.

O diagrama da Figura 7 apresenta as variaveis histéricas de entrada sendo inseridas
para criacdo do modelo de previsédo de carga.

Figura 7 Diagrama da criacdo do modelo

Fonte Elaborado pela autora

A Figura 8 demonstra o processo nal para a previsdo de carga com as variaveis
atualizadas incluidas no modelo criado.
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Figura 8 Diagrama das variaveis

Fonte Elaborado pela autora

O modelo de previsédo descrito € entdo empregado em um estudo de caso para dois
transformadores de forca, um em Santa Maria e outro na regido de Sao Leopoldo, e sera
detalhado a seguir.
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4 Estudo de Caso

Este capitulo traz informacgdes relevantes da aplicacdo da metodologia utilizada
para as duas cidades em questdo: Santa Maria e Sao Leopoldo. Informacéo sobre as
bases de dados, caracteristicas de cada regido e outras informacdes pertinentes sao aqui
apresentadas.

4.1 S&o Leopoldo

O municipio de Sao Leopoldo localiza-se na regido metropolitana de Porto Alegre.
Essa regido € muito conhecida por verdes longos, quente e abafado e invernos curtos e
amenos. Ao longo do ano, em geral, a temperatura varia de°’C0a 31°C e raramente €
inferior a 4°C ou superior a 36C.

Os dados de temperatura, umidade, presséo e velocidade dos ventos foram coletados
de hora em hora de todos os dias do ano de 2019 com a intencdo de caracterizar melhor as
condic@es climaticas no periodo de funcionamento dos transformadores.

Uma base de dados é entdo criada, contendo dados meteoroldgicos provindos da
cidade de Campo Bom, cidade su cientemente préxima a Sao Leopoldo, cerca de 20km,
para considerar as previsdes do tempo adequados para a cidade em questdo, e dados de
poténcia do transformador conectado ao barramento da subestacdo da regiéo.

Ao utilizar a etapa de processamento de dados, explicado na secéo 3.4 do presente
trabalho, tem-se que a base de dados para a cidade de Sao Leopoldo é constituida por
8734 linhas para as variaveis de temperatura, pressao, umidade, velocidade dos ventos, dia
da semana, hora e poténcia da hora anterior. Neste contexto, sabe-se que o tamanho dos
conjuntos de dados de treino e teste sdo de 80% e 20% 0 que representa, respectivamente,
6987 e 1747 linhas.

Os resultados das previsdes de carga sao entado extraidos para todos os modelos
analisados, Florestas de Decisdo Aleatoria, Regressdo de Vetores de Suporte, Arvore
de Decisdo e Memdéria de Longo e Curto Prazo, de modo a contemplar os parametros
estabelecidos R2, EAM e MEQ (Tabela 6).

Em seguida, € analisado o comportamento de cada modelo ao excluir as variaveis
climaticas para veri car a importancia das mesmas na qualidade do resultado das previsdes.
Logo, sdo extraidos novamente os parametros de comparacgéao e erro de cada modelo, Tabela
7, e analisados os resultados encontrados.
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Uma comparagédo entre as curvas de carga com variaveis climaticas e sem de um
dia aleatério é feita para exempli car a diferenca encontrada nos resultados de modo a
expor a importancia das variaveis climéaticas na resolucédo das previsdes de carga, Figuras
9,10 e 11.

ApOs esse processo, uma analise dos dias da semana € realizada com trés dias
escolhidos aleatoriamente: segunda-feira, quarta-feira e sexta-feira, com o objetivo de
demonstrar se existe um padréo seguido pelas curvas de carga durante esses dias. O mesmo
€ realizado para o nal de semana, sabado e domingo, e feriados nacionais, como o Natal e
Finados. Vale ressaltar que esta analise é realizada com a presenca das variaveis climaticas
em todos os modelos. A Tabela 4 apresenta os dias aleatorios utilizados para construir as
curvas de carga mencionadas.

Tabela 4 Dias de analise das curvas de carga

Dia Analisado
Segunda-Feira 02/12/2019
Quarta-Feira 11/12/2019
Sexta-Feira 08/11/2019
Sabado 30/11/2019
Domingo 27/10/2019
Natal 25/12/2019
Finados 02/11/2019

Fonte Elaborado pela autora

A previséo da carga aos nais de semana (sabados e domingos) séo realizadas uma
vez que o comportamento da carga pode ndo apresentar padroes tdo de nidos como nos
dias de semana, devido ao comportamento dos consumidores e devido a possibilidade de
eventos que de alguma forma podem alterar os habitos de consumo de energia elétrica.

Assim como no nal de semana, os feriados ou dias com eventos importantes
(eleicbes, jogos de futebol, capitulos nais de novelas, entre outros), podem também
apresentar comportamento incomum da carga. Desse modo uma andlise de tais dias se vé
necessaria.

Os detalhes dos resultados obtidos nesse estudo de caso sdo apresentados no capitulo
de Resultados e Discussdes.

4.2 Santa Maria

A cidade de Santa Maria localiza-se na regido central do Estado do Rio Grande do
Sul. Semelhante a cidade de Sao Leopoldo, essa regido também é conhecida por verbes
longos, quente e abafado e invernos curtos e amenos. Ao longo do ano, em geral, a
temperatura varia de 10°C a 31°C e raramente é inferior a 3C ou superior a 35°C.
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De maneira semelhante a S&o Leopoldo, a base de dados da cidade de Santa Maria
€ constituida por dados meteorolégicos da estacdo climatica da cidade extraidos hora a
hora de todos os dias de 2019 e de valores de poténcia de um transformador de forca da
subestacao presente na regiao.

O processamento dos dados para a cidade de Santa Maria é aplicado a base de
dados contendo 8747 linhas para todas as variaveis inclusas nos modelos: temperatura,
pressdo, umidade, velocidade dos ventos, dia da semana, hora e poténcia da hora anterior.
Os conjuntos de dados de treino e teste sédo divididos em 6997 e 1750, respectivamente.
E necessario salientar que os nimero de dados totais para Sdo Leopoldo e para Santa
Maria séo diferentes devido ao processo de limpeza nos dados, explicados na sec¢éo 3.4 da
Metodologia, uma vez que falhas no processamento dos dados ou nos equipamentos podem
ocorrer de maneira independente em cada cidade. Isso resulta na exclusédo de linhas pelo
algoritmo de maneira a impedir que condi¢cdes extremas nao realistas sejam inclusas no
modelo de previséo.

Os resultados dos parametros estabelecidos sdo entdo extraidos dos quatro modelos
analisados para modelos com variaveis climaticas, Tabela 8, e sem as mesmas, Tabela 9. E,
assim como em S&o Leopoldo, é retirado um dia aleatério para veri car a diferenca entre
as cuvas de carga sem e com fatores climéticos para os modelos em questéo, Figuras 33,
34 e 35.

Por m, é realizada a analise dos dias da semana, nal de semana e feriado para
expor o comportamento da curva de carga nesses casos. Vale ressaltar que essas analises
séo realizadas com as informacdes climaticas presentes nos modelos.

A Tabela 5 apresenta os dias aleatdrios escolhidos para construgdo das curvas de
carga.

Tabela 5 Dias de analise das curvas de carga

Dia Analisado

Segunda-Feira 09/12/2019
Quarta-Feira 04/12/2019
Sexta-Feira 15/11/2019
Sabado 02/11/2019
Domingo 26/10/2019
Natal 25/12/2019
Finados 02/11/2019

Fonte Elaborado pela autora

Os resultados encontrados para Santa Maria sdo exibidos e explicados na sec¢éo 5.2
do Capitulo de Resultados e Discussdes.
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5 Resultados e Discussoes

Este capitulo apresenta os resultados obtidos com a aplicacdo dos algoritmos
inteligentes para previsdo da demanda dos transformadores de forga, localizados na
subestacédo da cidade de S&o Leopoldo e Santa Maria. Os parametros de comparacéao,
descritos anteriormente, R quadrado, Erro Absoluto Médio e Erro Médio Quadrado sao
entdo utilizados para veri car a aderéncia do modelo a base de dados criada.

Em seguida, analisa-se o comportamento dos modelos sem variaveis climaticas,
com a intengéo de observar a sensibilidade dos transformadores para fatores climaticos
importantes, como a temperatura. E por m, € observado o comportamento dos modelos
utilizados no presente trabalho, Arvore de Deciséo (AD), Florestas de Decisdo Aleatdria
(FDA) e Memoria de Longo e Curto Prazo (MLCP) para dias da semana, nais de semana
e feriados. Esse estudo permite concluir se os modelos sdo adequados tanto para cargas
mais comportadas visualizadas durante a semana quanto para eventos incomuns onde a
carga ndo se comporta como esperado.

5.1 Resultados encontrados para Sao Leopoldo

Utilizando as métricas descritas na secao 3.7, avaliou-se a aderéncia dos modelos de
Aprendizado de Maquina e de Redes Neurais de previsao de carga para o transformador
instalado na subestacdo de S&o Leopoldo. Os seguintes resultados sédo entdo extraidos:

Tabela 6 Resultados das métrica de avaliacdo dos modelos para SE Séo Leopoldo

Modelos R2 MSE | MAE

Regressao de Vetores de Suporte 0,1083| 49,207| 5,640
Arvore de Decisdo 0,9258| 4,091 | 1,312
Florestas de Decisao Aleatoria 0,9627| 2,058 | 1,016
Memoéria de Longo e Curto Prazo 0,9350| 3,580 | 1,450

Fonte Elaborado pela autora

O método RVS apresenta os piores resultados, atingindo apenas 10,83% de precisao
e erros signi cativos quando comparados aos outros modelos. A explicacéo desses resultados
esta na metodologia que a regressao de Vetor de Suporte utiliza, na qual a variavel de saida
é classi cada em apenas dois grupos, semelhante a um sistema binario. Considerando que
0 padrao de poténcia ativa real utilizado como resposta da saida do sistema € um namero
entre 0 e 53,45 (com duas casas decimais ap0s a virgula), é de se esperar um resultado
pobre ao classi car a saida em apenas dois grupos. Por esse motivo, esse tipo de regressao
nao é indicado para previsfes de carga e ndo sera considerado para as analises a seguir.
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O modelo Arvore de Decisdo apresentou resultados bastante satisfatorios com
92,58% de exatiddo, ou seja, a arvore criada é capaz de seguir um uxo especi co sele-
cionando os ramos corretos para chegar em uma resposta de saida bastante aderente a
medicao real de poténcia ativa.

O modelo Florestas de Decisao Aleatoria, por sua vez, apresenta melhor desempenho
em relacdo ao modelo Arvore de Decis&o ja que € capaz de criar diversas arvores de decis&o
ao mesmo tempo. O crescimento de cerca de 4% no parametro R2 e o decréscimo nos valores
de erro, se comparado aos demais modelos, garantem a Florestas de Decisdo Aleatoria a
melhor aderéncia adquirida na previsao de carga do presente trabalho.

O modelo de rede neural recorrente apresentou 93,5% de precisdo, o que deve-se
em parte a falta de habilidade do método em considerar eventos futuros nas previsdes do
momento atual.

5.1.1 Analise da relevancia das variaveis climaticas no modelo

A Tabela 7 apresenta os resultados do comportamento dos modelos ao retirar as
variaveis climaticas dos mesmos.

Tabela 7 Resultados dos modelos sem fatores climaticos

Modelo R2 MSE | MAE

Arvore de Decis&o 0,8027| 10,885| 2,525
Florestas de Decisdo Aleatéria 0,8041| 10,806, 2,564
Memdria de Longo e Curto Prazo 0,9017| 5,415 | 1,859

Fonte Elaborado pela autora

A partir da Tabela 7 percebe-se que para todos os modelos ha reducéo no parametro
R2 e crescimento de quase 100% nos erros quadratico médio e absoluto médio.

Com o objetivo de melhorar a visualizacdo desta diferenca, escolhe-se um dia
aleatorio para construcéo da curva de carga com e sem os fatores climaticos. As Figuras 9,
10 e 11 apresentam os resultados obtidos pelos modelos Arvore de Decis&o, Florestas de
Decisdo Aleatdria e Memoéria de Longo e Curto Prazo, respectivamente.
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Figura 9 Comparacdo curva de carga com e sem fatores climaticos para a Arvore de
Decisao

Fonte Elaborado pela autora

Figura 10 Comparacgéo curva de carga com e sem fatores climéticos para a Florestas de
Deciséo Aleatoria

Fonte Elaborado pela autora
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Figura 11 Comparacéo curva de carga com e sem fatores climaticos para a Memoria de
Longo e Curto Prazo

Fonte Elaborado pela autora

Para os métodos de Arvore de Decisdo e Florestas de Decisdo Aleatéria ca claro
gue as variaveis climaticas sao fatores de grande importancia na previsdo do modelo. A
falta de tais fatores in uenciam na capacidade dos valores previstos seguirem a curva de
carga real medida no transformador, ou seja, apresentam picos e vales bastante destoantes
em regides onde ha suavidades na curva. Logo, a diminuicdo dos fatores R quadrado e o
aumento nos valores de erro sdo condizentes com as curvas de carga.

O modelo de rede neural, por outro lado, por tratar o problema como uma série
temporal esta mais preocupado em manter a periodicidade e a suavidade da curva real
do que com a representatividade das variaveis nas previsdes realizadas. Por esse motivo,
percebe-se que a curva sem fatores climaticos é capaz de seguir a curva de carga real
medida, contudo, apresenta erros maiores. Esse aumento no erro é causado justamente pela
falta dessas variaveis climéaticas no modelo uma vez que elas interferem comportamento
das cargas conectadas ao transformador da subestagdes.

5.1.2 Analise dos dias da semana

As Figuras 12,13, 14, 15,16, 17, 18,19 e 20 apresentam as curvas de carga dos
modelos Arvore de Deciséo, Florestas de Decisdo Aleatéria e Meméria de Longo e Curto
Prazo para a segunda-feira, quarta-feira e sexta-feira, respectivamente. Destaca-se aqui
gue as estimativas apresentadas levam em considerac&o as variaveis climaticas inseridas
no modelo.
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Figura 12 Segunda-feira: Modelo Arvore de Decis&o

Fonte Elaborado pela autora

Figura 13 Segunda-feira: Modelo Florestas de Deciséo Aleatoria

Fonte Elaborado pela autora
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Figura 14 Segunda-feira: Modelo Memoria de Longo e Curto Prazo

Fonte Elaborado pela autora

Ao analisar os gra cos das Figuras 12,13 e 14, percebe-se que a curva que melhor
acompanha a carga real medida no transformador é aquela produzida pelo modelo Florestas
de Decisdo Aleatoéria, resultado coerente se comparado a Tabela 6 na qual o modelo
apresenta melhor aderéncia e menores valores de erros.

A curva FDA apresenta resultados bastante semelhantes ao real entre a 00h e as
17h, apds as 17 horas o modelo torna-se mais inconsistente devido, em partes, a maior
variacdo da carga. De modo semelhante, os modelos de AD e MLCP apresentam melhores
respostas durante a manh&, onde ha um crescimento mais suave da carga, e resultados
menos satisfatorios durante a tarde e a noite.
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Figura 15 Quarta-feira: Modelo Arvore de Decis&o

Fonte Elaborado pela autora

Figura 16 Quarta-feira: Modelo Florestas de Decisdo Aleatoria

Fonte Elaborado pela autora
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Figura 17 Quarta-feira: Modelo Memoria de Longo e Curto Prazo

Fonte Elaborado pela autora

A quarta-feira analisada possui comportamento semelhante a segunda-feira com
decaida nas primeiras horas da manhd, aumento constante até o inicio da tarde e picos e
vales de poténcia durante a noite.

O modelo Arvore de Decisdo apresentou 0os maiores erros durante a tarde/noite,
momento em que ha maior variagdo de carga, uma vez que nao consegue acompanhar
pequenas alteracdes nos valores de poténcia ativa real. O modelo FDA, por sua vez, possuli
boa aderéncia ao longo do dia assim como o modelo MLCP. Esse ultimo, apresenta atraso
esperado de uma hora provinda da variavel de poténcia da hora anterior na qual garante
boa aderéncia porém erros mais expressivos do que o modelo FDA.
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