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RESUMO 

 

Modelos de previs«o hidrol·gica baseados em Redes Neurais Artificiais (RNAs) constituem uma das 

melhores alternativas para sistemas de alerta de inunda»es, que fornecem tempo de rea«o ¨ Prote«o 

e Defesa Civil para reduzir danos. A seguinte pesquisa objetivou determinar a aplicabilidade de RNAs 

para prever em tempo atual n²veis fluviais em esta»es do sistema de alerta da bacia do rio Taquari-

Antas/RS (SACE-Taquari), usando exclusivamente dados da rede telem®trica existente. Oito s®ries 

de precipita«o e cinco s®ries de n²veis ð ambas medindo com frequ°ncia hor§ria durante o per²odo 

de 26/11/2015 at® 24/04/2019 ð foram usadas para prever os n²veis fluviais entre 4 e 24 horas ¨ frente 

em Encantado, Estrela, Porto Mariante e Taquari. Para agregar dados de precipita«o no tempo, foram 

comparados tr°s filtros de m®dia m·vel: o de pondera«o Uniforme (FMMU), Exponencial (FMME) 

e Gama (FMMG). Para lidar com a eventual indisponibilidade de dados, Ćrvores de RNAs foram 

utilizadas, contemplando os poss²veis cen§rios de perda de sinal. O per²odo de verifica«o foi o ano 

de 2017. Seis eventos foram avaliados visualmente; quatro deles pertencendo ao ano de 2017. 

Previs»es com alcance de 8, 12 e 24 horas apresentaram, em m®dia, coeficientes de Nash-Sutcliffe 

(NS) de 0,93, 0,89 e 0,71 e m®dias do erro absoluto (MEA) de 12, 16 e 20 cm, respectivamente. Os 

desempenhos obtidos confirmam a aplicabilidade das RNAs com a metodologia utilizada. FMME foi 

o pior dos filtros investigados para agregar dados de precipita«o. A maior flexibilidade do novo 

FMMG possibilitou desempenho semelhante ao FMMU com menos registros, tendo sido selecionado 

para agregar os dados de precipita«o. A abordagem das Ćrvores de RNAs possibilita emitir previs»es 

a qualquer momento, dado que o cen§rio de indisponibilidade foi considerado durante o procedimento 

de treinamento. Por®m, n«o substituem a urg°ncia de manuten«o das esta»es durante eventos 

extremos. De qualquer forma, entende-se que o investimento nas redes de monitoramento e nas 

t®cnicas de previs«o utilizando RNAs ® importante para aprimorar a previs«o hidrol·gica em sistemas 

de alerta de evento cr²ticos.  

 

Palavras-chave: Falta de sinal, Complexidade Interna, Registros de Treinamento, Filtros de m®dia 

m·vel.  
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ABSTRACT 

Hydrological forecasting models based on Artificial Neural Networks (ANN) constitute one of the 

best alternatives for early warning systems ð an approach to provide more reaction time to the Civil 

Defence for damage reduction. This study aims to evaluate the applicability of ANNs to forecast in 

real-time water levels in stations of the Taquari-Antas early warning system, using solely data of its 

hourly telemetric network. Eight rainfall and five water level series ð whose data period spans from 

26/11/2016 until 24/04/2019ð were used to forecast water levels up to 24 hours ahead at Encantado, 

Estrela, Porto Mariante and Taquari. To aggregate rainfall data in time, three moving average filters 

were compared: Uniformly Weighted (UWMA), Exponentially Weighted (EWMA), and the novel 

Gamma-Weighted (GWMA). ANN Trees were used to cope with eventual scenarios of signal loss. 

The verification period was the year of 2017. Six events were visually evaluated; four of them 

pertaining to the year of 2017. Forecasts at 8, 12 and 24 hours ahead presented, on average, Nash-

Sutcliffe coefficients (NS) of 0.93, 0.89 and 0.71 and EMA of 12, 16 and 20 cm, respectively. The 

obtained performances confirm the applicability of ANNs with the applied methodology. EWMA 

appeared to be the worst filter at aggregating rainfall data. The greater flexibility of the novel GWMA 

allowed a similar performance to the UWMA with fewer entries, thus, being selected to aggregate 

rainfall data. The approach of the Tree of ANNs makes it possible to issue forecasts at any time, given 

that the unavailability scenario was considered during the training procedure. However, they do not 

substitute the urgency in maintenance of the station during extreme events. In any case, investing in 

monitoring networks and in forecasting techniques using ANNs is important to enhance hydrological 

forecasting in early warning systems. 

 

Keywords: Signal loss, Internal complexity, Training registers, Moving-average filters. 
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*Atualizado a cada três meses, o banco de dados da Universidade de Louvain contempla desastres que cumprem no mínimo um dos 

quatro critérios: 10 ou mais pessoas mortas, 100 ou mais pessoas afetadas, declaração de estado de emergência, ou pedida por ajuda 

internacional. A perda calculada refere-se ao total de danos a propriedades, culturas agrícolas e pecuária, sendo que para cada desastre 

o valor do dano é referente ao momento do ano, i.e. os valores são verdadeiros para o ano do evento, são perdas 

diretas (emdat.be/explanatory-notes) [Dados disponíveis nos períodos de 1964 ï 1967, 1969 ï 1971, 1973 ï 1975, 1983 ï 1985, 

1987 ï 1988, 1991 ï 1992, 1995, 1998, 2001, 2003 ï 2004, 2007 ï 2018] 

 

1. INTRODU¢ëO 

1.1. Contextualiza«o 

Inunda»es s«o os desastres naturais mais danosos no Brasil. No per²odo de 1964-2018, cerca 

de 82% da perda agropecu§ria m®dia anual brasileira* decorrente de desastres naturais foi causada 

por inunda»es (GUHA-SAPIR et al., 2019). Tipicamente, h§ pouco tempo para rea«o quando um 

evento extremo est§ em curso e vidas podem estar em jogo; assim, respostas r§pidas e efetivas s«o 

imprescind²veis. Sistemas de alerta podem auxiliar na mitiga«o de perdas e seu uso ® comum em 

v§rios pa²ses (PAGANO et al., 2014). Parte dos sistemas de alerta, previs»es hidrol·gicas servem 

para antever a ocorr°ncia de um evento danoso, aumentando o tempo de rea«o dispon²vel a ele.  

S«o exemplos de abordagens para modelos de previs«o hidrol·gicas: regress»es m¼ltiplas 

lineares (ECKHARDT, 2008; FINCK, 2018); modelos autorregressivos (VALIPOUR et al., 2013); 

modelos conceituais chuva-vaz«o, como o MGB-IPH (SIQUEIRA, 2015a; GUIMARëES, 2018). 

Alternativamente, as redes neurais artificiais (RNAs) apresentam benef²cios devido ao ·timo 

desempenho e a simples implementa«o, uma vez desenvolvidas (DORNELLES, 2007; BRAVO et 

al., 2008; PEDROLLO e PEDROLLO, 2013; MATOS et al., 2014; PEDROLLO, 2017). Atribu²do 

¨s suas caracter²sticas inerentes de aprendizado, classifica«o e generaliza«o de informa«o, o ponto 

forte das RNAs ® reconhecido na literatura cient²fica e vem sendo aperfeioado h§ mais de 3 d®cadas 

(ZHANG et al., 1998; ASCE, 2000a-b; OLIVEIRA et al., 2015c; PEDROLLO, 2017).  

As previs»es hidrol·gicas mais recentes com vistas a Sistemas de Alerta de Eventos Cr²ticos 

(SACE) estimam o estado futuro em localidades cr²ticas a partir da condi«o hidrometeorol·gica 

recente e/ou atual (inferida por sensoriamento remoto, dados telem®tricos in situ de n²veis nos rios, 

precipita»es, temperatura, umidade do solo e uso do solo). A emiss«o de bons boletins de previs«o 

de um SACE est§ relacionada a uma instala«o de esta»es bem planejada, ̈ opera«o dessas, e ̈ 

frequente manuten«o da rede de monitoramento telem®tricas. No Brasil, o Servio Geol·gico 

Brasileiro instala sistemas de alerta desde 1989, operando hoje em 16 bacias (CPRM/SGB, 2020). 

Um desses sistemas ® o SACE-Taquari, na bacia do rio Taquari-Antas, Rio Grande do Sul, Brasil. 
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1.2. Motiva«o 

H§ uma regi«o cr²tica na bacia do rio Taquari-Antas que sofre com inunda»es frequentes 

entre Encantado e Bom Retiro do Sul (DRH/SEMA, 2011). Com previs»es baseadas em um modelo 

conceitual chuva-vaz«o, um sistema de alerta nesta bacia vem sendo operado desde 2014 pela 

CPRM/SGB ð Companhia de Pesquisa em Recursos Minerais / Servio Geol·gico Brasileiro 

(CHAGAS et al., 2014). Esta pesquisa pretende contribuir positivamente para o atual sistema de alerta, 

podendo implicar num benef²cio econ¹mico e social. 

Nesta pesquisa, as RNAs s«o op»es l·gicas, candidatas naturais, uma vez que s«o exemplos 

de aproximadores universais de fun»es conforme o teorema de Hornik (1991). Em outras palavras, 

elas apresentam acuidade na descri«o de processos n«o-lineares, como o processo chuva-vaz«o. 

Al®m disso, segundo Hsu et al. (1995) e Nourani (2017), pesquisadores v°m optando por RNAs 

quando (1) a qualidade da previs«o ® mais importante do que a descri«o f²sica subjacente, (2) h§ 

longos registros hist·ricos, e (3) a modelagem f²sica de um processo n«o-linear implicaria em 

excessiva complexidade dos modelos f²sicos.  

RNAs s«o capazes de aprendizado, podem generalizar o aprendido. Ap·s serem treinadas 

(ajustadas) para um conjunto de dados dispon²veis representativos, podem aproximar a descri«o de 

eventos jamais vistos (dado que estejam entre os extremos dos dados de treinamento). Assim, rela»es 

bastante complexas podem ser descritas, como, por exemplo, associar estados atuais e futuros de um 

sistema. Isso as torna particularmente ¼teis para previs»es (ZHANG et al., 1998). Quanto maior a 

qualidade de uma previs«o, mais valiosa a informa«o para direcionar a»es corretivas. 

Outra raz«o que motiva essa pesquisa ® que em bacia vizinha, aquela do rio Ca², Pedrollo e 

Pedrollo (2013) desenvolveram com sucesso um modelo de previs«o com RNAs para o SACE-Ca², 

utilizando dados de cota e precipita«o. Al®m disso, para o munic²pio de Estrela, na bacia do rio 

Taquari-Antas, recentemente foi realizado um estudo com resultados preliminares satisfat·rios para 

previs«o com RNAs utilizando dados convencionais (7 h e 17 h) (PEDROLLO, 2017).  

Em trabalho de Siqueira et al. (2015a), os autores comentam que os hidrogramas de cheia na 

bacia do Taquari-Antas podem ocorrer de maneira r§pida e por isso pode n«o ser adequado representar 

esses eventos em intervalo de tempo di§rio. Corroborando, Kurek (2016) estimou em 6 horas a 

propaga«o da onda de cheia entre Encantado e Estrela. Trata-se, portanto, de uma bacia com 

respostas sub-di§rias. 

Na bacia do Taquari-Antas, h§ dados telem®tricos hor§rios de precipita«o e n²veis coletados 

pela CPRM/SGB no per²odo 26/11/2015ï24/04/2019. Esses dados jamais foram utilizados para 

modelagem com RNAs no contexto de previs«o. Qual ser§ o desempenho em se utilizar 

exclusivamente esses dados para previs«o de n²veis no rio Taquari-Antas com RNAs? Al®m disso, 

ser§ que ® aplic§vel o uso de dados hor§rios para descrever eventos de inunda«o na bacia? 
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ês vezes filtros s«o utilizados para pr®-processar informa»es presentes em dados antes de 

fornecer ¨s RNAs. Os filtros agregam informa»es no tempo ou espao. Um novo filtro para 

agrega«o temporal de informa»es, chamado Filtro de M®dia M·vel Gama, ® aplicado. Ser§ que o 

FMMG ® vantajoso poderia apresentar vantagens em rela«o a outros presentes na literatura cient²fica? 

N«o raramente algumas esta»es do sistema de alerta deixam de transmitir dados. ês vezes 

isso ocorre durante eventos cr²ticos, eventos de inunda«o. Um modelo de previs«o resiliente deveria 

poder lidar com esses acontecimentos. Adicionalmente, uma proposta, chamada Ćrvore de RNAs, e 

os meios para a empregar s«o contemplados. £ poss²vel realizar previs»es em todos os momentos 

utilizando as Ćrvores de RNAs? 

1.3. Objetivo 

£ objetivo determinar a aplicabilidade de RNAs para previs«o em tempo atual de n²veis 

fluviais com vistas ao alerta de cheias para os postos do sistema de alerta da bacia do rio Taquari-

Antas/RS (SACE-Taquari), com uso exclusivo de dados da rede telem®trica existente.   
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2. REVISëO BIBLIOGRĆFICA 

A revis«o est§ organizada em sete partes: (2.1) descreve-se o contexto de inser«o da pesquisa, 

isto ®, sua problem§tica, origem e poss²veis medidas mitigadoras; (2.2) apresenta-se conceitualmente 

um sistema de alerta de eventos cr²ticos; (2.3) define-se e discute-se a previs«o; (2.4) conceituam-se 

modelos hidrol·gicos, apresentando uma classifica«o; (2.5) apresenta-se a modelagem com redes 

neurais artificiais; (2.6) descrevem-se algumas m®tricas para avalia«o de modelos; (2.7) apresentam-

se exemplos de sua aplica«o, trazendo compara»es feitas por outros autores, e, por fim, descrevem-

se trabalhos recentes de previs«o hidrol·gica na bacia do Taquari-Antas. 

2.1. Ocupa«o de §reas suscet²veis no Brasil 

Para tratar desse tema, certas defini»es s«o bem-vindas. A terminologia utilizada pelo 

escrit·rio de Estrat®gia Internacional das Na»es Unidas para Redu«o de Desastres (UNDRR, 2020) 

® um guia para universaliza«o de conceitos importantes do campo da redu«o de risco de desastres. 

Os seguintes s«o particularmente importantes nessa pesquisa: (1) desastre; (2) perda econ¹mica 

(direta ou indireta); (3) perigo, ou ameaa ï s«o as tradu»es usuais utilizadas no Brasil para ñhazardò 

(KOBIYAMA et al., 2006) ï e risco; e (4) suscetibilidade e vulnerabilidade. 

(1) Desastre ® uma perturba«o s®ria na atividade de uma comunidade devido  ̈intera«o entre 

um evento perigoso e condi»es de exposi«o e vulnerabilidade, que culmina em perdas ou impactos 

humanos, materiais, econ¹micos ou ambientais (UNDRR, 2020).  

(2) A perda econ¹mica ® classificada em direta ou indireta. Mais simples de ser medida, a 

primeira ® a estimativa, quase instant©nea, do valor monet§rio para recupera«o do patrim¹nio f²sico 

perdido ou destru²do. Isto ®, n«o leva em conta flutua»es econ¹micas no valor da recupera«o devido 

a efeito indiretos. A segunda ® o decl²nio no valor econ¹mico, consequente da perda econ¹mica direta 

e do impacto socioambiental. Essa pode ocorrer dentro e fora da regi«o, envolvendo um certo atraso, 

e ocorre em diferentes escalas: impactos microecon¹micos (decl²nio na receita devido a perturba»es 

do regime de trabalho), impactos mesoecon¹micos (decl²nio na receita devido ao desemprego 

tempor§rio ou a perturba»es nas cadeias de produ«o e fornecimento; vias interditadas) e impactos 

macroecon¹micos (aumento dos preos, aumento da d²vida p¼blica, impacto no mercado de a»es e 

no PIB). O impacto econ¹mico ® soma da perda econ¹mica direta e indireta (UNDRR, 2020). 

(3) Os termos perigo e risco s«o frequentemente utilizados como sin¹nimos, mas eles n«o s«o. 

H§ perigo quando ® sabido que um fen¹meno natural, ou uma atividade humana, pode causar danos 

(KOBIYAMA et al., 2006). Risco ® a probabilidade de perda esperada para uma §rea antropizada, 

devido ¨ presena iminente de um perigo. O risco ® fun«o do perigo, da exposi«o, da 

vulnerabilidade e, tamb®m, da capacidade de resistir ao fen¹meno, e, por isso, pode-se falar em 

manejar o risco.  
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(4) Suscetibilidade ® a propens«o, ou predisposi«o natural, de ocorr°ncia de um evento 

adverso. Vulnerabilidade ® a condi«o de um indiv²duo, uma comunidade, ou um patrim¹nio estar 

sujeito a impactos de perigos. Essa ® determinada por fatores f²sicos, socioecon¹micos e ambientais 

(UNDRR, 2020). 

A descri«o hipot®tica de Ogura e Macedo (2002) ® valiosa e did§tica: um fen¹meno extremo, 

como uma inunda«o, que costuma ocorrer numa regi«o (suscetibilidade) e ®poca conhecida, pode 

propiciar uma situa«o de perigo. Esse fen¹meno ser§ denominado de desastre natural se impactar 

uma popula«o, que estava vulner§vel. N«o havendo impactos para popula«o, ser§ considerado um 

evento natural (OGURA e MACEDO, 2002).  

Por que uma popula«o ocupa uma zona de suscet²vel? Historicamente, habita»es instalaram-

se ¨ beira de corpos h²dricos por raz»es log²sticas e b®licas. O f§cil acesso  ̈§gua para irriga«o de 

lavouras e tamb®m o potencial de transporte foram marcantes para a comercializa«o de bens e a 

explora«o das terras brasileiras (ROBAINA, 2013). J§ em per²odos posteriores, n¼cleos urbanos 

maiores formaram-se devido, entre outros fatores, ¨ crescente oferta de trabalho de f§bricas. 

Principalmente durante o processo de industrializa«o acelerado, p·s-d®cada de 1960, o 

crescimento ocorreu de maneira mais intensa e descontrolada. Na d®cada de 1980, instaurou-se uma 

nova popula«o urbana, a qual, por reflexo de investimentos reduzidos, careceu de infraestrutura 

(TUCCI et al., 1995). Apesar da exist°ncia de pol²ticas p¼blicas mais recentes como a lei nÜ 6.776 de 

1979, cujo Artigo 3Ü pro²be a ocupa«o em terrenos alagadios e sujeitos a inunda»es onde n«o haja 

medidas de controle (BRASIL, 1979), hoje ainda se identifica a ocupa«o dessas zonas ribeiras. 

O planejamento urbano em uma cidade, representado pelo plano diretor (lei), ® o eixo 

direcionador do crescimento urbano, estipulando-se os tipos de ocupa»es de cada zona (SILVA e 

ZAIDAM, 2004). Um uso para zonas inund§veis ® a recrea«o, como o futebol de v§rzea: usa-se a 

plan²cie de inunda«o para jogar futebol. Apesar da exist°ncia desse instrumento legal, existem ainda 

zonas suscet²veis ocupadas em diversas cidades. De fato, no contexto contempor©neo, Robaina (2013) 

descreve a exist°ncia de duas cidades: a legal, pautada por preceitos urban²sticos, como o saneamento 

b§sico; e a ilegal, cujos lotes s«o de menor valor e costumam abrigar classes sociais de baixa renda. 

Nem sempre ® a popula«o de baixa renda que ocupa zonas de risco, como plan²cies de inunda«o. 

Certos bairros nobres de cidades hist·ricas continuam ¨ beira de rios, e a op«o escolhida ® conviver 

com enchentes, como em Blumenau/SC ou em Veneza/It§lia.  

O desenvolvimento econ¹mico descontrolado em bairros pode tamb®m dirigir ¨ ocupa«o de 

§reas suscet²veis em um munic²pio ð e.g. classes de menor poder aquisitivo sendo foradas indireta 

ou diretamente a migrar para zonas de periferias devido ao aumento repentino de impostos sobre o 

terreno e o preo dos produtos na regi«o que moravam, e a falta de um plano diretor adaptativo 

(FURTADO, 2014). A esse processo d§-se o nome de gentrifica«o.  



6 

 

 

Por outro lado, mesmo a popula«o local esquece do perigo. A frequ°ncia irregular de eventos 

de inunda«o propicia uma falsa sensa«o de segurana ̈s vezes, levando  ̈fixa«o de novas moradias 

cada vez mais pr·ximas aos rios (ECKHARDT, 2008; GUASSELLI et al., 2013; TAPIA et al., 2014).  

Almejando mitigar alguns desses riscos associados a essa realidade ocupacional, s«o adotadas 

medidas de controle. Essas podem ser mais custosas, de car§ter estrutural ao alterar o meio ð e.g. 

barramentos e diques ð, ou menos custosas, de car§ter n«o-estrutural ao manter o corpo h²drico ð 

e.g. zoneamento, constru»es resilientes, palafitas, e sistemas de alerta (PEDROLLO et al., 2011).  

As medidas estruturais podem implicar em uma falsa sensa«o de prote«o aos beneficiados, 

e incentivar indiretamente a densifica«o da ocupa«o da zona de risco. As medidas n«o-estruturais 

n«o s«o projetadas para oferecer diretamente prote«o, mas para reduzir os preju²zos econ¹micos e, 

especialmente, pessoais (PEDROLLO et al., 2011). 

Pela perspectiva institucional, o Governo do Estado do Rio Grande do Sul objetiva integrar 

diferentes entidades que trabalham com o monitoramento, previs«o, preven«o e gest«o de desastres 

pelo SEGIRD ï Sistema Estadual de Gest«o Integrada de Riscos de Desastres. Unir bancos de dados 

e catalogar estudos j§ realizados pode auxiliar na preven«o, prepara«o, mitiga«o, e em a»es mais 

eficientes de resposta, contribuindo para uma cultura de conscientiza«o de desastres (SEMA, 2019). 

Enquanto o desenvolvimento de sistemas de alerta de inunda«o nacionais e continentais s«o 

uma realidade na Ćfrica, Am®rica do Norte e Europa, os sistemas da Am®rica do Sul operam at® os 

limites da bacia. O sistema de alerta para o estado do Rio Grande do Sul emite desde 2018 previs»es 

di§rias na Sala de Situa«o no Departamento de Recursos H²dricos do Estado, utilizando um modelo 

chuva-vaz«o com entradas de previs«o meteorol·gica do WRF, Weather Research and Forecasting 

model (FAN et al., 2019). 

2.2. Sistemas de alerta  

Sistemas de alerta objetivam providenciar informa»es quanto ¨ imin°ncia de algum evento 

potencialmente danoso em tempo oportuno para que outras medidas de segurana possam ser tomadas. 

Um sistema de alerta de cheias ® essencial para uma tomada de decis«o r§pida em zonas de risco 

quanto  ̈evacua«o preventiva de bens materiais e de pessoas (PEDROLLO et al., 2011). 

Um sistema de alerta de cheias pode ser visualizado em quatro inst©ncia (PEDROLLO et al., 

2011; GERMANO et al., 2015; SIQUEIRA, 2015b): monitoramento, centro de previs«o, prote«o e 

defesa civil e revis«o do sistema de alerta (representado na Figura 1). A primeira inst©ncia consiste 

em monitorar o estado da bacia. Se limiares de refer°ncia pr®-definidos s«o atingidos, previs»es s«o 

feitas e, podendo haver a emiss«o de boletins de previs«o. Esses servem ¨ Prote«o e Defesa Civil 

para a»es de evacua«o (e estimar posterior retorno) de pessoas e bens. A an§lise do desempenho do 

sistema como um todo visa ¨ adapta«o ¨ novas necessidades do sistema ð e.g. densificar a §rea de 



7 

 

 

controle, alterar o modelo de previs«o, ou mesmo refazer a curva-chave, que implica em hidrot®cnicos 

irem a campo para realizar medi»es (GERMANO et al., 2015). Dificilmente um Sistema de Alerta 

ser§ dado como pronto, finalizado, jamais revisto. 

Figura 1. Componente de um sistema de alerta de eventos cr²ticos. 

 

A CPRM/SGB opera seus sistemas segundo limiares de refer°ncia. As primeiras previs»es s«o 

realizadas em tempo atual a partir do momento em que o n²vel de aten«o ® atingido (representado 

pela linha horizontal marrom na Figura 1). Nesse momento, os n²veis previstos s«o informados ¨ 

Prote«o e Defesa Civil, e os operadores da rede preparam-se para eventuais manuten»es. O n²vel 

de alerta (linha horizontal amarela na Figura 1) indica grande risco de inunda«o e a frequ°ncia de 

emiss«o dos boletins de previs«o aumenta. O n²vel de inunda«o (vermelho na Figura 1) indica que 

haver§ preju²zos humanos ou materiais (SIQUEIRA, 2015b; GERMANO e MATOS, 2017; FINCK, 

2018). 

Como exemplo de sistemas de alertas, pode-se citar aqueles que v°m sendo instalados e 

operados pela Companhia de Pesquisa de Recursos Minerais (CPRM/SGB). Pode-se obter mais 

informa»es sobre esses sistemas na p§gina do SACE ï Sistema de Alerta de Eventos Cr²ticos. J§ 

foram instalados dezesseis sistemas, como apresentado na Figura 2. 
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Figura 2. SACE CPRM/SGB. 

 

Fonte: CPRM (2020). 

Chagas et al. (2014) descrevem a opera«o do SACE-Taquari. O monitoramento consiste em 

acompanhar tanto o estado da rede telem®trica que opera em tempo atual por GPRS (Servios Gerais 

de Pacote de R§dio) como tamb®m previs»es meteorol·gicas realizadas pelo INMET e o 

INPE/CPTEC ï e.g. previs»es do ETA (11 dias) 15 x 15 km. Os sistemas telem®tricos podem 

transmitir dados de 15 em 15 minutos. Dados hor§rios de outras institui»es ð e.g. AHSUL, INMET, 

e barramentos medem n²vel e vaz«o a montante e jusante ð t°m car§ter complementar. Os dados s«o 

consistidos, checando varia»es abruptas e persist°ncia longa de valores, comparando dados entre 

diferentes sensores, e averiguando limites m²nimos e m§ximos. Depois, comparam-se os dados de 

precipita«o com registos hist·ricos de refer°ncia entre regime de precipita«o antecedente e 

inunda«o consequente. Dois exemplos para Muum s«o: se precipitem 50 mm nos ¼ltimos 3 dias, 

70 mm nos ¼ltimos 7 dias e 14 dias, ent«o ® esperado um pico de cota maior que 1000 cm; se 

precipitem 90 mm nos ¼ltimos 3 dias, 105 mm nos ¼ltimos 7 dias e 125 mm nos ¼ltimos 14 dias, ® 

esperado um pico de cota maior que 1500 cm. Outro indicativo s«o os limiares de refer°ncia para 

cotas (aten«o, alerta e inunda«o) que foram definidos para o porto de Estrela. Se o n²vel de alerta ® 

atingido, a CPRM/SGB contata a Prote«o e Defesa Civil e emite boletins com previs»es. As de 2014 

advinham de modelos de regress«o linear m¼ltipla (RLM) com dados de entrada de vaz«o de esta»es 

de montante e com dado de sa²da sendo a vaz«o na esta«o de jusante para a qual se realizava a 

previs«o. Os alcances para Estrela eram feitos com at® 6 horas de anteced°ncia.  

Mundialmente, ag°ncias de previs«o contatam usu§rios e m²dia durante eventos, atualizando 

continuamente sobre condi»es na bacia (PAGANO et al., 2014). Semelhantemente, a CPRM/SGB 
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emite boletins. H§ mais de 60 boletins no portal do SACE-Taquari de 27/03/2016 at® 03/10/2018 

(CPRM, 2019). 

Al®m dos SACEs da CPRM/SGB, a Sala de Situa«o/RS, vinculada ¨ SEMA-RS, est§ inserida 

no futuro SEGIRD, monitora e prev° as condi»es meteorol·gicas no estado, utilizando uma rede de 

monitoramento em solo, radares meteorol·gicos e imagens de sat®lite. A Sala de Situa«o elabora 

boletins e emite avisos quanto  ̈ocorr°ncia de tempo severo e extremos hidrol·gicos para a Prote«o 

e Defesa Civil (SEMA, 2019). 

Previs»es s«o importantes para gerir os recursos h²dricos e para as a»es emergenciais de 

prote«o. Pedrollo e Pedrollo (2013) e Pagano et al. (2014) relatam dificuldades enfrentadas no 

desenvolvimento e opera«o desses sistemas, relatando tamb®m avanos desej§veis na §rea da 

previs«o hidrol·gica. O SACE do rio Ca² conta com previs»es de n²veis por RNAs (PEDROLLO e 

PEDROLLO, 2013). Neste trabalho, tr°s aspectos desej§veis aos modelos desenvolvidos s«o 

mencionados: (1) previs»es associadas ̈ incerteza; (2) modelos adaptativos tanto as mudanas na 

bacia quanto modifica»es na densidade da rede de aquisi«o (3) resili°ncia frente  ̈degrada«o da 

rede de aquisi«o de dados. Trabalhadores de ag°ncias de previs«o de eventos extremos de 24 pa²ses 

desenvolvidos e em desenvolvimento relataram quatro principais dificuldades que s«o enfrentadas: 

(1) obter o m§ximo dos dados dispon²veis (lidar com incertezas e informa»es incompletas); (2) 

realizar previs»es precisas utilizando modelos; (3) transformar previs»es hidrometeorol·gicas em 

avisos eficazes; (4) gerir o servio operacional (PAGANO et al., 2014). 

N«o ® incomum que postos de monitoramento danifiquem durante eventos extremos, justo 

quando a aquisi«o cont²nua de dados ® mais necess§ria para acompanhar a subida e a recess«o dos 

n²veis. Interpolar dados de precipita«o para compor uma entrada ¼nica de chuva m®dia na bacia pode 

ser uma abordagem, aos moldes da vaz«o simulada no posto fluviom®trico de Santo Ąngelo, na bacia 

do rio Iju²/RS em Oliveira et al. (2014). Alternativamente, ou estudo utilizou um modelo completo, 

CM ð utilizando todas as informa»es relevantes dispon²veis ð e uma s®rie de modelos parciais ð 

PM para cen§rios em que ocorra degrada«o do sistema de aquisi«o de dados (PEDROLLO, 2017). 

 

2.3. Previs«o 

A previs«o, pr§tica de estimar qual ser§ o estado futuro de um sistema, ® uma inst©ncia de um 

SACE. Em muitos trabalhos, as previs»es s«o classificadas em previs»es de curto prazo ð algumas 

horas at® alguns dias ð ou de longo prazo ð v§rias semanas ou mesmo meses (TUCCI, 2005; 

PEDROLLO, 2017).  

Esta variabilidade na defini«o das classes de previs«o hidrol·gica ® consequ°ncia das 

diferentes escalas de bacias para as quais se faz previs«o. Em uma bacia grande ð e.g. Uruguai 
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(FINCK, 2018) ou Paran§ ð o n²vel varia mais vagarosamente do que em bacias com tempo de 

concentra«o menor. Assim, t®cnicas de previs«o mais simples podem ser suficientes.  

As previs»es hidrol·gicas de longo prazo costumam estar associadas ¨ estimativa da demanda 

pelo recurso h²drico ou ¨ ocorr°ncia de estiagens. Essa pode ser realizada ao investigar a correla«o 

do fen¹meno clim§tico ENOS (El Ni¶o/Oscila»es do Sul) e s®ries de vaz»es afluentes a reservat·rios 

(CHIEW et al., 2003; KARAMOUZ et al., 2008; JAFARZADEGAN et al., 2014; PAGANO et al., 

2014; WANG et al., 2019). J§ as previs»es hidrol·gicas de curto prazo est«o geralmente relacionadas 

aos alertas de inunda«o (PAGANO et al., 2014; SIQUEIRA, 2015b; PEDROLLO, 2017).  

Previs«o em tempo atual, real-time forecasting, refere-se a prever com os dados dispon²veis 

mais recentes. Alguns autores (FAN, 2015; SIQUEIRA, 2015b) adotam ñtempo realò para o mesmo 

tipo de previs«o. Citam-se alguns exemplos de trabalhos no contexto de previs«o em tempo atual: 

Sistemas hidrol·gicos mudam constantemente e seu estado ® fonte de incerteza para modelos. 

Existem m®todos para atualizar modelos a essas altera»es. Esses mecanismos adicionam um vi®s a 

previs«o, baseado no erro recente entre as ¼ltimas realiza»es observadas e a previs«o que havia sido 

feita. Liu et al. (2016) testaram tr°s mecanismos de atualiza«o (AR, autorregressivo; RLS, m²nimos 

quadrados recursivos; e HUP, hydrologic uncertainty processor) para ajustar os dados de sa²da do 

modelo conceitual chuva-vaz«o Xinanjiang na bacia do reservat·rio de Baiyunshan (464 km2), China. 

Esse modelo prev° com uma, duas e tr°s horas de anteced°ncia. As m®tricas para tr°s horas de 

anteced°ncia melhoraram, com o coeficiente de determina«o (r2) e o erro relativo de 0,85 e 5,61% 

(sem atualiza«o) para 0,90 e 5,17% (AR); 0,91 e 4,80% (RLS); e 0,91 e 3,73% (HUP).  

Matos et al. (2014) referem-se  ̈previs«o em tempo atual como uma atualiza«o cont²nua das 

vari§veis de estado do sistema para prever o estado futuro. O efeito da §rea de controle em bacias 

embutidas foi avaliado para a previs«o, utilizando dados de precipita«o de uma grade (gerada com 

65 postos da regi«o) e s®ries de vaz»es para seis esta»es. O per²odo estudado foi o de 22/08/1989 at® 

01/06/1994. Foi desenvolvida uma RNA com seis entradas de vaz«o (esta«o Ponte M²stica e cinco 

outras a montante), uma entrada de precipita«o m®dia, e a vaz«o em Ponte M²stica um dia ¨ frente 

como sa²da. Concluiu-se maior a §rea controlada, melhores os resultados para previs«o.  

O tempo de propaga«o da onda de cheia entre dois postos fluviom®tricos afeta o maior 

alcance poss²vel par previs«o, quando os volumes propagados s«o relevantes. Indicativos desse tempo 

pode ser obtido com o coeficiente de correla«o de Pearson entre as s®ries hist·ricas de esta»es 

fluviom®tricas a jusante e a montante, considerando atrasos temporais de diferentes horas (chamados 

defasagens) como em Pedrollo et al. (2014). A defasagem de maior correla«o corresponde ao tempo 

de deslocamento entre os postos, e, assim, teoricamente, ao alcance m§ximo da previs«o com os 

postos fluviom®tricos. 
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£ not§vel a import©ncia da previs«o hidrol·gica n«o s· no contexto dos sistemas de alerta, 

mas tamb®m para a gest«o e o planejamento de recursos h²dricos, geralmente fazendo uso de previs»es 

de longo prazo (CHIEW et al., 2003; WANG et al., 2019). Prever o regime geral de vaz»es afluentes 

durante a esta«o de irriga«o para um reservat·rio pode permitir decis»es da gest«o h²drica melhor 

embasadas no risco (CHIEW et al., 2003). Em Wang et al. (2019) ® feita a previs«o da vaz«o m®dia 

do m°s vindouro com modelos emp²ricos, indicando vantagens em processar as s®ries de dados antes 

de aplicar m®todos de intelig°ncia artificial, como RNAs. Processar ® buscar atributos, ou ²ndices, na 

s®rie, podendo ser feito por an§lise espectral da s®rie. Analogamente, o uso de filtros de m®dia m·vel, 

como em Bravo et al. (2008), tamb®m ® um processamento das s®ries de dados. 

No Brasil h§ diversos ·rg«os que realizam previs»es e que possuem sua pr·pria rede de 

monitoramento de dados. Segundo Fan et al. (2016), isso ® decorr°ncia principalmente da aus°ncia 

de um sistema de previs«o continental utilizado por diferentes ag°ncias, como ® o caso do EFAS que 

® utilizado na Europa. Integrar as previs»es e as redes de monitoramento pode n«o s· complementar 

modelos j§ existentes, como tamb®m possibilitar previs»es em locais onde ela ainda n«o ® feita. 

2.4. Modelos hidrol·gicos 

Modelos tentam representar o funcionamento de um sistema. H§ uma cita«o geralmente 

atribu²da a Box (1976) que diz que ñtodos os modelos est«o errados, mas alguns s«o ¼teisò.  A 

utilidade est§ em auxiliar na tomada de decis«o. 

Os processos do ciclo hidrol·gico apresentam variabilidade espacial e temporal. Alguns 

desses processos podem ser abordados satisfatoriamente de maneira determin²stica. Outros requerem 

estat²stica para lidar com incertezas, devida tanto ao baixo grau de disponibilidade de informa«o 

quanto ̈  limitada capacidade humana em mensurar o estado exato do material de estudo. Uma 

maneira de classificar modelos hidrol·gicos ® aquela proposta por Chow et al. (1988). Os 

pesquisadores sugerem o uso de tr°s fatores para descrever o grau de simplifica«o de um modelo:  

(1) h§ considera«o da aleatoriedade? (determin²stico/estoc§stico);  

(2) h§ considera«o da variabilidade espacial? (concentrado/distribu²do);  

(3) h§ considera«o da variabilidade temporal? 

Al®m dessa classifica«o, Tucci (2005) tamb®m difere modelos de base f²sica e emp²rica. 

Assim, adicionando outro fator: (4) h§ considera«o de processos f²sicos? O Quadro 1 une essas 

diretrizes de classifica«o. 
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Quadro 1. Classifica«o de modelos hidrol·gicos 

 
Fonte: adaptado de Chow et al. (1988) e Tucci (2005). 

Modelos determin²sticos retornam a mesma sa²da para uma mesma entrada. Modelos 

estoc§sticos retornam uma distribui«o de sa²das poss²veis para um mesmo conjunto de entrada, 

podendo-se estimar a probabilidade de ocorr°ncia de eventos por faixas (TUCCI, 2005). Utilizar a 

estat²stica ® uma maneira de lidar com incertezas, por®m n«o ® a ¼nica (ZADEH, 1965). Tucci (2005) 

descreve o caos determin²stico: ¨s vezes, h§ tantas equa»es descrevendo um sistema que um pequeno 

abalo do estado inicial pode desencadear grandes mudanas. Edward Lorenz foi um meteorologista 

que trabalhou com previs«o meteorol·gica e caos. Dois estados iniciais pouco diferentes com um 

pequeno ñerro observacionalò podem evoluir para estados futuros t«o diferentes quanto se fossem 

sido selecionados ao acaso entre poss²veis estados do sistema (LORENZ, 1969).  

Modelos distribu²dos s«o aqueles que consideram o espao uma dimens«o cont²nua, como em 

grade. Os concentrados representam um espao fechado com uma vari§vel ¼nica representativa. H§ 

casos de modelos semidistribu²do, como o MGB-IPH, que particiona o espao em subespaos 

concentrados e concatenados, as minibacias (COLLISCHONN, 2001).  

Em um modelo independente do tempo, representa-se uma sequ°ncia de eventos hidrol·gicos 

que n«o interferem um com o outro. J§ um modelo correlacionado com o tempo representa uma 

sequ°ncia em que o pr·ximo evento ® parcialmente influenciado pelo evento atual e/ou possivelmente 

tamb®m por outros eventos anteriores (TUCCI, 2005). 

Ao passo que modelos conceituais utilizam somente equa»es f²sicas, modelos 

semiconceituais utilizam tamb®m equa»es emp²ricas, como as leis de Darcy (DARCY, 1856) e de 

Horton (HORTON, 1933). Modelos emp²ricos, por sua vez, relacionam um conjunto de vari§veis de 

entrada, com um conjunto de vari§veis de sa²da, sem preconceber explicitamente uma rela«o f²sica, 

e s«o por isso nomeados tamb®m de ñmodelos caixa-pretaò. Modelos conceituais costumam ser mais 

robustos e necessitar de uma descri«o mais fidedigna e espacialmente variada da bacia hidrogr§fica, 

possibilitando maior capacidade de extrapola«o para eventos n«o registrados, enquanto que aos 

modelos emp²ricos n«o se aconselha extrapola«o (LANNA e INDURSKY, 1983). Por outro lado, 

modelos emp²ricos, como os de RNAs, t°m o potencial de expor novas rela»es entre dados que at® 

 
Fator 

Grau de consideração 

Pouco  Bastante 

Aleatoriedade Determinísticos  Estocásticos 

Variabilidade Espacial Concentrado Semidistribuído Distribuído 

Variabilidade Temporal Independente do tempo  Correlacionado com tempo 

Processos físicos Empírico Semiconceitual Conceitual (ou físico) 
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ent«o n«o s«o conhecidas pela modelagem conceitual (OLIVEIRA et al., 2014). S«o abordagens 

diferentes, com diferentes qualidades. 

Uma das dificuldades de modelagem f²sico-conceitual emerge ao aplicar equa»es que foram 

concebidas para pequena escala ð e.g., a din©mica da coluna de infiltra«o do solo, med²vel na ordem 

de 0,1 m ð para simular o comportamento de um rio em uma bacia hidrogr§fica ð e.g. da ordem de 

1-100 km (PAGANO et al., 2014). Lidar com essas diferenas de escala ® frequentemente visto como 

um ñgrande impasseò (BEVEN, 2007).  

Al®m dessa dificuldade relacionada ¨ escala, mesmo o melhor modelo dispon²vel para 

descrever o sistema natural pode encontrar obst§culos na previs«o fluvial. Humanos interferem no 

ciclo hidrol·gico com barramentos, irriga»es, drenagem subsuperficial, transfer°ncias interbacias e 

bombeamentos de §gua subterr©nea (PAGANO et al., 2014). Na pr§tica, essas interfer°ncias 

costumam ser contabilizadas no ajuste de par©metros dos modelos conceituais, resultando, ¨s vezes, 

em uma descri«o certa do comportamento do sistema, mas baseada em par©metros f²sicos errados 

(ou irreais). Embora alguns pesquisadores relutem usar a abordagem emp²rica por acreditar que 

modelos f²sico-conceituais, ao apresentar bons resultados, est«o ñacertando por motivos certosò 

(equa»es f²sicas), n«o necessariamente os coeficientes f²sicos ajustados a partir da s®rie de dados s«o 

aqueles do sistema real (KIRCHNER, 2006). 

Diversos trabalhos comentam sobre a necessidade de extensa s®rie de dados e de atentar aos 

limites dos eventos utilizados durante o desenvolvimento do modelo emp²rico (BRUN e TUCCI, 

2001; DORNELLES, 2007; SIQUEIRA, 2015b). No contexto do curto prazo, quando a bacia n«o ® 

grande, modelos emp²ricos podem ser prefer²veis (LANNA e INDURSKY, 1983). 

RNAs s«o modelos emp²ricos por n«o representar a priori de maneira expl²cita rela»es f²sicas 

entre as vari§veis. Justamente por n«o estarem sujeitas a uma rela«o fixa de equa»es hidrol·gicas 

espec²ficas, elas podem reafirmar o que ® cientificamente sabido e indicar espao para avano 

cient²fico ao que j§ se sabe dos processos f²sicos. Al®m disso, existem t®cnicas para ñabrir a caixa-

pretaò e realizar sua interpreta«o (JAIN e KUMAR, 2009). 

Alguns princ²pios importantes da pr§tica da modelagem s«o apresentados em Box (1976). Um 

cientista n«o deve se apaixonar por seu modelo. O conhecimento nasce de teorias que precisam ser 

reformuladas frente a novas discrep©ncias factuais encontradas. Geralmente atribu²do a Occam, 

fil·sofo do s®c. XIV, um dos princ²pios, conhecido como a ñnavalha de Occamò, que guiam a 

modelagem ® a parcim¹nia: j§ que nenhum modelo pode estar perfeitamente correto, ® de se buscar 

sempre o modelo mais econ¹mico. Box (1976) sugere que se deve desenvolver modelos simples e 

valiosos, enquanto o excesso de parametriza»es e a superelabora«o devem ser evitadas. Outro 

princ²pio ® identificar e diferenciar grandes e pequenos erros (BOX, 1976). 
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2.5. Redes neurais artificiais 

Redes neurais artificiais (RNA) s«o estruturas de processamento paralelo e distribu²do de 

informa«o, compostas por n·s de entrada, elementos de processamento e n·s de sa²da, os quais s«o 

interconectados por conex»es na forma de um grafo direcionado (HECHT-NIELSEN, 1990). Com 

intuito de apresentar a origem, o desenvolvimento e algumas peculiaridades das redes neurais 

artificiais do tipo Perceptron de M¼ltiplas Camadas (RNA MLP) utilizadas neste trabalho, 

apresentam-se os itens: 

¶ Hist·rico 

¶ Aproximador Universal 

¶ Treinamento, Valida«o e Verifica«o 

¶ Filtros 

Salienta-se que a §rea das RNAs ® vasta e arquiteturas al®m da MLP n«o s«o abordadas aqui. 

Outras obras que podem ser consultadas para tal: Haykin (1994) e Braga et al. (2007). 

2.5.1. Hist·rico 

O in²cio dos estudos das RNAs ® atribu²do ao psic·logo e neurofisiologista Warren McCulloch 

e ao matem§tico Walter Pitts (1943). Segundo as bases da neurofisiologia da ®poca, o sistema nervoso 

seria constitu²do por uma rede de blocos fundamentais, chamados de neur¹nios, cada qual possuindo 

dendritos, soma e ax¹nio. O sistema nervoso trataria de interpretar e responder aos est²mulos 

chegados do mundo externo ao sistema, o que ocorreria atrav®s da transmiss«o de pulsos el®tricos. 

Esses pulsos chegariam a um neur¹nio pelos dendritos, e seriam concentrados na soma. Se durante o 

per²odo de adi«o latente (<0,25 ms) se instaurasse uma diferena de potencial maior que um 

determinado limiar, particular de cada neur¹nio, ent«o o pulso el®trico seria disparado adiante. O 

pulso el®trico seria, ent«o, disparado da soma, para o ax¹nio, atravessaria a sinapse, onde encontraria 

os dendritos do pr·ximo neur¹nio, como retratado na Figura 3. 

Figura 3. Rede neural biol·gica e alguns componentes.  
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Identificou-se uma caracter²stica bin§ria associada ao funcionamento dos neur¹nios: ou o 

neur¹nio dispara, ou n«o dispara. Devido a esse ñtudo ou nadaò, McCulloch e Pitts (1943) propuseram 

que se poderia tratar a atividade dos neur¹nios biol·gicos, em termos pr§ticos, por l·gica 

proposicional (nega«o, disjun«o, conjun«o ï Figura 4). Cada esp®cie de proposi«o deferiria na 

natureza das conex»es entre os neur¹nios. Outra contribui«o importante que seguiu ® que diferentes 

redes poderiam reproduzir o mesmo padr«o de proposi«o, por®m algumas demorariam mais que 

outras. 

Figura 4. Neur¹nios e proposi»es l·gicas: conjun«o, disjun«o e nega«o. 

 

 

Fonte: adaptado de McCulloch e Pitts (1943). 

Facilita«o-inibi«o e aprendizado s«o altera»es que ocorrem em redes neurais biol·gicas e 

foram duas dificuldades que emergiram durante a formula«o desse modelo artificial pioneiro. Ambas 

s«o fen¹menos de modifica»es da rede devido ¨ atividade passada. A primeira ® governada por 

potenciais residuais e concentra»es i¹nicas, e a segunda por mudanas duradouras dos limiares 

biol·gicos. Os autores apontam que essas podem ser representadas pela substitui«o fict²cia, por®m 

equivalente, com mais redes de neur¹nios, mantendo ainda assim os limiares n«o alterados. 

Posteriormente, essas quest»es sobre o aprendizado foram aprofundadas por outros trabalhos. 

Em The Organization of Behaviour (HEBB, 1949), ® proposto que o aprendizado de redes 

neurais biol·gicas ocorre atrav®s de reestrutura«o celular de sinapses, ou, em outras palavras, atrav®s 

da altera«o das conex»es entre neur¹nios. Assim, um est²mulo outrora inadequado torna-se adequado. 

Hebb cunhou o conceito de plasticidade sin§ptica. Essa teoria veio a ser conhecida como regra de 

Hebb.  

Como organismos superiores tem a capacidade de reconhecimento perceptivo, generaliza«o, 

relembrar e pensar? Com esse questionamento, Rosenblatt (1958) introduz o perceptron. Inspirado 

no olho humano, o autor apresenta o perceptron ·ptico, composto pelas seguintes etapas: retina, §rea 

de proje«o-associa«o (AP-A) e resposta (R1 e R2) (Figura 5). 
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Figura 5. O perceptron ·ptico. 

 

Fonte: adaptado de Rosenblatt (1958). 

Um dos exemplos de regras de treinamento descritas ® aquele para sistemas univalentes: as 

redes s«o criadas aleatoriamente (linhas cinzas), e cada est²mulo exterior captado pela retina provoca 

aos neur¹nios ativos reforos positivos em caminhos similares (linhas cont²nuas) e reforos negativos 

em caminhos n«o utilizados (linhas pontilhadas). Probabilisticamente, ap·s est²mulos suficientes, a 

estrutura do perceptron converge para caminhos que levam marcadamente para R1 ou R2. No jarg«o, 

diz-se que o perceptron ® capaz de aprendizado heur²stico. Assim, o autor descreve o potencial de 

forma«o espont©nea de conceito (mais tarde nomeado de treinamento n«o-supervisionado).  

Por fim ® tratado o caso dos sistemas bivalentes: independente de ativo ou n«o ativo, cada 

caminho pode ser reforado positivamente ou negativamente segundo um agente externo. Esse 

sistema ® semelhante ao que seria mais tarde denominado de treinamento supervisionado, que ® 

utilizado na presente pesquisa. Desta maneira um ser vivo ® capaz de aprender conceitos. 

At® ent«o as fun»es de ativa«o que descreviam o comportamento dos neur¹nios eram 

discretas: ou o neur¹nio estava ativo, ou inativo. Utilizando fun»es de ativa«o cont²nuas e lineares, 

Widrow e Hoff (1960) desenvolveram o ADALINE, m§quina de Adapta«o Linear, um dispositivo 

com um termo independente e 16 entradas regul§veis (n·s de entrada), as quais, ao serem expostas a 

um padr«o k (est²mulo), retornam uma sa²da com um erro associado, como retratado na Figura 6.  

Figura 6. A m§quina ADALINE. 

 

Fonte: adaptado de Widrow e Hoff (1960). 

Para o dispositivo funcionar com efic§cia, ® necess§rio que se regulem os pesos de entrada 

(wi). Partindo da equa«o do erro quadr§tico em fun«o dos pesos dos n·s de entrada e do termo 

independente,  

 Ὡ Ὕ ύȟ ύȟ ὖzȟ  (1) 
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Em que: 

Ὡ ï  Erro m®dio quadr§tico associado ao padr«o k 

Ὕ ï  Reposta-objetivo, target 

ύ  ï  Peso sin§ptico do termo independente, weight 

ύȟ ï  Peso sin§ptico da entrada i, weight 

ὖȟ ï  Sinal da entrada i, aplicando o padr«o k, pattern 

 ï  Fun«o de ativa«o utilizada 

 

os autores diferenciaram parcialmente o erro quadr§tico em rela«o a cada peso, aplicando a regra da 

cadeia, 

Ὡ

ύȟ

Ὡ


ᶻ



ύȟ ὖzȟ
ᶻ
ύȟ ὖzȟ
ύȟ

 

 
Ὡ

ύȟ
ςz Ὡ ᶻ ύȟ ὖzȟ ᶻὖȟ  (2) 

 

O erro quadr§tico ® uma hipersuperf²cie de grau dois, e os autores apresentaram as derivadas 

parciais de forma anal²tica, as quais apontam o caminho de maior varia«o dessa superf²cie. Dada a 

entrada de um padr«o k, pode-se estimar qual a mudana que deve ser empregue a cada peso sin§ptico 

(wi) para minimizar o erro quadr§tico referente a esse padr«o k.  

 ɝύ ʐz Ὡᶻ ύȟ ὖzȟ ὖzȟ ʐz  ὖzȟ (3) 

Em que: 

ʐ ï  Taxa de aprendizado a ser definida 

ï  Delta associado ao treinamento para o padr«o k, (Ὡᶻ  ύȟ ὖzȟ  

 

Esse m®todo de procura de um ponto de m²nimo se chama regra delta, ou regra do gradiente 

descendente. O algoritmo demonstrou capacidade de aprendizado de padr»es, e mesmo com a adi«o 

de ru²dos os padr»es puderam ser generalizados at® certo grau. Sobre limita»es, um ADALINE ¼nico 

talvez n«o reconhea uma gravata verde e uma camisa xadrez em fotos, mas dois ADALINE em 

paralelo podem reconhecer uma gravata verde e/ou uma camisa xadrez (WIDROW e HOFF, 1960). 

Minsky e Papert publicaram Perceptrons (1969), no qual discutiram rigorosamente os limites 

dos perceptrons. O objetivo de uma rede ® mapear padr»es de entrada para desejados padr»es de sa²da. 

Um perceptron n«o pode mapear certos padr»es n«o-lineares (simetria, paridade e conectividade), 

como o operador l·gico de disjun«o exclusiva (XOR). A falta de um procedimento simples e 

gen®rico para treinar redes de tr°s ou mais camadas, an§logo ¨quele da regra delta para redes sem 
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camadas internas, instaurou uma situa«o de congelamento de recursos. Na se«o ñ13.2 Other 

Multilayer Machinesò, ao discutir sobre perceptrons com m¼ltiplas camadas, Minsky e Papert (1969) 

afirmaram haver um problema estrat®gico em usar m¼ltiplas camadas:  

O perceptron j§ se provou valioso apesar de suas severas limita»es. Ele tem v§rias 

caracter²sticas que atraem a aten«o: sua linearidade, seu teorema de aprendizado intrigante; 

sua simplicidade paradigm§tica como um tipo de computa«o paralela. N«o h§ nenhuma 

raz«o para supor que qualquer uma dessas virtudes se manteria nas vers»es de m¼ltiplas 

camadas. No entanto, n·s consideramos um problema de pesquisa importante elucidar (ou 

rejeitar) nosso julgamento intuitivo de que a óextens«o seria est®rilô. Talvez algum teorema 

de converg°ncia poderoso ser§ descoberto, ou alguma profunda raz«o para a falha em 

produzir um óteorema de aprendizadoô interessante para a m§quina multicamadas ser§ 

encontrado (MINSKY e PAPERT, 1969, p. 231). 

As redes neurais profundas (3 ou mais camadas) voltaram  ̈tona duas d®cadas depois, quando 

procedimentos para seu treinamento foram desenvolvidos. Rumelhardt et al. (1986) apresentaram um 

algoritmo de retropropaga«o que generaliza a regra delta, retropropagando os erros da ¼ltima camada 

para pen¼ltima camada. O erro na pen¼ltima camada ® a varia«o do erro quadr§tico de sa²da em 

fun«o dos estados da pen¼ltima camada, que, matematicamente, ® expresso como: 

 Ὡ
Ὡ

ί

Ὡ


ᶻ



ύ ίz
ᶻ
ύ ίz

ί
Ὡ ᶻ ύ ίz ύz  (4) 

 

Os autores comentam que esse m®todo n«o converge t«o r§pido quanto aqueles que utilizam 

derivada de segunda ordem, mas s«o bem mais simples e de f§cil implementa«o. Tamb®m, 

significativo ganho pode ser obtido adicionando um termo que depende da ¼ltima altera«o feita nos 

pesos o qual, por sua vez, acelera o treinamento em superf²cies de erro muito planas e evitar a 

oscila«o de pesos. Esse termo ficou conhecido como o termo do momento de in®rcia: 

 ɝύὸ ʐz z ὖ ɻz ɝ×Ô ρ (5) 

Em que: 

ɝ×Ô ρ ï  Passo aplicado no ciclo anterior 

ɻ   ï  Coeficiente do momento de in®rcia a ser definido 

 

Vogl et al. (1988) demonstram que tr°s modifica»es podem acelerar muito a taxa de 

converg°ncia do algoritmo retropropaga«o de Rumelhardt et al. (1986). A primeira trata de atualizar 

os pesos sin§pticos apenas depois que todo conjunto de treinamento ® apresentado (por batelada) ao 

inv®s de a cada registro apresentado. A segunda consiste em definir regras que variam a taxa de 

aprendizado dinamicamente segundo o desempenho do ciclo anterior, respondendo melhor a 

topografia do problema ao evitar m²nimos locais (nomeada de taxa heuristicamente variada). A 

terceira consiste em anular o termo de momento se o ¼ltimo ciclo piorou o desempenho. Anular ele, 

implica em realizar uma pesquisa mais local, desconsiderando a dire«o que foi tomada anteriormente 

que levou a um aumento no erro. O m®todo demonstrado em Vogl et al. (1988) pode ser chamado de 
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retropropaga«o conjugada, pois utiliza a taxa heuristicamente variada e o termo de momentos 

apresentado por Rumelhardt et al. (1986).  

 

2.5.2. Aproximador universal 

A partir do teorema de Kolmogorov (1957), que trata da representa«o de fun»es cont²nuas 

arbitr§rias do cubo n-dimensional para os n¼meros reais em termo de fun»es cont²nuas 

unidimensionais, Hecht-Nielsen (1987) apresentou uma reinterpreta«o para RNAs, que ficou 

conhecida como ñTeorema de Exist°nciaò, ou ñTeorema de Kolmogorov-Nielsenò. Em livre tradu«o, 

segue o enunciado por Hecht-Nielsen (1987): ñDada qualquer fun«o cont²nua ū : I n Ÿ R m, ū(x) = 

y, em que I ® o intervalo-unidade fechado [0,1] (I n, portanto, o cubo n-dimensional), ū pode ser 

implementada exatamente por uma RNA de tr°s camadas, possuindo n elementos de processamento 

na camada de entrada (x), 2n+1 elementos de processamento na camada interna e m elementos de 

processamento na camada de sa²daò . 

Hornik (1991) apresentou o ñTeorema da aproxima«o universalò, dando um passo em dire«o 

¨ aplica«o das RNAs. No teorema ® abordada a capacidade de aproxima«o das RNAs, ao inv®s de 

uma representa«o exata, como no Teorema de Kolmogorov-Nielsen. Em livre tradu«o segue o 

enunciado por Hornik (1991): ñDada uma relação mensurável r: Rn Ÿ Rm, existe uma RNA de uma 

única camada interna que pode aproximar a relação com qualquer crit®rio de aproxima«o Lp(ɛ), 

desde que um número suficiente de neurônios internos estejam disponíveis e adequadamente 

treinados e suas fun»es de ativa«o sejam cont²nuas, limitadas e n«o-constantesò .  

Uma fun«o de ativa«o popularmente utilizada ® a sigmoide unipolar. Para realizar o 

treinamento de uma RNA, ® preciso calcular a regra delta e retropropagar o erro novamente para cada 

ciclo. Nestes c§lculos se faz necess§rio utilizar a fun«o de ativa«o e tamb®m sua derivada. 

Vantajosamente, a derivada da sigmoide unipolar pode ser escrita analiticamente. 

Æὼ
ρ

ρ Ὡ
  

ÆØ Æὥ ὥz ρ ὥ ȿ Á
ρ

ρ Ὡ
  

 

 

Ser um aproximador universal torna as RNAs valiosas para previs«o. J§ que RNAs MLP 

podem mapear qualquer rela«o de entrada e sa²da e esse mapeamento depender do bom ajuste dos 

pesos sin§pticos, n«o estando restrito a par©metros de equa»es pr®-concebidas da modelagem f²sico-

conceitual, as RNAs MLP podem apresentar uma das quatro caracter²sticas desejadas em ag°ncias de 

previs»es em 24 pa²ses desenvolvidos e em desenvolvimento: obter o m§ximo poss²vel dos dados 

dispon²veis (PAGANO et al., 2014). As outras caracter²sticas s«o descritas no item 4.2. 

 



20 

 

 

2.5.3. Treinamento, valida«o e verifica«o 

Um impasse das RNAs ® o sobreajustamento dos dados (overfitting). RNAs iniciam o 

treinamento tipicamente mapeando as entradas para uma superf²cie plana. Posteriormente, o 

mapeamento fica mais detalhado, mostrando vales e picos, enquanto ainda mantendo uma boa 

capacidade de interpola«o dentro do dom²nio. Treinamento excessivo conduz a mapeamentos exatos 

e perda da capacidade de generaliza«o, comprometendo a aplica«o do modelo para outros valores 

n«o usados no treinamento, mesmo que dentro do dom²nio desse (HECHT-NIELSEN, 1990). 

O m®todo da valida«o cruzada pode contornar esse efeito indesejado (HECHT-NIELSEN, 

1990), dividingo os dados em tr°s conjuntos: treinamento, valida«o e verifica«o. O treinamento ® 

realizado com o primeiro conjunto, e, concomitantemente, testa-se a rede a cada ciclo com o conjunto 

de valida«o. Se a m®trica de desempenho deixa evidentemente de melhorar para o conjunto de 

valida«o, o treinamento ® interrompido (Figura 7). 

Figura 7. Sobreajustamento de uma rede. 

 

Fonte: adaptado de Hecht-Nielsen (1990). 

 

Quanto  ̈divis«o desses conjuntos, em alguns trabalhos, os registros foram divididos numa 

raz«o de 2:1:1 (DORNELLES, 2007; OLIVEIRA et al., 2013; PEDROLLO, 2017). Por®m, h§ casos 

em que a falta de dados forou os autores a adotar outras propor»es. Bravo et al. (2008) 

desenvolveram uma RNA para prever vaz»es afluentes ao reservat·rio de Furnas com entradas de 

previs«o de precipita«o do ETA. J§ que os 260 dados dispon²veis de previs«o de precipita«o do ETA 

limitariam a quantidade de registros entrada-sa²da, utilizou-se precipita»es observadas como 

previs«o de precipita«o para o conjunto de treinamento e valida«o, e previs»es reais de precipita«o 

para verifica«o, culminando na seguinte raz«o de conjuntos de 2461:1548:260.  

De qualquer maneira, a divis«o nos tr°s conjuntos ® um meio para n«o comprometer a 

capacidade de generaliza«o. A etapa de treinamento e valida«o pode ser vista, assim, como a 
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calibra«o do modelo. Avalia-se o desempenho final apenas com o conjunto de verifica«o, que n«o 

faz parte do treinamento e valida«o nem da defini«o da arquitetura (HECHT-NIELSEN, 1990).  

 O conjunto de treinamento precisa dos valores extremos das entradas e sa²das, pois RNAs n«o 

s«o indicadas para extrapola»es fora do dom²nio de treinamento (PEDROLLO, 2017).  O conjunto 

de verifica«o precisa de alguns eventos extremos para verificar que o treinamento garantiu uma boa 

generaliza«o destes eventos de menor frequ°ncia (como exemplo, inunda»es), os quais, no caso da 

previs«o hidrol·gica, s«o t«o onerosos (ECKHARDT, 2008).  

 J§ que o algoritmo de treinamento depende do conjunto de pesos iniciais, diferentes 

abordagens podem ser utilizadas para evitar m²nimos locais: variar a taxa de aprendizado, adicionar 

um termo de momento, ou ru²do aos dados (BRAGA et al., 2007). Outra abordagem ® repetir o 

treinamento novos pesos aleat·rios e escolher a RNA que mais se adequou ao conjunto de valida«o, 

como em Dornelles (2007) e Oliveira et al. (2014).  

 

2.5.4. Filtros 

O estado de uma vari§vel pode depender de uma combina«o dos estados passados de uma 

outra vari§vel ð e.g. n²vel do rio e regime recente de precipita«o. Para descrever estados passados 

de uma vari§vel sem usar v§rias entradas em tempo subsequente, filtros temporais sintetizam 

informa«o em uma ¼nica entrada, visando parcim¹nia. Filtros s«o operadores matem§ticos, como, 

por exemplo, chuva acumulada nas ¼ltimas 48 horas. Exemplos de filtros temporais s«o encontrados 

em Bravo et al (2008), Oliveira et al. (2015b) e Oliveira et al. (2017). 

Uma maneira ® utilizar a m®dia dos dados de precipita«o mais recentes, isto ®, aplica-se um 

Filtro de M®dia M·vel Uniforme (FMMU) para a s®rie de precipita«o de cada esta«o. A m®dia de 

precipita»es mais recentes ® calculada segundo a janela m·vel (jn). Se ñjnò fosse 12, ent«o, com a 

passagem do filtro, seria substitu²do cada precipita«o no tempo ñtò pela m®dia dos ¼ltimos 11 dados 

e da precipita«o no tempo ñtò, como realizado no trabalho de Bravo et al. (2008) em que um dos n·s 

de entrada foi a precipita«o acumulada nos ¼ltimos doze dias, anteriores ao dia da previs«o. 

 Moore (1982) prop»e utilizar um Filtro de M®dia M·vel com decaimento Exponencial 

(FMME) das precipita»es antecedentes para estimar a umidade do solo como uma alternativa a 

outros m®todos que a estimam pelo balano h²drico, utilizando vaz«o e evapora«o. A hip·tese do 

FMME ® que precipita«o mais recentes s«o exponencialmente mais importantes para descrever a 

umidade do solo. O par©metro de meia-vida (mv) do FMME define at® qual momento do passado as 

precipita»es passadas mais recentes somar«o metade da import©ncia para a s®rie filtrada.  

 &--% ρ ʇ &z--% ʇz 0 (6) 

Em que: 

&--%  ï  Filtro da m®dia m·vel com decaimento exponencial no instante t 
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0  ï  Precipita«o no instante t 

ʇ  ï  Coeficiente de decaimento relacionado ao tempo de meia vida, tal que 

 

 ʇ ρ  
ρ

ς

Ⱦ

 (7) 

Em que: 

ῳὸ  ï  Passo de tempo da s®rie de precipita«o 

ÍÖ  ï  Tempo de meia vida (50%) 

 

Oliveira et al. (2015c) analisaram a import©ncia de certos dados de entrada para simular a 

vaz«o m®dia di§ria. Aplicar o FMME para precipita«o obteve destaque por extrair informa»es mais 

proximamente relacionadas com a vaz«o do que utilizar o pr·prio dado bruto de precipita«o. 

2.6. M®tricas para avalia«o 

H§ diversas m®tricas sendo sugeridas na literatura cient²fica para analisar modelos, algumas 

ad hoc (KITANIDIS e BRĆS, 1978; MORIASI et al., 2007). Cada m®trica avalia aspectos 

ligeiramente diferentes: algumas avaliam em fun«o de momentos de primeira ordem; outras avaliam 

a vari©ncia e covari©ncia, ou comparam o modelo desenvolvido com modelos hipot®ticos. N«o h§ 

crit®rios claros que indiquem quando o desempenho do modelo ® aceit§vel, bom e muito bom 

(RITTER, 2013). Assim, a avalia«o de modelos acaba por vezes sujeita ¨ subjetividade. Alguns 

autores, por exemplo, sugeriram metodologias com valores lim²trofes para algumas das m®tricas 

(SINGH et al., 2004; MORIASI et al., 2007; RITTER, 2013). Neste ¼ltimo trabalho, por exemplo, 

defende-se que a raiz do quadrado do erro m®dio e o erro m®dio absoluto s«o apropriados para a 

avalia«o de modelos, e que esses valores podem ser considerados baixos se forem menores que a 

metade do desvio padr«o dos dados observados. 

Alguns pesquisadores buscam um consenso do que se espera de uma boa metodologia de 

avalia«o para modelos hidrol·gicos: ela deve abranger pelo menos uma an§lise gr§fica, uma m®trica 

adimensional e um ²ndice de erro absoluto com informa«o do desvio padr«o dos dados observados 

(LEGATES e MCCABE, 1997; RITTER, 2013). Tr°s abordagens comumente usadas para a an§lise 

gr§fica de modelos s«o: traar e comparar (1) a s®rie observada e a modelada no tempo, (2) as curvas 

de perman°ncia do observado com calculado (ou frequ°ncia acumulada), ou (3) a s®rie observada 

contra a modelada, examinando o quanto os pontos ficam na linha identidade 1:1 (MORIASI et al, 

2007; RITTER, 2013). E, destas identificar se h§ alguma tend°ncia de vi®s. 

O coeficiente de efici°ncia de Nash-Sutcliffe (1970) ® uma m®trica adimensional 

tradicionalmente utilizada para a avalia«o de modelos hidrol·gicos. An§logo ao coeficiente de 
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determina«o, compara-se o erro quadrado dos erros da s®rie modelada com os desvios observados 

em rela«o  ̈m®dia hist·rica, expressando a propor«o da vari©ncia dos dados observados que s«o 

representados pelo modelo (LANNA e INDURSKY, 1983). NS pr·ximo a 1 indica que o erro da s®rie 

modelada ® m²nimo perante a vari©ncia natural dos dados observados. NS zero indica que o modelo 

tem tanta precis«o quanto um modelo hipot®tico que sempre adota a m®dia observada como previs«o. 

NS negativo indica que utilizar a m®dia como previs«o seria melhor que o modelo concebido. 

 

 .3
В1 1 В1 1

В1 1
ρ
В1 1

В1 1
 (6) 

 

H§ muitas varia»es dessa m®trica em que os dados de entrada sofrem transforma»es, ou 

mesmo que a pr·pria equa«o ® modificada para, por exemplo, diminuir a sensibilidade da m®trica 

para desvios extremos (LEGATES e MCCABE, 1997; RITTER, 2013). Essas modifica»es s«o 

pouco utilizadas em compara«o com o NS original (MORIASI et al., 2007). 

As duas pr·ximas m®tricas expressam o erro da s®rie modelada. A m®dia do erro (ME), mean 

error, avalia se o modelo costuma superestimar ou subestimar a s®rie observada (Eq. 7). A m®dia do 

erro absoluto (MEA), mean absolute error, serve para verificar em quanto (valor absoluto) o modelo 

em m®dia se equivoca da s®rie observada (Eq. 8). Idealmente, esperar-se-ia que um bom modelo 

apresentasse a m®dia do erro e a m®dia do erro absoluto nulas. 

-%
ρ

Î
ᶻ 1 ȟ 1 ȟ  (7) 

-%!
ρ

Î
ᶻ 1 ȟ 1 ȟ (8) 

A m®dia do erro absoluto n«o permite perceber a rela«o com a unidade do dado, como a 

m®dia, em percentil, do erro absoluto, ou mean absolute percentage error, MPEA (Eq. 9). Trata-se 

uma normaliza«o, uma adequa«o ¨ grandeza dos dados, que ® realizada ao adicionar a Qobs,i  como 

divisor do argumento do somat·rio na Eq. 8.  

-0%!
ρ

Î
ᶻ

1 ȟ 1 ȟ

1 ȟ
 (9) 

Outras m®tricas indicam o erro n«o ultrapassado 90, ou 95% do tempo ð E90 e E95, 

respectivamente. Em Pedrollo e Pedrollo (2013) utilizou-se o E90 para avaliar o desempenho de redes 

neurais desenvolvidas para a bacia do rio Ca². Comenta-se, por®m, que se deve tomar cuidado ao tirar 

conclus»es sobre um modelo, pois, embora o E90 apresente valores aparentemente encorajadores, 
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isso n«o garante que extremos ser«o bem previstos ð i.e. os 10% n«o considerados podem ser justo 

aquelas cotas extremas mais problem§ticas e importantes que potencializam os danos ¨ popula«o. 

Analisar a distribui«o dos erros (ou quantis dos erros) ® uma maneira de inferir a qualidade de um 

modelo, e se esse est§ tendendo a superestimar ou subestimar a previs«o de cotas. Em trabalho recente 

Pedrollo (2017) utilizou o EA95, erro absoluto n«o ultrapassado 95% do tempo, em sua avalia«o 

para modelos de redes neurais artificiais para o munic²pio de Estrela-RS. 

Outra estat²stica tamb®m mais rigorosa, utilizada no contexto de previs«o de curto prazo, ® 

aquela do coeficiente de persist°ncia (KITANIDIS e BRĆS, 1978). Enquanto a m®trica NS compara 

o modelo de previs«o com um modelo hipot®tico que sempre prev° a m®dia dos dados observados, o 

coeficiente de persist°ncia compara a previs«o realizada com o ¼ltimo dado medido. O modelo 

hipot®tico de persist°ncia segue o processo de Wiener (a vari©ncia aumenta linearmente com o tempo) 

e, portanto, a melhor estimativa futura ® dada pela ¼ltima medi«o. A anteced°ncia ® j. 

 0Ê ρ
В 1 ȟ 1 ȟ

В 1 ȟ 1 ȟ

 (10) 

 

Outro coeficiente ® o coeficiente de extrapola«o (KITANIDIS e BRĆS, 1978). Ele compara 

a previs«o com a extrapola«o dos ¼ltimos dados medidos. A maneira mais simples ® utilizando uma 

extrapola«o linear das duas medi»es mais recentes. Q2, i ® a previs«o realizada com uma reta 

ajustada ¨s ¼ltimas duas medi»es. 

 

 
,Ê ρ

В 1 ȟ 1 ȟ

В 1 ȟ 1ȟ
 

 

(11) 

Analisando publica»es da §rea hidroambiental, Moriasi et al. (2007) sugeriram limites por 

categorias qualitativas de desempenho para algumas m®tricas, como o NS: muito bom, bom, 

satisfat·rio e n«o satisfat·rio.  Para previs«o hidrol·gica em SACEs, o desempenho desejado ® 

rigoroso e est§ relacionado aos eventos raros, os eventos extremos. Assim, metodologias tradicionais 

podem indicar m®tricas ñ·timasò, mas apresentar um erro grande, por®m muito raro, de cotas 

extremas. Por isso, deve-se analisar justamente as situa»es de picos dos eventos hidrol·gicos 

extremos. Analisar tamb®m a distribui«o de erros ® uma maneira de averiguar isto. 

2.7. Exemplos de Aplica»es das RNAs 

Os trabalhos de aplica»es de RNA encontrados n«o se restringem apenas ao tipo MLP. Esse 

item est§ subdividido em aplica»es (2.7.1) internacionais, (2.7.2) nacionais, (2.7.3) de previs«o na 

bacia do Taquari-Antas. As refer°ncias est«o sintetizadas na Tabela 1. 
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Tabela 1. Tabela de refer°ncias em aplica«o de RNAs, e trabalhos de previs«o na §rea de estudo. EMQ, Erro M®dio Quadrado; MER, M®dia do Erro 

Relativo; REMQ: Raiz do Erro M®dio Quadrado; r: coeficiente de correla«o de Pearson; E90: Percentil 90% do erro. MEA, Erro Absoluto Médio. 

INTERNACIONAL 

Autor Data Local 
Área da 

Bacia 
Dado Previsto 

Frequência 

dos Dados 
Período Dados NS Verificação Métricas Outras 

Karunanithi et 

al. 
1994 Rio Huron, Michigan 

ca. 1.888 

km² 

Vazão em local não 
monitorado: Estação de 

amostragem de Dexter 

Diária 

Treinamento: 1960-1972 

(4748 dados) 

Validação: 1976-1977 

(731 dados) 

Não usado 

EMQ: 7,272; MER: 7,6 com 

estação de Mill Creek 

EMQ:10,247 MER: 8,0 sem 

estação de Mill Creek 

Hjelmfelt e 

Want 
1996 

Goodwater Creek, 

Missouri 
12,2 km² 

Vazão (RNA-hidrograma 

unitário) 
Horária* 

(1976-1986) 

Treinamento: 8 eventos 
chuva-vazão 

Validação: 16 eventos 

chuva-vazão  

Não usado 
Erro no pico da vazão:  
21,82% (1 nni); 16.13% (10 

nni); 17,28% (20 nni) 

Bataineh et al. 1996 Jordânia Não se aplica Demanda de Energia Elétrica Horária 

Treinamento: abril 1993 

(720 dados) 

Validação: 1-4 maio 
1993 (96 dados) 

Não usado MER: 1% 

Jayawardena et 

al. 
1997 

Shang Qiao 

e Tai Bin Chong, China 

110 km² 

58.270 km² 

Cota (2 horas antes) 

Cota (5 horas antes) 
Horária 

Shang Qiao - 

Treinamento: 1 evento 
(144 dados); Validação: 

5 eventos (1032 dados) 

Tai Bin Chong - 
Treinamento:1 evento 

(110 dados); Validação: 
4 eventos (146 dados) 

Não usado 

REMQ expressado como 

porcentagem da média 

observada: 7,2% (Shang 
Qiao); 2,6% (Tai Bin Chong) 

Tawfik et al. 1997 
Malakal e Melut, Nilo 
Branco 

1.800.000 
km² 

Cota (efeito de histerese) Diária 

Não explicitado quantos 

registros  
1975-1977 (dois anos 

hidrológicos) 

Não usado 
MER: 3,0-4,9% dependendo 
do ano hidrológico e do local. 

Fernando e 

Jayawardena 
1998 Kamihonsa, Japão 3,12 km² Vazão em Yamaguchi, Japão cada 10 minutos 

Treinamento: 2 eventos 
chuva-vazão (1980-

1989) 

Validação: Treinamento 
+ 10 eventos chuva-

vazão (1980-1989) 

Não usado 
REMQ expressado como 
porcentagem da média 

observada: 7,3% 

Tokar e 

Johnson 
1999 

Rio Little Patuxent, 
Maryland 

98 km² Vazão em Guilford Diária 

Não explicitado: redes 
foram treinadas com 

dados de 1, 2 e 3 anos. 

Havia dados de 1968 até 
1992. 

Não usado 
Razão do pico previsto pelo 
rico observado: ca. 70% 
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Tabela 1 (Continua«o). Tabela de refer°ncias em aplica«o de RNAs, e trabalhos de previs«o na §rea de estudo. EMQ, Erro M®dio Quadrado; MER, 

M®dia do Erro Relativo; REMQ: Raiz do Erro M®dio Quadrado; r: coeficiente de correla«o de Pearson; E90: Percentil 90% do erro. MEA, Erro Absoluto 

M®dio. 

INTERNACIONAL  

Autor Data Local 
Área da 

Bacia 
Dado Previsto 

Frequência 

dos Dados 
Período Dados NS Verificação Métricas Outras 

Jain e Kumar 2009 
Rio Kentuchy, Rio Alsea, 
e riacho Bird 

10.420 km² 
885 km² 

Vazão no tempo atual 
(Simulação) 

Diária 

Diária 

cada 6 horas 

Treinamento: 1960-

1972; Validação: 1977-

1989 
Treinamento: 01/1990-

10/1993; Validação: 

11/1993-01/1996 
Treinamento: 11/1972-

04/1974; Validação: 

04/1974-12/1974 

0,914 

0,836 

0,990 

EMQ normalizado: 0,124, 
0,198, 0,076 

Haghverdi et 

al. 
2012 Irã e Austrália  Não se aplica Retenção de água no solo Não se aplica 

Treinamento: 80% dos 

dados; Validação: 20% 

dos dados (Método 
Bootstrap 50-100 vezes) 

Não usado r entre 0,9 e 0,95 

Awchi 2014 
Grande e Pequeno Zab, 
Iraque 

26.000 e 
22.000 km² 

Vazões no próximo mês em 
Bakhma e Dokan 

Mensal 

01/1929-09/1996 (813 

dados) 
Treinamento: 76%; 

Validação: 24% 

Não usado 

Bakhma: 6,22 (EMQ) 0,858 

(r) 
Dokan: 1,417 (EMQ) 0.913 

(r) 

He et al. 2014 Pailugou, China 2,91 km² Vazão Diária 
Treinamento: 2001-2003 
Validação:2009-2011 

(Total de 2190 dias) 

0,871 (RNA) 
0,887 (SVM) 

0,938 (RNA) 
0,947 (SVM) 

Shoaib et al. 2017 
Baihe e Yanbian, China 

Brosna, Irlanda; Nan, 
Tailândia 

61.780 km² 
2.350 km² 

1.207 km² 

4.609 km² 

Vazão Diária 

Treinamento: 6, 6, 8, 6 
anos 

Validação: 2, 2, 2, 3 

anos 

0,78; 0,61; 0,28; 0,16 (MLPNN) 

0,88; 0,84; 0,60; 0,79 
(MLPNN+Wavelet) 

REMQ: 

655; 59,0; 9,61; 149 

(MLPNN) 
468; 37,6; 7,15; 74,3 

(MLPNN+Wavelet) 

BRASIL 

Dornelles 2007 Rio Quaraí/RS, Brasil 4.500 km² 
(1 até 5 dias antes) Níveis 
fluviais 

Diária 

(2005-2007) 1043 
registros (50% 

treinamento; 25% 

validação; 25% 

verificação) 

Não usado 

r: 0,972; 0,872; 0,772; 0,720; 

0,734  
E90 (m): 0,369; 0,811; 0,984; 

1,047; 1,029 

Bravo et al. 2008 
Reservatório de Furnas, 
Brasil 

51.900 km² 
Vazão afluente de 1 até 12 
dias à frente 

Diária 

Treinamento: 01/1970-

07/1974 e 10/1978-
12/1980 (2461 dados) 

Validação: 07/1974 até 

10/1978 (1548 dados) 
Verificação: 01/1996-

12/2000 (260 dados) 

4d: 0,85; 12d: 0,45 (previsão ETA) 

4d: 0,9; 12d: 0,85 (previsão 

"perfeita") 

MER 
4d: 14%; 12d: 35% (previsão 

ETA) 

4d: 12%; 12d: 15% (previsão 
"perfeita") 
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Tabela 1 (Continua«o). Tabela de refer°ncias em aplica«o de RNAs, e trabalhos de previs«o na §rea de estudo. EMQ, Erro M®dio Quadrado; MER, 

M®dia do Erro Relativo; REMQ: Raiz do Erro M®dio Quadrado; r: coeficiente de correla«o de Pearson; E90: Percentil 90% do erro. MEA, Erro Absoluto 

M®dio. 

BRASIL 

Autor Data Local 
Área da 

Bacia 
Dado Previsto 

Frequência 

dos Dados 
Período Dados NS Verificação Métricas Outras 

Oliveira et al. 2013 
Rio Guaíba e bacias 
embutidas/RS, Brasil 

967 ï 71.401 
km² 

Vazão no tempo atual 
(Simulação Vazão-Vazão) 

Diária 

Treinamento: 50% 

Validação: 15-20%; 

Verificação: 30-35% 

NS médio de 0,75 para 35,5% de 
área controlada 

NS>0,9 para área controlada 
maior que 65% 

Pedrollo e 

Pedrollo 
2013 Rio Caí/RS, Brasil 4.938 km² 

Níveis Fluviais (10 horas 
antes) em Barca do Caí e 

Passo Montenegro 

Sub-diária 

maior parte dos dados 

utilizada para 

treinamento e validação 
cruzada (01/1991-

12/2007) 

Verificação: 01/2008-
03-2011 

0,962; 0,982 
EM (cm): 17,6 e 11,5 

E90 (cm): 39,0 e 24,4 

Oliveira et al. 2014 
Posto São Ângelo, Rio 
Ijuí/RS, Brasil 

5.414 km² Vazão (Simulação) Mensal 

Treinamento: 264 

(02/1966-06/1974 e 
02/1978-02/1998) 

Validação: 122 

(09/1963-01/1966, 
07/1974-01/1978, e 

09/2007-12/2011) 

Verificação: 128 
(02/1961-08/1963 e 

03/1998-08/2007) 

0,904 (RNA 3 entradas) e 0,907 
(RNA 10 entradas) 

REMQ: 37,1 (RNA 3 

entradas) e 36,4 (RNA 10 

entradas) 
Erro Relativo Absoluto: 

21,7% (RNA 3 entradas) e 

19,1% (RNA 10 entradas) 

Melo et al. 2015 

Diferentes partes do 
mundo. Dados de solo do 

banco de dados UNSODA 

(v. 2.0) 

Não se aplica 
Curva de retenção da água no 

solo 
Não se aplica 

Treinamento: 137 dados 

Validação: 40 dados 
Verificação: 51 dados 

Não usado r da ordem de 0,65-0,69 

Oliveira et al. 2015a 
Posto São Ângelo, Rio 

Ijuí/RS, Brasil 
5.414 km² 

Vazão (Simulação com 

observada ou precipitação do 
ETA) 

Mensal 

1961-1990 
Não explicitado como 

foram divididas as 

subamostras. 

Não usado 

O maior erro médio na vazão 
encontrado ao utilizar os 

dados de precipitação do 

ETA foi de cerca de 36% 

Oliveira et al. 2015b 
Posto São Ângelo, Rio 

Ijuí/RS, Brasil 
5.414 km² 

Vazão (Simulação de 

cenários futuros com o ETA) 
Mensal 

1961-1990 e 2011-2040 

Não explicitado como 

foram divididas as 
subamostras. 

Não usado 
Modelo de Oliveira et 

al.2015a 

Oliveira et al. 2017 
Bacia do Rio Taboão/RS, 
Brasil 

78 km² 
Estimar conteúdo de água no 
solo 

Não se aplica 

650 dados coletados em 

período úmido e seco 
(15/01/2013-

10/08/2013) 

Treinamento: 50%; 
Validação: 25%; 

Verificação: 25 

0,77 para os melhores modelos 
(M69 e M71) 

Distribuição dos erros com 
mediana próxima de 0. 
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Tabela 1 (Conclus«o). Tabela de refer°ncias em aplica«o de RNAs, e trabalhos de previs«o na §rea de estudo. EMQ, Erro M®dio Quadrado; MER, M®dia 

do Erro Relativo; REMQ: Raiz do Erro M®dio Quadrado; r: coeficiente de correla«o de Pearson; E90: Percentil 90% do erro. MEA, Erro Absoluto 

M®dio. 

TAQUARI-ANTAS 

Autor Data Local 
Área da 

Bacia 
Dado Previsto 

Frequência 

dos Dados 
Período Dados NS Verificação Métricas Outras 

Both 2008 
Bacia do Rio Taquari/RS, 

Brasil 

19.200 e 

23.300 km² 

Cota máxima de inundação 

em Encantado e Estrela 
(usando regressões) 

Por evento 

1956-2007 - Série de 

cotas máximas pareadas 

por eventos 
(Veranópolis, 

Encantado, Estrela) 

Não usado 

Veranópolis-Encantado r = 
0,94; MEA = 131 cm 

Encantado-Estrela r=0,96; 

MEA = 85 cm 

Eckhardt 2008 
Bacia do Rio Taquari/RS, 

Brasil 
23.300 km² 

Cota máxima de inundação 

em Lajeado (ca. de 6 horas 
antes) (usando regressões) 

Por evento 

1942-2007 - Série de 
cotas máximas pareadas 

por eventos (Encantado 

e Lajeado) 

Não usado MEA próximo de 99 cm 

Chagas et al. 2014 
Bacia do Rio Taquari/RS, 

Brasil 

15.000 ï 

26.000 km² 

Muçum, Encantado, Estrela, 

Bom Retiro, Porto Mariante 
e Taquari 

Não se aplica Não explicitado Não usado Não mencionado 

Siqueira et al. 2016 
Bacia do Rio Taquari/RS, 
Brasil 

19.200 km² 
Vazão em Encantado até 84 
horas antes (usando MGB) 

Cada 12 horas 

Calibração: 06/2009 até 

12/2010; Validação: 

01/2012-12/2013 

0,854 na simulação 

MER da vazão simulada: -
2,1% 

Momento do pico foi 

acertado. Análise foi feita por 
dois eventos 

Kurek 2016 
Bacia do Rio Taquari/RS, 

Brasil 
23.300 km² 

Previsão de níveis em 

Estrela/RS (usando 
regressões) 

Por evento 
Apenas ajuste: eventos 

entre 08/1980 - 06/1914 
0,932 no ajuste r: 0,963 no ajuste 

Pedrollo 2017 
Bacia do Rio Taquari/RS, 

Brasil 
23.300 km² 

Previsão de níveis em 

Estrela/RS (usando 
regressões) 

A cada 6 horas 

Período não informado; 

Treinamento: 2660 
registros; Validação: 

1300 registros; 

Verificação: 1478 
registros. 

Modelos completos: 

5 horas antes: 0,97 
11 horas antes: 0,93 

Modelos completos, MEA: 

5 horas antes: 0,09 
11 horas antes: 0,14 

Gerhard 2017 
Bacia do Rio Taquari/RS, 

Brasil 
23.300 km² 

Previsões de níveis em 
Lajeado/RS (usando 

regressões por evento ou 

RNA) 

Por evento ou 

cada 6 h 

Abordagem por evento: 

Calibração: 1980-2009; 
Validação: 2010-2016 

Abordagem com RNA: 

Não informado (alcance 
de 6 horas) 

0,951 

0,980 

MEA 48,4 cm 

MEA 6,6 cm 
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2.7.1. Internacional ï revis»es 

Algumas revis»es analisaram tipos de RNAs e aplica»es no campo da hidrologia antes dos 

anos 2000 (ZHANG et al., 1998; ASCE, 2000a-b). Na ®poca, o uso das redes ainda era incipiente e 

rec®m ganhava popularidade no campo da hidrologia. 

As principais vantagens identificadas das RNAs foram: (1) reconhecer rela»es 

multidimensionais entre vari§veis de entrada e sa²da sem expl²cita considera«o f²sica; (2) 

implementar rela»es mesmo com ru²do e erros de medi«o; (3) adapta«o para compensar mudanas 

do sistema; (4) ser pr§tica, pois depois de treinada ® de f§cil uso (ZHANG et al., 1998; ASCE, 2000a). 

Algumas das limita»es levantadas foram: depender da qualidade e da grande quantidade de dados, e 

carecer de rela»es e conceitos f²sicos durante seu desenvolvimento. Esta car°ncia ® uma das 

principais raz»es para o ceticismo contr§rio s̈ RNAs (ASCE, 2000a). 

Algumas aplica»es nas sub§reas da hidrologia foram observadas (ASCE, 2000b). 

Categorizam-se elas nos grupos como: chuva-vaz«o, vaz«o-vaz«o, qualidade da §gua, §gua 

subterr©nea, estimar precipita«o por dados de sensoriamento remoto. Dado o contexto dessa pesquisa, 

apresentam-se alguns dos trabalhos das duas primeiras categorias com objetivo de firmar um 

panorama geral dos trabalhos internacionais at® o fim do ¼ltimo mil°nio. 

Uma boa sele«o de vari§veis de entrada para o treinamento pode ter muito impacto na 

posterior precis«o de previs«o. Fernando e Jayawardena (1998), em sua pesquisa sobre previs«o de 

vaz»es em tempo atual, analisaram a correla«o e a autocorrela«o entre poss²veis vari§veis de entrada 

e de sa²da, identificando por meio destas o alcance a ser adotado e a mem·ria da vaz«o no posto de 

previs«o. Foi avaliada a diferena entre as redes MLP, RBF (Radial Basis Function, outro tipo de 

RNA que operam com as chamadas fun»es de base radial, que determinam os espaos do dom²nio 

das entradas para os quais a rede pode responder) e o modelo ARMAX: as duas primeiras apresentam 

resultados semelhantes e superiores aos da terceira abordagem (JAYAWARDENA et al., 1997; 

FERNANDO e JAYAWARDENA, 1998). Nesses ¼ltimos dois trabalhos os modelos foram calibrados 

com eventos, o que n«o ® sugerido no contexto da previs«o de curto prazo, pois n«o se sabe a priori 

que um evento vai acontecer (PEDROLLO, 2017). Tokar e Johnson (1999), por exemplo, com as 

vari§veis de entrada j§ escolhidas, testaram diferentes sele»es de per²odo para o treinamento (per²odo 

seco, ¼mido ou seco e ¼mido) e notaram que as melhores previs»es foram justamente aquelas 

treinadas com registros dos per²odos seco e ¼mido. Hoje essa necessidade j§ se torna mais intuitiva ¨ 

luz dos fundamentos das RNA, pois uma vez que o objetivo ® realizar previs»es em qualquer 

momento do ano, ® imprescind²vel que a rede aprenda a partir de padr»es de ambos os per²odos.  

Hjelmfelt e Wang (1996) demonstraram, num estudo peculiar, que mudanas na estrutura das 

redes podem promover ganhos. Os autores desenvolveram RNAs de arquitetura diferentes, que 
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dialogavam melhor com a teoria do hidrograma unit§rio e da precipita«o efetiva. Isto ®, os n·s de 

entrada recebem uma sequ°ncia de precipita«o, e, ao inv®s conectarem com todos os neur¹nios 

internos, cada n· de entrada conecta apenas com um ¼nico neur¹nio interno (uma estrutura paralela, 

por®m n«o distribu²da). Essa camada interna tem o papel de extrair apenas a precipita«o efetiva. Por 

fim, a camada de sa²da trata de ponderar uma soma para estimar o hidrograma unit§rio (estrutura 

distribu²da). Os autores concluem que, para esse fim espec²fico, a arquitetura utilizada foi melhor do 

que usar uma rede MLP de tr°s camadas, ou o m®todo do hidrograma unit§rio.  

Karunanithi et al. (1994) avaliaram duas abordagens (regress«o exponencial e RNA) para 

preencher dados de vaz«o no rio Huron, Michigan, a partir de outras tr°s esta»es fluviom®tricas nas 

redondezas. Sua motiva«o foi estudar como a varia«o de vaz«o em diferentes trechos do rio Huron 

afetava o habitat de uma esp®cie de robalo, Micropterus dolomieu. A RNA apresentou melhor 

desempenho e foi mais robusta: ao adicionar mais um n· de entrada com dados de uma esta«o que 

prejudicou o modelo exponencial, o desempenho da RNA melhorou. Segundo os autores, apesar de 

investiga»es preliminares indicarem certas vari§veis como esp¼rias/ruidosas, a RNA pode ainda 

assim obter informa»es dessas. 

RNAs apresentaram desempenho satisfat·rio para diferentes aplica»es no meio da hidrologia, 

inclusive para previs«o de vaz»es. Na maioria dos estudos apresentados, as RNAs tiveram 

desempenho superior quando comparadas com outros modelos emp²ricos e conceituais. Na opini«o 

do comit° do ASCE, por®m, elas n«o foram particularmente ¼teis em ampliar o conhecimento sobre 

os processos hidrol·gicos em uma bacia. Segundo os autores, ® como se a f²sica ficasse trancada num 

conjunto de pesos e n«o fosse revel§vel ap·s o treinamento (ASCE, 2000b). Trabalhos mais recentes 

apresentaram maneiras de revelar essas rela»es entrada-sa²da: 

Conscientes da import©ncia em analisar o funcionamento subjacente das redes, Jain e Kumar 

(2009) apresentaram uma metodologia para ñdissecarò as regras ocultas de redes neurais treinadas 

para previs«o hidrol·gica. Segundo os autores, as regras podem ser buscadas em dois locais: ou na 

estrutura paralela massiva das camadas internas da rede, ou nos pesos sin§pticos da rede. Jain e Kumar 

(2009) investigaram no primeiro local ao comparar as sa²das parciais das redes, considerando tanto 

cada neur¹nio interno por si s· como tamb®m a combina«o deles, com certos componentes 

conceituais. Os componentes conceituais de an§lise escolhidos foram escoamento de base e 

escoamento superficial, que foram calculados utilizando m®todos cl§ssicos. A metodologia envolveu 

o uso de an§lise visual do gr§fico de dispers«o (sa²das parciais x componentes conceituais), correla«o 

e regress«o. Os autores associaram a tend°ncia de comportamento de partes da rede com os 

componentes conceituais. 

Zhang et al. (1998) publicaram uma revis«o sobre o estado da arte das RNAs para realizar 

previs»es num ©mbito geral (n«o apenas hidrol·gico). Uma das barreiras identificadas para o uso das 
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redes ® a car°ncia de uma metodologia para definir a estrutura ideal, o que acaba sendo realizado 

heuristicamente (em ingl°s, trial and error) de maneira um tanto exaustiva. Alguns trabalhos 

sugeriram o uso de ferramentas auxiliares para a sele«o de vari§veis de entrada: an§lise espectral 

dos dados, conhecida tamb®m como wavelet ou ondaleta, e sistemas especialistas difusos, que fazem 

uso de l·gica difusa (ou fuzzy). Bataineh et al. (1996), a partir de um sistema especialista difuso (SED) 

associado com RNAs, identificou a demanda por energia el®trica na Jord©nia a partir de temperatura, 

localiza«o geogr§fica, grau de industrializa«o e outros fatores, para depois definir regras de 

opera«o para geradores. 

Uma perspectiva dos trabalhos a partir de 2013 sobre previs«o hidrol·gica com RNAs ® 

apresentada, citando artigos buscados nas seguintes revistas: Journal of Hydrology (Amsterdam), 

Water Resources Management, Hydrological Sciences Journal e Journal of Hydrologic Engineering. 

Awchi (2014) realizou estudo de previs«o mensal nas bacias dos rios Grande Zab e Pequeno 

Zab no Iraque setentrional, cujos comprimentos e §reas de drenagem s«o, respectivamente, de 400 

km e 26.000 km2, 370 km e 22.000 km2. Os estudos de previs«o foram de car§ter autorregressivo 

(realizar previs«o baseando-se em vaz»es dos meses passados), utilizando FFNN, GRNN, RBF e 

RLM. Os autores conclu²ram que todas as redes apresentaram valores de MSE, RE e R superiores 

¨queles para RLM. Embora as redes tenham apresentado m®tricas bastante semelhantes, a RNA-MLP 

foi a que se destacou. Ao adicionar um neur¹nio de entrada referente ao m°s de previs«o (1-12) notou-

se significativa melhora das m®tricas. P¹de-se preencher falhas de vaz»es mensais de um rio, 

baseando-se nas vaz»es passadas do outro. Por fim, an§lises das vaz»es extremas expuseram que 

vaz»es m§ximas foram um pouco subestimadas, e m²nimas, notavelmente superestimadas. 

Valipour et al. (2013) compararam modelos ARMA, ARIMA, e MLP autorregressiva para 

prever vaz»es mensais afluentes ao reservat·rio Dez no Ir«. Essa MLP modifica os pesos da camada 

interna segundo a sa²da. Por transformar a s®rie ser modelada em estacion§ria, o modelo ARIMA foi 

melhor que o ARMA, prevendo com at® doze meses de anteced°ncia. A MLP autorregressiva p¹de 

realizar previs»es com at® 60 meses de anteced°ncia. N«o se notou diferenas marcantes nas MLP 

est§ticas e din©micas para diferentes n¼meros de neur¹nios internos. 

Segundo Nourani et al. (2014), houve um aumento consider§vel de trabalhos no meio 

hidroclimatol·gico intelig°ncia artificial e ondaletas a partir de 2009, as quais s«o usadas 

principalmente no pr®-processamento de dados de entrada para decompor o ru²do do sinal principal. 

Trata-se de uma filtragem, uma decomposi«o da s®rie, em que se busca eliminar erros sistem§ticos.  

Em estudo de previs«o envolvendo diferentes RNAs MLP com e sem ondaleta para quatro 

bacias de climas diferentes (China, Irlanda, Tail©ndia), vantagem foi averiguada com NS melhorando 

de 0,75 para 0,9 para bacia de Baihe, China (SHOAIB et al., 2017). O uso da ondaleta pode melhor 

descrever a ñassinatura hidrol·gicaò da bacia. 
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Foram desenvolvidos modelos de previs«o de vaz«o para diferentes alcances baseados em 

RNAs comuns e RNAs emocionais (Emotional Artificial Neural Networks) em duas zonas clim§ticas 

diferentes (bacia hidrogr§fica de Moselle, cerca de 5.158 km2, sub-bacia do rio Reno; e Lobbs Hole 

Creek, cerca de 28.800 km2, sub-bacia do rio Murrumbidgee na Austr§lia). As redes emocionais 

possuem unidades de processamento hormonal que auxiliam o procedimento de treinamento. Tr°s 

estrat®gias (75% e 25%, 50% e 50%, 40% e 60% para treinamento e verifica«o) de divis«o de dados 

foram utilizadas. Os autores conclu²ram que menor o n¼mero de registros de treinamento, pior o 

desempenho na verifica«o, e que as RNAs emocionais precisam de menos dados de treinamento do 

que as RNAs comuns, apresentando desempenho na verifica«o at® 34% melhores, que foi atribu²do 

a saberem reconhecer e distinguir dias ¼midos e secos (NOURANI, 2017). O per²odo de verifica«o 

foi diferente daquele utilizado para testar o tamanho do conjunto de treinamento. 

Comparou-se o desempenho de redes MLP, SVM (m§quinas de vetores de suporte) e ANFIS 

(RNA acopladas com SED) para realizar previs«o de vaz»es na bacia semi§rida e montanhosa de 

Pailugou na China (HE et al., 2014). As m®tricas NS, R e RMSE apresentaram valores similares. H§ 

uma pequena vantagem das SVM segundo os autores. Apesar das boas m®tricas (NS em torno de 0,87 

e R de 0,94) indicarem que esses modelos podem ser usados at® em regi»es de topografia acidentada, 

houve subestima«o significativa de vaz»es de inunda«o, o que indica que no quadro da previs«o de 

vaz»es de inunda«o uma outra m®trica mais sens²vel para vaz»es m§ximas deveria ser utilizada. 

Esses trabalhos internacionais reafirmam a vantagem da t®cnica das RNAs do tipo MLP sobre 

outras t®cnicas, como a dos modelos ARIMA e suas varia»es. Al®m disso, o uso associado com a 

t®cnica de pr®-processamento, como ondaletas, pode favorecer o desempenho das RNAs. 

 

2.7.2. Trabalhos no Brasil 

Aqui s«o apresentados trabalhos do grupo de Aplica»es Hidroambientais com RNAs 

(AHRNA) que fizeram uso de RNAs MLP, demonstrando a aplicabilidade desse tipo de modelagem 

em regi«o brasileira. Esses tamb®m servem para embasar a metodologia a ser proposta nesta pesquisa. 

H§ alguma rela«o entre §rea controlada e capacidade de simula«o? Oliveira et al. (2013) 

realizaram 83 simula»es em quinze bacias embutidas na regi«o hidrogr§fica do rio Gua²ba. 

Concluiu-se que h§ maior capacidade conforme aumenta a §rea controlada. Simula»es com pouco 

mais de 35% de §rea controlada apresentaram um NS superior a 0,8, o que n«o s· ® um indicativo 

para o monitoramento do recurso h²drico, como tamb®m um ind²cio para a aplicabilidade das RNAs. 

Desenvolveu-se e avaliou-se um modelo com RNA MLP para simular vaz»es m®dias mensais 

para a bacia do rio Iju² (OLIVEIRA et al., 2014). As vari§veis de entrada foram derivadas de 

evapotranspira«o estimada por Penman-Monteith e a precipita«o mensal foi aplicada com diferentes 

atrasos. Inicialmente, a rede tinha dez vari§veis de entrada, mas essas foram reduzidas para tr°s com 
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um m®todo de poda chamado an§lise de sensibilidade, adaptado de Lek et al. (1996). Nem sempre o 

dado puro ® a melhor op«o para a RNA generalizar um processo. Das tr°s vari§veis de entrada, duas 

utilizaram FMME, e todas continham dados m®dios do m°s atual e anterior. Assim, cada vari§vel de 

entrada representou mais do que apenas um processo hidrol·gico isolado. Comparou-se o 

desempenho da RNA com o modelo conceitual SMAP (LOPES et al., 1982), utilizando o mesmo 

per²odo de dados. O NS da RNA foi de 0,898, enquanto do SMAP foi de 0,672. 

Melo et al. (2015) tamb®m utilizaram o m®todo de an§lise de sensibilidade. Para estimar a 

curva de reten«o da §gua no solo, o m®todo mais utilizado ® o das fun»es de pedotransfer°ncia. 

Foram desenvolvidas tr°s RNAs: uma de refer°ncia baseada no trabalho de Haghverdi et al. (2012) 

com medi»es brutas como dados de entrada e outras duas com dados ajustados. A rede de Haghverdi 

utiliza potencial m§trico como entrada, enquanto as de Melo et al. (2015) n«o. Ambas abordagens 

apresentaram desempenho semelhante. O m®todo da an§lise de sensibilidade trouxe contribui»es 

para compreens«o da f²sica do processo: nas RNAs de Melo et al. a densidade aparente n«o 

desempenhou um papel relevante em condi»es secas. Outra contribui«o foi a de que, ao ajustar os 

dados com uma metodologia j§ bastante usada na literatura, ® poss²vel extrapolar para al®m dos 

extremos das medi»es brutas com maior segurana.  

Modelos clim§ticos globais n«o s«o indicados para uso regional devido ¨ sua baixa resolu«o. 

O modelo clim§tico regional ETA CPTEC/HadCM3 possui quatro membros de sensibilidade 

clim§tica, que tratam de reproduzir as incertezas das condi»es de contorno ð i.e. a incerteza quanto 

ao estado da atmosfera. Foram avaliadas as incertezas em utilizar os dados de precipita«o dos quatro 

membros do ETA CPTEC/HadCM3 como entrada para simular as vaz»es m®dias mensais na bacia 

do rio Iju² (OLIVEIRA et al., 2015a). Por n«o ser sugerido utilizar os dados brutos do ETA, foram 

testados quatro m®todos de corre«o para cada membro. O cen§rio clim§tico advindo do ETA-Low, 

aplicando a corre«o Direct Approach, destacou-se. Este estudo serviu como base para simular 

cen§rios futuros de disponibilidade de §gua utilizando as RNAs. 

A partir da simula«o hidrol·gica realizada com uma RNA para o per²odo 2010-2040, 

utilizando o ETA-Low com corre«o direct approach, decomp¹s-se a s®rie hist·rica em quatro 

componentes: tend°ncia de longo per²odo, componente c²clico/sazonal, componente dependente do 

tempo e componente estoc§stico. Com esses componentes identificados, geraram-se 1000 poss²veis 

s®ries estoc§sticas. A m®dia da vaz«o tende a aumentar durante esse per²odo, assim como a 

variabilidade, o que implica em mais ocorr°ncias de secas e inunda»es (OLIVEIRA et al., 2015b), 

o que dentre outros pontos sugere, indiretamente, a import©ncia de mais sistemas de alertas para 

preven«o de desastres. 

Bravo et al. (2008) desenvolveram uma RNA com entradas de previs«o de precipita«o para 

prever a vaz«o afluente ao reservat·rio de Furnas com at® 12 dias de anteced°ncia, o que auxilia na 














































































































































