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RESUMO

Um desafio na área de segmentação de imagens é o problema de escalabilidade, onde

muitos métodos atuais enfrentam problemas de complexidade computacional e/ou de me-

mória ao lidar com imagens em alta resolução. Motivado para enfrentar esse desafio,

este trabalho propõe uma nova abordagem de modelos de grafos de topologias combina-

das para a tarefa de segmentação de imagens em alta resolução. Mais especificamente, a

imagem é modelada por um grafo de regiões de topologias combinadas, que generaliza o

conceito de grafo de regiões de topologia única para modelar melhor as interações entre as

regiões por meio de diferentes indicadores visuais (estruturais, texturais etc.) que formam

topologias diferentes. Este grafo é desacoplado em pequenos subgrafos e a compres-

são de grafos de topologias combinadas é utilizada para resumir os subgrafos, reduzindo

o número de vértices e arestas, mas mantendo a estrutura geral do grafo. Finalmente,

os subgrafos comprimidos são re-acoplados em um gráfico conectado, que é então re-

comprimido para produzir a segmentação final. Além disso, este trabalho também propõe

um algoritmo eficiente para compressão de grafos. O grafo de topologias combinadas é

inicialmente desacoplado em subgrafos menores, que são então comprimidos individual-

mente. Esse processo transforma o subgrafo, reduzindo o número de vértices e arestas,

mas mantendo sua a topologia e estrutura geral. Os subgrafos comprimidos são então

reconectados e uma última etapa de re-compressão é realizada para obter um grafo com-

primido que representa a segmentação da imagem. Os experimentos realizados em um

conjunto de imagens em alta resolução (1000 × 1500 pixels) demonstram que a aborda-

gem proposta produz segmentações superiores quando comparada aos métodos do estado

da arte de segmentação de imagens (PRI = 0.91 e F = 0.62), mas com custo computaci-

onal e consumo de memória significativamente menores.

Palavras-chave: Segmentação de imagens. compressão de grafo. desacoplamento. esca-

labilidade. múltiplos pesos.



A Combined Topology Graphical Model for

Image Segmentation via Graph Compression

ABSTRACT

An ongoing challenge in the area of image segmentation is the scalability problem, where

many current methods struggle with computational and/or memory complexity issues

when dealing with larger images. Motivated to tackle this challenge, this work proposes

a new combined topology graphical modeling approach for the purpose of segmentation

of large images. More specifically, the image is modeled by a combined topology re-

gion graph, which generalizes the single-topology regional graph concept to better model

regional interactions via different visual cues (structural, textural, etc.) that form differ-

ent topologies. This graph is decoupled into small sub-graphs and combined topology

graph compression is performed to summarize the sub-graphs in a way that reduces the

number of vertices and edges while keeping the overall graph structure. Finally, the com-

pressed sub-graphs are re-coupled into a connected graph, which is then re-compressed

to yield the final segmentation. The experiments performed on a dataset of large images

(1000× 1500) show that the proposed approach performs better segmentation when com-

pared to state-of-the-art segmentation methods (PRI=0.91 and F=0.63) with significantly

lower computational and memory complexity.

Keywords: image segmentation, graph compression, decoupling, scalability, multiple

weights.
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1 INTRODUÇÃO

Segmentação não supervisionada de imagens é um problema desafiador de visão

computacional e processamento de imagens em que o objetivo é particionar uma imagem

em segmentos disjuntos de pixels que possuem alguma característica em comum. Este

tipo de segmentação é comumente utilizado como um estágio de pré-processamento em

algoritmos de visão computacional, como recuperação de imagens baseada em conteúdo,

entendimento de imagem (image understanding), estimação de poses 3D, reconhecimento

de objetos, co-segmentação de objetos, aplicações de vigilância e monitoramento, entre

outros.

Além disso, devido ao recente predomínio de câmeras digitais com resoluções

de vários megapixels (e.g., 15MP ≈ 4800 × 3200), a segmentação de imagens grandes

torna-se particularmente interessante, ao mesmo tempo em que representa um problema

especialmente desafiador. Se por um lado imagens grandes podem ser facilmente obtidas,

por outro, os métodos do atual estado da arte são costumeiramente projetados para lidar

com imagens pequenas (e.g., ≤ 480 × 320 ≈ 0, 15MP) e geralmente têm dificuldade

em escalar o processamento para imagens maiores devido a custos computacionais e re-

quisitos de memória. Nesse cenário, é ainda mais difícil encontrar métodos capazes de

lidar com uma variedade de feições obtidas de diferentes informações visuais (estruturais,

texturais etc.) e ao mesmo tempo escaláveis para lidar com imagens grandes. Portanto,

métodos precisos para segmentação de imagens capazes de lidar com várias informações

visuais diferentes e escalar eficientemente para imagens grandes, em termos da comple-

xidade computacional de memória e tempo, são muito desejados.

Este trabalho aborda especificamente a tarefa de segmentar texturas em imagens

naturais. O objetivo deste tipo de segmentação é determinar com precisão as fronteiras

entre as diferentes texturas presentes na imagem. Dessa forma cada região segmentada

deve identificar uma textura distinta das regiões adjacentes. Note que essa tarefa difere

de outros tipos de segmentação, como segmentação de objetos, segmentação de instân-

cias ou segmentação semântica, pois não é necessário atribuir um significado ou classe

específicos para cada região encontrada na imagem. Também não é necessário que todas

as regiões com a mesma textura sejam indicadas com o mesmo rótulo, nem que a mesma

textura. Essa tarefa se torna especialmente desafiadora ao lidar com imagens que possuem

texturas complexas, que podem exigir modelos acurados e análises precisas para serem

identificados corretamente.
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Uma possível abordagem para este problema é utilizar apenas a similaridade en-

tre vetores de feições dos pixels (MIGNOTTE, 2010; YUAN; WANG; CHERIYADAT,

2015). Similarmente a algoritmos de clustering (agrupamento) de dados, esses métodos

geralmente ignoram todas as relações e restrições espaciais no processo de segmentação,

permitindo que sejam implementados de forma mais eficiente. No entanto, essa estratégia

geralmente leva a uma piora na qualidade da segmentação, em especial quando a imagens

contém grandes regiões texturizadas.

Existem também propostas de métodos baseadas em regiões para segmentação de

imagens (WONG; SCHARCANSKI; FIEGUTH, 2011; ILEA; WHELAN, 2008; KRINI-

DIS; PITAS, 2009; MEDEIROS; SCHARCANSKI; WONG, 2015; ARBELAEZ et al.,

2011) e objetos (MIN et al., 2015; WU et al., 2015; ALPERT et al., 2012). Esses métodos

consideram principalmente a relação espacial entre pixels, e geralmente identificam os

segmentos agrupando pixels adjacentes localmente, até formar regiões consistentes. Essa

estratégia de baixo para cima frequentemente exige avaliação de todos os pares de pixel

na imagem, de forma que algoritmos de segmentação por regiões tendem a ser computa-

cionalmente caros. Entretanto, esses métodos geralmente não requerem muita memória,

já que as regiões são obtidas por avaliação local, em vez de uma otimização global de

todos os segmentos de imagem.

Outros trabalhos recentes tentaram resolver os problemas de eficiência supracita-

dos abordando o problema de segmentação com modelos multinível (KIM; LEE, 2010;

LI; WU; CHANG, 2012). Inicialmente, a imagem é avaliada localmente, dividindo-a em

um grande número de segmentos uniformes com algum método de sobre-segmentação.

EM seguida, esses segmentos são avaliados globalmente com alguma técnica de cluste-

ring, agregando as regiões iniciais em formando regiões maiores. Essa estratégia reduz

significativamente o tempo de processamento sem comprometer a qualidade da segmen-

tação, mas depende multo de obter uma boa sobre-segmentação no estágio inicial.

Sobre-segmentações confiáveis (também chamadas de superpixels) podem ser ob-

tidas com vários algoritmos como o nCuts (MORI et al., 2004) ou a transformada wa-

tershed (MACHAIRAS et al., 2015), e trabalhos recentes demonstram como obter essas

segmentações por um custo computacional relativamente baixo (ACHANTA et al., 2012).

Esta segmentação inicial, no entanto, é um estágio crítico, uma fez que erros introduzi-

dos nessa etapa tendem a ser propagados para a segmentação final, gerando um resultado

insatisfatório. Para mitigar com este problema, Li et.al. (2012) propôs uma combinação

de vários métodos de superpixel, aumentando a robustez deste estágio. Entretanto essa
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técnica não permite identificar fronteiras com alta precisão. Além disso o custo de me-

mória é elevado, já que essas segmentações são integradas utilizando spectral clustering

(Agrupamento espectral).

Além disso, outra forma de obter segmentações satisfatórias consiste em empregar

técnicas de segmentação semântica. A segmentação semântica propõe o uso de grandes

bases de dados para treinar métodos de segmentação supervisionada e permitir o reconhe-

cimento de uma ampla variedade, na ordem de centenas ou milhares de classes (LIN et

al., 2014; CORDTS et al., 2016). Logo, esses métodos têm como objetivo determinar a

classe de cada pixel na imagem, dentre uma grande variedade de objetos. Embora sejam

geralmente projetados como solução para uma categoria de segmentação de imagens di-

ferente da abordada neste trabalho, seu uso para segmentação de texturas viável devido a

proposta holística dos métodos de segmentação semântica.

Atualmente, os métodos do estado da arte em segmentação semântica são baseados

em redes neurais convolucionais profundas no padrão codificador-decodificador (também

chamado de UNet). Neste tipo de rede, as primeiras camadas funcionam como um ex-

trator de feições (codificador) que reduz a resolução da imagem progressivamente. Já as

camadas finais funcionam como um decodificador, em que uma sequência de operações

de interpolação e curto circuito aumenta a resolução das feições, de forma que a saída

tenha a mesma resolução da imagem de entrada. Além disso cada neurônio na camada de

saída está associado a uma classe, e indica a probabilidade de um pixel pertencer a uma

determinada classe.

O método de representações objeto-contextuais (OCR, Object-Contextual Repre-

sentations em inglês) (YUAN; CHEN; WANG, 2019) utiliza uma UNet para determinar

as classes de cada pixel. Entretanto, adiciona novas camadas ao extrator de feições, de

forma a produzir descritores regionais que agregam as representações dos pixels conti-

dos em cada região. Essas feições regionais são combinadas as feições individuais dos

pixels, antes de escalar essas feições para a resolução da imagem original. Por outro lado,

o método DeepLabV3 (CHEN et al., 2018), também utiliza uma estrutura UNet, porém

utiliza convoluções dilatadas em diversos níveis nas camadas de codificação (extração de

feições). Dessa forma são obtidas feições mais significativas.

Estes métodos alcancem elevada acurácia de segmentação quando avaliados em

bases de dados para segmentação semântica, como MS-COCO (LIN et al., 2014) e Citys-

capes (CORDTS et al., 2016) — DeepLabV3 tem mIOU = 82.1% e OCR tem mIOU =

84.5%. Entretanto a estratégia utilizada por ambos (assim como outros métodos baseados
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em redes neurais) é limitada pelas classes presentes na base de dados utilizada para o trei-

namento. Consequentemente, métodos de segmentação semântica tendem a apresentar

dificuldade em distinguir entre texturas e objetos de classes que não foram observados

durante o treinamento.

Neste trabalho, estamos interessados em explorar a noção de modelos de grafos

para segmentação não-supervisionada de imagens. Mais precisamente, estamos interes-

sados em grafos que podem representar nuances de imagem em um nível pixel-a-pixel

a algoritmos para processar esse grafo de maneira eficiente e eficaz. Modelos de seg-

mentação tradicionais baseados em grafos, como cortes de grafo (BOYKOV; VEKSLER;

ZABIH, 2001; YUAN; XIANG; WANG, 2014; KHOKHER; GHAFOOR; SIDDIQUI,

2013), por exemplo, geralmente requerem a construção de uma matriz de afinidade in-

dicando a similaridade entre cada par de pixels na imagem. Após obter essa matriz, os

vértices no grafo são particionados em grupos pela remoção de um conjunto de arestas

de corte (cut-set). Este conjunto de corte pode ser computado eficientemente aplicando

o teorema do fluxo máximo-corte mínimo para minimizar a energia do corte (BOYKOV;

VEKSLER; ZABIH, 2001). Por outro lado, a construção da matriz de afinidade acarreta

um custo computacional elevado, geralmente O(N2), onde N é o número de pixels na

imagem, tanto para o tempo quanto para memória. Este problema se torna ainda mais crí-

tico ao segmentar imagens grande, para as quais esse tipo de comutação pode ser inviável.

Além disso, a natureza da aquisição das imagens faz com que o seu tamanho cresça

em linhas ou colunas inteiras, ao invés de pixels individuais. Portanto, devemos conside-

rar o tamanho de uma imagem comoN = n×m, ondem e n são as dimensões da imagem.

Como essas dimensões costumam têm uma magnitude comparável (
m

n
u 1), o tamanho

da imagem tende a N ≈ n2. Assim, calcular a matriz de similaridade torna-se compu-

tacionalmente caro (O(n4)), o que é proibitivo para imagens grandes, especialmente em

relação à memória consumida.

Até certo ponto, isso pode ser mitigado excluindo pixels distantes um do outro, ou

que sejam, de alguma forma, improváveis de pertencer à mesma classe devido a alguma

característica trivial, entretanto a qualidade da segmentação também se degrada à medida

que o número de conexões por pixel diminui. E ainda assim, há o custo de alocar memória

para eles. E mesmo que representações esparsas permitam um balanço entre o uso de

memória e tempo de processamento, para imagens muito grandes, a matriz de afinidade

ainda requer uma enorme quantidade de memória a ser alocada.

Entre os modelos de grafos propostos para a análise de imagens no estado-da-
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arte, os métodos de compressão de grafos (CG) fornecem um balanceamento interessante

entre rigor de modelos que utilizam grafos e estratégias de processamento de baixa me-

mória dos algoritmos de segmentação baseados em regiões. Essa técnica ainda foi pouco

explorada em tarefas de processamento de imagens, mas é comumente utilizada para re-

duzir a complexidade da analise de grafos de rede (webgraphs) em trabalhos que avaliam

relações e comportamentos de entidades na rede mundial de computadores (world wide

web) (GRABOWSKI; BIENIECKI, 2014; CHAVAN, 2015). O objetivo desta técnica é

resumir um grafo usando menos vértices e arestas (ZHOU, 2015; SADRI et al., 2017).

No entanto, esse tipo de processamento requer a avaliação sequencial de todos os vértices

e arestas do grafo, o que eleva muito o custo computacional desses algoritmos. Em casos

extremos, tais métodos podem se tornar inviáveis para grafos massivos e densos, como os

que frequentemente surgem no processamento de imagens em alta resolução.

Neste trabalho, apresentamos uma nova representação baseada em grafos para seg-

mentação de imagens, que permite integrar dinamicamente várias características da ima-

gem ao mesmo tempo. Em vez de usar um grafo totalmente conectado para representar

todas as relações pixel-a-pixel na imagem, o método proposto aqui modela a imagem

usando um grafo de regiões (WONG; SCHARCANSKI; FIEGUTH, 2011). Nessa repre-

sentação os pesos das arestas definem uma topologia que representa as características da

imagem. Tal grafo pode ser comprimido iterativamente, adaptando o modelo para obter

a segmentação desejada. Enquanto trabalhos anteriores que empregavam topologias de

grafos de regiões (WONG; SCHARCANSKI; FIEGUTH, 2011; MEDEIROS; SCHAR-

CANSKI; WONG, 2015; MEDEIROS; WONG; SCHARCANSKI, 2018) já utilizavam

arestas ponderadas para descrever a intensidade das interações entre regiões, elas permi-

tiam apenas um único peso/medição dessas interações. Aqui, apresentamos uma gene-

ralização desse modelo, que utiliza um vetor de pesos para cada aresta do grafo, onde

cada elemento (peso) é uma medida distinta das características da imagem, definindo as-

sim múltiplas topologias para esse grafo. Dessa forma, múltiplas feições da imagem, tais

como cores, intensidade da borda, texturas e estruturas, podem ser representados com

maior precisão.

Para demonstrar a eficácia desse modelo, nós empregamos três topologias, base-

adas em diferentes feições da imagem: a Representação Estocástica de Textura (STR)

proposta por Medeiros et.al. (2015), a saída de uma rede neural convolucional (CNN) e

uma nova feição introduzida neste trabalho, que representa a relevância das bordas para a

estrutura da imagem.
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Além disso, para superar as limitações da CG e desenvolver um método de seg-

mentação eficiente e escalável, sem comprometer a qualidade da segmentação, este tra-

balho propõe uma nova estratégia de compressão de subgrafos desacoplados (CSD), no

estilo divisão e conquista. No CSD, o grafo a ser comprimido é desacoplado (dividido) em

pequenos subgrafos que podem ser comprimidos independentemente, a um baixo custo

computacional. Em seguida os subgrafos comprimidos são reacoplados (combinados)

em um único grafo, para obter a segmentação final. Desta forma, obtém-se uma seg-

mentação mais rápida, escalável e de maior qualidade. Ele também explora os máximos

locais da distribuição de certas feições de imagem que são observadas quando apenas pe-

quenas porções da imagem (representadas pelos subgrafos desacoplados) são avaliadas

independentemente, o que permite identificar fronteiras mais fracas e obter segmentações

melhores. Este trabalho também demonstra como o framework de CSD pode acomodar

várias topologias ao comprimir um único grafo.

As principais contribuições deste trabalho podem ser resumidas como:

1. apresentar um modelo de grafo de região multi-topológico, que permita associar

um única aresta múltiplos pesos (um por topologia);

2. introduzir um novo tipo de peso para arestas, mensurando a relevância das arestas

para a estrutura do grafo;

3. propor um framework rápido e escalável para compressão de grafos com arestas

de múltiplos pesos, capaz de processar eficientemente imagens grandes, mesmo no

nível de detalhes pixel-a-pixel;

4. demonstrar como esse algoritmo utiliza a localidade de certar feições da imagem

para detectar fronteiras sutis entre as regiões;

5. introduzir uma metodologia robusta para reacoplamento de grafos, que combine

corretamente os subgrafos comprimidos, independentemente da forma como eles

são desacoplados e da ordem em que eles são comprimidos.

Este trabalho esta organizado da seguinte maneira. O Capítulo 2 apresenta os

conceitos básicos sobre segmentação de imagens, detecção de bordas, representação de

texturas e teoria dos grafos necessários ao pleno entendimento deste trabalho. Já o Ca-

pítulo 3 apresenta o modelo de grafos de regiões, o conceito de compressão de grafos e

sua aplicabilidade para segmentação de imagens, bem como o algoritmo proposto para

comprimir grafos de regiões.
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O Capítulo 4 apresenta o modelo proposto de grafos de regiões multi-topológicos,

que expande o conceito de grafo de regiões permitindo múltiplos pesos por aresta. Esse

capítulo também apresenta as três topologias empregadas nos experimentos deste traba-

lho: STR, CNN e estrutural, bem como uma nova versão do algoritmo de compressão de

grafos, capaz de lidar com múltiplas topologias. O Capítulo 5 apresenta a estratégia pro-

posta para compressão de grafos de maneira escalável, permitindo a implementação do

algoritmo de compressão mais eficiente e eficaz. O Capítulo 6 apresenta uma avaliação da

complexidade computacional de tempo e espaço (memória) da estratégia de compressão

escalável proposta.

Em seguida, o Capítulo 7 detalha os experimentos realizados neste trabalho, além

de uma comparação quantitativa e qualitativa entre o método proposto e o estado da arte

em segmentação de imagens. Finalmente, o Capítulo 11 discute as principais conclusões

obtidas a partir dos experimentos realizados. Além disso esse capítulo também discorre

sobre possíveis trabalhos futuros.
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2 PROCESSAMENTO DE IMAGENS E TEORIA DOS GRAFOS

Neste capítulo apresentaremos os conceitos básicos processamento de imagens,

visão computacional e teoria dos grafos necessários ao pleno entendimento deste trabalho.

A primeira Seção traz uma visão geral sobre segmentação de imagens, assunto principal

deste trabalho, e discute conceitos de detecção de bordas, relacionado à topologia estru-

tural proposta. Já a Seção 2.2 trata de representação de texturas, discutindo metodologias

empregadas na construção da topologia textural proposta. Finalmente, a Seção 2.3 faz

uma breve introdução à teoria dos grafos, com conceitos básicos e definições utilizadas

pelo algoritmo de compressão de grafos apresentado neste trabalho.

2.1 Segmentação de imagens e detecção de bordas

Conforme mencionado anteriormente, segmentação de imagens consiste em par-

ticionar os pixels de uma imagem I em subconjuntos conectados e disjuntos r1, r2, ...r|S|.

Cada um desses subconjuntos rn é chamado de segmento ou região, e uma segmenta-

ção é geralmente representada por um mapa de regiões S = {r1, r2, ...r|S|}, que indica a

qual segmento pertence cada pixel. Além disso, o conjunto de pixels bij que separa duas

regiões adjacentes ri e rj é chamado de fronteira. Contudo, em aplicações práticas geral-

mente desejamos obter uma segmentação em que as regiões estejam relacionadas com o

conteúdo da imagem. Idealmente, queremos que cada segmento rn represente um objeto

ou classe presente na imagem.

Assim sendo, a segmentação "ideal" depende não somente da imagem em questão,

mas também da aplicação e do contexto em que esse processamento ocorre. Frequente-

mente, ainda, a qualidade de uma segmentação é muito subjetiva, e depende fortemente

da opinião do observador. Todavia, geralmente considere-se que em boa segmentação:

I. cada região é internamente homogênea (de acordo com algum critério),

II. duas regiões adjacentes devem apresentar dissimilaridade (sob algum aspecto).

Apesar da subjetividade dessas definições, eles permitem que critérios mais rigorosos

sejam utilizados em conjunto com técnicas de processamento de imagens para obter seg-

mentações.
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2.1.1 Detecção de bordas

Uma forma intuitiva de identificar diferentes objetos em uma imagem é procurar

pelos pixels que separam as regiões de interesse, umas das outras. Como regiões adjacen-

tes e distintas devem apresentar alguma dissimilaridade (e.g., cor ou textura diferentes), a

fronteira entre elas tende a coincidir com uma borda da imagem. Bordas são um tipo de

estrutura intrínseca de imagens, caracterizadas por locais em que a uma brusca variação

nos pixels (GONZALEZ; WOODS, 2006).

Detecção de bordas é um assunto extensamente estudado pela literatura de seg-

mentação de imagens, que busca determinar os pixels de uma imagem que correspondem

a bordas. Especialmente por conta da proximidade entre esses temas, diversas técnicas

para identificar bordas já foram propostas na literatura. Embora existam diversos algorit-

mos para essa tarefa, a forma mais comum de detectar bordas é computar os gradientes

de maior intensidade na imagem.

Um gradiente de imagem é uma mudança direcional na intensidade ou cor em uma

imagem. Matematicamente, o gradiente em cada pixel p de uma imagem I é um vetor

Op = (Ox(p),Oy(p)) ∈ R2 cujos componentes são as derivadas nas direções horizontal

e vertical, respectivamente. Em cada ponto de imagem, o vetor de gradiente aponta na

direção da maior variação de intensidade detectada, e o módulo (magnitude) do vetor de

gradiente corresponde à variação de intensidade nessa direção.

Logo, o gradiente OI de uma imagem pode ser estimado por meio das derivadas

parciais (GONZALEZ; WOODS, 2006):

OI =

OxI

OxI

 =

 ∂I
∂x

∂I
∂y

 (2.1)

em uma imagem digital (discreta) essas derivadas parciais serão:

∂I

∂x
=
[
−1 +1

]
~ I, (2.2a)

∂I

∂y
=
[
−1 +1

]T
~ I (2.2b)

onde ~ denota uma operação de convolução, e a matriz [−1; +1] é o kernel de convolução

(também chamado de filtro).

É interessante notar que, apesar da derivada de imagem conseguir identificar as
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Figura 2.1: Comparação de detecção de bordas entre diferentes métodos de gradiente
(a) Imagem Original I (b) Gradiente com derivada da imagem (c) Gradiente com derivada de gaussiana

Fonte: Rosenberg (2001), adaptado pelo autor.

bordas mais proeminentes, como o kernel possui um tamanho 2 × 1, os gradientes es-

tarão deslocados meio pixel em relação à imagem original, o que pode ser problemático

para gerar um mapa de segmentação ou de bordas que se sobreponha à imagem original.

Uma simples solução para isso é utilizar um filtro de comprimento ímpar, como [-1; 0;

1] (GONZALEZ; WOODS, 2006).

Na literatura é possível encontrar diversas propostas de kernels para obter os gra-

dientes de imagem, como kernels bidimensionais (2D), de alta ordem, etc. Neste trabalho,

entretanto, a mais relevante é a derivada de gaussiana. Essa técnica é uma evolução natu-

ral dos filtros de derivada da imagem, quando uma janela maior de pixels é considerada.

A derivada de gaussiana não utiliza um filtro com valores específicos, ao invés, ela define

uma metodologia para obter o kernel de convolução. Considere um filtro de borramento

gaussiano de:

Aσ =

[
e[− x2/(2σ2)]

σ
√

2π

]
,∀x ∈ [d−w/2e; bw/2c] ⊂ Z

onde σ é o desvio padrão e x é a posição do valor dentro do kernel. A partir de Aσ, é

calculado o gradiente (ou derivada) do próprio filtro OAσ, que é efetivamente usado como

kernel para detectar as bordas na imagem. Essa técnica apresenta diversas vantagens em

relação a derivada da imagem, como permitir controlar o tamanho do filtro desejado (ade-

quando o mesmo à resolução da imagem), maior estabilidade numérica e maior precisão

nas bordas. A Figura 2.1 ilustra visualmente as diferenças entre os métodos de gradiente

apresentados.

Neste trabalho, adotamos uma convenção de distinguir entre bordas (variações

abruptas na imagem) de fronteiras (o conjunto de pixels conectados que efetivamente

separa duas regiões em um mapa de segmentação). Embora esses termos sejam frequen-
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temente considerados sinônimos pela literatura, adotamos essa convenção para facilitar a

compreensão da metodologia proposta.

2.2 Representação de texturas

Em imagens naturais é muito comum a ocorrência de objetos ou regiões contendo

padrões com grande variação de intensidade e cor. Nesses casos, é muito provável que

métodos de detecção de bordas não consigam identificar corretamente as regiões de uma

imagem, como ilustrado na Figura 2.2. Neste exemplo, apesar da obvia diferença de cor

entre zebra e gramado, as bordas detectadas não coincidem com as fronteiras das regiões

de interesse.

Uma abordagem alternativa para lidar com esses casos é utilizar características da

imagem que representem de forma mais abrangente as relações de um pixel com seus vi-

zinhos, como feições de textura (MEDEIROS; SCHARCANSKI; WONG, 2013b). Esse

tipo de feição busca extrair informações referentes à superfície ou aparência dos obje-

tos (SONKA; HLAVAC; BOYLE, 2007), e permite avaliar e comparar o conteúdo das

regiões (CHEN et al., 1999).

Ainda que essa noção seja intuitiva, não existe uma definição precisa de textura

que seja universalmente aceita na literatura. Ainda assim grande parte dos trabalhos na

área compartilham, ainda que subjetivamente, do mesmo conceito geral. Uma textura é

comumente caracterizada como um padrão local, que pode ser identificado visualmente e

se repete sobre alguma área da imagem. Considera-se ainda que os elementos definindo

esse padrão visual são chamados de primitivas da textura ou textels (CHEN et al., 1999;

FAUGERAS; PRATT, 1980; FRANCOS; MEIRI; PORAT, 1993; CROSS; JAIN, 1983;

SONKA; HLAVAC; BOYLE, 2007) e podem ocorrer tanto de forma periódica como es-

Figura 2.2: Exemplo de segmentação insatisfatória gerada por detecção de bordas.
(a) Imagem Original (b) Resultado da detecção de bordas

Fonte: Martin et al. (2001), adaptado pelo autor.
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tocástica.

Na literatura de visão computacional, há diversas abordagens para representar

texturas em imagens, como gradientes em múltiplas orientações (FOWLKES; MAR-

TIN; MALIK, 2003; MARTIN; FOWLKES; MALIK, 2004), filtros de Gabor (HOANG;

GEUSEBROEK; SMEULDERS, 2005), decomposição pela transformada wavelet (JAIN;

FARROKHNIA, 1990), image patches (do inglês, janelas ou fragmentos de imagens) (VARMA;

ZISSERMAN, 2009; LIU; FIEGUTH, 2012; MEDEIROS; SCHARCANSKI; WONG,

2012; MEDEIROS; SCHARCANSKI; WONG, 2013b) e redes neurais convolucionais

(CNN, do inglês Convolutional Neural network), entre outros.

2.2.1 Feições de textura

Seguindo este conceito, podemos representar texturas em uma imagem I por meio

da relação entre cada pixel e seus vizinhos. Uma forma simples e intuitiva de identificar

essa relação é por meio dos gradientes da imagem (SONKA; HLAVAC; BOYLE, 2007).

Feições obtidas desta maneira são capazes de detectar mudanças de brilho, luminância

ou cor. Além disso, é possível também computar essas diferenças em diversas direções e

escalas, tornando as feições de textura mais robustas (VARMA; ZISSERMAN, 2009).

Por exemplo, Scharcanski (2007) e Verdoolaege e Schenunders (2011) propuse-

ram técnicas em que a textura é representada pela resposta da imagem a uma transformada

wavelet. Nessa técnica a imagem é filtrada diversas vezes, alternando entre kernels orto-

gonais de detecção de bordas (vertical e horizontal) e de borramento (gaussiano), que

utilizam janelas de pixels progressivamente maiores.

Nessa mesma linha de abordagem, outros métodos propõem a extração de feições

de textura utilizando um conjunto de Gabor (JAIN; FARROKHNIA, 1990; JIANG; YAO;

JIANG, 2007). Esse conjunto contém filtros de detecção de bordas vários tamanhos (em

geral cada escala com o dobro do tamanho anterior) e direções (geralmente em quanti-

dade múltipla de 4). Já Varma e Zisserman (2005) propuseram um banco de 38 filtros,

chamado MR8, para extrair informação textural da imagem. Esse bando inclui filtros

de borramento (gaussiana), detectores de bordas isotrópicos (laplaciana de gaussiana) e

detectores de bordas direcionais (gradientes) em múltiplas direções e escalas. Contudo,

apenas a resposta máxima entre todas as orientações de cada escala é utilizada para cada

pixel, o que garante que essas feições sejam invariantes à rotação das texturas na imagem.

Outra abordagem possível é combinar gradientes das diferentes características da
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imagem, como brilho, cor e textura para obter as feições de texturas (FOWLKES; MAR-

TIN; MALIK, 2003). Como na metodologia de segmentação proposta por Martin, Fo-

wlkes e Malik (2004), em que texturas são capturas por filtros de energia orientada, que

combinam transformada de Hilbert (detecção de bordas) em múltiplas orientações e his-

togramas descrevendo os valores na vizinhança de cada pixel da imagem. Esse método

produz segmentações interessantes e, embora não aborde diretamente a similaridade en-

tre texturas, demonstra que é possível identificar a diferença entre texturas utilizando de

histogramas contendo poucos pixels.

Por outro lado, diversos trabalhos nos últimos anos estudaram o uso de redes

neurais convolucionais (CNN) para extração de feições da imagem (RONNEBERGER;

FISCHER; BROX, 2015; HE et al., 2017; CHATFIELD et al., 2014). As CNNs bus-

cam aprender de maneira supervisionada uma sequência de kernels de convoluções que,

quando aplicados a imagem, produzam feições relevantes para resolver a tarefa em ques-

tão. Para isso, é utilizada uma rede neural com múltiplas camadas, em que cada camada

é um conjunto de filtros convolucionais (kernels), E eu ajustar os pesos da rede, esses fil-

tros são modificados. Entretanto, diferente dos métodos que utilizam bancos de filtros, os

kernels da uma CNN são especializados pra uma data tarefa, determinada pelo conjunto

de treinamento utilizado para ajustar os pesos das convoluções.

Em particular, a CNN proposta por Simonyan e Zisserman (2014), conhecida po-

pularmente como VGG16-CNN, tem sido amplamente empregada como extrator de fei-

ções em tarefas de segmentação de imagens. Esta rede é composta de 13 camadas convo-

lucionais (de filtros 3× 3 e 5× 5) organizadas em 5 grupos, intercalados com operações

de subamostragem (pooling), conforme ilustrado pela Figura 2.3. Neste caso, a VGG16

é treinada para classificação de imagens, e as 3 ultimas camadas dessa rede atuam como

classificador. Entretanto, após aprender os pesos do modelo, podemos remover as ca-

madas finais (classificador) e utilizar apenas as primeiras camadas como um extrator de

feições. Dessa forma, é possível combinar esse extrator de feições a outros modelos de

classificação, ou até mesmo em modelos de outras tarefas, como segmentação de ima-

gens.

Há também trabalhos demonstrando que é possível atingir uma precisão ainda

maior com uso de características muito mais simples e intuitivas (VARMA; ZISSER-

MAN, 2009; LIU; FIEGUTH, 2012). Nas representações de textura por meio de wave-

lets (SCHARCANSKI, 2007; VERDOOLAEGE; SCHEUNDERS, 2011), gradientes (JAIN;

FARROKHNIA, 1990; JIANG; YAO; JIANG, 2007) ou bancos de filtros (VARMA; ZIS-
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Figura 2.3: Estrutura da VGG16-CNN (SIMONYAN; ZISSERMAN, 2014).

VGG16-CNN
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Fonte: (a),(b),(d) e (e) o autor. (c) Rosenberg (2001).

SERMAN, 2005; MARTIN; FOWLKES; MALIK, 2004), cada pixel é representado pelas

respostas dos respectivos utilizados. Varma e Zisserman (2009) observaram que essas res-

postas são obtidas pelo produto interno entre o kernel do filtro e um vetor contendo um

pequeno pedaço (patch) da imagem. Logo, as respostas desses filtros são na realidade

projeções lineares dos patches da imagem para um espaço de menor dimensionalidade.

Portanto, é possível representar uma imagem I utilizando patches da imagem.

Nessa metodologia, cada pixel p ∈ I é representado por uma janela (vizinhança quadrada)

Nω de ω×ω pixels ao redor de p, redimensionada na forma de um vetor f(p) de tamanho

ω2 × 1. Estudos comparando essa representação com bancos de filtros ou outros tipos de

gradientes demonstram que, mesmo utilizando pequenos blocos (3×3, 5×5 ou 7×7), os

patches da imagem são tão eficientes quanto as diferenças locais dos filtros. Isso acontece

por que os patches da imagem indicam com precisão as relações entre pixels vizinhos,

mas por estarem em uma dimensão mais elevada, são capazes de representar muito mais

detalhes e nuances da imagem.
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2.2.2 Descritores de textura para regiões

Enquanto as feições de textura representam texturas individualmente para cada

pixel, descritores de regiões podem ser utilizados para representar texturas em uma área

maior da imagem, de forma que regiões com formas e tamanhos distintos possam ser

comparadas. Similarmente às feições de textura, descritores de regiões buscam revelar

padrões visuais explorando as relações entre pixels adjacentes, entretanto estes usam al-

guma técnica estatística para consolidar essas relações de forma normalizada.

Um método simples e intuitivo para isso são as matrizes de coocorrência (MCTC),

que se baseia na contagem das ocorrências de alguma configuração dos tons de cinza da

imagem. Essa técnica representa a textura em uma região r ⊂ I a partir da probabilidade

conjunta de dois tons de cinza ocorrerem nos pixels das posições (x, y) e (x+∆x, y+∆y),

para todos os pixels nas posições (x, y) ∈ r. Essa probabilidade conjunta é estimada por

um histograma bivariado, com o qual são calculadas as seguintes as seguintes estatísticas

descritivas (WANG; ZHANG; YAO, 2011; SONKA; HLAVAC; BOYLE, 2007):

• contraste (medida de variação local),

• energia (segundo momento angular),

• entropia (medida de caos ou ordenação dos dados),

• correlação (medida de linearidade da imagem),

• probabilidade máxima,

• momento da diferença inversa,

• homogeneidade;

que servem como "vetor de características"(ou descritor) para a região r. Entretanto para

obter uma descrição robusta, é necessário utilizar diversas matizes, contendo várias com-

binações de ∆x e ∆y, que indicam as diferentes configurações cada pixel e seus vizinhos.

Por empregar estatísticas de segunda ordem, as matrizes de coocorrência são ca-

pazes de representar uma ampla variedade de texturas. Além de modelar as relações

espaciais com precisão, ela também é invariante à transformações monotônicas dos ní-

veis de cinza (SONKA; HLAVAC; BOYLE, 2007). Por outro lado, a MCTC ignora o

tamanho e orientação das primitivas das texturas, prejudicando o modelo em imagens de

alta resolução. Além disso construir as várias matrizes necessárias para que a MCTC seja
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estável é computacionalmente muito custoso, tanto em tempo quanto em memória. Além

disso, para representar imagens coloridas, são necessárias pelo menos 3× mais matrizes.

E mesmo utilizando histogramas marginais (SONKA; HLAVAC; BOYLE, 2007), que ig-

noram as relações entre os canais da imagem, a MCTC ainda representa um grande custo

computacional.

Outra abordagem para obter descritores de textura regionais é utilizar dicionário

de textons (ou bag-of-features), que representa as texturas de uma região por meio da

probabilidade de certos vetores de características (texton) ocorrer na região (MALIK et

al., 2001).

Considerando a definição apresentada anteriormente, em que texturas são padrões

repetidos espacialmente, podemos assumir que vetores de características para pixels em

uma mesma textura apresentam alta redundância de informação. Portanto, é possível

agrupar esses vetores em um pequeno conjunto de protótipos de feições de textura, ou

textons, que servem como as primitivas da textura. Esses protótipos são obtidos utili-

zando algum algoritmo de clustering, e.g. K-Means (LIU; FIEGUTH, 2012), em que o

centroide de cada grupo (cluster) será um texton. O conjunto de todos os textons utiliza-

dos na representação das texturas é chamado dicionário de textons (MALIK et al., 2001;

VARMA; ZISSERMAN, 2009; LIU; FIEGUTH; KUANG, 2011; MEDEIROS; SCHAR-

CANSKI; WONG, 2012).

Após obter o dicionário, um histograma é utilizado para estimar a probabilidade

de cada texton ser encontrado na região analisada. Para isso, é necessário realizar a quan-

tização vetorial das feições de cada pixel para um dos textons no dicionário, em geral

minimizando a distância euclidiana entre eles (VARMA; ZISSERMAN, 2009). Já que as

texturas agora estão codificadas como um histograma de ocorrências, podemos quantificar

a similaridade entre regiões com medidas de sobreposição de histogramas como distância

de Bhattacharyya (MEDEIROS; SCHARCANSKI; WONG, 2015) ou χ2 (VARMA; ZIS-

SERMAN, 2009; LIU; FIEGUTH, 2012; AHERNE; THACKER; ROCKETT, 1998). A

distância χ2 que é dada por:

χ2(p̂, q̂) =
1

2

∑
i

(p̂i − q̂i)2

p̂i + q̂i
(2.3)

no qual p̂ e q̂ são dois histogramas de qualquer distribuição.

Como essa técnica considera a distribuição de probabilidade das feições, esse mo-

delo descreve de forma muito mais precisa as relações espaciais entre os pixels. É in-

teressante observar que dicionários de textons podem ser facilmente combinados com
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diversas técnicas de extração de feições de textura, como as descritas na Seção 2.2.1.

Assim obtemos um descritor robusto, em que as feições texturais representam aspectos

"pontuais" da textura, e o dicionário de textons provê uma descrição da aparência da tex-

tura (LIU; FIEGUTH, 2012). Outra grande vantagem desse descritor é que quanto maior a

região representada, mais preciso será o histograma de textons, o que torna essa represen-

tação adequada para segmentação de imagens (MEDEIROS; SCHARCANSKI; WONG,

2013b).

A principal deficiência dos dicionários de textons incide na representação de re-

giões muito pequenas (MEDEIROS; SCHARCANSKI; WONG, 2012). O histograma de

textons de uma região é uma aproximação discreta da função de probabilidade das feições

nessa região. Logo, nos casos em que há poucas amostras (pixels) a descrição pode variar

muito com a translação sobre uma mesma textura, impedindo que o padrão visual seja de-

tectado. Já em regiões com um único pixel, o descritor frequentemente se degenera, pois

seu histograma é comparável apenas a outra região exatamente igual, ou seja, em que o

vetor de feições tenha sido quantizado para o mesmo texton. Além disso, para que duas

texturas sejam comparáveis, é necessário não somente utilizar o mesmo dicionário para

ambas, mas também que ele inclua textons de ambas as texturas (VARMA; ZISSERMAN,

2009; MEDEIROS; SCHARCANSKI; WONG, 2013a).

Observe que tanto as técnicas de segmentação por detecção de bordas, quanto as

de representação de texturas, apresentam limitações e, em determinados cenários, falham

em identificar corretamente os segmentos da imagem. A detecção de bordas não é capaz

de identificar corretamente fronteiras em regiões de grande variância na intensidade dos

pixels. Esse problema também ocorre com feições de textura pixel-a-pixel. Já os descri-

tores de textura por região são capazes de identificar corretamente essas variações locais,

mas não são satisfatórios para analisar porções muito pequenas da imagem.

O método para segmentação de imagens proposto neste trabalho tenta equilibrar

os benefícios e deficiências dessas duas abordagens (bordas e textura) analisando ambos

os aspectos da imagem simultaneamente em um grafo multi-topológico que descreve as

relações entre pixels ou regiões adjacentes. Em particular, as limitações dos dicionários

de textons, i.e., incluir textons de todas as classes de forma eficiente, é abordada pelo

algoritmo de segmentação escalável no Capítulo 3 utilizando a estratégia de dicionários

especializados.
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Figura 2.4: Exemplo de um grafo P = (VP , EP) com um conjunto
de vértices VP = {1, 2, 3, 4, 5, 6} e um conjunto de arestas EP =
{{1, 2}, {1, 5}, {2, 3}, {2, 5}, {3, 4}, {4, 5}, {4, 6}}.

Fonte: Remahl (2005)

2.3 Grafos: conceitos e definições

Um grafo é um modelo abstrato de representação em que pontos (chamados vér-

tices) são conectados por arcos (chamadas arestas). Formalmente, um grafo é definido

como um par ordenado P = (VP , EP) de conjuntos em que EP ⊆ (VP × VP). Portanto,

os elementos de EP são subconjuntos de pares dos elementos de VP (DIESTEL, 2012).

Um elemento de VP é chamado de vértice e denotado como vi, enquanto um ele-

mentos em EP é chamado de aresta e denotado por eij quando conecta vi e vj . Um

grafo pode também apresentar múltiplas arestas repetidas, ou arestas de um vértice para

ele mesmo, indicadas como eii. Uma representação visual de um grafo é mostrada na

Figura 2.4.

Em um grafo, apenas interessa quais pares de vértices são conectados por arestas

e quais não são, logo a forma em que os pontos e arestas são desenhados é irrelevante.

Neste trabalho, usamos a notação vi ∈ P para indicar que o vértice vi ∈ VP tal que

P = (VP , EP). Analogamente, eij ∈ P indica que eij ∈ EP .

Dependendo da proporção entre |VP | (número de vértices) e |EP | (quantidade de

arestas) o grafo pode ser considerado denso ou esparso. Pela definição de EP , o número

de arestas em um grafo sempre estará no intervalo [0; |VP |2] ⊂ Z. Um grafo é dito es-

parso quando possui poucas arestas em relação a quantidade de vértices. Inversamente,

um grafo com muitas arestas é dito ser denso. Embora não haja um consenso na literatura

sobre o ponto exato de separação entre um grafo denso ou esparso, neste trabalho consi-

deramos esparsos grafos em que |EP | ≈ |VP | e densos os grafos em que |EP | ≈ |VP |2.

Note também que é possível ocorrer grafos completamente vazios (∅, ∅), que não

possuem nenhum vértice ou aresta, grafos com um único vértice, ou mesmo grafos com

vários vértices, mas nenhuma aresta. Entretanto, não é possível criar um grafo apenas
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com arestas e sem nenhum vértice, já que obrigatoriamente uma aresta eij ∈ (VP × VP).

Outro conceito importante para este trabalho é o de grafos ponderados, em que

uma data aresta eij ∈ P está associada a um valor wij ∈ R. Neste caso, wij é chamado

de peso da aresta eij , e o conjunto de todos os pesos de arestas é WP = {wij ∈ R | eij ∈

EP}. É importante salientar que não é permitido que apenas algumas arestas possuam

pesos, portanto em um grafo ponderado, todas as suas arestas possuem pesos.

2.3.1 Topologia de grafos

O conceito de grafos está intrinsecamente relacionado ao conceito de topologias,

pois ambos utilizam modelos abstratos para descrever relações complexas e entre múlti-

plos elementos. Diversos conceitos, definições e propriedades de grafos possuem equiva-

lentes em topologia, e vice-versa (PlanetMath.org, 2013). Por um lado, a teoria de grafos

estuda primariamente as relações entre os elementos discretos, visto que a disposição e

formato dos vértices e arestas não é relevante. Já topologia é o ramo da matemática que

estuda espaços topológicos que são representações objetos geométricos de n-dimensões

em um espaço contínuo, e compreende justamente no estudo das disposições e relações

geométricas entre os elementos destes objetos (SHARESHIAN; WACHS, 2007). De ma-

neira geral, um grafo pode ser considerado um espaço topológico de uma única dimensão

denominado complexo simplicial abstrato, que representa uma coleção finita de objetos

com faces triangulares em n-dimensões (PlanetMath.org, 2013).

A combinação destes dois campos de estudo dá origem ao ramo chamado de teoria

de grafos topológicos. Essa teoria consiste primariamente da transposição de grafos para

superfícies, espaços euclidianos e espaços topológicos. Dessa forma é possível usar ex-

plorar conceitos e propriedades de topologias em grafos. Isso permite utilizar topologias

para descrever e analisar as representações geométricas de grafos.

Conforme dito anteriormente, grafos são modelos abstratos que independem de

representações visuais ou geométricas. Isso permite que um grafo P seja desenhado (re-

presentado visualmente) de várias maneiras diferentes, sem alterar suas propriedades bá-

sicas.

Um dado arranjo geométrico de vértices e arestas é chamado de topologia de grafo

TP (GROSS; TUCKER, 1987). É possível, portanto, obter diversas topologias para um

mesmo grafo, em diversos espaços vetoriais com dimensões variadas (e.g., N, Z, R, R2,

R3, ...). Especificamente, grafos em que é possível construir uma topologia planar, i.e.,
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representações de grafos no plano R2, usando pontos para os vértices e arcos para as

arestas, sem que as arestas se cruzem, são chamados de grafos planares (TRUDEAU,

2013). Uma vez que imagens são um sinal discreto bidimensional, grafos planares são o

foco deste trabalho. Um grafo pode também possuir múltiplas topologias e este trabalho

as indica denota como T 1
P , T 2

P , · · · , T kP · · · , T JP .

Embora não seja uma associação trivial, neste trabalho a topologia T kP de um grafo

planar P = (VP , EP) é determinada por um conjunto de pesos W k
P . Portanto quando

mencionamos uma topologia T kP , estamos nos referindo a tupla (VP , EP ,W
k
P) = T kP , em

que WP é um conjunto de pesos para EP no qual wij ∈ WP indica o comprimento do

arco entre os vértices vi, vj ∈ VP na representação planar dessa topologia.

2.3.2 Subgrafos

Um subgrafo é um grafo que está contido em outro grafo (DIESTEL, 2012), de

forma que:

Definição 1 (subgrafo). Seja P = (VP , EP) um grafo qualquer. Um subgrafo de P é

qualquer grafo G = (VG, EG) em que:

1. VG ⊆ VP ,

2. EG ⊆ EP .

É interessante ressaltar que, como G também é um grafo, ele deve respeitar EG ⊆ (VG ×

VG). Portanto, não somente as arestas do subgrafo EG devem pertencer ao grafo original,

mas também que cada uma delas deve conectar dois vértices em VP .

Analogamente, G também pode possuir topologias (representações gráficas) que,

caso existam, são denotadas como T kG, onde k é um índice ou nome da topologia. Para fa-

cilitar o entendimento do método proposto, este trabalho utiliza a expressão sub-topologia

para se referir a topologias de subgrafos.

2.3.3 Caminhos e conectividade de grafos

Um caminho em P é um subgrafo P = (VP , EP ) de P em que (DIESTEL, 2012):

VP = v0, v1, ..., vk (2.4a)
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EP = e0,1, e1,2, e2,3, ..., ek−1,k (2.4b)

ou seja, um caminho P representa uma sequência de vértices, em que vértices adjacentes

em P também são adjacentes em P . Um caminho que começa no vértice vi e termina em

vk é denotado por PPik . Quando existe PPik dizemos que vk é alcançável a partir de vi.

Note também que as arestas de um grafo não possuem uma direção específica, de

forma que eij pode ser utilizada para caminhar de vi para vj tanto quanto de vj para vi.

Analogamente, se existe um caminho PPik entre vi e vk em P , então também existe o um

caminho entre vk e vi, denotado como PPki = PPik .

Além disso, todo grafo P = (VP , EP) em que há pelo menos um caminho PPij
entre cara par de vértices vi, vj ∈ VP é um em grafo conectado (DIESTEL, 2012).‘ Ou

seja, em um grafo conectado todos os vértices são alcançáveis a partir de qualquer outro

vértice. Analogamente, um grafo sem essa propriedade será um grafo desconectado.

Em consequência, os componentes conexos de um grafo são definidos como (DI-

ESTEL, 2012):

Definição 2 (Componente conexo). Um componente conexo de um grafo P = (VP , EP)

é um subgrafo G = (VG, EG) em que quaisquer dois vértices vi e vj ∈ VG são conectados

por pelo menos um caminho PG
ij , e não são conectados a nenhum outro vértice em VP .

Ou seja, um componente conexo é um subgrafo conectado que não é possível adicionar

mais vértices de P sem que ele se torne desconectado. Note que um grafo conectado P

sempre possui um único componente conexo G = P .

2.3.4 Cortes de grafo

Utilizando os conceitos definidos anteriormente, é possível definir uma opera-

ção denominada corte de grafos, que divide um grafo conectado em subgrafos meno-

res (YURI; VEKSLER, 2006):

Definição 3 (Corte de grafo). Seja P = (VP , EP) um grafo conectado. Um corte em

P é uma partição do conjunto de vértices VP em dois ou mais subconjuntos disjuntos

V1, V2, ..., VB, com B ≥ 2. O conjunto de arestas EC
P = {exy ∈ EP |vx ∈ Vn e vy /∈

Vn e 1 ≥ n ≥ N}, i.e., com as arestas que conectam vértices em partições diferentes, é

chamado de conjunto de corte e contém as arestas removidas de P nesta operação.
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Essa operação é muito útil no contexto de segmentação de imagens, pois permite

o uso de um extenso campo de estudos, com diversas técnicas e ferramentas confiáveis

para agrupamento e classificação de dados, que podem facilmente ser adaptadas para

segmentação de imagens. Em particular, se uma imagem é representada como um grafo

ponderado, é possível implementar algoritmos eficientes para segmentação utilizado o

teorema do corte mínimo-fluxo máximo (CORMEN et al., 2009).

O corte mínimo em um grafo ponderado P é aquele em que as arestas no conjunto

de corte EPC possuem peso total E(EPC ) menor ou igual a qualquer outro corte possível

para P (YURI; VEKSLER, 2006). O peso total de um conjunto de corte EPC é dado por

E(EPC ) =
∑

e∈EPC
(wxy). Note que pode haver múltiplos cortes mínimos para um mesmo

grafo, desde que todos possuam o mesmo peso total.

2.3.5 Campos aleatórios de Markov

Outro modelo baseado em grafos comumente utilizado para segmentação de ima-

gens, são os chamados campos aleatórios de Markov (MRF, do inglês Markov random

fields) (LI, 2009). Um campo aleatório de Markov é um modelo que descreve as proba-

bilidades condicionais de um conjunto de variáveis aleatórias X̄ = {X1, X2, · · · , Xn}.

Neste modelo, cada variável aleatória Xi está associada a um vértice vi ∈ VP do grafo

P = (EP , VP), e as arestas eij ∈ EP representam as correlações entre as variáveis. Além

disso, as relações entre variáveis descritas por esse modelo satisfazem as propriedades

de uma cadeia aleatória de Markov. Portanto, cada variável aleatória Xi (associada a um

vértice vi), é considerada independente de qualquer outra variável aleatória Xj (associada

a um vértice vj) cujos vértices não sejam diretamente conectados por uma aresta eij em

P Dessa forma, a existência de uma aresta eij indica que as variáveis aleatórias Xi e Xj

são dependentes.

Essa modelagem é muito interessante para segmentação de imagens. Facilmente

podemos associar a classe de cada pixel p em uma imagem I com uma variável aleatória

Xp distinta. Dessa forma, cada pixel é representado por um vértice vp no grafo P . Já

as arestas que indicam as relações de dependência entre as variáveis representas uma

vizinha de pixel. Neste caso o grafo P será uma grade uniforme. Um MRF também

pode ser utilizado para descrever relações entre regiões da imagem de tamanho ou forma

quaisquer, onde cada variável aleatória representa a classe de uma região. Logo cada

vértice no grafo está associado a uma região, invés de pixels individuais.
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Essa técnica permite não apenas estabelecer as probabilidades condicionais entre

os elementos da imagem, mas também traduz o problema de segmentação de imagens

para o domínio de grafos. Isso permite que diversas técnicas de grafos sejam empregadas

em soluções para segmentação de imagens.
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3 GRAFOS DE REGIÕES E COMPRESSÃO DE GRAFOS

O modelo de grafos de regiões (WONG; SCHARCANSKI; FIEGUTH, 2011;

MEDEIROS; SCHARCANSKI; WONG, 2015; MEDEIROS; WONG; SCHARCANSKI,

2018) usa um grafo planar G = (VG, EG,ΨG) para descrever um estado de segmentação

S0 de uma dada imagem I , entretanto esse modelo adiciona um terceiro componente: o

conjunto dos tamanhos dos vértices ΨG . Para isso, cada vértice vi ∈ VG = {vi | ri ∈ S0}

está associado a exatamente uma região ri ∈ S0 (1 ≤ i ≤ |S0|). Portanto, um determi-

nado ψi ∈ ΨG (o tamanho do vértice vi) indica o número de pixels em ri. Além disso,

cada aresta eij ∈ EG conectando vi e vj representa a existência de uma fronteira entre as

regiões ri e rj na segmentação S0. Consequentemente, arestas de laço, e.g. eii, não são

permitidas em grafos de regiões, já que nenhuma região possui fronteira com ela mesma.

Como apresentado na Seção 2.3.1, um arranjo de pontos e arcos que representa os

vértices e arestas de um grafoP é chamado de topologia. E, neste trabalho, uma topologia

TP está associada a um conjunto de pesos não-negativos WP = {wij ≥ 0 | eij ∈ EP},

que indica o comprimento dos arcos das arestas em EP . Portanto, em um grafo de regiões

G = (VG, EG,ΨG), a topologia TG = (VG, EG,ΨG,WG) pode ser usada para descrever a

intensidade das fronteiras em S0 além do estado de segmentação que G já representa.

Embora qualquer partição de I possa ser representada dessa maneira, para a ta-

refa de segmentação de imagens proposta neste trabalho, é necessário impor a reforçar a

representação de interações locais entre pixels e regiões adjacentes. Para isso, a segmen-

tação S0 deve necessariamente ser um superconjunto de conjuntos de pixels conectados

que sejam não-vazios e disjuntos dois-a-dois, isto é, uma cada região deve representar

exatamente um segmento continuo de pixels da imagem.

Além disso, a topologia TG pode descrever interações e características de I no nível

pixel-a-pixel. Para isso, basta que a segmentação inicial S0 (e portanto o grafo inicial G)

represente cada pixel l ∈ I como uma única região ri (associado a vi ∈ VG , neste caso

com ψi = 1), que o conjunto de arestas EG seja definido como a vizinhança-de-4 de

um MRF em que os pesos de WG sejam computados utilizando algum indicador visual

destas regiões, tal como diferença de cores, dissimilaridade de textura ou intensidade da

fronteira. Nesta tese, nos referimos ao grafo G configurado da maneira como grafo de

regiões pixel-a-pixel. Analogamente, nos referimos a qualquer topologia TG para este

grafo como topologia pixel-a-pixel. Note que, embora neste trabalho seja empregada a

vizinhança-de-4, o modelo proposto permite a a construção de grafos com mais conexões
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Figura 3.1: Configuração do grafo de regiões: (a) a imagem original (50 × 63), (b) as
interações iniciais entre pixels adjacentes usando MRF, (c) topologia inicial do grafo de
regiões, com o comprimento das arestas proporcional à força da borda entre elas (arestas
mais longas também são mais escuras), (d) grafo de regiões comprimido (em verde),
sobreposto à segmentação da imagem equivalente (em vermelho).

(a) Imagem Original I (b) Interações entre regiões iniciais

(c) Topologia TG do grafo de regiões G (d) Grafo de regiões comprimido F

Fonte: (a), (b) e (d) Matlab (2017), adaptado pelo autor. (c) o autor.

por região, desde que o grafo resultando seja planar, i.e., possa ser representado em um

plano. Logo, é possível construir que um grafo de regiões pixel-a-pixel com vizinhanças-

de-8.

Como ilustrado pela Figura 3.1, essa abordagem faz com que as estruturas (objetos

e texturas) da imagem fiquem correlacionadas com a estrutura da topologia TG . Dessa

forma, regiões similares são posicionadas próximas umas das outras enquanto vértices de

regiões diferentes são apresentadas com uma distância maior.
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3.1 Compressão de grafos topológicos

Como a topologia do grafo de regiões G está relacionada às estruturas da imagem

I , comprimir este grafo produz uma nova segmentação para esta imagem. Essa técnica

transforma G em um novo grafo F , menor e mais simples, mas que possui a mesma

estrutura que o original. Esse conceito é formalmente definido como:

Definição 4 (Compressão de Grafos). Seja G um grafo planar e conectado, com uma

topologia TG = (VG, EG,WG,ΨG). Compressão de grafo é então uma funçãoH : G → F

que transforma G em outro grafo F = (VF , EF) (chamado de grafo comprimido) com

uma topologia TF = (VF , EF ,WF ,ΨF), tal que:

1. VF = {v′1, · · · , v′n} é uma partição de VG , o que significa que:

• |VF | < |VG|,

• vi 7→ v′x, i.e., cada vi ∈ VG é mapeado para exatamente um v′x ∈ VF ;

• ψx =
∑

vi∈VG |vi 7→v′x
(ψi), i.e. cada v′x ∈ VF representa todos os pixels associ-

ados a qualquer vi em que vi 7→ v′x

2. EF = {e′xy = (v′x, v
′
y) | vi 7→ v′x, vi 7→ v′x, eij ∈ EG}, o que significa que:

• |EF | < |EG|,

• para todo eij ∈ EG onde vi 7→ v′x e vj 7→ v′y:

– se v′x 6= v′y então eij 7→ e′xy, i.e., eij é mapeado para exatamente um

e′xy ∈ EF ,

– se v′x = v′y, então eij não é mapeado para nenhum e′xy ∈ EF (já que

arestas de laço são descartadas);

3. suas topologias são equivalentes, o que significa que:

• para quaisquer vi, vj, vk ∈ VG e v′x, v
′
y ∈ VF onde vi, vj 7→ v′x e vk 7→ v′y, se

existe eij, eik ∈ EG e e′xy ∈ EF tais que eik 7→ exz, então wij, wjk, wik <=

wxy, i.e., arestas entre vértices que são mapeados para o mesmo super-vértice

devem ser menores do que arestas entre vértices que são mapeados para

super-vértices distintos.

Neste trabalho, nos referimos a v′x, v
′
y ∈ VF como super-vértices, e a e′xy ∈ EF

como super-arestas, já que eles frequentemente representam regiões e fronteiras maiores
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do que as representadas por G. Embora eles sejam conceitualmente idênticos aos vértices

e arestas em G, nós optamos por essa denominação para tornar do método proposto mais

claro.

A Definição 4 induz não apenas a diminuição no numero de vértices como também

minimiza a variância nos indicadores visuais de cada super-vértice e maximiza a distância

entre topológica entre os super-vértices. No contexto de grafos de regiões para segmenta-

ção de imagens, essas características da compressão de grafos resultam em segmentações

com menos regiões do que o inicial, maior homogeneidade interna de cada região e maior

distinção visual entre regiões adjacentes.

Este trabalho propõe um algoritmo para compressão de grafos para computar

H(G), a partir de uma topologia. Esse algoritmo pode ser resumido em pseudocódigo

como:

Algoritmo 1 Algoritmo de Compressão de Grafos

Entradas: Grafo de regiões G = (VG, EG,ΨG), Conjunto de pesos das arestas WG na

topologia TG
Saída: Grafo comprimido F = (VF , EF ,ΨF)

1: G0 = G; V = VG; E = EG; Ψ = ΨG;

2: t = 0;

3: Q = ordenar(EG) usando WG; . Fila de prioridades

4: para eij = pop(Q) faça:

5: se α(vi, vj) > u ∼ U(0; 1) então: . Critério estocástico - veja (3.1)

6: v′u = vi + vj; . Fusão das propriedades topológicas

7: ψu = ψi + ψj;

8: V = V − {vi, vj} ∪ {v′u};

9: E = redireciona_arestas(E, i, u); . Redirecionar arestas de vi para v′u
10: E = redireciona_arestas(E, j, u); . Redirecionar arestas de vj para v′u
11: E = remove_arestas_laço(E); . Descarta arestas de laço

12: Ψ = Ψ− {ψi, ψj} ∪ {ψ′u};

13: t = t+ 1;

14: Gt = (V,E,Ψ);

15: fim se

16: fim para

17: retorne Gt.
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Algoritmo 1 avalia localmente todas as arestas eij , do menor para o maior peso wij

(linha 3). Quando um par de vértices vi e vj satisfaz um critério estocástico (linha 5), que

combina seus tamanhos de vértice (linha 7) e suas propriedades topológicas (linha 6), que

irão ser varias de acordo com as informações específicos necessárias para cada topologia.

Além disso, todas as arestas conectadas a vi ou vj são redirecionadas para v′u, e seus pesos

são atualizados para refletir a nova configuração do grafo (linha 9).

Para rastrear quais arestas foram avaliadas, as arestas iniciais são colocadas em

uma fila de prioridades (linha 3), que as mantem ordenadas em ordem crescente dos seus

respectivos pesos. Dessa forma, a próxima aresta a ser avaliada está sempre no topo da

fila (com o menor wij). Cara aresta que é avaliada também é removida da fila (indepen-

dentemente dos seus vértices serem comprimidos ou não), portanto a compressão está

concluída quando a fila estiver completamente vazia.

O critério estocástico ajuda a evitar mínimos locais (WONG; SCHARCANSKI;

FIEGUTH, 2011) e apenas permite a compressão de vértices com uma probabilidade de

compressão α(vi, vj) maior do que um número aleatório u ∼ U(0; 1), onde:

α(vi, vj) = exp

[
− wij

Λ(vi, vj)

]
. (3.1)

onde Λ é uma penalidade estatística que previne compressões em excesso, definida como:

Λ(vi, vj) =
g2

2Q

[
ln(|VG|2)

ψi
+
ln(|VG|2)

ψj

]
, (3.2)

onde |VG| é o número inicial de vértices em G,Q é o termo de regularização que controla o

tamanho do grafo comprimido e g = 256 é o número de níveis de intensidade na imagem

I . Note que, devido a utilização da penalidade estatística Λ, não é necessário que o peso

wij seja normalizado ou mesmo ser restrito a uma faixa de valores específica

Usando essas compressões de vértices, G é gradualmente transformado em um

grafo comprimido. Portanto, usamos Gt para indicar o estado do grafo após t > 0 com-

pressões de vértices, com G0 = G sendo o estado inicial, em que grafo não está com-

primido. Conforme o algoritmo progride, as sucessivas compressões de vértices alteram

a configuração do grafo de regiões até que a fila de prioridade fique vazia, e a compres-

são termine com o grafo no estado GΩ. Neste trabalho, nos referimos a esse estado final

como o grafo comprimido F = GΩ. Note que o grafo comprimido também é um grafo

de regiões, que descreve uma segmentação SF da imagem I . Mas como F possui menos

vértices do que G, SF deve ter menos regiões do que a segmentação inicial S0.
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Finalmente, os vértices do grafo podem ser manipulados eficientemente utilizando

a estrutura de dados união-busca (union-find) (CORMEN et al., 2009) para representar os

vértices. Nessa estrutura, os vértices são representados por um vetor Z =
[
z0, · · · , z|VG |

]
.

Cada elemento zi funciona como um nodo de árvore ternária associado a um vértice

vi ∈ VG , e contém o índice de seu pai. No estado G0, todo vértice vi está descompri-

mido, portanto definimos zi = i para indicar que é a raiz de uma árvore. Quando os

vértices vi e vj são comprimidos, suas respectivas arvores são combinadas atualizando

zi = j, tornando a árvore sob zi um filho de zj , e vj se torna o novo super-vértice com-

primido, conforme ilustrado pela Figura 3.2. Esta operação pode ser executada em tempo

linear (O(n)) (TARJAN; LEEUWEN, 1984) entretanto, utilizando as estratégias de ran-

queamento e compactação das árvores, ela pode ser amortizada (já que a raiz esta sempre

a poucos níveis de distancia das folhas) resultando em tempo de execução aproximada-

mente constante para a maior parte dos casos (complexidade computacional de O(1)).

Nesta representação, se um vértice vi possui zi 6= j, ele foi compactado no super-

vértice indicado pela raiz dessa árvore. A operação de encontrar a raiz da árvore que

contém o nodo i é chamada find(i) e fornece o índice do nó raiz. No pior caso, find possui

uma complexidade computacional de O(n) mas, no cenário de compressão de grafos, o

caso médio é executado em tempo constante. A estrutura de dados união-busca também

permite rastrear a correspondência (mapeamento) entre os vértices iniciais vi ∈ G e os

super-vértices finais v′x ∈ GΩ = F , permitindo fácil acesso ao mapa de segmentação

representado por qualquer grafo de regiões.

Note também que, durante a compressão, cada peso wij é utilizado apenas duas

vezes: para construir a fila de prioridades e para calcular a probabilidade de compressão

α(vi, vj)). Logo esses pesos podem calculados sob demanda, invés de atualiza-los após

cada compressão. Dessa forma, não é necessário manter uma estrutura com os pesos das

arestas.

Como este algoritmo de compressão de grafos utiliza otimizações locais, a ordem

em que as arestas são avaliadas é determinante para resultado, e para manter a topologia do

grafo através dessas transformações locais, as bordas são avaliadas em ordem crescente de

seus pesos. Por meio de sucessivas compressões de vértices, o grafo inicial G é reduzido

a um novo grafo F , com menos vértices e arestas, mas a mesma estrutura geral.
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Figura 3.2: Exemplo da representação dos vértices em um grafo com a estrutura união-
busca. A cada união, apenas um elemento do vetor é alterado para representar anova
configuração do grafo.

Árvore Vetor
1,2,3,4,5,6v4v1 v5v2 v6v3

união(v4,	 v5)

2,5,3,5,5,6

v4

v5

v1

v2

v6v3

união(v2,	 v5)

2,2,3,5,5,6

v4

v5 v6v3

v1

v2

2,2,3,4,5,6v3

v1

v2 v4 v5 v6

união(v1,	 v2)

Fonte: O autor.
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4 MODELO PROPOSTO: GRAFO DE REGIÕES DE TOPOLOGIAS COMBINA-

DAS

Considere uma imagem I , representada em um grafo de regiões pixel-a-pixel G.

Então, qualquer topologia TG = (VG, EG,ΨG,WG) para este grafo é definida pelo conjunto

de pesos WG , que contém os comprimentos dos arcos das arestas e indica a intensidade

das interações entre as regiões. Isso significa que um único grafo de regiões permite

muitas interpretações, pois dependendo da forma como as interações entre regiões são

medidas, topologias distintas são obtidas, conforme mostrado na Figura 4.1. Portanto,

uma maneira eficaz de obter várias topologias distintas T 1
G , T 2

G , · · · , T JG para o mesmo G

é empregar diferentes indicadores visuais, como cor, textura, gradiente ou intensidade da

fronteira, para calcular seus respectivos conjuntos de pesos W 1
G ,W

2
G , · · · ,W J

G .

Este trabalho apresente um novo modelo de grafo que combina múltiplas topolo-

gias de um único grafo de regiões, cada uma representado um indicador visual distinto

e uma maneira diferente de mensurar as interações entre regiões. No modelo proposto,

cada aresta eij ∈ EG do grafo de regiões G = (VG, EG) está associada a um vetor de

pesos wij = [w1
ij, · · · , wkij, · · ·wJij], contendo qualquer número J ≥ 1 de medições das

interações entre as regiões ri e rj , que estão associadas aos vértices vi e vj ∈ VG , respec-

tivamente. Para cada conjunto de pesos W k
G = {wkij|eij ∈ EG}, uma topologia diferente

Figura 4.1: Comparação de diferentes topologias (c-d) para um grafo de regiões pixel-
a-pixel (b) com o comprimento de cada aresta proporcional ao seu peso, i.e., arestas de
maior peso representadas por linhas mais longas que produzem áreas mais claras na visu-
alização da topologia (c-d)

(a) Imagem Original (b) Grafo de regiões (MRF) (c) Topologia STR (d) Topologia Estrutural

Fonte: (a) e (b) Martin et al. (2001), adaptado pelo autor. (c) e (d) o autor.
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T kG = (VG, EG,ΨG,W
k
G ) será obtida. Isso permite que um único grafo de regiões integre

qualquer numero de características distintas da imagem simultaneamente, e é uma das

principais contribuições deste trabalho.

Para demonstrar o modelo proposto, este trabalho emprega 3 indicadores visuais

de imagem para mensurar interações de região, resultando em 3 topologias distintas. A

primeira topologia representa a aparência textural, estimada usando histogramas de dici-

onários de textons (MEDEIROS; SCHARCANSKI; WONG, 2013b), construído a partir

das feições da representação estocástica de textura (STR - stochastic texture represen-

tation) (MEDEIROS; SCHARCANSKI; WONG, 2015). A segunda topologia também

descreve a aparência das regiões e também é estimada por histogramas de um dicionário

de textons, mas usa uma rede neural convolucional para extrair as feições de cada pixel.

Por fim, a última topologia também é uma novidade deste trabalho e quantifica a rele-

vância das estruturas internas da imagem, que são estimadas a partir da intensidade das

fronteiras entre as regiões.

4.1 Topologia de aparência das regiões baseada em texturas

Essa topologia tem como objetivo mensurar a semelhança visual entre duas re-

giões, comparando o conteúdo das regiões, i.e., a textura contida em cada uma. Ao longo

deste trabalho, nos referimos a esta topologia como topologia STR T STR
G = (VG, EG,ΨG,W

STR
G ),

porque ela combina a representação estocástica da textura (STR - stochastic texture repre-

sentation) (MEDEIROS; SCHARCANSKI; WONG, 2015) com os histogramas de dicio-

nário de textons propostos em (MEDEIROS; SCHARCANSKI; WONG, 2013b). Nessa

topologia, a STR fornece feições de imagem de baixo-nível pixel-a-pixel, enquanto os

dicionários de textons agregam essas feições em descritores regionais, que podem ser

empregados para representar o conteúdo de uma região em um grafo de regiões. A me-

todologia para extrair as feições de baixo nível e combiná-las com dicionários de textons

pode ser dividida em três passos ou etapas, conforme ilustrado na Figura 4.2.

No primeiro passo deste processo, a imagem I (representada no espaço de co-

res CIE LAB) é decomposta em uma representação bilateral iterativa multi-escala I ′ =

{I0, I1, · · · , Iβ, · · · , IΥ} (WONG et al., 2009). Esta representação é obtida aplicando ite-

rativamente um filtro bilateral ao β-ésimo nível Iβ da decomposição, e usando a resposta

dessa filtragem como o próximo nível Iβ+1 da decomposição, onde i ≥ 0 e I0 = I . Dessa

forma, os primeiros níveis contém detalhes mais finos quanto os níveis mais altos retêm
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Figura 4.2: Estágios da representação de texturas usando dicionário de textons para a to-
pologia STR. A imagem original (a) é decomposta utilizando filtros bilaterais (b), a partir
da qual são extraídos vetores de feições STR (c-e). Em seguida esses vetores são agrupa-
dos com k-means (f) para obter o dicionário de textons DSTR. Finalmente, as texturas na
imagem são descritas como histogramas de probabilidade (f) dos textons no dicionário.
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apenas os detalhes mais grosseiros da imagem, como mostrado na Figura 4.2-(b).

No segundo passo, são extraídos vetores de feições estocásticas a partir da decom-

posição bilateral I ′. Para cada pixel p ∈ I , sejaN β
ω (p) um vetor de feições, representando

uma vizinhança quadrada de largura ω centrada em p, i.e., um fragmento ou patch da

imagem, na escala Iβ da decomposição bilateral (Figura 4.2-(d)).

Como os patches têm ω2 elementos, o número de feições cresce rapidamente com

ω, o que pode ser prejudicial a segmentação final. Em especial com decomposição em

vários níveis (BELLMAN, 2010), pois imagens de alta resolução podem exigir patches

maiores para capturar corretamente as texturas. Para evitar tais complicações, projeções

aleatórias (LIU; FIEGUTH, 2012) são aplicadas aos vetores N β
ω (p), melhorando a sepa-

rabilidade das feições no espaço projetado (BOUTSIDIS et al., 2015; BINGHAM; MAN-

NILA, 2001; RAMIREZ et al., 2012).

Projeções aleatórias (PA) reduzem a dimensionalidade de dados esparsos por meio

de uma projeção linear definida por uma matriz aleatória Φ ∈ RΦm×Φn , com Φm � Φn.

Como demonstrado por (ACHLIOPTAS, 2003; CANDES; TAO, 2006; SCHU; MEDEI-

ROS; SCHARCANSKI, 2016), PA garantem que a informação seja preservada no espaço

projetado se a matriz Φ = {φij} (1 ≤ i ≤ Φm e 1 ≤ j ≤ Φn) for definida como o seguinte

processo estocástico:

φij =

0 com probabilidade 1
2
,

1 com probabilidade 1
2
.

(4.1)

Portanto, as feições STR no pixel p e a escala β são definidos como
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fSTR
β (p) = ΦN β

ω (p) (4.2)

de modo que cada pixel possua feições de todos os níveis da decomposição bilateral (Fi-

gura 4.2-(e)). Como Φ é gerado aleatoriamente para cada pixel, mesmo que múltiplos pi-

xels possuam patches idênticos, os vetores estocásticos gerados serão diferentes para cada

um. No entanto, ambas as projeções permanecerão similares (CANDES; TAO, 2006).

O terceiro e último passo dessa representação de texturas consiste em gerar des-

critores HSTR(ri) para a aparência de textura de todas as regiões ri ∈ S0, que sejam inva-

riantes em relação a sua forma e tamanho. Neste trabalho, os descritores são histogramas

que indicam a distribuição de probabilidade dos vetores STR da região.

Usando um modelo de Bag-of-Features (BoF) (VARMA; ZISSERMAN, 2009),

obtemos um conjunto finito e bem definido (ou dicionário) DSTR de protótipos para os

vetores STR (chamados textons), que são usados como centros dos compartimentos (bins)

dos histogramas. Os textons fSTR
k que compõem o dicionário DSTR = {fSTR

k | 1 ≤

t ≤ K} são obtidos agrupando os vetores STR extraídos da imagem com o algoritmo k-

means (HARMER et al., 2011), onde os centroides dos K agrupamentos (clusters) serão

os protótipos STR desejados (MEDEIROS; SCHARCANSKI; WONG, 2015).

Usando DSTR como referência, a textura associada a um determinado vértice vi ∈

G é definida pelo histograma de probabilidade HSTR(vi) = {hSTR
k (ri) | 1 ≤ k ≤ K}.

Onde o compartimento hSTR
k (ri) indica a probabilidade de texton ¯fSTR

k ocorrer na região

ri, associada ao vértice vi (Figura 4.2-(g)). Os histogramas de texton são normalizados

para possuírem
∑

t hk(vi) = 1, de forma que vértices com tamanhos ψi diferentes possam

ser comparados de forma justa.

Como esses descritores de textura são histogramas de probabilidade, eles po-

dem ser comparados usando métodos estatísticos, como a distância de Bhattacharyya

dT (·) (AHERNE; THACKER; ROCKETT, 1998). Portanto a topologia T STR
G , é dada

pelo conjunto de pesos W STR
G =

{
wSTR
ij

}
, onde os pesos das arestas wSTR

ij são definidos

como:

wSTR
ij = dT (HSTR(vi), H

STR(vj)) = −ln

(
K∑
k=1

√
hSTR
k (vi) · hSTR

k (vj)

)
(4.3)

Desta maneira, valores maiores de wTij indicam uma interação mais fraca entre os vértices

vi e vj , tornando menos provável a compressão destes vértices.
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4.2 Topologia de aparência das regiões baseada em CNN

A topologia CNN T CNN
G = (VG, EG,ΨG,W

CNN
G ) também visa capturar a aparência

visual das regiões e mensura as interações entre regiões com base na similaridade de

seus conteúdos. No entanto, essa topologia usa a saída de uma rede neural convolucional

(CNN) como feições de imagem pixel-a-pixel. Similarmente a topologia STR, T CNN
G

também usa um dicionário de textons para agregar essas feições em descritores de região.

Uma visão geral da metodologia para obter essa topologia é apresentada na Figura 4.3

Trabalhos recentes na literatura sobre CNN propuseram arquiteturas de redes neu-

rais projetadas especificamente para segmentação de imagens, tais como UNet (RONNE-

BERGER; FISCHER; BROX, 2015) e Mask R-CNN (HE et al., 2017). Esses modelos

atuam principalmente como classificadores de pixels, i.e., capazes rotulam cada pixel in-

dividualmente. Isso significa que tais modelos precisam ser treinados em um grande con-

junto de dados e apenas podem identificar as classes presentes no conjunto de treinamento.

Esses métodos são adequados para a maioria das tarefas de segmentação supervisionada,

como a segmentação de objetos ou instâncias, em que as classes desejadas (foreground)

são bem definidas e distintas do restante da imagem (background). No entanto, eles não

são adequados para a tarefa de segmentação não supervisionada abordada pelo método

proposto, porque o objetivo deste trabalho é identificar fronteiras entre objetos na ima-

gem, sem restringir ou conhecer quais classes estão presentes na imagem.

Portanto, para obter os vetores de feições da CNN, essa topologia emprega a rede

neural VGG16-CNN (CHATFIELD et al., 2014; SIMONYAN; ZISSERMAN, 2014), pre-

viamente treinada no conjunto de dados ImageNet (RUSSAKOVSKY et al., 2015) (para

classificação de imagens no espaço de cores RGB) e usa a saída de uma última camada

convolucional, como feições pixel-a-pixel (Figura 4.3-b). Tradicionalmente, a VGG16-

CNN aplica uma operação MaxPooling com kernel de 2 × 2 no final de cada bloco con-

volucional, efetivamente reduzindo o em 75% a resolução da resposta de cada bloco con-

volucional e eliminando 99.9% dos vetores de feições extraídos pela CNN. Essa redução

na resolução espacial é normalmente considerada benéfica, pois diminui muito o custo

computacional, e a perda de resolução é compensada com o aumento na quantidade de

canais.

Para esta topologia, entretanto, a camada MaxPooling no último bloco é substi-

tuída por uma camada de aumento de amostragem (upsampling) de 16×, que aumenta

a resolução (altura e largura) de saída da rede neural, mas sem alterar a quantidade de
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Figura 4.3: Estágios da abordagem de dicionário de textons utilizada para obter a topolo-
gia CNN. A imagem original (c) é inserida na rede neural convolucional VGG16-CNN (a)
mais uma camada de aumento de amostragem (upsampling) (b) para produzir os vetores
de feições (d) com a mesma resolução da imagem original. Em seguida, essas feições
são agrupadas com k-means (e) para obter o dicionário de textons DCNN. Finalmente, a
textura em cada região é descrita como um histograma de ocorrência (f) dos textons no
dicionário.
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Fonte: (a)-(b) o autor. (c) Rosenberg (2001). (d)-(f) o autor.

canais: 512 (Fig. 4.3-c). Dessa forma, a saída de rede passa a ter o mesmo tamanho

da imagem de entrada I . Observe que, para evitar treinar novamente o modelo, essa ca-

mada de aumento de amostragem é uma interpolação bi-cúbica (sem pesos) da saída da

camada anterior. Com essa rede, para cada pixel p ∈ I obtemos um vetor de característica

fCNN(p) de 512 dimensões.

A topologia CNN também utiliza dicionários de textons para agregar as feições

da CNN em cada região da imagem ri ∈ S0. Similar ao que acontece na topologia STR,

os vetores de feições CNN são agrupados usando k-means (HARMER et al., 2011) para

obter um dicionário de textons DCNN = {fCNN
k | 1 ≤ k ≤ K}, onde fCNN

k são os

centroides dos clusters. Portanto, a textura associada a um vértice vi ∈ G é descrita pelo

histograma de probabilidade HCNN(vi) = {hCNN
k (ri) | 1 ≤ k ≤ K}, onde hCNN

k (ri) é o

compartimento (bin) que indica a probabilidade do texton fCNN
k ocorrer dentro da região

ri (Figura 4.3-g).
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Finalmente, esses histogramas de textons são comparados usando a distância de

Bhattacharyya dT (·) (AHERNE; THACKER; ROCKETT, 1998). Portanto, a topologia

CNN T CNN
G é dada pelos de pesos de de aresta wCNN

ij ∈ W CNN
G , que são definidos como:

wCNN
ij = dT (HCNN(vi), H

CNN(vj)) = −ln

(
K∑
k=1

√
hCNN
k (vi) · hCNN

k (vj)

)
. (4.4)

Semelhante à topologia anterior, valores maiores de wCNN
ij indicam uma interação mais

fraca entre os vértices vi e vj , tornando menos provável a compressão destes vértices.

4.3 Topologia baseada nas estruturas da imagem

A topologia estrutural T STRUCT
G = (VG, EG,ΨG,W

STRUCT
G ), visa mensurar a rele-

vância das arestas para a estrutura do grafo G e, consequentemente, para a segmentação

de I . Esta é uma das principais contribuições deste trabalho e consiste em avaliar a inten-

sidade das fronteiras entre regiões, indicando vértices e arestas que devem ser mantidas

em seu estado atual.

Considere a aresta eij , conectando os vértices vi e vj ∈ G. Mensurar quantitativa-

mente a importância estrutural de eij no grafo G pode ser uma tarefa difícil. No entanto,

anteriormente definimos uma configuração de G que reflete as características de I , onde

as estruturas visuais podem ser facilmente identificadas pelos gradientes de imagem OI .

Como vi e vj estão relacionados aos segmentos ri e rj ∈ S0, a aresta eij repre-

senta à fronteira bij entre essas regiões. Um exemplo desta relação pode ser observado na

Figura 4.4-d, onde as fronteiras entre as regiões tendem a ocorrer em locais de alto gradi-

ente. Portanto, é possível quantifica a relevância estrutural de uma aresta eij ∈ G usando

a intensidade da fronteira bij entre as regiões correspondentes em S0. Neste trabalho,

exploramos essa relação para construir a topologia estrutural T STRUCT
G .

Neste trabalho uma fronteira bij , em um mapa de segmentos S0, é definida como:

bij = {p | (p ∈ ri | N4(p) ∩ rj 6= ∅)

∨ (p ∈ rj | N4(p) ∩ ri 6= ∅)},
(4.5)

onde N4(p) é a vizinhança-de-4 do pixel p ∈ I . Isto é, uma fronteira é qualquer pixel p

que possua ao menos um vizinho q que pertença a uma região diferente da sua. Uma fron-

teira definida desta maneira pode ter uma forma arbitrária qualquer, bem como espessura
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irregular (comumente 1 ou 2 pixels). Além disso, denotamos por Bij a máscara binária

desta fronteira que indica se um determinado pixel p pertence a bij com valor 1, e 0 caso

contrário, para todos os locais de I .

A topologia estrutural apresentada neste trabalho utiliza uma função de correlação

entre a máscara da fronteira Bij associada a ela e o gradiente normalizado ‖OI‖ para

computar as intensidades das fronteiras entre regiões. O gradiente normalizado empre-

gado neste trabalho é construído a partir de I da seguinte maneira. A imagem I (repre-

sentada no espaço de cores CIE LAB) é decomposta em vários níveis de detalhes por

meio da decomposição bilateral iterativa descrita na Seção 4.1. Essa decomposição pro-

duz uma representação de imagem I ′ = {I0, I1, ..., IΥ} em Υ níveis de detalhes. Por

eliminar progressivamente os detalhes mais sutis, essa representação torna as bordas de

maior intensidade mais salientes nos níveis mais altos.

Figura 4.4: Etapas do processamento para obter os pesos da topologia estrutural. A ima-
gem original (a) é representada em níveis de detalhes (b) usando a decomposição bilateral
iterativa (WONG et al., 2009). Desta representação, são extraídos os gradientes multi-
nível (c), que em seguida são combinados para obter o mapa de intensidade de borda
(d). Enquanto isso, o grafo de regiões parcialmente comprimido representa um estado
intermediário da segmentação (e), onde a fronteira bij (associada à aresta eij) gera uma
máscara binária Bij (f). A correlação entre o mapa de intensidade de bordas ‖OI‖ e a
fronteira bij é o peso estrutural (g) da aresta eij .
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Fonte: (a)-(e) Rosenberg (2001), adaptado pelo autor. (f) e (g) o autor.
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Portanto, os gradientes multiníveis (Figura 4.4-b) surgem naturalmente de I ′ usando

as seguintes filtragens:

OxIβ = Iβ ~Kσ (4.6a)

OyIβ = Iβ ~KTσ (4.6b)

onde ~ significa uma convolução, 0 ≤ β ≤ Υ indica a escala da decomposição e Kσ é o

kernel do gradiente, definido como:

Kσ(x) =


−1
σ
√

2π
exp [− x2/(2σ2)] if x < 0,

0 if x = 0,

1
σ
√

2π
exp [− x2/(2σ2)] if x > 0.

(4.7)

que aproxima a derivada discreta de uma gaussiana com desvio padrão σ = 1 e x ∈ Z.

Como a decomposição bilateral possui Υ ≥ 1 níveis de detalhes, esse processo natural-

mente produz gradientes em múltiplos níveis OxI
′(p) e OyI

′(p). Portanto, OxI
′(p) =

[OxI0(p),OxI1(p), · · · ,OxIΥ(p)] será um vetor de gradientes horizontais para o pixel p.

O mesmo acontece com os gradientes verticais em OyI
′.

Esses vetores de gradiente orientados multinível são então combinados para obter

o mapa de magnitude normalizada de bordas ‖OI‖, definido como:

‖OI(p)‖ = exp

(√
max(‖OxI ′(p)‖2, ‖OyI ′(p)‖2)

η
− 1

2

)
(4.8)

onde η = 2 é um valor de normalização para controlar a variância dos gradientes e ‖ · ‖2

significa a norma L2 de um vetor.

Finalmente, a topologia estrutural T STRUCT
G é dada pelos pesos das arestaswSTRUCT

ij ∈

W STRUCT
G , que são definidos como a correlação discreta entre a máscara da fronteira Bij e

o mapa de intensidade da bordas ‖OI‖:
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wSTRUCT
ij = corr(Bij, ‖OI‖)

= E[Bij(p)× ‖OI(p)‖]

=

∑
p∈I (Bij(p)‖OI‖(p))∑

p∈I Bij(p)

=

∑
p∈bij (‖OI‖(p))
|bij|

= E[‖OI‖(p) | p ∈ bij]

= E[‖OI‖ | Bij]

(4.9)

no qual p ∈ I indica a localização de um pixel na imagem. Essa correlação, portanto,

pode ser interpretada com o valor médio dos gradientes normalizados na fronteira entre

as regiões. Logo, a correlação entre bordas e arestas será baixa se eij representar uma

transição suave ou altamente texturizada, indicando que essa aresta não é muito relevante

para a estrutura do grafo de regiões. Por outro lado, se bij corresponder a uma transição

abrupta, a correlação resultará em um valor maior, indicando alta relevância estrutural de

eij e diminuindo a probabilidade dessa aresta ser comprimida.

4.4 Compressão de grafos de topologias combinadas

Como dito anteriormente, utilizar múltiplas topologias T k = (VG, EG,ΨG,Wk)

para descrever uma única imagem produzirá um vetor de pesos wij = [w1
ij, w

2
ij, · · · , wJij]

para cada aresta eij ∈ EG . Para comprimir grafos de regiões multi-topológicos, este

trabalho propõe uma generalização do algoritmo de compressão de grafos descrito na

Seção 3.1 (Algoritmo 1) que possa lidar com os vetores de pesoswij nos modelo proposto.

Esta é uma das principais contribuições deste trabalho. Embora várias estratégias sejam

possíveis para combinar as topologias, este trabalho propõe combinar as topologias antes

de comprimir a grafo de regiões. Essa estratégia é mais simples, uma vez que todas as

topologias possuem os mesmos vértices, arestas e tamanhos dos vértices. Além disso a

abordagem proposta de compressão de grafos é especialmente interessante em termos de

desempenho computacional, já que cada aresta no grafo de regiões precisa ser avaliada

apenas uma vez.

No Algoritmo 1, cada aresta eij ∈ G que é avaliada tem uma probabilidade

αk(vi, vj) de ser comprimida. De acordo com (3.1), essa probabilidade depende do
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peso wkij , fornecido pela topologia T kG . No caso do modelo de grafos multi-topológicos

proposto neste trabalho, um algoritmo de compressão de grafos de multi-topológicos

deve avaliar as arestas usando uma função de probabilidade de compressão conjunta

Pα1,··· ,αJ (vi, vj), de acordo com a regra da cadeia (RUSSELL; NORVIG, 2009; KLUGH,

1986), data por:

Pα1,α2,··· ,αJ (vi, vj) = Pα1|α2,··· ,αJ (vi, vj)× Pα2|α3,··· ,αJ (vi, vj)× · · · × αJ(vi, vj), (4.10)

onde αk(vi, vj) é a probabilidade marginal para a topologia T kG descrita em (3.1), Pαk|αk+1,··· ,αJ (vi, vj)

significa a probabilidade condicional e Pα1,α2,··· ,αJ (vi, vj) é a probabilidade conjunta de

vértices vi e vj sendo comprimidos.

Por outro lado, estimar as probabilidades condicionais é difícil, uma vez que eles

dependem da natureza específica de cada topologia. Além disso, estimar os condicionais

requer que os pesos de todas as arestas sejam computados a priori, o que torna o proces-

samento menos eficiente e, portanto, deve ser evitado. No entanto, é possível obter uma

aproximação ingênua de Pα1,α2,··· ,αJ , ao assumir que as topologias são independentes en-

tre si (RUSSELL; NORVIG, 2009). Neste caso, a probabilidade conjunta é estimada pelo

produto das probabilidades marginais:

Pα1,α2,··· ,αJ (vi, vj) = α1(vi, vj)× · · · × αJ(vi, vj)

= ΠJ
k=1αk(vi, vj)

= ΠJ
k=1

[
exp

(
−

wkij
Λ(vi, vj)

)]

= exp

[
J∑
k=1

(
−

wkij
Λ(vi, vj)

)]

= exp

[
−
∑J

k=1w
k
ij

Λ(vi, vj)

]
.

(4.11)

e combinando os pesos dessa aresta nas topologias T 1
G · · · T JG de forma que wNAIVE

ij =∑J
k=1 w

k
ij , obtém-se:

Pα1,α2,··· ,αJ (vi, vj) = exp

[
−
wNAIVE
ij

Λ(vi, vj)

]
= αNAIVE(vi, vj). (4.12)

Isto significa que um conjunto de topologias T 1
G , · · · , T JG podem ser combina-
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dos em uma única topologia conjunta e ingênua T NAIVE
G = (VG, EG,ΨG,W

NAIVE
G ), com

WNAIVE
G = {wNAIVE

ij | eij ∈ EG}, cuja probabilidade de compressão das arestas é dada

por αNAIVE(vi, vj). Na prática, entretanto, é improvável que as topologias sejam comple-

tamente independentes entre si, uma vez que representam a mesma imagem, e a falta das

probabilidades condicionais pode ocasionar graves erros durante a compressão.

Para abordar este problema, este trabalho emprega uma outra aproximação da to-

pologia conjunta T JOINT
G = (VG, EG,ΨG,W

JOINT
G ), com W JOINT

G = {wJOINT
ij | eij ∈ EG},

para qual a probabilidade de compressão αJOINT(vi, vj) é uma melhor aproximação da

verdadeira probabilidade conjunta. Essa nova topologia conjunta combina todos os pesos

de uma aresta por meio de uma correlação que agrega as topologias disponíveis em um

único peso wJOINT
ij :

wJOINT
ij =

J∏
k=1

wkij. (4.13)

Essa combinação quantifica melhor a variância entre as topologias, penalizando

a compressão de arestas com topologias conflitantes. Finalmente, substituindo wJOINT
ij

em (4.12), obtém-se a probabilidade conjunta de compressão para o grafo multi-topológico

proposto:

Pα1,α2,··· ,αJ (vi, vj) = αJOINT(vi, vj)

= exp

[
−

wJOINT
ij

Λ(vi, vj)

]
= exp

[
−
∏J

k=1w
k
ij

Λ(vi, vj)

]
.

(4.14)

Com essa estratégia de topologia conjunta, é possível agregar vários pesos topo-

lógicos de uma mesma aresta em um único valor. Ou seja, a topologia conjunta consegue

reduzir uma série WG = (W 1
G ,W

2
G , · · · ,W J

G ) de conjuntos de pesos de aresta em um

único conjunto de pesos W JOINT
G . Observe também que, no cenário em que há apenas uma

topologia marginal T 1
G = (VG, EG,ΨG,W

1
G), a topologia conjunta T JOINT

G será a própria

T 1
G , já que

∏1
k=1w

k
ij = w1

ij .

Inserindo a topologia conjunta T JOINT
G no Algoritmo 1, obtemos um novo algo-

ritmo de compressão de grafos, que é capaz de processar os grafos multi-topológicos pro-

postos neste trabalho. Esse algoritmo generalizado pode ser resumido em pseudocódigo

pelo Algoritmo 2.
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Algoritmo 2 Algoritmo de Compressão de Grafos Multi-Topológicos

Entradas: Grafo de regiões G = (VG, EG,ΨG), Sequência de conjuntos de pesos topoló-

gicosWG = (W 1
G ,W

2
G , · · · ,W J

G ) para as arestas

Saída: Grafo comprimido F = (VF , EF ,ΨF)

1: G0 = G; V = VG; E = EG; Ψ = ΨG;

2: t = 0;

3: P = ordenar(E0
G) usando W JOINT

G ; . Fila de prioridades

4: para eij = pop(P ) faça:

5: se αJOINT(vi, vj) > u ∼ U(0; 1) então: . Critério estocástico - veja (4.14)

6: v′u = vi + vj; . Fusão das propriedades topológicas

7: ψu = ψi + ψj;

8: V = V − {vi, vj} ∪ {v′u};

9: E = redireciona_arestas(E, i, u); . Redirecionar arestas de vi para v′u
10: E = redireciona_arestas(E, j, u); . Redirecionar arestas de vj para v′u
11: E = remove_arestas_laço(E);

12: Ψ = Ψ− {ψi, ψj} ∪ {ψ′u};

13: t = t+ 1;

14: Gt = (V,E,Ψ);

15: fim se

16: fim para

17: retorne Gt.

Note que as únicas distinções entre os dois algoritmos de compressão encontram-

se na construção da fila de prioridades (linhas 3) e na probabilidade de compressão em-

pregada no critério estocástico (linha 5). Em ambos os casos, a alteração consiste em

utilizar os pesos de aresta wJOINT
ij oriundos da topologia conjunta T JOINT

G . Embora os pe-

sos da topologia conjunta serem uma agregação das topologias marginais, isso não altera

o funcionamento da compressão de grafos. Dessa forma, é possível utilizar as mesmas

estruturas de dados (fila de prioridades e união-busca) com a mesma eficiência. Além

disso, (4.14) permite que wJOINT
ij seja computado para a aresta eij independentemente dos

pesos qualquer outra aresta.

Por fim, aplicando (4.14) para as topologias apresentadas previamente neste capí-

tulo (STR, CNN e estrutural), obtém-se a probabilidade de compressão conjunta:
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PαSTR,αCNN,αSTRUCT = αJOINT(vi, vj) = exp

[
−
wSTR
ij × wCNN

ij × wSTRUCT
ij

Λ(vi, vj)

]
. (4.15)

Esta topologia consegue de abranger simultaneamente a aparência das texturas e as fron-

teiras entre as regiões, proporcionando uma representação mais precisa da imagem e per-

mitindo uma melhor segmentação da imagem ao final da compressão do grafo de regiões.



64

5 ESTRATÉGIA ESCALÁVEL PARA COMPRESSÃO DE GRAFOS

Na compressão de grafos do Algoritmo 2, todos os vértices e arestas do grafo

inicial devem ser analisados, o que pode levar a um processo ineficiente. Especialmente

no caso de grafos grandes e densos, como é o caso do grafo de regiões G para imagens em

alta resolução, em que |VG|2 ≥ |EG| ≥ |VG| − 1 a complexidade computacional de obter

H(·) é limitada pelo número de vértices em VG (veja o Capítulo 6 para mais detalhes).

No entanto, H(·) é uma transformação de baixo para cima (bottom-up), logo vértices

distantes um do outro ou que são conectados por um caminho mais curto e de alto custo

(i.e., separados por um grande gradiente) serão avaliados somente nas iterações finais do

processo de compressão.

Explorando essa característica da CG, este trabalho apresenta uma estratégia es-

calável para compressão de grafos, que permite comprimir eficientemente tanto grafos de

topologia única quanto os grafos multi-topológicos apresentados no Capítulo 3. Esta é

uma das principais contribuições deste trabalho. Para tornar o processo de compressão de

grafos mais eficiente, este trabalho emprega uma estratégia no estilo divisão-e-conquista,

que, como ilustrado na Figura 5.1, pode ser resumido em 4 etapas:

Etapa I: Desacoplar (dividir) o grafo inicial G em uma coleção de pequenos subgrafos G1,

G2, · · · , GB que possam ser processados individualmente com eficiência;

Etapa II: Transformar cada subgrafo Gp em um pequeno subgrafo comprimido Cp = H(Gp)

usando Algoritmo 2.

Etapa III: Reacoplar os subgrafos comprimidos, formado um único grafo conectado C, que

aproximaH(G) a partir das compressões locais do estágio anterior;

Etapa IV: Comprimir o grafo reacoplado C para obter o grafo final comprimido F , refinando

a compressão globalmente e garantindo robustez a erros nos estágios anteriores.

5.1 Desacoplamento de subgrafos

O método de compressão de grafo proposto inicia dividindo o grafo de regiões

inicial G = (VG, EG,ΨG) no desacoplamento de grafo G ′ = {G1, G2, · · · , Gs, · · · , GB}.

Esse desacoplamento é obtido removendo um conjunto de arestas ER ⊂ EG do grafo
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Figura 5.1: Visão geral da estratégia proposta para segmentação escalável: o grafo de
regiões inicial (grande e denso) (a) é desacoplado em alguns subgrafos pequenos e densos
(b). Em seguida, a compressão multi-topológica (c) é usada para reduzir os subgrafos,
transformando-os em subgrafos comprimidos (pequenos e esparsos) (d). Em seguida, os
subgrafos comprimidos são reconectados formando o grafo reacoplado (e). Finalmente, a
re-compressão de grafo multi-topológica (f) é aplicada ao grafo reacoplado para otimizar
globalmente a compactação e obter o grafo final F (pequeno e esparso) (g).
(a)	Grafo	de	regiões

pixel-a-pixel
(b)	Sub-Grafos	
Desacoplados

(d)	Sub-Grafos	
Comprimidos

Compressão	de	Sub-Grafo
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Compressão	de	Sub-Grafo

Compressão	de	Sub-Grafo

Compressão	de	Sub-Grafo
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(c)	Compressão	multi-topológica	
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𝒞
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Fonte: O autor.

inicial, de forma que G seja particionado em uma coleção de componentes conexos mas

disjuntos Gs = (Vs, Es,Ψs), de modo que:

VG =
B⋃
s=1

Vs (5.1a)

EG = ER ∪
B⋃
s=1

Es (5.1b)

ΨG =
B⋃
s=1

Ψs (5.1c)

Neste trabalho, nos referimos ao conjunto de corte ER como arestas residuais do desaco-

plamento e a cadaGs como um subgrafo desacoplado, que também é um grafo de regiões.

Analogamente, denotamos por T ks = (Vs, Es,Ψs,W
k
s ) a topologia deste subgrafo, onde

W k
s = {wkij ∈ W k

G | eij ∈ Es}. Por estar associada a um subgrafo, nos referimos a T ks
como uma sub-topologia.
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Grafos grandes podem ser processados facilmente nessa abordagem, desde que

todos os subgrafos sejam pequenos o suficiente para permitir sua compressão individual a

baixo custo computacional, conforme ilustrado na Figura 5.1-b. Além disso, a compressão

de um grafo de regiões sempre pode ser barateada utilizando um grafo de regiões inicial

mais simples, que aproxima a imagem com menos vértices (e detalhes).

Como cada vértice vi ∈ VG no grafo de regiões G está inicialmente associado a

exatamente um pixel de I , os subgrafos desacoplados representam grupos disjuntos de pi-

xels, que é a própria definição de segmentação de imagem (veja Seção 2.1). Isso significa

que um desacoplamento de grafo pode ser extraído de uma sobre-segmentação grosseira

e imprecisa da imagem, que denotamos por SD. Como verificado no Capítulo 7, essa é

uma estratégia eficiente e eficaz, uma vez que as arestas residuais ER obtidas por uma

sobre-segmentação tendem a ser menos propensas a gerar compressões, e esses métodos

são rápidos mesmo para imagens grandes. Além disso, a estratégia proposta neste tra-

balho permite empregar uma grande variedade de métodos de segmentação para obter

o SD. Como um dos objetivos deste trabalho é avaliar os efeitos desta etapa na seg-

mentação final, este trabalho avalia alguns métodos diferentes de desacoplamento. Esses

experimentos são descritos detalhadamente no Capítulo 7, e incluem comparações entre

métodos com diferentes níveis de acurácia, variando do grosseiro ao muito preciso, além

da compressão sem desacoplamento.

Independente do método de segmentação empregado para o desacoplamento, o

resultado obtido é o mapa de segmentação SD = {rsD | 0 ≤ s ≤ B}, que divide a

imagem I em B regiões rsD, às quais nos referimos como regiões desacopladas. Como

G foi configurado para representar cada pixel em I como um único vértice, as fronteiras

em SD indicam o conjunto de cortes com as arestas residuais desacopladas ER. Portanto,

cada região desacoplada rbD indica a porção de I associada ao subgrafo desacoplado Gs.

Além disso, o desacoplamento de grafo não remove nenhum vértice de G, o que significa

que cada Gs é um grafo de regiões que indica o estado da segmentação dos pixels dentro

de rbD, com cada pixel em uma única região.

5.2 Compressão de subgrafos de topologias combinadas

Como subgrafo desacoplado Gs = (Vs, Es,Ψs,W
k
s ) também é um grafo de re-

giões, os princípios apresentados na Seção 4.4 podem ser usados para combinar suas

sub-topologias T STR
s , T CNN

s , T STRUCT
s em uma sub-topologia conjunta T JOINT

s . A partir
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desta sub-topologia conjunta, o método proposto utiliza o Algoritmo 2 para comprimir

os subgrafos desacoplados do modelo de multi-topológico proposto no Capítulo 4. Ao

comprimir Gs obtém-se um novo subgrafo C, que é menor e mais esparso mas possui

uma topologia equivalente e representa uma segmentação muito precisa dos pixels dentro

do segmento desacoplado ssD.

No Algoritmo 2, sempre que ocorre uma compressão dos vértices vi, vj ∈ Vs, eles

são combinados e substituídos por um novo super-vértice v′u. O novo vértice combina

todas as propriedades topológicas dos vértices comprimidos, de modo que:

HSTR(v′u) =
HSTR(vi)×Ψi +HSTR(vj)×Ψj

Ψu

, (5.2)

HCNN(v′u) =
HCNN(vi)×Ψi +HCNN(vj)×Ψj

Ψu

, (5.3)

no qual HSTR(·) e HCNN(·) são os histogramas de ocorrência de textons na região associ-

ada a um vértice para as topologias STR e CNN, respectivamente.

As arestas Es do subgrafo também são atualizadas para refletir a nova configura-

ção, logo todas as arestas que anteriormente conectavam vi ou vj a outros vértices em Gs

são redirecionadas para v′u, e todas as arestas circulares (de v′u para si próprio) são descar-

tadas. Isso afeta os pesos wSTRUCT
uk na sub-topologia estrutural T STRUCT

s , já que estes pesos

dependem do estado atual de segmentação fornecida por Gs. Note que os pesos na sub-

topologia estrutural T STRUCT
s também dependem do mapa de intensidade da bordas ‖OI‖,

mas como a compressão não altera os gradientes da imagem, ‖OI‖ permanece inalterado

durante todo o processo. No entanto, por uma questão de eficiência, a compressão de

grafos proposta usa uma estratégia de baixo para cima, de modo que os pesos das arestas

em todas as topologias só precisam ser calculados quando essa aresta é avaliada.

Ao avaliar todas as arestas do subgrafo, a configuração do subgrafo desacoplado

Gs mudará para o subgrafo comprimido Cs = (V ′s , E
′
s,Ψ

′
s). Observe que Cs também é

um grafo de regiões mas possui menos vértices. Logo o subgrafo comprimido representa

uma segmentação diferente, com menos regiões e, portanto, regiões maiores.

Para que o método proposto atinja uma compressão eficiente, cada Gs deve ser

comprimido independente dos demais subgrafos. Para isso, é necessário que os pesos das

arestas em um subgrafo sejam independentes de todos os outros subgrafos. No entanto, as

topologias STR e CNN definem seus pesos para as arestas (wSTR
ij ewCNN

ij , respectivamente)

usando a comparação de histogramas de ocorrência de textons nas regiões associadas aos
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Figura 5.2: Impacto da localidade na representação da textura: ambas as texturas têm
aparência semelhante, mas com um dicionário textons especializado elas podem ser dis-
criminadas mais facilmente.

(b)	Imagem	Original

Textura	A
(Pirâmide)
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(d)	Dicionário	de	textons	
especializado

(c)	Dicionário	de	textons	
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Fonte: (a) e (b) Martin et al. (2001), adaptado pelo autor. (c)-(f) o autor.

vértices vi e vj . Para calcular esses pesos, todos os histogramas em qualquer destas to-

pologias devem ser construídos a partir do mesmo dicionário. Uma solução intuitiva para

isso é utilizar um único dicionário de textons que possa ser utilizado por todas as sub-

topologias, ou seja, DSTR para T STR
G e DCNN para T CNN

G . Entretanto, para construir estes

dicionários as feições de baixo nível para toda a imagem precisam ser extraídas e agru-

padas previamente, criando um estágio de pré-processamento que é computacionalmente

caro, tanto em tempo quanto memória.

Na abordagem proposta, evitamos este gargalo computando um dicionário textons

especializado Dks para cada subgrafo Gs. Como cada sub-topologia T ks representa ape-

nas uma pequena porção de I , utilizar apenas as amostras de textura associadas a esse

subgrafo para construir seu dicionário de textons garante que Dks é capaz de representar

as texturas presentes em Gs. Essa estratégia é significativamente mais eficiente, já que a

complexidade computacional da aglomeração (k-means) é super-polinomial em relação

ao tamanho da região avaliada (ARTHUR; VASSILVITSKII, 2006; INABA; KATOH;
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IMAI, 1994).

Além disso, os histogramas construídos a partir deDks conseguem descrever as tex-

turas de Gs em detalhes mais finos e precisos do que um dicionário genérico Dk formado

de todos os vértices em G, como mostrado na Figura 5.2. Isso evita que a compressão

de grafo elimine arestas fracas, mas relevantes (i.e., fronteiras sutis entre regiões), o que

é uma das principais contribuições desse trabalho. Deve observar-se que esta aborda-

gem de segmentação escala facilmente para um grande número de regiões. Ademais, em

uma implementação eficiente dessas topologias voltada para imagens grandes as feições

pixel-a-pixel podem ser extraídas apenas quando elas são necessárias, i.e., ao construir os

dicionários texton especializados e calcular os histogramas de textons dos vértices inici-

ais.

5.3 Reacoplaemnto do grafo de regiões da imagem

Depois que os subgrafos desacoplados são comprimidos, o número de super-

vértices e super-arestas é muito reduzido em relação aos subgrafos iniciais. No entanto,

isso produz uma coleção de componentes desconectados, em vez de um único grafo com-

primido, que é o objetivo desse método. Para atingir este objetivo, portanto, todos os

subgrafos comprimidos C1, C2, · · · , CB precisam ser combinados em um único grafos de

região conectada C (veja a Figura 5.1-e). Neste trabalho, chamamos C de grafos recupe-

rado.

Na etapa de desacoplamento de subgrafos deste método (Seção 5.1), o desaco-

plamento de grafo G ′ é obtido removendo um conjunto de arestas ER do grafo inicial

G. De maneira semelhante, na etapa atual o grafo reacoplado C deve ser um grafo

para o qual a coleção de todos os subgrafos compactados representa um desacoplamento

C ′ = {C1, · · · , CB}, gerado pela remoção das arestas no conjunto de corte E ′R.

Portanto, substituindo os super-vértices, super-arestas e tamanhos de super-vértices

dos subgrafos comprimidos em (5.1a), (5.1b) e (5.1c) obtemos um grafo reacoplado

C = (VC, EC,ΨG) tal que:

VC =
B⋃
s=1

V ′s , (5.4a)

EC =
B⋃
s=1

E ′s
⋃

E ′R. (5.4b)
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ΨC =
B⋃
s=1

Ψ′s, (5.4c)

onde o conjunto de corte E ′R é definido como:

E ′R = {e′xy | eij ∈ ER and v′x = find(vi) and v′y = find(vj) and v′x 6= v′x}. (5.5)

onde ER é o conjunto de arestas residuais criadas no desacoplamento do grafo inicial

G e find(·) é a operação da estrutura de união-busca definida no Algoritmo 1 para ras-

trear os super-vértices comprimidos. Como cada subgrafo comprimido Cs tem menos

super-vértices que o seu subgrafo desacoplado Gs, é esperado que arestas repetidas sejam

geradas por (5.5). Nestes casos, apenas uma amostra é incluída no E ′R.

Este processo produz um grafo reacoplado C = (VC, EC,ΨC), que tem um único

componente conexo e, portanto, é um grafo de regiões valido para a imagem I . Conse-

quentemente, existe um mapa de regiões SR associado a C, que, neste trabalho, é chamada

de segmentação reacoplada.

Note que apesar de produzir uma segmentação da imagem inteira, essa operação

possui baixo custo computacional, mesmo para imagens grandes. Como os super-vértices

v′x ∈ Cs e seus respectivos tamanhos ψx não são alterados, construir os conjuntos de

super-vértices VC com (5.4a) e dos tamanhos dos super-vértices ΨC com (5.4c) é trivial.

O custo de construir o conjunto de super-arestas EC em (5.4b) depende exclusivamente da

complexidade de find(·), mas conforme discutido na Seção 3.1, ao utilizar a estrutura de

dados união-busca para representar os grafos essa operação pode ser executada em tempo

aproximadamente constante na maioria dos casos.

5.4 Re-compressão do grafo reacoplado

Ao ignorar as arestas residuais no ER, a estratégia proposta neste capítulo permite

comprimir eficientemente grafos da região multi-topológicos. No entanto, esta decisão de

design também limita a compressão a um estado subótimo, com C sendo uma aproxima-

ção grosseira deH(G).

Para resolver o problema, o método proposto executa uma nova compressão do

gráfico no grafo reacoplado C, otimizando a compressão em escala global. Este procedi-

mento também provê maior robustez a erros no estágio de desacoplamento, que é uma das
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contribuições deste trabalho. Além disso, C é geralmente muito menor e mais esparso do

que a maioria dos subgrafos desacoplados Gs, logo esse processo de re-compressão não

é computacionalmente caro.

Semelhante à etapa de compressão do subgrafos desacoplados (Seção 5.2), a to-

pologia conjunta T JOINT
C é usada para calcular os pesos das arestas e o Algoritmo 2 é

usado para transformar C no grafo comprimido final F = H(C). E como F é um grafo

de regiões, ele também representa a segmentação final para a imagem I , denotado pelo

mapa de segmentação SF . Embora o Algoritmo 2 permita que os pesos das arestas se-

jam computados sob demanda, i.e., apenas quando aquela aresta for avaliada, observe que

determinadas topologias podem exigir uma atualização das propriedades topológicas dos

vértices em C.

No caso da topologia estrutural T STRUCT
C , por exemplo, os pesos das super-arestas

wSTRUCT
ij não dependem das propriedades dos super-vértices em vez disso, eles dependem

apenas do mapa da bordas ‖OI‖. Como ‖OI‖ permanece inalterado desde que o grafo

inicial foi construído, tanto os pesos das super-arestas no interior dos subgrafos com-

primidos quanto das super-arestas residuais E ′R são calculados sob demanda durante a

compressão, conforme descrito na Seção 4.3.

Nas topologias de aparência de região T STR
C e T CNN

C , entretanto, para calcular o

peso de qualquer aresta residual e′xy ∈ E ′R adicionada na etapa de reacoplamento, os

histogramas H(v′x) e H(v′y) precisam ser construídos a partir do mesmo dicionário de

textons.

Na topologia STR, por exemplo, os dicionários especializados DSTR
1 , · · · ,DSTR

B

não conseguem representar adequadamente classes de texturas fora de seus respectivos

subgrafos e, portanto, não são apropriados para esta etapa. Consequentemente, um dicio-

nário de textons global DSTR deve ser construído. Mas como C está associado a todos os

pixels da imagem I , DSTR precisa ser construído usando amostras de toda a imagem. Isso

é feito configurando a região de interesse r para representar a imagem inteira, de maneira

uniforme. O mesmo acontece na topologia da CNN, que também exige um dicionário

global DCNN para calcular os histogramas de textons de todos os vértices. Usando os no-

vos dicionários DSTR e DCNN, os histogramas HSTR(v′x) e HCNN(v′x) de todos os vértices

vi ∈ VC são atualizados.

Entretanto, dada a complexidade de um processo de clustering, a construção tanto

de DSTR quanto DCNN pode comprometer a escalabilidade do método proposto, especial-

mente em termos de memória. Mas já que o objetivo deste trabalho é a segmentação de
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imagens grandes, é razoável presumir que I apresenta grande redundância de informações

entre pixels vizinhos.

Portanto, a região de interesse r é configurada para selecionar uniformemente ape-

nas 1 de cada κ pixels da imagem (tanto vertical quanto horizontalmente), com κ ≥ 1.

Desta maneira, o número de amostras a serem aglomeradas com k-means é reduzido a
1

κ2

da quantidade original, sem perda significativa de representatividade do novo dicionário

de textons e histogramas calculados a partir dele. Observe que todos os pesos das ares-

tas ainda são calculados dinamicamente e sob demanda durante a compressão do grafo,

apenas os histogramas de textons precisam ser atualizados com antecedência.
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6 ANALISE DE COMPLEXIDADE DO ALGORITMO DE COMPRESSÃO

Neste capítulo, avaliamos a taxa de crescimento assintótica de tempo e memória

do método de compressão escalável proposto. Como o método proposto possui quatro

estágios (desacoplamento, compressão, reacoplamento e re-compressão) que são execu-

tados sequencialmente, sua combinação resultará no custo total de processamento.

Por outro lado, o modelo de grafo multi-topológico proposto neste trabalho é um

framework flexível e os métodos utilizados para mensurar as iterações entre as regiões tem

um grande impacto na sua complexidade computacional. Portanto, este capítulo analisa a

complexidade computacional do método de compressão de grafos apenas para a topologia

STR, descrita na Sessão 4.1. Entre as três topologias detalhadas neste trabalho, T STR foi

escolhida porque é computacionalmente mais custosa tanto em termos de tempo quanto

de memória (veja mais detalhes no Capítulo 7).

Obviamente ao utilizar múltiplas topologias, o custo de representação de todas elas

deve ser considerado. Entretanto, na notação assintótica O-grande os termos de maior or-

dem tendem a dominar o resultado conforme o tamanho da entrada aumenta e se aproxima

o infinito (CORMEN et al., 2009). Como construção da topologia STR é mais custosa

do que as outras topologias discutidas neste trabalho, ela fornece uma boa base de com-

paração para o limite superior do custo das representações topológicas, mesmo quando

combinando topologias diferentes. É possível, todavia, que existam outras topologias

com maior complexidade computacional do que as discutidas neste trabalho. Mesmo

nestes casos, a análise fornecida aplica-se parcialmente, já que as etapas de desacopla-

mento e reacoplamento não dependem da topologia empregada e o Algoritmo 2 é muito

provavelmente domina o tempo de processamento em relação a construção da topologia.

Considere uma imagem de tamanho n × n = n2 pixels. Logo, o grafo inicial G

terá n2 vértices e aproximadamente 2n2 arestas, já que elas representam a vizinhança-de-4

para cada pixel. Na abordagem mais simples para desacoplamento (B-CSD, veja detalhes

no Capítulo 7), o grafo inicial é dividido em B subgrafos contento b × b = b2 = n2/B

vértices e aproximadamente 2b2 arestas. Esta segmentação pode ser obtida de maneira

trivial, indexando as linhas e colunas das regiões desacopladas. Portanto essa operação

pode ser executada em tempo constante e consome memória igual ao tamanho da imagem,

de forma que:

tD(n) = O (1) (6.1)
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mD(n) = O
(
n2
)
. (6.2)

Durante a compressão de grafos, tanto no Algoritmo 1 quando no Algoritmo 2,

cada aresta é avaliada exatamente uma vez. Para um grafo com arestas 2n2 (como G),

esse algoritmo tem uma complexidade temporal de:

tCG(n) = O
(
2n2
)

= O
(
n2
)
.

(6.3)

O estágio de compressão do subgrafos desacoplados, no entanto, existem arestas 2b2 por

subgrafo, o que acarreta a uma complexidade de tempo de:

tCSG(n) = O
(
2b2
)

= O
(
b2
) (6.4)

para cada subgrafo. Consequentemente, quando b � n (como proposto na etapa de

desacoplamento), esse algoritmo será muito mais caro para compactar para grafos grandes

do que muitos grafos pequenos.

Por outro lado, a complexidade de memória da compressão de grafos na topologia

STR é de:

mCG(n) = O
(
Kn2

)
(6.5)

onde K é uma constante de valor elevado relacionada aos parâmetros do método usa-

dos para representação estocástica de texturas (STR). Logo, na compressão de subgrafos

desacoplados a complexidade de memória para cada subgrafo será

mCSG(n) = O
(
Kb2

)
. (6.6)

Embora possa haver muitos subgrafos para uma única imagem, eles são independentes

um do outro e apenas as feições STR e histogramas de textons do subgrafo que está

sendo comprimido precisam ser carregados em memória ao mesmo tempo, permitindo

um melhor gerenciamento de memória. Considerando um G dividido em B subgrafos,

cada um com tamanho aproximado de b2 = n2/B, a complexidade de tempo e memória da
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etapa de compressão do subgrafos desacoplados são limitados respectivamente por:

tCGD(n) = O
(
Bb2

)
= O

(
B
( n
B

)2
)

= O

(
n2

B

)
,

(6.7)

mCGD(n) = O
(
Kb2

)
= O

(
K
( n
B

)2
)

= O

(
Kn2

B2

)
.

(6.8)

Na etapa de reacoplamento, a complexidade depende principalmente da obtenção

das super-arestas residuais (5.5), já que a construção do conjunto de super-vértices (5.4a)

e de pesos dos supervértices (5.4c) a partir dos subgrafos comprimidos é trivial. Portanto,

para um grafo reacoplado C com v vértices, a complexidade de tempo do reacoplamento

depende do número de vértices no grafo e toma em tempo

tR(n) = O (v) , (6.9)

mas e pode ser executado in-place (sem alocar memória extra), logo sua complexidade de

memória é:

mR(n) = O (v) . (6.10)

Já na etapa de re-compressão, a complexidade depende tanto do algoritmo de com-

pressão, quando da construção do dicionário global de textons DSTR. O dicionário de tex-

tons é construído usando k-means, portanto, considerando a subamostragem dos vetores

de características, ele tem uma complexidade:

tDT (n) = O

(
Kn2

κ2

)
. (6.11)

mDT (n) = O

(
Kn2

κ2

)
. (6.12)
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para tempo e memória, respectivamente.

Assim como na etapa de compressão dos subgrafos desacoplados, a complexidade

do algoritmo de compressão depende do número de arestas no grafo e, no caso de C, é

limitado superiormente porO(v2). Como o grafo reacoplado tende a ser muito menor que

os subgrafos desacoplados, temos que v � b2 � n2, e a complexidade de tempo para a

etapa de re-compressão é dada por:

tRC(n) = O (v) +O

(
n2

κ2

)
+O

(
p2
)

= O

(
n2

κ2

)
.

(6.13)

Já o custo de memória da etapa de re-compressão é dominado pelo processo de construção

do dicionário. Portanto a sua complexidade de memória é de:

mRC(n) = O

(
Kn2

κ2

)
. (6.14)

Combinando todas essas etapas, as complexidades de tempo e memória do método

de compressão escalável proposto neste trabalho são, respectivamente:

tCS(n) = tD(n) + tCGD(n) + tR(n) + tRC(n)

= O (1) +O

(
n2

B

)
+O (v) +O

(
n2

κ2

)
= O

(
1 +

n2

B
+ v +

n2

κ2

)
= O

(
n2

B
+
n2

κ2

)
,

(6.15)

mCS(n) = max [mD(n),mCGD(n),mR(n),mRC(n)]

= max

[
O (1) , O

(
n2
)
, O (v) , O

(
Kn2

κ2

)]
= O

(
Kn2

κ2

)
.

(6.16)

Portanto, se o tamanho da imagem aumentar para 2n × 2n = 4n2, uma compres-

são do grafo inicial G apenas com o Algoritmo 2 (sem a estratégia escalável proposta),

apresentará uma complexidade de:
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tCG([2n]2) = ([2n]2)2

= 16n4,
(6.17a)

mCG([2n]2) = K([2n]2)2

= 16Kn4.
(6.17b)

Por outro lado, o método de compressão escalável proposto neste trabalho terá uma com-

plexidade de:

tCS([2n]2) =
(2n)2

B
+

(2n)2

κ2

=
4n2

B
+

4n2

κ2
,

(6.18a)

mCS([2n]2) =
K(2n)2

κ2

=
K4n2

κ2
.

(6.18b)

Portanto, a estratégia de compressão de grafos proposta neste trabalho será eficiente se

todos os subgrafos desacoplados forem pequenos em relação ao tamanho da imagem (n2)

e tiverem aproximadamente o mesmo tamanho.
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7 RESULTADOS EXPERIMENTAIS

Neste capítulo, avaliamos a qualidade e o desempenho da metodologia proposta

para compressão de grafos multi-topológicos, aplicada ao problema de segmentação de

imagens. Para isso, primeiramente descrevemos a base de dados utilizada, assim como

as métricas de avaliação empregadas. Em seguida apresentamos um estudo de ablação

(ablation study) avaliando diferentes combinações topológicas, métodos de desacopla-

mento, taxas de amostragem κ e estocasticidade. Finalmente, também apresentamos uma

comparação com outros métodos do estado da arte.

7.1 Base de imagens

Para avaliar o método proposto, construímos um conjunto de 80 imagens colori-

das, naturais e de alta resolução especificamente para esta tarefa. De forma a permitir uma

comparação consistente dos métodos avaliados, todas as imagens foram sub-amostradas

(com interpolação bi-cúbica) em quatro resoluções distintas, de forma que todas tenham

aproximadamente o mesmo tamanho em cada escala: 1000× 1500, 500× 750, 250× 375

e 125× 188. Além disso, tendo em vista que a qualidade de uma segmentação de texturas

é subjetiva, são fornecidas múltiplas segmentações manuais das texturas em cada imagem

na base, que são utilizados como groundtruths. A Figura 7.1 mostra algumas imagens

presentes no conjunto juntamente com alguns de seus respectivos groundtruths.

Para gerar essas segmentações manuais utilizamos uma ferramenta de anotação

em o usuário desenhava um polígono correspondente a cada região. Solicitamos que

cada usuário identificasse as texturas presentes na imagem, anotando cada uma em um

polígono diferente. As anotações foram realizadas na maior resolução disponível (1000×

1500). Um total de 4 anotadores colaboraram nessa tarefa, produzindo ao menos três

segmentações para cada imagem.

7.2 Métricas de avaliação

Para medir a qualidade da segmentação, utilizamos o Índice Probabilístico de

Rand (PRI, do inglês Probabilistic Rand Index) e F-measure (ARBELAEZ et al., 2011),

além da comparação visual. Já para avaliar o custo computacional, utilizamos o tempo
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Figura 7.1: Amostra do conjunto de imagens e anotações manuais utilizadas para avaliar
o método proposto. As fronteiras entre regiões são indicadas em vermelho.

(a) Imagem original (b) Groundtruth 1 (c) Groundtruth 2 (d) Groundtruth 3

Fonte: O autor.

total de processamento e o pico do consumo de memória (valor máximo observado). O

método proposto foi implementado em Matlab (MATLAB, 2017). E todos os experimen-

tos reportados neste trabalho foram executados em um computador com processador Intel

Core i7 3.0GHz e 32GB de RAM.

Observe que ambas as métricas de qualidade utilizadas, F-measure e PRI, quan-

tificam a qualidade da segmentação for forma distintas e proveem informações comple-

mentares sobre o mesmo problema. O PRI é definido como (ARBELAEZ et al., 2011):

PRI(S,GT ) =
1

T

∑
i<j

[cijpij + (1− cij)(1− pij)] , (7.1)

onde S é o mapa de segmentação que está sendo avaliado, GT é o groundtruth da seg-

mentação, cij ∈ 0, 1 é o evento binário em que os pixels i e j têm o mesmo rótulo em S,
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pij ∈ [0, 1] é a probabilidade discreta de esse evento ocorrer em GT e T é o total número

de pares de pixels. Essa métrica tenta quantificar a qualidade de S contando o número

de pares de pixels que são agrupados corretamente no mesmo segmento de imagem ou

separados corretamente em relação a GT .

Já a F-measure quantifica a qualidade da segmentação pela semelhança entre as

fronteiras entre regiões esperadas (groundtruth) e as fronteiras entre as regiões obtidas

(mapa de segmentação). Ela é definida como a seguinte média harmônica (ARBELAEZ

et al., 2011):

F (S,GT ) =
2Pr(S,GT )Rc(S,GT )

Pr(S,GT ) +Rc(S,GT )
, (7.2)

onde Pr(·) e Rc(·) são, respectivamente, a precisão e o recall das fronteiras entre as

regiões no mapa de segmentação, em relação as fonteiras entre regiões do groundtruth.

Essas medidas, por sua vez são definidas como:

Pr(S,GT ) =
TP

TP + FP
, (7.3)

Rc(S,GT ) =
TP

TP + FN
, (7.4)

onde TP , FP e FN são, respectivamente, o número de pixel verdadeiros positivos, falsos

positivos e falsos negativos das fronteiras entre as regiões de S em relação as fronteiras

entre as regiões em GT . Dessa forma, métodos que geram fronteiras excessivas (sobre-

segmentações) apresentam baixo Pr, diminuindo o valor da F-measure. Já métodos que

falham em encontrar fronteiras (sub-segmentação) apresentam baixo Rc, o que também

diminui o valor da F-measure.

Enquanto o PRI mede a acurácia do processo de agrupamento de pixels, a F-

measure indica a acurácia das fronteiras detectadas entre as regiões. Como essas métricas

avaliam aspectos distintos de uma segmentação de imagens, é possível para uma determi-

nada segmentação obter melhor desempenho de acordo com uma métrica, mas não com

a outra. Portanto, é importante analisar ambas as métricas para determinar a qualidade

geral da segmentação da imagem.
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7.3 Estudo de ablação

Neste trabalho exploramos o método proposto de compressão de grafos empre-

gando as seguintes combinações de topologias:

• Topologia STR: utiliza a penas a topologia STR, descrita na Seção 4.1.

• Topologia CNN: utiliza apenas a topologia CNN, descrita na Seção 4.2;

• Topologia Struct: utiliza apenas a topologia estrutural, descrita na Seção 4.3;

• Topologia STR+Struct: utiliza as topologias STR e estrutural;

• Topologia CNN+Struct: utiliza as topologias CNN e estrutural;

• Topologia STR+CNN+Struct: utiliza as topologias STR, CNN e estrutural.

A Tabela 7.1 apresenta uma comparação dos métodos avaliados em termos de

PRI, F-measure e tempo para segmentar imagens na maior resolução disponível no con-

junto de dados utilizado (1000× 1500 pixels). Esta comparação demonstra que o modelo

multi-topológico proposto permite atingir maior qualidade de segmentação com aproxi-

madamente o mesmo custo computacional que a topologia de STR em imagens grandes.

Embora as topologias CNN e Struct são menos acuradas, mas as segmentações resultan-

tes têm o mesmo nível de qualidade e custo que os melhores métodos do estado da arte.

Em particular, verifica-se que o melhor resultado de segmentação é obtido pela topolo-

gia STR+Struct. Também é importante notar que a topologia conjunta STR+CNN+Struct

resultou em uma qualidade de segmentação muito menor do que outras combinações de

topologias, mas ainda comparável aos métodos do estado da arte (veja a Tabela 7.3).

Uma comparação semelhante, porém mais ampla, é ilustrada graficamente na Fi-

gura 7.2, que resume os resultados obtidos para todos os tamanhos de imagens disponíveis

Tabela 7.1: Comparação do Custo e Qualidade da Segmentacão
Topologia PRI F-measure Tempo (s)

STR 0, 832± 0, 08 0, 575± 0, 12 4520± 816
CNN 0, 801± 0, 08 0, 460± 0, 09 632± 149
Struct 0, 843± 0, 08 0, 509± 0, 12 7671± 6819

CNN+Struct 0, 816± 0, 08 0, 537± 0, 09 2064± 329
STR+Struct 0,914± 0,05 0,628± 0,11 5116± 1716

STR+CNN+Struct 0, 687± 0, 13 0, 345± 0, 10 8161± 1362
Para imagens com resolução de 1000× 1500 pixels.

Fonte: O autor.
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Figura 7.2: Comparativo da qualidade de segmentação usando diferentes topologias para
modelar as características da imagem, em diferentes tamanhos de imagem.
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no conjunto de dados proposto. Nesses gráficos, verifica-se que a qualidade e custo de

todas as topologias avaliadas são consistentes com a Tabela 7.1 também em imagens de

resoluções menores. Embora a qualidade da segmentação seja menor para as imagens em

baixa resolução, isso ocorre igualmente em todos os métodos avaliados.

Já em relação a estratégia de compressão escalável, são avaliados alguns métodos

diferentes de desacoplamento, para os quais os resultados são relatados na Tabela 7.2.

Eles são:

• Pré-Compressão grosseira (P-CSD): A imagem é sub-amostrada por um fator de

κ e depois segmentada de forma recursiva usando o próprio algoritmo de compres-

são escalável proposto. Este método identifica fronteiras com alta precisão, porém

as regiões obtidas geralmente apresentam grande variação de tamanho e formato

dentro de uma mesma imagem.

• Superpixels (MORI et al., 2004) (SP-CSD): um método de sobre-segmentação ba-

seado em cortes de grafo normalizados (SHI; MALIK, 2000), configurado para

encontrar um grande número de partições, que serão os superpixels. Este método

tende a gerar regiões de tamanho e formato similares. Logo, nem todas as fron-

teiras encontradas não necessariamente condizem com as da imagem, entretanto,

as fronteiras reais da são geralmente respeitadas e estão presentes na segmentação

obtida.

• Waterpixels (MACHAIRAS et al., 2015) (WP-CSD): Método de sobre-segmentação

baseado em watersheds. Ele combina o gradiente de uma grade regular com o gra-

diente da imagem para reforçar a geração de componentes conexos pequenos e

homogêneos na transformação watersheds (SOILLE, 2003), que são segmentos de

imagem ou superpixels. Este método tende a gerar regiões de tamanho e formato

similares, mas raramente cruzando bordas na imagem. Nem todas as fronteiras en-

contradas não necessariamente condizem com as da imagem, e as regiões encontra-

Tabela 7.2: Comparação das Estratégias de Desacoplamento.
Estratégia de desacoplamento PRI F-measure Tempo (s)

Sem Desacoplamento (Dir-CG) 0, 558± 0, 158 0, 298± 0, 124 6916, 1± 2385, 2
Blocos (B-CSD) 0, 896± 0, 059 0, 596± 0, 124 1598,7± 522,0

Pré-Compressão (P-CSD) 0, 812± 0, 084 0, 568± 0, 132 6217, 2± 1390, 5
Waterpixels (MACHAIRAS et al., 2015) (WP-CSD) 0,914± 0,050 0,628± 0,111 5116, 0± 1716, 5

Superpixels (MORI et al., 2004) (SP-CSD) 0, 881± 0, 064 0, 588± 0, 119 2378, 7± 472, 2
Para imagens de tamanho 1000× 1500

Fonte: O autor.



84

Figura 7.3: Comparativo da qualidade e custo de segmentação usando diferentes técnicas
de desacoplamento no método escalável de compressão de grafos (topologia STR+Struct),
em diferentes tamanhos da imagem.

(a) PRI

0,78

0,8

0,82

0,84

0,86

0,88

0,9

0,92

0,94

125	× 188	
(23125	pixels)

250 × 375
(93750	pixels)

500	× 750
(375000	pixels)

1000	× 1500
(1500000	pixels)

PR
I

Tamanho	da	Imagem

Blocos

Pré-Compressão

Waterpixels

Superpixels

(b) F-measure

0,4

0,45

0,5

0,55

0,6

0,65

125	× 188	
(23125	pixels)

250 × 375
(93750	pixels)

500	× 750
(375000	pixels)

1000	× 1500
(1500000	pixels)

F-
m
ea
su
re

Tamanho	da	Imagem

Blocos

Pré-Compressão

Waterpixels

Superpixels

(c) Tempo de Processamento

1

10

100

1000

10000

100000

0 200000 400000 600000 800000 1000000 1200000 1400000 1600000

Te
m
po
	(s
)

Tamanho	da	Imagem

Blocos

Pré-Compressão

Waterpixels

Superpixels

Fonte: O autor.



85

das apresentam maior variância de tamanho e formato comparado ao Superpixels.

• Particionamento por blocos (B-CSD): A imagem é dividida em blocos quadrados

e sem sobreposição de tamanho B × B. Cada subgrafo desacoplado corresponde

a um dos blocos. Este método gera regiões com tamanho e formato exatamente

idênticos, porém ignorando totalmente as características da imagem. Este método

é incluído como uma referencia para avaliar o tempo de processamento dos outros

métodos.

• Sem desacoplamento (Dir-CG): Nesse caso, a compressão de grafo é aplicada di-

retamente ao grafo inicial, portanto existe um único "subgrafo"G1 = G. Este mé-

todo é incluído como referência para avaliar o desempenho de outros métodos de

desacoplamento.

Similarmente, a Figura 7.3 apresenta uma comparação do desempenho de to-

das as estratégias de desacoplamento testadas para compressão de grafo na topologia

STR+Struct. Esta comparação demonstra que o algoritmo de compressão proposto é

capaz de produzir segmentações de qualidade consistente, independentemente do desaco-

plamento escolhido. A eficiência de cada estratégia, por outro lado, pode variar e tem um

impacto determinante no tempo de processamento do grafo de regiões. Observa-se que as

técnicas de desacoplamento que geram todo subgrafos com aproximadamente o mesmo

tamanho (como partição em blocos ou waterpixels) tendem a ser mais eficientes do que os

métodos que produzem regiões visualmente homogêneas, mas com grande variação nos

tamanhos (como pré-compressão). Isso indica que empregar de técnicas complexas de

sobre-segmentação pode não melhorar a segmentação final, enquanto certamente aumen-

tará seu custo. Mais precisamente, o desacoplamento com pré-compressão leva a uma

compressão 2.5× mais lenta do que usando waterpixels e 5.4× mais demorada do que

quando superpixels é empregado. Em todos os cenários avalias, entretanto, a compressão

sem nenhum desacoplamento (Dir-CG) apresenta o pior desempenho e qualidade dentre

as estratégias avaliadas.

Além disso, com base nas métricas avaliadas, utilizar subgrafos desacoplados que

não correspondem exatamente às fronteiras regiões não tem um grande impacto na qua-

lidade da segmentação, já que o desacoplamento em blocos produz segmentações de

qualidade comparável às outras estratégias para imagens nas maiores resoluções. Isso

também confirma uma das principais hipóteses deste trabalho: de que a estratégia esca-

lável proposta para compressão de grafos multi-topógicos (desacoplamento-compressão-
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Figura 7.4: Comparativo da qualidade e custo de segmentação usando diferentes taxas
de subamostragem κ na compressão de grafos multi-topológicos (topologia STR+Struct),
para diferentes tamanhos de imagem.
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reacoplamento) atinge um nível de qualidade consistente, independentemente da estraté-

gia de desacoplamento utilizada para obter subgrafos Gp.

Por outro lado, a Figura 7.4 mostra uma comparação da qualidade de segmentação

e do custo para diferentes valores da taxa de subamostragem κ. Esta comparação utiliza a

topologia STR+Struct (com desacoplamento por waterpixels), mas as mesmas tendências

podem ser verificadas para todos os métodos de desacoplamento e topologias testadas.

Como podemos ver nas Figuras 7.4-a e 7.4-b, a qualidade da segmentação tende a ser

maior para imagens maiores, mas é aproximadamente a mesma para todos os valores de κ

testados em um determinado tamanho de imagem. A diferença nominal entre o PRI médio

de κ = 1 e κ = 4 é de aproximadamente ∆PRI u 0.02. Enquanto a diferença nominal

entre F-meansure médio dos mesmos valores de κ é de aproximadamente ∆F u 0.04.

Já a Figura 7.4-c mostra que não há diferença significativa no tempo de processa-

mento em resoluções mais baixas, mas há uma redução considerável do tempo de compu-

tação para imagens maiores quando κ é maior. Essas observações suportam outra hipótese

deste trabalho: de que, para imagens em alta resolução, uma subamostragem espacial-

mente uniforme dos vetores de características não prejudica o resultado final, mas reduz

o custo computacional, o que pode ser essencial para esse tipo de imagem.

O método proposto neste trabalho utiliza um critério estocástico para comprimir

os vértices do grafo de regiões. Portanto, também avaliamos a influência dos fatores es-

tocásticos no resultado do algoritmo proposto. Para isso, executamos o método proposto

6 vezes para cada imagem, com os mesmos parâmetros, de forma a evidenciar quais-

quer variações que os fatores estocásticos possam sobre o resultado. Como ilustrado pela

Figura 7.5, ao comparar os resultados das múltiplas execuções observamos que há baixa

Figura 7.5: Comparação entre múltiplas execuções para uma única imagem.

Fonte: O autor.
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Tabela 7.3: Comparação do método proposto com o estado da arte
Método PRI F-measure Tempo (s)

Proposto (STR+Struct) 0,914± 0,05 0,628± 0,11 5116± 1716
STRM (MEDEIROS et al. 2015) 0, 558± 0, 16 0, 298± 0, 12 6916± 2385
HCD (ARBELAEZ et al. 2011) 0, 522± 0, 22 0, 497± 0, 22 1560± 520
FBS (YUAN et al. 2015) 0, 719± 0, 10 0, 409± 0, 12 184± 138

DeepLabV3+ (Chen et al. 2018) 0.540± 0.19 0.260± 0.22 4.31± 0.53
Para imagens com resolução de 1000× 1500 pixels.

Fonte: O autor.

variação das segmentações produzidas. Isso indica que, apesar das incertezas introduzidas

pelo critério estocástico, o método de compressão de grafos proposto tende a convergir,

produzindo aproximadamente as mesmas regiões em todas as execuções.

7.4 Comparação com o estado da arte

Os experimentos deste trabalho também comparam o método proposto a alguns

métodos de segmentação do estado da arte:

• STRM: Stochastic Texture Representation Models (Modelos Estocásticos para Re-

presentação de Texturas, em inglês) (MEDEIROS; SCHARCANSKI; WONG, 2015),

• HCD: Hierarchical Contour Detection (Detecção Hierárquica de Contornos, em

inglês) (ARBELAEZ et al., 2011) e

• FBS: Factorization-Based Segmentation (Segmentação Baseada em Fatoração, em

inglês) (YUAN; WANG; CHERIYADAT, 2015).

• DeepLabV3+: Encoder-Decoder with Atrous Separable Convolution for Semantic

Image Segmentation (Codificador-Decodificador com convoluções atrosa-separável

para segmentacão semantica de imagens, em inglês) (CHEN et al., 2018).

A Tabela 7.3 apresenta uma comparação do método proposto com o estado da

arte, avaliados em termos de PRI, F-measure e tempo para segmentar imagens na maior

resolução disponível no conjunto de dados utilizado (1000 × 1500 pixels). Verificamos

que o método proposto apresenta qualidade de segmentação substancialmente superior

aos demais métodos (PRI = 0, 91 e F = 0, 63), com um tempo de execução comparável

aos outros métodos de segmentação de texturas.

Note que, embora DeepLabV3+ (CHEN et al., 2018) não seja direcionado ao pro-

blema de segmentação de texturas e sim à segmentação semântica de imagens, ele é pro-
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Figura 7.6: Comparação do método proposto com o estado da arte, em diferentes tama-
nhos de imagem.
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jetado para reconhecer uma grande variedade de objetos presentes na base de dados MS

COCO (LIN et al., 2014). Dessa forma podemos entender as limitações das técnicas de

segmentação semântica, que abordam um problema similar, porém distinto, do abordado

neste trabalho.

Já a Figura 7.6 ilustra uma comparação dos métodos avaliados em todas as reso-

luções disponíveis no conjunto de dados. Nesses gráficos, verifica-se que a qualidade e

custo de todas as técnicas avaliadas seguem as mesmas tendências indicadas na Tabela 7.3

para as imagens de resoluções menores. Novamente, verificamos uma pequena queda na

qualidade da segmentação para as imagens em baixa resolução em todos os métodos.

Contudo, neste caso o método proposto apresenta PRF e F-measure consideravelmente

maiores do que os demais métodos do estado da arte. Além disso, as segmentações pro-

duzidas pelo método proposto, apresentam menor variação nos valores médios de PRI e

F-measure entre imagens de tamanhos diferentes quando comparadas aos outros métodos

testados. Note que, diferentes dos demais métodos avaliados, DeepLabV3+ foi imple-

mentado usando TensorFlow e por isso apresenta um menor tempo de execução muito

menor do que os outros métodos. Além disso, o DeepLabv3+ sempre reescala a ima-

gem para 513 × 513 pixels antes processa-la, portanto não apresenta variações no tempo

de execução em relação ao tamanho da imagem, e seus valores de PRI e F apresentam

pouquíssima variação entre resoluções diferentes. Ainda assim as segmentações produzi-

das por este método são significativamente inferiores a todos os outros métodos testados.

Finalmente, as Figuras 7.7 a 7.13 apresenta uma comparação visual das segmen-

tações obtidas usando o método proposto para compressão de grafos de regiões multi-

topológicos com algumas técnicas de segmentação de imagens do estado da arte. Analo-

gamente aos resultados quantitativos descritos acima, a comparação visual também indica

que a topologia STR+Struct produz segmentações de imagem com qualidade superior.

Também verificamos que as topologias CNN e Struct tendem a sobre-segmentar a

imagem. Contudo, que a combinação destas topologias (topologia CNN+Struct) produz

um número mais razoável de regiões, indicando que o modelo multi-topológico proposto

neste trabalho realmente fornece uma melhor representação das propriedades da imagem.

Além disso, verifica-se o método proposto, em qualquer uma das variações de to-

pologia testados, obtém resultados pelo menos tão bons quanto e frequentemente melho-

res do que os demais métodos do estado da arte. Note também que o método STRM (ME-

DEIROS; SCHARCANSKI; WONG, 2015) e FBS (YUAN; WANG; CHERIYADAT,

2015) são propensos a sobre-segmentar a imagem, enquanto os métodos HCD (ARBE-
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LAEZ et al., 2011) e DeepLabV3+ (CHEN et al., 2018) tendem a produzir menos seg-

mentos do que o necessário. A metodologia proposta, por outro lado, não apresenta esses

erros na maioria dos casos.

Figura 7.7: Comparação visual do método proposto com técnicas de segmentação do
estado da arte. As fronteiras entre regiões são indicadas em vermelho.

(a) Exemplo de Groundtruth

(b) Topologia STR (c) Topologia CNN (d) Topologia Struct

(e) Topologia STR+Struct (f) Topologia CNN+Struct (g) Topologia STR+CNN+Struct

(h) HCD (ARBELAEZ et al., 2011) (i) FBS (Yuan et al., 2015) (j) DeepLabV3+ (CHEN et al., 2018)

Fonte: O autor.
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Figura 7.8: Comparação visual do método proposto com técnicas de segmentação do
estado da arte. As fronteiras entre regiões são indicadas em vermelho.

(a) Exemplo de Groundtruth

(b) Topologia STR (c) Topologia CNN (d) Topologia Struct

(e) Topologia STR+Struct (f) Topologia CNN+Struct (g) Topologia STR+CNN+Struct

(h) HCD (ARBELAEZ et al., 2011) (i) FBS (Yuan et al., 2015) (j) DeepLabV3+ (CHEN et al., 2018)

Fonte: O autor.
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Figura 7.9: Comparação visual do método proposto com técnicas de segmentação do
estado da arte. As fronteiras entre regiões são indicadas em vermelho.

(a) Exemplo de Groundtruth

(b) Topologia STR (c) Topologia CNN (d) Topologia Struct

(e) Topologia STR+Struct (f) Topologia CNN+Struct (g) Topologia STR+CNN+Struct

(h) HCD (ARBELAEZ et al., 2011) (i) FBS (Yuan et al., 2015) (j) DeepLabV3+ (CHEN et al., 2018)

Fonte: O autor.
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Figura 7.10: Comparação visual do método proposto com técnicas de segmentação do
estado da arte. As fronteiras entre regiões são indicadas em vermelho.

(a) Exemplo de Groundtruth

(b) Topologia STR (c) Topologia CNN (d) Topologia Struct

(e) Topologia STR+Struct (f) Topologia CNN+Struct (g) Topologia STR+CNN+Struct

(h) HCD (ARBELAEZ et al., 2011) (i) FBS (Yuan et al., 2015) (j) DeepLabV3+ (CHEN et al., 2018)

Fonte: O autor.
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Figura 7.11: Comparação visual do método proposto com técnicas de segmentação do
estado da arte. As fronteiras entre regiões são indicadas em vermelho.

(a) Exemplo de Groundtruth

(b) Topologia STR (c) Topologia CNN (d) Topologia Struct

(e) Topologia STR+Struct (f) Topologia CNN+Struct (g) Topologia STR+CNN+Struct

(h) HCD (ARBELAEZ et al., 2011) (i) FBS (Yuan et al., 2015) (j) DeepLabV3+ (CHEN et al., 2018)

Fonte: O autor.
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Figura 7.12: Comparação visual do método proposto com técnicas de segmentação do
estado da arte. As fronteiras entre regiões são indicadas em vermelho.

(a) Exemplo de Groundtruth

(b) Topologia STR (c) Topologia CNN (d) Topologia Struct

(e) Topologia STR+Struct (f) Topologia CNN+Struct (g) Topologia STR+CNN+Struct

(h) HCD (ARBELAEZ et al., 2011) (i) FBS (Yuan et al., 2015) (j) DeepLabV3+ (CHEN et al., 2018)

Fonte: O autor.
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Figura 7.13: Comparação visual do método proposto com técnicas de segmentação do
estado da arte. As fronteiras entre regiões são indicadas em vermelho.

(a) Exemplo de Groundtruth

(b) Topologia STR (c) Topologia CNN (d) Topologia Struct

(e) Topologia STR+Struct (f) Topologia CNN+Struct (g) Topologia STR+CNN+Struct

(h) HCD (ARBELAEZ et al., 2011) (i) FBS (Yuan et al., 2015) (j) DeepLabV3+ (CHEN et al., 2018)

Fonte: O autor.
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8 CONCLUSÕES E TRABALHOS FUTUROS

Este trabalho propôs um novo método de compressão de grafos de regiões multi-

topológicos para a tarefa de segmentação de texturas em imagens grandes. Mais especifi-

camente, a imagem é modelada por um grafo de regiões multi-topológico, que generaliza

o conceito de grafo de regiões de topologia única para melhor representar as interações

entre as regiões por meio da combinação de vários indicadores visuais distintos (texturas,

estruturas, gradientes, etc.) que constituem as diferentes topologias.

No modelo proposto, cada topologia é obtida usando algum indicador vidual da

imagem para calcular os pesos das arestas do grafo de regiões. Este grafo de multi-

topológico é desacoplado em pequenos subgrafos e a compressão de grafos multi-topológicos

é utilizada para resumir estes sub-grafos, de forma a reduzir a quantidade de vértices e

arestas, mas mantendo a estrutura geral do grafo. Finalmente, os subgrafos comprimidos

são re-acoplados em um único gráfico conectado, que é re-comprimidos para produzir a

segmentação final.

Neste trabalho, a representação estocástica de texturas (STR), redes neurais con-

volucionais (CNN) e a intensidade das fronteiras entre regiões são utilizadas como indica-

dores visuais para construir as topologias STR, CNN e estrutural, respectivamente. Esses

indicadores visuais têm propriedades de localidade que se beneficiam enormemente da

compressão de subgrafos desacoplados, tanto em termos de qualidade da segmentação

quanto em custo computacional (tempo e memória). Além disso, com o modelo de gra-

fos multi-topológicos, essas topologias podem ser combinadas, resultando nas topologias

STR+CNN, STR+Struct e STR+CNN+Struct.

Para avaliar a estratégia de segmentação proposta, foram conduzidos experimen-

tos em um conjunto de dados contendo imagens em quatro resoluções diferentes (1000×

1500, 500 × 750, 250 × 375 e 125 × 188), que foram coletadas e rotuladas especifica-

mente para esta tarefa. Os experimentos neste trabalho compararam algumas técnicas de

segmentação de imagens do estado da arte com o método proposto para compressão es-

calável de grafos multi-topológicos, utilizando as topologias apresentadas neste trabalho

e combinações entre elas. Nesta comparação, observou-se que a topologia STR+Struct

produziu as segmentações de maior qualidade dentre os métodos testados (PRI = 0.914 e

F = 0.628), a um custo computacional semelhante ao dos métodos no estado da arte.

Enquanto algumas combinações de topologias demonstraram ser mais acuradas

do que outras, mesmo as que apresentaram pior desempenho ainda são equiparáveis aos



99

métodos no estado da arte. A comparação utilizando imagens de diferentes resoluções

também demonstra que a qualidade e o custo computacional de todas as técnicas avali-

adas são consistentes nos diferentes tamanhos de imagem, com uma pequena queda de

qualidade nas resoluções mais baixas. Todavia, o método de compressão de grafos multi-

topológicos apresenta desempenho significativamente maior nas imagens menores.

Futuramente, planejamos investigar mais profundamente novas topologias que re-

presentam outras características da imagem. Incluindo o uso de redes neurais convolutivas

especializadas em segmentação, como UNet e Mask-RCNN a partir de aprendizado for

transferência (transfer learning). Também planejamos investigar o uso de modelos de

deep learning para combinar as múltiplas topologias e decidir quando os vértices de re-

giões devem ser comprimidos. Prevemos também a possibilidade de estudar maneiras de

combinar as topologias de grafos já comprimidos. Dessa forma seria possível comprimir

cada topologia individualmente e só então combiná-las para obter o grafo comprimido.

Outra oportunidade de pesquisa é explorar o uso de redes neurais de grafos (GNN,

graph neural networks em inglês) para comprimir os grafos de regiões. Além disso,

planejamos também estudar técnicas de compressão em grafos não planares. Com isso

seria possível incorporar vizinhanças maiores do que 8 conexões por pixel, ou até mesmo

comprimir grafos totalmente conectados. Embora essas técnicas aumentem o custo com-

putacional da segmentação, elas possuem o potencial de aumentar consideravelmente a

qualidade dos resultados.

Outra possibilidade de trabalhos futuros é estudar a aplicação do método de com-

pressão escalável para outros tipos de grafos, tais como grafos de rede e de navegação em

websites. Além disso, ainda podemos explorar também a performance de implementa-

ções paralelas do algoritmo proposto para compressão escalável de grafos, em particular

na etapa compressão dos subgrafos desacoplados.
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APÊNDICE: PUBLICAÇÕES

Ao longo do curso de doutorado, foram publicados 4 artigos relacionados a esta

tese. O primeiro artigo intitula-se Image segmentation via multi-scale stochastic regio-

nal texture appearance models, e foi submetido à revista Computer Vision and Image

Understanding (Qualis A1) em novembro e 2014, e aceito para publicação em junho

de 2015. Este trabalho propõe uma metodologia de segmentação de imagens baseada

em regiões, utilizando a então inovadora extração de feições estocásticas e dicionários de

textons para descrever a imagem. Seguem a referência e o resumo deste trabalho:

R.S. Medeiros, J. Scharcanski, A. Wong, Image segmentation via multi-scale stochastic regional texture

appearance models, Computer Vision and Image Understanding, 2016, ISSN 1077-3142.

Abstract - An ongoing challenge in the area of image segmentation is in de-
aling with scenes exhibiting complex textural characteristics. While many ap-
proaches have been proposed to tackle this particular challenge, a related topic
of interest that has not been fully explored for dealing with this challenge is
stochastic texture models, particularly for characterizing textural characteris-
tics within regions of varying sizes and shapes. Therefore, this paper presents a
novel method for image segmentation based on the concept of multi-scale sto-
chastic regional texture appearance models. In the proposed method, a multi-
scale representation of the image is constructed using an iterative bilateral scale
space decomposition. Local texture features are then extracted via image pat-
ches and random projections to generate stochastic texture features. A texton
dictionary is built from the stochastic features, and used to represent the global
texture appearance model. Based on this global texture appearance model, a
regional texture appearance model can then be obtained based on the texton
occurrence probability given a region within an image. Finally, a stochastic
region merging algorithm that allows the computation of complex features is
presented to perform image segmentation based on proposed regional texture
appearance model. Experimental results using the BDSD300 segmentation
dataset showed that the proposed method achieves a Probabilistic Rand Index
(PRI) of 0.83 and an F-measure of 0.77@(0.92, 0.68), and provides improved
handling of color and luminance variation, as well as strong segmentation per-
formance for images with highly textured regions when compared to a number
of previous methods. These results suggest that the proposed stochastic regio-
nal texture appearance model is better suited for handling the texture variations
of natural scenes, leading to more accurate segmentations, particularly in situ-
ations characterized by complex textural characteristics.

O segundo trabalho chama-se Efficient and Scalable Image Segmentation Using

Bag-of-Features and Stochastic Region Merging e foi submetido ao Journal of Compu-

tational Vision and Imaging Systems em setembro e 2015 e aceito para publicação em

outubro de 2015. Este artigo contém um um estudo preliminar sobe eficiência de segmen-

tação de imagens utilizando um pré-processamento para particionar a imagem e processar

as partes individualmente. Seguem a referência e o resumo deste trabalho:

R.S. Medeiros, J. Scharcanski, A. Wong, Efficient and Scalable Image Segmentation Using Bag-of-Features
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and Stochastic Region Merging, Journal of Computational Vision and Imaging Systems, 2015, ISSN

2369-6753.

Abstract - This work presents an efficient and scalable texture segmentation
algorithm based on bag-of-features and stochastic region merging. The image
is partitioned into blocks and processed independently to obtain regions, which
are then merged to obtain the final segmentation. Experimental results shows
the proposed method achieves an overall speed improvement of at least 4.5x
and requires 6.5x less memory, while still improving segmentation accuracy
for large images.

O terceiro trabalho é intitulado Scalable Image Segmentation via Decoupled Sub-

graph Compression e foi submetido à revista Pattern Recognition em janeiro de 2017,

e aceito para publicação em novembro de 2017. Este artigo aborda a segmentação efici-

ente e escalável em imagens de alta resolução, e inclui o algoritmo de segmentação por

compressão de subgrafos de regiões desacoplados. Seguem a referência e o resumo deste

trabalho:

R.S. Medeiros, A. Wong, J. Scharcanski, Scalable Image Segmentation via Decoupled Sub-graph Com-

pression, Pattern Recognition, 2018, ISSN 0031-3203.

Abstract - Dealing with large images is an on-going challenge in image seg-
mentation, where many of the current methods run into computational and/or
memory complexity issues. This work presents a novel decoupled sub-graph
compression (DSC) approach for efficient and scalable image segmentation.
In DSC, the image is modeled as a region graph, which is then decoupled into
small sub-graphs. The sub-graphs undergo a compression process, which sim-
plifies the graph, reducing the number of vertices and edges, while keeping the
overall graph structure. Finally, the compressed sub-graphs are re-coupled
and re-compressed to form a final compressed graph representing the final
image segmentation. Experimental results based on a dataset of high resolu-
tion images (100× 1500) show that the DSC method achieves better segmen-
tation performance when compared to state-of-the-art segmentation methods
(PRI = 0.84 and F = 0.61), while having significantly lower computatio-
nal and memory complexity. Keywords: Segmentation; Graph compression;
Decoupling; Scalability

O quarto e último trabalho é intitulado A Multi-Topolgy Graph Model for Scalable

Image Segmentation via Graph Compresssion e será submetido à revista IEEE Transac-

tions on Image Processing em fevereiro de 2020. Este artigo contempla a proposta de

segmentação por compressão de grafos de regiões multi-topológicos apresentada nesta

tese. Seguem a referência e o resumo deste trabalho:

R.S. Medeiros, A. Wong, J. Scharcanski, A Multi-Topolgy Graph Model for Scalable Image Segmentation

via Graph Compresssion, IEEE Transactions on Image Processing, 2019, ISSN 1941-0042.

Abstract - An ongoing challenge in the area of image segmentation is the
scalability problem, where many current methods struggle with computational
and/or memory complexity issues when dealing with larger images. Motivated
to tackle this challenge, this work proposes a new multi-topology graphical
modeling approach for the purpose of segmentation of large images. More
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specifically, the image is modeled by a multi-topology region graph, which ge-
neralizes the single-topology regional graph concept to better model regional
interactions via different visual cues (structural, textural, etc.) that form diffe-
rent topologies. This multi-topology graph is decoupled into small sub-graphs
and multi-topology graph compression is performed to summarize the sub-
graphs in a way that reduces the number of vertices and edges while keeping
the overall graph structure. Finally, the compressed sub-graphs are re-coupled
and re-compressed into a connected graph, yielding the final segmentation.
The experiments performed on a dataset of large images (1000 × 1500) show
that the proposed approach performs better segmentation when compared to
state-of-the-art segmentation methods (PRI=0.91 and F=0.63) with significan-
tly lower computational and memory complexity.
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