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RESUMO

A discriminação entre plantas de cultura e erva daninha é um passo muito importante
para os sistemas de pulverização seletiva, cuja aplicação é feita apenas onde for necessá-
rio. Tais sistemas são essenciais para evitar o desperdício de agroquímicos e reduzir os
impactos econômicos e ambientais. Várias técnicas de visão computacional foram desen-
volvidas para abordar o problema, no entanto, existem poucos trabalhos utilizando deep
learning para essa finalidade. Neste trabalho é analisado o desempenho de segmentação
de ervas daninhas e plantas através de duas arquiteturas diferentes de aprendizagem pro-
funda para a segmentação semântica: Rede Totalmente Convolucionais (Fully Convoluti-
onal Network) e SegNet. Um banco de dados aberto com 39 imagens de plantas e ervas
daninhas foi usado para estudo de caso. Os resultados mostraram uma precisão global
maior que 90% no conjunto de validação para ambas as arquiteturas. Num segundo expe-
rimento, novas redes FCN foram treinadas com diferente pré-processamento das imagens
e diferentes proporções treino/teste do conjunto de dados para avaliar o impacto dessas
ações no desempenho de segmentação.

Palavras-chave: Detecção de ervas daninhas, deep learning, FCN, SegNet, segmen-
tação de imagem.



ABSTRACT

The discrimination between crop and weed is a very important step for selective spray-
ing systems which the application is made only where is necessary. Such systems are es-
sential to avoid waste of agrochemicals and reduce economic and environmental impacts.
Several computer vision techniques were developed to solve this problem, however there
are few works using deep learning for this purpose. In this work the precision for weed
and crop segmentation is analyzed using two different architectures of deep learning for
semantic segmentation: Fully Convolutional Network and SegNet. An open database with
39 plant and weeds images was used for case study. The results showed global accuracy
higher than 90% on the validation set for both architectures. In a second experiment, new
FCN networks were trained with different image preprocessing and different training/test
ratios of the dataset to evaluate the impact of these actions on segmentation performance.

Keywords: weed detection, deep learning, FCN, SegNet, image segmentation.
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1 INTRODUÇÃO

A alta demanda global por alimentos exige do ambiente rural larga produção agrícola.
O avanço da tecnologia tem auxiliado no sentido de aumentar e otimizar a agroindústria.
O processo de mecanização do campo ocorrido nas últimas décadas é exemplo do esforço
para produção em larga escala. No entanto, são vários os problemas a serem abordados
para que essa produção seja ecologicamente sustentável.

O surgimento de plantas invasoras é considerado natural em ambiente rural. Entre-
tanto, é necessário agir rapidamente para erradicar sua presença antes que as ervas da-
ninhas consumam os recursos provenientes da plantação, prevenindo a deterioração das
plantas cultivadas (HAMUDA; GLAVIN; JONES, 2016). Geralmente, plantas invasoras
ou ervas daninhas são espécies que nascem sem assistência humana, isto é, elas crescem
esporadicamente no solo e começam a competir por luz e nutrientes, dificultando o de-
senvolvimento do cultivo. Além disso, as ervas daninhas se espalham rapidamente e em
grande quantidade, competindo por espaço de outras plantas (TANG et al., 2016). Ervas
daninhas podem representar uma perda de até 70% da plantação original, dependendo
de algumas condições, tais como clima, tipo de solo e grau de infestação (DYRMANN;
KARSTOFT; MIDTIBY, 2016). Elas podem trazer perdas significativas na produção glo-
bal de alimentos, que podem ser maiores do que os danos causados por animais nocivos
(artrópodes, nematoides, roedores, pássaros, lesmas e caramujos), patógenos (fungos e
bactérias) e vírus (MEULEN; CHAUHAN, 2017).

O método mais utilizado para remoção de ervas daninhas em grandes áreas é o con-
trole químico, que consiste em pulverização de herbicidas por toda a área para assegurar
que todas as ervas daninhas sejam retiradas (CORDEAU et al., 2016). A seleção de um
herbicida deve ser baseada na espécie de plantas presente na área a ser tratada, assim
como nas propriedades físico-químicas dos produtos. Entretanto, métodos tradicionais de
pulverização causam grande desperdício destes químicos porque não há qualquer tipo de
seletividade no momento da aplicação (AHMAD et al., 2018), o que é economicamente
e ecologicamente danoso. Uso frequente e incorreto de herbicidas podem causar conta-
minação de solos e, consequentemente, de águas superficiais e de subsolos, assim como
trazer riscos aos trabalhadores em contato com estes componentes químicos (MAJEED,
2018). Por esta razão, métodos mais inteligentes de pulverização devem ser desenvolvi-
dos e aplicados em áreas rurais.

Métodos computacionais para identificação de plantas são importantes para sistemas
embarcados em drones e veículos terrestres para pulverização localizada. Algoritmos
para separação entre plantas e solo tem sido muito estudados e são utilizados por al-
guns agricultores na primeira fase do cultivo, fase esta que consiste em remover todas
as ervas daninhas antes de começar a plantação. Um desses métodos é o Excess Green
(MEYER; NETO, 2008), no qual a detecção da planta é baseada na cor verde caracte-
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rística da clorofila, porém é eficiente apenas para separação entre solo e vegetação. No
entanto, quando as plantas estão crescendo, ervas daninhas crescem juntas e prejudicam
a produção. Neste passo, um método para discriminação entre espécies é necessário. Di-
versos estudos tem sido feitos para desenvolver técnicas para automaticamente diferenciar
erva daninha da plantação, com o intuito de realizar pulverização localizada de herbici-
das. Umas dessas técnicas se baseia no cálculo de índices de vegetação, como o NDVI
(CARLSON; RIPLEY, 1997), que faz uso da refletância de comprimentos de onda na
faixa entre luz vermelha e infravermelha. Outras técnicas consistem de análise de imagens
onde a cor e o formato são levados em consideração para a detecção de ervas daninhas
(BOSILJ; DUCKETT; CIELNIAK, 2018). Métodos mais recentes utilizam inteligência
artificial, onde uma rede neural é treinada para identificar certos tipos de espécies (TANG
et al., 2017). Entretanto, há diversos métodos diferentes de inteligência artificial a serem
estudados e aplicados para detecção de ervas daninhas. Cada um desses métodos tem
vantagens e desvantagens com respeito a precisão e desempenho computacional. Assim
sendo, duas diferentes técnicas de aprendizado de máquina serão exploradas nesse traba-
lho: Fully Convolutional Network (FCN) (LONG; SHELHAMER; DARRELL, 2015) e
SegNet (BADRINARAYANAN; KENDALL; CIPOLLA, 2017).

O principal objetivo do trabalho é a avaliação de algoritmos de aprendizado profundo
de máquina para segmentação de imagem aplicada à distinção entre ervas daninhas e
plantas de cultivo utilizando um banco de dados aberto de imagens de uma plantação de
cenouras. O banco de dados é apresentado em (LAMESKI et al., 2017) e inclui etiquetas
(labels) para a avaliação do desempenho de segmentação do algoritmo.
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2 FUNDAMENTAÇÃO TEÓRICA

2.1 Imagens como Matrizes

Em processamento digital de imagem, a imagem é definida como uma função de duas
variáveis f(x, y), em que x e y são as coordenadas espaciais, definidas em um plano dis-
creto. A amplitude de f é proporcional a intensidade luminosa, também uma quantidade
discreta. Cada par (x, y) é chamado de pixel. Os valores máximos que x e y podem tomar
são as dimensões da imagem,M eN , dados em número de pixels. A Figura 1 mostra uma
representação geral de uma imagem no plano (x, y). Cada ponto da Figura 1 representa
um pixel.

Figura 1: Representação de uma imagem no plano (x, y).

A função bidimensional f(x, y) pode ser presentada também na forma matricial:

f(x, y) =


f(0, 0) f(1, 0) · · · f(N − 1, 0)
f(0, 1) f(1, 1) · · · f(N − 1, 1)

...
... . . . ...

f(0,M − 1) f(1,M − 1) · · · f(N − 1,M − 1)

 (1)

Cada pixel pode tomar um valor inteiro positivo entre 0 e L − 1, sendo L o número
de diferentes tons de luminosidade. Neste trabalho, apenas imagens com L = 256 foram
utilizadas, de modo que cada pixel de uma imagem monocromática seja representado
por um byte. A Figura 3(a) mostra uma imagem de uma função f(x, y) = x, sendo
M = N = 256.
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Uma representação possível para uma imagem colorida é o sistema RGB. Nesse sis-
tema, uma imagem é representada por três matrizes, sendo cada matriz referente às cores
primárias: vermelho, verde e azul. A sobreposição das três matrizes gera a imagem co-
lorida. A maioria dos televisores e monitores funciona com esse sistema (TRUSSELL;
SABER; VRHEL, 2005). Para o caso da imagem colorida, a saída de f(x, y) não é mais
um escalar que diz respeito à intensidade luminosa monocromática, mas sim um vetor de
três elementos: [R,G,B], sendo R a intensidade luminosa da cor vermelha, G a intensi-
dade luminosa da cor verde e B a intensidade luminosa da cor azul. A Figura 3(b) mostra
uma imagem em que fr(x, y) = x, fg(x, y) = 255 − x e fb(x, y) = 255 − y, sendo fr,
fg e fb são as funções que descrevem a intensidade luminosa das cores vermelha, verde e
azul, respectivamente; e M = N = 256.

Figura 2: Exemplo de imagens.

(a) Imagem monocromática (b) Imagem colorida

2.2 Segmentação de Imagem

A segmentação de imagens subdivide uma imagem em suas partes ou objetos consti-
tuintes. O nível de subdivisão a ser realizado depende da tarefa a ser realizada. Em outras
palavras, a segmentação termina quando os objetos de interesse tiverem sido devidamente
destacados. Para dar um exemplo, em aplicações de aquisição aérea de alvos terrestres, o
objetivo é, entre outras coisas, a identificação dos elementos constituintes da estrada em
objetos que possuam tamanho pertencente a uma escala de tamanhos correspondentes a
potenciais veículos. Não há razão pela qual realizar a segmentação da imagem abaixo
dessa escala, assim como não há por que segmentar objetos fora dos limites da estrada
(GONZALEZ; WOODS, 2000, p. 295). Importante destacar que cada pixel da imagem
constitui uma unidade básica que nunca pertence a mais de um objeto ou parte, de modo
que as regiões em que se divide a imagem não se sobrepõem.

Os métodos de segmentação de imagens monocromáticas geralmente são baseados
numa das seguintes propriedades básicas: descontinuidade e similaridade. Na primeira
categoria, a abordagem é dividir a imagem de acordo com as mudanças bruscas nos ní-
veis de cor. Nesse quesito, objetivos comuns são detecção de pontos isolados e detecção
de linhas e bordas na imagem. Com relação à segunda categoria, os métodos são basea-
dos em limiarização, crescimento de regiões e divisão e fusão de regiões (GONZALEZ;
WOODS, 2000, p. 295).

Além dos métodos monocromáticos, existem os métodos de segmentação baseados



17

em cores, nos quais os objetos a serem segmentados tem como característica essencial a
sua cor. Existem também métodos treináveis, em que redes neurais artificiais são respon-
sáveis por realizar a segmentação a partir de um aprendizado autônomo dos padrões dos
objetos a serem segmentados; padrões estes que são aprendidos pela RNA a partir de um
banco de dados suficientemente vasto.

2.2.1 Detecção de Verde

Um dos desafios abordados por processamento digital de imagem é o de detecção
automática de verde com o intuito de separar as plantas do solo para aplicações de agri-
cultura de precisão. Detecção de verde é um tipo específico de segmentação de imagem,
baseado unicamente na intensidade das cores. Diversos índices de vegetação foram de-
senvolvidos da década de 1990 para cá. Em (WOEBBECKE et al., 1995) os autores
testaram 5 diferentes índices de cores de vegetação utilizando coordenadas cromáticas e
matiz modificado (modified hue) para distinguir plantas vivas do solo e de resíduos secos
de outras plantas. Tais índices são (sem indicar as coordenadas x e y):

r − g, g − b,
g − b

r − g
e 2g − r − b (2)

onde r, g e b são as coordenadas cromáticas:

r =
R∗

R∗ +G∗ +B∗ , g =
G∗

R∗ +G∗ +B∗ e b =
B∗

R∗ +G∗ +B∗ (3)

e R∗, G∗ e B∗ são os valores RGB normalizados, variando de 0 a 1, definidos como:

R∗ =
R

Rm

, G∗ =
G

Gm

e B∗ =
B

Bm

, (4)

onde R, G e B são os valores de cada pixel para cada canal RGB; e Rm = Gm = Bm =
255, valor máximo para um pixel. Matiz modificado se adquire dos canais RGB:

Matiz = cos−1 2R−G−B

2[R2 +G2 +B2 −RG−GB −RB]1/2
. (5)

Em (WOEBBECKE et al., 1995) o autor conclui que o índice de vegetação de excesso de
verde (ExG = 2g− r− b) fornece uma imagem monocromática quase binária, onde fica
destacada uma região de interesse correspondente às plantas verdes.

Outro exemplo de índice é o NDI, proposto por (PEREZ et al., 2000). O NDI é a
diferença normalizada entre os canais verde e vermelho:

NDI =
G−R

G+R
. (6)

Este índice fornece valores que variam de -1 a +1. No entanto, para exibir a imagem, cujos
valores de pixel variam entre 0 e 255, ao NDI anterior é somado 1, e então é multiplicado
por 128 para fornecer um intervalo de 256 níveis de cinza. À imagem resultante desses
índices, geralmente se aplica o método de Otsu (OTSU, 1979) para realizar a binarização
da imagem.

Em (MEYER; NETO, 2008), os autores propõem o índice de excesso de verde menos
excesso de vermelho:

ExGExR = ExG− ExR, (7)
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Figura 3: Imagem RGB de uma planta.

sendo ExR = 1, 4r − b, utilizando o valor 0 para a binarização da imagem. Os autores
compararam o desempenho dos três métodos (ExG + Otsu, NDI + Otsu e ExGExR) e
relataram um melhor desempenho utilizando ExGExR dentro dos casos estudados.

A Figura 3 mostra uma planta verde utilizada como referência. As figuras 5(a), 5(b)
e 5(c) mostram a planta da Figura 3 sob o efeitos dos índices NDI, ExG e ExGExR,
respectivamente. As figuras 5(d), 5(e) e 5(f) mostram as imagens após a binarização. O
branco em destaque em cada imagem é a região de interesse relativa à planta. A Figura
5 mostra os histogramas dos índices relativos à linha vermelha na Figura 3. Para efeito
de comparação, os índices ExG e ExGExR foram multiplicados por 255. É interessante
notar o "degrau"contido entre x = 100 e x = 500, onde a linha vermelha atravessa o verde
da planta. O objetivo aqui não é comparar o desempenho dos índices, e sim apresentar o
efeito de cada um deles para facilitar o entendimento de cada método.

2.3 Redes Neurais

As redes neurais artificiais, usualmente chamadas apenas de "redes neurais", come-
çaram a serem estudadas na década de 40 do século XX tendo como inspiração o fun-
cionamento do cérebro humano ou animal. Entende-se o cérebro como um computador,
tendo em vista que ele é capaz de processar informações de alta complexidade, de maneira
não-linear e em paralelo (HAYKIN, 2001, p. 27).

O cérebro possui diversos mecanismos para reconhecer o ambiente externo, como
a visão, a audição, etc. A partir desses estímulos externos, ele é capaz de processar
informações e armazená-las para uso imediato ou futuro. Como um exemplo, pode-se
considerar o sonar do morcego. Além de fornecer a distância do alvo, o sonar de um
morcego fornece informações de velocidade, tamanho, entre outros. De posse dessas
informações, o morcego pode montar a melhor estratégia para atacar a sua presa. O que
torna isso possível é que, desde o início da vida, o cérebro recebe estímulos externos,
além de interagir com o ambiente. Através do acúmulo de experiência, de estímulos e da
resposta externa às interações, o cérebro é capaz do que pode-se chamar de aprendizado.

Diversas são as capacidades do cérebro que tornam a simulação por uma rede neural
artificial algo atrativo, além da capacidade de aprendizagem (RAUBER, 2005):

• robustez e tolerância a falhas: a exclusão ou o mau funcionamento de alguns neurô-
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Figura 4: Comparação entre os diferentes índices e as binarizações resultantes.

(a) NDI (b) ExG (c) ExGExR

(d) NDI + Otsu (e) ExG + Otsu (f) ExGExR + Threshold po-
sitivo

Figura 5: Comparação entre os histogramas dos índices.

nios não interfere no seu funcionamento global,

• processamento de informação incerta: mesmo que a informação processada esteja
incompleta ou afetada por ruído, um raciocínio considerado correto ainda é possí-
vel,

• paralelismo: um enorme número de neurônios funcionam ao mesmo tempo, de
modo que diversas informações são processadas ao mesmo tempo.

De um modo geral, uma rede neural é uma máquina projetada para modelar como
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o cérebro realiza uma determinada tarefa. Normalmente, a rede neural é implementada
utilizando-se componentes eletrônicos, ou programada em um computador digital. Ob-
jetivamente, ela se assemelha ao cérebro em dois aspectos (HAYKIN, 2001, p. 28): o
conhecimento é adquirido e armazenado através de um processo de aprendizagem, e as
forças de conexão entre os neurônios, chamadas de pesos sinápticos, são utilizadas para
armazenar o conhecimento.

Nesse capítulo pretende-se colocar de maneira concisa, objetiva e suficiente os prin-
cipais conceitos para a compreensão do trabalho proposto.

2.3.1 Deep Learning

Deep Learning, ou "Aprendizagem Profunda", é um tipo de aprendizagem de máquina
e se baseia na tecnologia de Redes Neurais Artificiais de múltiplas camadas. Aprendiza-
gem profunda foi desenvolvida no sentido de atacar complexos problemas, tais como
reconhecimento de imagem e voz.

O primeiro trabalho mais importante na área de deep learning foi o algoritmo de
Ivakhnenko e Lapa (IVAKHNENKO; LAPA, 1965). O modelo combinava várias cama-
das neurais com características não-lineares, incluindo funções de ativação polinomiais,
analisadas por eles com métodos estatísticos. Importante destacar que esse modelo ainda
não incluía o uso do algoritmo de retropropagação: os pesos das redes eram calculados
pelo método de mínimos quadrados, e o cálculo para cada camada era realizado isolada-
mente.

As primeiras redes convolutivas foram utilizadas por Fukushima (FUKUSHIMA, 1979).
As redes de Fukushima tinham múltiplas camadas convolutivas e de subamostragem, tais
como as redes mais recentes, mas a rede foi treinada fazendo uso de aprendizagem por
reforço. Além disso, era necessário atribuir manualmente características de cada imagem
aumentando o peso de certas conexões.

Até este ponto, algoritmo de backpropagation ainda não havia sido utilizado para re-
des neurais. O primeiro verdadeiro uso de backpropagation foi em (LECUN et al., 1989).
LeCun utilizou redes convolutivas com algoritmo de retropropagação para classificação
de dígitos escritos à mão.

Por cerca de duas décadas poucos trabalhos foram realizados utilizando redes neurais.
Os avanços mais significativos em inteligência artificial nesse período aconteceram com
o uso de máquinas de vetor de suporte (SVM), com destaque para (CORTES; VAPNIK,
1995). Novos avanços em deep learning só vieram a ocorrer quando os computadores se
tornaram máquinas mais rápidas, em particular com a introdução das unidades de produ-
ção gráfica (GPUs). A partir desse ponto, importantes trabalhos com redes neurais foram
realizados, vide Seção 3. Embora redes neurais profundas são mais lentas quando com-
paradas às SVMs, elas tem desempenho melhor com a mesma quantidade de dados de
treinamento.

Nas próximas seções serão expostos alguns conceitos básicos de redes convolutivas,
o tipo de rede neural profunda utilizada neste trabalho.

2.3.1.1 Redes Convolutivas

Redes convolutivas tem sido bastante explorada em trabalhos envolvendo reconhe-
cimento de padrões por imagem (DYRMANN; KARSTOFT; MIDTIBY, 2016; KAMI-
LARIS; PRENAFETA-BOLDÚ, 2018; MILIOTO; LOTTES; STACHNISS, 2017; TANG
et al., 2017; VOULODIMOS et al., 2018) e constituem base para diversas arquiteturas que
foram desenvolvidas nos últimos anos com a mesma finalidade (BADRINARAYANAN;
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KENDALL; CIPOLLA, 2017; CHEN et al., 2018; KRIZHEVSKY; SUTSKEVER; HIN-
TON, 2012; LONG; SHELHAMER; DARRELL, 2015; HE et al., 2017).

Uma desvantagem do uso de redes multi-camadas para reconhecimento de padrões em
imagens ou fala (objetos multidimensionais) é a alta demanda computacional. Algumas
vezes, uma imagem chega a possuir alguns milhões de pixels. Apenas com uma primeira
camada totalmente conectada com 100 neurônios ocultos já haveria 10.000 sinapses. Pro-
blemas de sobre-ajuste podem ocorrer caso a quantidade de dados para treinamento seja
escassa. Um modelo tem problema de sobre-ajuste quando ele se ajusta muito bem a um
conjunto de dados já observado, mas é ineficaz para prever novos resultados. No entanto,
a maior desvantagem da rede multi-camadas para aplicações em imagem ou fala é que
ela não possui invariância intrínseca quanto a translações e distorções locais das entradas
(LECUN; BENGIO et al., 1995). Isso significa que o aprendizado de características para
esse tipo de rede é localizado, de modo que o aprendizado realizado numa área da rede
não é generalizado para o resto da rede devido a não existência de compartilhamento de
pesos.

A rede convolutiva é uma rede de múltiplas camadas projetada para reconhecer formas
bidimensionais com alto grau de invariância a translação, escalamento, inclinação e outras
formas de distorção (HAYKIN, 2001, p. 271). A rede convolutiva possui as seguintes
formas de restrições (LECUN; BENGIO et al., 1995),(HAYKIN, 2001, p. 271):

1. Extração de características. Cada neurônio recebe seus sinais de entrada de um
campo receptivo local na camada anterior, o que mantém extraindo características
locais. Uma vez que a característica local seja extraída, sua localização exata já não
importa tanto, desde que sua posição relativa às outras características seja preser-
vada.

2. Mapeamento de características. Cada camada é composta de vários mapas de ca-
racterísticas, sendo cada um deles um plano em que os neurônios individuais com-
partilham o mesmo conjunto de pesos sinápticos, o que produz as seguintes vanta-
gens:

• Invariância a deslocamento, introduzida na operação de um mapa de caracte-
rísticas através do uso de uma operação de convolução com um núcleo (kernel)
de tamanho pequeno, seguida por uma função ativadora.

• Redução do número de parâmetros livres, devido ao compartilhamento de pe-
sos sinápticos

3. Subamostragem. Após cada camada convolutiva, uma camada calcula a média local
e realiza uma subamostragem, reduzindo a resolução do mapa de características.
Isso faz com que haja uma diminuição da sensibilidade da saída do mapa frente a
deslocamentos e outras distorções.

Todos os pesos de todas as camadas da rede são ensinados a rede por aprendizagem su-
pervisionada, treinados por retropropagação. A extração de características da rede neural
é realizada automaticamente (HAYKIN, 2001, p. 272). A Figura 6 mostra uma topologia
de rede neural convolutiva para processamento de imagem de caractere manuscrito. A
rede possui uma camada de entrada, quatro camadas ocultas e uma camada de saída. A
camada de entrada recebe a imagem monocromática, já centrada e normalizada em tama-
nho, contendo um único caractere. Após isso, as operações computacionais se alternam
entre convolução e subamostragem, como descrito a seguir:
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Figura 6: Rede convolutiva para reconhecimento de caractere manuscrito por imagem.

Adaptado de (LECUN; BENGIO et al., 1995).

Figura 7: Exemplo de convolução bidimensional.

Retirado de (VELIKOVI, 2017).

A operação de convolução bidimensional consiste de multiplicar e somar os elementos
respectivos de uma matriz bidimensional a outra, como mostra o exemplo da Figura 7. O
valor em verde na Figura 7 é o resultado da soma das multiplicações entre os valores do
kernel K com os valores em vermelho da matriz I. Os valores em vermelho são o campo
receptivo do neurônio verde. A matriz I*K é o resultado da convolução entre I e K.

• A primeira camada oculta realiza convolução com quatro kernels. Resulta em qua-
tro mapas de características, cada mapa contendo 24 x 24 neurônios. Cada neurônio
recebe um campo de tamanho 5 x 5, dimensão dos kernels.

• A segunda camada oculta realiza subamostragem e calcula a média local. Possui
quatro mapas de características de dimensão 12 x 12, devido a subamostragem de
proporção 2 para 1. Cada neurônio tem um campo receptivo de 2 x 2, um coeficiente
treinável, um bias treinável e uma função de ativação sigmoide.

• A terceira camada oculta faz outra convolução, dessa vez com 3 kernels de 5 x 5,
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resultando em 12 mapas de características com 8 x 8 neurônios. Cada neurônio
nesta camada pode ter conexões sinápticas com vários mapas da camada anterior.

• Quarta camada oculta realiza segunda subamostragem e cálculo da média local. 12
mapas de características de 4 x 4 neurônios. Opera similarmente à primeira camada
de subamostragem.

• A camada de saída é do tipo totalmente conectada, logo não há compartilhamento
de pesos. 26 neurônios de saída, sendo que cada neurônio é relacionado a um
caractere entre 26 possíveis. Cada neurônio é atribuído a um campo receptivo de 4
x 4 neurônios, do tamanho dos mapas de características da camada anterior.

Com as sucessivas operações de convolução e subamostragem, obtém-se um aumento
do número de mapas de características e uma diminuição da resolução em relação à ca-
mada anterior. A rede neural da Figura 6 contém aproximadamente 100.000 conexões
sinápticas, mas apenas 2.600 parâmetros livres. Essa redução de parâmetros acontece
devido ao compartilhamento de pesos (HAYKIN, 2001, p. 273).

2.3.1.2 AlexNet

A arquitetura AlexNet (KRIZHEVSKY; SUTSKEVER; HINTON, 2012) foi desen-
volvida com o objetivo de abordar o problema de classificação de imagens. O banco de
dados utilizados pelos autores para validação da arquitetura consiste de imagens perten-
centes a 1000 classes possíveis. A entrada da rede é uma imagem RGB de dimensão 256
× 256. A saída é um vetor em que o enésimo elemento é interpretado como a probabili-
dade de que a imagem de entrada pertence à enésima classe.

A AlexNet consideravelmente maior que as redes convolutivas anteriores, como por
exemplo a proposta em (LECUN et al., 1998). Possui cerca de 60 milhões de parâmetros
e 650 mil neurônios e levou mais de 5 dias para ser treinada em duas GPUs GTX 580 de
3 GB em processamento paralelo.

(inserir figura)
A rede consiste de 5 camadas convolutivas e 3 camadas totalmente conectadas. Os

kernels, ou filtros, extraem as características da imagem. Numa única camada convolutiva
há muitos filtros de mesmas dimensões. A primeira camada possui 96 filtros de 11×11×3,
sendo 11×11 a dimensão do filtro para a operação de convolução bidimensional e 3 o
número de canais das imagens de entrada (RGB).

As duas primeiras camadas convolutivas são seguidas de camadas sobrepostas de max
pooling. Max pooling é a operação de subamostrar uma matriz, utilizando o valor mais
alto da região de amostragem. Quando as regiões sobre as quais se faz subamostragem
possuem intersecções, diz-se que são camadas sobrepostas de max pooling (overlapping
max pooling layers). Esse tipo de subamostragem ajudou a reduzir erros de tipo top-1
(calculado em cima do percentual de acertos em que a classe predita é igual à classe real
do objeto analisado pelo classificador) e de tipo top-5 (calculado checando se a classe real
do objeto analisado está entre as 5 classes mais prováveis apontadas pelo classificador)
(KRIZHEVSKY; SUTSKEVER; HINTON, 2012).

(inserir figura sobre max pooling)
Não linearidades do tipo ReLU são aplicadas na saída de todas as camadas convolu-

tivas e das camadas totalmente conectadas. ReLU (Rectified Linear Unit) é um operador
não linear, em que a saída é igual à entrada para valores iguais ou maiores que zero e
igual a zero para valores negativos. Os autores introduziram o uso de ReLU como função
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de ativação. Até então, era mais comum o uso de funções sigmoidais e tangentes hiper-
bólicas. A vantagem do uso da ReLU é que, para redes muito profundas, o tempo de
treinamento cai drasticamente.

A função sigmoide, por exemplo, satura para valores de entrada muito altos ou muito
baixos. A função sigmoide é definida por:

φ(uk) =
1

1 + exp(−auk)
(8)

onde a é o parâmetro de inclinação da função sigmoide. Em contrapartida, a inclinação
da função ReLU nunca se aproxima a zero para altos valores de entrada. Isso faz com que
a convergência seja mais rápida. Para valores negativos de entrada a inclinação é zero,
porém o mais comum é que a grande maioria dos neurônios acabem possuindo valores
positivos.

Figura 8: Função sigmoide para a = 1, a = 2 e a = 4.

Para redução atacar o problema de sobreajuste, em que a rede treinada demonstra
alto desempenho de predição no conjunto de treinamento e baixo desempenho com o
conjunto de teste, os autores utilizaram a técnica de dropout, apresentada em (HINTON
et al., 2012). Dropout consiste em desligar um ou mais neurônios da rede, de modo que
eles não contribuem com a propagação da informação ao longo da rede. Isso faz com que
os parâmetros treinados sejam mais robustos e não sofram de sobrejuste tão facilmente.

2.3.1.3 VGGNet

A VGGNet (SIMONYAN; ZISSERMAN, 2014) consiste de 16 camadas convolutivas
e é caracterizada pela sua arquitetura uniforme. A VGGNet realiza uma melhoria em
relação à AlexNet ao substituir kernels de dimensões 11×11 e 5×5 nas primeira e segunda
camadas, respectivamente, por múltiplos kernels de dimensões 3×3 sucessivos.

A entrada da rede é uma imagem RGB de dimensões 224×224. A imagem passa
por uma série de camadas convolutivas sucessivas seguidas de operações de max pooling,
conforme a figura acima. Três camadas totalmente conectadas seguem a rede, a primeira
e segunda camadas de 4096 canais, a terceira de 1000 canais (um para cada classe). A
camada final é uma softmax. Todas as camadas ocultas possuem ReLU.
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Figura 9: Arquitetura da VGG-16.

Retirado de (HASSAN, 2018).

A VGGNet possui diversas variações na sua arquitetura com relação ao número de
camadas convolutivas. A mais utilizada é a VGG16, retratada na figura. A VGG16 su-
pera consideravelmente modelos antecessores, diminuindo erros de tipo top-1 e top-5. Os
resultados conseguidos com a arquitetura demonstram que a profundidade da represen-
tação é benéfica para a precisão da classificação e que um aumento do desempenho de
classificação pode ser conseguido aumentando-se a profundidade da rede.

2.3.1.4 ResNet

Embora resultados melhores têm sido conseguidos por redes cada vez mais profundas,
apenas adicionar sucessivas camadas à uma rede não basta para melhorar o seu desempe-
nho. Redes profundas são mais difíceis de treinar em função do problema de dissipação
do gradiente, em que o gradiente é retropropagado por muitas camadas. As sucessivas
multiplicações fazem com que o gradiente fique demasiado pequeno, dissipando a infor-
mação de treinamento. A Figura 10 apresenta a arquitetura da ResNet.

A ResNet (HE et al., 2016) ataca o problema de dissipação de gradiente introduzindo
um atalho, ou uma "conexão de salto", mostrada na Figura 11, permitindo que o gradiente
seja diretamente retropropagado às camadas anteriores.

Os autores afirmam que, utilizando a conexão de salto, enfileirar sucessivas camadas
não degrada o desempenho de uma rede, fazendo que a arquitetura resultante se comporte
de maneira similar. Assim, modelos mais profundos ao menos não produzem maiores
taxas de erro de treinamento do que suas versões menos profundas. Segundo os autores, a
inserção de blocos de conexão de salto permite utilizar diversas camadas para um mapea-
mento residual, o que é mais eficiente do que utilizar modelos com menos camadas. Com
profundidade consideravelmente maior, a ResNet é capaz de aprender características mais
complexas, o que a tornou muito popular para aplicações de visão computacional.

2.3.1.5 Redes Convolutivas para Segmentação de Imagem

Atualmente, abordagens utilizando aprendizado profundo, do inglês deep learning,
tem gerado melhores resultados do que métodos previamente utilizados em tarefas de vi-
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Figura 10: Arquitetura ResNet de 34 camadas. As camadas conv são convolutivas, fc
1000 é a camada final totalmente conectada com mil classes de saída.

Adaptado de (HE et al., 2016).

são computacional (VOULODIMOS et al., 2018). Redes convolutivas, ou convolutional
neural networks (CNN), são agora estado-da-arte para tarefas de classificação e detecção
de objetos (HE et al., 2017; CHEN et al., 2018). Redes convolutivas são modelos de
redes baseadas nas diferentes áreas do córtex visual e suas relações com regiões especí-
ficas do campo de visão (LECUN; BENGIO et al., 1995). Essas regiões, denominadas
campos receptivos, são responsáveis pela ativação de diferentes neurônios, apresentando
um nível de sobreposição entre os campos receptivos dos neurônios próximos. Esse com-
portamento cerebral inspirou a criação de diferentes sistemas para extrair características
específicas dos dados.

As CNNs são compostas por várias camadas que usam a operação de convolução
para executar a extração de recursos. Essa operação é realizada a partir de uma janela
de dados deslizante, chamada filtro de convolução, que percorre toda a entrada da rede e
opera de maneira análoga à sobreposição dos campos receptivos. O modelo pode conter
vários filtros, que são ajustados durante o processo de treinamento para obter caracte-
rísticas distintas da entrada. No final, essas características extraídas tornam-se entrada



27

Figura 11: Bloco de conexão de salto.

Adaptado de (HE et al., 2016).

de um algoritmo de aprendizagem aplicado à classificação ou regressão, de acordo com
o tipo de problema. Comumente as camadas convolucionais realizam outras operações
para reduzir o espaço de características (subamostragem), além de normalização e zero-
padding. No final das camadas convolucionais, uma sequência de camadas de neurônios
conectadas a todas as ativações das camadas anteriores (totalmente conectada, ou fully-
connected) é usualmente usada, analogamente às camadas das redes neurais tradicionais.
Estes modelos convolucionais têm obtido bons resultados em diferentes problemas de vi-
são computacional relacionados à classificação e detecção de imagens (KRIZHEVSKY;
SUTSKEVER; HINTON, 2012; HE et al., 2017).

Recentemente, as redes profundas estenderam suas habilidades à segmentação semân-
tica. Redes convolutivas para previsão densa (pixel a pixel) e diferentes arquiteturas, tais
como redes totalmente convolucionais – fully convolutional networks, (FCN) – Segnet
e outras foram propostas para segmentação semântica usando redes convolutivas como
ponto base (LONG; SHELHAMER; DARRELL, 2015; BADRINARAYANAN; KEN-
DALL; CIPOLLA, 2017; CHEN et al., 2018). A Figura 12 mostra um exemplo de seg-
mentação de imagem.

Figura 12: Exemplo de segmentação realizada por RNA treinada. Adaptado de (BADRI-
NARAYANAN; KENDALL; CIPOLLA, 2017).

2.3.1.6 Fully Convolutional Network

Redes convolutivas atingiram grande desempenho para a tarefa de classificação de
imagens com (KRIZHEVSKY; SUTSKEVER; HINTON, 2012). Em (LONG; SHELHA-
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MER; DARRELL, 2015), os autores atacam o problema de segmentação de imagem atra-
vés da adaptação de arquiteturas de rede que realizam classificação. Assim, a rede realiza
uma classificação pixel a pixel ao invés de realizar uma classificação de uma imagem
inteira. A Figura 13 mostra um exemplo de como funciona a rede proposta.

Figura 13: Redes totalmente convolutivas podem realizar predições pixel a pixel.

Adaptado de (LONG; SHELHAMER; DARRELL, 2015).

Para que a rede realize segmentação, substitui-se a camada final totalmente conectada
por operações convolutivas, como mostra a Figura 14. Ao invés da rede dar como resul-
tado a classe "gato malhado", com essa substituição a rede produz um "mapa de calor"do
mesmo tamanho que a imagem de entrada, em que a classificação pixel a pixel produz
uma região onde encontra-se o gato malhado. A rede, por possuir apenas camadas convo-
lutivas, se chama rede totalmente convolutiva, ou fully convolutional network (FCN). Os
autores realizaram adaptações às arquiteturas AlexNet (KRIZHEVSKY; SUTSKEVER;
HINTON, 2012), VGG 16 (SIMONYAN; ZISSERMAN, 2014) e GoogLeNet (SZEGEDY
et al., 2015); e realizaram ensaios em que a adaptação de VGG 16 (FCN-VGG16) teve
melhor desempenho segundo os critérios utilizados.

A partir de então, os autores definiram a arquitetura da rede FCN, mostrada na Fi-
gura 15. As operações de convolução são mostradas como conv, e as operações de suba-
mostragem são descritas como pool (diminutivo de pooling). A rede combina predições
realizadas a partir de uma sobreamostragem final de 32x, 16x e 8x.

As saídas de FCN-32s,-16s e -8s são mostradas na Figura 16. Nota-se a diferença de
refinamento entre cada saída. O trecho da rede que vai da imagem até FCN-8s é capaz
de produzir segmentação refinada localmente, mas é incapaz de aprender aspectos mais
globais. FCN-32s e -16s são mais capazes de aprender características globais que -8s.
Somar as diferentes predições permite que a rede faça segmentações com precisão local
que respeitem a estrutura global.

2.3.1.7 SegNet

SegNet (BADRINARAYANAN; KENDALL; CIPOLLA, 2017), assim como FCN,
é uma arquitetura de rede que produz segmentação de imagem. SegNet tem uma rede
codificadora e uma rede decodificadora correspondente, seguidas por uma camada que
realiza classificação pixel a pixel. A Figura 17 mostra a arquitetura de uma rede SegNet.
As camadas em azul representam operações de convolução, sucedidas por normalização
em lote (batch normalization) e uma operação ReLU. As camadas em verde representam
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Figura 14: Trocando a camada totalmente conectada pela camada convolutiva permite
que a rede produza um "mapa de calor".

Adaptado de (LONG; SHELHAMER; DARRELL, 2015).

operações de subamostragem, as em vermelho representam sobreamostragens. Assim
como FCN, SegNet não possui na ponta final da rete uma camada totalmente conectada,
o que diminui drasticamente o número de parâmetros. A rede codificadora consiste de
13 camadas convolutivas, correspondentes às 13 primeiras camadas da rede VGG 16 (SI-
MONYAN; ZISSERMAN, 2014), projetadas para classificação de objetos. Como cada
camada codificadora possui uma camada decodificadora correspondente, logo a rede de-
codificadora possui 13 camadas. Mapas de características são produzidos pela última
camada decodificadora, que alimenta um classificador multi-classe soft-max.

A função softmax é um tipo de função sigmoide, útil para lidar com problemas de
classificação. A função sigmoide é capaz de lidar com apenas duas classes. A função
softmax transforma as saídas para cada classe para valores entre 0 e 1 e também divide
pela soma das saídas. Isso essencialmente dá a probabilidade de a entrada estar em uma
determinada classe. É definida como:

σ(zj) =
ezj∑K
j=1 e

zk
, sendo j = 1, ..., K. (9)



30

Figura 15: Arquitetura da rede totalmente convolutiva.

Adaptado de (LONG; SHELHAMER; DARRELL, 2015).

Figura 16: Predições com diferentes níveis de sobreamostragem.

Adaptado de (LONG; SHELHAMER; DARRELL, 2015).

Figura 17: Estrutura da rede SegNet.

Adaptado de (BADRINARAYANAN; KENDALL; CIPOLLA, 2017).
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3 ESTADO DA ARTE

Para a elaboração desta dissertação, foi revisada uma série de trabalhos nas áreas de
redes neurais e inteligência artificial e na área de agricultura de precisão.

Em 2010, Dan Claudiu Ciresan e Jurgen Schmidhuber realizaram uma das primeiras
implementações de redes neurais em GPU (Graphics Processing Unit) (CIREŞAN et al.,
2010). Essa implementação consiste de uma rede neural de nove camadas projetada para
reconhecimento de caracteres escritos a mão.

Em 2012, Alex Krizhevsky publicou a AlexNet (KRIZHEVSKY; SUTSKEVER; HIN-
TON, 2012), uma versão mais profunda e ampla da LeNet e venceu por larga margem a
competição conhecida como ImageNet. AlexNet aplicou as características da LeNet numa
rede neural muito mais ampla que pode ser utilizada para aprender objetos e hierarquia
de objetos muito mais complexos. As principais contribuições da AlexNet foram o uso
das unidades lineares retificadas (Rectified Linear Units - ReLU) para introdução de não-
linearidades e o uso de técnica dropout para intencionalmente ignorar alguns neurônios
durante o treinamento, uma maneira de evitar sobreajuste. O sucesso da AlexNet deu
início a uma pequena revolução: as redes convolutivas tornaram-se aptas a realizar tarefas
mais úteis e complexas.

Alguns novos conceitos são propostos na rede Network-in-Network (NiN) (LIN; CHEN;
YAN, 2013). Um desses conceitos é a introdução do uso de convoluções com multilayer
perception (MLP), em que convoluções são realizadas com filtros 1×1, que inserem mais
elementos não-lineares ao modelo. Isso ajuda a aumentar a profundidade da rede, que
pode ser regularizada com dropout. Essa técnica é frequentemente utilizada como gar-
galo (bottleneck layer) de um modelo de deep learning. Outro conceito é o uso de Global
Avarage Pooling (GAP) como alternativa às camadas totalmente conectadas, reduzindo
significantemente o número de parâmetros da rede. Aplicando GAP num grande mapa de
características, é possível gerar um vetor de características final de baixa dimensão sem
reduzir as dimensões dos mapas de características.

Em (SIMONYAN; ZISSERMAN, 2014), os autores propõem a rede VGG (Visual Ge-
ometry Group). A maior contribuição deste trabalho é que mostra que a profundidade de
uma rede é um componente fundamental para atingir maior precisão em reconhecimento
ou classificação em redes convolutivas. A arquitetura da VGG consiste de duas cama-
das convolutivas, ambas com a função de ativação ReLU. Seguindo a função de ativação,
tem-se uma camada única de subamostragem (pooling) e algumas camadas totalmente
conectadas. Estas últimas também seguidas da função ReLU. A camada final do modelo
é uma Softmax para classificação.

GoogLeNet (SZEGEDY et al., 2015) foi um modelo proposto pela Google com o
objetivo de reduzir a complexidade computacional tradicional das redes convolutivas até
então. O método proposto era de introduzir Inception Layers que contém vários cam-
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pos receptivos, criados por filtros de diferentes tamanhos. Esses campos receptivos dão
origem a operações que capturam escassas correlações no novo conjunto de mapas de
características. GoogLeNet melhorou o estado da arte da precisão de reconhecimento a
partir da inserção das Inception Layers. GoogLeNet consistia de 22 camadas no total,
consideravelmente maior neste sentido do que suas predecessoras. No entanto, o número
de parâmetros de GoogLeNet é muito menor do que seus predecessores AlexNet e VGG.
GoogleLeNet tem 7M de parâmetros enquanto AlexNet possui 60M e VGG-19 possui
138M.

ResNet (HE et al., 2016) foi desenvolvida com o intuito de projetar uma rede ultra
profunda que não sofresse do problema de desaparecimento de gradiente, presente em
seus antecessores. ResNet foi desenvolvida com diversos números de camadas: 34, 50,
101, 152 e, inclusive, 1202. Entre essas, mais utilizada é a de 50 camadas, ResNet50,
que possui 49 camadas convolutivas e uma camada totalmente conectada no final. Uma
das ideias principais da ResNet foi passar a entrada por duas camadas convolutivas su-
cessivas e somar a saída dessa operação com a própria entrada. A arquitetura da ResNet
permitiu que a rede tivesse centenas, até milhares de camadas sem exigir uma capacidade
computacional maior, além de conseguir fornecer uma rica combinação de características.

DenseNet (HUANG et al., 2017), desenvolvida em 2017, consiste de camadas con-
volutivas densamente conectadas. As saídas de cada camada são conectadas com todas
as camadas sucessoras, formando um bloco denso. Esse modelo de rede é eficiente para
o reuso de mapas de características, o que reduz bastante o número de parâmetros da
rede. A rede DenseNet possui vários blocos densos e blocos de transição, estes últimos
são colocados entre dois blocos densos adjacentes. Este modelo apresentou precisão de
estado da arte com um número razoável de parâmetros para tarefas de reconhecimento de
objetos.

As redes citadas até aqui são redes projetadas para classificação de imagens. Os pró-
ximos trabalhos citados são redes feitas para segmentação de imagens.

Em (GIRSHICK, 2015), os autores propõe a rede R-CNN (rede convolutiva baseada
em regiões). Os métodos baseados em regiões fazem "segmentação utilizando reconhe-
cimento", o que significa que primeiro se extrai regiões de formas livres de uma imagem
e descreve-as, seguido de classificação baseada em regiões. A predições baseadas em
regiões são transformadas em predições por pixels, através da classificação do pixel de
acordo com a região de maior escore que o contém. A R-CNN primeiro faz uso de uma
procura seletiva para extrair uma grande quantidade de propostas de objetos e então re-
aliza operações de CNN. Por último, classifica cada região através de SVMs (Support
Vector Machine). R-CNN pode ser construída a partir de arquiteturas conhecidas, como
AlexNet, VGG, GoogLeNet e ResNet.

A FCN (LONG; SHELHAMER; DARRELL, 2015), Fully Convolutional Network,
realiza o aprendizado de pixel a pixel, sem extrair regiões. A FCN é também uma ex-
tensão das CNNs. A ideia das FCN é fazer com que a rede convolutiva aceite imagens
de qualquer dimensão. As CNNs aceitam apenas imagens de tamanho fixo devido a res-
trição produzida pela camada totalmente conectada. No entanto, FCNs apenas possuem
camadas convolutivas e operações de subamostragem.

SegNet (BADRINARAYANAN; KENDALL; CIPOLLA, 2017) consiste de camadas
chamadas de codificadoras e decodificadores (encoders e decoders). Cada encoder aplica
convolução, normalização de lote e uma não-linearidade, além de aplicar subamostragem
ao resultado. Decoders são estruturas similares, a diferença é que não possuem não-
linearidades e aplicam sobreamostragem.
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DeepLab (CHEN et al., 2018) é uma rede que surgiu como resposta ao problema de
redes convolutivas profundas anteriores que apresentavam certa imprecisão para segmen-
tação de objetos. DeepLab é uma combinação de uma rede convolutiva profunda (deep
convolutional neural network) com uma camada final totalmente conectada de tipo Con-
ditional Random Field (CRF). DeepLab consegue produzir segmentação de tal qualidade
que melhorou o estado da arte da época.

Na área de agricultura de precisão, os trabalhos a seguir devem ser destacados.
O trabalho realizado em (THOMPSON; STAFFORD; MILLER, 1991) é um dos pri-

meiros a demonstrar interesse em reduzir o uso de herbicida à uma aplicação localizada,
diminuindo custos financeiros e ambientais. À época de sua publicação, veículos com
detectores não eram viáveis, de modo que o controle em tempo real de ervas daninhas
não era possível. Foi mostrado, no entanto, que a aplicação de herbicida espacialmente
variável utilizando um sistema de localização de pulverizador e um mapa de campo de
ervas daninhas tem potencial. O texto fala sobre o problema de distinção entre planta de
colheita e erva daninha, destacando dois tipos de abordagem: por fatores geométricos e
por fatores cromáticos. O mapa de dados seria construído a partir de várias técnicas de
localização de plantas daninhas com base na análise de imagens, como câmeras de vídeo
montadas em tratores, fotografias aéreas e observação manual de campo.

O artigo (PEREZ et al., 2000) trata do desenvolvimento de técnicas de captura e pro-
cessamento de imagens próximas ao solo para detectar ervas daninhas de folhas largas
em plantações de cereais em condições reais de campo. Os métodos propostos utilizam
informações de cor para discriminar entre vegetação e fundo, enquanto técnicas de análise
de forma são aplicadas para distinguir entre a cultura e as ervas daninhas. O desempenho
dos algoritmos foi avaliado comparando os resultados com uma classificação humana,
fornecendo uma taxa de sucesso aceitável. O estudo mostrou que, apesar das dificuldades
em determinar com precisão o número de mudas (como em pesquisas visuais), é possível
usar técnicas de processamento de imagens para estimar a área foliar relativa de plantas
daninhas (área foliar/área foliar total da cultura e plantas daninhas) enquanto se desloca
pelo campo e usar esses dados em uma procura manual por ervas daninhas em campo.

Em (VRINDTS; DE BAERDEMAEKER; RAMON, 2002), os autores tem por obje-
tivo estudar a viabilidade de distinção entre cultura e erva daninha através da refletância
de luz (desde a visível até luz infravermelha) das folhas das plantas. Espectros de refle-
tância de copas de plantas e ervas daninhas foram utilizados para avaliar as possibilidades
de detecção de plantas daninhas com medidas de reflexão em condições de laboratório. A
classificação em cultura e ervas daninhas foi possível em testes de laboratório, usando um
número limitado de razões de bandas de comprimento de onda. Espectros de culturas e
ervas daninhas puderam ser separados com mais de 97% de classificação correta. Mais de
90% dos espectros de culturas e ervas daninhas puderam ser identificados corretamente.

Em (ALCHANATIS et al., 2005) os autores descreveram um sistema para detecção
automática e avaliação de ervas daninhas baseado em sensor hiperspectral acústico-óptico
e algoritmo de detecção. O algoritmo utilizou propriedades de refletância e de estatística
para a detecção. A segmentação da cultura em relação ao solo foi feita utilizando alguns
canais do sensor, enquanto a detecção de ervas daninhas foi realizada baseando-se em
características de textura, extraídas das imagens segmentadas. O algoritmo foi aplicado a
um dataset de imagens de plantas de algodão. Os resultados mostraram boa capacidade
de detecção.

Em (OKAMOTO et al., 2007) os autores desenvolveram um método de detecção de
ervas daninhas que pudesse ser aplicado ao controle automático de ervas daninhas apli-



34

cando transformadas de wavelet em informação espectral de imagens. Na etapa inicial
deste estudo, a imagem das plantas (cultura e ervas daninhas) foi separada do solo usando
distância euclidiana como função discriminante. Na etapa seguinte, a imagem da cultura
e das plantas daninhas foram classificadas usando a diferença nas características espec-
trais das espécies vegetais. Neste processo, as variáveis de classificação foram geradas
usando a transformada de wavelet para compressão de dados, redução de ruído e extração
de características, e então a análise linear discriminante foi aplicada. Os resultados da
validação indicaram que o método de classificação desenvolvido tinha potencial para uso
prático.

Em (TELLAECHE et al., 2008) os autores focam no problema de detecção de Avena
sterilis, uma erva daninha nociva que cresce em plantações de cereais. O método pro-
posto, baseado em visão computacional, determina a quantidade e a distribuição de ervas
daninhas nos campos de cultivo e aplica uma estratégia de tomada de decisão para pulve-
rização seletiva. O método consiste em dois estágios: segmentação de imagem e tomada
de decisão, sem utilização de IA. O processo de segmentação de imagens extrai células da
imagem como unidades de baixo nível. A quantidade e a distribuição de ervas daninhas na
célula são mapeadas como atributos de área e estruturais, respectivamente. A partir des-
ses atributos, uma abordagem de tomada de decisão permite decidir se uma determinada
célula precisa ser pulverizada.

O artigo (BURGOS-ARTIZZU et al., 2011) apresenta um sistema de visão computa-
cional capaz de discriminar entre plantas de erva daninha e plantas de cultura sob lumino-
sidade não controlada em tempo real. O sistema é composto por duas partes: um rápido
processador de imagens capaz de entregar resultados em tempo real (Fast Image Proces-
sing) e um processador mais lento e preciso (Robust Crop Row Detection) utilizado para
corrigir os erros do primeiro. Esse sistema alcança ótimos resultados sob uma variedade
de condições. Foi testado em filmagens de plantações de milho; o sistema detecta com
sucesso uma média de 95% de ervas daninhas e 80% de plantas de cultivo sob diferentes
condições de luminosidade, umidade do solo e estágio de desenvolvimento das plantas.

Um banco de dados para discriminação entre plantas de cultivo e ervas daninha é pro-
posto em (HAUG; OSTERMANN, 2014). O banco de dados consiste de 60 imagens com
etiquetas. As imagens foram adquiridas com o robô autônomo Bonirob numa plantação
de cenouras em estágio de crescimento. A câmera utilizada captura luz visível e luz infra-
vermelha. Em (HAUG et al., 2014) é proposto uma abordagem com visão computacional
para classificação de plantas sem segmentação. Ao invés de segmentar a imagem em fo-
lhas individuais ou plantas, foi utilizado um classificador por Random Forest para estimar
as posições de pixels de plantas e ervas daninhas baseado em características extraídas da
vizinhança. Os resultados são suavizados no espaço utilizando campo aleatório de Mar-
kov e regiões contínuas de plantas e ervas daninhas são inferidas em imagens de resolução
plena através de interpolação.

Em (KOUNALAKIS; TRIANTAFYLLIDIS; NALPANTIDIS, 2016), os autores in-
troduzem um então novo método que aplica características conhecidas por imagem com-
binadas com representações lineares avançadas de imagens para reconhecimento de ervas
daninhas. O método proposto é baseado no que havia de estado da arte então para catego-
rização de objetos e imagens, explorando desempenho aprimorado utilizando algoritmos
de aprendizado de máquina. O sistema resultante pode ser aplicado numa variedade de
ambientes, plantações e tipos de ervas daninhas.

Em (TANG et al., 2017) as mudas de soja e suas ervas daninhas associadas são ob-
jeto de pesquisa. Neste trabalho citado, é construído um modelo para identificar ervas
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daninhas baseado em aprendizado de características utilizando k-means com redes con-
volutivas. O método proposto k-means para realizar aprendizado de características como
processo de pré-treinamento, substituindo o método de inicialização aleatória dos parâ-
metros das redes convolutivas. Com esse método é possível inicializar os parâmetros
com valores mais razoáveis, fazendo com que a rede treinada tenha maior precisão para
identificação de ervas daninhas.

Em (DI CICCO et al., 2017), os autores atacam o problema da falta de datasets de ima-
gens de agricultura, devida à dificuldade de construir um dataset, propondo um sistema
que minimiza a intervenção humana necessária para treinar algoritmos de classificação e
detecção. A abordagem é gerar datasets sintéticos generalizando as principais caracterís-
ticas do ambiente alvo (espécies de plantas e ervas daninhas, tipos de solo, condições de
luminosidade). Mais especificamente, através do ajuste de parâmetros de modelo e ex-
plorando algumas texturas reais, foi possível renderizar uma grande quantidade de vistas
realistas de um cenário agrícola artificial com pouco esforço.

Em (LOTTES et al., 2018), é proposto um sistema de classificação entre planta e
erva daninha através de fully convolutional network com uma estrutura codificadora-
decodificadora que incorpora informação espacial considerando sequências de imagens.
Os autores proveram uma avaliação experimental, mostrando que o sistema proposto é
capaz de generalizar habilmente para campos previamente não vistos sob condições de
ambiente variáveis, uma característica fundamental para que o sistema seja realmente uti-
lizável em agricultura de precisão.

Em (MILIOTO; LOTTES; STACHNISS, 2018) os autores propõem uma solução ba-
seada em redes convolutivas para o problema de segmentação semântica de campos de
plantio entre plantas de beterraba, ervas daninha e solo baseada em imagens em RGB. A
rede proposta explora índices de vegetação existentes e proveem classificação em tempo
real.

Em (UTSTUMO et al., 2018) é proposto um robô capaz de detectar ervas daninhas e
realizar tratamento em tempo real através de herbicidas localmente aplicados, sem trazer
prejuízo às plantas de cultivo. O algoritmo do robô utiliza SVM (Support Vector Machine)
para realizar a classificação e faz uso do sistema Drop on Demand (DoD) para a aplicação
do herbicida.
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4 METODOLOGIA

Para construir um detector automático de ervas daninhas utilizando redes neurais, o
primeiro passo é escolher o banco de dados a ser utilizado para treinar a rede. Como se
trata de um detector por segmentação de imagem, o banco de dados deve ser constituído
de imagens e suas respectivas etiquetas. A etiqueta de cada imagem é uma matriz que
relaciona cada pixel a uma classe.

Figura 18: Fluxograma para segmentação das imagens e a avaliação do seu desempenho.
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O banco de dados selecionado para essa tarefa é descrito na Seção 4.1. O treinamento
das redes neurais para segmentação de imagem é por aprendizagem supervisionada, em
que as etiquetas cumprem o papel do professor. A Figura 18 resume o processo de treino
e teste da uma rede neural para essa tarefa.

A partir de um banco de dados pré-processado, separamos os dados em dois conjuntos:
o conjunto de treino e o conjunto de teste. O conjunto de treino é a parte do banco de dados
que é utilizada para treinar realizar o aprendizado supervisionado da rede. No estágio de
treino, a rede tem como entrada imagens RGB e suas respectivas etiquetas, e como saída
os pesos sinápticos, conforme a Figura 19.

Figura 19: Treinamento de uma rede neural.

As imagens do conjunto de teste são processadas pela rede treinada para que ela realize
a segmentação, conforme a Figura 20. A partir das imagens segmentadas pela rede e das
etiquetas do conjunto de teste, se faz a comparação entre ambas utilizando métricas para
mensurar o desempenho da rede neural treinada.

Figura 20: Estágio de teste de uma rede neural.

O uso de abordagens de aprendizagem profunda para segmentação de imagens aumen-
tou nos últimos anos. O processo de segmentação de imagens consiste em uma classifi-
cação pixel a pixel de uma imagem, detectando e localizando objetos de uma ou mais ca-
tegorias. Desde AlexNet (KRIZHEVSKY; SUTSKEVER; HINTON, 2012), as redes neu-
rais convolucionais (CNN) têm sido amplamente utilizadas para tarefas de classificação
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e segmentação de imagens. Neste trabalho, serão apresentados resultados do uso da rede
completamente convolucional, fully convolutional networks (FCN), (LONG; SHELHA-
MER; DARRELL, 2015) e de SegNet (BADRINARAYANAN; KENDALL; CIPOLLA,
2017) para executar a segmentação de planta/erva daninha/solo para o conjunto de dados
criado por (LAMESKI et al., 2017).

4.1 Banco de Dados (Dataset)

O banco de dados utilizado nesse trabalho é de uma plantação de cenouras na região
de Negotino, República da Macedônia. Há 39 imagens no banco de dados, todas adqui-
ridas por uma câmera de celular de 10 megapixels (3264 × 2448 pixels), proposto em
(LAMESKI et al., 2017). O banco de dados consiste de 311.620.608 pixels no total, dos
quais 26.616.081 são respectivos a planta de cenoura, 18.503.308 são pixels de erva da-
ninha e 266.501.219 são pixels de solo. As imagens foram geradas a uma distância de 1
metro do solo. As etiquetas produzidas pelos autores foram feitas a partir da segmentação
das imagens, utilizando de base o índice ExGExR para separar os vegetais do solo. A se-
paração entre planta e erva daninha foi realizada com inspeção manual. O número inteiro
”0” foi atribuído a pixels de solo, ”1” para pixels referentes a erva daninha e ”2” para
pixels de plantas de cenoura. A Figura 21 mostra um par imagem/etiqueta. Como cada
pixel é representado por um byte, cujo valor varia de 0 (preto mais escuro) a 255 (branco
mais claro), os pixels relativos a cada classe são indistinguíveis entre si ao olhar. Para
fins de visualização, a etiqueta foi multiplicada por um fator de 125, de modo que o solo
apareça em preto (0), ervas daninha em cinza (125) e as plantas de cenoura em branco
(250).

Figura 21: Um exemplo de imagem do banco de dados com sua respectiva etiqueta.

(a) Imagem (b) Etiqueta

Antes que seja feito o treinamento de fato da rede neural, é necessário realizar um
pré-processamento das imagens do banco de dados. Na seção 4.2 é descrito o pré-
processamento feito para cada ensaio realizado.

4.2 Ensaios

Para a validação da metodologia, dois ensaios foram realizados. O primeiro ensaio
foi realizado para comparar o desempenho entre as arquiteturas FCN e SegNet para o
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banco de dados explicado na seção 4.1. No segundo, algumas modificações são propostas
e implementadas para a arquitetura FCN. Os resultados destas práticas são discutidos no
Capítulo 5.

4.2.1 Ensaio para comparação das arquiteturas de rede propostas

Neste primeiro ensaio, é realizada a comparação do desempenho entre as arquiteturas
SegNet e FCN para segmentação de imagens aplicadas ao bando de dados de (LAMESKI
et al., 2017).

O banco de dados foi inicialmente dividido em dois conjuntos de treinamento e teste.
A seleção foi feita aleatoriamente, onde 38,4% das imagens formaram o conjunto de
treinamento, enquanto 61,5% formaram o conjunto de teste. As proporções geralmente
usadas são 80/20 ou 70/30, no entanto proporções semelhantes não devem ter um grande
impacto no modelo. Portanto, 15 imagens e suas respectivas etiquetas foram selecionadas
para o estágio de treinamento, enquanto as 24 imagens restantes foram usadas para testar
o desempenho de segmentação da rede treinada. A Figura 22 resume o pré processamento
realizado para este ensaio. As imagens e suas etiquetas foram redimensionadas de 3264 ×
2448 para 800 × 608. Com a diminuição das imagens, o treinamento das redes demanda
muito menos tempo, devido à considerável diminuição do número de parâmetros a treinar.
Houve uma pequena alteração na razão entre as dimensões (largura/altura) de 1,3333 para
1,3158. Isso foi feito porque ambas as dimensões precisam ser divisíveis por 32 em
função das operações de sobreamostragem da arquitetura FCN (LONG; SHELHAMER;
DARRELL, 2015).

Figura 22: Processamento realizado sobre o banco de dados para a realização do treino.

A rede FCN implementada é treinada em transferência com base no modelo VGG-16
usando a abordagem descrita em (LONG; SHELHAMER; DARRELL, 2015), ou seja,
utilizando 16 camadas com convolução 3x3 e subamostragem de 2x2 em toda a rede,
implementada utilizando a biblioteca TensorFlow, em linguagem Python. O modelo ba-
seado em SegNet foi implementado em MATLAB. Ambas as redes foram treinadas em
600 épocas (epochs) usando tamanho de lote (batch size) de uma imagem. O treinamento
foi realizado em um processador i7 557 com 24 gigabytes de RAM.

Após o treinamento, uma inferência sobre o conjunto de teste é realizado sobre o con-
junto de teste de 24 imagens utilizando ambas as redes treinadas. As imagens segmen-
tadas são comparadas entre si, tendo as etiquetas como referência, utilizando as métricas
apropriadas, conforme a Figura 18. As métricas são explicadas no Capítulo 5.
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4.2.2 Rede FCN com novo pré processamento

Neste segundo ensaio, dois treinamentos são realizados utilizando a mesma arquite-
tura de rede FCN, aplicada ao banco de dados de (LAMESKI et al., 2017). O pré pro-
cessamento realizado nesse ensaio é semelhante ao do ensaio anterior, porém com alguns
ajustes. A dimensão utilizada para as imagens e respectivas etiquetas é de 800 × 640.
Isso porque elas serão recortadas em 25 partes iguais de dimensão 160 × 128 (valores
divisíveis por 32). Posteriormente, os recortes de imagens passam por uma seleção: se o
recorte possui mais de 10% de pixels de vegetação (planta ou erva daninha), ele é utili-
zado para o treinamento; caso contrário, o recorte é descartado. Essa etapa é descrita na
Figura 23. Importante destacar que o recorte e seleção só foi feito para os conjuntos de
treino, e não de teste.

Figura 23: Processamento realizado sobre o banco de dados para a realização do treino.

Isso foi realizado para analisar se há impacto positivo no desempenho de segmenta-
ção para os pixels de erva daninha e plantas, tendo em vista que o foco é detectar ervas
daninhas. A Tabela 1 mostra os percentuais de pixels no conjunto de cada treinamento
realizado. Para fins de simplificação, os ensaios das seções 4.2.1 e 4.2.2 são chamados de
Ensaio 1 e Ensaio 2, respectivamente.

No primeiro treinamento deste ensaio, 15 imagens são utilizadas para treinamento
e 24 para teste, utilizando os mesmos conjuntos de treino e teste do primeiro ensaio. A
partir dos resultados desse treinamento, é possível analisar o impacto da seleção realizada,
comparando com os resultados da FCN do primeiro ensaio. No segundo treinamento, 27
imagens são utilizadas para treino e 12 para teste. Importante destacar que as 12 imagens
de teste deste segundo treinamento estão contidas no conjunto de teste de 24 imagens dos
treinamentos anteriores. Com o segundo treinamento, é possível analisar se o desempenho
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Tabela 1: % de pixels de cada classe para cada treinamento pós processamento das ima-
gens

Ensaio Dimensões Treino/Teste Conjunto % Solo % Erva dan. % Planta

1 800 × 608
15/24

Treino 85,04 8,38 6,58
Teste 85,39 5,25 9,36

2 800 × 640

Treino 74,90 13,00 12,10
Teste 85,67 4,69 9,64

27/12
Treino 74,67 11,37 13,96
Teste 84,01 4,51 11,48

de segmentação melhora com o aumento do conjunto de treino. Assim como no primeiro
ensaio, os treinamentos do segundo ensaio foram realizados em processador i7 557 com
24 gigabytes de RAM, sendo a rede FCN programada com a biblioteca TensorFlow, em
linguagem Python.
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5 RESULTADOS

5.1 Ensaio para comparação das arquiteturas propostas

A abordagem usada neste ensaio resultou em uma precisão global (soma de todas
as predições corretas divididas por todas as previsões) de 94,1055% para a rede FCN
treinada e 93,0964% para a rede SegNet treinada no conjunto de validação. A Figura
25(a) mostra uma das imagens do conjunto de testes, Figura 25(b) mostra sua respectiva
etiqueta, figuras 25(c) e 25(d) mostram a segmentação feita pela FCN treinada e SegNet,
respectivamente.

Tabela 2: Matriz de confusão (%). FCN à esquerda, SegNet à direita.
Classe predita

Solo Erva Planta Solo Erva Planta

C
la

ss
e

re
al Solo 85,2442 0,0566 0,0866 82,5711 1,7239 1,0924

Erva 2,6660 1,8119 0,7707 1,3126 2,8765 1,0595
Planta 1,9386 0,3761 7,0494 0,5723 1,1430 7,6488

As matrizes de confusão são mostradas na Tabela 2. Estes resultados mostram a por-
centagem de pixels inferida corretamente como uma classe i ou incorretamente inferida
como outra classe j. Por exemplo: para a rede FCN: 85,2442 % dos pixels previstos
foram corretamente classificados como pixels de solo, 0,0866 % preditos erroneamente
como planta, etc. Os valores mostrados em negrito correspondem aos valores correta-
mente previstos.

Como se pode ver na Tabela 2, apesar do fato de que a rede FCN produziu uma
precisão global um pouco maior, a SegNet inferiu corretamente uma porcentagem maior
de pixels de ervas daninhas e plantas, enquanto o FCN inferiu corretamente mais pixels de
solo. Como o conjunto de dados não é balanceado (os pixels do solo representam mais de
80 % do banco de dados), a precisão global por si só não fornece informações suficientes
para fazer uma comparação entre os desempenhos das redes.

Assim, foram utilizadas as métricas de desempenho Precision (P), Recall (R) e Inter-
section over Union (IoU) para fazer uma comparação melhor. Essas métricas estão entre
as mais usadas para medir o desempenho de segmentação de imagens (KAMILARIS;
PRENAFETA-BOLDÚ, 2018).
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Figura 24: Etiquetas geradas pelas redes e a etiqueta original para uma imagem do con-
junto de teste.

(a) Imagem RGB (b) Etiqueta

(c) Saída da FCN treinada (d) Saída da SegNet treinada



44

P =
tp

tp+ fp
, (10)

R =
tp

tp+ fn
, (11)

IoU =
tp

tp+ fn+ fp
, (12)

sendo tp, fp e fn o número de verdadeiros positivos, falsos positivos e falsos nega-
tivos, respectivamente (SOKOLOVA; LAPALME, 2009; KAMILARIS; PRENAFETA-
BOLDÚ, 2018). Para um dado mais detalhado, esses parâmetros foram calculados por
classe, porque seus valores médios seriam muito mais influenciados pela segmentação de
pixels de solo, em função de estar em muito maior número no banco de dados, como
dito anteriormente. Na Figura 25, os desempenhos das arquiteturas FCN e SegNet para
segmentação de solo, erva daninha, planta são comparados.
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Figura 25: FCN em azul, SegNet em vermelho.

Conforme mostrado na Figura 25, P da rede FCN da segmentação de ervas daninhas
e plantas é maior que P da rede SegNet (89,2 % vs. 78,0 % para pixels de plantas, 80,7
% vs. 50,1 % para erva daninha). Embora a rede SegNet tenha corretamente inferido
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números maiores de pixels de ervas daninhas e plantas de cultivo (como mostrado na Ta-
belas 2), a rede FCN inferiu incorretamente menores números de pixels de ervas daninhas
e de plantas, o que significa que a rede FCN produziu um número menor de falsos posi-
tivos para estas duas classes, o que explica P maior da rede FCN para a plantas e ervas
daninhas.

Por outro lado, a segmentação realizada pela rede SegNet apresenta maior Recall para
ervas daninhas e plantas (81,7 % vs. 75,3 % para a plantas, 54,8 % 34,5 % para ervas
daninhas). Recall aumenta com o número de positivos verdadeiros, mas diminui com o
número de falsos negativos. A rede FCN inferiu incorretamente um maior número de
pixels de ervas daninhas e plantas como pixels de solo do que a rede SegNet, o que afetou
Recall para ambas as classes.

Precision, Recall e IoU foram semelhantes para pixels de solo, para ambas as arquite-
turas e acima de 94 %. Isso ocorre principalmente porque, conforme destacado anterior-
mente, mais de 80 % do conjunto de dados é composto por pixels no solo. A quantidade
de falsos negativos e falsos positivos não é significativa quando comparada com a quanti-
dade de verdadeiros positivos para ambos os casos.

Ambas as arquiteturas mostraram resultados semelhantes em termos de precisão glo-
bal. No entanto, a principal diferença entre os resultados das duas abordagens é que o
modelo baseado em FCN apresentou maior percentual de falsos negativos para as classes
de culturas e plantas daninhas, e o modelo baseado em SegNet apresentou maior percen-
tual de falsos positivos para essas duas classes.

5.2 Rede FCN com banco de dados (LAMESKI et al., 2017)

No ensaio 2, são comparados os desempenhos de segmentação das três redes treinadas
de arquitetura FCN: a rede FCN treinada no ensaio 1; e as redes FCN do ensaio 2, uma
treinada com 15 imagens e testada em 24, outra treinada em 27 imagens e testada em 12.
A Tabela 3 mostra o percentual de segmentação referente a cada uma das três redes, de
maneira semelhante à Tabela 2 na seção anterior.

Tabela 3: Matriz de confusão de FCN(15/24) do ensaio 1 no topo, FCN(15/24) do ensaio
2 no centro, FCN(27/12) do ensaio 2 mais abaixo.

Classe predita
Solo Erva Planta

C
la

ss
e

re
al

Solo 85,2442 0,0566 0,0866
Erva 2,6660 1,8119 0,7707

Planta 1,9386 0,3761 7,0494
Solo 85,1127 0,2344 0,3218
Erva 1,3147 2,7411 0,6360

Planta 1,1256 0,4840 8,0297
Solo 83,2772 0,3134 0,4167
Erva 1,2685 2,2267 1,0140

Planta 1,0655 0,4939 9,9241

Comparando os números entre FCN(15/24) do ensaio 1 e FCN(15/24) do ensaio 2,
podemos notar que a segunda produziu maiores números de predições corretas de pixels
de ervas daninhas e de plantas: um salto de 1,8119% para 2,7411% relativo à classe de
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erva daninha, e de 7,0494% para 8,0297% relativo à classe de plantas. A precisão global
também aumentou: de 94,1055% para 95,8835%. Analisando FCN(27/12) do ensaio 2
tem-se um aumento do número de pixels corretamente preditos de plantas, de 8,0297%
para 9,9241%. Porém, uma diminuição de 2,7411% para 2,2267% de pixels de ervas
daninha, e de 95,8835% para 95,4280% da precisão global. A Figura 26 compara os
desempenhos das três redes segundo as métricas Precision, Recall e Intersection over
Union, semelhante à Figura 25.
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89,21 89,21 87,01
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73,3774,59
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Figura 26: Em azul, FCN(15/24) do ensaio 1; em vermelho, FCN(15/24) do ensaio 2; em
amarelo, FCN(27/12) do ensaio 2.

Nota-se a partir da Figura 26 uma melhora significativa das métricas Recall e IoU para
os pixels de plantas e de ervas daninhas da rede FCN(15/24) do ensaio 2 em relação à rede
FCN(15/24) do ensaio 1 (Recall aumentou de 32,40% para 54,46% para erva daninha, de
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75,09% para 82,71% para a classe planta; IoU aumentou de 30,00% para 47,13% para a
classe erva daninha, de 68,71% para 75,17% para a classe planta). Quanto à métrica Pre-
cision, houve uma pequena piora para a classe de erva daninha (de 74,59% para 73,37%)
e a manutenção em 89,21% para a classe planta. As mudanças desses valores devem-se
unicamente à diferença entre os pré-processamentos das duas redes. A rede FCN(27/12)
do ensaio 2 demonstra piora em todas as métricas relativas aos pixels de erva daninha
em relação à rede FCN(15/24) do mesmo ensaio (de 73,37% para 62,87% para a métrica
Precision, de 54,46% para 43,48% para Recall, de 47,13% para 35,38% para IoU) e uma
piora pequena de 89,21% para 87,01% de Precision, melhora de 82,71% para 86,20% de
Recall e de 75,17% para 76,29% de IoU para a classe planta. Embora nota-se a piora de
diversas métricas da rede FCN(27/12) em relação a FCN(15/24) do ensaio 2, é necessário
destacar que o conjunto de teste de FCN(27/12) é diferente do conjunto de teste das outras
duas redes (vide Seção 4.2.2).

As tabelas 4, 5, 6 e 7 mostram o desempenho de segmentação segundo às três métricas
(Precision, Recall e Intersection over Union) relativo a cada imagem do conjunto de teste
para as classes erva daninha e planta das três redes FCN treinadas (FCN(15/24) do ensaio
1, FCN(15/24) e FCN(27/12) do ensaio 2).

Tabela 4: Comparação entre FCN(15/24) do ensaio 1 e FCN(15/24) do ensaio 2 para
pixels de plantas.

# Planta (%) P1PLA P2PLA R1PLA R2PLA IoU1PLA IoU2PLA

1 8,17 87,33 95,22 72,33 62,91 65,46 60,98
2 10,07 90,00 92,78 80,22 84,91 73,65 79,64
3 3,83 76,48 79,23 73,54 66,29 59,97 56,48
4 8,69 94,69 93,07 68,14 84,32 65,63 79,34
5 8,17 86,67 96,24 78,17 84,63 69,78 81,93
6 10,31 96,68 95,40 70,41 79,22 68,75 76,31
7 3,90 91,42 88,86 76,43 88,41 71,31 79,59
8 7,36 93,21 94,55 68,18 83,09 64,96 79,29
9 4,24 81,28 88,57 78,76 84,31 66,66 76,04

10 8,76 95,48 92,19 74,10 85,11 71,59 79,39
11 9,59 92,10 86,28 79,51 89,31 74,43 78,21
12 7,94 88,54 92,35 72,52 84,81 66,30 79,24
13 5,14 83,03 65,58 71,20 76,20 62,16 54,43
14 11,98 92,14 92,82 78,28 86,97 73,38 81,49
15 7,06 96,76 95,37 68,71 80,48 67,17 77,46
16 14,12 89,48 91,40 71,35 77,77 65,83 72,47
17 15,13 94,22 91,13 70,99 78,82 68,03 73,21
18 12,03 94,18 87,86 80,99 88,11 77,13 78,54
19 10,55 90,49 89,61 78,30 86,94 72,35 78,98
20 11,73 95,40 91,65 77,49 86,26 74,70 79,98
21 12,48 96,52 93,67 81,15 90,71 78,84 85,47
22 10,24 87,20 86,29 79,53 81,50 71,22 72,16
23 10,46 75,33 78,02 80,55 88,20 63,74 70,64
24 12,79 72,30 82,81 71,20 85,82 55,94 72,84
x̄1−24 9,36 89,21 89,21 75,09 82,71 68,71 75,17
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Os valores de índice 1, 2 e 3 são as métricas relativas às redes FCN(15/24) do ensaio
1, FCN(15/24) e FCN(27/12) do ensaio 2, respectivamente. x̄1−24 são as médias destes
valores para as 24 imagens do conjunto de testes. x̄13−24 são as médias das últimas 12
imagens que são comuns aos dois conjuntos de testes das três redes FCN treinadas. As
células em amarelo destacam o maior desempenho entre cada rede para cada uma das
imagens e para cada uma das três métricas. As células em azul destacam o maior valor
médio para cada métrica. A Tabela 5 mostra que, na média das 12 últimas imagens
(x̄13−24), as métricas Recall e Intersection over Union apresentam melhora (de 83,98%
para 86,20% para R, de 74,81% para 76,29% para IoU) e apenas uma pequena diminuição
de P (de 87,18% para 87,01%) para a classe planta.

Tabela 5: Comparação entre FCN(15/24) e FCN(27/12) do ensaio 2 para pixels de plantas.
# Planta (%) P2PLA P3PLA R2PLA R3PLA IoU2PLA IoU3PLA

1 8,17 95,22 - 62,91 - 60,98 -
2 10,07 92,78 - 84,91 - 79,64 -
3 3,83 79,23 - 66,29 - 56,48 -
4 8,69 93,07 - 84,32 - 79,34 -
5 8,17 96,24 - 84,63 - 81,93 -
6 10,31 95,40 - 79,22 - 76,31 -
7 3,90 88,86 - 88,41 - 79,59 -
8 7,36 94,55 - 83,09 - 79,29 -
9 4,24 88,57 - 84,31 - 76,04 -

10 8,76 92,19 - 85,11 - 79,39 -
11 9,59 86,28 - 89,31 - 78,21 -
12 7,94 92,35 - 84,81 - 79,24 -
13 5,14 65,58 68,69 76,20 82,93 54,43 60,18
14 11,98 92,82 91,49 86,97 89,86 81,49 82,93
15 7,06 95,37 93,49 80,48 82,53 77,46 78,04
16 14,12 91,40 92,42 77,77 84,21 72,47 78,77
17 15,13 91,13 92,56 78,82 84,07 73,21 78,75
18 12,03 87,86 87,82 88,11 90,17 78,54 80,15
19 10,55 89,61 89,72 86,94 87,75 78,98 79,73
20 11,73 91,65 92,07 86,26 86,94 79,98 80,89
21 12,48 93,67 94,74 90,71 86,65 85,47 82,67
22 10,24 86,29 85,80 81,50 81,86 72,16 72,10
23 10,46 78,02 77,02 88,20 89,81 70,64 70,83
24 12,79 82,81 78,31 85,82 87,60 72,84 70,50
x̄1−24 9,36 89,21 87,01 82,71 86,20 75,17 76,29
x̄13−24 11,14 87,18 87,01 83,98 86,20 74,81 76,29

As tabelas 6 e 7 comparam os desempenhos de segmentação das três redes para pixels
de erva daninha. Observa-se nessas duas tabelas que as métricas para as imagens com
menos de 3% de pixels de erva daninha (imagens 19, 20 e 21) apresentam os mais baixos
valores de desempenho de segmentação para as três métricas, devido justamente ao baixo
número de pixels de erva daninhas a serem segmentados pelas redes, fato que por si só
aumenta a probabilidade de erro. A Figura 27 mostra as imagens geradas pelas três redes
a etiqueta original da imagem 20 do conjunto de teste.
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Nota-se também a partir das tabelas 4 e 6 que, apesar de FCN(15/24) do ensaio 2 apre-
sentar em média melhor desempenho em relação a FCN(15/24) do ensaio 1, FCN(15/24)
do ensaio 1 apresentou melhor desempenho segundo uma ou mais métricas para algumas
das imagens do conjunto de teste. Isso denota a necessidade de se ter um conjunto de da-
dos com alta variabilidade para uma avaliação fidedigna do desempenho de segmentação.

Tabela 6: Comparação entre FCN(15/24) do ensaio 1 e FCN(15/24) do ensaio 2 para
pixels de erva daninha.

# Erva (%) P1ERV P2ERV R1ERV R2ERV IoU1ERV IoU2ERV

1 9,79 69,96 57,51 38,47 76,60 33,01 48,91
2 8,04 81,69 76,84 32,80 70,61 30,55 58,22
3 6,61 91,64 72,73 31,80 60,67 30,90 49,43
4 6,62 74,81 86,58 48,18 71,02 41,46 63,98
5 7,95 94,04 89,30 41,30 81,98 40,25 74,64
6 8,62 88,20 85,45 50,56 74,96 47,35 66,48
7 4,82 87,34 90,51 38,89 63,09 36,82 59,17
8 4,79 73,42 83,46 45,93 73,29 39,38 64
9 5,51 98,25 92,93 39,30 69,42 39,02 65,94
10 5 88,54 88,04 43,55 66,92 41,23 61,34
11 6,63 95,86 93,08 44,68 57,91 43,84 55,52
12 4,58 84,78 92,78 39,53 63,87 36,91 60,85
13 5,70 95,40 81,50 38,40 35,29 37,70 32,67
14 3,95 87,06 86,42 30,86 58,37 29,51 53,47
15 3,17 80,50 81,65 42,96 70,50 38,91 60,86
16 3,71 51,32 51,50 18,44 42,39 15,70 30,30
17 3,60 46,64 38,23 14,11 22,98 12,15 16,76
18 3,10 85,30 59,94 25,03 20,95 23,99 18,37
19 1,63 25,80 57,36 3,54 20,81 3,21 18,02
20 0,68 10,99 4,22 4,94 4,95 3,53 2,33
21 0,95 34,99 48,67 17,40 40,45 13,15 28,35
22 4,10 75,13 63,80 26,89 51,44 24,69 39,82
23 10,75 92,38 89,87 30,14 50,16 29,41 47,47
24 12,77 76,13 88,42 30,02 58,39 27,43 54,25
x̄1−24 4,69 74,59 73,37 32,40 54,46 30,00 47,13

Como frisado anteriormente, a rede FCN(27/12) do ensaio 2 é inferior segundo às três
métricas em relação a rede FCN(27/12) do mesmo ensaio quando analisa-se as redes na
totalidade de seus conjuntos de teste. Em contrapartida, analisando a Tabela 5, observa-se
que na média das últimas 12 imagens (x̄13−24) o desempenho de FCN(27/12) do ensaio 2
é maior segundo as três métricas em relação a FCN(15/24) do mesmo ensaio (Precision:
de 62,63% para 62,87%, Recall: de 39,72% para 43,48%, IoU: de 33,56% para 35,38%).

Em (LAMESKI et al., 2017), o trabalho em que é apresentado o banco de dados abor-
dado neste texto, os autores apresentam resultados preliminares de segmentação. Utilizam
Class Accuracy (CA) – média entre todas as classes do número de predições corretas fei-
tas para uma classe específica dividido pelo número real de amostras dessa classe – para
mensurar os seus resultados. Foram treinadas 6 redes SegNet, com razão treino/teste 1/38
e 38/1; utilizando 3 sistemas de cores: RGB, HSV e Lab. A Tabela 8 traz uma comparação
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entre resultados.

Tabela 7: Comparação entre FCN(15/24) e FCN(27/12) do ensaio 2 para pixels de erva
daninha.

# Erva (%) P2ERV P3ERV R2ERV R3ERV IoU2ERV IoU3ERV

1 9,79 57,51 - 76,60 - 48,91 -
2 8,04 76,84 - 70,61 - 58,22 -
3 6,61 72,73 - 60,67 - 49,43 -
4 6,62 86,58 - 71,02 - 63,98 -
5 7,95 89,30 - 81,98 - 74,64 -
6 8,62 85,45 - 74,96 - 66,48 -
7 4,82 90,51 - 63,09 - 59,17 -
8 4,79 83,46 - 73,29 - 64 -
9 5,51 92,93 - 69,42 - 65,94 -
10 5 88,04 - 66,92 - 61,34 -
11 6,63 93,08 - 57,91 - 55,52 -
12 4,58 92,78 - 63,87 - 60,85 -
13 5,70 81,50 87,74 35,29 43,14 32,67 40,69
14 3,95 86,42 86,59 58,37 58,27 53,47 53,45
15 3,17 81,65 80,56 70,50 68,14 60,86 58,52
16 3,71 51,50 64,28 42,39 53,06 30,30 40,98
17 3,60 38,23 50,33 22,98 31,75 16,76 24,18
18 3,10 59,94 67,18 20,95 22,95 18,37 20,64
19 1,63 57,36 48,66 20,81 26,70 18,02 20,83
20 0,68 4,22 8,30 4,95 12,33 2,33 5,22
21 0,95 48,67 27,81 40,45 41,89 28,35 20,07
22 4,10 63,80 57,54 51,44 54,81 39,82 39,03
23 10,75 89,87 89,09 50,16 52,70 47,47 49,50
24 12,77 88,42 86,39 58,39 55,95 54,25 51,42
x̄1−24 4,69 73,37 62,87 54,46 43,48 47,13 35,38
x̄13−24 4,51 62,63 62,87 39,72 43,48 33,56 35,38

Tabela 8: Comparação com (LAMESKI et al., 2017)
Rede (treino/teste) CA (%)

(LAMESKI et al., 2017)

SegNet (1/38) RGB 59
SegNet (1/38) HSV 48,1
SegNet (1/38) Lab 52,1
SegNet (38/1) RGB 64,1
SegNet (38/1) HSV 60,9
SegNet (38/1) Lab 63

Nosso trabalho
FCN2 (15/24) 80,5
FCN2 (27/12) 78,3

As redes FCN2 são referentes às duas redes treinadas no segundo ensaio. Ambas as
redes FCN2 apresentam CA média superiores em relação às redes treinadas segundo a
abordagem de (LAMESKI et al., 2017).
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Figura 27: Etiquetas geradas pelas redes e a etiqueta original para a imagem 20 do con-
junto de teste. As imagens foram rotacionadas em 90◦ para facilitar a visualização.

(a) Etiqueta (b) FCN ensaio 1 (15/24)

(c) FCN ensaio 2 (15/24) (d) FCN ensaio 2 (27/12)
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6 CONCLUSÃO

Sistemas de agricultura de precisão estão cada vez mais presentes no ambiente agrí-
cola e algoritmos inteligentes podem ser incluídos em drones e veículos terrestres para
ação em tempo real. Neste trabalho, duas arquiteturas de aprendizagem profunda, FCN e
SegNet, foram utilizadas e avaliadas para a segmentação de plantas daninhas e culturas.
Um banco de dados aberto foi utilizado com 39 imagens e seus respectivos rótulos de uma
plantação de cenoura. Todas as imagens foram adquiridas no espectro visível, tornando os
métodos descritos neste trabalho úteis para sistemas que usam câmeras RGB tradicionais.

Em um primeiro ensaio, uma rede FCN e uma SegNet foram treinadas com o mesmo
conjunto de treino e testadas sobre o mesmo conjunto de teste. Foram utilizadas 15 ima-
gens para treino e 24 para teste. O pré-processamento realizado nas imagens foi no sentido
de diminuir suas dimensões para exigir menor poder computacional. A quantidade de pa-
râmetros das CNN, geralmente, é proporcional às dimensões das imagens de entrada, que
constituem a primeira camada de uma rede neural artificial. Uma rede desnecessariamente
grande não traz ganho em desempenho de segmentação, além de tomar maior tempo para
realizar a inferência.

Os resultados de ambas as arquiteturas no primeiro ensaio mostraram precisão satis-
fatória para esta atividade e, portanto, podem ser úteis no desenvolvimento de sistemas de
visão computacional para pulverização seletiva. O desempenho de ambos os algoritmos
em relação a falsos negativos e falsos positivos deve ser considerado quando implemen-
tado em sistemas de pulverização seletiva. Falsos positivos indicam aplicações em locais
não desejados, enquanto falsos negativos indicam falta de aplicação em locais onde deve-
ria ser aplicado. A aplicação de herbicida na cultura pode ser indesejável, a menos que a
cultura seja tolerante ao tipo de herbicida usado.

A arquitetura FCN foi novamente abordada noutro experimento com o objetivo de
melhorar o desempenho da rede para detecção de ervas daninhas. Para isto, um novo pré-
processamento foi realizado. Esse pré-processamento faz com que a quantidade de pixels
de vegetação no conjunto de treinamento componha no mínimo 10% do total. Duas redes
FCN foram treinadas desse modo: uma com conjunto de treino/teste igual ao do primeiro
ensaio e outra com conjunto treino/teste de 27/12, com o intuito de observar se há algum
ganho de desempenho com um maior conjunto de treino. O desempenho da FCN deste
ensaio foi comparado com as redes treinadas pelos autores do banco de dados utilizado
neste trabalho (LAMESKI et al., 2017).

A rede FCN(15/24) do segundo ensaio apresentou melhor desempenho nas métricas
Recall e Intersection over Union e o mesmo valor de Precision para pixels de planta. Para
a classe de pixels de erva daninha, houve crescimento significativo de Recall e IoU e uma
leve diminuição de Precision. É possível concluir, nesse caso, que houve diminuição dos
casos de falsos negativos para ambas as classes de pixels. Comparando FCN(15/24) com
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FCN(27/12) do segundo ensaio, não há mudança a se destacar nas métricas para pixels
de planta, mas há grande diminuição das três métricas para pixels de ervas daninhas. No
entanto, quando se compara o desempenho de segmentação das duas redes nas 12 imagens
em comum dos seus conjuntos de teste, nota-se que a rede FCN(27/12) apresenta melhor
desempenho segundo às três métricas para a classe de pixels de ervas daninhas, e melhor
Recall e IoU para pixels de plantas (Precision tem diferença desprezível de pouco mais de
um décimo de %). Isso se deve à variabilidade das quantidades de pixels de cada classe de
imagem a imagem dentro do conjunto de teste. As redes apresentaram baixo desempenho
de segmentação quando o percentual de pixels a serem detectados era entre 3 e 0,5%,
como mostram as tabelas 6 e 7. Finalizando, as redes do ensaio 2 demonstraram maior
CA médio do que as redes treinadas em (LAMESKI et al., 2017).

Para futuros trabalhos nessa linha, seria interessante trabalhar em direção da viabi-
lização do algoritmo para aplicação em campo. Além disso, pesquisar novas formas de
melhorar ainda mais o desempenho de segmentação com técnicas de aprendizado de má-
quina, e trabalhar com novos bancos de dados.
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APÊNDICE A IMAGENS SEGMENTADAS

Neste apêndice são apresentadas as imagens geradas pelas redes que foram treinadas
neste trabalho. Elas estão postas em contraste com as etiquetas originais do banco de
dados (LAMESKI et al., 2017), conforme apontado nas legendas das figuras. Elas estão
na mesma ordem utilizada pelas tabelas 4, 5, 6 e 7.

Figura 28: Conjunto de teste (01).

(a) Etiqueta (800 × 608) (b) SegNet ensaio 1 (15/24)

(c) FCN ensaio 1 (15/24) (d) FCN ensaio 2 (15/24)
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Figura 29: Conjunto de teste (02).

(a) Etiqueta (800 × 608) (b) SegNet ensaio 1 (15/24)

(c) FCN ensaio 1 (15/24) (d) FCN ensaio 2 (15/24)

Figura 30: Conjunto de teste (03).

(a) Etiqueta (800 × 608) (b) SegNet ensaio 1 (15/24)

(c) FCN ensaio 1 (15/24) (d) FCN ensaio 2 (15/24)
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Figura 31: Conjunto de teste (04).

(a) Etiqueta (800 × 608) (b) SegNet ensaio 1 (15/24)

(c) FCN ensaio 1 (15/24) (d) FCN ensaio 2 (15/24)

Figura 32: Conjunto de teste (05).

(a) Etiqueta (800 × 608) (b) SegNet ensaio 1 (15/24)

(c) FCN ensaio 1 (15/24) (d) FCN ensaio 2 (15/24)
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Figura 33: Conjunto de teste (06).

(a) Etiqueta (800 × 608) (b) SegNet ensaio 1 (15/24)

(c) FCN ensaio 1 (15/24) (d) FCN ensaio 2 (15/24)

Figura 34: Conjunto de teste (07).

(a) Etiqueta (800 × 608) (b) SegNet ensaio 1 (15/24)

(c) FCN ensaio 1 (15/24) (d) FCN ensaio 2 (15/24)
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Figura 35: Conjunto de teste (08).

(a) Etiqueta (800 × 608) (b) SegNet ensaio 1 (15/24)

(c) FCN ensaio 1 (15/24) (d) FCN ensaio 2 (15/24)

Figura 36: Conjunto de teste (09).

(a) Etiqueta (800 × 608) (b) SegNet ensaio 1 (15/24)

(c) FCN ensaio 1 (15/24) (d) FCN ensaio 2 (15/24)
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Figura 37: Conjunto de teste (10).

(a) Etiqueta (800 × 608) (b) SegNet ensaio 1 (15/24)

(c) FCN ensaio 1 (15/24) (d) FCN ensaio 2 (15/24)

Figura 38: Conjunto de teste (11).

(a) Etiqueta (800 × 608) (b) SegNet ensaio 1 (15/24)

(c) FCN ensaio 1 (15/24) (d) FCN ensaio 2 (15/24)
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Figura 39: Conjunto de teste (12).

(a) Etiqueta (800 × 608) (b) SegNet ensaio 1 (15/24)

(c) FCN ensaio 1 (15/24) (d) FCN ensaio 2 (15/24)
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Figura 40: Conjunto de teste (13).

(a) SegNet ensaio 1 (15/24) (b) FCN ensaio 1 (15/24)

(c) FCN ensaio 2 (15/24) (d) FCN ensaio 3 (27/12)

(e) Etiqueta (800 × 608)
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Figura 41: Conjunto de teste (14).

(a) SegNet ensaio 1 (15/24) (b) FCN ensaio 1 (15/24)

(c) FCN ensaio 2 (15/24) (d) FCN ensaio 3 (27/12)

(e) Etiqueta (800 × 608)
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Figura 42: Conjunto de teste (15).

(a) SegNet ensaio 1 (15/24) (b) FCN ensaio 1 (15/24)

(c) FCN ensaio 2 (15/24) (d) FCN ensaio 3 (27/12)

(e) Etiqueta (800 × 608)
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Figura 43: Conjunto de teste (16).

(a) SegNet ensaio 1 (15/24) (b) FCN ensaio 1 (15/24)

(c) FCN ensaio 2 (15/24) (d) FCN ensaio 3 (27/12)

(e) Etiqueta (800 × 608)
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Figura 44: Conjunto de teste (17).

(a) SegNet ensaio 1 (15/24) (b) FCN ensaio 1 (15/24)

(c) FCN ensaio 2 (15/24) (d) FCN ensaio 3 (27/12)

(e) Etiqueta (800 × 608)
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Figura 45: Conjunto de teste (18).

(a) SegNet ensaio 1 (15/24) (b) FCN ensaio 1 (15/24)

(c) FCN ensaio 2 (15/24) (d) FCN ensaio 3 (27/12)

(e) Etiqueta (800 × 608)
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Figura 46: Conjunto de teste (19).

(a) SegNet ensaio 1 (15/24) (b) FCN ensaio 1 (15/24)

(c) FCN ensaio 2 (15/24) (d) FCN ensaio 3 (27/12)

(e) Etiqueta (800 × 608)
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Figura 47: Conjunto de teste (20).

(a) SegNet ensaio 1 (15/24) (b) FCN ensaio 1 (15/24)

(c) FCN ensaio 2 (15/24) (d) FCN ensaio 3 (27/12)

(e) Etiqueta (800 × 608)
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Figura 48: Conjunto de teste (21).

(a) SegNet ensaio 1 (15/24) (b) FCN ensaio 1 (15/24)

(c) FCN ensaio 2 (15/24) (d) FCN ensaio 3 (27/12)

(e) Etiqueta (800 × 608)
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Figura 49: Conjunto de teste (22).

(a) SegNet ensaio 1 (15/24) (b) FCN ensaio 1 (15/24)

(c) FCN ensaio 2 (15/24) (d) FCN ensaio 3 (27/12)

(e) Etiqueta (800 × 608)
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Figura 50: Conjunto de teste (23).

(a) SegNet ensaio 1 (15/24) (b) FCN ensaio 1 (15/24)

(c) FCN ensaio 2 (15/24) (d) FCN ensaio 3 (27/12)

(e) Etiqueta (800 × 608)
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Figura 51: Conjunto de teste (24).

(a) SegNet ensaio 1 (15/24) (b) FCN ensaio 1 (15/24)

(c) FCN ensaio 2 (15/24) (d) FCN ensaio 3 (27/12)

(e) Etiqueta (800 × 608)


