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RESUMO 

O objetivo deste trabalho é a criação de ferramentas de previsão baseado em modelos 

estatísticos para operações em sistema de potência. Os horizontes de previsão dos modelos 

serão de oito horas no futuro e um dia no futuro. As variáveis de previsão são: geração 

fotovoltaica, geração eólica, carga e carga vertical no nível de transmissão. Para proceder com 

o trabalho inicialmente é feita a coleta das variáveis de previsão juntamente com um conjunto 

de dados meteorológicos auxiliares. O pré-processamento é necessário para garantir que os 

dados respeitem as restrições impostas pelos modelos estatísticos de previsão. Os modelos de 

previsão são baseados em métodos estatísticos conhecidos e confiáveis, usados em análise de 

séries temporais. No final, o melhor modelo para cada conjunto de dados de previsão é 

encontrado e seu desempenho é medido. Os resultados da previsão de carga e da carga vertical 

foram muito satisfatórios, exibindo um erro percentual muito baixo, mantendo um intervalo de 

erros globalmente constante ao longo da série temporal. Quanto à previsão de geração de 

energia fotovoltaica e eólica, os resultados foram aceitáveis para algumas estimativas 

grosseiras. O desempenho da previsão pode ser melhorado usando modelos não-lineares ou 

modelos que possam lidar com a volatilidade. 

Palavras-chaves: Fontes renováveis. Previsão de variáveis da rede de transmissão. 

Estabilidade do sistema. Previsão estatística. 

  



 

 

 

 

 

Abstract 

The objective of this thesis is to create forecasting tools for day-ahead or intraday power system 

operation, forecasting photovoltaic (PV) generation, wind generation, load, and vertical load at 

the transmission level. To find the best models, it is necessary to collect the forecasting along 

with the predictor datasets. Preprocessing is also necessary to ensure the datasets respected 

some qualities to be fed into the model. The forecasting models are based on well-known and 

reliable statistical methods used for time series analysis. In the end, the best model for each 

forecasting dataset is found and its performance is measured. The results of forecasting load 

and vertical load are satisfying, showing a very low percentage error, maintaining an overall 

constant range of error. As to the forecast of PV and wind generation, the results can be 

acceptable for some raw estimation, but the performance of the forecast can be improved by 

using nonlinear models or models that can address volatility.  

Keywords: Renewable energy sources. Prediction of electrical Grid variables. Grid stability. 

Statistical forecasting tools. 
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1 Introdução 

1.1 Panorama da geração elétrica na Alemanha 

Desde a década de 1970, a Alemanha vem investindo em uma economia 

ambientalmente responsável. Esta decisão exigiu apoio legal da classe dominante 

para estabelecer as diretrizes para os investimentos necessários. No ano de 1995, 

3,2% da produção bruta de energia na Alemanha era oriunda de fontes renováveis, já 

no ano de 2018, 40,3% da produção bruta de energia tem origem em fontes 

renováveis (BRUNNO BURGER, 2019) Na forma de linha do tempo, a Figura 1 ilustra 

os principais acontecimentos que moldaram a produção de energia na Alemanha 

(WETTENGEL, 2017). 
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também o despacho preferencial de renováveis e um pagamento feito a residências 

ou empresas para gerar sua própria eletricidade, a chamadas tarifa Feed-in (FIT). A 

tarifa Feed-in é um mecanismo político concebido para acelerar o investimento em 

tecnologias de energias renováveis, garantindo o retorno do investimento através de 

um pagamento de uma taxa para o investidor. A fonte de financiamento da tarifa Feed-

in era fornecida pela sobretaxa dos consumidores, exceto as empresas de grande 

consumo energético, de forma a garantir a concorrência global (AGORA 

ENERGIEWENDE, 2016). No ano de 2000 foi lançada a lei chamada Erneuerbare-

Energien-Gesetz(EEG), sendo a lei mais conhecida na orientação da instalação de 

fontes de energia renováveis na Alemanha. A Figura 2, mostra a mudança de 

representatividade das fontes de produção de energia de 1990 a 2018. 

Figura 2: Mudanças de representatividade das fontes de produção de energia de 1990 a 2018 com 

base em (Energiebilanzen). 

 

Fonte: Energiebilanzen (2019) 

Em 2014, a lei Erneuerbare-Energien-Gesetz(EEG) foi revisada. A 

característica mais importante da lei revisada foi o estabelecimento de um sistema 

baseado em leilões para a maioria das tecnologias de geração e o estabelecimento 
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da rede. Para garantir o conhecimento sobre um estado futuro das características da 

rede e prever assim possíveis problemas, é necessário dispor de ferramentas para 

analisar a probabilidade de um determinado estado da rede de transmissão. A ideia 

do presente trabalho é construir uma ferramenta de previsão para a operação do 

sistema de energia com base em dados históricos. Serão usados na previsão dados 

de geração fotovoltaica, geração eólica, carga e carga vertical da região da empresa 

transmissora Amprion. Os conjuntos de dados de previsão foram escolhidos devido à 

sua volatilidade e capacidade de alterar rapidamente os parâmetros da rede de 

transmissão.  

Este trabalho também engloba o uso de dados meteorológicos como variáveis 

auxiliares externas para calcular com maior precisão os coeficientes dos modelos 

matemáticos de previsões. A aquisição dos dados de previsão e dos conjuntos de 

dados auxiliares é mostrado, assim como a forma que as variáveis auxiliares se 

relacionam com as variáveis de previsão. Todos os modelos aqui apresentados 

requerem um conjunto de características das séries temporais para aplicação aos 

modelos, tais características são posteriormente discorridas. Pré-processamento é 

necessário para garantir que as séries temporais respeitem esses requisitos. 

1.4 Estrutura do trabalho 

A estrutura deste trabalho é apresentada com uma breve sinopse dos capítulos: 

O Capítulo 2 contextualiza a análise e previsão de séries temporais. Uma 

revisão de métodos estatísticos para análise de séries temporais com uma coleção de 

métodos estatísticos de previsão é apresentada. Afirma-se que as séries temporais 

não são totalmente previsíveis e que a sua importância se deve às suas ocorrências 

naturais em muitas áreas de aplicação. A relevância do pré-processamento é 

justificada pela necessidade de alcançar condições de estacionariedade. 

O Capítulo 3 aborda as variáveis de previsão e como essas variáveis foram 

obtidas. As variáveis de previsão escolhidas estão relacionadas à estabilidade da 
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rede. É apresentado também de que forma as variáveis auxiliares podem ser 

relacionados às variáveis de previsão como um preditor. 

O Capítulo 4 constitui a principal parte de pesquisa deste trabalho, onde os 

capítulos anteriores são justificados pela implementação dos modelos de previsão. A 

implementação foi baseada na linguagem de programação Python. No final deste 

capítulo, o melhor modelo para cada conjunto de dados é apresentado. 

O Capítulo 5 apresenta os resultados da previsão para todos os conjuntos de 

dados de previsão usando o melhor modelo. O trabalho computacional foi feito em 

Elwetritsch, o computador de alto desempenho da região da Renânia-Palatinado. 

O Capítulo 6 conclui com um resumo geral dos resultados da pesquisa. Os 

modelos de carga e carga vertical tiveram um desempenho muito bom, enquanto a 

geração fotovoltaica e a geração eólica podem ter um melhor desempenho com um 

modelo não linear ou um modelo que aborda volatilidade.  
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Para o uso correto da ferramenta FAC e FACP, a série temporal deve ser 

estacionária. Isso significa que a auto correlação para qualquer defasagem específica 

é a mesma, independentemente de onde a série está no tempo. Não é difícil detectar 

a ordem de um modelo AR ou MA, no entanto com um sistema governado por ARMA 

o FAC e o FACP decaem para zero. Dessa forma, diante de um modelo ARMA, 

observar o gráfico FACP e o gráfico FAC não ajuda a encontrar valores de p e q. 

2.5.2  Grid Search 

Os modelos SARIMA possuem sete parâmetros, dos quais quatro são 

parâmetros sazonais. A maneira tradicional de definir os parâmetros através do uso 

de gráficos FAC e FACP era justificada quando o uso de computação era limitado e 

caro. Uma abordagem alternativa é utilizar o Grid Search, que é uma abordagem onde 

conjuntos de parâmetros possíveis são testados para descobrir qual modelo produz 

um erro de previsão menor (BOVAS ABRAHAM, 1983).  

 

2.6 Medição do desempenho da previsão 

2.6.1 Definição de erro de previsão 

As etapas iniciais para a criação de um modelo de previsão são semelhantes 

entre todos os modelos. Inicialmente, o conjunto de dados deve ser dividido em 

conjunto de dados de treinamento e conjunto de dados de teste. O conjunto de 

treinamento é usado para a construção do modelo. Depois que o modelo é construído, 

é necessário avaliar a qualidade da previsão em relação ao conjunto de teste. Para 

obter um valor de precisão, é necessário realizar testes de desempenho. Esses testes 

são conhecidos como métricas de desempenho. Uma das métrica de desempenho 

utilizadas é a raiz média dos erros quadráticos, RMSE apresentado na Equação 27. 
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e um desempenho ruim nos dados de teste. A Figura 10 apresenta o respectivo 

modelo underfitted, o modelo overfitted e o modelo otimizado. 

Figura 10: Modelo underfitted, modelo overfitted e modelo otimizado respectivamente. 

 

2.7 Conclusão 

Quando se trata de realizar previsões usando métodos estatísticos, fica claro 

que na maioria dos casos a série temporal tem que ser manipulada para respeitar os 

requisitos estacionários, já que os processos naturais produzem séries temporais com 

tendências, componentes cíclicos e componentes sazonais. A alta capacidade de 

computação disponível hoje garante que os testes possam ser feitos com mais 

parâmetros e mais dados. Isso permite experiências com diferentes abordagens de 

manipulação, uma vez que os resultados dos modelos são adquiridos mais 

rapidamente do que era anteriormente. A partir deste capítulo, pode-se ver como a 

FAC e a FACP podem ser usadas para encontrar o período de sazonalidade. Desta 

forma é possível determinar quantas sazonalidades diferentes a série temporal é 

composta. Se houver mais de uma sazonalidade, será necessário pré-processar até 

restar no mínimo apenas uma sazonalidade, pois existe um modelo que pode 

representar uma série temporal sazonal. A FAC e a FACP podem ser usados para 

determinar os parâmetros do modelo AR e MA, embora não possam ser usados para 

encontrar os parâmetros de modelos mais complexos. A alternativa é usar o processo 

de Grid Search. O processo de Grid Search discrimina os modelos com baixos erros 

de previsão dos modelos com altos erros de previsão. Em outras palavras, a lista de 
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modelos, retornados do Grid Search, é uma coleção de modelos overfitted, e ótimos 

que, posteriormente, precisam ser avaliados para separar o modelo ótimo dos 

overfitted.  
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3 Conjuntos de dados de previsão e conjunto de dados 

auxiliares 

3.1 Introdução 

Com o aumento da capacidade de armazenamento e o aumento do 

desempenho dos computadores, é possível reunir mais dados com uma taxa de 

amostragem maior. Para garantir que o uso de dados auxiliares como preditores 

sejam úteis, tais dados devem apresentar algum grau de relação com os dados de 

previsão. Nesta seção, será explicado como os dados auxiliares foram avaliados, no 

sentido de descobrir quais deles poderiam descrever satisfatoriamente os dados de 

previsão. 

Neste capítulo, encontra-se uma descrição das variáveis de previsão e das 

variáveis preditoras auxiliares. É informado a origem dos dados coletados, a taxa de 

amostragem e o intervalo temporal dos mesmos. Outra questão abordada neste 

capítulo trata da execução das técnicas de pré-processamento para garantir que as 

séries temporais respeitem os requisitos dos modelos. Para uma determinada 

característica na série temporal, há uma abordagem apropriada para isolar as 

características determinísticas da série temporal. 

3.2 Variáveis de previsão 

As ferramentas aqui desenvolvidas podem ser utilizadas para qualquer 

empresa transmissora da Alemanha, uma vez que é obrigatório a disponibilidade 

destes dados. A Amprion GmbH, um operador de sistema de transmissão (OST) 

baseado em Dortmund, é uma das quatro empresas de transmissão existentes na 

Alemanha. As empresas de transmissão, atuam na operação da rede de transmissão 

garantindo que a rede opere de forma segura, confiável sem abrir mão da eficiência 

energética. A área de controle da Amprion é visualizada na Figura 11. Quatro 

conjuntos de dados da Amprion foram usados para criar os modelos estatísticos de 
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previsão. Os conjuntos de dados utilizados são geração fotovoltaica, geração eólica, 

carga e carga vertical que variam de 01/01/2011 a 31/12/2016 com uma taxa de 

amostragem de 15 minutos. Em fevereiro de 2019, foi medido que a geração 

fotovoltaica teve uma capacidade instalada de 10343 MW e a geração eólica onshore 

teve uma capacidade instalada de 10330 MW. Tanto a geração fotovoltaica quanto a 

geração eólica podem ser encontradas no site da Amprion (AMPRION, 2019) e 

representam a quantidade total de potência fotovoltaica e eólica em MW da área de 

concessão da Amprion. A carga e a carga vertical estão também disponíveis ao 

público e podem ser obtidas na Plataforma Europeia de Operadores de Redes de 

Transporte de Eletricidade (ENTSO-E). (entsoe). A carga vertical é a soma, positiva 

ou negativa, de toda a energia transferida da rede de transmissão para a rede de 

distribuição através dos transformadores. A Tabela 3 apresenta um resumo de todas 

as variáveis usadas para a previsão. 

Tabela 3: Variáveis usadas nas previsões. 

Variáveis Fonte Resolução Extensão 

Geração solar Site da Amprion 15-minutos 
01/01/2011-

31/12/2016 

Geração eólica Site da Amprion 15-minutos 
01/01/2011-

31/12/2016 

Carga 
Plataforma  

Entsoe 
15-minutos 

01/01/2011-

31/12/2016 

Carga vertical 
Plataforma  

Entsoe 
15-minutos 

01/01/2011-

31/12/2016 
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Figura 11: Área de controle da Amprion em roxo 

 

Fonte: Amprion (2019) 

3.2.1 Variáveis auxiliares 

O Deutscher Wetterdienst (DWD) é o uma empresa meteorológica alemã, que 

monitora o clima e as condições meteorológicas e fornece serviços meteorológicos 

para o público em geral. O DWD oferece acesso gratuito aos dados climáticos através 

do Centro de Dados Climáticos (CDC). O CDC permite acesso via servidor FTP, onde 

os dados são atualizados automaticamente ou por download direto do servidor CDC. 

Globalmente, o DWD opera mais de 3000 estações meteorológicas, onde em território 

alemão existem 179 estações. Uma lista de todas as condições meteorológicas, com 
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localização, altitude e outras características, pode ser encontrada no site da DWD. 

(Deutscher Wetterdienst). 

Usando as coordenadas geográficas dos transformadores da Amprion e as 

coordenadas geográficas das estações meteorológica DWD (Deutscher 

Wetterdienst), foi possível definir um critério de proximidade para definir quais 

estações meteorológicas estão localizadas dentro da área de controle da Amprion. 

Deste total, 39 das 179 estações meteorológicas na Alemanha foram selecionadas, 

por estarem na área de concessão da empresa de transmissão. De cada estação 

meteorológica, os seguintes dados históricos com uma resolução de 1 hora foram 

adquiridos. A Tabela 4 descreve as informações gerais sobre as variáveis auxiliares. 

Tabela 4: Estrutura das variáveis preditoras. 

Variável Fonte Resolução Extensão 

Irradiação solar DWD 60-minutos 
01/01/2011-

31/12/2016 

Temperatura DWD 60-minutos 
01/01/2011-

31/12/2016 

Umidade DWD 60-minutos 
01/01/2011-

31/12/2016 

Precipitação DWD 60-minutos 
01/01/2011-

31/12/2016 

Velocidade do 

vento 
DWD 60-minutos 

01/01/2011-

31/12/2016 

Direção do vento DWD 60-minutos 
01/01/2011-

31/12/2016 

Um procedimento de interpolação foi aplicado nos dados meteorológicos, a fim 

de manter a mesma resolução de 15 minutos, conforme visto nas variáveis elétricas 

adquiridos no site da Amprion. 
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3.3 Preparação de variáveis para respeitar os critérios dos 

modelos 

Antes de fornecer a série temporal para os modelos, é necessário realizar a 

manipulação da série temporal para garantir que respeitam os requisitos corretos 

propostos na abordagem estatística. A primeira etapa de preparação de dados é a 

remoção de outliers. Um outlier é uma observação que se desvia significativamente 

da média da amostra. Os outliers podem ser oriundos de um erro de medição ou 

podem ser uma observação genuína de valores extremos. Existem vários métodos 

para facilitar a descoberta de outliers; as mais simples contam com métodos de 

visualização. Dois gráficos diferentes foram usados para encontrar os outliers, o 

gráfico de distribuição e o boxplot como mostrado na Figura 12. 

Figura 12: Gráfico de distribuição e boxplot do conjunto de dados de carga. 

 

O boxplot é usado para verificar graficamente quais das observações estão fora 

do intervalo do quartil inferior e superior. O gráfico de distribuição é usado para se ter 

uma ideia de quão numerosos os outliers são estatisticamente - um outlier que é 

estatisticamente numeroso pode ser um valor real. Depois de encontrar os outliers, 

outra decisão importante a fazer é como substituir os outliers por valores razoáveis. 

Se os outliers forem isolados entre duas observações válidas, uma simples 

interpolação poderá ser feita. Em casos em que muitos outliers são agrupados, as 

informações de tendência e sazonalidade são usadas para substituir os outliers. 
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Figura 14 representa a dependência do conjunto de dados das estações do ano.   

Figura 14: Sazonalidade de séries temporais fotovoltaicas 

 

O conjunto de dados restante é então modelado usando uma função 

determinística e sazonalmente dependente. A Figura 15 apresenta a multiplicação da 

função de tendência anual com a função sazonal e como ela se relaciona com o 

conjunto de dados original em uma forma visual. 

Figura 15: Multiplicação de tendência com sazonalidade sobreposta à série temporal original 
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A série temporal fotovoltaica original é então dividida pela função que modela a 

tendência e a sazonalidade juntas. O resultado do processo é mostrado na Figura 16. 

Figura 16: Séries temporais fotovoltaicas sem tendência e sem sazonalidade anual 

 

Através de uma inspeção visual, pode-se ver que as séries temporais ao longo 

dos anos não mostram uma tendência crescente e uma sazonalidade anual bem 

pronunciada. Ao ampliar a imagem, a sazonalidade diária pode ser observada, como 

mostra a Figura 17. 
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Figura 17: Série temporal fotovoltaica de sazonalidade diária 

 

Não é necessário realizar uma remoção de sazonalidade diária, uma vez que 

existe um modelo que pode atender esta situação, o modelo SARIMA (X). Ao traçar a 

função de auto correlação, conforme ilustrado na Figura 18, pode-se ver os picos da 

função de auto correlação. Isso mostra que ainda há um forte componente sazonal na 

série temporal; - com o seu pico em múltiplos de 96, o número de amostras por dia, 

quatro amostras por hora em um período de 24 horas. 
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Figura 19: Séries temporais de geração de energia eólica com sua respectiva tendência 

 

A série temporal de geração eólica original foi então dividida pela tendência 

anual, a fim de remover a influência da crescente oferta de turbinas eólicas. Na Figura 

20, o conjunto de dados residual resultante e a velocidade média do vento de todas 

as estações meteorológicas nas áreas de controle da Amprion são mostradas. 

Figura 20: Similaridades entre os dados de velocidade média do vento exógeno e a série temporal de 

geração eólica resultante 
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Figura 23:A sazonalidade anual do conjunto de dados de carga se sobrepõe à série temporal da 
carga 

 

A série temporal restante possui uma forte sazonalidade semanal. Essa 

sazonalidade está relacionada aos hábitos das pessoas, por exemplo, o hábito 

semanal da maioria das pessoas de acordar por volta das 7h da manhã, almoçar por 

volta das 12h e ir para casa. por volta das 18h nos dias de trabalho, já no fim de 

semana acorda-se mais tarde e almoça-se mais tarde. Para remover a influência da 

sazonalidade semanal, um processo de diferenciação é realizado usando a duração 

da sazonalidade semanal (ou seja, 672 defasagens), que corresponde ao período de 

uma semana. A Figura 24 mostra a sazonalidade semanal junto com a carga média 

semanal. A carga semanal média é a média dos valores de todos os padrões de carga 

semanais observados em todo o conjunto de dados de carga. 
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Figura 24: Comparação do conjunto de dados de carga quando sua sazonalidade anual foi removida 

com o padrão de sazonalidade da carga semanal. 

 

A subtração de séries temporais com as mesmas séries temporais defasadas 

em uma semana produz as séries temporais resultantes que não mostram uma 

sazonalidade semanal. O conjunto de dados residual é apresentado na Figura 25. 

Figura 25: Série temporal residual da carga 
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Figura 28: A sazonalidade anual da série temporal de carga vertical sobreposta à série temporal da 

carga vertical. 

 

A série temporal restante tem uma forte sazonalidade semanal. Para remover 

essa sazonalidade, é realizado um processo de diferenciação. Para remover a 

sazonalidade semanal, a série temporal remanescente é subtraída por si própria, com 

672 passos de defasagem, o que corresponde a uma semana. A Figura 29 mostra a 

série temporal residual. 

Figura 29: Séries temporais de carga restante 
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Ao olhar o gráfico FAC na Figura 30, fica claro que o dia atual tem uma 

dependência nos dias anteriores e também na semana anterior, uma vez que o pico 

negativo ocorre no intervalo 672. 

Figura 30: FAC dos resíduos da série temporal da carga vertical 

 

3.8 Seleção de dados exógenos como preditores 

Um preditor exógeno auxiliar é útil quando tem relação com a variável de 

previsão. Para inferir quais preditores têm uma relação mais forte com as variáveis de 

previsão, uma análise da correlação das variáveis de previsão, com a tendência 

removida, com relação às variáveis preditoras auxiliares é realizada. As variáveis de 

previsão sem tendência anual são usadas para essa análise, uma vez que o aumento 

da capacidade de geração fotovoltaica e eólica não se relaciona a nenhuma condição 

climática descrita no conjunto de dados dos preditores. A medida de correlação é um 

número entre -1 e 1. Quanto maior a magnitude absoluta da correlação, maior é o 

vínculo entre o preditor e as variáveis de previsão. O resultado da análise é mostrado 

na Figura 31. 
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Figura 31: Mapa de calor mostrando a correlação dos valores previstos em relação à média de cada 

preditor 

 

A partir da análise da correlação é possível verificar que a geração fotovoltaica 

está fortemente correlacionada com a irradiação solar média, e com um grau de 

correlação menor, com a umidade média. A partir da análise também é possível 

verificar que a geração eólica está fortemente relacionada à velocidade média do 

vento, mas não fortemente relacionada com a direção do vento. 

3.9 Conclusão 

Tanto o gráfico da FAC quanto o da FACP são úteis para encontrar a 

sazonalidade no conjunto de dados e quantos períodos diferentes de sazonalidade a 

série temporal possui. A manipulação de dados de pré-processamento foi capaz de 

descrever os componentes de tendência e os componentes de sazonalidade com 

funções determinísticas. Essas funções determinísticas serão usadas para reconstruir 

os conjuntos de dados de previsão após uma previsão ser feita usando a parte residual 

da série temporal. De cada estágio do pré-processamento, o gráfico FACP e FAC 

poderia ser realizado para dar uma dica caso os componentes sazonais ou de 

tendência foram removidos. O conjunto de dados fotovoltaicos, o conjunto de dados 

de carga e o conjunto de dados de carregamento vertical tiveram seu componente 

sazonal modelado. O componente sazonal de vento não foi modelado, pois a 

sazonalidade anual da geração eólica não é muito pronunciada. A análise de 

correlação dos preditores em relação às variáveis de previsão indica que existe a 
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maior correlação entre a geração fotovoltaica e a irradiação solar média, bem como 

com a umidade média. Outra correlação considerável existe entre a geração eólica e 

a velocidade média do vento. Como resultado da Figura 31, a irradiação solar será 

utilizada como um preditor auxiliar para a geração fotovoltaica. A velocidade do vento 

será usada como um preditor auxiliar para a geração eólica. Tanto a carga quanto a 

carga vertical não mostram uma correlação muito intensa com quaisquer preditores. 

Portanto, para geração fotovoltaica e geração eólica, a família SARIMAX de modelos 

será usada, enquanto que para carga e carga vertical, o modelo da família ARMA será 

usado.  
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4 Desenvolvimento de modelos 

4.1 Introdução 

Este capítulo discute sobre a abordagem aplicada para encontrar o melhor 

método de previsão. Após os dados de previsão serem pré-processados, a parte 

residual deve ser aplicada ao modelo apropriado. Uma vez que a partir do gráfico FAC 

e FACP não é possível atribuir o modelo apropriado, uma coleção de modelos 

prováveis é designada para teste, isto é descrito como o processo de Grid Search. 

Depois de coletar os melhores modelos de previsão, ou seja, os que apresentam 

menores erros, é necessário separar o modelo ótimo dos modelos overfitted. Esse 

estágio, é chamado de validação cruzada. Este capítulo descreve detalhadamente o 

procedimento de Grid Search e validação cruzada, os resultados destes 

procedimentos e como eles foram implementados. 

4.2 Implementação de métodos estatísticos para previsão de 

séries temporais 

Os métodos estatísticos de previsão foram desenvolvidos usando a linguagem 

de programação Python. A linguagem de programação Python é uma linguagem de 

programação de propósito geral (não específico) de alto nível que vem crescendo em 

popularidade nos últimos anos devido ao seu uso em computação científica, data 

mining, e machine learning. O Spyder é uma plataforma IDE (ambiente de 

desenvolvimento integrado) de código aberto onde os códigos são escritos. 

A linguagem de programação Python permite que o usuário usufrua de diversos 

pacotes e bibliotecas. Esses pacotes são códigos que possuem uma funcionalidade 

específica e podem ser instalados gratuitamente. Algumas das bibliotecas mais 

importantes utilizadas com sua respectiva funcionalidade estão listadas na Tabela 5. 
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um computador que não permitisse multiprocessamento. Os parâmetros usados no 

Grid Search são apresentados na Figura 33. 

Figura 33: Parâmetros usados no processo de Grid Search em uma forma de laço for. 

 

Com relação ao Grid Search no que tange a geração eólica, duas diferentes 

séries temporais foram utilizadas. A série temporal de geração eólica sem a tendência 

anual e série temporal de geração eólica sem a tendência anual filtrada. A tendência 

anual é retirada devido à matriz velocidade de ventos não apresentar esta tendência 

de crescimento. Com relação aos dados exógenos, utilizou-se a velocidade do vento, 

a média da velocidade do vento e a velocidade do vento das estações selecionadas 

com base na correlação com a série temporal de geração eólica. Com os diferentes 

períodos de tempo para o treinamento do modelo, foi possível criar 6912 modelos. 

Como este modelo não inclui sazonalidade anual, cada iteração levou no máximo um 

minuto, exigindo cerca de 5 dias se realizado em computadores que não suportam 
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Figura 35: Flowchart da configuração de walk forward para achar o melhor modelo 

 

4.3 Modelo de previsão de carga vertical 

Prosseguindo com a análise para encontrar o melhor modelo geral de 

desempenho, o processo de validação cruzada é realizado com base nos melhores 

modelos de desempenho do estágio do Grid Search. A Tabela 8 apresenta uma lista 

dos melhores modelos de desempenho para previsão de carga vertical. 
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4.6 Modelo de previsão de geração eólica 

Com respeito aos modelos de previsão de energia eólica a Tabela 14 mostra 

os modelos com menores erros de acordo com o processo de Grid Search  

Tabela 14: Coleção dos modelos de previsão de geração eólica oriundo do processo de Grid Search  

 

O processo de validação cruzada é então realizado para separar o modelo 

ótimo dos modelos overfitted. O resultado da validação cruzada é mostrado na Tabela 

15. 
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5 Resultados de previsão 

5.1 Introdução 

Neste capítulo, a previsão de cada conjunto de dados é realizada usando os 

melhores modelos obtidos com o processo de Grid Search e validação cruzada. A 

previsão é feita com um horizonte de previsão de 8 horas à frente e 1 dia à frente. O 

erro de previsão é medido com a métrica de erro RMSE e com o erro de porcentagem 

média. É realizada uma medição de erro média relacionada ao afastamento da 

previsão a partir do tempo real. 

5.2 Resultados da previsão de carga 

5.2.1 Múltiplas previsões de 8 horas 

Para recuperar informações estatísticas do desempenho do modelo, são feitas 

200 previsões de carga. As previsões foram compostas por uma previsão de um único 

passo de 8 horas, feita com o modelo ARMA (1,3) estabelecido com o processo de 

Grid Search e validação cruzada. A Figura 36 mostra a previsão múltipla de 8 horas 

para o futuro, composta de 32 valores cada, variando de 29/07/2016 das 7:00 às 

31/07/2016 às 16:45 mostradas em azul. A curva laranja corresponde ao conjunto de 

dados de carga original. 

O erro RMSE da previsão múltipla de 8 horas é calculado para essas 200 

previsões. Após, a média do RMSE é calculada a partir do final dos dados de 

treinamento. A Figura 37 mostra o aumento médio do erro RMSE de acordo com o 

quão longe a previsão se encontra do tempo real. 

A Figura 38 mostra a média do erro percentual, com o afastar da previsão do 

tempo real. Isso é útil para mostrar como o erro está relacionado à magnitude da 

carga. 
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Figura 36: 200 previsões de carga de 8 horas 

 

Figura 37: Crescimento do erro RMSE para o conjunto de dados de carga com o aumento do 
horizonte de previsão até no máximo 8 horas 
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Figura 38: Crescimento do erro percentual médio de carga com o aumento do horizonte de previsão 
até no máximo 8 horas 

 

5.2.2 Múltiplas previsões de 24 horas pro futuro 

A previsão de 24 horas, composta por uma única previsão de 96 valores para o 

conjunto de dados de carga é mostrada na Figura 39. A curva múltipla azul representa 

a previsão de carga e a curva laranja representa o conjunto de dados de carga original; 

nesta figura existem 200 previsões. 

Seguindo o mesmo procedimento da previsão de oito horas em várias etapas, 

o RMSE é calculado e é calculada a média do RMSE a medida que a previsão se 

afasta do tempo real, conforme mostrado na Figura 40. 

O gráfico do erro percentual médio em relação à distância de previsão do 

conjunto de dados de treinamento de carga é mostrado Erro! Fonte de referência n

ão encontrada.. 
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Figura 39: 200 previsões de carga de 24 horas para o futuro 

 

Figura 40: Crescimento do erro RMSE para o conjunto de dados de carga com o aumento do 
horizonte de previsão até no máximo 24 horas 
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Figura 1: Crescimento do erro percentual médio de carga com o aumento do horizonte de previsão 
até no máximo 24 horas 

 

5.3 Resultados da previsão de carga vertical 

5.3.1 Múltiplas previsões de 8 horas 

Figura 42 ilustra a previsão múltipla de oito horas de carga vertical, composta 

de 32 valores de previsão cada, variando de 29/07/2016 às 7:00 às 31/07/2016 às 

16:45 mostradas em azul., neste caso, 200 previsões foram realizadas. A curva laranja 

representa o conjunto de dados de carga verticais original. 

O erro RMSE entre as previsões e os dados originais é então computado, a 

medida que a previsão se afasta do tempo real. O resultado de 200 previsões é 

mostrado em Figura 43 

Figura 44 apresenta o erro percentual médio em relação ao aumento do 

horizonte temporal de previsão, sendo o horizonte máximo 8 horas. 
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Figura 41: 8 horas de previsão da carga vertical  

 

Figura 42: Crescimento do erro de RMSE para o conjunto de dados de carga vertical com o aumento 
do horizonte de previsão até no máximo 8 horas 
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Figura 43: Crescimento do erro percentual médio da carga vertical com o aumento do horizonte de 
previsão até no máximo 8 horas 

 

5.3.1 Múltiplas previsões de 24 horas pro futuro 

Figura 44 apresenta a previsão de múltiplas etapas de carga vertical de 24 

horas feita com ARMA (3,1, 'c') junto com o conjunto de dados de carga vertical 

original. Figura 45 representa o erro RMSE entre as previsões e os dados originais 

com relação com o aumento do horizonte de previsão. Figura 46 apresenta o erro de 

porcentagem média com o aumento do horizonte de previsão em relação ao tempo 

real. 
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Figura 44:Multiplas previsões de 24 horas da carga vertical junto com a carga vertical original 

 

Figura 45: Crescimento do erro RMSE para o conjunto de dados de carga vertical com o aumento do 
horizonte de previsão até no máximo 24 horas a partir do tempo real 
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Figura 49 representa o gráfico do erro percentual médio com o aumento do 

horizonte de previsão até no máximo 8 horas a partir do tempo real  

Figura 47:100 múltiplas previsões de 8 horas para a geração fotovoltaica com o conjunto original 

 

Figura 48: Crescimento do erro RMSE para a geração fotovoltaica com o aumento do horizonte de 
previsão até no máximo 8 horas a partir do tempo real 
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Figura 49: Crescimento do erro médio percentual para a geração fotovoltaica com o aumento do 
horizonte de previsão até no máximo 8 horas a partir do tempo real 

 

5.4.1 Múltiplas previsões de 24 horas pro futuro 

com o aumento do horizonte de previsão a partir do tempo real. 

Figura 50 apresenta múltiplas previsões de geração fotovoltaica de 24 horas 

juntamente com o conjunto de dados fotovoltaicos original. Aqui, pode-se ver a 

influência do vetor binário perto dos momentos em que o sol nasce ou quando o sol 

se põe. 

Figura 51 retrata o crescimento médio do erro RMSE com o aumento do 

horizonte de previsão até no máximo 24 horas a partir do tempo real  

Seguindo o mesmo padrão de representação de dados,Figura 52 exibe a 

previsão do erro percentual médio a partir de 24 horas com o aumento do horizonte 

de previsão a partir do tempo real. 
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Figura 50: Múltiplas previsões de 24 horas para o futuro para a geração fotovoltaica 

 

Figura 51: Crescimento do erro RMSE das previsões de geração fotovoltaica com o aumento do 
horizonte de previsão de até 24 horas 
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Figura 52: Crescimento do erro percentual médio das previsões de geração fotovoltaica com o 
aumento do horizonte de previsão de até 24 horas 
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Figura 54: Crescimento do erro RMSE das previsões de geração eólica com o aumento do horizonte 
de previsão de até 8 horas 

 

Figura 55: Crescimento do erro percentual médio das previsões de geração eólica com o aumento do 
horizonte de previsão de até 8 horas 

 

5.5.1 Múltiplas previsões de 24 horas pro futuro 

para as múltiplas previsões de até 24 horas de geração eólica  
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Figura 56 apresenta múltiplas previsões de 24 horas de geração eólica em 

conjunto com a geração eólica original. 

Figura 57, apresenta o crescimento médio do erro RMSE com o aumento do 

horizonte de previsão em até 24 horas  

Figura 58 mostra a previsão do erro percentual médio para as múltiplas 

previsões de até 24 horas de geração eólica  

Figura 56: 200 múltiplas previsões de 24 horas de geração eólica  
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Figura 57: Crescimento do erro RMSE para previsões de 24 horas de geração eólica 

 

Figura 58: Crescimento do erro percentual médio para previsões de 24 horas de geração eólica  
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6 Conclusão 

O presente trabalho é motivado segundo a afirmativa de que o aumento das 

incertezas das condições da rede, trazidas pelo crescimento de fontes renováveis, vê 

em previsões estatísticas, uma forma de definir um possível e provável estado da rede. 

A criação de modelos de previsão de geração fotovoltaica, geração eólica, carga e 

carga vertical utilizando para isso dados históricos criando assim uma ferramenta para 

uso na operação do sistema de potência. 

A previsão de carga apresentou o melhor desempenho dentre as variáveis de 

previsão. O erro permaneceu relativamente constante entre 1,4% e 1,8% entre 5 horas 

e 24 horas. Para uma previsão com menos de 5 horas, o erro foi ainda menor. Outra 

previsão de bom desempenho foi a carga vertical, que também mostrou um erro de 

previsão relativamente constante com o afastar do tempo real. O erro percentual para 

a carga vertical variou entre 4% e 6% entre 5 e 24 horas. Tanto a série temporal de 

carga como a carga vertical, após a manipulação, apresentavam características bem 

próximas a estacionariedade.  

Quanto ao modelo de previsão de geração fotovoltaica, o erro de previsão 

percentual apresentou um aumento constante com o afastar do tempo real. Também 

foi necessário usar um vetor binário para corrigir a previsão de geração fotovoltaica 

em horários onde era impossível ter geração fotovoltaica. Modelos estatísticos não 

são os mais recomendados para a previsão de geração fotovoltaica pelo fato desta 

série temporal apresentar não linearidades.  

Referente à geração eólica, o erro percentual tende a se estabilizar em algum 

momento, visível através da aproximação de uma linha reta no gráfico de erro 

percentual, porém, após alguns períodos, o erro aumenta novamente. Esse 

comportamento ocorre devido à diminuição da magnitude da geração eólica original, 

que na fórmula da porcentagem é o denominador. Assim, um denominador menor 

mostra um aumento no erro percentual. O modelo de previsão de geração eólica 
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poderia ser melhorado utilizando um modelo estatístico que pode abordar a 

volatilidade na série temporal, como os modelos GARCH ou EGARCH. 

Uma desvantagem dos modelos estatísticos é o fato de que não levam em 

consideração a ocorrência de feriados para a previsão de carga e carga vertical. Os 

métodos estatísticos de previsão não são apropriados para modelar a presença de 

feriados devido a não linearidade. Uma maneira possível de contornar este problema 

é através do uso de métodos não lineares tais como métodos de machine learning. 

Ao avaliar os resultados da previsão, fica clara a importância de aproximar os 

conjuntos de dados das características de estacionariedade, uma vez que as 

previsões de melhor desempenho tinham os conjuntos de dados de entrada para os 

modelos com características mais próximas dos requisitos de estacionariedade. 
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