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Resumo

Este trabalho apresenta urn estudo sobre a classificacdo de imagens digitais
atraves da textura com o auxilio de redes neurais. Sdo utilizadas tecnicas e conceitos de
duas areas da Informatica: 0 Processamento de Imagens Digitais e a Inteligencia
Artificial. Sdo apresentados os principais tOpicos de processamento de imagens, as
principais aplicacOes em tarefas industriais, reconhecimento de padrOes e manipulacdo
de imagens, os tipos de imagem e os formatos de armazenamento. Sdo destacados os
atributos da imagem. a textura e sua quantificacdo atraves da matriz de coocorrencia dos
niveis de cinza. Tambem apresenta-se alguns sistemas computacionais dispornveis para
processamento de imagens. Na area de Inteligencia Artificial, o enfoque é para tecnicas
computacionais inteligentes, mais especificamente as Redes Neurais. E feita uma breve
apresentacdo da area. incluindo seu histOrico e suas principais aplicacOes. As redes
neurais sdo classificadas quanto ao tipo de treinamento, a regra de aprendizado,
topologia da rede e quanto ao tipo de interconexdo dos neurOnios. 0 modelo BPN
(BackPropagation Network) é visto corn maior detalhe, visto ser utilizado na
implementacdo do sistema IMASEG (Sistema para Classificacdo de Imagens) que faz
parte desse trabalho. 0 BPN é descrito quanto ao seu funcionamento, a forma de
aprendizado e as respectivas equacOes utilizadas. 0 sistema IMASEG foi desenvolvido
corn o objetivo de implementar as tecnicas propostas para a classificacdo de imagens
utilizando textura e redes neurais. Seu funcionamento e algoritmos utilizados sdo
detalhados e ao final, apresenta-se os resultados obtidos com a respectiva analise.

A classificacdo de imagens e uma das principais etapas no processamento de
imagens digitais. Dado urn conjunto de classes e urn padrdo apresentado como entrada
para o sistema, o problema consiste em decidir a que classe o padrdo pertence. Deve
haver a alternativa de rejeicdo do padrao. Podemos extrair da imagem atributos
espectrais, espaciais e de contexto. Por serem mais facilmente quantificaveis, a maioria
dos sistemas tradicionais utiliza apenas atributos espectrais para caracterizar uma
imagem. Essa abordagem é muito utilizada em imagens multiespectrais. Entretanto,
utilizando apenas atributos espectrais, ndo se obtem uma informacdo completa sobre a
imagem, pois nab sdo levados em consideracdo as relacOes espaciais entre seus pixels,
bem como a forma de objetos. A textura, atributo espacial, é ainda pouco utilizada, visto
que tern origem na sensacdo visual causada pelas variacOes tonais existentes em uma
determinada regido da imagem, tornando dificil sua quantificacdo. Neste trabalho, é
feito um estudo sobre a utilizacdo dos atributos espaciais da imagem no seu
processamento. E feita uma analise do comportamento de cinco deles: media, desvio-
padrao, uniformidade, entropia e contraste, todos extraldos de janelas pertencentes
uma classe. A uniformidade, entropia e contraste provem da matriz de coocorrencia dos
niveis de cinza. Atraves do calculo do valor desses atributos em diversas imagens,
constata-se que existem algumas importantes relacOes entre eles.

A partir da analise dos diferentes modelos de redes neurais e das diversas formas
de quantificar a textura de uma imagem, e proposto urn sistema computacional com o
objetivo de classificar imagens. Esse sistema faz o processamento das imagens atraves
de uma janela mOvel. 0 usuario deve escolher o tamanho para a janela: 3x3, 5x5 ou 7x7
pixels. Essa escolha ira depender do tipo e da granularidade da textura que a imagem
contern. Em seguida, utilizando a janela, deve selecionar amostras representativas de
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cada textura (classe) presente na imagem que se deseja classificar. 0 sistema entdo,
encarrega-se de treinar a rede neural utilizando as amostras selecionadas pelo usuario.
Para realizar o treinamento, é necessario encontrar uma forma de mapear os dados da
realidade para a rede neural. Essa tarefa nem sempre é trivial. Nesse sistema, sdo
propostas duas abordagens para realizar essa tarefa. Na primeira, o mapeamento e feito
atraves do calculo das feicOes da media, desvio-padrao e uniformidade, sendo esse
Ultimo obtido da matriz de coocorréncia. Essas feicOes, apOs urn escalonamento para a
mesma faixa de valores, serdo os parametros de entrada para a rede neural. Na segunda
abordagem, o mapeamento e direto, ou seja, o valor de cada pixel, apOs o
escalonamento. corresponde a uma entrada da rede neural. ApOs a etapa de treinamento,
a imagem é processada por inteiro, fazendo-se uma varredura com a janela, gerando
como saida uma imagem tematica na qual cada tema representa uma das texturas
existentes na imagem original.

Para testar o sistema IMASEG, foram geradas varias imagens sinteticas corn 256
niveis de cinza. Deste total, foram selecionadas 6 imagens para serem apresentadas
nesse trabalho. Elas sac) representativas das diversas situagOes que podem ocorrer em
relacdo aos valores da media, desvio-padrao e uniformidade. Cada imagem original é
processada pelas duas abordagens, gerando duas imagens de saida. E feita uma analise
quantitativa e qualitativa dos resultados obtidos, apontando-se as provaveis causas de
sucessos e problemas encontrados. Conclui-se que a classificacao por textura atinge o
objetivo proposto e e muito ntil no processamento de imagens, levando-se em
consideracdo os bons resultados obtidos.

Palavras-chave: Processamento de imagens, Textura, Matriz de Coocorrencia, Redes
Neurais, Rede Neural Backpropagation.
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TITLE: "Classification of di gital images through texture with the aid of neural
networks"

Abstract

This paper is a study about the classification of digital images through texture
with the aid of neural networks. The techniques and concepts from the field of
Computer Science employed are: Di gital Images Processing and Artificial Intelligence.
The focus in Image Processing is on its main application in industrial tasks. pattern
recognition and image manipulation, the types of images and the storing formats. The
specific aspects analyzed are image attributes, texture and its quantification through the
Coocurrence Matrix. Several available computing systems for image classification are
presented.	 In Artificial Intelligence, the attention is concentrated on intelligent
computational systems, more specifically on the neural networks which are briefly
introduced. The subject's historical data and its main application are also addressed. The
neural networks are classified according to the type of training, the learning rules, the
network topology and the interconnection of neurones. The BPN model (Back
Propagation	 Network) is examined more closely since it is employed in the
implementation of the IMASEG system (classifying images system) which is part of this
study. The BPN system is described in according to its functioning capacities, the
learning method and the respective equations utilized. The IMASEG system was
developed with the specific aim of implementing the techniques of image classification.
Throughout the paper, the system's operation and related algorithms are presented to the
reader, as well as the results obtained and the analysis performed provided in the end of
the paper

The image classification is one of the principal steps for the processing of digital
images. It consists to decide of which class the pattern belong. It can refuse the pattern.
We can extract spectral, spatial and contextual image's attributes. Because they are
easily quantified, a major part of the traditional systems of image processing employ
only the spectral attributes to work the images and are, therefore, extensively used in the
processing of multispectral images. However, the exploration of ima ges through spectral
attributes is	 not enough to provide a complete recognition of the image since
information such as spatial relations among its pixels as well as the form of objects are
not taken into consideration. The use of image processing with spatial attributes is also
considered in this paper. Texture is still not a commonly employed attribute. This is due
to the fact that its based on visual sensation which is produced by the existing tonal
variations of a specific image region, making its quantification a difficult task to
perform. A behavior analysis of the spatial attributes under consideration in this paper
are the following: mean, standard deviation, uniformity, entropy and contrast. These five
attributes were all taken from windows belonging to a single class. Uniformity, entropy
and contrast are issued from the gray level coocurrence matrix. Via a calculation of the
value of these attributes is observed that there is an important relationship among them.

This paper proposes a system of image classification based on the analysis of
different models of neural networks and also through the analysis of the diverse ways of
quantifying the texture of an image. This system performs the image processing through
a shifting window. Then, the user must choose the window's size from among the
following dimensions: 3x3, 5x5 or 7x7 pixels. The choice will vary depending on the
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type and on the image's texture granularity. The selection of meaningful samples of
each texture (class) present in the image one wishes to classify is the next step in the
process. The system, then, is in charge of training the neural networks by applying the
user's selected samples. In order to perform the training, it is necessary to first establish
a way of mapping the data reality to the neural network, oftentimes a difficult task. In
this system two approaches are proposed for the execution of this task. In the first, the
mapping is done through the calculation of the mean, standard deviation and uniformity
features. The last item is obtained from the coocurrence matrix. After these features
have been scaled to the same value band, they will become the input to the neural
networks. In the second approach, it is expected that the neural network will be able to
extract textures attributes without executing an explicit calculation exercise. After the
training phase, the image is completely processed through a window scanning
generatin g a thematic image as the output onto which each theme will represent one of
the texture's original image.

In order to verify the adequacy of the IMASEG system, several synthetical
graylevel images were created. Of these, 7 images were chosen as objects for this
analysis, representing the various possible situations that might occur in relation to the
average, standard deviation and uniformity. Each original image is processed in
according with these two chosen approaches, thus generating two images as outputs, as
well as a quantitative and qualitative analysis of the obtained results, pointing to the
probable successes and failures generated. The final conclusion is that the classification
through texture partially attains the proposed objectives and can be very useful in the
processing of images, serving as an aid in the traditional classification process.

Keywords: Image processing, Texture, Coocurrence Matrix, Neural Networks,
Backpropagation Network.



1. Introducao

A area de Processamento de Imagens Digitais é interdisciplinar, utilizando
conceitos da informatica, fisica (Otica) e eletreinica e esta adquirindo uma importancia
cada vez maior pois esta se tornando extremamente util em diversas outras areas do
conhecimento como sensoriamento remoto, astronomic, medicina, artes e outros. Seu
objetivo é modificar. analisar e manipular imagens digitais, originalmente analcigicas, a
partir de um computador. A vontade e a necessidade crescente de automatizacdo de
atividades cotidianas evidenciam urn envolvimento crescente das ferramentas de
processamento de imagens em grande ntimero de dorninios. Alguns exempios de
aplicacOes sac.: tarefas industriais (pilotagem de rot* inspecao visual), reconhecimento
de padrOes (imagens, caracteres-OCR, assinaturas) e reconstrucdo tridimensional
(tomografia de ressonancia magn6tica ).

A segmentacdo de uma imagem é urn procedimento pelo qual, a partir de uma
imaaem observada, obtern-se uma nova imagem, onde a cada posicao é atribuido um
dnico rOtulo, entre K possiveis. Pode-se pensar nesses K rOtulos como diferentes cores.
A segmentacao deve tentar identificar (ou rotular) regiOes da imagem onde os pixels
tenham caracteristicas similares. Apesar do porno de partida da segmentacdo ser as
caracteristicas similares do pixel, o que se quer é identificar regiOes ou areas da imagem
que caracterizam urn determinado objeto, ou terra. A classificacao é uma etapa
posterior. onde a cada rOtulo associa-se uma classe. Consideravel esforco tem sido
dedicado a solucdo do problema de reconhecimento e caracterizacdo de objetos
presentes em uma imaaem. Ate a decada de 70, predominou o uso de tecnicas Oticas de
processamento. A partir do inicio dos anon 80, corn os avancos verificados na
microeletrOnica e no desenvolvimento de arquiteturas paralelas de processamento, as
tecnicas digitais passaram a ser mais empregadas. Atualmente, o amadurecimento das
tecnicas computacionais inteligentes, como Sistemas Especialistas, LOgica Nebulosa,
Redes Neurais e Algoritmos Geneticos, tem permitido novas abordagens para esse
problema. As tecnicas inteligentes fazem uso metafOrico dos conceitos, principios e
mecanismos fundamentais dos sistemas naturais, procurando capturar, tanto na teoria
como na pratica, os algoritmos encontrados na natureza. A complexidade do problema
de reconhecimento e de classificacdo de imagens, que dificilmente pode ser abordado
em termos algoritmicos, tern tornado o uso dessas tecnicas cada vez mais freqiiente,
especialmente as Redes Neurais Artificiais.

As Redes Neurais tem se apresentado como uma alternativa aos sistemas
tradicionais de inteligéncia artificial. Uma das suas principais aplicaceies é no
reconhecimento de padreies. Em termos gerais, o reconhecimento de padrOes é a area
que compreende a identificacao ou classificacao de medidas de informacdo em
categorias. Categorias tern a caracteristica de representar entidades ou padrOes de
informacdo que apresentam similaridades. Reconhecimento de padrOes é composto de
urn conjunto de tecnicas e abordagens que sdo usadas de forma integrada na solucdo de
diversos problemas praticos. Nesse contexto, as imagens digitais constituem-se em
grande fonte de pesquisa nessa area. Outros problemas praticos incluem: processamento
e analise de sinais, reconhecimento de voz, face e caracteres, classificacdo e
identificacao de impresseies digitais, diagnose medica, monitoramento e analise de sinais
biolOgicos. As Redes Neurais sdo dispositivos nao-lineares, inspirados na
funcionalidade dos neureinios biolOgicos, aplicados no reconhecimento de padrOes, na
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otimizacdo e na previsdo de sistemas complexos. A habilidade em formar mapeamentos
ndo-lineares torna as redes neurais prOsperas nessas aplicacOes [TRE89]. Redes Neurais
sdo compostas por diversas unidades computacionais paralelas, interconectadas parcial
ou totalmente. Cada uma dessas unidades (neurOnios artificiais) efetua urn certo ntimero
de operacOes simples e transmite seus resultados as unidades vizinhas corn as quais
possui conexdo. Atraves de urn processo de treinamento, as redes neurais passam a ser
capazes de reconhecer padrOes, mesmo que os dados utilizados nesse treinamento sejam
ndo-lineares, incompletos ou ate mesmo contraditOrios. A habilidade de manipular esses
dados imprecisos faz corn que as redes neurais sejam extremamente eficazes em tarefas
onde especialistas nao estao a disposicao ou urn conjunto de regras nab pode ser
facilmente formulado.

Como mencionado, as redes neurais sao cada vez mais utilizadas em
reconhecimento de padrOes. Alguns trabalhos nessa area podem ser citados. Perelmuter
et all utilizaram a rede neural Backpropagation para classificar pecas mecanicas. 0
sistema realiza urn pre-processamento a fim de obter coeficientes de entrada para a rede
neural. Tais coeficientes permitem a diferenciacdo entre diversas imagens e fornecem
invariancia corn relacdo a rotacdo, escalonamento e translaciio. 0 desempenho do
sistema é dependente das condicOes de captura da imagem e de uma avaliacao mais
precisa dos coeficientes relevantes [PER95].

O objetivo principal desse trabalho e o desenvolvimento de um sistema de
processamento de imagens atraves de feicoes de textura da imagem e corn auxilio de
Redes Neurais. A motivacdo inicial desse trabalho foi a constatacdo da necessidade e
utilidade de urn sistema para processar automaticamente imagens onde a textura tern
grande importancia. Um exemplo sdo as imagens medicas, em especial, as do ventriculo
esquerdo do coracao. no qual a textura do interior (sangue) é diferente da textura do
exterior do corayao ( tecido). Em seu trabalho, Sussner propbe urn sistema automatic°
capaz de tracar a borda do coracdo permitindo tambem calcular o seu volume. 0
processo tradicional 6 feito manualmente por urn especialista. Sussner utilizou a matriz
de coocorréncia e uma rede neural, obtendo bons resultados [SUS951. A partir delta
ideia inicial, foram propostas algumas modificacOes para construir urn sistema de
classificacdo de imagens digitais.

Em processamento de imagens, a textura e um atributo ainda pouco utilizado no
reconhecimento de cenas, ja que ela advem da sensacdo visual causada pelas variacOes
tonais existentes em uma determinada redrio da imagem. tornando dificil a sua
quantificacao. A maioria dos sistemas utiliza atributos espectrais da imagem. Neste
trabalho, faz-se urn escudo da potencialidade de classificacao de imagens atraves da
textura.

Os capitulos estdo divididos da seguinte forma:
O capItulo 1 faz uma introducdo do assunto, dando ao leitor uma visa° geral do

trabalho desenvolvido.
No capItulo 2, apresenta-se mais detalhes da area de processamento de imagens.

Esta area é bastante ampla. Foi dado destaque aos t6picos de maior relevancia para a
compreensao do trabalho, como é o caso dos tipos de imagens digitais, as imagens
monocromaticas/multiespectrais e principalmente a textura.

No capitulo 3. 6 feita uma breve descricao da area de Redes Neurais para que o
leitor sem experiéncia nessa area possa compreender como e por que essa tecnica foi
utilizada no sistema desenvolvido. Da mesma forma que a area de processamento de
imagens, essa area tambem é muito ampla e tambem procurou-se direcionar o assunto
para os tOpicos de maior relevancia. A rede BPN (Backpropagation Network) é
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abordada corn mais detalhes pois esse modelo de rede neural é utilizado no sistema
implementado nesse trabalho. Sdo vistos a topologia dessa rede e as equacOes de
aprendizado e propagacdo utilizadas.

A partir do capitulo 4, sao apresentados as propostas originais do autor,
descrevendo corn detalhes o funcionamento do sistema LMASEG, desenvolvido para
avaliar a proposta de classificacdo de imagens usando textura e redes neurais. Esse
sistema foi escrito em linguagem C podendo ser anexado a sistemas mais amplos de
processamento de imagens como por exemplo o sistema IRENE desenvolvido no
Instituto de Informatica.

Os resultados obtidos corn os testes do sistema proposto e a sua analise estdo
descritos no capitulo 5. As conclusOes sao citadas no capitulo 6.

No anexo-Al, sao listados os principais trechos do cOdigo fonte a fim de que os
resultados possam ser repetidos e no final temos a referéncia bibliografica.
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2. Processamento de imagens digitais

2.1 Introduciio

0 processamento de imagens digitais, juntamente corn a computacdo grafica,
pertencem a area de Processamento Grafico. Em linha gerais, o primeiro tem o objetivo
de analisar imagens e padrOes enquanto que o segundo busca sintetizar e visualizar as
mesmas. A area de processamento de imagens nasceu corn a motivacdo criada pelos
programas espaciais da NASA nos EUA na decada de 60 e hoje é uma area
interdisciplinar corn aplicacOes em diversas areas.

2.2 Aplicacifies de processamento de imagens

A importancia da visdo na vida do ser humano é uma evidéncia para cada um de
nos. A vontade e a necessidade crescente de automatizacdo de atividades cotidianas
evidenciam urn envolvimento crescente das ferramentas de processamento de imagens
em urn grande dorninio. Os processos, utilizados para tal, podem variar de acordo corn o
objetivo e a aplicacdo. Abrangem desde uma simples tarefa de melhoramento de
imagens adquiridas, ate atingir a dificuldade de interpretacdo de uma imagem.
AplicacOes de processamento e analise de imagens podem ser classificadas a partir de
criterios como a possibilidade de urn conhecimento previo do contexto ou ndo, a
necessidade de processar em tempo real, etc. A seguir, sdo apresentadas exemplos de
aplicacOes que envolvem tecnicas de processamento de imagens [FAC93] [WAT93].

2.2.1 Tarefas industriais

De forma geral, o desenvolvimento de urn projeto industrial que exija a
utilizacdo de tecnicas de processamento de imagens supOe urn importante conhecimento
inicial do produto (normas de concepcdo, regras de producdo, etc) e exige tecnicas
rapidas para atender processos em tempo real.

-Pilotagem de rob6

Controlar um robO é uma das tarefas que requer rapidez e precis :do. Urn rob6 é
usado para manipular pecas que podem ser ordenadas, ou montadas corn outros tipos de
pecas. Estas podem ja estar acondicionadas em locais previamente conhecidos ou ndo. 0
alvo do rob6, atingido corn auxilio de visao computacional, pode envolver a escolha de
uma peca entre varias outras ou a determinacdo de uma trajet6ria para evitar obstaculos.

-Inspecdo visual

0 controle de qualidade de urn produto é uma tarefa essential no dominio
industrial. 0 processo de inspecdo implica em medir determinadas propriedades de urn
produto, como dimensOes geornetricas, superficies, posted°, orientacdo, etc. Um dos
alvos da visdo computacional consiste em analisar, sem contato corn o produto, os
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defeitos cuja deteccdo seria impossfvel ou muito diffcil por outros metodos. A inspecdo
automatizada, mediante tecnicas de processamento de imagens, possibilita a
quantificacdo de propriedades e coleta de dados sobre o produto que urn inspetor
humano nao é capaz de realizar, pois alem de ser tedioso ou mesmo nao realizavel,
permite uma realimentacao constante e imediata do processo de manufatura.

2.2.2 Reconhecimento de padraes

A exigéncia crescente de informatizacão e automatizacdo de tarefas humanas
repetitivas e/ou cansativas, levou os pesquisadores a desenvolver ferramentas
especificas para atender projetos cujo conhecimento inicial é pobre e/ou incompleto e
onde urn certo grau de inteligéncia é importante. 0 reconhecimento de urn path-do
inscreve-se neste tipo de tarefa. Dentro dos assuntos de pesquisa em reconhecimento de
padrOes, podemos citar:

-Processamento de imagens de satelite.

As informacOes obtidas atraves de imagens de sensoriamento remoto sao de
grande valia para diversas e importantes aplicacOes, entre as quais destacamos a
avaliacdo de desflorestamento, a analise de cobertura vegetal, o suporte a previsao de
safras, a analise de use do solo e o monitoramento ambiental em geral. Atualmente,
grande parte da superficie terrestre encontra-se imageada por satelites, como o Landsat
5-TM (americano) ou o SPOT (francés). No entanto, o grande volume e complexidade
das informacOes geradas tornam o processo de interpretacdo das imagens lento e de alto
custo, quando executado integralmente por foto-interpretes pelo processo manual
tradicional. Neste cenario, a utilizacdo de ferramentas de auxflio a interpretacdo de
imagens é imprescindivel.

-Processamento de imagens mèdicas.

As imagens medicas tambem podem ser processadas em grande escala por
sistemas automaticos. Urn exemplo disso, sdo as imagens de ecocardiograma do
ventriculo esquerdo do coracilo. Detectando a borda do ventriculo, pode-se calcular o
volume do coracao, evitando-se a analise manual sujeita a erros de um especialista.

-Reconhecimento de caracteres (OCR- Optical Character Recognition).

Os recentes progressos nas pesquisas permitem o desenvolvimento de sistemas
de leitura automatica. ja disponfveis no mercado. A dificuldade de uma tal pesquisa
reside no grande ndmero de tipos de letras usados e na necessidade de incluir o
conhecimento sintatico, semantic° e pragmatic° do idioma em questdo. Estes são
problemas abertos nao so em visa) computacional, mas tambern em lingidfstica
computacional. Urn trabalho completo nessa area pode ser encontrado em [OSO91].
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-Reconhecimento de impressOes digitais (AFIS-Automatic Finger-Identification
System).

Esta aplicacdo. cujo interesse para o born funcionamento da sociedade e bastante
pode ser em parte automatizado. A dificuldade do confronto de uma impressao

digital latente corn urn banco de dados reside na fragilidade da informacdo relevante
contida na mesma, nas dificuldades de urn levantamento cuidadoso do fragmento da
impressao, e no tamanho e forma de organizacdo do banco de dados que coloca
restricOes de desempenho no desenvolvimento de sistemas rapidos.

-Reconhecimento de assinaturas.

Possui grande interesse para entidades bancdrias e burocraticas. Mas, a facilidade
que o ser humano tern de mudar sua prOpria assinatura ou falsificar uma assinatura de
outra pessoa tern sido o grande desafio para as pesquisas.

2.2.3 Reconstrucao tridimensional

A constante evolucao do desempenho dos computadores viabiliza a percepcdo
tridimensional do mundo a partir de imagens bidimensionais. A principal aplicacdo
dessa tecnica tambern esta na medicina. Corn o aparecimento da tomografia de
ressonancia magnetica, corn imagens de alta definicao e de nitidez nunca antes atingida
ate agora e corn o aumento da capacidade das mdquinas de armazenamento de imagens e
da resoluclio dos dispositivos graficos, houve uma explosilo do use de imagens na
medicina. Da oftalmologia, passando pela radiologia a ortodontia, o processamento de
imagens auxilia atraves de ferramentas de visualizacdo tridimensionais de diferentes
partes do corpo do ser humano e o desenvolvimento de sistemas de apoio ao diagncistico
medico.

1 .").4 Outros

0 processamento de imagens tambem é utilizado na astronomia em fotometria,
aplicacOes em tempo real, inspecao e calibracdo de imagens.

Outras aplicacOes são encontradas nas areas artisticas e comerciais como
producdo de animacOes, efeitos especiais, digitalizacdo de video, acabamento de
imagens, etc.

2.3 Imagem

Uma imagem pode ser descrita por uma funcao flx,y) da intensidade luminosa,
sendo seu valor, em qualquer ponto de coordenadas espaciais (x,y), proporcional ao
brilho da imagem naquele ponto. Já no caso de uma ima gem que possui informacOes em
intervalos ou bandas distintas de frecitiéricia, é necessario uma funcdo J(x,y) para cada
banda. E o caso de imagens coloridas padrrio RGB, que sdo formadas pela informacdo
de cores primarias, como o vermelho "RED", verde "GREEN" e o azul "BLUE". Para o
processamento da imagem digitalizada, é fundamental representar sua informacäo num
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formato adequado ao tratamento computacional. Uma imagem pode ser representada por
uma matriz, em que os indices de linha e coluna referenciam o brilho medio amostrado
no ponto correspondente da cena [FAC93].

2.3.1 Imagem da camera

Uma imagem monocromatica pode ser descrita por uma fungdo matematica
bidimensional f(x,y) cujo valor indica a intensidade ao ponto (x,y). A fungdo fix,y)
representa o produto da interacdo entre a iluminancia i(x,y) que ilumina o objeto e as
propriedades de reflectancia ou de transmitancia pr6prias do objeto, propriedades que
podem ser representadas pela funcao r(x,y) cujo valor exprime a frac -do de luz incidente
que o objeto vai transmitir ou refletir ao ponto (x,y).

f(x,y) = i(x,y) x r(x,y)
corn:

I i < i(x,y) < h unidade: candela/
/ m-

0 < r(,y) < 1
Exemplos:

i(x,y) = 9000 tempo claro
= 10' tempo nublado
= 102 iluminacao media de escritOrio
= 10-3 noite clara de lua cheia

r(x,y) = 0,93 neve
= 0,80 parede branco-fosca
= 0,65 ago inoxidavel
= 0,01 veludo preto

2.3.2 Imagem digital

De uma forma geral. os sensores fornecem urn sinal analOgico de video
correspondente a amostragem seqiiencial da imagem. Dado que a grande maioria das
tëcnicas de processamento de imagens é realizada de forma numerica em urn
computador (corn o possivel auxilio de processadores especificos), faz-se necessario a
discretizacao do sinal analOgico em uma imagem digital. A amostragem da imagem
contida no sinal analOgico e obtida por urn conversor analOgico-digital ou por urn
digitalizador. Nesse processo. os sinais devem ser amostrados espacialmente e
quantizados em amplitude, de forma a obter a imagem digital [PAV82]. Da amostragem
espacial, é gerada uma matriz corn dimensdo MxN, onde cada elemento da matriz é
chamado de pixel da imagem. ApOs a quantizacdo, cada pixel receberd urn valor
discreto. Urn problema importante nesse processo é a escolha de uma boa amostragem e
quantizaclio. Para achar uma qualidade semelhante a de uma imagem de televisdo, é
preciso amostrar corn resolucao de 512x512 pixels e quantizar corn 128 valores
discretos (tons). Em geral, 64 tons sao considerados como suficientes para o olho
humano, mas a maioria dos sistemas de tratamento de imagem usa 256.
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2.4 Format() Varredura x Formato Vetorial

0 formato de varredura é composto por uma serie de elementos de imagens, ou
pixels, que cobrem uma area apresentada. Imagens de varredura sdo na maioria das
vezes geradas por uma varredura periOdica de um feixe de eletrons sobre a superficie de
uma imagem que tern urn determinado padrao. Urn exemplo para isso é uma camera de
video. Os pixels nao estdo necessariamente relacionados uns corn os outros. 0 conceito
de forma nao e inerente nestas imagens. A apresentacao dessas imagens é mais rapida
pois os dispositivos de saida tern formato por varredura (exceto plotter), nao
necessitando de conversOes feitas para mostrar imagens no formato vetorial.

Li as imagens corn descricao vetorial envolvem o uso de segmentos de linha
orientados ao inves de pixels. Uma imagem em formato vetorial e formada por formas
geometricas que por sua vez sdo formadas por segmentos de linha. A principal
caracteristica sdo a conectividade e hierarquia. E fãcil verificar quais segmentos de linha
fazem parte de urn objeto. Estas imagens podem ser resultado da captura por scanners
especiais, onde o resultado nao e uma imagem matricial. mas o contorno que foi
"seguido- pelo sensor. Outro tipo de imagem vetorial é obtida na di gitalizacao corn o
uso de mesas digitalizadoras, onde a imagem e composta pelo conj unto de coordenadas
dos pontos obtidos pela movimentacao do cursor sobre a mesa. Silo usadas
principalmente em aplicacOes CAD e para geracdo de mapas. Sao facilmente
apresentadas em urn plotter pois é urn dispositivo do tipo vetorial.

A conversdo de uma imagem em formato vetorial para uma imagem em formato
de varredura é feita atraves de urn procedimento bem conhecido em computacao grafica
(scan-conversion algorithms). Ja a conversao inversa é mais dificil de ser feita.

2.5 Tipos de imagens digitais

Conforme foi visto, imagens digitais, que doravante chamaremos simplesmente
de imagem, sdo formadas por um conjunto de pixels. 0 pixel é o menor elemento da
imagem e possui um valor associado (nivel). Esse valor esta limitado pelo tipo de
imagem. 0 tipo de imagem tambem indica como esses pixels sera° mostrados no
monitor. E importante salientar que a quantidade de memOria requerida para armazenar,
mostrar e editar as imagens cresce proporcionalmente ao nUmero de niveis disponiveis.

2.5.1 Imagens Preto & Branco

Sao imagens onde os pixels so podem ter valor 0 (desligado ou preto) ou I
(ligado ou branco). Este tipo de imagem é usada principalmente em processamento de
textos pois neste caso, so estamos interessados nas letras (preto) e no fundo (branco).
Pode-se criar a ilusao de varios tons por urn arranjo da densidade de pixels pretos. Este
efeito pode ser obtido pelas tecnicas de "Dithering" ou "Halftoning". A FIGURA 2.1
apresenta urn exemplo do efeito halftoning.
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FIGURA 2.1-Ima2em preto e branco corn efeito halftoning.

2.5.2 Imagens monocromaticas em escala de cinza ("Grayscale")

Sdo imagens onde os pixels podem ter valor entre 0 e N, representando a
intensidade do cinza (o zero si gnificara intensidade nula, ou seja, preto, e N significara
maxima intensidade, ou seja, o branco). Todos os outros valores intermediarios sera)
tons de cinza. Geralmente, N+1 é uma poténcia de dois, no caso de ser 256, necessitard
de 8 bits para cada pixel e, conforme foi visto, sera mais do que suficiente para
representar todas as tonalidades que o olho humano é capaz de distinguir. Podemos ter
tambem estas imagens para outras bandas espectrais (faixa de comprimento de onda),
por exemplo, vermelho, azul, verde, etc. Neste caso, cada pixel indicara a intensidade
do espectro em quest -do. E interessante ressaltar que estas imagens n -do precisam ficar
restritas as freqiiéncias de luz visivel. podendo utilizar outras faixas de comprimento de
onda, como por exemplo o infravermelho. Esta banda é muito utilizada em imagens de
satelite, que possuem sensores especiais para esta faixa, podendo detectar por exemplo,
a emissdo de calor e consequentemente detectar queimadas. A FIGURA 2.2 apresenta
urn exemplo de imagens corn 4, 16 e 256 MN/6s de cinza. As imagens que sera()
utilizadas para testes neste trabalho, sao ima gens monocromaticas em 256 nlveis de
cinza. Algumas delas s ad() imagens capturadas do mundo real e outras sera° imagens
sinteticas, ou seja, criadas artificialmente para facilitar os testes.

FIGURA 2.2-Imagens corn 4, 16 e 256 niveis de cinza.
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2.5.3 Imagens multiespectrais

As imagens obtidas por sensoriamento remoto, atraves de satelites, sdo captadas
por diferentes sensores, que respondem a reflectancia dos alvos, e em alguns casos, a
sua radidncia, em 7 bandas de freqtiencias distintas, como no caso do LANDSAT-TM.
Assim, uma imagem de satelite e chamada de multiespectral, pois representa urn
conjunto de varias imagens correspondentes a espectros distintos de freqUencia, mas
corn certa correlacdo entre si. Uma imagem multiespectral pode ser visualizada
parcialmente atribuindo-se a um conjunto de 3 das 7 bandas originais, os espectros R. G
e B respectivamente. Neste caso, geramos as imagens em "pseudo-cores". Estas imagens
sdo usualmente compostas por urn conjunto de 24 bits: 8 bits para representar as
intensidades de vermelho, 8 bits para o verde e 8 bits para o azul. Corn a combinacao
dessas tres cores basicas, utilizando-se 24 bits/pixel, pode-se chegar a urn mimero de ate
16 milhOes de cores e tonalidades distintas. Este rnimero é perfeitamente adequado para
a representacao da realidade sem perda de detalhes e qualidade em relacdo a cores, pois
esta acima da capacidade do olho humano em distinguir cores e tonalidades.

2.5.4 Imagens coloridas corn use de tabela auxiliar (Indexed 16-256 Color)

Existe outra forma de se obter imagens coloridas sem a necessidade de
especificar a intensidade de cada espectro. Basta associar cada pixel a uma posicao de
uma tabela que contem as cores. Desta forma, economiza-se memOria pois ndo é
necessario usar 24 bits/pixel. Entretanto, a imagem terd urn ninnero maxim() de cores
distintas de acordo corn o tamanho da tabela. A imagem é composta, entao, pelo mapa
de pixels, ou seja, a matriz MxN de pontos corn os indices e de uma tabela de acesso
indireto as cores reais, a chamada tabela de palette. Em geral, a tabela possui 16 ou 256
posicOes (cores).

2.6 Formato de armazenamento

As imagens digitais so sao titeis quando estão armazenadas ern uma forma que
possam ser lidas por uma ou mais aplicacOes. E necessario, entdo, gravar essa y imagens
em uma forma padronizada para que elas possam ser manipuladas por urn grande
ntimero de aplicacOes. Entretanto, existe uma serie de especificacOes de formatos de
arquivos utilizados atualmente. Cada fabricante de urn equipamento ou software para
aquisicdo ou manipulacdo de imagens pode criar urn novo formato adequado a sua
aplicacdo. Cada formato vai ter as suas caracteristicas como por exemplo, capacidade de
compactacao dos arquivos, quantidade de cores, etc).

2.7 Classsificacdo de imagens

A classificacdo de imagens é a Ultima etapa no processamento de imagens. Esse
processamento pode ser classificado, quanto ao grau de abstracdo, em trés niveis
distintos: baixo, medio e alto. Ocorre uma reducdo progressiva da quantidade de
informacOes manipuladas a medida que se passa por niveis crescentes de abstracdo. No
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processamento de baixo nivel. os dados de entrada sdo pixels da imagem original e os
dados de saida representam propriedades da imagem, na forma de valores numericos
associados a cada pixel. No processamento de nivel medic), este conjunto de valores
produz como resultado uma lista de caracteristicas. 0 processamento de alto nivel
produz. a partir destas caracteristicas, uma interpretacdo do conteddo da imagem. Uma
estrutura funcional completa de urn sistema de processamento e analise de ima gens pode
ser descrito da seguinte forma:

Aquisiedo e digitalizacdo: A imagem do sensor é transformada em uma imagem digital
sobre a forma de uma tabela de valores discretos inteiros chamados pixels.

Pre-processamento: Essa etapa permite corrigir urn certo ntimero de defeitos e
imperfeicOes aparecidos durante a aquisiedo da imagem, que podem ter corn causa
caracteristicas fisicas do sistema, as condicOes deficientes de iluminacdo, etc. 0 pre-
processamento ndo é indispensavel, mas, na maioria dos casos, necessario.

-Segmentacdo: 0 objetivo é dividir uma imagem em panes constitutivas. Em uma
imagem natural, a segmentacdo é efetuada pela detecedo de descontinuidades
(contornos) e/ou de similaridade (regkies) na imagem. A maioria dos processamentos é
baseada na pesquisa dessas entidades que sdo armazenadas sobre uma forma adequada
(segmentos ou primitivas).

Interpretacdo ou classificacdo: E a parte mais "inteligente" do processo de visdo por
computador. Ela representa o "alto nivel" e permite obter a compreensdo e a descried()
final do fenOmeno inicial. Ela faz uso do conhecimento a priori do caso estudado e o
conhecimento adquirido durante as fases precedentes. Dado urn conjunto de classes e
um padrdo apresentado como entrada para o sistema, o problema consiste em decidir a
que classe o padrdo pertence. Deve haver a alternativa de rejeicdo do padrdo.

A classificacdo pode ser supervisionada ou ndo-supervisionada. A classificacdo
ndo-supervisionada consiste em clusteri:ar a imagem. Nessa tecnica, a imagem é
segmentada em urn ntimero indeterminado de classes. E do usuario a tarefa de rotular
essas classes. Nesse trabalho sera visto apenas a classificacdo supervisionada.

2.7.1 Classificacdo supervisionada

A classificacdo supervisionada e o procedimento mais utilizado para analise
quantitativa de imagens, principalmente as de sensoriamento remoto. Baseia-se no uso
de algoritmos para rotular os pixels de uma imagem pertencentes a determinada classe.
Os passos essenciais consistem em [RIC86]:

Decidir quais as classes presentee na imagem original que devem ser segmentadas.
Pode ser, por exemplo, agua, regido urbana, vegetacdo, etc.

Escolher pixels representativos de cada uma dessas classes. Esses pixels formardo um
conjunto de treinamento para o algoritmo.

Usar os conjuntos de treinamento para estimar os pardmetros do algoritmo particular
de classificacdo que sera usado.

Usar o classificador treinado, para rotular cada pixel da imagem em uma das classes
previamente treinada.
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5- Produzir urn mapa tematico o qual apresenta o resultado da classificacdo.

Varios algoritmos podem ser usados nos passos 3 e 4. Entre eles o metodo de
classificacdo pela Maxima-Verossimilhanca é o mais comum e mais usado.

Classificacdo pela Maxima-Verossimilhanca

Esse metodo sera apresentado de uma maneira simplificada. A descricdo formal
e rigorosa pode ser encontrada no Apendice E de [RIC861:

Classificacdo de Bayes

Sejam as classes espectrais de uma imagem representadas por w„i = 1K M onde
M é o ntimero total de classes. Dado um vetor posicional x de componentes cujos
valores Sao os brilhos de urn pixel, em cada uma das bandas consideradas, podemos

dizer que p(w,	 = 1K M represents a probabilidade de x pertencer a classe w, ou

tambern, a verossimilhanca de x em relacdo a	 A classificacdo é dada por:

X E	 se p(w,	 > p(w i ix) para todo	 i .	 (2.1)

Essa intuitiva regra de decisdo é um caso especial de uma regra mais geral na
qual a decisdo pode ser influenciada por diferentes graus de significdncia atribuldos
diferentes classificacOes incorretas. A regra geral é chamada classificacdo de Bayes e
tambern pode ser encontrada no apendice E de [RIC861.

A regra de decisrio da maxima verossimilhanca

Apesar de sua simplicidade, os valores de p(w,	 sao conhecidos.

Entretanto, supondo que tenhamos urn conjunto grande treinamento para cada classe,
pode-se estimar a distribuicdo de probabilidade de encontrar um pixel pertencente a

classe w, na posicdo x. Essa probabilidade é representada por p(xlw,). 0 valor

desejado de p(w, /x)e o valor estimado de Ax/w,	 atraves do conjunto de treinamento

sdo relacionados pelo teorema de Bayes:

lx) =- p(x1w,)p(w1)1p(x),

onde p(w,)6 a probabilidade da classe w, ocorrer na imagem, tambem chamada de

probabilidade "a priori'', poise obtida pelo conhecimento previo do especialista da
imagem e p(x) é a probabilidade de encontrar urn pixel de qualquer classe na
localizacdo x. Substituindo na expressao 2.1, temos:

X E w, se p(xlw,)p(w,)
	

)p(wj) para todo j i ,	 (2.2)
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onde p(x) foi eliminado por ser urn fator comum. Essa expressdo é mail titil do que a

expressao 2.1 pois p(xiw i )e conhecido e p(w, )pode ser estimado pelo especialista.

Aplicando-se logaritmo natural, a equacdo 2.2 é rescrita como

X E w, se g, (x) > g1 (x) para todo j # i ,	 (2.3)

onde g, (x) = ln{p(x/w, )p(11 ,, = In p(x/w, )+ In p(iv, . A funcdo g,(x)e conhecida

comojimccio de discriminaccio.

Modelo de classes de distribuicdo normal multivariada

Assumindo que as probabilidades de distribuicao de cada classe sac, distribuicOes
normais, para N bandas, temos que:

p(x/vv,)= (270 - V' expf 1
--(x —	 E-' (x - m,)},	 (2.4)

2

onde m, e	 silo o vetor medio e a matriz de covariância dos dados na classe w,.

Substituindo na equacao 2.3 e eliminando fatores comuns como — In(2z) e —, temos
a equacao final dafimcdo de discriminacilo:

g,(x)= —In	 -(x-m,)t ^;'(x-m,)
	

(2.5)

Para implementar a maxima verossimilhanca, usa-se a equacao 2.5 em conjunto
corn a equacilo 2.3.

Classificacao por Redes Neurais

Redes neurais podem ser vistas como intermediarios entre metodos estatisticos e
estruturais. A habilidade de aprendizado nas redes neurais fornece uma interessante
alternativa aos classificadores Bayesianos. E especialmente interessante o fato de que
nä. ° precisam ser feitas suposicOes acerca do modelo probabilistic°. Diversos trabalhos
ja demonstraram que \ratios classificadores sdo casos particulares de redes neurais. Yau
e Manary mostraram a equivaléncia entre classificadores Gaussianos e redes neurais
Sigma-Pi [YAU90]. Eles mostraram que qualquer classificador Gaussiano pode ser
implementado em uma rede neural. Urn exemplo de classificacão por redes neurais sera
visto em detalhes no sistema descrito no capitulo 4 desse trabalho. Outro trabalho nessa
area pode ser encontrado em [BIS92].

2.8 Atributos da imagem

Os atributos de uma imagem podem ser classificador em dois tipos: atributos
espectrais e atributos espaciais.
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2.8.1 Atributos espectrais

Os atributos espectrais referem-se diretamente ao brilho de cada pixel. No caso
de imagens de satelite, significa a quantidade de energia eletromagnetica refletida ou
emitida pelo terreno, em varias regiOes do espectro. Por serem mais facilmente
quantificaveis, os atributos espectrais tern sido tradicionalmente os mais utilizados no
processo de classificacao de imagens por computador. A nao utilizacdo dos demais
atributos implica, obviamente. em nao utilizar a totalidade da informacao contida na
imagem [COG94]. 0 principal descritor espectral é a media da distribuicao dos niveis
de cinza de uma classe (P), denotado por Tn-(P). A expressdo 2.6 apresenta a equaciio da

media [CHR78]. Nessa expressdo, P, 1 representa o valor do nivel de cinza de urn pixel

da classe P na posicao (i, j) da imagem. Os pixels (Pu ) sao selecionados a partir da
identificacao de regiOes caracteristicas da classe P presentes na imagem.

TFI(P) — 
I
'
PI , 

onde IPI é a quantidade de pixels na classe P.	 (2.6)

Entretanto, a representacdo de uma distribuicao de pixels somente atraves de sua
media nao permite uma conclusao correta a respeito da dispersao dos seus atributos
espectrais em uma determinada classe. Assim, para uma descricao mais precisa de suas
caracteristicas, convem associarmos a media uma medida de dispersao. Essa medida vai
expressar com que grau as observacOes individuais diferem do	 valor medio
representativo da classe P. As medidas mais utilizadas sao a variancia s2(P) e o desvio-
padrao s(P). A media é uma medida de tendencia central, enquanto que a variancia e o
desvio-padrao sao medidas de dispersao. As expressOes 2.7 e 2.8 apresentam as
equagOes da variancia e do desvio-padrao [13AR94][CHR78].

1-1	

P(P) =	 — (P)) 2 PI '1
,

pi	 (2.7)
z=0

onde p[P.z] é a quantidade de pixels em P que tern nivel de cinza igual a z e L é a
quantidade de niveis de cinza da imagem.

s(P)=	 (P)	 (2.8)

A variancia como medida de dispersdo apresenta a desvantagem de possuir
dimensdo diferente da dos dados observados, sendo esse problema eliminado pela
utilizacdo do desvio-padrao.

2.8.2 Atributos espaciais

Os atributos espaciais referem-se a disposicao espacial ou a relacdo de
vizinhanca entre os pixels. Os atributos espaciais tern sido muito bem aproveitados por
fotointerpretes, mas ha sempre a subjetividade, fazendo com que uma imagem, ao ser
interpretada por duas pessoas, apresente discrepancias entre as duas classificacOes. Para
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evitar a subjetividade humana e acelerar o processo de classificacao espacial, alguns
metodos computacionais tem sido desenvolvidos para a quantificacao de atributos
espaciais. A textura, que sera vista no item 2.9, é urn dos mais importantes atributos
espaciais da imagem. A variancia tambern pode ser considerada urn atributo espacial se
a calcularmos para uma janela e nao para a imagem inteira. Nesse caso. a expressao 2.9
e outra forma de calcular a variancia, orientada a atributos espaciais [CHR78].

I(p„--n7(P))2

(P) — 	 	
I PI-1
	 (2.9)

2.9 Textura

Embora a textura seja urn term° popular facilmente compreensivel pelo fato de
estar presente em tudo que se ye, nao existe uma definicao universalmente aceita.
Pesquisadores a tern caracterizado como sendo as variacOes tonais repetitivas e
organizadas que podem ser distinguidas em uma pequena regido de uma

De acordo corn Haralick, a textura é caracterizada pelo ntimero e tipo de suas
primitivas e pela organizacao espacial ou "layout" das mesmas. Primitivas sac) regiOes
de contorno e tamanho semelhantes e que tem niveis de cinza dentro da mesma faixa de
valores. A organizacao espacial pode ser aleatOria, pode ter uma dependencia entre pares
de primitivas ou pode ter uma dependencia entre n primitivas. Dentro dessa abordagem,
Haralick propOe varias formas estatisticas para medir e caracterizar a textura de uma
imagem, dentre as quail destacamos [HAR79]:

tune -6es de autocorrelacdo (autocorrelation functions).
bordas texturais (textural edgeness).
probabilidade de coocorrencia espacial de niveis de cinza (spatial gray tone

cooccurrence probabilities).
-comprimento da serie de urn nivel de cinza (gray tone run lengths).

FuncOes de autocorrelaedo: E uma medida do tamanho das primitivas. Texturas finas
tem primitivas pequenas e texturas grossas tem primitivas grandes.

Bordas de textura: A textura é vista como a quantidade de bordas por unidade de area.
Texturas grossas tern pequeno ntimero de bordas por unidade de area, enquanto que
texturas finas tern um grande ntimero de bordas por unidade de area.

Probabilidade de coocorrencia espacial de niveis de cinza: E conhecida como matriz de
coocorrencia dos niveis de cinza. Caracteriza a textura pela coocorrencia de seus niveis
de cinza. Texturas grossas sdo aquelas em que os tons mudam lentamente corn a
distancia enquanto que as texturas finas sao aquelas em que os tons mudam rapidamente
corn a distancia. Uma das vantagens desta abordagem é ser invariante sob
transformacOes na imagem, como rotacdo. Sua desvantagem, é nao ser capaz de
capturar os aspectos das figuras das primitivas tonais, nao revelando a forma da textura.
Esta abordagem, pelo fato de ser a escolhida para a implementacdo do sistema
IMASEG, sera visto corn maiores detalhes no item 2.10.

G S
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Comprimento da serie de urn nivel de cinza: Uma serie de urn nivel de cinza sac) pixels

linearmente adjacentes corn o mesmo nivel de cinza. As texturas grossas terao urn
grande ntimero de series de comprimento longo enquanto que texturas finas terdo grande
mimero de series de comprimento pequeno. As series sdo usualmente medidas ao longo
das direcOes horizontal, vertical e diagonais.

Outra tecnica bastante conhecida para quantificar a textura é atraves da
morfologia matematica. Esse processo foi proposto por Matheron [MAT67]. A ideia é a
de urn elemento estruturante, uma forma geometrica qualquer, que se desloca sobre a
imagem binaria gerando uma nova imagem binaria. Propriedades texturais podem ser
obtidas atraves da parametrizacao do elemento estruturante e o nUmero de elementos
encontrados na nova imagem, em fung "do desse parametro [CLA95].

Marana et all fazem uma analise de textura utilizando Transformada de Hou gh e
Morfologia Matematica. A partir de linha extraidas pela transformada de Hough sdo
obtidos dados estatisticos. Regicies corn estatisticas diferentes sdo segmentadas usando a
operacäo morfolOgica de fechamento. Essa operacdo define as regiOes da imagem que
possuem segmentos de retas corn orientacOes similares, ou seja, definem as regiOes
cujas texturas incluem orientacOes similares [MAR95]. 0 metodo da transformada de
Hough e aplicdvel quando se possui informacOes precisas acerca da forma da curva. Os
dados de base da transformada de Hough sdo geralmente pontos de uma imagem obtida
atraves das transformacOes de gradiente e limiarizacdo. A ideia é aplicar na imagem uma
transformacdo tal que todos os pontos pertencentes a uma mesma curva sejam mapeados
num Unico ponto de urn espaco dos parâmetros da curva procurada. A transformada de
Hough é urn metodo de acumulacao de requisitos muito geral. Ela permite detectar
praticamente qualquer curva, mesmo aquelas pouco visiveis e fortemente ruidosas
[HOU62].

2.10 Matrizes de Coocorrencia

No item anterior. descreveu-se varias formas para quantificar a textura. 0
metodo das matrizes de coocorrencia sera adotado neste trabalho na implementacdo do
sistema descrito no capitulo 4 e, por isso, sera explicado a seguir corn mais detalhes.

Este metodo foi utilizado pela primeira vez por Julesz em experimentos de
discriminacdo de textura [JUL62]. Outros autores tambem utilizaram essa abordagem
em aplicacOes diversas como identificacdo de tipos de nuvens baseado na sua textura em
imagens de satelite, aplicacOes medicas, automatizacdo na andlise de raios-X do tOrax e
discriminacdo de celulas cervicais [DAR68][BAR69][CHI74][PRE76]. Todos estes
estudos obtiveram resultados razoaveis usando coocorréncia dos niveis de cinza
[HAR79].

2.10.1 Vizinhanca entre pixels numa imagem

Como ja foi mencionado, urn dos aspectos da textura esta relacionado corn a
distribuicdo e dependencias espaciais nos niveis de cinza entre pixels vizinhos. Suponha
uma imagem retangular que tenha N , celulas de resolucdo na direcao horizontal e Air

celulas de resolucrio na direcdo vertical e que o nivel de cinza em cada celula esteja
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R r ={(1c,1),(m.n) e (L, xLix(Lrx

R DD	 (k,1),(m,n) E (1,, x dx(Lr x L,.)

R DA' =	 (k1)(m,n) E (Lr x Lc ) (L, x Lc)
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quantizado em	 Ng niveis. Seja L , = {1,2,K , N, }o dornInio espacial na horizontal,

Lr = {1,2,K , Nr } o don-Ifni° espacial na vertical e G= {1,2,K , Ng lo conjunto de N

tons de cinza quantificados. 0 conjunto Lr x	 é o conjunto de celulas da imagem
ordenados pelas suas designacOes linha-coluna. A imagem I pode ser representada por
uma fur-10o que atribui um torn de cinza de G para cada celula ou par de coordenadas
em	 X L L.; I:	 X L -G.

As relacOes de vizinhanca entre dois pixels podem ser quanto a orientacao e
quanto a distancia entre eles. Em relacao a orientaciio. eles podem ser vizinhos na
horizontal (II), na vertical (V), na diagonal direita (DD) ou na diagonal esquerda (DE).
Em relacdo a distancia, eles podem estar afastados de 1, 2, 3 ou mais posicOes. Por
exemplo, na imagem da FIGURA 2.3, os pixels (1,2) e (1,4) sao vizinhos na horizontal,
separados pela distância 2. Os pixels (2,2) e (3,3) sdo vizinhos na diagonal esquerda,
separados por 1.

FIGURA 2.3-Posicao dos pixels numa imagem 4x4.

Os conjuntos R H , R ` ,	 e R DE da FIGURA 2.4, descrevem formalmente
todos os pares de pixels vizinhos nas direOes H, V, DD e DE separados pela distancia
de uma posicao numa imagem 4x4.

FIGURA 2.4-Cjto. de todas vizinhancas horizontais corn d = 1 numa imagem 4x4.
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2.10.2 Cdlculo da quantidade de pares de pixels vizinhos numa imagem

0 conjunto de pares de pixels vizinhos ira depender do tamanho da imagem
(N, x ,), da distancia d entre eles e da orientacao envolvida (H, V, DD, DE).

Conforme visto no item 2.10.1, estes conjuntos são nomeados R , R , R DD e	 . A
quantidade de pares de pixels vizinhos, ou seja, o ntimero de elementos de cada conjunto
e representada por #R H , # , # R IE) e # R DE e e importante pois serve como base para o
calculo dos valores minimo e maxim() dos possiveis parametros de entrada da R.N.
(uniformidade. entropia e contraste).

No exemplo da FIGURA 2.3, basta contar o ntimero de elementos do conjunto
R da FIGURA 2.4. A FIGURA 2.5 apresenta as equagOes genericas para calculo
desses valores pressupondo-se a distancia d =1 .

# R = 2 N c (Nr — Opara orientacao horizontal.

#R = 2 N,. (N,-1)para orientacao vertical.

# R D') = 2 (Nr — 1) (N, — 1)para diagonal direita.

#R' = 2 (N, — 1) (N,. — 1)para diagonal esquerda.
# R s =#R +# RH-# R DD +# R I) ,
onde #	 é quantidade de pares de pixels vizinhos em todas orientacOes.

FIGURA 2.5-Calculo da quantidade de pares de pixels vizinhos numa imagem.

2.10.3 Construcdo da matriz de coocorréncia

Dada uma orientacao de vizinhanca entre dois pixels de uma janela (H-
horizontal, L' vertical, DD-dia gonal direita e DE-diagonal esquerda) e uma distancia d a
separa-los, a matriz de coocorréncia de uma janela da classe P é uma matriz C1. onde
cada elemento C„i representa a freqiiè'ncia com que dois pixels vizinhos ocorrem na
janela, um corn nivel de cinza i e o outro corn nivel de cinza j, de acordo corn a
orientacao de vizinhanca adotada e separados pela distancia d. Existird uma matriz de
coocorréncia para cada orientacao de vizinhanca e para cada distancia d escolhida. Se
fixarmos d=1, teremos quatro matrizes de coocorréncia: C7, 	 ,	 c 11)E Por
exemplo, no caso da matriz C7 , ela representard a probalidade de uma transicao
horizontal do nivel de cinza i para j numa janela da textura P. Formalmente, os
elementos Cy de cada uma delas sdo definidos da seguinte forma:

I
Cilpi (i, j,d)=#(k,l),(m,n)E (L r x Lix(Lr x L„)

Cp (i,j,d)=t 
L

H(k,l),(m,n)e(Lr x Lc ) x (L, x

k — m =0,11 —	 d, 1

I(k,l) = i I(m,n) = ji

—	 d,1 — n	 0, 1

I(k ,I) = i , 	 n) = jj
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(k - m = d,1 - n=-d) oul

(k - m = -d,1 - n = d),

I(k,l) = i , 1(m,n) = j

(k - m = d,1 - n = d) oul

(k - =-d,1 - n =

0.1) = 1(m,n) = j

Ci)D (i, j,d)=#(k,1),(m.n)E (L, x Lc )x(Lr x Lc)

I

CI L (i, 1,d)=4,f(k,1),(m,n)E	 x Lix(Lrx   

onde # denota o nOmero de elementos do conjunto. A matriz tera dimensdo Ng x Ng.

Nessa expressOes, 1(x,y) representa o valor do nivel de cinza de urn pixel na posicao
(x,y) de uma janela da classe P. As janelas da classe P sao selecionadas a partir da
identificacdo de regibes caracteristicas dessa classe, presentee na imagem.

A forma geral da matriz de coocorréncia esta representada na FIGURA 2.6, onde
cada elemento #(if) é a quantidade de pares de pixels vizinhos que ocorrem na imagem,
urn corn nivel de cinza i e outro corn nivel de cinza j, de acordo corn uma distancia d e
uma orientacao angular de vizinhanca. Por exemplo, se d =1 e a orientacdo for H, entdo
o elemento na posicdo (2,1) é o rnimero de vezes que encontramos dois pixels adjacentes
horizontalmente corn niveis de cinza 2 e 1 respectivamente. Para determinar este
niimero, contamos o nnmero de pares de celulas ern R H de tal forma que a primeira
celula do par tenha nivel de cinza igual a 2 e a segunda celula do par tenha nivel de
cinza igual a 1.

0	 1 2 3 Ng

0 #(0,0)	 #(0,1) #(0,2) #(0,3) ... #(0, Ng)

1 #(1,0)	 #0,1) #0,2) #0,3) #(1,N,)

2 #(2,0)	 #(2,1) #(2,2) #(2,3) ... Ng)

3 #(3,0)	 #(3,1) #(3,2) #(3,3) Ng)

... ...	 ... ... ... ... #(4, Ng)

g #(N g ,0)	 #(N g , 1) #(N, ,2) #(/\,/,,3) #(Ng ,4) #(N g , N g)

FIGURA 2.6-Forma da matriz de coocorrência.

Na FIGURA 2.7(a) temos uma imagem de dimensdo 4x4 corn 4 niveis de cinza,
variando de 0 a 3. Nas FIGURA 2.7(b) a (e), foram calculadas as quatro matrizes de
coocorréncia para d=1. Note que estas matrizes de coocorréncia sempre serdo
simetricas: C ,1 = Cj, Alem disso, a dimensao dessas matrizes depende unicamente do

ndmero de niveis de cinza existentes na imagem, ndo do tamanho da imagem.
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FIGURA 2.7-Imagem e as respectivas matrizes de coocorrencia.

2.10.4 Normalizacao da matriz de coocorrencia

Para obtermos a matriz de coocorrencia normalizada C” , deve-se dividir cada
elemento da matriz C pelo ntimero de vizinhancas da imagem (#R) usada para geracao

da matriz. Desta forma, temos: C N — #
R
 

. 0 somatOrio dos elementos da matriz de

coocorrencia normalizada sera sempre igual a 1.

2.10.5 FeicOes extraidas da matriz de coocorrencia

A matriz de coocorrencia por si 56 ndo nos da uma quantificacdo da textura. Para
isso. podem ser extraidas, a partir dessa matriz, varias feicOes que irao quantifica-la.
dependendo do aspecto que nos interessa. Algumas dessas feicOes estao listadas nas
expressOes 2.10, 2.11 e 2.12. As demais podem ser encontradas em [HAR73].

Uniformidade: h = E Cy2

Entropia: e = -E C,, x log Cy
J.,

\ 2
Contraste: k = E ( i - j) x Cy

-Uniformidade ou homoaeneidade: Uma imagem uniforme tern poucas
transicOes dos niveis de cinza. Portanto, a matriz de coocorrencia associada tern a
maioria dos elementos corn valores baixos e poucos elementos corn valores altos. Isso
faz corn que a soma dos quadrados dos elementos seja maior numa imagem uniforme e
menor numa imagem heterogenea a qual tern a maioria dos elementos da matriz corn
valores medios.	 U F R G S
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-Entropia: E uma medida da aleatoriedade ou desorganizacdo presente em uma
imagem. Deve-se observar que C y pode ter valor 0, portanto o logaritmo nä° estara

definido. Neste trabalho, substitui-se 0 x log 0 por 0, visto que lim Cy x log Cy = 0,
Cy->0

conforme ilustra FIGURA 2.8. Como Cu da matriz normalizada varia entre [0:1], o valor

de C,1 x log Cu sera sempre negativo. Por isso, o sinal negativo na equacdo da entropia

para tornar o valor positivo.

FIGURA 2.8-Grafico da funcao x.log(x).

-Contraste: 0 contraste sera maior quanto mais os elementos da matriz de
coocorréncia estiverem afastados da diagonal principal. Isto faz corn que imagens corn
alto contraste tenham pixels vizinhos corn grande diferenca no nivel de cinza e vice-
versa.

Usando as feicOes das expressOes 2.10, 2.11 e 2.12, Haralick realizou varios
experimentos para identificacdo de classes. Num conjunto de imagens aereas corn oito
classes de terrenos (residencial velho, residencial novo, lago, piintano, charco, patio de
manobras de trens, cerrado e bosque) foi obtido urn percentual de 82% de acerto na
identificacdo. Numa imagem de satelite LANDSAT da bah de Monterrey na California,
foi obtido urn percentual de 84% de acerto na classificacdo, usando sub-imagens de
64x64 pixels. Neste experimento, foram usadas feicOes espectrais e texturais para sete
classes de terrenos: floresta costeira, bosque, pasto, areas urbanas, campos irrigados
grandes, campos irrigados pequenos e agua. A grande variedade de imagens usadas
nester experimentos e o born Indice de desempenho, e urn indicativo do poder e
generalidade das matrizes de coocorréncia.

Alern dessas caracteristicas, podemos extrair ainda outras importantes
informacOes [PAV82]. Algumas propriedades da matriz de coocorrencia sdo decorrentes
da prOpria maneira como ela é construlda. Primeiramente, se fizermos a media das 4
matrizes e analisarmos imagens de dimensOes grandes, os elementos da diagonal
principal da matriz serilo aproximadamente iguais a area da imagem na sua respectiva
posicao. Em outras palavras. Ckk representard aproximadamente o tamanho da area de
pixels corn valor k. Segundo, os elementos da diagonal secundaria tem valores
aproximadamente iguais ao comprimento da borda entre regiOes, ou seja, C k, representa

aproximadamente o comprimento da borda entre regiOes corn pixels iguais a k e j
respectivamente. Para imagens corn baixo contraste, os elementos distantes da diagonal
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principal devem ser zero ou ter valores muitos pequenos, enquanto que o oposto e
valido para imagens corn alto contraste.

A maior dificuldade de usar matrizes de coocorréncia reside na sua grande

dimensdo (Ng x Ng ). Na implementacdo do sistema IMASEG sera explicado como foi

feita uma reducao desta dimensao para acelerar o processamento e para que seja
possfvel carregar a matriz na mem6ria. Por fim, a matriz de coocorrencia pode ajudar na
tentativa de formalizacdo da definicdo de textura, no sentido de que, se duas areas de
uma imagem tiverem a mesma matriz de coocorréncia, entdo elas terdo a aparéncia de
ter a mesma textura.

2.11 Sistemas computacionais para processamento de imagens

Existem diversos sistemas comerciais e cientfficos disponiveis, desenvolvidos
em universidades ou empresas. Podemos destacar, entre eles:

SPRING

sistema SPRING (Sistema de Processamento de InformacOes
Georeferenciadas), desenvolvido no INPE corn suporte da EMBRAPA e IBM. funciona
em estacOes de trabalho UNIX, sob o "X window system". Esse sistema fornece ao
usuario urn ambiente interativo para visualizar, manipular e editar imagens e dados
cartograficos, estando integrado a urn ambiente de banco de dados para arquivar e
recuperar dados espaciais e seus atributos e dispondo de uma biblioteca de classes em
C++ para compor urn sistema extensfvel para desenvolvimento de novas aplicacOes em
Processamento de Imagens e GIS (sistemas de informacdo geografica). 0 SPRING esta
disponfvel, em cOdi go-fonte e sem custos, para fins de pesquisa e desenvolvimento
[CAM92].

-IRENE

IRENE é um sistema para classificacilo de imagens multiespectrais. A
classificacao é feita em duas etapas. Primeiro, e realizado uma clusterizaceio dos alvos
baseada em Redes Neurais Auto-organizadas (Self-Organizing Maps - SOM). ApOs,
usado urn algoritmo conhecido como Quantizacdo Vetorial Adaptativa (LVQ-Learning
Vector Quantization) para a classificacdo da imagem. A primeira etapa é realizada de
forma autOnoma, enquanto que a segunda demanda a supervisdo do usuario. 0 sistema
oferece uma solucdo bastante interessante aos diversos problemas envolvendo o
processamento de imagens [ENG94].

KHOROS

Khoros é um software corn ambiente integrado para visualizacdo de dados,
programacao e simulacdo visual e desenvolvimento de software. Esse software, que roda
em ambiente Unix, é usado por cientistas e engenheiros para resolver problemas em
processamento de imagens, tratamento de imagens medicas, controle de processos,
processamento de sinal e analise numerica.
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-NICE (Neural Image Classification Environment):

E urn ambiente para geracdo de mapas temiiticos desenvolvido pela IBM. Faz a
segmentacdo e a classificacdo de imagens de sensoriamento remoto, combinando
tecnicas de redes neurais (algoritmo Backpropagation) corn lOgica nebulosa, permitindo
lidar com problemas tais como transicOes graduais entre classes e a ocorréncia de
interferéncias, como nuvens e sombras. 0 NICE foi utilizado em conjunto corn o INPE -
Instituto Nacional de Pesquisas Espaciais - no desenvolvimento de urn classificador
neural para avaliacdo do desflorestamento na AmazOnia.



3. Redes Neurais

Tradicionalmente, a inteliencia artificial (I.A.) divide-se em duas grandes areas:
a I.A. tradicional e a Inteligéncia Computacional. Enquanto a primeira utiliza conceitos
simbOlicos de inteliEténcia, a segunda investiga sistemas computacionais que apresentam
comportamento inteligente a partir de tecnicas sub-simbOlicas. baseadas em modelos
matematicos e tecnicas de calculo numerico. As principais vantagens destas tecnicas
estao ligadas ao ferramental matematico disponfvel para a simulacdo do comportamento
destes sistemas. bem como sua implementacilo em hardware. A area de inteligéncia
computacional utiliza principalmente tre's tecnicas: Redes Neurais, LOgica Fuzzy e
Algoritmos Evolutivos. Entre as principais aplicacOes dos sistemas computacionais
inteligentes podemos destacar o processamento inteligente de imagens digitais, o
controle de processos industriais e o controle de rob6s aut6nomos.

Neste capftulo, sera apresentada uma breve visa:, sobre redes neurais artificiais,
ou simplesmente redes neurais (R.N.), a fim de subsidiar o entendimento dos prOximos
capftulos. Dentre os varios modelos de redes neurais, sera dada uma énfase maior a rede
B.P.N.(Backpropagation network) pois esta foi escolhida para ser utilizada na
implementactio do sistema.

3.1 Introducäo

0 estudo de redes neurais surgiu a partir do objetivo de criar sistemas
inteligentes imitando-se a inteligéncia humana. Partindo-se do fato de que o sistema
nervoso é o responsavel pelas funcOes da inteligéncia (raciocfnio, sensacOes, tarefas
automatizadas, integracdo de ideias, adaptacao, etc), partiu-se para a tentativa de
imitacdo do seu funcionamento.

Dada a complexidade do sistema nervoso humano. foi necessario simplificar esta
estrutura e extrair o funcionamento e os elementos basicos do mesmo. 0 elemento
basico do cerebro humano é o neurOnio (FIGURA 3.1). Os neurOnios sdo celulas que
recebem, processam e transmitem sinais qufmicos e eletricos. Estao presentes em nosso
cerebro numa quantidade da ordem de 10 11 corn cerca de 10 15 conexOes entre eles.

FIGURA 3.1-NeurOnio.

37



net =
J

11

.4'2 . 1

1 , 1. 7 jj 1 ---50 f (	 )net

Ett

A.-wi r.

e1en ento processador

xl

x

JJ

38

Os sinais de entrada (estimulos) chegam ao neurOnio atraves dos dentritos, e o
sinal de saida é enviado atraves do axOnio. Cada neurOnio é uma unidade independente
de processamento de informacOes que esta conectada a diversos outros neurOnios
atraves da ligacdo axOnio-dentrito, formando urn complexo circuito cerebral. Essas
conexOes sdo chamadas de sinapses. Os contatos sinapticos determinam a forma corn
que os sinais passam entre os neurOnios, atraves de urn processo eletro-quimico corn a
ajuda dos neurotransmissores. Outra caracteristica importante é o processamento
altamente paralelo do cerebro, que tambem foi repetido na arquitetura das redes neurais.

3.2 Modelo de neurOnio

A partir dessas simplificadas constatacoes biolOgicas, foi proposto o conceito de
elemento processador (PE - -Processing Element") da rede neural (FIGURA 3.2). 0
elemento processador possui diversas entradas (x,) e urn valor associado a cada entrada
chamado peso sinaptico ( w 11 ). 0 elemento processador tern a funcao de fazer a

integracao dos sinais de entrada atraves de uma regra de propagacao, gerando urn valor
(net). A saida passa por uma funcao de ativacao ou -threshold" f(net) gerando que é a

saida do elemento processador. Este sinal sera propagado de acordo corn a topologia de
interconexOes da rede de neurOnios. Uma caracteristica importante deste modelo é a
possibilidade de os neurOnios atuarem em paralelo.

FIGURA 3.2-Elemento processador da rede neural.

Apesar das simplificacOes, as redes neurais exibem varias caracteristicas
similares ao cerebro humano, entre as quais podemos citar: o aprendizado construido
pela experiéncia, a capacidade de generalizar exemplos anteriores para novos gerando a
habilidade de lidar corn Rad° e distorcao na entrada e a robustez, fazendo corn que a
perda de um elemento processador nao cause o mal funcionamento do sistema.

3.2.1 Furled° de ativacao

Existem alguns tipos de funcao de ativacao finet), entre os quais a funedo
degrau, a fur-10o semi-linear e a funcao sigmciide. 0 comportamento dessas funcOes esta
descrito na FIGURA 3.3.
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FIGURA 3.3-Tipos de fungi-10 de ativacdo.

3.3 HistOrico

A area de redes neurais é relativamente nova. Em 1943, McCulloch e Pitts
[MCC43] criaram o primeiro modelo computational, o Psychon. 0 Psychon é urn
dispositivo lOgico de dois estados que gera urn sinal binario de safda quando as entradas
somadas ultrapassam urn valor limite de excitacdo. Entretanto, este modelo ndo previa a
capacidade de adaptacdo.

Ern 1949, D.O.Hebb publicou a sua importante obra "The organization of
Behavior" [HEB49]. 0 trabalho de Hebb ndo resultou diretamente em urn modelo
especffico e bem formalizado de uma rede neural, mas sim em uma analise das
caracterfsticas e formal de comportamento que uma rede neural deveria possuir. Hebb
propOs que a capacidade de aprendizado de uma rede neural reside na auto-organizacdo
das suas ligagOes sinapticas, ou seja, o aprendizado ou memOria reside na distribuicdo
de intensidades das ligagOes entre os neurOnios. Afirmava Hebb que pares de neurOnios
que sdo ativados simultaneamente tornam-se mais fortes atraves de alteracOes em suas
sinapses. Ele estabeleceu que as sinapses mais freqiientemente ativadas devem ter maior
chance de se tornarem ativas novamente.

Em 1959, Frank Rosenblatt criou o Perceptron que tern ate hoje uma grande
influéncia nos estudos sobre redes neurais [ROS59]. Nesta epoca, tambem foram
desenvolvidos outros modelos similares ao Perceptron como é o caso do Adaline, criado
por Bernard Widrow em 1962 [WED62]. Estes modelos sdo baseados na corregdo de
error e formam uma importante classe de redes neurais.

Entre 1969 e o comeco da decada de 80, as redes neurais perderam entusiasmo.
A publicacdo feita por Minsky e Paper provou matematicamente que os modelos de
redes neurais usados ate entdo ndo eram capazes de aprender uma simples fungdo lOgica
"XOR" (ou exclusivo) [MIN69].

0 ressurszimento do interesse pela area veio em 1982 corn o modelo de Hopfield
o qual se utilizava dos conceitos de aprendizado definidos por Hebb [HOP82]. Nessa
mesma decada, onde surgiram computadores mais velozes e poderosos, tambem causou
o aparecimento de uma grande quantidade de modelos importantes de redes neurais. 0
modelo multinfvel, que se utiliza da regra de aprendizado BackPropagation, foi
primeiramente formalizado por Werbos [WER74], e posteriormente apresentado por
Parker [PAR85] e Rumelhart e McClelland [CLE86]. Essa rede podia resolver o
problema do "XOR". Dentre os diversos modelos que surgiram nessa epoca, esrdo dois
muito importantes: os chamados mapas auto-organizaveis (SOM) criado por Teuvo
Kohonen [KOH82] e o modelo ART criado por G. Carpenter e S. Grossberg [CAR83].
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3.4 Classificaedo dos modelos de redes neurais

As redes neurais podem ser classificadas de acordo corn as seguintes
caracterfsticas:

-Tipo de treinamento e regra de aprendizado: 0 treinamento pode ser supervisionado
(supervised learning) ou ndo-supervisionado (unsupervised learning) [FRE91]. 0
treinamento supervisionado consiste em apresentar a rede um padrao a ser reconhecido
juntamente corn a resposta que a rede deve fornecer ao reconhecer novamente este
mesmo padrao. Geralmente, neste tipo de treinamento temos uma regra de aprendizado
do tipo correcdo de erros. Esta regra esta baseada no princfpio de adaptacdo e correcdo
dos pesos de atuacdo de cada neurOnio, ate que este responda da maneira desejada. Urn
exemplo é a regra Delta Genealizado explicada no item 3.6. 0 treinamento ndo-
supervisionado ou auto-aprendizado consiste apenas em apresentar os padrOes que se
quer reconhecer a rede e esta deverd ser capaz de agrupar os padrOes que possuem
propriedades similares. Este processo tambem é chamado de clusterizacdo. Geralmente,
neste tipo de treinamento, temos uma regra de aprendizado do tipo competitivo a qual se
caracteriza pelas conexOes laterais dos neurOnios corn os seus vizinhos FIGURA 3.4c),
estabelecendo assim uma "competiedo entre os neurOnios - que levard a rede a um estado
estdvel.

-Topologia da rede: As redes podem ter um Unico nivel ou mais de urn nivel
(multilayer). As FIGURA 3.4 a, b, c) ilustram redes de urn Unico nivel e a FIGURA
3.4d) ilustra uma rede multinfvel.

FIGURA 3.4-Topologia de redes.

-Interconexdo dos neurOnios: Podem ser sem ou corn realimentacdo (feed-forward ou
feedback). As primeiras possuem neurOnios cujas safdas conectam-se apenas corn os
nfveis superiores da rede, ndo havendo realimentacdo de suas entradas. A safda de urn
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neurOnio nao influenciara a sua prOpria resposta. No segundo tipo, urn neurOnio pode se
conectar a uma de suas pr6prias entradas ou a entrada de um neurOnio em um nivel
inferior da rede. Desta forma, a rede do do feedback possui neurOnios cuja saida é capaz
de influenciar de uma maneira direta ou indireta o seu prOprio comportamento. Urn
exemplo tipico desta rede é o modelo de Hopfield.

3.5 Aplicaciies

As redes neurais possuem um espectro muito grande de aplicacOes, dentre as
quais podemos destacar trabalhos no reconhecimento de padrOes (imagens, voz, etc), na
area financeira, no controle de processos, na previsdo do tempo, na area biomedica, na
otimizacdo de problemas combinatOrios, etc.

3.6 Rede Multicamada de perceptons corn algoritmo de treinamento
Backpropagation

A rede neural MLP (Multi-Layer Percepton) merece ser vista corn um nivel de
detalhamento maior visto que é o modelo que sera usando na implementacao do sistema
IMASEG. Contudo, para uma completa referéncia do modelo, sugerimos [WER74],
IPAR851 e [CLE86].

Este modelo é urn dos mais estudados e adotados pela sua grande capacidade de
adaptacdo a qualquer tipo de padrao. A rede MLP, juntamente corn o modelo de
Hopfield, foram os responsaveis pelo ressurgimento do interesse nas redes neurais na
decada de 80.

Esse modelo, tambem conhecido como BPN (backpropagation network), é uma
rede feedfoward, corn treinamento supervisionado, formada por tr'es ou mais niveis
(multilayer): urn nivel de entrada (input layer). urn ou mais niveis intermediarios ou
ocultos (hidden layers) e um nivel de saida (output layer), conforme FIGURA 3.5. Na
grande maioria dos casos praticos, a camada oculta tern urn so nivel. 0 ndmero de
neurOnios do nivel de entrada e saida pode ser estimado de acordo corn as caracteristicas
do problema. Entretanto. nao existe uma tecnica precisa para estimar o ndmero de
neurOnios da camada oculta, devendo ser estabelecido de uma maneira intuitiva.

UFRGS
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FIGURA 3.5-Backpropagation network.

A rede BPN possui treinamento supervisionado baseado em duas fases:
propagactio e adaptacdo.

Procedimento para treinamento (Regra Delta Generalizada):
Aplicar um vetor de entrada, propagar e calcular os valores de saida (propagacao).
Determinar o erro, em relacdo aos valores desejados na saida.
Determinar as correcOes nos pesos (descida mais ingreme do gradiente do erro).
Aplicar as correcOes (adaptacdo).

5- Repetir os passos de 1 a 4 ate que o erro medio quadrado E seja suficientemente
pequeno ou atingir um ntimero determinado de iteracOes.

1	
t I

V'0 erro medio quadrado pode ser calculado por E = AA 2., (ypk - Spk ) onde y pk
P=I

a saida desejada.

Propagacilo: A funcao de ativacdo na propagacdo e uma funcao do tipo
sigmdide. Neste trabalho, utilizou-se a fling :do tangente hiperbOlica (tanh(x)).

A saida da camada de saida é dada por [FRE91]:

	

s pk = f kc (net spk ) , onde net Pk =	 w .	 e féa funcao de ativacao.

A saida da camada oculta e dada por [FRE91]:

	

onde net =	 y. x p,iPI = fJh (net '/',/ ),
1,1

Adaptacao: E baseado na retro-propagacdo do erro para os niveis anteriores da
rede, de acordo corn o grau de participacao que cada neurOnio teve no erro do nivel
posterior, derivando o nome de Backpropagation.
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A atualizacdo de urn peso generic° da camada de saida é expressa por [FRE91]:

w1 w'	 gy	 onde S'	 =	 —s,	 k,	 pk	 P	 P	 P 
).(1—s 

P

A atualizacdo de urn peso generic° da camada escondida e expressa por [FRE91]:
t I

J .X	 onde 8/p'i = I g p' k .wkcj .(1 — i pi ') e ,u é a taxa de aprendizado.
k=1

3.7	 Redes neurais e classificacäo estatistica

Os modelos de redes neurais e a abordagem estatistica (vide item 2.7.1) mantem
urn estreito relacionamento. Algumas semelhancas s -do conhecidas, como por exemplo,
o fato de que muitos classificadores de redes neurais fornecem respostas na camada de
saida que estimam probabilidade a posteriori Bayesianas. A precisdo dessas estimativas
depende da complexidade da rede, a quantidade de dados de treinamento utilizada e o
grau em que a amostra de dados de treinamento reflete de forma verdadeira a
distribuicao de probabilidade das classes e as probabilidades a priori das classes
[LIP91]. A rede BPN é um excelente classificador de padrOes e bastante robusto. Sua
taxa de convergéncia é alta. 0 treinamento supervisionado é ideal no caso desta
implementacdo pois conhecemos a priori qual a saida que queremos para cada amostra
das classes que o especialista ira selecionar.
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4. Descricão do sistema IMASEG

4.1 Funcionamento do sistema

0 objetivo principal do sistema é, a partir de uma imagem de entrada corn
regiOes de texturas diferentes, gerar uma imagem de saida segmentada, onde cada
textura da imagem original é pintada corn uma cor diferente indicando a que classe
pertence.

0 sistema devera carregar uma imagem, processa-la e gerar uma imagem de
saida. Este processo pode ser resumido em trés etapas:

Selecdo de amostras.
Treinamento da rede neural.

C) Classificacao da imagem.

4.1.1 Etapa A) Selecao de amostras

Inicialmente, deve-se identificar regiOes da imagem caracteristicas da classe a ser
amostrada. Entao, deve-se selecionar amostras representatives dessas classes de
interesse. Esta selecdo se dard atraves de uma janela de dimensdo 3x3, 5x5 ou 7x7. A
FIGURA 4.1 apresenta um exemplo, onde temos 4 texturas diferentes e o usuario
selecionou 16 amostras caracteristicas, 4 para cada textura (classe). Corn isso, sera
especificado um arquivo, que sera usado na fase de treinamento, contendo os valores
dos pixels, e urn rOtulo binario correspondente a uma classe. A razao para usar uma
janela de dimensOes Impar deve-se ao fato do pixel que esta sendo analisado estar
sempre no centro da janela. Isso é importante para o correto calculo dos parametros de
entrada conforme sera visto no item 4.1.2.

FIGURA 4.1-Selecdo de amostras.

4.1.2 Etapa B) Treinamento da rede.

A rede neural sera treinada a partir do arquivo de treinamento baseado nas
amostras selecionadas na etapa anterior. A rede neural usada é o BPN. Conforme visto
no item 3.6, treinar essa rede significa fornecer os valores de entrada e modificar os
pesos conforme a saida desejada. Temos, entdo, que mapear urn problema do mundo
real para uma rede neural, gerando as entradas a partir das amostras selecionadas. Este
talvez seja o processo mais critico na aplicacdo de redes neurais para solucdo de
problemas reais. No nosso caso especifico, este mapeamento foi feito de dual formas
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diferentes e independentes, usando as abordagens A ou B. Em ambas, durante esses
processo, sdo apresentadas a rede as amostras das respectivas entradas e safdas
desejadas contidas no arquivo de treinamento. 0 treinamento é encerrado quando a rede
converge para urn erro medio quadrado menor que 0,001.

Abordagem-A Treinamento corn parametros de textura

Usaremos como entrada para a MLP. trés parametros extrafdos de cada amostra:
media. desvio-padrao e uniformidade (FIGURA 4.2). A andlise da escolha desses tr6s
parametros esta no item 4.2. Desta forma, estamos quantificando a textura a fim de
fornecer valores numericos para a rede. A quantificacdo da textura foi abordada no item
2.10.5. Para calcular a media utilizou-se a equacdo (2.6) e para o desvio-padrao.
utilizou-se as equagOes (2.9) e (2.8). A uniformidade é obtida atraves da equacdo (2.10).
sendo que para isso e necessario antes calcular a matriz de coocorrência.

No caso do algoritmo de treinamento Backpropagation. os parametros devem ser
escalonados para a faixa de intervalo entre -1 e +1, ja que estamos usando a tangente
hiperbOlica como fungdo de ativacido. No item 4.4, sera explicado como é feito o
escalonamento. A rede terd 3 neurOnios de entrada, urn para cada parametro. e o ntimero
de neurOnios da camada oculta e 4. Essa quantidade foi suficiente para classificar
corretamente os padrOes e fazer a rede convergir. Na camada de saida, teremos 3
neurOnios, que podem classificar ate 8 classes.

FIGURA 4.2-Rede MLP usada na Abordagem-A.

Abordagem-B Treinamento corn Myers de cinza

Nesta abordagem. o mapeamento é feito diretamente a partir do nivel de cinza
dos pixels da janela para os neurOnios de entrada. Os valores dos nfveis de cinza dos
pixels de uma janela sdo usados como vetor de entrada. 0 ntimero de neurOnios da
camada de entrada sera o mesmo que o mimero de pixels da janela. 0 escalonamento é
mais simples (item 4.4), pois as entradas sao todas do mesmo tipo. 0 ntimero de
neur6nios da camada oculta foi estabelecido conforme cada caso. Na camada de safda,
temos 3 neurOnios, que podem classificar ate 8 classes, a exemplo da abordagem-A. A
FIGURA 4.3 apresenta urn exemplo dessa abordagem, onde a janela tern dimensao
(3x 3)e a camada oculta tern 10 neurOnios.
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FIGURA 4.3-Rede MLP usada na Abordagem-B.

As relacOes espaciais entre os pixels, que aparentemente nesta abordagem, ndo
estariam sendo levados em consideracdo, sac) indiretamente computados pois a posicao
em que cada pixel entra na rede neural. indica uma relacão de vizinhanca. Corn a
apresentacdo sucessiva e repetitiva de amostras de uma textura, espera-se que a RN
aprenda automaticamente as feicOes medias dessa textura.

4.1.3 Etapa C) Classificacdo da imagem

ApOs o treinamento, processa-se a imagem. utilizando a mesma dimensiio da
janela utilizada na etapa A). 0 processamento é feito atraves da varredura da imagem. A
janela é deslocada de unidade em unidade (pixel) da esquerda para a direita, linha por
linha. A cada nova posicdo da janela calcula-se as entradas que são propagadas pela
rede. gerando-se a saida da RN. E gerada uma imagem de saida onde o pixel central da
janela é pintado corn a cor correspondente a classe identificada pela RN de forma que,
no final do processo, a imagem de saida esteja segmentada em regiOes corn cores
diferentes, cada cor significando uma classe (textura).

4.2 MIAlise dos possiveis parametros de entrada da R.N.

A principio, qualquer feicao extraida da matriz de coocorrencia é candidata a ser
usada como parametro de entrada para a R.N. Conforme mencionado no item 2.10.5,
Haralick propOes varias feicOes que podem ser extraidas dessa matriz [HAR73]. Para
selecionar as feicOes que seriam titeis para o trabalho, primeiramente descartou-se as
que são de dificil ou demorado calculo. Este é o caso da Correlacilo. Algumas outras
tambem foram descartadas pois estao diretamente relacionadas, como é o caso da
Variancia e da Diferenca de Variancia. Feita essa pr6-analise, os principais candidatos
parametro de entrada para a MLP são a media, variancia, uniformidade, entropia e
contraste. 0 objetivo é poder quantificar e diferenciar uma grande variedade de texturas



47

e estudar o comportamento e a utilidade desses parametros. Espera-se que a media seja o
principal parametro a diferenciar as texturas. Em caso de duas texturas diferentes corn
sobreposicao de valores da media, espera-se que o desvio-padrao auxilie na
diferenciacao. Se mesmo assim, houver sobreposicao dos valores da media e desvio-
padrao, e nab for possivel ainda a classificacao, espera-se que a uniformidade das duas
texturas sejam diferentes e assim por diante. Se, ao final, todos os parametros das duas
texturas forem iguais ou parecidos, espera-se afirmar que elas sao iguais ou muito
parecidas.

No sistema IMASEG, foi feita uma analise desses parametros para verificar se
realmente estavam cumprindo a funcao esperada. De imediato, a variancia foi
substituida pelo desvio-padrao pois conforme explicado no item 2.8.1, a variancia, como
medida de dispersao, apresenta a desvantagem de possuir dimensao diferente da dos
dados observados, sendo esse problema eliminado pela utilizacdo do desvio-padrao.
Alen) dessa modificacao, outran foram realizadas em funcao das observacOes do
comportamento dos demais parametros durante a fase de testes do sistema IMASEG.
ApOs a analise de diversas imagens, calculando-se os valores dos parametros, constatou-
se algumas relacOes entre eles, descritas a seguir.

4.2.1 Relacdo entre desvio-padrao e contraste

A partir do calculo e da tabulaciio dos valores do desvio-padrao e contraste em
varias imagens, constatou-se que esses dois parametros tern comportamentos muito
parecidos. Em alguns casos, eles tern valores idénticos. Como exemplos caracteristicos,
temos as TABELA 4.1 e TABELA 4.2 . Os dados da TABELA 4.1 foram gerados a
partir das 16 amostras (janelas 7x7) indicadas na imagem da FIGURA 5.4a), enquanto
que os dados da TABELA 4.2 correspondem a 8 amostras (janelas 5x5) extraldas de
uma imagem medica (cineangiografia do ventrIculo esquerdo). A TABELA 4.3 é a
uniao dessas duas tabelas anteriores onde foram classificados em ordem ascendente os
valores do desvio-padrão. Todos os valores das tabelas foram escalonados para a faixa
entre -1.0 e +1.0. usando a equacao da FIGURA 4.18. Os graficos dos dados dessas
tabelas. apresentados respectivamente nas FIGURA 4.4, FIGURA 4.5 e FIGURA 4.6,
deixam clara essa relacao.

Conclui-se, entao, que nao e util usar esses dois parametros simultaneamente
como entradas para a R.N. pois eles nao cumprem o objetivo de diferenciar as texturas.
A partir dessa constatacilo, decidiu-se que é mais vantajoso e mais rapido, usar urn ou
outro. Optou-se pelo desvio-padrao, pois ele e mais rapido de ser calculado em fungdo
de nao depender da matriz de coocorréncia.
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TABELA 4.1-Desvio-padrilo e contraste das amostras da imagem da FIGURA 5.4a.
Desvio-padrdo Contraste

Janela A-1 +0.496 -0.280
Janela A-2 -0.984 -1,000
Janela A-3 -0.666 -0.900
Janela A-4 +1.000 +1.000
Janela A-5 +0,192 +0.135
Janela A-6 -0.074 -0.208
Janela A-7 +0.266 +0.259
Janela A-8 +0.242 +0,383
Janela A-9 -0,010 +0,165
Janela A-10 -1,000 -0.802
Janela A-11 -0,311 -0,044
Janela A-12 +0.097 -0.260
Janela A-13 +0.270 +0.247
Janela A - 14 +0,515 +0.288
Janela A-15 -0,124 +0,167
Janela A-16 -0,348 -0.577

A FIGURA 4.4 apresenta o grafico dos dados da TABELA 4.1.

FIGURA 4.4-Grafico dos dados da TABELA 4.1.
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TABELA 4.2-Desvio-padrdo e contraste das janelas da imagem medica.
Desvio-padrdo Contraste

Janela B- I +0,536 +0.425
Janela B-2 +0.492 +0.530
Janela B-3 +1.000 +1,000
Janela B-4 +0.456 +0.251
Janela B-5 -0,701 -0,840
Janela B-6 -0,644 -0.947
Janela B-7 -1.000 -1.000
Janela B-8 -0,22 1 -0,862

A FIGURA 4.5 apresenta o grafico dos dados da TABELA 4.2.

FIGURA 4.5-Grafico dos dados da TABELA 4.2
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TABELA 4.3-Juncdo das dugs tabelas anteriores e ordenacao pelo desvio-padrao.
Desvio-padrdo Contraste

Janela  A-10 -1,000 -0.802
Janela B-7 -1,000 -1.000
Janela A-2 -0.984 -1.000
Janela B-5 -0,701 -0.840
Janela A-3 -0,666 -0.900
Janela B-6 -0,644 -0.947
Janela A-16 -0,348 -0.577
Janela A- H -0,311 -0.044
Janela B-8 -0,222 -0.862
Janela A-15 -0,124 +0.167
Janela A-6 -0.074 -0.208
Janela A-9 -0,010 +0,165
Janela A-12 +0,097 -0.260
Janela A-5 +0,192 +0,135
Janela A-8 +0,242 +0.383
Janela A-7 +0,266 +0.259
Janela A-13 +0,270 +0.242
Janela B-4 +0,456 +0.251
Janela B-2 +0.492 +0.530
Janela A-1 +0,496 -0.280
Janela A-14 +0,515 +0.288
Janela B-1 +0,536 +0.425
Janela A-4 +1,000 +1.000
Janela B-3 +1,000 +1,000

+1

Anos r

-1
D.Padrao Contraste

FIGURA 4.6-Grafico dos dados da TABELA 4.3.
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4.2.2 Relacdo entre uniformidade e entropia

Atraves das mesmas imagens utilizadas no item anterior, constatou-se que a
uniformidade e a entropia tern comportamentos simaricos. Em seu trabalho, Haralick
havia observado esse fato [HAR73]. Essa relacdo e demostrada pelos dados das
TABELA 4.4 e TABELA 4.5, as quais, a exemplo do item 4.2.1, foram extraidas das
mesmas imagens. A TABELA 4.6 apresenta a juncdo das entradas das tabelas anteriores
apOs a ordenacdo ascendente dos valores da uniformidade. Todos os valores das tabelas
foram escalonados para a faixa entre -1.0 e +1.0, usando a equacdo da FIGURA 4.18

Percebe-se, entdo, que tambem ndo é util usar esses dois pardmetros
simultaneamente como entrada para a R.N. pois eles nao cumprem o objetivo de
diferenciar as texturas. Existe uma relacdo fixa entre eles. Esta relacdo pode ser
aproximada em algumas situacOes por 11=—e. Para um determinado valor de
uniformidade, existird apenas urn valor correspondente para a entropia, fazendo corn
que seja mais vantajoso e mais rapid°, usar urn ou outro. Optou-se pela uniformidade,
mas tambem poderfamos ter optado pela entropia sem maiores implicacOes.

TABELA 4.4-Uniformidade e entropia na imagem FIGURA 5.4a.

Uniformidade Entropia
Janela A-1 -0,375 +0,070
Janela A-2 +0.062 -0.322
Janela A-3 -0.887 +0,772
Janela A-4 -0,375 +0.092
Janela A-5 -0.362 +0.059
Janela A-6 -0,800 +0.635
Janela A-7 -0.900 +0.723
Janela A-8 -1.000 +1,000
Janela A-9 -0.825 +0,750
Janela A-10 +1.000 -1.000
Janela A-11 +0,062 -0.086
Janela A-12 -0,175 -0,051
Janela A-13 -0,800 +0,569
Janela A-14 -0,750 +0.564
Janela A-15 -0,850 +0.656
Janela A-16 -0,800 +0,589

A FIGURA 4.7 apresenta o grafico dos dados da TABELA 4.4.
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FIGURA 4.7-Grafico dos dados da TABELA 4.4.

TABELA 4.5-Uniformidade e entropia na imagem medica.

Uniformidade Entropia
Janela B-1 -0.899 +0,815
Janela B-2 -0.662 +0.470
Janela B-3 -0.912 +0,846
Janela B-4 -1.000 +1.000
Janela B-5 +0,604 -0,620
Janela B-6 -0.209 -0,082
Janela B-7 +1.000 -1.000
Janela B-8 -0,209 -0,067

A FIGURA 4.8 apresenta o grafico da TABELA 4.5.
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FIGURA 4.8-Grdfico dos dados da TABELA 4.5.

TABELA 4.6-Jungdo das tabelas anteriores ordenada pela uniformidade.

Uniformidade Entropia
Janela B-4 -1,000 +1.000
Janela A-8 -1,000 +1.000
Janela B-3 -0,912 +0,846
Janela A-7 -0.900 +0.723
Janela B-I -0.899 +0,815
Janela A-3 -0.887 +0.772
Janela A-15 -0,850 +0.656
Janela A-9 -0.825 +0.750
Janela A-6 -0,800 +0.635
Janela A-13 -0,800 +0.569
Janela A-16 -0,800 +0.589
Janela A-14 -0.750 +0.564
Janela B-2 -0,662 +0,470
Janela A-1 -0,375 +0.070
Janela A-4 -0,375 +0.092
Janela A-5 -0.362 +0.059
Janela B-6 -0,209 -0.082
Janela B-8 -0.209 -0.067
Janela A-12 -0,175 -0.051
Janela A-2 +0,062 -0.322
Janela A-11 +0,062 -0.086
Janela B-5 +0,604 -0.620
Janela B-7 +1,000 -1.000
Janela A-10 +1,000 -1.000
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FIGURA 4.9-Grafico dos dados da TABELA 4.6.

4.2.3 Redimensionamento da uniformidade

Durante os teste, descobriu-se uma caracteristica importante da uniformidade.
Para imagens corn 256 niveis de cinza, esse parametro nä° atinge o seu objetivo de
diferenciar imagens corn uniformidades diferentes. Isso deve-se ao fato de que nessas
imagens, existe pouca probabilidade de dois pixels vizinhos terem exatamente o mesmo
nivel de cinza, que é o fator que aumenta a uniformidade da imagem. Por exemplo.
observando-se as imagens da FIGURA 4.10, percebe-se que a imagem da esquerda
possui uma uniformidade visual muito maior do que a imagem da direita. Entretanto,
devido a forma como a matriz de coocorréncia e a uniformidade sdo calculadas, essas
duas imagens terdo o mesmo valor da uniformidade pois possuem todos os pixels
diferentes entre si, fazendo corn que a uniformidade seja minima (vide item 4.3.1). Para
evitar esse problema e fazer corn que o parametro retrate realmente a uniformidade da
imagem. reduz-se a imagem de 256 para 16 niveis de cinza. atribuindo-se o valor inteiro
da divisdo do valor do pixel por 16. Essa reducdo e feita apenas para calculo da
uniformidade, sem afetar a imagem original que continua corn 256 niveis de cinza. Para
Essa modificacdo nos leva aos resultados da FIGURA 4.11, onde os valores da
uniformidade sdo realmente diferentes, retratando a realidade corn mais fidelidade. Para
a imagem da esquerda, o valor de h passou de 0,003205128 para 0,151442 e na imagem
da direita o valor de h passou de 0,003205128 para 0,0013971 que tambèrri é um valor
baixo pois realmente essa imagem nao é nada uniforme.
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FIGURA 4.10-Duas imagens diferentes corn mesma uniformidade.

FIGURA 4.11-As mesmas ima gens apcis a reducdo para 16 niveis de cinza.

4.3 Comportamento esperado dos tres parametros de entrada da RN

ApOs a analise feita no item 4.2, ficamos, entao, corn trés pardmetros para serem
utilizados no sistema: media, desvio-padrdo e uniformidade. Consideraremos algumas
situacOes diferentes que exemplificam a utilidade desses trés pardmetros. Essas
situacOes serdo reproduzidas nos testes do capitulo 5.

1) Considere a imagem (12x12) da FIGURA 4.12. Nela, temos duas regiOes corn
texturas diferentes (A e B). Para cada textura, temos 2 amostras representativas (janelas
3x3). Se calcularmos a media das amostras, veremos que o intervalo de valores das
amostras da textura A sao diferentes e nlio se sobrepOem ao intervalo de valores das
amostras da textura B. Portanto, neste caso. o use de somente urn parametro, a media, ja
é suficiente para diferenciar essas duas texturas.
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m=2,333
s =1,000
11=0.295

1 1 1 1 1 1 1 1 1 1 1 1

textura A

textura B

3 3 3 - 3 3 3 3 3 3 3 3

1 1 1 1 1 1 1 1 1 1 1 1

m=1.666
s=1,000
h=0,295

4	

3 3 3 3 3 3 3 3 3 3 3 3

1 1 1 1 1 1 1 1 1 1 1 1

3 3 3 3 3 3 3 3 3 3 3

m=8,555
s=0,527
h=0.260

4

8 9 8 9 8 9 8 9 8 9 8 9

8 9 8 9 8 9 8 9 8 9 8

8 9 8 9 8 9 9 9

m=8,444
s=0,527
h=0.260

9 8 9 8 9 8 9 8 9 8 9 8

8 9 8 9 8 9 8 9 8 9 8

9 8 9 b 9 8 9 8 9 8 9 3

FIGURA 4.12-Duas texturas corn medias diferentes.

2) Considere agora, a imagem (12x12) da FIGURA 4.13. As amostras das texturas A e
B tern intervalo de valores da media que se sobrepOem. Essa situacdo atrapalha a RN,
pois estamos associando valores de entrada semelhantes para classes diferentes.
Portanto, so conseguimos distingui-las, calculando tambern o desvio-padriio. Neste caso,
verificamos que os intervalos de valores para o desvio-padrfro nao estdo se sobrepondo.

m=4,555
s=4,216
h=0.260

f----..____,9

1 9 1 9 1 9 1 9 1 9 1 9

textura A

textura B

9 1 9 1 9 1 9 1 9 1

9 1 9 1 9 1 9 1 9 1 9

m=5,444
s=4,216
h=0.260

4

9 1 9 1 9 1 9 1 9 1 9 1

9 1 9 1 9 1 9 1 91 9 1

9 1 9 1 9 1 9 1 9 1 9 1
4 4 4 4 4 4 4 4 4 4 4 4

m=4.666
s=1.000
h=0.295

6 6 6 6 6 6 6 6 6 6 6 6

4 4 4 4 4 4 4 4 4 4 4

6 6 6 6 6 6 6 6 6 6 6 6
m=5,333
s=1,000
h=0,295

4
4 4 4 4 4 4 4 4 4 4 4 4

6 6 6 6b b b b b 6 b 6

FIGURA 4.13-Duas texturas corn medias pr6ximas e desvio-padrdo diferentes.

3) Considere, nesta terceira situacao, a imagem da FIGURA 4.14. As amostras das
texturas A e B tern intervalos de valores da media e da desvio-padrdo que se sobrepOem.
Repetindo a situacdo anterior, a classificacdo da RN fica mais confusa ainda, apesar do
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erro rn&lio do algoritmo BP convergir corretamente. Neste caso, a Unica caracteristica
que podemos usar para distin guir as texturas e a uniformidade (h).

m=5,777
s=2,108
h=0.260

4 8 4 8 4 8 4 8 4 8 4 8

textura A

textura B

4 8 4 8 4 8 4 8 4 8 4

4 8 4 8 4 8 4 8 4 8 4 8

8 4 8 4 8 4 8 4 8 4 8 4
m=6.222
s=2,108 8 _4.--8-J-4--S-4 8 4 8 4 8

h=0.260 8 4 8 4	 8	 4 8 4 8 4 1 8 4

6 4 8 6	 4	 8 6 4 8
T

6 4 8
tn=6,000
s=2,061
h=0.068

3 6 4 3	 6	 4 3 6 4 3 6 4
4 

9 8 6 9	 8	 6 9 8 6 9 8 6

6 4 8 6	 4	 8 6 4 8 6 4 8
m=6,000
s=2.061
h=0,066

4	
3 6 4 3	 6	 4 3 6 4 3 6 4

9 8 6 9	 8	 6 9 8 6 9 8 6

FIGURA 4.14-Duas texturas corn medias e desvio-padrao prOximos mas corn
uniformidade diferentes.

4.3.1 Valores minimo e maxim° absolutos dos parametros de entrada

0 calculo dos valores minimo e maximo absolutos é atil para sabermos como se
comportam esses parilmetros e para podermos compard-los. A partir desses valores, foi
possivel fazer uma analise sobre qual o melhor escalonamento a aplicar sobre os
mesmos (item 4.4)

Media: Na equacao da media (expressao 2.6), podemos substituir I PI por MxN.

Minimo: Vamos supor que todos os pixels tenham o mesmo valor e sejam iguais a zero.
OX(MXN) 

Neste caso, podemos substituir	 Py por 0 x (M x N). Entilo: min -- 0.
( x N)

Lx(MxN) 
Maximo: Assumindo todos os pixels iguais a L, temos: max -- L .

( x N)

Desvio-padrdo: Usando a equacao da expressao 2.8, temos:

Minimo: Para que a desvio-padrao seja minimo, a diferenca do numerador deve ser
minima, portanto PT, deve ser igual a /Tr Supondo todos os pixels iguais a urn valor

qualquer K, entdo IT/ = K. Substituindo, temos:

min =
(K - K)2 x(1.1 x N)

(Al X N) -	 -
Ox(MxN)

, -0
(MxN)-1

Maximo: Analogamente, para que a desvio-padrao seja maxima, a diferenca do
numerador deve ser maxima. Chega-sea esta situacdo, assumindo que metade dos pixels
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da janela tern valor 0 e a outra metade valor L. Neste caso.	 (V)' fazendo corn que2 
\ 2

a diferenca (13, — WI) seja maxima. Substituindo:

max -

L ±

n

L -
L

2,

M X N - 1

/x1 L)2 x (Mx N)
2 

M x N -1
_ xL	 M x N 

2	 MxN-1    

Uniformidade: Usando a equacao da expressdo 2.10, temos:

Minimo: 0 minim() seria obtido se todos elementos da matriz C A' tivessem valor 0.
Entretanto, pela maneira como a matriz e construida, isso ndo é possivel, pois sabemos
que seu somatOrio e igual a I. Entao, para que o somat6rio seja minim°, é necessario
que os elementos da matriz tenham valor o mais baixo possivel. Isto é conseguido,
supondo que todos os pixels da imagem que gerou a matriz de coocorrencia sejam
diferentes entre si. A matriz de coocorrencia normalizada terd n elementos corn valor
igual a 1//,	 , onde n e a quantidade de pares de pixels vizinhos da imagem (#Rs),

calculado no item 2.10.2. Podemos substituir #R s por	 , conforme item 4.3.2.

Substituindo, temos:

min = VIC: X/ C: =VIC:
1

Maximo: Ao contrario, para que o somatOrio seja maxim°, deve existir apenas urn
elemento da matriz (n=1) corn valor maximo e todos os outros iguais a zero. Isto é

conseguido, quando todos os pixels da imagem sdo iguais entre si. Este elemento
diferente de zero terd valor igual ao somatOrio da matriz normalizada, ou seja, 1.
Portanto,
max = 1 2 X1=1

Entropia: Usando a equacao da expressiio 2.11, temos:

Minimo: Para obter-se urn minim° de entropia, é necessario que apenas urn elemento da
matriz de coocorrencia normalizada tenha valor 1, pois neste caso 1.1ogl = 0. Da mesma
forma que no item anterior, isso é conseguido a partir de uma imagem corn todos pixels
iguais entre si. Portanto, min = 1 x log 1 x 1 = 0 .

Maximo: 0 maxim() seria obtido se todos elementos da matriz CV tivessem valor de
0,36 pois nesse caso —0,36 x log(0,36) atinge o valor maxim°, conforme grafico da
FIGURA 2.8. Entretanto, pela maneira como a matriz é construida, isso ndo é possivel.
Enid°, para que a entropia seja maxima, é desejavel que todos valores da matriz estejam
o mais prOximo possivel de 0,36. Isto e conseguido supondo que todos os pixels da
imagem que gerou a matriz de coocorrencia sejam diferentes entre si, reproduzindo a
situacao de uniformidade minima. Desta forma, substituindo na equacdo, temos:

( 0 _L)%(M ix NH L _	 x 
)	 1	 ) 

M x N
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(
max = —

i/
x log y/ C

Y 
= — y/

I	 ) \	 1.1

Contraste: Usando a equacdo da expressao 2.12. temos:

Minimo: 0 minim() de contraste é obtido fazendo corn que qualquer elemento da matriz
de coocorréncia diferente de 0 fique situado na diagonal principal, fazendo corn que li-j1
seja zero anulando o somatOrio. Se, numa imagem corn 256 niveis de cinza, todos os
pixels forem iguais a urn valor qualquer Z, entao a matriz de coocorrencia normalizada
tera a seguinte forma:

0	 Z ... 256

0 ... 0 ... 0

...

0 0 1 0 0

...

0 ... 0 ... 0

Desta forma. o contraste minimo sera (Z — Z) 2 x 1 = 0 .

Maximo: Para obtermos maxim() de contraste. os elementos (0,L) e (L,0) da matriz de

coocorréncia devem ser maximos, onde L=255, fazendo corn que (L — 0) 2 tambem
tenha valor maximo. ApOs varias simulacOes intuitivas, esta situacao foi obtida a partir
de uma imagem corn as caracteristicas abaixo (a esquerda na FIGURA 4.15). Assim, a
matriz de coocorréncia terd a forma abaixo (a direita na FIGURA 4.15).

FIGURA 4.15-imagem que gera valor maximo de contraste e sua respective matriz de
coocorrência.

0 maxim() sera dado por:

2 x 
# R +# R

1)1)
+# R '
	

2 #R' +# R
D

+# R
1)E1•

2x# R
s
	 X (I, - 0) -	

# Rs

	
X L2

256

A FIGURA 4.16 tabula todos os valores minimo e maximo dos parametros de
entrada para a rede neural.
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FIGURA 4.16-Valores minim() e maximo absolutos dos pardmetros de entrada.

Analisando os dados da FIGURA 4.16, conclufmos que o intervalo de valores da
media depende somente da quantidade de niveis de cinza (L) da janela, o desvio-padrao
depende de L e da dimensdo da janela (MxN), enquanto que os demais dependem da
matriz de coocorrencia normalizada C N que por sua vez depende das dimensOes da
janela (MxN), que foi usada para gera-la.

4.3.2 SomatOrio dos elementos da matriz de coocorrencia

0 somatOrio dos elementos da matriz de coocorrencia 	 C, sera exatamente
I,J

igual a quantidade de pares de pixels vizinhos da imagem usada para gera-la, conforme
FIGURA 4.17.

	

c„H = #RH 	,	 C I = #R",
1,i	 I,J

V r,DD = #RDD , V cDE = #RDE,

Y

	

= #RS	.	 CuN = 1.0
/./

FIGURA 4.17-SomatOrio dos elementos da matriz de coocorrencia.

4.4 Escalonamento dos parametros de entrada

No sistema IMASEG, o algoritmo BackPropagation foi implementado usando
fungdo tangente hiperbOlica como fungdo de ativacdo. Portanto, os valores de entrada
devem se situar entre -1 e +1 para que se consiga convergir o erro. Caso alguma entrada
tenha valor muito fora desta faixa, ela ira saturar a rede. Devemos entao, escalonar os
valores dos parametros para esse intervalo. Esta tarefa nao é trivial e é fundamental para
o funcionamento do sistema.

Os tres pardmetros de entrada da rede B.P. ( , s, h) tern valores que se situam
em faixas completamente diferentes (vide item 4.3.1). Alem disso, seus intervalos de
variacdo ndo sao sempre os mesmos, variando conforme o mimero de raveis de cinza da
imagens e conforme o tamanho da janela. Portanto, a tarefa de escalona-los para a faixa
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entre —1 e +1 é delicada. E preciso fazer uma analise do comportamento dessas
variaveis em diversas situagOes, levando-se em consideracao que a textura apresenta-se
sob uma grande variedade de formas. Ela pode variar corn a distribuicao dos pixels
dentro da janela e corn os valores de nivel de cinza desses pixels. Essa combinacdo nos
leva a uma infinidade de texturas diferentes. Abaixo, propomos 3 formas para realizar o
escalonamento: pelos valores minim() e maxim° absolutos, pelos valores minim° e
maxim° relativos ou pela fungdo tanh(x). Cada uma delas apresenta vantagens e
desvantagens e sua adequacdo dependerd das caracteristicas das texturas presentes na
imagem que estamos querendo classificar.

4.4.1 Escalonamento linear pelos valores min e max absolutos.

Nesta abordagem, escalona-se os parametros tomando como base os valores
minim° (min) e maxim() (max) absolutos que os parametros podem assumir (item 4.3.1).
Aplica-se esses valores na equacilo da FIGURA 4.18, obtendo o valor do parametro
escalonado.

Eescalonacia = 2 x E — min  ) —1.0
mux — min

FIGURA 4.18-Escalonamento das entradas (E) para [-1,+1[.

A vantagem desse tipo de escalonamento é que nao precisamos ter urn
conhecimento das caracteristicas da imagem, pois ja conhecemos min e max a priori.
que é igual para todas imagens (para urn mesmo tamanho de amostra). Portanto, esse é
urn metodo bastante generic°. Entretanto, corre-se o risco bastante grande de igualar
valores que teriam que ser diferenciados. Por exemplo, na TABELA 4.7, temos os
valores da media e da media escalonada das quatro amostras (duas para cada textura) da
imagem na FIGURA 4.12. Percebe-se que, apOs o escalonamento, os valores da media
escalonada das duas texturas ficam muito prOximos, quando o que se pretende é
exatamente o contrario, ou seja, diferenciar essas 2 texturas. Os valores da tabela foram
calculados levando-se em consideracao os valores 0 e 255 para o minim() e o maxim° da
media respectivamente.

TABELA 4.7-Media e media escalonada pelo escalonamento linear absoluto.

Media Media escalonada
Textura A-amostra 1 2.333 —0.9817019
Textura A-amostra 2 1.666 —0.9869333
Textura B-amostra 1 8.444 —0.9337725
Textura B-amostra 2 8.555 —0,9329019

4.4.2 Escalonamento linear pelos valores min e max relativos
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Para solucionar o problema gerado pelo escalonamento descrito acima, os
valores min e max do parametros não sera. ° mais os seus valores absolutos e sim o
minim° e o maxim() encontrados nas amostras da prOpria imagem. Aplica-se esses
valores na equacao da FIGURA 4.18, porem min e max serdo os valores minim° e
maxim° relativos e ndo absolutos. Desta forma, ap6s o escalonamento, os valores
estardo bem distribuidos entre —1 e +1,  evitando-se a "perda de informacdo" (TABELA
4.8).

TABELA 4.8-Media e media escalonada pelo escalonamento linear relativo.

Media Media escalonada
Textura A-amostra 1 2.333 —0.8063579
Textura A-amostra 2 1.666 —1.0000000
Textura B-amostra I 8.444 +0.9677747
Textura B-amostra 2 8.555 +1.0000000

Mesmo assim. em algumas situacoes, esse escalonamento tambem nao sera
satisfatOrio. Por exemplo, considere a TABELA 4.9 que representa os valores da media
de 3 texturas da imagem da FIGURA 4.19. Como a media das amostras das texturas A e
B estii muito afastada da media da amostra da textura C, os valores escalonados da
media das amostras das texturas A e B acabam ficando praticamente iguais, quando o
que se pretendia era diferenciii-los.

Outra desvantagem dessa tecnica é que precisamos realizar um pre-
processamento da imagem para obter os valores minim() e maxim° relativos. Porem,
isso nao e demorado pois necessita-se de uma Unica varredura na imagem para obter
esses valores.

m=4. I 1 3 5 3 5 3 5 3 5 3 5 3 5
textura A

textura B

textura C

- 3 5 3 5 3 5 3 5 3 5 3
3 5 1	 3 5 3 5 3 5 3 5 3 5
5 3 5 3 5 3 5 3 5 3 5 3
7 9 7 9 7 9 7 9 7 9 7 9

m=7,88 9
7

7 9 7 9 7
9 7 9 7 9 7 9 7 9 7 9

9 7 9 7 9 7 9 7 9 7 9 7
' 99 
_9_5

95
99

99
95

95
99

99
95

95 
99

99
95

95 '
99 95

9995
99

99
95

95
99m=97.22	 	4

99 95 9 99 95 99 95 99 95
95 99 95 99 95 99 95 99 95 99 95 99

FIGURA 4.19-Exemplo de imagem corn problema no escalonamento relativo.
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TABELA 4.9-Problema na media escalonada gerado pelo escalonamento relativo.

Media Media escalonada
Textura A-amostra 1

Textura B-amostra 1

Textura C-amostra 1

4.11

7.88

97,22

—1.000

—0,961
+1,000

4.4.3 Escalonamento corn auxilio da func -do tangente hiperbOlica

Considere o comportamento da funedo tanh(a x (x — 2))desenhada na FIGURA

4.20. Esse tipo de funcao resolveria o problema criado na situac -do anterior, onde os
valores estäo mal distribuldos. A inclinacdo da curva deve ser ajustada para cobrir a
regido onde os valores do pardmetro estao mais concentrados de forma a distribui-los
mais igualmente no intervalo —1:+1. Para isso, a funedo pode ser "calibrada" atraves dos
seus parilmetros a, 2 . Corn a. regula-se a inclinacilo da curva e corn 2, o
deslocamento. Por exemplo, na FIGURA 4.20 a), os valores estdo concentrado em torno
de 0,8. Portanto, o valor de 2 sera 0,8. Ja na FIGURA 4.20b), o valor de 2 sera 1,5,
pois a concentracdo de valores esta nessa faixa. Na FIGURA 4.20c), o intervalo de
valores é mais alongado, fazendo corn que o parâmetro a tenha valor 2, enquanto que
as duas tune -6es anteriores tinham valor 4. Entretanto, essa tecnica exige, alem de urn
pre-processamento, uma analise estatistica do comportamento da distribuiedo dos
valores dos parametros da imagem. Essa tarefa deve ser feito fora do sistema,
manualmente. Porem, se a intenedo for classificar imagens sempre do mesmo tipo, entdo
essa analise seria feita uma Unica vez, e seu resultado embutido no programa, que seria
capaz de classificar apenas imagens daquele tipo especifico.
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FIGURA 4.20-Escalonamento pela fungdo tangente hiperbOlica.



5. Resultados e Discussäo

Neste capitulo, sdo mostrados e analisados os resultados obtidos corn o
processamento de algumas ima gens pelo sistema descrito no capitulo 4. Silo descritas as
imagens utilizadas para testes e todos os dados e parametros utilizados, visando
possibilitar a repeticao dos experimentos corn a mesma precisdo.

5.1 Descriciio das imagens utilizadas

Todas as imagens sdo sinteticas monocromaticas corn 256 niveis de cinza corn
dimensao 100x 100 pixels. Essa dimensdo é suficiente para testar o sistema, pois as
janelas de deslocamento tern dimensao de 3x3, 5x5 e 7x7. As texturas sao bastante finas
sendo bem caracterizadas corn janelas dessas dimensOes. Todas imagens possuem 4
texturas diferentes a classificar. Essas texturas podem aparecer em mais de uma regido
da imagem. 0 usuario seleciona ate quatro amostras representativas de cada textura.

5.2 Valores de variAveis e parametros utilizadas.

5.2.1 Valores usados dos parametros da rede Backpropagation

Os pesos (w) foram inicializados corn valores randOmicos entre —1,00 e +1,00. 0
valor usado para a foi de 0,02. Na fase de treinamento, o ruimero de iteracCies variou de
imagem para imagem, e foi estabelecido como final de treinamento urn erro medio
quadrado menor que 0,001. A quantidade de neurOnios na camada oculta foi 4 para a
abordagem-A. Essa quantidade foi suficiente para classificar corretamente os padraes e
fazer a rede conver gir. Ja na abordagem-B. o dimensionamento da camada oculta é mais
dificil. 0 raimero de neurOnios variou de 10 a 25, dependendo da imagem. Corn menos
de 10 neurOnios, a rede torna-se instavel, nao convergindo em alguns casos. Os demais
dados (forma de treinamento, valores de entrada, etc) estdo descritos no item 4.1.

5.2.2 Valores usados no calculo da matriz de coocorrencia (Abordagem-A)

Conforme visto no item 2.10, existem varias matrizes de coocorrencia
dependendo da orientacdo espacial que estamos interessados. No nosso caso, como nao
ha urn conhecimento a priori das texturas a classificar, utilizamos as quatro orientacOes
possiveis (horizontal, vertical, diagonal direita e diagonal esquerda) para gerar a matriz
de coocorrencia normalizada C N . A FIGURA 5.1 descreve o calculo de cada elemento
da matriz de coocorrencia usada no sistema. Esta abordagem consumiu urn tempo urn
pouco maior no calculo da matriz, mas garantiu que nenhuma feicao da textura fosse
ignorada.
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FIGURA 5.1-Matriz de coocorrencia utilizada no sistema.

Todos elementos da equacdo FIGURA 5.1 foram vistos no item 2.10. Essa
equacdo tambem garante que a matriz seja invariante sob rotacdo da imagem, fazendo
corn que o valor da uniformidade seja igual. Por exemplo. na  FIGURA 5.2, a imagem da
direita esta rotacionada de 900 em relacdo a imagem da esquerda. Mesmo assim, a
matriz de coocorrencia e o valor da uniformidade serdo os mesmos para as duas
imagens, garantindo que texturas iguais terdo valores da homogeneidade iguais mesmo
que rotacionadas.

Para o parametro d (distancia entre pixels) foi utilizado o valor unitario. pois é o
valor que apresenta melhores resultados nos testes realizados por diversos
pesquisadores. Apesar de poder assumir qualquer valor. na  pratica valores maiores que 1
ndo sdo titeis pois pares de pixels separados por distdncia maior que 1 tornam-se ndo
correlacionados [HAR79].

FIGURA 5.2-Invaridncia da matriz de coocorrencia quanto a rotacdo da imagem.

Urn grande problema encontrado na implementacdo do sistema IMASEG foi

quanto a dimensdo da matriz de coocorrencia (N x N onde Ng é a quantidade de

niveis de cinza da imagem. Como estamos trabalhando corn imagem corn 256 niveis de
cinza, a matriz tern dimensdo muito grande (256x256). A geracdo dessa matriz e o
calculo para extrair o parametro h a partir dela se tornam muito lentos, dependendo do
tipo de imagem. Para contornar esse problema, foi implementado uma maneira de
diminuir a dimensdo da matriz: Procura-se, na imagem, o valor minimo G,„„, e o valor
maximo	 de nivel de cinza. Subtraindo de todos os pixels o valor G„„ teremos a

reducdo da dimensdo de (256x256) para (G„„L, — G„„i x(G,,,_, — G„„), aumentando a
performance do algoritmo e utilizando menos mernOria do sistema.

5.2.3 Tamanho da janela e quantidade de amostras.

0 tamanho da janela para selecdo de amostras e para o processamento das
imagens pode ser definido entre tres opcOes: 7x7, 5x5 ou 3x3. A escolha correta
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depende do tipo de imagem que for processar. A janela deve ser proporcional ao
tamanho da primitiva textural fazendo corn que quanto mais finas as texturas, menor a
janela e vice-versa. 0 sistema pode classificar ate 4 texturas e para cada uma, devem ser
selecionadas quatro amostras representativas.

5.2.4 Forma de escalonamento utilizada

Neste trabalho, optou-se por fazer o escalonamento linear pelos valores min e
max relativos. Essa opcdo apresentou melhores resultados do que o escalonamento
linear pelos valores min e max absolutos. 0 escalonamento pela furled() tangente
hiperbOlica foi apresentada como uma alternativa para ser utilizado em situagOes
particulares descritas no item 4.4.3, nao sendo generico.

5.3 Ana lise dos resultados

As imagens originais foram processadas gerando como sada uma imagem
classificada. Nesse trabalho, foram selecionadas 6 imagens caracteristicas para serem
mostradas. Cada uma dessas 6 imagens representa urn exemplo caracteristico de urn
conjunto de imagens corn propriedades semelhantes que tambem obtiveram resultados
semelhantes na classificacao. Ern cima de cada figura esta a imagem original, ern baixo
a esquerda a imagem classificada pela abordagem-A e em baixo a direita, a imagem
classificada pela abordagem-B. As amostras selecionadas pelo usuario podem ser
identificadas pelos pequenos retangulos pretos corn urn ponto central. Para cada textura
identificada foi atribuida uma cor diferente (azul, verde, ciano, roxo) para diferencid-las.
Quando a rede nao conseguiu classificar em nenhum desses quatro casos, entilo foi
atribulda a cor vermelha. Em cada imagem, é feita uma andlise dos possiveis fatores que
influenciaram na qualidade dos resultados.

Obs: Na impressao desse trabalho, as cores azul, verde, ciano, roxo e vermelho
sac) substituidas respectivamente por cinza escuro, cinza medio escuro, cinza medio
claro, cinza claro e branco.

Imag..em 1 

A imagem 1 possui 4 texturas diferentes as quais possuem amostras corn
intervalos de valores da media bem separados. 0 mesmo nao acontece corn os valores
das amostras do desvio-padrao e da uniformidade que estdo sobrepostos. A FIGURA 5.3
ilustra essa distribuicao de valores apOs o escalonamento para o intervalo [-- ;+1]. A
janela para selecdo de amostras tern dimensdo 7x7. Os percentuais de pixels
corretamente classificados nas FIGURA 5.4b) e c) sao 86,3% e 95,1%, respectivamente.
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FIGURA 5.3-Distribuicao dos pardmetros da imagem 1.

A FIGURA 5.4 mostra os resultados obtidos corn a classificacdo da imagem 1.

FIGURA 5.4-Classificacao da imagem 1.

0 principal problema encontrado na abordagem-A se da exatamente quando a
janela 7x7 esta na transicao de dois padrOes diferentes (FIGURA 5.4b). 0 ponto central
da janela pertence a regido que se quer classificar, mas a area da ianela abrange duas
regiOes distintas. Em algumas destas situagOes, a regido é classificada incorretamente. A
explicacao esta no fato de que ao calcular os parâmetros 	 h) desta janela, pode
haver uma coincidencia de valores corn alguma outra classe presente na imagem,
confundindo a classificacdo. Nesse caso especifico, para amenizar este problema, a
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solucdo pode estar em diminuir o tamanho da janela. Outra solucdo seria criar uma
janela de tamanho variavel. Na transicao entre texturas, o tamanho da janela deve ser
diminuldo dinamicamente para que nao englobe duas texturas diferentes. Quando a
janela estiver totalmente dentro de uma classe, entilo seu tamanho pode retornar ao
original. Na classificacdo pela abordagem-B (FIGURA 5.4c), o resultado é visivelmente
melhor, mas tambern apresenta o mesmo problema na transicao entre classes.

Imagem 2

A imagem 2 possui as mesmas caracteristicas da imagem 1, porem neste caso, o
tamanho da janela utilizada foi 3x3, para que se possa comparar o rendimento corn a
imagem 1 na transicao entre texturas. A FIGURA 5.5 apresenta os resultados. Os
percentuais de pixels corretamente classificados nas FIGURA 5.5b) e c) sdo 80,1% e
78,6%, respectivamente.

FIGURA 5.5-Classificacdo da imagem 2.

Utilizando a janela menor, obtem-se uma precisdo maior na classificacao quando
a janela encontra-se na transicao entre duas classes. Entretanto, ganha-se novo
problema: no interior da textura, a classificacdo teve resultado pior. Na classificacao
pela abordagem-A (FIGURA 5.5b), as texturas 1 e 2 sao confundidas uma corn a outra
em varias ocasiOes. Na classificacdo pela abordagem-B (FIGURA 5.5c), a textura 4 é
confundida corn a textura 3. A explicacdo para essa degradacao, pode residir no fato de
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que janelas menores se tornam mail vulneraveis a flutuagOes nos valores dos pixels ou
pelo fato da janela 3x3 ndo ser grande o suficiente para captar a granularidade da
textura. Essa situacdo pode ser exemplificada da seguinte forma: Suponha uma janela
7x7 corn todos seus 49 pixels corn valor 10. Essa janela tern media corn valor igual a 10,
pois 49 x104- 49 = 10. Se por acaso, dois desses pixels tiverem valor 50, entdo a media

47 x10+2 x50 
aumenta para

49	
— 11,632. Entretanto, se a janela for 3x3 e repetirmos a

situacao anterior,	 a media dd urn salto muito maior, indo de 10 para
7x10+2x50 

— 18,888. Para o desvio-padrao e a uniformidade, essa instabilidade e ainda
9

maior (vide TABELA 5.1).

TABELA 5.1-Comparacdo dos parametros entre janelas de
Media

dimensOes
D.Padrdo

diferentes
Unifor.

janela 7x7 corn todos pixels corn valor 10 10,0 0,0 1,0

janela 7x7 corn 2 pixels corn valor 50 e os
demais corn valor 10

11,632 7,996 0,913

janela 3x3 corn todos pixels corn valor 10 10,0 0,0 1,0

janela 3x3 corn 2 pixels corn valor 50 e os
demais corn valor 10

18,888 17,638 0,47

Imagem 3

Nesta imagem, as 4 texturas possuem intervalos de valores do desvio-padrao
bem separados enquanto a media e uniformidade ficam sobrepostos apOs o
escalonamento para o intervalo [-1;+1], conforme ilustra FIGURA 5.6. A janela de
selecdo de amostras tern dimensao 7x7.
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FIGURA 5.6-Distribuicdo dos parâmetros da imagem 3.

A FIGURA 5.7 apresenta os resultados obtidos corn a classificacao. Os
percentuais de pixels corretamente classificados nas FIGURA 5.7b) e c) sdo 89,5% e
38,4%, respectivamente.

FIGURA 5.7-Classificacdo da imagem 3.

Na abordagem-A, quando ha transicdo de uma textura para outra, a classificacdo
ora aponta para a primeira ora para a segunda textura (FIGURA 5.7b), mas sem o erro
ocorrido nas imagens 1 e 2, onde, na transicao, a classificacao aponta para uma terceira
classe. Na imagem processada pela abordagem-B (FIGURA 5.7c), ndo foi atingido o
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objetivo (a imagem de saida apresenta um efeito "degradee). Isso pode significar que a
rede neural, corn as configuracOes usadas e corn as amostras escolhidas, ndo foi capaz
de extrair o parametro desvio-padrao. Para tentar reverter a situacdo, foram feitos testes
corn outras configuracOes da rede neural, aumentando-se o nUmero de neurOnios da
camada oculta e criando-se uma segunda camada oculta. Mesmo assim, os resultados
ndo mudaram.

Imagem 4

Nesta imagem, o parametro que vai diferenciar as 4 texturas é a uniformidade,
pois os valores da uniformidade das amostras de cada classe nao se sobrepOem. Ao
contrario, a media e o desvio-padräo possuem intervalo de valores que se sObrepOem
apOs o escalonamento para o intervalo [-- 1 ;+1], conforme mostra a FIGURA 5.8. A
janela de selecdo de amostras tern dimensdo 7x7. Essa imagem tambem demonstra as
conseqhencias do use de uma janela pequena em relacdo ao tamanho da primitiva de
textura.

FIGURA 5.8-Distribuicdo dos parametros da imagem 4.

A FIGURA 5.9 mostra o resultado obtido corn a classificacao da imagem 4. Os
percentuais de pixels corretamente classificados nas FIGURA 5.9b) e c) sao 85,3% e
71,2%, respectivamente.
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FIGURA 5.9-Classificacdo da imagem 4.

Como neste caso, temos 4 texturas corn a media e o desvio-padrao parecidos, o
que as diferencia é a distribuicao espacial dos pixels, ou seja, as 4 texturas tern pixels
corn nivel de cinza de valor muito prOximos porem a disposicao deles é diferente.
Novamente, nesse exemplo, a classificacdo pela abordagem-A e bem sucedida,
mostrando que sempre que tivermos urn pardmetro (media, desvio-padrao ou
homogeneidade) corn intervalo de valores separados, entdo o sistema atinge seu
objetivo. Na abordagem-B, ocorre um problema na classificacdo das duas texturas de
baixo. A provavel causa pode ser explicada pelos mesmos motivos apontados no caso
da imagem 3.

Imagem 5

A distribuicdo dos valores dos parametros da imagem 5 é semelhante a imagem
1. A diferenca é quanto ao formato das primitivas texturais que nesse caso tem forma
retangular. A classe de cima repete-se no circulo de baixo e a classe de baixo repete-se
no circulo de cima. A FIGURA 5.10 apresenta os resultados obtidos. A janela de selecdo
de amostras tern dimensao 7x7. Os percentuais de pixels corretamente classificados nas
FIGURA 5. lOb) e c) sdo 69,9% e 70,5%, respectivamente.
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FIGURA 5.10-Classificacao da imagem 5.

0 resultado é semelhante a da figura 1, onde novamente o problema encontrado
foi na transicdo entre classes.

Imagem 6

A imagem 6 tem primitivas texturais semelhantes a imagem 5. Nessa, porem,
nao existe um parametro cujos valores estejam separados. Em todos eles, existe
sobreposicao na distribuicao dos valores, conforme mostra a FIGURA 5.11. A
sobreposicdo dos valores visa aproximar as imagens sinteticas das imagens captadas do
mundo real, onde os parametros se sobrepOem, dificultando a classificacdo. Quanto
maior a sobreposicao, maior a dificuldade de classificar. Alem disso, visa testar a
capacidade de generalizacdo da rede neural e do sistema IMASEG como urn todo
quando a imagem é mais complexa. A FIGURA 5.12 mostra os resultados obtidos. Os
percentuais de pixels corretamente classificados nas FIGURA 5.12b) e c) sdo 73,0% e
53,3%, respectivamente.
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FIGURA 5.11-Distribuicdo dos parametros da imagem 6.

FIGURA 5.12-Classificacdo da imagem 6.

Como era esperado, a classificacdo sofreu uma degradacdo devido ao fato da
sobreposicao dos valores dos pardmetros. Mas, pode-se dizer que ainda houve relativo
sucesso.

5.4 Varidveis que influenciam no resultado 	

OFRGS
Tamanho da janela: 	 44;STITUTO DE INFORM/MCA

BIBUOTECA



76

A determinacdo do tamanho da janela é fundamental para o sucesso do sistema.
A janela deve ser grande o suficiente para captar todas as feicOes de texturas grossas e
pequena o suficiente para nao englobar mais de uma textura dentro de sua area. A
transicao entre duas classes tambem é afetada pelo tamanho da janela.

Quantidade e qualidade das amostras:

0 usuario tem que selecionar 4 amostras que sejam realmente representativas
daquela textura. Se houver variacdo na aparéncia da mesma textura, essas variacOes tem
que ser expressas pelas amostras. Quanto mais amostras forem selecionadas, mais
preciso sera" o treinamento da rede neural.
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6. Conclusiies e perspectivas futuras

Este trabalho teve por objetivo o estudo da classificacdo de imagens atrav6s da
textura usando redes neurais. Para isso, foi proposto, implementado e testado urn
sistema para classificacdo de imagens digitais utilizando a rede BPN e atributos
espaciais. Quando se fala em textura, deve-se ter em mente a grande variedade de
formas existentes no mundo real ou criadas sinteticamente (granularidade, resolucao,
ntimero de cores, iluminacdo. contraste, etc). Qualquer sistema de processamento de
imagens deve se restringir a urn determinado tipo de imagem pois dificilmente sera
generico. Dentro desse contexto, foram criadas e testadas varias imagens sinteticas onde
procurou-se abranger diversas complexidades de textura e variacOes nos valores dos
parametros utilizados para quantificar a textura (media. desvio-padrdo e uniformidade).

0 sistema IMASEG, desenvolvido nesse trabalho, possui duas abordagens para
realizar o mapeamento para a rede neural. Atraves dos exemplos descritos no capitulo 5
e em diversas outras imagens, mostrou-se que a classificacdo pela primeira abordagem
obteve resultados satisfatOrios para todas as imagens testadas, mostrando que é um
sistema bastante generico e robusto. 0 seu sucesso esta diretamente associado a
distribuicao dos parametros de entrada da rede neural. Quanto mais sobrepostos
estiverem esses valores, maior a dificuldade de distinguir as classes presentes na
imagem. A segunda aborda gem obteve bons resultados em situagOes em que a media
estava bem distribuida. No caso da imagens 3 e 4, onde os resultados foram ruins,
constatou-se que a extracdo do desvio-padrao e uniformidade pela prOpria rede ndo foi
possivel. Isso pode indicar que a rede neural utilizada consegue inferir a media dos
niveis de cinza das janelas, mas, corn a configuracdo utilizada, foi incapaz de abstrair
informacOes espaciais mais complexas.

A textura, atributo espacial da imagem, possui diversas feicoes que podem ser
extraidas da matriz de coocorrência dos niveis de cinza [HAR73]. No decorrer do
trabalho, foi feito um estudo sobre o comportamento dessas feicOes e constatou-se a
relacao entre algumas delas, especialmente entre desvio-padrdo e contraste os quais silo
diretamente proporcionais e entre uniformidade e entropia as quais silo inversamente
proporcionais. Diversas outras feicOes propostas por Haralick Ca() passiveis de
investigacdo a respeito de suas relacOes.

A rede neural MLP corn algoritmo Backpropagation é urn excelente classificador
quando as suas entradas sao escolhidas corretamente e estao bem distribuidas.
Entretanto. uma das tarefas que consumiu mais tempo nesse trabalho, foi justamente
analisar quais parametros deveriam ser utilizados como entrada, qual melhor forma de
escalona-los para a rede e como isso influencia no comportamento da mesma.

A escolha correta da dimensdo da janela para selecionar as amostras
caracteristicas de cada classe 6 de fundamental importancia para o sucesso do sistema. 0
tamanho da janela deve ser proporcional ao tamanho das primitivas texturais.

Conclui-se que o use de atributos espaciais juntamente corn a rede neural para a
classificacdo de imagens mostrou-se eficaz, abrindo espaco para a analise de sua
possivel generalizacao e utilidade para outras situagOes.

Seria interessante, como trabalho futuro, urn estudo comparativo quantitativo
entre diversos metodos para classificacdo de imagens e aplicacdo corn imagens reais.
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Anexo A-1 COdigo fonte (principais funcOes)

Neste capitulo, sac, listados os trechos do cOdigo fonte de maior importancia
utilizados na construcdo do sistema. Basicamente, esses trechos sdo o cdlculo dos
parametro de entrada da Rede Neural (media, desvio-padrdo, matriz de coocorrencia e
uniformidade)	 e	 os algoritmos de	 propagacdo e adaptacdo do Backpropagation
utilizados na rede MLP.

Calculo dos parametros de entrada e matriz de coocorrencia:

#define ROWS 100
#define COLS 100
#define JANMAX 7
#define LEVELS 256
#define PADROES 16
#define INPUT 4
#define HIDEN 10
#define OUTPUT 3
int janela[JANMAX][JANMAX1;
unsigned char image[ROWS][COLS];	 // Recebe inteiros apesar de ser char
unsigned char aCoocorl[LEVELS][LEVELS]; // Recebe inteiros apesar de ser char
unsigned char aCoocor2[LEVELS][LEVELS]; // Recebe inteiros apesar de ser char
int aAmostra[PADROES][2]; // coordenadas das amostras selecionadas pelo usuario
float aEntrada[PADROES][INPUT+1];	 // matriz corn as entradas
float alpj[HIDEN+ 1 ];	 // vetor de saida da camada oculta
float aOpk[OUTPUT]; 	 // vetor de saida da camada de saida
float aPesoj[HIDEN][INPUT+1]; // matriz de pesos da camada de entrada
float aPesok[OUTPUT][HIDEN+ 1 ]; // matriz de pesos da camada oculta
int aDesej[PADROES][OUTPUT]; // matriz dos valores desejados
int niteracoes;
float nMi = 0.02;	 // usado no treinamento do BP
float nLimiar;	 // usado na segmentacao
int nEntradas = 3;	 // nro. de entradas(5+1 Abordagem A ou 49+1 Abordagem B)

int nPadroes = 16;	 // nro. de padroes/amostras.
int nSaidas = 3;	 // nro. de saidas do BP
int nEscondidos;	 // nro. de neuronios na camada escondida do BP
float nMinM. nMaxM, nMinV, nMaxV, nMinH, nMaxH, nMinE, nMaxE, nMinK, nMaxK;
float nMinLevel, nMaxLevel;
//
float CalcMedia(int nDimJan)(
int i,j, nTotCinza=0;
float nMedia;
for(j=0; j< nDimJan; j++)
for(i=0; i< nDimJan; i++)

nTotCinza += janela[i][j];
nMedia = nTotCinza / pow(nDimJan,2);
return nMedia;

//
float CalcVariancia( float nMedia, int nDimJan ){
int i,j;
float nDif=0.0, nVariancia;
for(j=0; j< nDimJan; j++)

for(i=0; i< nDimJan; i++)
nDif += pow( janela[i][j] - nMedia, 2 );

nVariancia = nDif / pow(nDimJan,2);
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return nVariancia;
1
// 	
void CalcCoocor( int *nDimensao, int *nSomatorio, int nOrientacoes, int nDimJan ){
// Parametros:
// nDimensao: Eh a dimensao da mat. de coocor. apos sua reducao.
// nSomatorio: Eh o fator de normalizacao. (Eh igual ao somatorio da matriz Cs).
// nOrientacoes: 1-Horiz, 2-Vert, 3-Usar Horiz. e Vert., 4-Usar as 4 direcoes.
// Observacoes:
// 1)Faz reducao do tamanho da matriz de coocorrencia.
// 2)Este algoritmo trabalha corn mat. de coocor. normalizada. Para gerar a matriz normalizada(Cn),
// soma-se todas as matrizes individuais, gerando a matriz Cs e divide-se cada elemento pelo fator de
// normalizacao que eh o somatorio da matriz Cs. Entretanto essa divisao geraria uma matriz FLOAT!
// 3)Na pratica, a matriz Cs serah a soma de duas matrizes Cl+C2. A mat. Cl tern a soma das
// matrizes Cv e Ch, e a matriz C2 tern a soma das matrizes Cdd e Cde.
// 4)Quando quisermos ler urn elemento de Cn, soma-se os respectivos elementos
// de Cl+C2 e divide-se pelo fator de normalizacao em tempo de execucao.
// Desta forma, temos duas matrizes CHAR (Cl e C2) e nenhuma matriz FLOAT.
int i,j
int nMaxLevel=0, nMinLevel=LEVELS+1, nSomaCoocor=0;
double nSomallormalizada=0.0, nElemento;
// Procura pelos valores minimo e maximo de cinza da janela
for(j=0; j<nDimJan: j++)

for(i=0; i<nDimJan; i++){
nMinLevel = (janela[i][j] < nMinLevel) ? janela[i][j] : nMinLevel;
nMaxLevel = (janela[i][j] > nMaxLevel) ? janela[i][j] : nMaxLevel;

1
*nDimensao = nMaxLevel - nMinLevel + 1;
// Inicia matriz de coocorrencia reduzida corn zero.
for(j=0; j<*nDimensao; j++)

for(i=0; i<*nDimensao; i++){
aCoocorl[i ][j] =0;
aCoocor2[i][j] = 0;

1
for(j=0; j<nDimJan; j++)

for(i=0; i<nDimJan: i++){
if(i-1 > -1)	 // Orientacao: Horizontal. A esquerda

aCoocorl[janela[i][nMinLevel [janela[i- 1]W-nMinLevell ++;
if(i+ 1 < nDimJan)	 // Orientacao: Horizontal. A direita

aCoocor I [janela[i][j]-nMinLevel][janela[i+1][j]-nMinLevel] ++;
if(i-1 > -1)	 // Orientacao: Vertical- A cima

aCoocorl[janela[j][i]-nMinLeveli [janela[j][i-I]-nMinLevel] ++;
if(i+ 1 < nDimJan) // Orientacao: Vertical- A baixo

aCoocor 1 [janela[j][i]-nMinLevelthanela[j][i+1]-nMinLevel] ++;
if((i- 1 > -1) && (j+ 1 < nDimJan)) // Orientacao: 45 - A cima

aCoocor4janela[j][i ]-nMinLevel Rjanela[j+1][i-11-nMinLevel I ++;
if((i+ 1 < nDimJan) && (j-1 > -1)) // Orientacao: 45 - A baixo

aCoocor2Ljanela[j][i]-nMinLevelj[janela[j-1][i+1]-nMinLevel] ++;
if((i+1 < nDimJan) && (j+1 < nDimJan)) // Orientacao: 135 - A cima

aCoocor2[janela[j][i]-nMinLevell[janela[]+1][I+1]-nMinLevel] ++;
if((i-1 > -1) && (j- 1 > - 1 ))	 // Orientacao: 135 - A baixo

aCoocor2[janela[j][i]-nMinLevel][janela[j-1][i-1]-nMinLevel] ++;

break;

// Confere a Mat.de coocor. e mostra o somatorio.Pode ser eliminada mais tarde.
for(j=0; j<*nDimensao; j++)

for(i=0; i<*nDimensao; i++){
nSomaCoocor += aCoocor 1 [i][j] + aCoocor2[i][j];
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if( aCoocor 1 [i][j] != aCoocor I [j][i] )
gAviso(100,460,"Matriz de coocorrencial nao eh simetrica",RED);

if( aCoocor2[i][j] != aCoocor2[j][i] )
gAviso(100,460,"Matriz de coocorrencia2 nao eh simetrica",RED);

1
*nSomatorio = 2*2*(nDimJan- I )*nDimJan;
*nSomatorio += 2*2*(nDimJan-1)*(nDimJan-1);
1
if(nSomaCoocor != *nSomatorio )

gAviso(100,460,"Erro na soma da matriz coocorrencia".RED);
for(j=0; j<*nDimensao; j++)

for(i=0; i<*nDimensao; i++){
nElemento = (double)(aCoocor I Hil+aCooco r2[j][i]) / *nSomatorio;
nSomallormalizada += nElemento;

if((nSomallormalizada < 0.99999 )1I(nSomallormalizada > 1.00001 ))
gAviso(I00,460,"Erro na soma da matriz normalizada",RED);

// 	
float CalcUniformidade( int nDimensao, int nNormalizacao ){
int i.j;
double nHomog=0.0;
double nElemNormalizado, aux,nElemento;
for(j=0; j<nDimensao; j++)

for(i=0; i<nDimensao; i++)
if((aCoocor 1 [i][j]+aCoocor2M1) != 0)

nHomog += (pow((double)(aCoocorl[i][j]+aCoocor2[i][j]) / nNormalizacao, 2));
return nHomog;
1
// 	
float CalcEntropia( int nDimensao, int nNormalizacao ){
int i,j;
float nEntropia=0.0;
float Aux,Aux 1;
for(j=0; j<nDimensao; j++)

for(i=0; i<nDimensao; i++){
if(aCoocorl[i][j]+aCoocor2[1][j] != 0) {

Aux I = (float)(aCoocorl[i][j]-FaCoocor2[i][j]) / nNormalizacao;
Aux = Auxl * loglO(Aux1);
if( Aux > 0.0 )

gAviso(10,460."Erro no Calculo da entropia!",RED);
nEntropia += Aux;

return -nEntropia;

// 	
float CalcContraste( int nDimensao, int nNormalizacao ){
int i.j;
float nContraste=0.0;
for(j=0; j<nDimensao; j++)

for(i=0; i<nDimensao; i++)
nContraste += pow((j-i),2) * (double)(aCoocorl[i][j]-FaCoocor2[i][j]) /

nNormalizacao;
return nContraste;

// 	
float Escalona( int nTipo, float nValor, float nMin, float nMax ){
float nRetorno; UFRGS
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if(nMin	 nMax) //nMin nao pode ser igual a nMax devido a divisao por 0!.
nRetorno = 0.0;

else{
switch( nTipo ){

case 0: nRetorno = 255.0 * (nValor - nMin ) / (nMax - nMin) ;
break; // Escalona entre 0 e 255

case 1: nRetorno = 1.0 * (nValor - nMin ) / (nMax - nMin) ;
break; // Escalona entre 0 e 1

case 2: nRetorno = (2.0 * (nValor - nMin ) / (nMax - nMin) ) - 1.0;
break; // Escalona entre -1 e +1

return(nRetonio);}

//
// Algoritmo BackPropagaton
// 	
void imase231()(
int fi.j,ICance1=0;

sprintf(str,"Neuronios da camada H (sugestao->4):");
gPrintf(10,10,str);
nEscondidos = gReadlnt( 300, 10, BLACK, WHI1E,3 );
sprintf(str,"Valor de Mi (Sugestao->0.02):");
gPrintf(10,20,str);
nMi = gReadFloat( 260, 20, BLACK, WHITE, 6 );
sprintf(str,"Nro. de iteracoes:");
gPrintf(10,30,str);
niteracoes = gReadlnt( 170, 30, BLACK, WHITE, 6 );
////////// Inicializacao dos vetores 	 /////////////
InitInput();
IniciaDesejados();
InitWeightO;
/////// Mostra o erro medio quadrado inicial /////////
sprintf(str,"Erro inicial: %+f", ErroMedioO);
gPrintf(420,110,str);
gAviso(10,460,"Tecle Enter para iniciar treinamento",BLUE);
//////////// Treinamento ////////////////////////////
for( = 0; f < niteracoes; f++ ){

for( i = 0; i < nPadroes; i++ ){
Propagation(i);
Adaptation(i);

if(fmod(f,(nIteracoes/10))==0){
sprintf(str,"Iteracao:%d", f+1);
gPrintf(420,120,str);
sprintf(str,"Erro:%+f', ErroMedio());
gPrintf(420,130,str);

}
if(kbhit()){

1Cance1=1;
break;

}

if(lCancel==1)
gAviso(10,460,"Treinamento cancelado",RED);

else{
sprintf(str,"En-o:%+f", ErroMedioO);
gPrintf(420,130,str);
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DispWeight();
MostraTabela(); // mostra tabela corn as entradas, v1r.desejados e saida
sprintf(str,"Rede Treinada para %d padroes", nPadroes);
gPrintf(10,450,str);
gAviso(10,460,"Tecle Enter para voltar",BLUE);

//	
static void Initlnput()
// Entrada[p][0]=1.0, Entrada[p][1]=Media, Entrada[p][2]=Homog.
// Entrada[p][3]=Entropia, Entrada[p][4]=Contraste
int f,i,j;
int nLeft. nTop, nRight, nBottom;
int nDimensao, nNormalizacao;
float nMedia=-1.0, nVariancia=-1.0, nHomog=-1.0, nEntropia-=-1.0, nContraste=-1.0;
for(f=0; f<nPadroes; f++){

CalcJanela(aAmostra[f][0],aAmostra[f][1], &nLeft, &nTop, &nRight. &nBottom);
for(i=0; i<nDimJan; i++)

for(j=0; j<nDimJan; j++)
janela[j][i] = image[nLeft+j][nTop+i];

nMedia = CalcMedia();
if(nEntradas > 1)

nVariancia = CalcVariancia( nMedia
CalcCoocor( &nDimensao,&nNormalizacao,ORIENTACA0);
if(nEntradas > 2)

nHomog = CalcUniformidade( nDimensao, nNormalizacao );
if(nEntradas > 3)

nEntropia = CalcEntropia( nDimensao, nNormalizacao );
if(nEntradas > 4)

nContraste = CalcContraste( nDimensao, nNormalizacao );
// Escalona as entradas

aEntrada[f][0] = 1.0;
aEntrada[f][1] = Escalona(2,nMedia,nMinM.nMaxM);
aEntrada[f][2] = Escalona(2,nVariancia,nMinV,nMaxV);
aEntrada[f][3] Escalona(2,nHomog,nMinH.nMaxH);
aEntrada[f][4] = Escalona(2,nEntropia,nMinE.nMaxE);
aEntrada[f][5] = Escalona(2,nContraste,nMinK,nMaxK);

H
//

void InitWeightO{
int s,f;
// aleatorios entre -1.00 e +1.00
for(s=0; s < nEscondidos; s++)

for(f=0: f < nEntradas + 1; f++)
aPesoj[s][f] = random(200)/100.0 - 1.0;

for(s=0; s < nSaidas; s++)
for(f=0; f < nEscondidos + 1; f++)

aPesok[s][f] = random(200)/I00.0 - 1.0;

//	
void IniciaDesejados(){
int aDesej[16][3] = ( {1, 1, 1},{1, 1, 1},{1, I. 1},{1. 1. 1},{1, 1,-1},{1, 1,-1},{1, 	 1,-11,

{1,-1, 1},{1,-1, 1},{1,-1, 1},{1,-1. 	 {1,-1,-1}};

void Propagation( int i ){
int f,j;
for( = f < nEscondidos + 1; f++ )

aIpj[f] = 0.0;
for( j = 0; j < nSaidas; j++ )
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aOpk[j] = 0.0;
// Camada j
for( f = 0; f < nEscondidos; f++ ){

for( j = 0; j < nEntradas + 1; j++ )
aIpj[f] += aEntrada[i][j] * aPesoj[f][j];

aIpj[f] = tanh( aIpj[f] );

aIpj[nEscondidos] = 1.0; // A ultima entrada eh sempre fixa em 1.
// Camada k
for( j = 0; j < nSaidas; j++ ){

for( f = 0; f < nEscondidos + 1; f++ )
aOpk[j] += aIpj[f] * aPesok[j][f];

aOpk[j] = tanh( aOpk[j] );

//	
void Adaptation( int n ){
int j,i;
float erro_j[HIDEN+1 ',aux;
float erro_k[OUTPUT];
for(i=0;i<nSaidas;i++){

erro_k[i] = (aDesej[n][i]-a0pk[i]) * (1 - pow(a0pk[i],2));

for(i=0;i<nEscondidos;i++){
aux=0;
for(j=0;j<nSaidas;j++){

aux += erro_k[j] * aPesok[j][ ];

erro_j[i] = aux * (1 - pow(aIpj[i],2));

for(i=0;i<nSaidas;i++){
for(j=0;j<nEscondidos+ 1 :j++){

aPesok[i][j] += nMi * erro_k[i] * aIpj[j];

for(i=0;i<nEscondidos;i++){
for( j=0;j<nEntradas+ 1 ;j++ ) (

aPesoj[i][j] += nMi * erro_k[i] * aEntrada[n][j];

H

float ErroMcdio( void ){
float erro = 0.00;
int	 i,j;
for( i = 0; i < nPadroes; i++ ){

Propagation( i );
for( j = 0; j < nSaidas; j++ )(

erro += pow( ( aDesej[i][j] - aOpk[j] ), 2 );

return erro/2.0;
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