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RESUMO

Atualmente empresas como Google e Facebook fazem parte da lista das maiores companhias
do mundo. O investimento em publicidade e criacdo de péginas para a divulgacdo de andncios
e marcas, tem levado o Facebook a uma posicao de destaque neste cendrio. Neste contexto, 0
presente trabalho tem o objetivo de analisar e predizer o nimero de interacBes em noticias
divulgadas em cinco paginas de fas, que se constituem nas mais acessadas da Rede Social
Facebook no Brasil. Como contribuicdo propdem-se determinar o fator de impacto de
publicacdes, considerando a média de trés caracteristicas mencionadas, 0 numero de curtidas,
0 numero de comentarios e 0 numero de vezes que a noticia foi compartilhada. Serdo
avaliados resultados da aplicacdo de diferentes técnicas para a classificacdo, além da
influéncia de caracteristicas relacionadas a palavras e termos mais frequentes, verificando
qual combinacgdo produz melhores resultados no processo de gerar um modelo de aprendizado
para prever o Fator de Impacto de noticias publicadas nas paginas de fas da Rede Social
Facebook. Apresenta-se também os motivos que podem exercer influéncia no fator de
impacto através do processo de descoberta de conhecimentos em base de dados e também
fazendo uso de técnicas de processamento de linguagem natural com o objetivo de atender a

expectativa do trabalho.

Palavras-chave: Predicdo, Mineracdo de Dados, Redes Sociais.



This should be the title in English

ABSTRACT

Currently companies as Google and Facebook are on the top of the largest companies in the
world and according to news released on the website tecmundo the main reason that led to
this privileged position, in particular Facebook, appears to be the result of its investments in
publicity focused on mobile devices through general advertisements in its own social
network. In this context the present research aims to estimate the number of news interactions
published on the five most accessed fans pages of Facebook Social Network in Brazil. Are
considered examples of interactions in this study the number of likes, the number of
comments and also the amount of times a message was shared. As also disclose attributes that
influence interactions. As a contribution is proposed the impact factor of a publication,
considering the average of three mentioned interactions, the number of likes, the number of
comments and also the number of times the news was shared, in order to improve the results
in predicting interactions of a fan page of Facebook Social Network.

In addition to analyze the results of prediction algorithms applying different techniques of text
pre- processing checking which combination produces best results in generating a learning
process model to foresee the impact of news published on Facebooks fan pages and exhibit
reasons that may influence the impact factor through the discovering process of database
knowledge, from the feeling analysis as well as making use of processing of natural

language techniques in order to fulfill work expectation.

Keywords: Prediction, Data Mining, Social Networks.
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1 INTRODUCAO

No inicio, as Redes Sociais eram utilizadas apenas como um entretenimento para

alguns usuarios entusiastas e hoje sdo utilizados para muitos propositos, como por exemplo,
divulgar viagens, produtos, empresas, fotos, videos, links, historias, eventos, promover a
educacdo e ainda difundir noticias que podem conduzir importantes mudancas em nossa
sociedade, conforme (BUZA, 2012) como as revolugdes no mundo Islamico, ou elei¢Bes
presidenciais dos EUA.
Redes Sociais constituem-se, em uma nova forma de comunicagédo, socializando relagdes
entre pessoas atraves da tecnologia, aproximando pessoas compartilhando pensamentos,
ideias e sonhos em comum, vencendo obstaculos como a distancia e como consequéncia
acelerando o processo para disseminar informacfes. Além disso, apesar das incontaveis
interacbes geradas nas redes sociais que contribuem para o aumento de informacgdes de
dominios diversos, torna-se importante identificar formas de revelar os fatores que
influenciam as interacdes, neste trabalho sdo analisado os seguintes fatores, o nimero de
palavras presentes em cada mensagem, o0 nimero de curtidas, 0 numero de comentarios, 0
namero de compartilhamentos, o nimero de unigram, o nimero de bigram, o nimero de
trigram, o nimero de Ngram, o nimero de mensagens por més, o niUmero de mensagens por
dia da semana, o nimero de mensagens por turno e 0 nimero de mensagens por tipos. E com
iSSO é relevante realizar uma comparagdo entre as técnicas de predicdo existentes
analisando sua eficacia no sentido de identificar os resultados sobre a possibilidade de
prever o impacto de uma noticia, utilizando técnicas de Inteligéncia Artificial para obter as
respostas na identificacdo de padrdes.

Este trabalho tem por objetivo empregar algoritmos de predicdo junto com técnicas de
pré-processamento de texto e analisar qual combinacdo produz melhores resultados no
processo para prever o fator de impacto de noticias publicadas e também apresentar os
motivos que podem exercer influéncia no fator de impacto sobre noticias divulgadas em
paginas de fas da rede social facebook.

As secOes a seguir estdo organizadas de forma a facilitar compreensdo deste
documento.

Capitulo 1: Apresenta uma introducdo sobre a dissertacdo, 0 que motiva esta pesquisa
e também uma sumarizagdo dos objetivos da pesquisa.

Capitulo 2: Apresenta um resumo de Trabalhos Relacionados.
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Capitulo 3: Apresenta a fundamentacdo tedrica apropriada para a realizacdo do
trabalho.

Capitulo 4: Apresenta a metodologia evidenciando as tarefas utilizadas para atender ao
objetivo do trabalho.

Capitulo 5: Apresenta uma discussdo bem como uma analise sobre os resultados
alcancados com a série de experimentos realizados utilizando os algoritmos mencionados no
trabalho.

Capitulo 6: Apresenta os resultados finais dos experimentos como também a

conclusao e trabalhos futuros.
1.1 Motivagao

A 1A tem contribuido muito na constante busca de resolver problemas de forma
eficiente, através de solugfes algoritmicas, metodologias de programacdo como também
através de técnicas cada vez mais avancadas que se assemelham a capacidade do ser humano
de resolver problemas.

Além disso a mineragdo de dados também desperta um crescente interesse tanto no
meio cientifico como comercial. A extracdo de informagdes Uteis atraveés de conteldos
armazenadas em base de dados mostra-se promissora para diferentes dominio de aplicacéo.

Uma vez que had um investimento em publicidade e criacdo de paginas para a
divulgacdo de anuncios e marcas, além de produtos, servicos e entretenimento beneficiando
empresas através das redes sociais, 0 presente trabalho faz uso de técnicas de IA para predizer
o fator de impacto de noticias divulgadas em cinco paginas de fds mais acessadas da Rede
Social Facebook no Brasil, com a intencdo de revelar fatores que exercem influéncia nas
interacdes, bem como os motivos que podem modificar o fator de impacto, através do
processo de descoberta de conhecimento em base de dados e também fazendo uso de técnicas
de processamento de linguagem natural com o objetivo de atender a expectativa desta

dissertacdo além de identificar novas aplicacdes em comum dentro de Web Science.

1.2 Objetivos da Pesquisa

v Analisar e predizer o nimero de interacbes em noticias divulgadas em Redes
Sociais.

v" Determinar o Fator de Impacto de uma noticia divulgada em Redes Sociais.
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v' Identificar através de experimentos empregando Técnicas de Classificagdo. Pois
podem ser utilizadas tanto para entender os dados existentes quanto para predizer o
Fator de Impacto de uma noticia publicada na Rede Social.

v Revelar quais fatores que exercem influéncia para que uma noticia divulgada tenha

um impacto maior na rede social.

2 TRABALHOS RELACIONADOS

Os trabalhos apresentados estdo organizados em ordem cronoldgica, sendo o primeiro
artigo, (Withrich. 1998), considerado o precursor na abordagem da predicdo do mercado
financeiro através da analise de informacges textuais. Também é apresentado um resumo de
abordagens, o qual esta organizado em seis subsec¢des, onde se introduz o objetivo e técnicas
empregadas nas respectivas tarefas e por fim o comparativo entre os trabalhos relacionados e

a proposta deste trabalho.
2.1 Withrich et al. (1998)

O modelo proposto por (Wuthrich et al. 1998), tenta predizer a tendéncia diaria de
cinco indices da bolsa de valores, entre eles: o Dow Jones de Nova lorque, o Nikkei de
Téquio, o FTSE de Londres, Hang Seng de Hong Kong e o Straits Index de Singapura. A
predicdo diaria é baseada em artigos publicados nos portais de noticias como, por exemplo:
The Wall Street Jornal ou Reuters, até 0 momento de sua divulgacdo as 7h45min da manha,
horario de Hong Kong.

A arquitetura do modelo de predicdo é formada por cinco repositorios de dados, sdo
eles: o primeiro contendo as noticias do dia da predicdo, o segundo contendo os valores de
fechamento das a¢des do dia anterior ao dia da predicdo, o terceiro contendo as noticias dos
dias anteriores, o quarto contendo os ultimos cem valores de fechamento das ac¢6es e 0 quinto
contendo mais de quatrocentas palavras-chave que podem ser simples ou até mesmo
compostas por cinco palavras.

Acoplado a esses cinco repositorios existe um agente para realizar o download de toda
essa informacdo e um gerador de regras para elaborara-las e aplica-las a predicdo. O

funcionamento do modelo de predi¢do segue 0s seguintes passos:
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O numero de ocorréncias das palavras-chave, nas noticias de cada dia, é contado. Essa
contagem é o resultado da correspondéncia das palavras-chave do repositorio de dados
com as palavras contidas nas noticias. A técnica de correspondéncia usada nao diferencia
letras mailsculas de minuasculas, utiliza algoritmos de stemmingn e ndo precisa
corresponder exatamente com as palavras contidas nas noticias, que mesmo assim, sao
consideradas correspondentes. Por exemplo: a palavra-chave “stock drop” ¢
correspondente a frase “stocks have really dropped”;

2- As ocorréncias das palavras-chave sdo transformadas em pesos, assim, para cada dia, cada
palavra chave recebe um peso. A abordagem utilizada é baseada em trés componentes:
frequéncia de termos, a discriminacdo de documentos e a normalizagédo; esses trés
componentes irdo gerar um peso entre 0 e 1 para as palavras-chave;

3- Através dos pesos das palavras-chave e dos valores de fechamento das acgdes, regras
probabilisticas sdo geradas baseadas no artigo (Wdthrich, 1998) do mesmo autor;

4- As regras geradas sdo aplicadas nas noticias do dia predizendo se um indice como o Down

Jones ir subir, descer ou permanecer estavel em relacdo ao valor de fechamento do dia

anterior. Os autores consideram que o indice permanece estavel com uma variacdo menor

do que 0.5% positiva ou negativa, acima de +0.5% é considerada uma alta no indice e

abaixo de -0.5% uma baixa no indice. A predi¢cdo gerada e disponibilizada na Internet as

07h45min da manhd, horério de Hong Kong.

2.2 Lavrenko et al. (2000)

O modelo desenvolvido por (Lavrenko, 2000), consegue predizer o comportamento
das acBes do mercado financeiro identificando as noticias especificas que podem influencia-
lo.

O modelo, utiliza como dados de entrada a informagéo textual, no caso do artigo sao:
as noticias e as séries temporais referentes aos pregos das a¢des. Utilizando a analise gréfica,
sdo extraida tendéncia das séries temporais referentes aos precos das acdes, a0 mesmo tempo
em que técnicas de recuperacdo da informacdo sdo usadas para extrair documentos relevantes
das noticias, esses documentos sdo correlacionados com as tendéncias de preco de acordo
com 0 mesmo momento em que ambos ocorreram. Com o correlacionamento estabelecido,
sdo gerados modelos de linguagens para cada tipo de tendéncia, essa correlacdo é usada para
predizer a tendéncia futura de uma agdo quando uma nova noticia € publicada.

O artigo identifica trés tipos de tendéncia: positiva, negativa e sem tendéncia. Uma

tendéncia é definida pelo artigo como sendo um intervalo de tempo onde, neste intervalo,
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existe uma predominancia do aumento, diminuicdo ou estabilidade do preco da acéo. J& os
modelos de linguagem proveem um framework para a classificagdo de textos, por exemplo:
palavras como perda, queda, faléncia estdo associadas a uma tendéncia de baixa nos precos
das acdes, enquanto palavras como aquisicao, alianca estdo associadas a uma tendéncia de alta
nos pregos das acoes.

Os autores, através do correlacionamento estabelecido entre tipos de tendéncia e
modelos de linguagem, definiram cinco categorias de noticias, sdo elas: “Surge” quando a
noticia gerou uma alta maior que +0.75% no preco da acdo, “Slight+” uma alta entre +0.5% e
+0.75%, “No Recommendation” uma volatilidade entre +0.5% e -0.5%, “Slight-" quando
gerou um baixa entre -0.5% e -0.75% e “Plunge” uma baixa maior que - 0.75% no preco da
acao.

Um classificador foi treinado utilizando a abordagem de Ndive Bayes. Assim que uma
noticia é publicada, o modelo gera uma recomendacdo de compra para determinada acédo
somente se a noticia é classificada nas categorias “Surge” ou “Slight+”; gera uma
recomendacdo de venda somente se a noticia € classificada nas categorias “Slight-" ou
“Plunge”. Caso a noticia seja classificada na categoria “No Recommendation”, o modelo nao

gera recomendacoes.
2.3 Mittermayer (2004)

Este modelo busca predizer as tendéncias dos precos das acdes do mercado acionario
apos a publicacdo de comunicados da imprensa, como fonte, 0s comunicados a imprensa ao
invés das noticias baseiam-se numa maior confiabilidade, uma vez que todo o comunicado a
imprensa segue regras rigidas de governanca corporativa e fiscalizacdo governamental.

A constituicdo do modelo NewsCATS consiste basicamente em trés componentes, sdo
eles: o primeiro componente é responsavel pelo pré-processamento do texto e serve de entrada
para 0 segundo componente, que utiliza o motor de classificacio SVM light classifier,
classificando em trés categorias distintas, dentre elas: “GOOD NEWS”, “BAD NEWS” ou
“NO MOVERS”. Ja o terceiro componente recebe toda a informacéo e como saida sinais,

indicando a tendéncia das acdes.
2.4 Schumaker et al. (2009)

O modelo desenvolvido por (Schumaker, 2009) mostra como predizer o valor que uma
determinada acdo alcancard vinte minutos apos a publicacdo de uma noticia. Um exemplo

seria uma agdo que no momento custa $10,00 ddlares, entdo uma noticia € publicada, o
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modelo, com isso, gera uma predicao relatando que a acdo A vai alcangar o preco de $11,00
dolares nos proximos vinte minutos. Para isso os autores utilizaram uma abordagem de
aprendizagem de maquina supervisionada.

Nesse modelo sdo aplicadas trés técnicas de analise textual, dentre elas: bag of words,
frases nominais e entidades nomeadas, responsaveis em identificar os termos importantes das
noticias e armazené-las em uma base de dados. Este modelo possui também outra base de
dados com o propdsito de armazenar a quotacdo das a¢cdes por minuto, no modelo a noticia é
pré-processada por trés técnicas distintas de analise textual e uma abordagem SVR ¢ utilizada
para gerar a predicdo. Trés métricas diferentes sdo aplicadas nos resultados gerados pelo

modelo com o objetivo de avalia-lo.
2.5 Buza (2012)

No trabalho (Buza, 2012), concentra-se na analise de documentos que aparecem em
blogs. O componente mais interessante deste prototipo de software permite prever o nimero
de feedbacks que um documento de blog ird receber. Nos experimentos de predicdo, sdo
utilizados varios algoritmos. Como contribuicéo adicional, foi publicado o conjunto de dados,
a fim de motivar a investigacao nesta area de crescente interesse.

O componente analitico do trabalho permite prever o nimero de retornos que um
documento devera receber nas préximas 24 horas. Para previsdo de feedbacks, o foco foram
documentos que estdo em blogs de sites hdngaros. Dado alguns documentos de blog que estédo
no passado, para o qual ja sabemos quando e quantos retornos ja receberam, a tarefa é prever
quantos retornos uma publicacdo recente receberd nas proximas H horas.

Como resultado é evidenciado que o estado da arte dos modelos de regressdo
executam bem, e que eles superam modelos ingénuos substancialmente. Por outro lado, os
resultados mostram que ha espacgo para melhorias, para o desenvolvimento de novos modelos
para blogs e que o problema de previsdo de comentario parece ser uma tarefa ndo trivial: para
as técnicas utilizadas, em métodos de conjuntos especificos, que sé conseguiram uma

melhoria marginal.

2.6 Schmitt et al. (2013)

Conforme (Schmitt, 2013), o trabalho leva em consideracdo o feedback (neste caso o
numero de likes) provenientes dos usuarios de uma rede social para determinar as classes no
processo de classificagdo. Seu objetivo concentra-se em avaliar como se comportam

diferentes classificadores quando utilizadas técnicas de mineragéo de dados para a predi¢ao da
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popularidade das postagens de uma pégina do Facebook. E visa avaliar o desempenho de trés
classificadores de Aprendizagem de Maquina supervisionados (Naive Bayes, Sequential
Minimal Optmization e C4.5) com a tarefa de classificar a popularidade de postagens.

Foram executados dois conjuntos de testes para cada classificador variando-se o
numero de classes. As postagens foram divididas em duas classes (“boa” e “ruim”) e trés
classes (“boa”, “média” e “ruim”) conforme a popularidade das mesmas tendo em vista o

numero de likes que cada postagem obteve.

2.7 Shoen et al. (2013)

Segundo (Shoen, 2013) As midias sociais fornecem uma quantidade impressionante de
dados sobre os usuarios e suas interacOes, oferecendo assim novas oportunidades de
investigacdo para cientistas de dados, economistas e estatisticos, entre outros.
Indiscutivelmente, uma das linhas mais interessantes do trabalho é a de prever eventos futuros
e desenvolvimentos a partir de dados de midia social. No entanto, o trabalho atual é
fragmentado e falta de abordagens de avaliacdo amplamente aceitos. Além disso, as primeiras
técnicas surgiram muito recentemente, pouco se sabe sobre seu potencial global, limitacdes e
aplicabilidade geral a diferentes dominios. Portanto, compreender melhor o poder e as
limitacdes da midia social previsdo € de extrema importancia. Argumenta-se que os modelos
estatisticos parece ser a abordagem, mais frutifera a aplicar para fazer previsfes a partir de

dados de midia social.

2.8 Comparativo entre Trabalhos Relacionados

Os artigos descritos neste trabalho apresentam semelhancas em suas arquiteturas,
fundamentalmente, associadas ao modelo adotado por todos. Alguns dos modelos possuem
dados do mercado financeiro, documentos formados por informagdes textuais extraidas da
Internet, utilizam pré-processamento textual nos documentos, um algoritmo de classificacéo e
aplicam regras que correlacionam os dados do mercado financeiro com as saidas produzidas
pelos modelos para, somente entdo, revelar a predicdo da tendéncia. Diferem na escolha dos
dados do mercado financeiro e das fontes de informagdes textuais que usam.

Para um melhor entendimento, informacéo textual e qualquer noticia divulgada pela

imprensa, comunicados das empresas, comentarios em blogs ou através do Twitter, enfim,
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qualquer informacdo textual que possa ser extraida e utilizada nos modelos dos trabalhos

relacionados.

Tabela 1 — Comparacao entre trabalhos relacionadas e o trabalho proposto

Autores Informacgéao Algoritmo de Classificagédo KDD PLN Predicéo
Textual
I. Wathrich et al. Noticias do . Rule-based Pré-processamento Frequéncia Indice da
(1998) The Wall . KNN de termos Bolsa de
Street de . Back-propagation Valores
Londres ou
Reuters
Il Lavrenko et al. Noticias Naive Bayes Pré-processamento Correlagdo Tendéncias
(2000) de de Acdes
palavras
1. Mittermayer Comunicados . SVM ligth classifier Pré-processamento Tendéncia
(2004) a Imprensa de precos
de agdes
V. Schumaker et al.  Noticias SVR - suport vector Pré-processamento Bag-of- Valor de
(2009) regression words Acéo
Frases
nominais
Entidades
nomeadas
V. Buza (2012) Documentos . Regression trees Pré-processamento Frequéncia Numero de
de Blogs . Neural Network de termos feedbacks
Hangaros . RBF Networks de blogs
. KNN
. Linear Regression
. Ensemble Models
Postagens de e NaiveBayes Pré-processamento Numero de
VI.  Schmitt et al. fpégitr)\askdo e SVM postagens
aceboo
(2013) © 4
VII. Shoen et al.
(2013)
VIIL. Schiinke et Noticias de NaiveBayes Selecédo dos Dados Unigram Fator de
al. (2015) paginas de fas J48 Pré-processamento Bigram Impacto
do Facebook . AdaBoostM1 TransformagaMineracdo Trigram
. DecisionTable e interpretagdo N-gram
. RandomTree

AttributeSelectionClasifier

LWL

Este trabalho propdem determinar o fator de impacto de noticias publicadas na rede

social facebook, através da média das interacBGes curtir, comentar e compartilhar, também

predizer o fator de impacto de noticias utilizando 7 algoritmos de classificacdo bem como

identificar o algoritmo que apresenta o melhor resultado e por fim como o diferencial,

apresentar os motivos que podem exercer influéncia no fator de impacto através do processo

de Descoberta de Conhecimentos em Base de Dados e também fazendo uso de técnicas de

Processamento de Linguagem Natural.
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3 FUNDAMENTACAO TEORICA

Neste capitulo sera tratado a fundamentacéo teorica afim de estabelecer uma sequéncia
dos temas abordados no presente trabalho.

As secOes a seguir estdo organizadas da seguinte forma.

Na secdo 3.1 apresenta o conceito de predigéo, classificacdo, regressao linear.

Na secdo 3.2 apresenta o conceito de mineragdo de dados.

Na secdo 3.3 apresenta o conceito de Descoberta de Conhecimento em base de dados.

Na secdo 3.4 apresenta o conceito de Processamento de Linguagem Natural, bem

como as técnicas N-Grams, uniram, bigram e trigram.

3.1 Predicédo

Segundo o dicionario online de portugués o significado de predicdo é definido como
ato de afirmar com conviccdo aquilo que podera acontecer num momento futuro. Segundo
(REZENDE, 2003) A predicdo consiste na generalizacdo de exemplos (classificacéo,
regressao).

Segundo (Dietterich et Al., 1998), um algoritmo de AM preditivo é uma funcdo que,
dado um conjunto de exemplos rotulados, constroi um estimador. O rétulo ou etiqueta toma
valores num dominio conhecido. Se esse dominio for um conjunto de valores nominais, tem-
se um problema de classificacdo, também conhecido como aprendizado de conceitos e 0
estimador gerado é um classificador. Se o dominio for um conjunto infinito e ordenado de
valores tem-se um problema de regressdo, que induz um regressor. Um classificador (ou
regressor), por sua vez também é uma funcdo que, dado um exemplo nédo rotulado, atribui
esse exemplo a uma das possiveis classes (ou a um valor real).

Conforme (TAN et Al., 2006) O objetivo principal das técnicas de aprendizado de
maquina € descobrir automaticamente regras gerais em grandes conjuntos de dados, que

permitam extrair informac@es implicitamente representadas.

3.1.1 Classificacéo

A classificacdo permite determinar a qual classe um objeto pertence, dados os valores
de um conjunto de atributos do objeto. Neste trabalho é proposto a classe fator de impacto que
consiste no calculo da média das interacdes de uma pagina de fés da Rede Social Facebook.
Este fator de impacto foi determinado de acordo com as seguintes classes definidas, Fator de

Impacto Alto para mensagens com uma meédia de interagdes curtir, comentar e compartilhar
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maior em relagdo as demais, Fator de Impacto Médio com a média de interacfes medianas e
Fator de Impacto Baixo barra noticias com poucas interacdes.

A escolha dos algoritmos empregados neste trabalho se deve a tarefa de classificacdo
desejada através da ferramenta Weka. Para comparar com outras estratégias de aprendizado
de maquina, foram utilizadas técnicas baseadas em modelos de probabilidade condicional,
modelo de arvore de decisdo, modelo adaptativo, modelo de representacfes probabilisticas de
alternativas, modelo de arvore aleatoria formada por um processo estocastico, modelo que

utiliza um classificador arbitrario e modelo baseado em instancias.
3.1.2 Regresséo Linear

Conforme (Kkatti,2011), o objetivo do aprendizado supervisionado € induzir conceitos a
partir de exemplos que estdo pré-classificados, ou seja, exemplos que estdo rotulados com
uma classe conhecida. Se as classes possuem valores discretos, o problema é categorizado
como classificacdo. Caso as classes possuam valores continuos, o problema é categorizado

como regressdo. E supervisionado porque temos informacdes que conhecemos.
3.2 Mineracéo de Dados

Conforme (Fayyad et al.,1996), a mineracdo de dados é uma técnica de pesquisa que
auxilia na busca de conhecimento que pertence a uma &rea mais ampla denominada
descoberta de conhecimento, onde este processo envolve varias atividades que sdo divididas
em trés etapas principais identificadas como pré-processamento, mineracdo de dados e pés-
processamento.

A etapa Data Mining (Mineracdo de Dados) € um processo onde sdo aplicados
algoritmos para a extracdo de informag6es ou conhecimento implicito dos dados disponiveis.

Os dados armazenados contém informacOes ocultas de grande relevancia para o
negocio. E devido ao grande volume de dados, a extracdo destas informacgdes ndo é uma tarefa
simples. E esta tarefa pertence a um processo conhecido como Descoberta de Conhecimento
em Banco de Dados (DCBD) ou ainda na lingua inglesa como Knowledge Discovery in
Databases (KDD).

Conforme (NAVEGA, 2002), E preciso ressaltar um detalhe que costuma passar
despercebido na literatura: embora os algoritmos atuais sejam capazes de descobrir
padrdes "validos e novos", ainda ndo temos uma solucdo eficaz para determinar
padrdes valiosos. Por essa razdo, Data Mining ainda requer uma interacdo muito forte

com analistas humanos, que sdo, em Ultima instancia, 0s principais responsaveis pela
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determinacdo do valor dos padrfes encontrados. Além disso, a condugdo
(direcionamento) da exploracdo de dados é também tarefa fundamentalmente confiada
a analistas humanos, um aspecto que nao pode ser desprezado em nenhum projeto que

queira ser bem sucedido.

3.3 Descoberta de Conhecimento em Base de Dados

Para atender ao objetivo do trabalho sdo utilizados os passos do processo DCBD
através da selecdo dos dados, pré-processamento, formatacdo, mineracéo e interpretacdo com
a finalidade de revelar algum conhecimento.

Segundo (katti,2011). A mineracdo de dados consiste em extrair ou “minerar”
conhecimento a partir de grandes quantidades de dados. Em parte da literatura relacionada, a
mineracdo de dados € também tratada como sindnimo para outro termo, a descoberta de
conhecimento em base de dados (KDD, do inglés Knowledge Discovery in Databases).
Outros autores consideram a mineracdo de dados uma etapa no processo de KDD, o qual
compreende as seguintes etapas: a selecdo, limpeza e integracdo dos dados, a transformacao
dos dados, a mineracdo dos dados e a avaliacdo e apresentacdo dos resultados (Fayyad et

al.,1996).

‘ Interpretagao/
} avaliagdo
Mineragdo <
de dados \ =
R X . \

Formatagéo ‘ \\ \\
!ﬁ \\ %J o~ |l o
S \ ; Padroes |

)

=

Dados
pré-processados

Dados
formados :

Dados Dados de
mleresse

Figura 1 — Etapas do Processo KDD (Fayyad et al, 1996)

Conforme apresentado na Figura 1 acima o processo de Descoberta de Conhecimento
descrito por (FAYYAD, 1996) consiste em selecionar os dados de interesse, realizar a etapa
de pré-processamento dos dados, a formatacdo caso seja necessaria, a etapa de mineragédo e

por fim a interpretacdo que pode revelar conhecimento.
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3.4 Processamento de Linguagem Natural

Conhecida como uma subérea da Inteligéncia Artificial o método de Processamento de
Linguagem natural tem como objetivo principal estudar problemas de compreensédo
automatica de linguas humanas, em outras palavras busca transformar informacGes
armazenadas em bancos de dados em linguagem compreensivel ao ser humano (JURAFSKY,
1999).

O NLTK é um conjunto de bibliotecas implementada na linguagem Python para o
processamento de linguagem natural, com o objetivo de apoiar a pesquisa e 0 ensino em PNL
e areas afins incluindo a linguistica, a ciéncia cognitiva, inteligéncia artificial, recuperacdo de
informacdo como também aprendizagem de méaquina. Incentivando a criacdo de prototipos
bem como a construcdo de sistemas de apoio a pesquisa identificando caracteristicas em
textos ou ainda associacdo de textos com outros resultados.

E conforme (JURAFSKY, 1999) No processo de mineragdo de textos a ocorréncia de
palavras em sequéncia pode conter mais informacéo do que em palavras isoladas, permitindo

desta forma, que se obtenha a probabilidade.

A probabilidade por sua vez permite que se calcule a chance de ocorréncia de alguma
coisa em um experimento aleatorio afim de determinar a frequéncia. Antes de falar em
probabilidade é preciso decidir o que vamos contar para calcular a probabilidade. A
contagem em linguagem natural utiliza como base textos ou discursos também chamados de
CORPUS. “Corpus ¢ um conjunto de dados linguisticos (pertencentes ao uso oral ou escrito

da lingua, ou a ambos).

3.4.1 N-Grams

N-GRAMS séo jungbes ou combinacdes de palavras, onde N representa 0 nimero de
palavras que foram unidas para a geracdo de um atributo. E essas palavras ou suas
combinag6es sdo chamadas de n-grams. (JURAFSKY, 1999).

Com as combinacgdes é possivel gerar variaces de atributos e essas derivacfes sao

denominadas unigram, bigram e trigram conforme apresentado na sequéncia.
3.4.2 Unigram

Unigram considera o termo como sendo um Unico elemento de texto, ou seja, uma
Unica palavra. (JURAFSKY, 1999).
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Tabela 2 — Exemplo da Técnica Unigram

Campo Unidade Sequencia de Amostra Unigram
Sequencia Proteinas  Aminoacidos  ...Cys-Gly-Leu-Ser- ...,Cys, Gly, Leu, Ser,
Trp... Trp,...
Sequencia DNA Pares de ..AGCTTCGA... ..A,GCTT,CGA,
base

Linguistica Caracteres ..to_be or_not_tobe... .., t,0, ,b,e, ,0,r1,_,n,
Computacional o,t_,to0,be,..

Linguistica Palavras ..to be or not to be... ..., to, be, or, not, to, be, ...

Computacional

3.4.3 Bigram

Bigrama considera o termo como sendo dois elementos de texto, ou seja, duas
palavras. Normalmente esse termo é gerado pela concatenacdo de uma palavra com a préxima

palavra do texto separada por um espaco em branco. (JURAFSKY, 1999).

Tabela 3 - Exemplo da Técnica Bigram

Campo Unidade Sequencia de Amostra Bigram
Sequencia Aminoécidos ...Cys-Gly-Leu-Ser-Trp... ..., Cys-Gly, Gly-Leu,
Proteinas Leu-Ser, Ser-Trp, ...

Sequencia DNA Pares de base ..AGCTTCGA... ...AG, GC,CT, TT, TC,
CG, GA, ...
Linguistica Caracteres ...to_be_or _not_tobe... ..,t0,0, b,be e, o,
Computacional or,r_,_n,no,ott, tto,
0, b, be, ..
Linguistica Palavras ..to be or not to be... ..., to be, be or, or not, not
Computacional to, to be, ...
3.4.4 Trigram

Trigrama considera o termo como sendo trés elementos de texto, ou seja, trés palavras.
Isso significa que o termo é gerado pela concatenacdo de trés palavras separadas por dois
espacos em branco (JURAFSKY, 1999).
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Tabela 4 - Exemplo da Técnica Trigram

Campo Unidade Sequéncia de Amostra Trigram
Sequencia Aminoacidos ...Cys-Gly-Leu-Ser- ..., Cys-Gly-Leu, Gly-Leu-
Proteinas Trp... Ser, Leu-Ser-Trp, ...

Sequencia DNA Pares de base ..AGCTTCGA... ... AGC, GCT, CTT, TTC,
TCG, CGA, ...
Linguistica Caracteres ..to_be or_not tobe... ..,to_,0 b, be, be ,e o,
Computacional _or,or_, r_n, _no,not, ot_,
tt to,to,o0 b, be,..
Linguistica Palavras ..to be or not to be... ..., to be or, be or not, or not
Computacional to, not to be, ...

A proposta de utilizagdo das téquinicas de PLN apresentadas neste trabalho € de
utiliza-las para verificar se ha evidéncias de alguma influéncia, que justifiqgue o aumento das
interacdes, verificando a ocorréncia de palavras ou ainda grupos de palavras que mais

ocorrem nas noticias de divulgacéo de paginas de fas da rede social facebook.

4 METODOLOGIA

Este capitulo apresenta as tecnologias empregadas, bem como, todas as atividades na
aplicacdo de técnicas de PLN e DCBD, para revelar fatores que influenciam na predicdo de

interacdes de redes sociais. Foram aplicadas as seguintes tecnologias:

e Facebook SDK for PHP;

e Linguagem de programacao PHP (crawler);
e Facebook Query Language;

e Linguagem de banco de dados SQL;

e MySQL Server;

e Servidor Web Apache;

e Sistema Operacional Windows e Linux;

e Linguagem de Programacéo Phyton;

e Natural Language Toolkit NItk;

o Weka.
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4.1 Obtencao dos Dados da Pagina de Fas do Facebook

Neste trabalho buscou-se informagBes que indicassem algumas paginas de fas
relevantes para o trabalho e segundo noticia divulgada no site Tecmundo €é apresentada uma
lista das Top 10 paginas fas brasileiras mais curtidas no facebook, abaixo € apresentado o
ranking com o nimero de pessoas que formam a base de fas, observando que os nimeros de

fas apresentado na lista abaixo é referente ao més de dezembro de 2013.

e Guarana Antarctica (15.938 milhdes)
e Coca-Cola (15,750 milhdes)

e Skol (12,935 milhdes)

e Hotel Urbano (9,299 milhdes)

e Garoto (9,104 milhdes)

e Lacta (7,281 milhdes)

e L Oreal (6,430 milhdes)

e Itau (6,427 milhdes)

e Halls (6,086 milhdes)

e Netshoes (6,039 milhdes)

Para o trabalho foi realizada a coleta, armazenamento e tratamento de informacdes
referentes ao periodo de 2010 a 2014 extraidas de cinco pagina de fas brasileiras presentes na
lista citada acima, como Guarand Antarctica, Coca-Cola, Hotel Urbano, Garoto e Lacta.
Além disso para a realizacdo da tarefa de obter os dados de uma pagina de fés da rede social
Facebook, foi utilizado o Facebook SDK que fornece um conjunto de funcionalidades que
permite acessar chamadas de API do lado do servidor do Facebook incluindo todos os
recursos da APl Graph e FQL. Com o proposito de facilitar a extracdo de informacOes a
utilizando para esta tarefa a tabela stream que possibilita a obtencdo de 44 atributos de uma

pagina de fés.

4.2 Selecdo dos Atributos da Pagina de Fas do Facebook

A fim de, extrair informagdes uteis para a exploragdo de dados ndo estruturados foi
realizado uma selecdo, com o propdsito de, identificar predicados pertinentes para responder

ao objetivo do trabalho de prever o fator de impacto das interagdes de mensagens divulgadas
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nas cinco paginas de fds mais curtidas da rede social Facebook, e com isso, atender as
expectativas do trabalho.
Usando as proéprias palavras do Facebook: As paginas de fds ou fan pages existem
para que as organizacbes, empresas, celebridades e bandas transmitam muitas
informacgdes aos seus seguidores ou ao publico que escolher se conectar a elas.
Semelhante aos perfis, as Paginas podem ser aprimoradas com aplicativos que ajudem
as entidades a se comunicarem e interagirem com o seu publico e adquirirem novos

usuarios por recomendacdes de amigos, historicos dos Feeds de noticias, eventos do

Facebook e muito mais.

Conforme demonstrado na Figura 2 a seguir foram selecionados alguns atributos
presentes na tabela stream visiveis nas paginas de fas, entre eles é destacado 0 momento em
que a noticia foi publicada, o conteudo da mensagem além das interacdes nimero de

curtidas, numero de comentarios e também nimero de compartilhamentos.

e L pess]
Felicidade € estar ao lado de quem vocé gosta. — com Joel
Mota e outras 6 pessoas.

AGORA QUE NOS ENCONTRAMOS,
NAQ TEM O QUE NOS SEPARE.

@« O
)

Compartilhamentos

Principais comentérios +

L Comentdrios W

Maria Eduarda Duda n consigo viver sem vc.....coca
[ OO kkkk = "

Curtir - Responder

i Coca-Cola respondeu * 2 Respostas * ha 5 horas

Figura 2 - Noticia divulgada na pagina de fas da Coca Cola

Apols a selecdo dos atributos foram criados cinco bases de dados no sistema de
gerenciamento de base de dados MYSQL, que permite utilizar a linguagem SQL para realizar
operacdes de criacdo, leitura, atualizagdo e exclusdo dos dados com o objetivo de criar
entidades para armazenar informac6es nédo estruturadas da web em atributos e possibilitar a

exploracdo e extragcdo de informagdes uteis.
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Além de cada uma das bases de dados elaboradas, foram implementadas quatro novas
entidades para cada pagina de fas, com o proposito de armazenar as informaces e prepara-las
para a tarefa de pré-processamento. A primeira delas chamada de post contém 9 atributos
selecionados da péagina de fds do Facebook, ja a entidade transformacdo_total contém 39
atributos obtidos na tarefa conhecida como pré-processamento, propondo atributos novos
como por exemplo, o nimero de palavras presentes nas mensagens, como também no
emprego de técnicas de processamento de linguagem natural aplicando as técnicas de
unigram, bigram, trigram e ngram, que tém a finalidade de apresentar as cinco palavras com
maior frequéncia presentes em cada corpus, bem como os cinco conjunto de duas palavras
com maior frequéncia, como também os cinco conjuntos de trés palavras com maior
frequéncia, além de também o primeiro conjunto de cinco palavras com maior frequéncia e
por fim primeiro conjunto de dez palavras com maior frequéncia, outros atributos como o
més, dia da semana, turno e o fator de impacto foram obtidos através dos atributos data e time
minerados de postagens divulgadas das paginas de fas. E ao final a entidade
transformacéo_final contendo 56 atributos obtidos através da tarefa de classificacdo, que
consiste em classificar os atributos de acordo com as seguintes classes sugeridas: alto, médio
e baixo afim de verificar e evidenciar a existéncia de atributos que possam exercer influéncia
na média das interacbes unificadas no atributo fator de impacto, conforme apresentado na
tabela 5, e por fim a entidade predicao_final contendo os mesmos atributos da
transformacéo_final, contudo nivelado o nimero de ocorréncia de cada classes para precisar
os resultados da predicao.

Na sequéncia é apresentada a descricdo de cada um dos atributos armazenados na
entidade post, conforme apresentado na tabela 5.
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Tabela 5 - Tabela POST Contendo Atributos Selecionados das péaginas de fas

NUmero

Atributos/Predicados

Descrigdo

post_id

O ID do post

N

message

A mensagem escrita no post

w

data

A data que o post foi publicado, expressa em
UNIX timestamp

time

O tempo que o post foi publicado, expressa em
UNIX timestamp

type

O tipo de historia. Os valores possiveis sdo:
11 - Grupo criado

12 - Evento criado

46 - Atualizacdo de status

56 - Mensagem na parede de outro usuério
66 - Nota criado

80 - Link postado

128 - Video postado

247 - fotos postadas

237 - historia App

257 - Comentario criado

272 - historia App

285 - Entrada para um lugar

308 - Mensagem em Grupo

comment_info

InformacOes sobre 0s comentarios deixados
sobre este post (O numero de comentarios sobre
este objeto.)

likes

Uma matriz contendo informacgdes gostos (O
namero total de gostos)

share_count

Numero de vezes que o post foi compartilhado

actor_id

ID do usuério que publicou o post

A partir dos atributos selecionados sao sugeridos novos atributos conforme
apresentado na tabela 6 com a finalidade de explorar conhecimento implicito presentes no
contetdo das noticias e na data que a noticia foi divulgada, para analisar se ha indicios de

influéncia dos novos atributos na classe Fator de Impacto.

Tabela 6 - Tabela POST Contendo Atributos Selecionados das paginas de fas

Nimero | Atributos Detalhes dos novos atributos
1 codigo
2 post_id
3 message
4 palavras Contagem de palavras presentes em cada mensagem
5 classe_palavras
6 data
7 ano
8 mes Janeiro
Fevereiro
Margo
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Abril
Maio
Junho
Julho
Agosto
Setembro
Outubro
Novembro
Dezembro
9 dia_semana Domingo
Segunda-Feira
Terga-Feira
Quarta-Feira
Quinta-Feira
Sexta-Feira
Sabado
10 time
11 turno ((Tempo >= 06:00:00) && (Tempo >= 11:59:59)) | Manha
| ((Tempo >= 18:00:00) && (Tempo >= 23:59:59)) | Noite |
12 comment_info
13 classe_comentar
14 likes
15 classe_curtir
16 share_count
17 classe_compartilhar
18 type
19 type_descricao 11 Grupo criado
12 Evento criado
46 Atualizacdo de status
56 Mensagem na parede de outro usuario
66 Nota criado
80 Link postado
128 Video postado
247 fotos postadas
237 histéria App
257 Comentario criado
272 histéria App
285 Entrada para um lugar
308 Mensagem em Grupo
20 sentimento
21 umgraml A palavra mais frequente encontrada em cada corpus
22 classe_umgraml
23 umgram2 A segunda palavra mais frequente encontrada em cada corpus
24 classe_umgram?2
25 umgram3 A terceira palavra mais frequente encontrada em cada corpus
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26 classe_umgram3
27 umgram4

28 classe_umgram4
29 umgramb5

30 classe_umgram5
31 bigram1

32 classe_bigram1
33 bigram2

34 classe_bigram?2
35 bigram3

36 classe_bigram3
37 bigram4

38 classe_bigram4
39 bigram5

40 classe_bigram5
41 trigraml

42 classe_trigram1l
43 trigram2

44 classe_trigram2
45 trigram3

46 classe_trigram3
47 trigram4

48 classe_trigram4
49 trigramb

50 classe_trigram5
51 ngram5

52 classe_ngram5
53 ngraml10

54 classe_ngram10
55 fator_impacto
56 classe_fator_impacto

(Fator_impacto >= 66.67%)

(Fator=impacto <33.33%)

Fator de impacto Alto

Fator de impacto Baixo
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4.3 Pré-Processamento dos Dados

Conforme (Katti, 2011) Técnicas de pré-processamento séo frequentemente utilizadas
para tornar os conjuntos de dados mais adequados para o uso de algoritmos AM. Essas

técnicas podem ser agrupadas nos seguintes grupos de tarefas:
e Eliminagdo manual de atributos;
e Integracdo de dados;
e Amostragem de dados;
e Balanceamento de dados;
e Limpeza de dados;
e Reducdo de dimensionalidade;
e Transformacao de dados;

E também segundo (Katti, 2011) As Técnicas de pré-processamento de dados sdo
frequente utilizadas para melhorar a qualidade dos dados, facilitando o uso de técnicas de
AM e possibilitar a construcdo de modelos mais fi€is a distribuigdo real dos dados.

Com a finalidade de evidenciar a etapa de pré-processamento, sdo apresentadas
algumas atividades realizadas no corpus extraido das paginas de fas, demonstrando as etapas
realizadas no pre-processamento. Contudo devido a ambicdo do trabalho em realizar estas
etapas em dados obtidos das cinco paginas de fas mais curtidas no Brasil em 2013, como
também apresentar uma andlise dos resultados ao final do trabalho, é evidenciado que o
problema concentra-se no volume de trabalho e tempo necessario para a realizacdo desta
fase. Considerada na literatura como exaustiva, tomando em media até 80% de todo tempo
necessario para o processo completo. Na sequéncia sdo apresentados 0s seguintes passos
realizados: definicdo dos objetivos, coleta de dados, pré-processamento dos dados e
transformacéo de dados.

4.3.1 Remocao de Stop Words

Stop Words s@o conhecidas na literatura como palavras de parada, ou seja, segundo
(Stanley, 2008) sdo palavras muito frequentes e com pouco significado como, por exemplo,

exemplo artigos, preposi¢des, algumas conjungdes, normalmente sdo desconsideradas nas
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mineragOes de texto. Para a realizacdo desta tarefa foram implementados duas fungdes
contendo uma lista de palavras de parada na lingua Portuguesa e também na lingua Inglesa a

fim de remové-las no corpus, gerando um arquivo de saida sem Stop Words.

4.3.2 Remocao de Pontuacéo

As ocorréncias de pontuacdes acabam transformando as palavras com a mesma
sintaxe, ou seja a mesma forma de escrita. Como exemplo é citada a palavra concluido que
acaba sendo considerada diferente da palavra concluido! Pois ha ocorréncia de pontuacédo
junto a palavra, e para evitar esse problema é apresentada a implementacdo do método para

realizar esta tarefa.

4.3.3 Remocao de Acentuacgido

O mesmo problema que temos nas pontuacbes, pode-se também, aplicar nas
acentuacdes. Como exemplo é citada a palavra convercdo sendo diferente da palavra
conversdo. Desta forma, erros ortograficos no texto séo facilmente confundidos com palavras
diferentes, e para evitar esse problema é apresentado a implementagdo do método para

realizar esta tarefa.

4.3.4 Palavras de Conteudo

Apbs a realizacdo da remocao das palavras de parada conhecidas como (Stop Words),
remoc¢do de pontuacdo e remogdo de acentuacdo. O corpus estard preparado para aplicacao
das técnicas de processamento de linguagem natural como por exemplo unigram, bigram,
trigram e ngram com o propdsito de identificar palavras de conte(do que ocorrem com maior
frequéncia em cada um do corpus extraido de uma pagina de fas. Logo palavras de conteido
sdo conhecidas também como (content words), ou seja, sdo palavras pertencentes as
categorias morfossintaticas como por exemplo: adjetivo, advérbio, numeral, interjeicéo,

substantivo e algumas classificagfes somente incluem os verbos principais.

4.4 Criacéo do Corpora das Paginas de Fas para calcular a Probabilidade

Para realizar os experimentos foram criados cinco corpus a partir da concatenagao das
mensagens presentes nas noticias extraidas de cada uma das cinco paginas de fés da rede

social facebook, gerando cinco arquivos.
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Antes de falar em probabilidade é preciso decidir o que vamos contar para calcular a
probabilidade. A contagem em linguagem natural utiliza como base textos ou discursos
também chamados de CORPUS. “Corpus é um conjunto de dados linguisticos (pertencentes
ao uso oral ou escrito da lingua, ou a ambos). A probabilidade permite que se calcule a
chance de ocorréncia de alguma coisa em um experimento aleatdrio afim de determinar a
frequéncia. No processo de mineracdo de textos a ocorréncias de palavras em sequéncia pode
conter mais informacéo do que em palavras isoladas. E desse modo é possivel criar atributos
pela unido de duas ou mais palavras consecutivas gerando atributos com um poder de
predicdo maior. Como resultado cinco arquivos contendo dados minerados das cinco paginas
de f&s mais curtidas da rede social Facebook do Brasil foram geradas, fornecendo a matéria

prima para o trabalho.

4.4.1 Experimentos realizados utilizando a biblioteca NLTK

Uma vez constituidos os Corpora, como arquivos formados por conjuntos de
mensagens através da concatenacdo de noticias extraidas de cada uma das paginas de fas
formando uma sequéncia longa de caracteres foi considerado explorar, toquens de cada
corpus que constituem o texto. E de forma a ampliar os experimentos apresentando dez

Unigram, dez Bigram, dez trigram, cinco e dez N-gram mais frequentes.

Com este experimento, objetiva-se demonstrar quais sdo as Unigram, Bigram,
Trigram e N-Gram mais frequentes que ocorrem em cada um dos corpora utilizados neste

trabalho, para posterior analise sobre a influéncia do Fator de Impacto.

4.4.1.1 Experimento 1 — Aplicagé@o da Técnica Unigram

O proposito destes experimentos € revelar as dez palavras que mais ocorrem em todas
as noticias de cada corpus mencionados no trabalho a fim de verificar se as palavras que mais

ocorrem geram alguma influéncia no aumento de interacdes.

A fim de evidenciar os resultados dos experimentos sdo apresentadas as Unigram
mais frequentes que aparecem nas noticias extraidas da pagina de fas do Guarana Antarctica,
revelando quais sdo as dez Unigram mais frequentes, indicando quantas vezes aparece cada

palavra nas postagens conforme visualizado na Figura 3.
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Figura 3 — Resultado da Técnica Unigram aplicado no corpus Guarana Antarctica

Na sequéncia as Unigram mais frequentes que aparecem nas noticias extraidas da

pagina de fas da Coca Cola, indicando quantas vezes aparece cada palavra nas postagens
conforme visualizado na Figura 4.
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Figura 4 - Resultado da Técnica Unigram aplicado no corpus Coca Cola

Na ordem as Unigram mais frequentes que aparecem nas noticias extraidas da pagina
de fés do Hotel Urbano, sdo reveladas quais sdo as dez Unigram mais frequentes, indicando

guantas vezes aparece cada palavra nas postagens conforme visualizado na Figura 5.
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Figura 5 - Resultado da Técnica Unigram aplicado no corpus Hotel Urbano

No seguimento as Unigram mais frequentes que aparecem nas noticias extraidas da
pagina de fds da Garoto, é revelado quais sdo as dez Unigram mais frequentes, indicando

quantas vezes aparece cada palavra nas postagens conforme visualizado na Figura 6.
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Figura 6 - Resultado da Técnica Unigram aplicado no corpus Garoto

Por conseguinte as Unigram mais frequentes que aparecem nas noticias extraidas da
pagina de fas da Lacta, é revelado quais s@o as dez Unigram mais frequentes, indicando

guantas vezes aparece cada palavra nas postagens conforme visualizado na Figura 7.
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Figura 7 - Resultado da Técnica Unigram aplicado no corpus Lacta

Por fim as Unigram mais frequentes que aparecem nas noticias extraidas das paginas
de fas unificadas chamada de Unido dos Copora, é revelado quais sdo as dez Unigram mais
frequentes, indicando quantas vezes aparece cada palavra nas postagens conforme
visualizado na Figura 8.
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Figura 8 - Resultado da Técnica Unigram aplicado na Unido dos Copora
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4.4.1.2 Experimento 2 — Aplicacdo da Técnica Bigram

O proposito destes experimentos € revelar os dez pares de palavras que mais ocorrem
em todas as noticias de cada corpus mencionados no trabalho a fim de verificar se palavras

gue mais ocorrem em conjunto geram alguma influéncia no aumento de interacoes.

A fim de evidenciar os resultados dos experimentos € apresentado as Bigram mais
frequentes que aparecem nas noticias extraidas da pagina de fds do Guaran& Antarctica, é
revelado quais séo as dez Bigram mais frequentes, indicando quantas vezes aparece cada par

de palavras nas postagens conforme visualizado na Figura 9.
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Figura 9 - Resultado da Técnica Bigram aplicado no corpus Guarana Antarctica

Na sequéncia as Bigram mais frequentes que aparecem nas noticias extraidas da
pagina de fas da Coca Cola, é revelado quais sdo as dez Bigram mais frequentes, indicando

guantas vezes aparece cada par de palavras nas postagens conforme visualizado na Figura 10.
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Figura 10 - Resultado da Técnica Bigram aplicado no corpus Coca Cola

Na ordem as Bigram mais frequentes que aparecem nas noticias extraidas da pagina
de fas do Hotel Urbano, é revelado quais sdo as dez Bigram mais frequentes, indicando

quantas vezes aparece cada par de palavras nas postagens conforme visualizado na Figura 11.

180

160

140

Counts

120

100

("1, 'real)
('goc’, 'gl")
(http*, 'goo’)
(*http’, ‘ow")
(fow', 'ly*)
('se', 'voce')

(*hotel’, ‘urbann')g
('pom’, 'dia")

“ ('www', 'hotelurbano’)
(‘compartilha’, 'hu')

Sample:

ﬁggﬁj@ﬂ x=y=132.806

Figura 11 - Resultado da Técnica Bigram aplicado no corpus Hotel Urbano

No seguimento as Bigram mais frequentes que aparecem nas noticias extraidas da
pagina de fas da Garoto, é revelado quais sdo as dez Bigram mais frequentes, indicando

quantas vezes aparece cada par de palavras nas postagens conforme visualizado na Figura 12.
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Figura 12 - Resultado da Técnica Bigram aplicado no corpus Garoto

Por conseguinte as Bigram mais frequentes que aparecem nas noticias extraidas da
pagina de fas da Lacta, é revelado quais sdo as dez Bigram mais frequentes, indicando
quantas vezes aparece cada par de palavras nas postagens conforme visualizado na Figura 13.
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Figura 13 - Resultado da Técnica Bigram aplicado no corpus Lacta

Por fim as Bigram mais frequentes que aparecem nas noticias extraidas das paginas
de fas unificadas chamada de Unido dos Copora, é revelado quais sdo as dez Bigram mais
frequentes, indicando quantas vezes aparece cada par de palavras nas postagens conforme

visualizado na Figura 14.
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Figura 14 - Resultado da Técnica Bigram aplicado no corpus Unido dos Copora

4.4.1.3 Experimento 3 — Aplicacdo da Técnica Trigram

O proposito destes experimentos é revelar os dez conjuntos de trés palavras que mais
ocorrem em todas as noticias de cada corpus mencionados no trabalho a fim de verificar se
estes conjuntos de palavras que mais ocorrem geram alguma influéncia no aumento de

interacdes.

A fim de evidenciar os resultados dos experimentos é apresentado as Trigram mais
frequentes que aparecem nas noticias extraidas da péagina de fds do Guarana Antarctica, é
revelado quais sdo as dez Trigram mais frequentes, indicando quantas vezes aparecem cada

conjunto de trés palavras nas postagens conforme visualizado na Figura 15.
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Figura 15 - Resultado da Técnica Trigram aplicado no corpus Guarana Antarctica

Na sequéncia as Trigram mais frequentes que aparecem nas noticias extraidas da
pagina de fds da Coca Cola, é revelado quais séo as dez Trigram mais frequentes, indicando
quantas vezes aparecem cada conjunto de trés palavras nas postagens conforme visualizado

na Figura 16.
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Figura 16 - Resultado da Técnica Trigram aplicado no corpus Coca Cola

Na ordem as Trigram mais frequentes que aparecem nas noticias extraidas da pagina
de fas da Hotel Urbano, € revelado quais sdo as dez Trigram mais frequentes, indicando
guantas vezes aparecem cada conjunto de trés palavras nas postagens conforme visualizado

na Figura 17.
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(‘bom’, 'dia’, 'viajantes')

(‘apenas’, '10x', 'r')

('diarias’, '2', 'pessoas')
("'mais', 'www', 'hotelurbano')
('saiba’, 'mais', 'www')

(*hotelurbano’, 'br', 'pacote’)

Samples

200+ <8l

Figura 17 - Resultado da Técnica Trigram aplicado no corpus Hotel Urbano

No seguimento as Trigram mais frequentes que aparecem nas noticias extraidas da
pagina de fas da Garoto, é revelado quais sdo as dez Trigram mais frequentes, indicando
quantas vezes aparecem cada conjunto de trés palavras nas postagens conforme visualizado

na Figura 18.

Counts

11

("xbd', 'xicara', 'cha" )22
(‘copa’, 'mundo’, 'fifa’)
(*http’, ‘goo’, 'gl')
("xi', 'cara’, 'cha')
("1, "xbd', "xicara'}
(‘dez', 'milhas’, 'garoto’)
('leve', 'a', 'geladeira’}
(*2, "colheres’, 'sopa')
(240", 'g", '1")

(‘chocolate’, 'copa’, 'mundo')}

Samples

PO+« 8@

Figura 18 - Resultado da Técnica Trigram aplicado no corpus Garoto

Por conseguinte as Trigram mais frequentes que aparecem nas noticias extraidas da
pagina de fas da Lacta, é revelado quais sdo as dez Trigram mais frequentes, indicando
guantas vezes aparecem cada conjunto de trés palavras nas postagens conforme visualizado

na Figura 19.
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('lacta’, 'ac’, 'leite’)®
(*rock’, 'in’, 'rio*)
('lacta’, '100', 'anos')
("www’, 'lacta’, 'br')
[*http, 'bit’, *ly")
("http’, "www', 'lacta')
(100, 'anos', 'lacta')

(*promoca’, 'lacta’, '100')
('ingressos', 'rock’, 'in')

(‘promoca’, 'rumo’, 'incerto’)

Samples

RICO+= 8|

Figura 19 - Resultado da Técnica Trigram aplicado no corpus Lacta

Por fim as Trigram mais frequentes que aparecem nas noticias extraidas das paginas
de fas unificadas chamada de Unido dos Copora, € revelado quais sdo as dez Trigram mais
frequentes, indicando quantas vezes aparecem cada conjunto de trés palavras nas postagens

conforme visualizado na Figura 20.
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Figura 20 - Resultado da Técnica Trigram aplicado no corpus Unido dos Copora
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4.5 Pés-Processamento dos Dados

Embora sdo apresentados como resultados as dez ocorréncias das aplicagbes das
técnicas Unigram, Bigram, Trigram e N-gram, definimos como ponto de corte utilizar as
primeiras cinco ocorréncias no presente trabalho com a intencdo de utilizar os resultados

mais relevantes observado nos graficos apresentados.

Nesta etapa ainda ndo é possivel uma analise sobre o conhecimento descoberto, uma
vez que, o volume de informacdes obtidas é grande o que dificulta a anélise. Para tanto, este
trabalho prioriza também a revelacdo dos fatores que exercem influéncia sobre fator de
impacto de uma noticia, sendo assim realizaremos a analise ap0s a classificacdo das noticias

por fator de impacto Alto, Médio e Baixo.

4.6 Classificacio dos Atributos

Com a classificacdo é possivel determinar a qual classe um objeto pertence, dados 0s
valores de um conjunto de atributos do objeto. Por exemplo, neste trabalho é proposto o fator
de impacto que consiste no calculo da média das interacdes de uma pégina de fds da Rede
Social Facebook. Este fator de impacto foi definido e classificado de acordo com as seguintes
classes, Fator de Impacto Alto, Fator de Impacto Médio e Fator de Impacto Baixo.

Abaixo é demonstrado um exemplo da classificacdo empregada no corpus obtido da

pagina de fds do Guarana Antarctica conforme a formula.

Fi:Z((cu+c0+cm)/3)

Onde,

Fi Fator de impacto

cu NUmero de Curtidas de uma mensagem

co NUmero de Comentérios de uma mensagem

cm NUmero de Compartilhamentos de uma mensagem

Exemplo:
cu =999

co =998

cm = 992
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Fi = (999 + 998 + 992) / 3
Fi = 996,33

Na tarefa de classificacdo € realizado uma consulta buscando o maior Fator de
Impacto presente na base de dados, como exemplo foi identificado o maior fator de impacto
encontrado na base das noticias mineradas da pagina de fas do Guarand Antarctica como:

Fi = 996,33

A partir do maior Fi encontrado é realizado a seguinte etapa onde,
Fa Fator de impacto alto

Fm Fator de impacto médio

Fb Fator de impacto baixo

Exemplo:

Fa = ((Fi * 66,67)/100)

Fa - (996,33 * 66,67)/100)
Fa - 664,25

Fm = ((Fi * 33,33)/100)

Fm = ((996,33 * 33,33)/100)
Fm = 332,07

Uma vez calculado os limites das classes é realizada a classificacdo da mensagem
Se (Fi >= Fa)

Classe Fator de Impacto Alto
Se ((Fi >= Fm) && (Fi < Fa))

Classe Fator de Impacto Médio

Se (Fi < Fm)

Classe Fator de Impacto Baixo

Esta tarefa foi realizada da mesma forma sobre os dados da Coca-Cola, Hotel Urbano,
Lacta, Garoto e também com a unificacdo de todas as noticias em uma Unica base chamada de

Unido Corpora.
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4.7 Andlise da Predicao

Neste trabalho foi definido a utilizacdo do Weka, acronimo de (Waikato Environment
for Knowledge Analysis), uma ferramenta de mineracdo de dados que fornece uma colecdo de
algoritmos do estado da arte de aprendizagem de méaquina além de ferramentas de pré-
processamento, uma ferramenta de codigo aberto desenvolvida pala universidade de Waikato
na Nova Zelandia.

Para a tarefa de predigcdo sdo listados os algoritmos de classificacdo utilizados nesta

area, bem como suas caracteristicas.

= NaiveBayes (modelo de probabilidade condicional;)
= J48 (modelo de arvore de decisao)
= AdaBoostM1 (modelo adaptativo)

= DecisionTable (modelo de representacfes probabilisticas de alternativas)

= RandomTree (modelo de éarvore aleatéria formada por um processo
estocastico)
= AttributeSelectedClassifier (modelo que utiliza um classificador arbitrario)

= LWL (modelo de aprendizado baseado em instancias)

Conforme (BORGES, 2011) os principais beneficios do uso de diferentes algoritmos
de classificacdo séo para aumentar a qualidade do processo de reducdo de redundancia, sem a

necessidade humana intervencdo e também compreender melhor as propriedades dos dados.

Outro fator da escolha da ferramenta é a facilidade de acesso e integracdo a diferentes
fontes de dados como no caso deste trabalho acesso a base de dados Mysqgl, por meio de uma

interface gréfica intuitiva.
Além disso foram definidos os seguintes parametros afim de melhorar os resultados:

IDFTransform = True

TFTransform = True

minTermFreq = 2

normalizeDocLength = Normalize all data
outputWordCount = True

stopwords = Weka-3-6
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tokenizer = Alphabetic Tokenizer

useStoplist = True

words to keep = 1000

De modo que IDFTransform e TFTransform, quando outputWordCount = True,
permitem a utilizagdo da métrica de ponderacdo tf-idf nos dados, uma das medidas mais
interessantes quando se lida com documentos de texto, pois permite dar maior relevancia a
palavras que ndo sdo comuns e que possam representar o documento. O parametro
useStoplist, quando True, remove as stopwords dos candidatos a atributos (a lista de
stopwords é dada no parametro stopwords). O Alphabetic Tokenizer utiliza apenas os tokens
que sdo letras do alfabeto, removendo os outros simbolos (como @, #, +, -, ...). minTermFreq
define a frequéncia minima para manter uma palavra como candidata a atributo — neste caso,
ela precisa ter frequéncia minima 2. Finalmente, words to keep seleciona a quantidade
maxima de palavras que cada classe pode manter, utilizando o default 1000.

O proximo filtro aplicado é o AttributeSelection, selecionando os atributos a serem
utilizados pelo classificador. O pardmetro “evaluator” foi InfoGainAtributteEval, para buscar

os atributos que melhor representam as classes.

Tabela 7 - Analise Estatistica da Ocorréncia do Fator de Impacto

Base Instancias Classe alto Classe médio Classe bhaixa
Guarana Antarctica 8344 4336 1223 2785
Coca-Cola 531 25 45 461
Hotel Urbano 7332 833 830 5669
Garoto 5023 185 441 4397
Lacta 2543 1005 187 1351
Uniao Corpora 23773 522 1390 21861

Foi necessario realizar o balanceamento dos dados, uma vez que ndo ha um equilibrio
entre o nimero de ocorréncias de cada classe.

Conforme observado na tabela 7, na base de dados do Guarand Antarctica é
identificada a ocorréncia de 1223 mensagens classificadas como fator de impacto médio nos
dados obtidos da pagina de fas do Guarand Antarctica e devido ao desbalanceamento das
classes foi definido que o0 mesmo nimero de ocorréncia encontrado nesta classe sera utilizado
a fim de equilibrar os dados para as classes alta e baixa com o objetivo de precisar os
resultados da predicdo e tornar aceitavel a acurdcia preditiva do classificador para este

conjunto de dados.
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Afim de, evidenciar este processo é apresentado o histograma com as classes fator de
impacto baixo, médio e alto precisamente balanceado conforme apresentado na Figura 21.

1223

Batxo Alto Medio

Figura 21 - Histograma congénere do fator de Impacto da base de dados Guarana Antarctica.

Apdbs o balanceamento entre as classes foi utilizado a ferramenta de mineracdo de
dados Weka, bem como os seguintes algoritmos NaiveBayes, J48, AdaBoostM1,
DecisionTable, RandomTree, AttributeSelectedClassifier e LWL.

Os resultados da predicdo utilizando cada um dos algoritmos de classificagao citados,
foram utilizados na tarefa de predizer o fator de impacto nos dados obtidos das cinco pagina
de fas mais acessadas no Brasil. Para esta tarefa foi utilizado o método de validacdo cruzada r-
fold cross-validation, que utiliza uma conjunto de exemplos e os divide em r subconjuntos de
tamanho aproximadamente iguais. O desempenho final do preditor é dado pela média dos
desempenhos observados sobre cada subconjunto de teste.

Também foram considerados as seguintes métricas com o proposito de definir os
critérios para avaliacdo afim de destacar a melhor técnica:

Precision: Instancias classificadas corretamente como positivas dentre todos os que
realmente séo positivos.

Recall: Instancias classificadas corretamente como positivos dentre todos que foram
classificados como positivos.

F-Measure: Média ponderada entre Precisdo e Recall, onde B é usado para ajustar a
importancia relativa entre Recall e Precision.

MCC: Coeficiente de Corelacdo Matthews leva em conta os verdadeiros e falsos
positivos e negativos e é geralmente considerado como uma medida equilibrada, que pode ser
usado mesmo se as classes sdo de tamanhos muito diferentes.

Basicamente o retorno possivel na utilizacdo destas métricas sao valores entre -1 e + 1.
Onde o coeficiente de + 1 representa uma previsdo perfeita, 0 ndo é melhor que a previsao

aleatoria e -1 indica total desacordo entre previsdo e observacao.
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Tabela 8 - Resultados da Classificagdo Utilizando o Algoritmo NaiveBayes

Resultados da Classificacdo Utilizando o Algoritmo NaiveBayes

Correctly Classified Instances 3251 88.6072%
Incorrectly Classified Instances 418 11.3928%
Total Number of Instances 3699

Tabela 9 — Precisdo detalhada por classe utilizando NaiveBayes

Class Precision Recall F-Measure MCC

Baixo 0,942 0,942 0,942 0,851
Médio 0,856 0,856 0,856 0,783
Alto 0,866 0,866 0,866 0,857
0,888 0,886 0,866 0,830 Weighted Avg

O Algoritmo NaiveBayes utilizado neste experimento revelou um percentual de 88%
de instancias classificadas corretamente e 11% de instancias classificadas de forma errada.
Também é apresentado na Tabela 8 outras métricas, entre elas Acurécia, Precisdo e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 88%.

Tabela 10 - Resultados da Classificacdo Utilizando o Algoritmo J48

Resultados da Classificagdo Utilizando o Algoritmo J48

Correctly Classified Instances 3373 91.9324%
Incorrectly Classified Instances 296 8.0676%
Total Number of Instances 3669

Tabela 11 - Precisdo detalhada por classe utilizando o Algoritmo J48

Class Precision Recall F-Measure MCC

Baixo 0,983 0,983 0,983 0,959
Meédio 0,951 0,951 0,951 0,834
Alto 0,841 0,841 0,841 0,853
0,925 0,919 0,919 0,882 Weighted Avg

O Algoritmo J48 utilizado neste experimento revelou um percentual de 91% de
instancias classificadas corretamente e 8% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 10 outras métricas, entre elas Acurécia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 919%.

Tabela 12 - Resultados da Classificagédo Utilizando o Algoritmo AdaBoostM1
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Resultados da Classificagao Utilizando o Algoritmo AdaBoostM1

Correctly Classified Instances 2926 79.7493%
Incorrectly Classified Instances 743 20.2507%
Total Number of Instances 3699

Tabela 13 - Precisdo detalhada por classe utilizando o Algoritmo AdaBoostM1

Class Precision Recall F-Measure MCC

Baixo 0,966 0,966 0,966 0,940
Médio 0,646 0,646 0,646 0,610
Alto 0,862 0,862 0,862 0,584
0,825 0,797 0,793 0,711 Weighted Avg

O Algoritmo AdaBoostM1 utilizado neste experimento revelou um percentual de 79%
de instancias classificadas corretamente e 20% de instancias classificadas de forma errada.
Também sdo apresentados na Tabela 12 outras métricas, entre elas Acuracia, Precisdo e
Recall referem-se a assertividade na previsdo da classificacdo de instancias corretas o que €

evidenciado com 79%.

Tabela 14 - Resultados da Classificagdo Utilizando o Algoritmo DecisionTable

Resultados da Classificagao Utilizando o Algoritmo DecisionTable

Correctly Classified Instances 3302 89.9973%
Incorrectly Classified Instances 367 10.0027%
Total Number of Instances 3669

Tabela 15 - Precisdo detalhada por classe utilizando o Algoritmo DecisionTable

Class Precision Recall F-Measure MCC

Baixo 0,958 0,958 0,958 0,936
Medio 0,916 0,916 0,916 0,797
Alto 0,836 0,836 0836 0,822
0,903 0,900 0,900 0,852 Weighted Avg

O Algoritmo DecisionTable utilizado neste experimento revelou um percentual de
89% de instancias classificadas corretamente e 10% de instancias classificadas de forma
errada. Também sdo apresentadas na Tabela 14 outras métricas, entre elas Acuréacia, Precisdo
e Recall referem-se a assertividade na previsao da classificagdo de instancias corretas o que €

evidenciado com 89%.
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Tabela 16 - Resultados da Classificagdo Utilizando o Algoritmo Random Tree

Resultados da Classificacdo Utilizando o Algoritmo RandomTree

Correctly Classified Instances 1975 53.8294%
Incorrectly Classified Instances 1694 46.1706%
Total Number of Instances 3669

Tabela 17 - Precisdo detalhada por classe utilizando o Algoritmo RandomTree

Class Precision Recall F-Measure MCC

Baixo 0,487 0,487 0,487 0,366
Medio 0,603 0,603 0,603 0,352
Alto 0,600 0,600 0,600 0,255
0,563 0,538 0,520 0,324 Weighted Avg

O Algoritmo Random tree utilizado neste experimento revelou um percentual de 53%
de instancias classificadas corretamente e 46% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 16 outras métricas, entre elas Acuracia, Precisdo e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 53%.

Tabela 18 - Resultados da Classificagdo Utilizando o Algoritmo AttributeSelectedClassifier

Resultados da Classificacéo Utilizando o Algoritmo AttributeSelectedClassifier

Correctly Classified Instances 3286 89.5612%
Incorrectly Classified Instances 383 10.4388
Total Number of Instances 3669

Tabela 19 - Precisdo detalhada por classe utilizando o Algoritmo AttributeSelectedClassifier

Class Precision Recall F-Measure MCC

Baixo 0,985 0,985 0,985 0,953
Médio 0,992 0,992 0,992 0,803
Alto 0,773 0,733 0,773 0,808
0,917 0,896 0,895 0,855 Weighted Avg

O Algoritmo AttributeSelectedClassifier utilizado neste experimento revelou um
percentual de 89% de instancias classificadas corretamente e 10% de instancias classificadas
de forma errada. Tambem s&o apresentadas na Tabela 18 outras métricas, entre elas Acuracia,
Precisdo e Recall referem-se a assertividade na previsao da classificagcdo de instancias corretas

0 que € evidenciado com 89%.

Tabela 20 - Resultados da Classificagdo Utilizando o Algoritmo LWL
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Resultados da Classificagao Utilizando o Algoritmo LWL

Correctly Classified Instances 3293 89.752%
Incorrectly Classified Instances 376 10.284%
Total Number of Instances 3669

Tabela 21 - Precisdo detalhada por classe utilizando o Algoritmo LWL

Class Precision Recall F-Measure MCC

Baixo 0,966 0,966 0,966 0,940
Médio 0,948 0,948 0,948 0,790
Alto 0,808 0,808 0,808 0,825
0,907 0,898 0,896 0,852 Weighted Avg

O Algoritmo LWL utilizado neste experimento revelou um percentual de 89% de
instancias classificadas corretamente e 10% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 20 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 89%.

Também conforme observado na tabela 7 da pag 51, na base de dados da Coca-Cola é
identificado a ocorréncia de 25 mensagens classificadas como fator de impacto alto nos dados

obtidos da pagina de fas da Coca-Cola e devido a isso foi definido que o0 mesmo nimero de
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ocorréncia sera utilizado afim de balancear os dados com o objetivo de precisar os resultados
da predicéo.
Na sequéncia é apresentado o histograma com as classes fator de impacto baixo,

médio e alto precisamente balanceado conforme apresentado na Figura 22.

25

Bamio Medio Alto

Figura 22 - Histograma congénere do fator de Impacto da base de dados Coca Cola

Na sequéncia os resultados da predicdo utilizando cada um dos algoritmos de

classificacdo citados na base de dados extraidos da pagina de fas da Coca-Cola.

Tabela 22 - Resultados da Classificagdo Utilizando o Algoritmo NaiveBayes

Resultados da Classificagdo Utilizando o Algoritmo NaiveBayes

Correctly Classified Instances 42 56%
Incorrectly Classified Instances 33 44%
Total Number of Instances 75

Tabela 23 — Resultado da Classifica¢do utilizando NaiveBayes

Class Precision Recall F-Measure MCC

Baixo 0,810 0,810 0,810 0,630
Médio 0,417 0417 0,417 0,121
Alto 0500 0,500 0,500 0,289

0575 0,560 0,564 0,347 Weighted Avg

O Algoritmo NaiveBayes utilizado neste experimento revelou um percentual de 56%
de instancias classificadas corretamente e 44% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 22 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 56%.

Tabela 24 - Resultados da Classificagdo Utilizando o Algoritmo J48
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Resultados da Classificagdo Utilizando o Algoritmo J48

Correctly Classified Instances 40 53.3333%
Incorrectly Classified Instances 35 46.6667%
Total Number of Instances 75

Tabela 25 - Precisdo detalhada por classe utilizando o Algoritmo J48

Class Precision Recall F-Measure MCC

Baixo 1,000 1,000 1,000 0,882
Médio 0,375 0,375 0,375 0,061
Alto 0,333 0,333 0,333 0,000
0,569 0,533 0,548 0,314 Weighted Avg

O Algoritmo J48 utilizado neste experimento revelou um percentual de 53% de
instancias classificadas corretamente e 46% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 24 outras métricas, entre elas Acuracia, Precisdo e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 53%.

Tabela 26 - Resultados da Classificagdo Utilizando o Algoritmo AdaBoostM1

Resultados da Classifica¢do Utilizando o Algoritmo AdaBoostM1

Correctly Classified Instances 41 54.6667%
Incorrectly Classified Instances 34 45.3333%
Total Number of Instances 75

Tabela 27 - Precisdo detalhada por classe utilizando o Algoritmo AdaBoostM1

Class Precision Recall F-Measure MCC

Baixo 1,000 1,000 1,000 0,882
Medio 0,400 0,400 0,400 0,100
Alto 0,345 0,345 0,345 0,019
0,582 0,547 0,561 0,334 Weighted Avg

O Algoritmo AdaBoostM1 utilizado neste experimento revelou um percentual de 54%
de instancias classificadas corretamente e 45% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 26 outras métricas, entre elas Acurécia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 54%.

Tabela 28 - Resultados da Classificagdo Utilizando o Algoritmo DecisionTable
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Resultados da Classificagao Utilizando o Algoritmo DecisionTable

Correctly Classified Instances 54 72%
Incorrectly Classified Instances 21 28%
Total Number of Instances 75

Tabela 29 - Precisdo detalhada por classe utilizando o Algoritmo DecisionTable

Class Precision Recall F-Measure MCC

Baixo 1,000 1,000 1,000 0,882
Médio 0,559 0,559 0,559 0,436
Alto 0,700 0,700 0,700 0,469
0,753 0,720 0,726 0,596 Weighted Avg

O Algoritmo DecisionTable utilizado neste experimento revelou um percentual de
72% de instancias classificadas corretamente e 28% de instancias classificadas de forma
errada. Também sdo apresentadas na Tabela 28 outras métricas, entre elas Acuracia, Precisdo
e Recall referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 72%.

Tabela 30 - Resultados da Classificagdo Utilizando o Algoritmo RandomTree

Resultados da Classificagdo Utilizando o Algoritmo RandomTree

Correctly Classified Instances 30 40%
Incorrectly Classified Instances 45 60%
Total Number of Instances 75

Tabela 31 - Precisdo detalhada por classe utilizando o Algoritmo RandomTree

Class Precision Recall F-Measure MCC

Baixo 0,409 0,409 0,409 0,191
Medio 0,375 0,375 0,375 0,031
Alto 0,391 0,391 0,391 0,082
0,392 0,400 0,360 0,101 Weighted Avg

O Algoritmo RandomTree utilizado neste experimento revelou um percentual de 40%
de instancias classificadas corretamente e 60% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 30 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 40%.

Tabela 32 - Resultados da Classifica¢do Utilizando o Algoritmo AttributeSelectedClassifier
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Resultados da Classificagao Utilizando o Algoritmo AttributeSelectedClassifier

Correctly Classified Instances 41 54.6667%
Incorrectly Classified Instances 34 45.3333%
Total Number of Instances 75

Tabela 33 - Precisdo detalhada por classe utilizando o Algoritmo AttributeSelectedClassifier

Class Precision Recall F-Measure MCC

Baixo 1,000 1,000 1,000 0,882
Médio | 0,400 0,400 0,400 0,100
Alto 0345 0,345 0,345 0,019

0582 0547 0,561 0,334 Weighted Avg

O Algoritmo AttributeSelectedClassifier utilizado neste experimento revelou um
percentual de 54% de instancias classificadas corretamente e 45% de instancias classificadas
de forma errada. Também sdo apresentadas na Tabela 32 outras métricas, entre elas Acurécia,
Precisdo e Recall referem-se a assertividade na previsao da classifica¢do de instancias corretas

0 que € evidenciado com 54%.

Tabela 34 - Resultados da Classificacdo Utilizando o Algoritmo LWL

Resultados da Classificacdo Utilizando o Algoritmo LWL

Correctly Classified Instances 42 56%
Incorrectly Classified Instances 33 44%
Total Number of Instances 75

Tabela 35 - Precisdo detalhada por classe utilizando o Algoritmo LWL

Class Precision Recall F-Measure MCC

Baixo 1,000 1,000 1,000 0,882
Médio | 0,409 0,409 0,409 0,104
Alto 0375 0375 0,375 0,076

0595 0,560 0,572 0,354 Weighted Avg

O Algoritmo LWL utilizado neste experimento revelou um percentual de 56% de
instancias classificadas corretamente e 44% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 34 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 56%.
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N&o s6 como também observado na tabela 6, na base de dados do Hotel Urbano é
identificado a ocorréncia de 830 mensagens classificadas como fator de impacto médio nos
dados obtidos da pagina de fas do Hotel Urbano e devido a isso foi definido que o mesmo
numero de ocorréncia sera utilizado afim de balancear os dados com o objetivo de precisar 0s

resultados da predigé&o.

Na sequéncia é apresentado o histograma com as classes fator de impacto baixo,

médio e alto precisamente balanceado conforme apresentado na Figura 23.
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Figura 23 - Histograma congénere do fator de Impacto da base de dados Hotel Urbano

Na sequéncia os resultados da predicdo utilizando cada um dos algoritmos de

classificacdo citados na base de dados extraidos da pagina de fas do Hotel Urbano.

Tabela 36 - Resultados da Classificagdo Utilizando o Algoritmo NaiveBayes
Resultados da Classificacdo Utilizando o Algoritmo NaiveBayes

Correctly Classified Instances 2172 87.2289%
Incorrectly Classified Instances 318 12.7711%
Total Number of Instances 2490

Tabela 37 — Resultado da Classificagdo utilizando NaiveBayes
Class Precision Recall F-Measure MCC

Baixo 0,995 0,995 0,995 0,996
Medio 0,784 0,784 0,784 0,722
Alto 0,843 0,843 0,843 0,709
0,874 0,872 0,872 0,809 Weighted Avg

O Algoritmo NaiveBayes utilizado neste experimento revelou um percentual de 87%
de instancias classificadas corretamente e 12% de instancias classificadas de forma errada.

Também sdo apresentadas na Tabela 36 outras métricas, entre elas Acurécia, Precisdo e Recall
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referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 87%.

Tabela 38 - Resultados da Classificacdo Utilizando o Algoritmo J48

Resultados da Classificagdo Utilizando o Algoritmo J48

Correctly Classified Instances 2105 84.5382%
Incorrectly Classified Instances 385 15.4618%
Total Number of Instances 2490

Tabela 39 - Precisdo detalhada por classe utilizando o Algoritmo J48

Class Precision Recall F-Measure MCC

Baixo 1,000 1,000 1,000 1,000
Medio 0,757 0,757 0,757 0,656
Alto 0,780 0,780 0,780 0,649
0,846 0,845 0,845 0,786 Weighted Avg

O Algoritmo J48 utilizado neste experimento revelou um percentual de 84% de
instancias classificadas corretamente e 15% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 38 outras métricas, entre elas Acuracia, Precisdo e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 84%.

Tabela 40 - Resultados da Classificagdo Utilizando o Algoritmo AdaBoostM1

Resultados da Classificacéo Utilizando o Algoritmo AdaBoostM1

Correctly Classified Instances 2086 83.7751%
Incorrectly Classified Instances 404 16.2248%
Total Number of Instances 2490

Tabela 41 - Precisdo detalhada por classe utilizando o Algoritmo AdaBoostM1

Class Precision Recall F-Measure MCC

Baixo 0,996 0,996 0,996 0,997
Meédio 0,679 0,679 0,679 0,702
Alto 0,959 0,959 0,959 0,638
0,878 0,838 0,830 0,779 Weighted Avg

O Algoritmo AdaBoostM1 utilizado neste experimento revelou um percentual de 83%
de instancias classificadas corretamente e 16% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 40 outras métricas, entre elas Acuracia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 83%.
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Tabela 42 - Resultados da Classificagdo Utilizando o Algoritmo DecisionTable

Resultados da Classificacdo Utilizando o Algoritmo DecisionTable

Correctly Classified Instances 2119 85.1004%
Incorrectly Classified Instances 371 14.8996%
Total Number of Instances 2490

Tabela 43 - Precisdo detalhada por classe utilizando o Algoritmo DecisionTable

Class Precision Recall F-Measure MCC

Baixo 0,981 0,981 0,981 0,986
Meédio 0,779 0,779 0,779 0,668
Alto 0,790 0,790 0,790 0,674
0,850 0,851 0,850 0,776 Weighted Avg

O Algoritmo DecisionTable utilizado neste experimento revelou um percentual de
85% de instancias classificadas corretamente e 14% de instancias classificadas de forma
errada. Também sdo apresentadas na Tabela 42 outras métricas, entre elas Acuracia, Precisdo
e Recall referem-se a assertividade na previsdo da classificacdo de instancias corretas o que €

evidenciado com 85%.

Tabela 44 - Resultados da Classificagdo Utilizando o Algoritmo RandomTree

Resultados da Classificacdo Utilizando o Algoritmo RandomTree

Correctly Classified Instances 1489 59.7992%
Incorrectly Classified Instances 1001 40.2008%
Total Number of Instances 2490

Tabela 45 - Precisdo detalhada por classe utilizando o Algoritmo RandomTree

Class Precision Recall F-Measure MCC

Baixo 0,540 0,540 0,540 0,502
Médio 0,667 0,667 0,667 0,447
Alto 0,688 0,688 0,688 0,313
0,632 0,598 0,572 0,421 Weighted Avg

O Algoritmo RandomTree utilizado neste experimento revelou um percentual de 59%
de instancias classificadas corretamente e 40% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 44 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 59%.



64

Tabela 46 - Resultados da Classificagdo Utilizando o Algoritmo AttributeSelectedClassifier

Resultados da Classificacéo Utilizando o Algoritmo AttributeSelectedClassifier

Correctly Classified Instances 2102 84.4177%
Incorrectly Classified Instances 388 15.5823%
Total Number of Instances 2490

Tabela 47 - Precisdo detalhada por classe utilizando o Algoritmo AttributeSelectedClassifier

Class Precision Recall F-Measure MCC

Alto 0,996 0,996 0,996 0,997
Meédio 0,756 0,756 0,759 0,653
Baixo 0,780 0,780 0,780 0,649
0,844 0,844 0,844 0,766 Weighted Avg

O Algoritmo AttributeSelectedClassifier utilizado neste experimento revelou um
percentual de 84% de instancias classificadas corretamente e 15% de instancias classificadas
de forma errada. Também sdo apresentadas na Tabela 46 outras métricas, entre elas Acurécia,
Precisdo e Recall referem-se a assertividade na previsdo da classificacdo de instancias corretas

0 que € evidenciado com 84%.

Tabela 48 - Resultados da Classificacdo Utilizando o Algoritmo LWL

Resultados da Classificacdo Utilizando o Algoritmo LWL

Correctly Classified Instances 1886 75.743%
Incorrectly Classified Instances 604 24.257%
Total Number of Instances 2490

Tabela 49 - Precisdo detalhada por classe utilizando o Algoritmo LWL

Class Precision Recall F-Measure MCC

Baixo 0,996 0,996 0,996 0,997
Meédio 0,845 0,845 0,845 0,422
Alto 0,586 0,586 0,586 0,574
0,809 0,757 0,733 0,664 Weighted Avg

O Algoritmo LWL utilizado neste experimento revelou um percentual de 75% de
instancias classificadas corretamente e 24% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 48 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 75%.
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Mas também conforme a tabela 7 da pag 51, na base de dados da Garoto é identificado
a ocorréncia de 185 mensagens classificadas como fator de impacto alto nos dados obtidos da
pagina de fas do Garoto e devido a isso foi definido que 0 mesmo nimero de ocorréncia sera
utilizado afim de balancear a base de dados com o objetivo de precisar os resultados da
predigé&o.

Na sequéncia é apresentado o histograma com as classes fator de impacto baixo,

médio e alto precisamente balanceado conforme apresentado na Figura 24.
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Figura 24 - Histograma congénere do fator de Impacto da base de dados Garoto

Na sequéncia os resultados da predicdo utilizando cada um dos algoritmos de

classificacdo citados na base de dados extraidos da pagina de fas do Garoto.

Tabela 50 - Resultados da Classifica¢do Utilizando o Algoritmo NaiveBayes
Resultados da Classificacdo Utilizando o Algoritmo NaiveBayes

Correctly Classified Instances 448 80.7207%
Incorrectly Classified Instances 107 19.2793%
Total Number of Instances 555

Tabela 51 — Resultado da Classificacdo utilizando NaiveBayes

Class Precision Recall F-Measure MCC

Baixo 0,995 0,995 0,955 0,988
Médio 0,699 0,699 0,699 0,573
Alto 0,731 0,731 0,731 0,573
0,808 0,807 0,807 0,711 Weighted Avg

O Algoritmo NaiveBayes utilizado neste experimento revelou um percentual de 80%
de instancias classificadas corretamente e 19% de instancias classificadas de forma errada.

Também sdo apresentadas na Tabela 50 outras métricas, entre elas Acuréacia, Precisao e Recall
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referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 80%.

Tabela 52 - Resultados da Classificagdo Utilizando o Algoritmo J48

Resultados da Classificagdo Utilizando o Algoritmo J48

Correctly Classified Instances 461 83.0631%
Incorrectly Classified Instances 94 16.9369%
Total Number of Instances 555

Tabela 53 - Precisdo detalhada por classe utilizando o Algoritmo J48

Class Precision Recall F-Measure MCC

Baixo 0,989 0,989 0,989 0,992
Medio 0,665 0,665 0,665 0,698
Alto 1,000 1,000 1,000 0,635
0,885 0,831 0,820 0,775 Weighted Avg

O Algoritmo J48 utilizado neste experimento revelou um percentual de 83% de
instancias classificadas corretamente e 16% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 52 outras métricas, entre elas Acuracia, Precisdo e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 83%.

Tabela 54 - Resultados da Classificacdo Utilizando o Algoritmo AdaBoostM1

Resultados da Classificacdo Utilizando o Algoritmo AdaBoostM1

Correctly Classified Instances 462 83.2432%
Incorrectly Classified Instances 93 16.7568%
Total Number of Instances 555

Tabela 55 - Precisdo detalhada por classe utilizando o Algoritmo AdaBoostM1

Class Precision Recall F-Measure MCC

Baixo 1,000 1,000 1,000 1,000
Médio 0,668 0,668 0,668 0,701
Alto 0,979 0,979 0,979 0,627
0,882 0,832 0,822 0,776 Weighted Avg

O Algoritmo AdaBoostM1 utilizado neste experimento revelou um percentual de 83%
de instancias classificadas corretamente e 16% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 54 outras métricas, entre elas Acurécia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 83%.
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Tabela 56 - Resultados da Classificagdo Utilizando o Algoritmo DecisionTable

Resultados da Classificacdo Utilizando o Algoritmo DecisionTable

Correctly Classified Instances 476 85.7658%
Incorrectly Classified Instances 79 14.2342%
Total Number of Instances 555

Tabela 57 - Precisdo detalhada por classe utilizando o Algoritmo DecisionTable

Class Precision Recall F-Measure MCC

Baixo 0,984 0,984 0,984 0,988
Medio 0,710 0,710 0,710 0,736
Alto 0,982 0,982 0,982 0,692
0,892 0,858 0,852 0,805 Weighted Avg

O Algoritmo DecisionTable utilizado neste experimento revelou um percentual de
85% de instancias classificadas corretamente e 14% de instancias classificadas de forma
errada. Também sdo apresentadas na Tabela 56 outras métricas, entre elas Acuracia, Precisdo
e Recall referem-se a assertividade na previsdo da classificacdo de instancias corretas o que €

evidenciado com 85%.

Tabela 58 - Resultados da Classificagdo Utilizando o Algoritmo RandomTree

Resultados da Classificacdo Utilizando o Algoritmo RandomTree

Correctly Classified Instances 301 54.2342%
Incorrectly Classified Instances 254 45.7658%
Total Number of Instances 555

Tabela 59 - Precisdo detalhada por classe utilizando o Algoritmo RandomTree

Class Precision Recall F-Measure MCC

Baixo 0,665 0,665 0,665 0,547
Meédio 0,449 0,449 0,449 0,194
Alto 0,500 0,500 0,500 0,198
0,538 0,542 0,534 0,313 Weighted Avg

O Algoritmo RandomTree utilizado neste experimento revelou um percentual de 54%
de instancias classificadas corretamente e 45% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 57 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 54%.
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Tabela 60 - Resultados da Classificagdo Utilizando o Algoritmo AttributeSelectedClassifier

Resultados da Classificacdo Utilizando o Algoritmo AttributeSelectedClassifier

Correctly Classified Instances 463 83.4234%
Incorrectly Classified Instances 92 16.5766%
Total Number of Instances 555

Tabela 61 - Precisdo detalhada por classe utilizando o Algoritmo AttributeSelectedClassifier

Class Precision Recall F-Measure MCC

Baixo 1,000 1,000 1,000 1,000
Medio 0,668 0,668 0,668 0,708
Alto 1,000 1,000 1,000 0,635
0,889 0,834 0,823 0,781 Weighted Avg

O Algoritmo AttributeSelectedClassifier utilizado neste experimento revelou um
percentual de 83% de instancias classificadas corretamente e 16% de instancias classificadas
de forma errada. Também sdo apresentadas na Tabela 60 outras métricas, entre elas Acurécia,
Precisdo e Recall referem-se a assertividade na previsdo da classifica¢do de instancias corretas

0 que € evidenciado com 83%.

Tabela 62 - Resultados da Classificacdo Utilizando o Algoritmo LWL

Resultados da Classificacdo Utilizando o Algoritmo LWL

Correctly Classified Instances 435 78.3784%
Incorrectly Classified Instances 120 21.6216
Total Number of Instances 555

Tabela 63 - Precisdo detalhada por classe utilizando o Algoritmo LWL

Class Precision Recall F-Measure MCC

Baixo 1,000 1,000 1,000 1,000
Médio 0,672 0,672 0,672 0,516
Alto 0680 0,680 0,680 0,511

0,784 0,784 0,784 0,676 Weighted Avg

O Algoritmo LWL utilizado neste experimento revelou um percentual de 78% de
instancias classificadas corretamente e 21% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 62 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 78%.
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Ainda conforme observado na tabela 7 p&g. 51, na base de dados da Lacta é
identificado a ocorréncia de 187 mensagens classificadas como fator de impacto médio nos
dados obtidos da pagina de fas do Lacta e devido a isso foi definido que 0 mesmo numero de
ocorréncia sera utilizado afim de balanceado a base de dados para as classes baixa e alta com
0 objetivo de precisar os resultados da predicéo.

Na sequéncia é apresentado o histograma com as classes fator de impacto baixo,

médio e alto precisamente balanceado conforme apresentado na Figura 25.
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Figura 25 - Histograma congénere do fator de Impacto da base de dados Lacta

Na sequéncia os resultados da predicdo utilizando cada um dos algoritmos de

classificacdo citados na base de dados extraidos da pagina de fas da Lacta.

Tabela 64 - Resultados da Classifica¢do Utilizando o Algoritmo NaiveBayes
Resultados da Classificacdo Utilizando o Algoritmo NaiveBayes

Correctly Classified Instances 462 82.3529%
Incorrectly Classified Instances 99 17.6471%
Total Number of Instances 561

Tabela 65 — Resultado da Classificacdo utilizando NaiveBayes

Class Precision Recall F-Measure MCC

Baixo 0,787 0,787 0,787 0,762
Meédio 0,779 0,779 0,779 0,652
Alto 0,921 0,921 0,921 0,801
0,829 0,824 0,823 0,738 Weighted Avg

O Algoritmo NaiveBayes utilizado neste experimento revelou um percentual de 82%
de instancias classificadas corretamente e 17% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 64 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 82%.
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Tabela 66 - Resultados da Classifica¢do Utilizando o Algoritmo J48

Resultados da Classificacao Utilizando o Algoritmo J48

Correctly Classified Instances 483 86.0963%
Incorrectly Classified Instances 78 13.9037%
Total Number of Instances 561

Tabela 67 - Precisdo detalhada por classe utilizando o Algoritmo J48

Class Precision Recall F-Measure MCC

Baixo 0,873 0,873 0,873 0,842
Meédio 0,831 0,831 0,831 0,703
Alto 0,875 0,875 0,875 0,829
0,860 0,861 0,860 0,791 Weighted Avg

O Algoritmo J48 utilizado neste experimento revelou um percentual de 86% de
instancias classificadas corretamente e 13% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 66 outras métricas, entre elas Acuracia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 86%.

Tabela 68 - Resultados da Classificagdo Utilizando o Algoritmo AdaBoostM1

Resultados da Classifica¢do Utilizando o Algoritmo AdaBoostM1

Correctly Classified Instances 454 80.9269%
Incorrectly Classified Instances 107 19.0731%
Total Number of Instances 561

Tabela 69 - Precisdo detalhada por classe utilizando o Algoritmo AdaBoostM1

Class Precision Recall F-Measure MCC

Baixo 0,973 0,973 0,973 0,808
Medio 0,656 0,656 0,656 0,635
Alto 0,910 0,910 0,910 0,755
0,846 0,809 0,814 0,733 Weighted Avg

O Algoritmo AdaBoostM1 utilizado neste experimento revelou um percentual de 80%
de instancias classificadas corretamente e 19% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 68 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 80%.
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Tabela 70 - Resultados da Classificagdo Utilizando o Algoritmo DecisionTable

Resultados da Classificacdo Utilizando o Algoritmo DecisionTable

Correctly Classified Instances 450 80.2139%
Incorrectly Classified Instances 111 19.7861%
Total Number of Instances 561

Tabela 71 - Precisdo detalhada por classe utilizando o Algoritmo DecisionTable

Class Precision Recall F-Measure MCC

Baixo 0,810 0,810 0,810 0,815
Medio 0,765 0,765 0,765 0,603
Alto 0,829 0,829 0,829 0,694
0,801 0,802 0,799 0,704 Weighted Avg

O Algoritmo DecisionTable utilizado neste experimento revelou um percentual de
80% de instancias classificadas corretamente e 19% de instancias classificadas de forma
errada. Também sdo apresentadas na Tabela 70 outras métricas, entre elas Acuracia, Precisdo
e Recall referem-se a assertividade na previsdo da classificacdo de instancias corretas o que €

evidenciado com 80%.

Tabela 72 - Resultados da Classificagdo Utilizando o Algoritmo RandomTree

Resultados da Classificacdo Utilizando o Algoritmo RandomTree

Correctly Classified Instances 246 43.8503%
Incorrectly Classified Instances 315 56.1497%
Total Number of Instances 561

Tabela 73 - Precisdo detalhada por classe utilizando o Algoritmo RandomTree

Class Precision Recall F-Measure MCC

Baixo 0,451 0451 0,451 0,230
Médio | 0,382 0,382 0,382 0,078
Alto 0526 0526 0,526 0,187

0453 0,439 0,428 0,165 Weighted Avg

O Algoritmo RandomTree utilizado neste experimento revelou um percentual de 43%
de instancias classificadas corretamente e 56% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 72 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 43%.
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Tabela 74 - Resultados da Classificagdo Utilizando o Algoritmo AttributeSelectedClassifier

Resultados da Classificacdo Utilizando o Algoritmo AttributeSelectedClassifier

Correctly Classified Instances 463 82.5312%
Incorrectly Classified Instances 98 17.4688%
Total Number of Instances 561

Tabela 75 - Precisdo detalhada por classe utilizando o Algoritmo AttributeSelectedClassifier

Class Precision Recall F-Measure MCC

Baixo 0,883 0,883 0,883 0,743
Meédio 0,722 0,722 0,722 0,642
Alto 0,893 0,893 0,893 0,840
0,832 0,825 0,826 0,741 Weighted Avg

O Algoritmo AttributeSelectedClassifier utilizado neste experimento revelou um
percentual de 82% de instancias classificadas corretamente e 17% de instancias classificadas
de forma errada. Também sdo apresentadas na Tabela 74 outras métricas, entre elas Acurécia,
Precisdo e Recall referem-se a assertividade na previsdo da classificacdo de instancias corretas

0 que € evidenciado com 82%.

Tabela 76 - Resultados da Classificagdo Utilizando o Algoritmo LWL

Resultados da Classificacdo Utilizando o Algoritmo LWL

Correctly Classified Instances 459 82.3293%
Incorrectly Classified Instances 102 17.6707%
Total Number of Instances 561

Tabela 77 - Precisdo detalhada por classe utilizando o Algoritmo LWL

Class Precision Recall F-Measure MCC

Baixo 0,973 0,973 0,973 0,808
Meédio 0,696 0,696 0,696 0,641
Alto 0,848 0,848 0,848 0,762
0,839 0,818 0,822 0,737 Weighted Avg

O Algoritmo LWL utilizado neste experimento revelou um percentual de 82% de
instancias classificadas corretamente e 17% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 76 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 82%.
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Por fim conforme observado na tabela 7 pdg. 51, na base de dados Uni&o dos Corpora
é identificado a ocorréncia de 522 mensagens classificadas como fator de impacto alto sobre
dados obtidos de todas as paginas de fas e devido a isso foi definido que 0 mesmo namero de
ocorréncia sera utilizado afim de balanceado a base de dados para as classes baixa e alta com
0 objetivo de precisar os resultados da predicéo.

Na sequéncia é apresentado o histograma com as classes fator de impacto baixo,

médio e alto precisamente balanceado conforme apresentado na Figura 26.
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Figura 26 - Histograma congénere do fator de Impacto da base de dados da Unido dos Corpora

Na sequéncia os resultados da predicdo utilizando cada um dos algoritmos de

classificacdo citados na base de dados extraidos de todas as paginas de fas.

Tabela 78 - Resultados da Classificagdo Utilizando o Algoritmo NaiveBayes
Resultados da Classificacdo Utilizando o Algoritmo NaiveBayes

Correctly Classified Instances 1233 75.8303%
Incorrectly Classified Instances 323 24.1697%
Total Number of Instances 1556

Tabela 79 — Resultado da Classificagdo utilizando NaiveBayes
Class Precision Recall F-Measure MCC

Baixo 0,963 0,963 0,963 0,893
Medio 0,640 0,640 0,640 0,535
Alto 0,702 0,702 0,702 0,496
0,769 0,758 0,759 0,644 Weighted Avg

O Algoritmo NaiveBayes utilizado neste experimento revelou um percentual de 75%
de instancias classificadas corretamente e 24% de instancias classificadas de forma errada.

Também sdo apresentadas na Tabela 78 outras métricas, entre elas Acuréacia, Precisao e Recall
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referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 75%.

Tabela 80 - Resultados da Classificacdo Utilizando o Algoritmo J48

Resultados da Classificagdo Utilizando o Algoritmo J48

Correctly Classified Instances 1103 67.8352 %
Incorrectly Classified Instances 453 32.1648 %
Total Number of Instances 1556

Tabela 81 - Precisdo detalhada por classe utilizando o Algoritmo J48

Class Precision Recall F-Measure MCC

Baixo 0,981 0,981 0,981 0,955
Medio 0,524 0,524 0,524 0,306
Alto 0,533 0,533 0,533 0,289
0,682 0,678 0,679 0,521 Weighted Avg

O Algoritmo J48 utilizado neste experimento revelou um percentual de 67% de
instancias classificadas corretamente e 32% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 80 outras métricas, entre elas Acuracia, Precisdo e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 67%.

Tabela 82 - Resultados da Classificagdo Utilizando o Algoritmo AdaBoostM1

Resultados da Classificacéo Utilizando o Algoritmo AdaBoostM1

Correctly Classified Instances 1111 68.3272%
Incorrectly Classified Instances 445 31.6728%
Total Number of Instances 1556

Tabela 83 - Precisdo detalhada por classe utilizando o Algoritmo AdaBoostM1

Class Precision Recall F-Measure MCC

Baixo 0,889 0,889 0,889 0,895
Meédio 0,659 0,659 0,659 0,240
Alto 0,539 0,539 0,539 0,482
0,699 0,683 0,640 0,540 Weighted Avg

O Algoritmo AdaBoostM1 utilizado neste experimento revelou um percentual de 68%
de instancias classificadas corretamente e 31% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 82 outras métricas, entre elas Acurécia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 68%.
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Tabela 84 - Resultados da Classificagdo Utilizando o Algoritmo DecisionTable

Resultados da Classificacdo Utilizando o Algoritmo DecisionTable

Correctly Classified Instances 1271 78.1673%
Incorrectly Classified Instances 285 21.8327%
Total Number of Instances 1556

Tabela 85 - Precisdo detalhada por classe utilizando o Algoritmo DecisionTable

Class Precision Recall F-Measure MCC

Baixo 0,968 0,968 0,968 0,958
Meédio 0,733 0,733 0,733 0,496
Alto 0,653 0,653 0,653 0,574
0,787 0,782 0,778 0,678 Weighted Avg

O Algoritmo DecisionTable utilizado neste experimento revelou um percentual de
78% de instancias classificadas corretamente e 21% de instancias classificadas de forma
errada. Também sdo apresentadas na Tabela 84 outras métricas, entre elas Acuracia, Precisdo
e Recall referem-se a assertividade na previsdo da classificacdo de instancias corretas o que €

evidenciado com 78%.

Tabela 86 - Resultados da Classificagdo Utilizando o Algoritmo RandomTree

Resultados da Classificacdo Utilizando o Algoritmo RandomTree

Correctly Classified Instances 771 47.417%
Incorrectly Classified Instances 785 52.583%
Total Number of Instances 1556

Tabela 87 - Precisdo detalhada por classe utilizando o Algoritmo RandomTree

Class Precision Recall F-Measure MCC

Baixo 0,455 0,455 0,455 0,387
Médio 0,511 0,511 0,511 0,182
Alto 0,548 0,548 0,548 0,146
0,504 0,474 0411 0,240 Weighted Avg

O Algoritmo RandomTree utilizado neste experimento revelou um percentual de 47%
de instancias classificadas corretamente e 52% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 86 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 47%.
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Tabela 88 - Resultados da Classificagdo Utilizando o Algoritmo AttributeSelectedClassifier

Resultados da Classificacdo Utilizando o Algoritmo AttributeSelectedClassifier

Correctly Classified Instances 1111 68.3272%
Incorrectly Classified Instances 445 31.6728%
Total Number of Instances 1556

Tabela 89 - Precisdo detalhada por classe utilizando o Algoritmo AttributeSelectedClassifier

Class Precision Recall F-Measure MCC

Baixo 0,991 0,991 0,991 0,962
Medio 0,523 0,523 0,523 0,392
Alto 0,563 0,563 0,563 0,231
0,695 0,683 0,666 0,534 Weighted Avg

O Algoritmo AttributeSelectedClassifier utilizado neste experimento revelou um
percentual de 68% de instancias classificadas corretamente e 31% de instancias classificadas
de forma errada. Também sdo apresentadas na Tabela 88 outras métricas, entre elas Acurécia,
Precisdo e Recall referem-se a assertividade na previsao da classificacdo de instancias corretas

0 que € evidenciado com 68%.

Tabela 90 - Resultados da Classificagdo Utilizando o Algoritmo LWL

Resultados da Classificacdo Utilizando o Algoritmo LWL

Correctly Classified Instances 1074 66.0517%
Incorrectly Classified Instances 482 33.9483%
Total Number of Instances 1556

Tabela 91 - Precisdo detalhada por classe utilizando o Algoritmo LWL

Class Precision Recall F-Measure MCC

Baixo 0,965 0,965 0,965 0,908
Médio 0,506 0,506 0,506 0,470
Alto 0,705 0,705 0,705 0,162

0726 0,661 0,590 0,520 Weighted Avg

O Algoritmo LWL utilizado neste experimento revelou um percentual de 66% de
instancias classificadas corretamente e 33% de instancias classificadas de forma errada.
Também sdo apresentadas na Tabela 90 outras métricas, entre elas Acuréacia, Precisao e Recall
referem-se a assertividade na previsdo da classificacdo de instancias corretas o que é

evidenciado com 66%.
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5 DISCUSSAO E ANALISE DE RESULTADOS

Primeiramente foi realizada uma comparacdo entre os algoritmos de predicéo
empregados no trabalho a fim de identificar qual algoritmo conseguiu maior desempenho na
classificacdo de instancias corretas. Numa primeira anélise podemos observar que 0s
melhores resultados da classificacdo do Fator de Impacto em todos os corpora utilizados no
trabalho tiveram uma taxa de classificacdo de instancias corretas considerados alta comparada
ao estado da arte.

No entanto os melhores resultados da classificagdo ocorreram em algoritmos
diferentes. Uma das hipoteses para justificar este comportamento € devido a variacdo do
nimero de instancias em cada corpus, devido ao fato da limitacdo do volume de dados
disponivel nas paginas de fas no periodo de 2010 a 2014, mesmo se tratando de paginas de fas
mais curtidas no Brasil.

Em segunda andlise pode-se observar que para este cenario especificamente, devido a
variacdo do numero de instancias ocasionando a limitacdo do volume de dados de cada um
dos corpora utilizados, € identificado que o algoritmo DecisionTable obteve um resultado
equilibrado considerando também o segundo melhor resultado evidenciando um desempenho
significativo em quatro corpora dos cincos utilizados. O mesmo também no corpora com as

noticias de todas as paginas de fas juntas conforme observado na tabela 92.

Tabela 92 — Resultados da Classifica¢do do Fator de Impacto dos Algoritmos

Garoto Lacta Base Unida

NaiveBayes 75,8303%
J48 53% 84,5382% | 83,0631% 67,8352%
AdaBoostM1 79,7493% 54% 83,7751% | 83,2432% 68,3272%
DecisionTable 89,9973%
RandomTree 53,8294% 40% 59,7992% | 54,2342% | 43,8503% | 47,417%
AttributeSelectedClassifier 89,5612% | 54,6667% | 84,4177% | 83,4234% | 82,5312% | 68,3272%
LWL 89,752% 56% 75,743% | 78,3784% | 82,3293% | 66,0517%
FATOR DE IMPACTO 3699 75 2490 555 561 1626

Também na tabela 92 ¢é evidenciado que o algoritmo J48 obteve a melhor taxa de
predi¢do de 91,9324% no corpus do Guarand Antarctica e também de 86,0963% considerada
a terceira melhor no corpus da Lacta, embora um resultado significativo devido a 6tima
classificagdo do algoritmo nesse corpus observou que o mesmo resultado n&o foi evidenciado
nos corpora da Coca Cola, Hotel Urbano, Garoto e muito menos na base de dados com

mensagens de todas as paginas de fas conforme tambem observado na Figura 27.
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Classificagcdo do Fator de Impacto por algoritmo
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Figura 27 — Gréfico do Resultado da Classificacdo dos Corpora

Como tentativa de aumentar o volume de instancias utilizadas para responder de forma
satisfatoria as questdes do trabalho é experimentado a unido dos dados minerados
armazenados em cada uma das cinco bases de dados em uma Unica base de dados denominada
uniao_corpora a fim de comparar o resultado apresentados na tabela 91 além de identificar o
algoritmo que obteve a melhor taxa de classificacdo para determinar o fator de impacto de

cada noticia divulgada.

Tabela 93 - Resultados da Classifica¢do do Fator de Impacto com a Base Unificada

NaiveBayes 75,8303%
J48 67,8352%
AdaBoostM1 68,3272%
DecisionTable
RandomTree 47,417%
— 68,3372%
66,0517%

nsTancis e

Curiosamente no cenario onde foram unificadas as mensagens divulgadas das paginas

de fas mencionadas, conforme tabela 93, é evidenciado que o algoritmo que gerou melhor
resultado na tarefa de classificagdo foi o DecisionTable, sugerindo que este algoritmo é
adaptavel tanto a variacdo do ndmero de instancias utilizadas na tarefa de classificacdo
indicando que o volume de dados pode ndo influenciar no resultado. E constatado também
que 78,1673% ¢é uma taxa de predicdo. Na sequéncia a Figura 28 apresenta outra perspectiva

dos resultados.



Guarana Antarctica, Coca Cola, Hotel Urbano,
Garoto, Lacta

78,1673

67,8352 68,3272

Figura 28 - Resultados da Classificagdo do Fator de Impacto por Algoritmo
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5.1 Atributos que exercem influéncia no fator de impacto do corpus Guarana
Antarctica.

Nesta tarefa foram analisados os seguintes elementos com o objetivo de identificar os
fatores que exercem influéncia no fator de impacto proposto no presente trabalho, dentre eles

sdo listados os seguintes:

Numero de palavras por Fator de Impacto;

NUmero de curtidas, comentarios e compartilhamento por Fator de Impacto;
Numero de Unigram por Fator de Impacto;

NUmero de Bigram por Fator de Impacto;

Numero de Trigram por Fator de Impacto;

Numero de Ngram por Fator de Impacto;

Numero de mensagens em cada més por Fator de Impacto;

NUmero de mensagens em cada dia da semana por Fator de Impacto;

© O N o g A~ w Db -

Numero de mensagens em cada turno por Fator de Impacto;
10. Namero de tipos de mensagens por Fator de Impacto.

A ordem apresentada foi considerada pela sequencia que estes dez atributos obtidos
através do uso de técnicas de PLN bem com DCBD aparecem na base de dados. A intencdo é
identificar quais atributos contribuem para identificar as noticias com maior fator de impacto
ou seja com maior nimero de interacdes, e através destes atributos propor um modelo de

predicdo de interacGes em redes sociais.
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5.1.1 Numero de palavras por Fator de Impacto do Corpus Guarana Antarctica

Na sequéncia é apresentada a forma que foi contabilizada o total de palavras presentes
nas noticias publicadas na pagina de fas Guarand Antarctica classificadas como fator de
impacto alto, médio e baixo. Na figura 29 evidenciamos os resultados encontrados e também

uma analise dos resultados.

PERCENTUAL DE PALAVRAS POR
FATOR DE IMPACTO

"’_\I_
of

29,40%
2

ALTO MEDIO BAIXO

Figura 29 — Palavras por Fator de Impacto do Corpus Guarana Antarctica

Conforme os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 29,40% de numero de palavras, 31,35%
do nimero de palavras classificadas como Fator de Impacto Médio e 39,25% do nimero de
palavras classificadas como Fator de Impacto Baixo. Ou seja, quanto maior o nimero de

palavras presentes menor serd o fator de Impacto.
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5.1.2 Numero de curtidas, comentarios e compartilhamento por Fator de Impacto do
Corpus Guarana Antarctica.

Na sequéncia é apresentada a forma que foi contabilizada as seguintes interacoes:
namero de curtidas, comentéarios e compartilhamentos presentes nas noticias publicadas na
pagina de fas Guarana Antarctica classificadas como fator de impacto alto, médio e baixo. Na

figura 30 evidenciamos os resultados e também uma andlise dos resultados encontrados.

PERCENTUAL DE INTERAGCOES POR
FATOR DE IMPACTO

BALTO MEDIO mBAIXO

91,71%

76,75%
75,69%

20,73%
18,66%
8,159

5,65%

| 0,14%

N2 DE LIKES N2 DE COMENTARIOS N2 DE
COMPARTILHAMENTOS

Figura 30 — InteracOes por Fator de Impacto do Corpus Guarana Antarctica

Através dos resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 76,75% do namero de likes, 75,69% do
namero de comentarios e 91,71% do nimero de compartilhamentos.

De outra forma significa que no corpus de noticias extraidas da pagina de fas do
Guarand Antarctica quanto maior o numero de likes, comentarios e compartilhamentos
presentes nas noticias divulgadas na pagina de fas da rede social Facebook maior sera seu
Fator de Impacto.

Observa-se também que o nimero de compartilhamentos supera o percentual de likes
e comentarios em tais noticias. Umas das explicacdes desse resultado é devido a classe fator

de impacto ser composta pela média das trés interacoes.
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5.1.3 Numero de Unigram por Fator de Impacto do Corpus Guarana Antarctica

Na sequéncia é apresentada a forma que foi contabilizada as palavras mais frequentes
presentes nas noticias publicadas na pagina de fds Guarand Antarctica classificadas como
fator de impacto alto, médio e baixo. Na figura 31 evidenciamos os resultados e também uma

analise dos resultados encontrados.

PERCENTUAL DE UNIGRAM POR
FATOR DE IMPACTO

EALTO ®MEDIO ®BAIXO
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% N2 DE % N2 DE % N2 DE % N2 DE % N2 DE
UNIGRAM 1 UNIGRAM 2 UNIGRAM 3 UNIGRAM 4 UNIGRAM 5

45,09%
47,73%
42,78%

40,93%
39,76%
32,13%
22,78%
29,55%
1,42%
37,94%
30,64%
36,86%

19,31%
20,36%

Figura 31 - Percentual de Unigram por Fator de Impacto do Corpus Guarana Antarctica

Segundo os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 40,93% de palavras mais frequentes,
45,09% com a segunda palavra mais frequente, 47,73% com a terceira palavra mais frequente,

31,42 com a quarta palavra mais frequente e 36,86% com a quinta palavra mais frequente.



84

5.1.4 Numero de Bigram por Fator de Impacto do Corpus Guarana Antarctica

Na sequéncia é apresentada a forma que foi contabilizada os pares de palavras mais
frequentes presentes nas noticias publicadas na pagina de fas Guarana Antarctica classificadas
como fator de impacto alto, médio e baixo. Na figura 32 evidenciamos os resultados e

também uma analise dos resultados encontrados.

PERCENTUAL BIGRAM POR
FATOR DE IMPACTO

EALTO ®=MEDIO BAIXO

% N2 DE % N2 DE % N2 DE % N2 DE % N2 DE
BIGRAM 1 BIGRAM 2 BIGRAM 3 BIGRAM 4 BIGRAM 5

78,46%

35,60%

34,04%
37,48%
40,07%
40,40%

30,36%
38,09%
36,32%

32,12%
30,40%
25,58%
19,53%

I 21,549
0,00%

Figura 32 - Percentual de Bigram por Fator de Impacto do Corpus Guarana Antarctica

Consoante os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 35,60% primeiro conjunto de duas
palavras com maior frequéncia, 32,12% segundo conjunto de duas palavras com maior
frequéncia, 38,09% terceiro conjunto de duas palavras com maior frequéncia, 40,07% quarto

conjunto de duas palavras com maior frequéncia e 78,46% quinta palavra com maior
frequéncia.
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5.1.5 Numero de Trigram por Fator de Impacto do Corpus Guarana Antarctica

Na sequéncia é apresentada a forma que foi contabilizada os conjuntos de trés palavras
mais frequentes presentes nas noticias publicadas na pagina de fas Guarand Antarctica
classificadas como fator de impacto alto, médio e baixo. Na figura 33 evidenciamos o0s

resultados e também uma analise dos resultados encontrados.

PERCENTUAL DE TRIGRAM POR
FATOR DE IMPACTO

EALTO ®MEDIO BAIXO
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31,80%
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30,59%
0,53%
31,49%

23,64%
19,84%

Figura 33 - Percentual de Trigram por Fator de Impacto do Corpus Guarana Antarctica

De acordo com os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, o maior resultado para esta classe é observado para
0 2° conjunto de trés palavras com 41,16% e em segundo lugar para o quinto conjunto de trés
palavras com 36,77%. Em geral os conjuntos formados com trés palavras mais frequentes
utilizando a técnica trigram ndo dizem muito sobre uma perspectiva de influéncia, uma vez

que os resultados para ambas as classes ficam proximos e com um percentual abaixo de 50%.
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5.1.6 Numero de Ngram por Fator de Impacto do Corpus Guarana Antarctica

Na sequéncia € apresentada a forma que foi contabilizada os conjuntos de cinco e dez
palavras mais frequentes presentes nas noticias publicadas na pagina de fas Guarana
Antarctica classificadas como fator de impacto alto, médio e baixo. Na figura 34

evidenciamos os resultados e também uma andlise dos resultados encontrados.

PERCENTUAL DE NGRAM
POR FATOR DE IMPACTO

- W% N2 de Ngram5 ™% N2 de Ngram 10
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Figura 34 - Percentual de Ngram por Fator de Impacto do Corpus Guarana Antarctica

Através dos resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 39,10% para p primeiro conjunto de cinco
palavras com maior frequéncia, as classificadas como Fator de Impacto Médio 39,00% e as
classificadas como Fator de Impacto Baixo 23,08% considerando o conjunto de dez palavras
com maior frequéncia.

De maneira geral é observado que o percentual de NGRAM usando as cinco palavras
mais frequentes ficou com percentual acima para as noticias classificadas como fator de
impacto alto e médio. E que o NGRAM usando as dez palavras mais frequentes apresenta um

percentual de 23,08% para noticias classificadas como fator de impacto baixo.
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5.1.7 Numero de mensagens em meses por Fator de Impacto do Corpus Guarana

Antarctica

Na sequéncia é apresentada a forma que foi contabilizada os conjuntos de mensagens
por més presentes nas noticias publicadas na pagina de fas Guarana Antarctica classificadas
como fator de impacto alto, medio e baixo. Na figura 35 evidenciamos os resultados e

também uma analise dos resultados encontrados.
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Figura 35 - Percentual de Noticias por més e Fator de Impacto do Corpus Guarana Antarctica

E

5
o
o™
FEV

= e 87% )
e 1%

9

< mmm 4,01%

B omm ) 04%

T

Consoante os resultados apresentados acima pode-se perceber que se tratando de
noticias divulgadas por més presente na pagina de fas do Guarana Antarctica, o atributo que
aparece com maior intensidade é o més agosto em noticias classificadas como fator de
impacto alto. Entretanto ja em noticias classificadas como fator de impacto médio e baixo é

evidenciado os meses de janeiro e fevereiro.
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5.1.8° Numero de mensagens em dias da semana por Fator de Impacto do Corpus

Guarana Antarctica

Na sequéncia é apresentada a forma que foi contabilizada os conjuntos de mensagens

por dia da semana presentes nas noticias publicadas na pagina de fas Guarana Antarctica

classificadas como fator de impacto alto, médio e baixo. Na figura 36 evidenciamos 0s

resultados e também uma analise dos resultados encontrados.
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Figura 36 - Percentual de Noticias por dia da semana e Fator de Impacto do Corpus Guarana

Antarctica

De acordo com os resultados apresentados acima pode-se perceber que se tratando de

noticias divulgadas por dia da semana presente na pagina de fds do Guarana Antarctica, o

atributo que aparece com maior intensidade é o domingo em noticias classificadas como fator

de impacto alto. Entretanto ja em noticias classificadas como fator de impacto médio e baixo

é evidenciado os dias da semana quinta e segunda.
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5.1.9 Namero de mensagens em turnos por Fator de Impacto do Corpus Guarana

Antarctica

Na sequéncia é apresentada a forma que foi contabilizada as mensagens por turno
presentes nas noticias publicadas na pagina de fds Guarana Antarctica classificadas como
fator de impacto alto, médio e baixo. Na figura 37 evidenciamos os resultados e também uma
andlise dos resultados encontrados.

Esta tarefa tem o objetivo de identificar qual o turno que possui maior incidéncia nas

mensagens classificadas como fator de impacto alto, médio e baixo.
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Figura 37 - Percentual de Noticias por turno e Fator de Impacto do Corpus Guarana Antarctica

Conforme os resultados apresentados acima pode-se perceber que se tratando de
noticias divulgadas em turnos presente na pagina de fas do Guarana Antarctica, o atributo que
aparece com maior intensidade é o turno da noite seguida do turno da tarde em noticias

classificadas como fator de impacto alto, médio e baixo.
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5.1.10 Numero de tipos de mensagens por Fator de Impacto do Corpus Guarana

Antarctica

Na sequéncia é apresentada a forma que foi contabilizada os tipos de mensagens
presentes nas noticias publicadas na pagina de fds Guarand Antarctica classificadas como
fator de impacto alto, médio e baixo. Na figura 38 evidenciamos os resultados e também uma
analise dos resultados encontrados.

Esta tarefa tem o objetivo de identificar qual o tipo de publicacdo possui maior

incidéncia nas mensagens classificadas como fator de impacto alto, médio e baixo.
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Figura 38 - Percentual de Noticias por Tipo e Fator de Impacto do Corpus Guarana Antarctica

Através dos resultados apresentados acima pode-se perceber que se tratando de tipos
de noticias presente na pagina de fas do Guarana Antarctica, o tipo foto postado, aparece com
maior intensidade em noticias classificadas como fator de impacto alto, médio e baixo.
Contudo em noticias com fator impacto alto é observado o tipo atualizagdo de status. Também

em noticias divulgadas classificadas como fator de impacto baixo é verificado o tipo link

postado.
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5.2 Atributos que exercem influéncia no fator de impacto do corpus Coca Cola.

Da mesma forma apresentada acima, nesta tarefa foram analisados o0s seguintes
elementos com o objetivo de identificar os fatores que exercem influéncia no fator de impacto

proposto no presente trabalho, dentre eles s&o listados os seguintes:

Numero de palavras por Fator de Impacto;

Numero de curtidas, comentarios e compartilhamento por Fator de Impacto;
Numero de Unigram por Fator de Impacto;

Numero de Bigram por Fator de Impacto;

NUmero de Trigram por Fator de Impacto;

Numero de Ngram por Fator de Impacto;

Numero de mensagens em cada més por Fator de Impacto;

Numero de mensagens em cada dia da semana por Fator de Impacto;
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NUmero de mensagens em cada turno por Fator de Impacto;
10. Numero de tipos de mensagens por Fator de Impacto.
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5.2.1 Numero de palavras por Fator de Impacto do Corpus Coca Cola

Na figura 39 é apresentada a contabilizacdo total de palavras presentes nas noticias

publicadas na pagina de fds da Coca Cola classificada como fator de impacto alto, médio e

haixo.

PERCENTUAL DE PALAVRAS POR
FATOR DE IMPACTO
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Figura 39 - Percentual de Palavras por Fator de Impacto do Corpus Coca Cola

Segundo os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 34,77% de numero de palavras, 33,98%
do nimero de palavras classificadas como Fator de Impacto Médio e 31,25% do nimero de

palavras classificadas como Fator de Impacto Baixo.
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5.2.2 Numero de curtidas, comentarios e compartilhamento por Fator de Impacto do
Corpus Coca Cola.

Na figura 40 é apresentada a forma que foi contabilizada as seguintes interacoes:
namero de curtidas, comentéarios e compartilhamentos presentes nas noticias publicadas na

pagina de fas Coca Cola classificado como fator de impacto alto, médio e baixo.
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Figura 40 — Percentual de Interac6es por Fator de Impacto do Corpus Coca Cola

Consoante os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 58,78% do numero de likes, 60,68% do
namero de comentarios e 60,38% do nimero de compartilhamentos.

De outra forma significa que no corpus de noticias extraidas da pagina de fas da Coca
Cola quanto maior o numero de likes, comentarios e compartilhamentos presentes nas noticias

divulgadas na pagina de fés da rede social Facebook maior sera seu Fator de Impacto.
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5.2.3 Numero de Unigram por Fator de Impacto do Corpus Coca Cola

Na figura 41 € apresentada a forma que foi contabilizada as palavras mais frequentes

presentes nas noticias publicadas na pégina de fas Guarand Coca Colam classificadas como
fator de impacto alto, médio e baixo.
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Figura 41 - Percentual de Unigram por Fator de Impacto do Corpus Coca Cola

De acordo com os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 39,13% de palavras mais frequentes,
42,86% com a segunda palavra mais frequente, 30,00% com a terceira palavra mais frequente,
20,00 com a quarta palavra mais frequente e 33,33% com a quinta palavra mais frequente.

E observado também que o melhor resultado foi com a segunda palavras mais
frequente com 42,86% para a classe fator de impacto alto seguido de 40% utilizando a

terceira e quarta palavras mais frequentes para as classes fator de impacto média e baixa.
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5.2.4 Numero de Bigram por Fator de Impacto do Corpus Coca Cola

Na figura 42 é apresentada a forma que foi contabilizada os pares de palavras mais

frequentes presentes nas noticias publicadas na pagina de fas Coca Colam classificados como
fator de impacto alto, médio e baixo.
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Figura 42 - Percentual de Bigram por Fator de Impacto do Corpus Coca Cola

Através dos resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 33,33% primeiro conjunto de duas
palavras com maior frequéncia, 20,00% segundo conjunto de duas com maior frequéncia,
25,00% terceiro conjunto de duas com maior frequéncia, 16,00% quarto conjunto de duas

palavras com maior frequéncia e 33,33% quinta conjunto de duas palavras com maior
frequéncia.
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5.2.5 Numero de Trigram por Fator de Impacto do Corpus Coca Cola

Na figura 43 ¢ apresentada a forma que foi contabilizada os conjuntos de trés palavras

mais frequentes presentes nas noticias publicadas na pagina de fds Coca Colam classificados
como fator de impacto alto, médio e baixo.
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Figura 43 - Percentual de Trigram por Fator de Impacto do Corpus Coca Cola

Conforme os resultados apresentados pode-se perceber que em noticias publicadas,
classificadas como Fator de Impacto Alto, o terceiro conjunto de trés palavras conseguiram
classificar com percentual de 50% noticias com fator de impacto alto. Além disso é observado
que o quarto conjunto de palavras mais frequentes obtém um percentual de 60% em noticias
classificadas como fator de impacto baixo.
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5.2.6  Numero de Ngram por Fator de Impacto do Corpus Coca Cola

Na figura 44 ¢ apresentada a forma que foi contabilizada os conjuntos de cinco e dez
palavras mais frequentes presentes nas noticias publicadas na pégina de fds Coca Colam

classificados como fator de impacto alto, médio e baixo.
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Figura 44 - Percentual de Ngram por Fator de Impacto do Corpus Coca Cola

Através dos resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 34,00% primeiro conjunto de cinco
palavras com maior frequéncia, as classificadas como Fator de Impacto Médio 36,00%
segundo conjunto de cinco palavras com maior frequéncia e as classificadas como Fator de

Impacto Baixo 30,00% terceiro conjunto de cinco palavras com maior frequéncia.
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5.2.7 Numero de mensagens em meses por Fator de Impacto do Corpus Coca Cola

Na figura 45 é apresentada a forma que foi contabilizada as mensagens mais

frequentes por meses presentes nas noticias publicadas na pagina de fas Coca Colam
classificadas como fator de impacto alto, médio e baixo.

PERCENTUAL MENSAL DE NOTICIAS
POR FATOR DE IMPACTO

EALTO ®=MEDIO BAIXO

b

e

24%

16,00%
209%
209%

12,00%
00%

eee—— | 6,00%
0,00%
8%
0%
——
e 50
0%
0,00%
M eeessss——— ] 7%
0%
O —— 6 00%

2

—

= S
o~
—
=
o
S R
==t =t
o I I o I o

T NOV DEZ

e

o
~
= —
[+
=} =R
S o = B
o [+
Le=h <
=I=r | =T
M

EV MAR ABR

= ——
P — 89
T 5 00%

=

Al JUN JUL AGO

w
—

Figura 45 - Percentual de Noticias por més e Fator de Impacto do Corpus Coca Cola

Segundo os resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por meses presente na pagina de fas da Coca Cola, revela que em noticias
classificadas como fator de impacto alto os meses com mais mensagens foram janeiro, julho e

outubro. No entanto em noticias classificadas cm fator de impacto médio e baixo €
evidenciado o més de fevereiro.
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5.2.8 Numero de mensagens em cada dia da semana por Fator de Impacto do Corpus

Coca Cola
Na figura 46 é apresentada a forma que foi contabilizada a frequéncia de mensagens

por dia da semana presentes nas noticias publicadas na pégina de fds Coca Cola classificada

como fator de impacto alto, medio e baixo
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Figura 46 - Percentual de Noticias por dia da semana e Fator de Impacto do Corpus Coca Cola
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Consoante os resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por dia da semana presente na pagina de fds da Coca Cola, revela que em
noticias classificadas como fator de impacto alto o dia da semana vencedor foi segunda.
Contudo em noticias classificadas como fator de impacto médio e baixo o dia da semana foi

quarta.
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5.2.9 Numero de mensagens em turnos por Fator de Impacto do Corpus Coca Cola

Na figura 47 é apresentada a forma que foi contabilizada a frequéncia de mensagens

por turno presentes nas noticias publicadas na pégina de fds Coca Cola classificada como

fator de impacto alto, médio e baixo.
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Figura 47 - Percentual do nimero de mensagens publicadas em turnos por Fator de Impacto do Corpus
Coca Cola

De acordo com os resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por turno presente na pagina de fas da Coca Cola, revela que tanto em
noticias classificadas como fator de impacto alto, médio e baixo o turno da tarde concentra

uma maior quantidade de noticias, e em segundo lugar também do turno da noite.
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5.2.10 Numero de tipos de mensagens por Fator de Impacto do Corpus Coca Cola

Na figura 48 é apresentada a forma que foi contabilizada a frequéncia de tipos de

mensagens presentes nas noticias publicadas na pagina de fas Coca Cola classificada como
fator de impacto alto, médio e baixo.
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Figura 48 - Percentual de mensagens publicadas em tipos por Fator de Impacto do Corpus Coca Cola

Através dos resultados apresentados acima pode-se perceber que se tratando de

noticias classificadas como fator de impacto alto e médio o tipo de noticia que mais ocorre é

de Atualizacdo de Sataus. E em noticias classificadas como fator de impacto baixo o tipo
evidenciado foi o de link postado.
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5.3 Atributos que Exercem Influéncia no Fator de Impacto do corpus Hotel Urbano.

Da mesma forma, nesta tarefa foram analisados os seguintes elementos com o objetivo
de identificar os fatores que exercem influéncia no fator de impacto proposto no presente

trabalho, dentre eles s&o listados os seguintes:

Numero de palavras por Fator de Impacto;

Numero de curtidas, comentarios e compartilhamento por Fator de Impacto;
Numero de Unigram por Fator de Impacto;

Numero de Bigram por Fator de Impacto;

NUmero de Trigram por Fator de Impacto;

Numero de Ngram por Fator de Impacto;

Numero de mensagens em cada més por Fator de Impacto;

Numero de mensagens em cada dia da semana por Fator de Impacto;
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Numero de mensagens em cada turno por Fator de Impacto;
10. Numero de tipos de mensagens por Fator de Impacto.
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5.3.1 Numero de palavras por Fator de Impacto do Corpus Hotel Urbano

Na figura 49 é apresentada a contabilizacdo total de palavras presentes nas noticias

publicadas na pagina de fds do Hotel Urbano classificadas como fator de impacto alto, médio

e baixo.
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Figura 49 - Percentual de Palavras por Fator de Impacto do Corpus Hotel Urbano

Conforme os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 30,40% de numero de palavras, 38,95%
do namero de palavras classificadas como Fator de Impacto Médio e 30,65% do nimero de

palavras classificadas como Fator de Impacto Baixo.
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5.3.2 Numero de curtidas, comentarios e compartilhamento por Fator de Impacto do
Corpus Hotel Urbano

Na figura 50 é apresentada a forma que foi contabilizada as seguintes interacoes:
namero de curtidas, comentéarios e compartilhamentos presentes nas noticias publicadas na

pagina de fas Hotel Urbano classificado como fator de impacto alto, médio e baixo.
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Figura 50 — Percentual de Interacfes por Fator de Impacto do Corpus Hotel Urbano

Através dos resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 78,47% do ndmero de likes, 64,53% do
namero de comentarios e 86,51% do nimero de compartilhamentos.

De outra forma significa que no corpus de noticias extraidas da pagina de fds do Hotel
Urbano quanto maior o nimero de likes, comentarios e compartilhamentos presentes nas
noticias divulgadas na pagina de fas da rede social Facebook maior sera seu Fator de Impacto.

Observa-se também que o nimero de compartilhamentos supera o percentual de likes
e comentarios em tais noticias.
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5.3.3 Numero de Unigram por Fator de Impacto do Corpus Hotel Urbano

Na figura 51 € apresentada a forma que foi contabilizada as palavras mais frequentes
presentes nas noticias publicadas na pagina de fas Hotel urbano classificado como fator de

impacto alto, médio e baixo.
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Figura 51 - Percentual de Unigram por Fator de Impacto do Corpus Hotel Urbano

Segundo os resultados apresentados € observado que noticias publicadas, classificadas
como Fator de Impacto Alto, possuem 34,65% de palavras mais frequentes, 47,92% com a
segunda palavra mais frequente, 40,07% com a terceira palavra mais frequente, 48,57% com a

guarta palavra mais frequente e 34,36% com a quinta palavra mais frequente.
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5.3.4 Numero de Bigram por Fator de Impacto do Corpus Hotel Urbano

Na figura 52 é apresentada a forma que foi contabilizada os pares de palavras mais

frequentes presentes nas noticias publicadas na péagina de fas Hotel Urbano classificado como
fator de impacto alto, médio e baixo.
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Figura 52 - Percentual de Bigram por Fator de Impacto do Corpus Hotel Urbano

Consoante os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 14,99% primeiro conjunto de duas
palavras com maior frequéncia, 18,41% segundo conjunto de duas com maior frequéncia,
25,79% terceiro conjunto de duas com maior frequéncia, 35,78% quarto conjunto de duas

palavras com maior frequéncia e 26,99% quinta conjunto de duas palavras com maior
frequéncia.
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5.3.5 Numero de Trigram por Fator de Impacto do Corpus Hotel Urbano

Na figura 53 ¢ apresentada a forma que foi contabilizada os conjuntos de trés palavras
mais frequentes presentes nas noticias publicadas na pagina de fas Hotel Urbano classificado

como fator de impacto alto, médio e baixo.
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Figura 53- Percentual de Trigram por Fator de Impacto do Corpus Hotel Urbano

De acordo com os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 34,55% primeiro conjunto de trés
palavras com maior frequéncia, 24,75% segundo conjunto de trés com maior frequéncia,
47,26% terceiro conjunto de trés palavras com maior frequéncia, 30,50% quarto conjunto de
trés palavras com maior frequéncia e 25,72% quinto conjunto de trés palavras com maior

frequéncia.
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5.3.6  Numero de Ngram por Fator de Impacto do Corpus Hotel Urbano

Na figura 54 ¢ apresentada a forma que foi contabilizada os conjuntos de cinco e dez
palavras mais frequentes presentes nas noticias publicadas na pagina de fds Hotel urbano
classificado como fator de impacto alto, médio e baixo.
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Figura 54 - Percentual de Ngram por Fator de Impacto do Corpus Hotel Urbano

Através dos resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 36,45% primeiro conjunto de cinco
palavras com maior frequéncia, as classificadas como Fator de Impacto Médio 37,94%
segundo conjunto de cinco palavras com maior frequéncia e as classificadas como Fator de

Impacto Baixo 25,61% terceiro conjunto de cinco palavras com maior frequéncia.
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5.3.7 Numero de mensagens em meses por Fator de Impacto do Corpus Hotel Urbano

Na figura 55 é apresentada a forma que foi contabilizada as mensagens mais
frequentes por meses presentes nas noticias publicadas na pagina de fas Hotel Urbano

classificado como fator de impacto alto, médio e baixo.
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Figura 55 - Percentual de noticias em meses por Fator de Impacto do Corpus Hotel Urbano

Conforme os resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por meses presente na pagina de fas do Hotel Urbano, revela que em
noticias classificadas como fator de impacto alto os meses com mais mensagens foram
janeiro, julho e outubro. No entanto em noticias classificadas cm fator de impacto médio e

baixo é evidenciado o més de fevereiro.
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5.3.8  Numero de mensagens em cada dia da semana por Fator de Impacto do Corpus

Hotel Urbano

Na figura 56 é apresentada a forma que foi contabilizada a frequéncia de mensagens
por dia da semana presentes nas noticias publicadas na pagina de fas Hotel Urbano

classificado como fator de impacto alto, medio e baixo.
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Através dos resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por dia da semana presente na pagina de fas do Hotel Urbano, revela que
em noticias classificadas como fator de impacto alto o dia da semana vencedor foi sexta-feira.
Contudo em noticias classificadas como fator de impacto médio e baixo o dia da semana foi

terca-feira e quarta-feira.
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5.3.9 Numero de mensagens em turnos por Fator de Impacto do Corpus Hotel Urbano

Na figura 57 ¢ apresentada a forma que foi contabilizada a frequéncia de mensagens
por turno presentes nas noticias publicadas na pagina de fas Hotel Urbano classificado como
fator de impacto alto, médio e baixo.
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Figura 57 — Percentual de noticias por turno e por Fator de Impacto do Corpus Hotel Urbano

Segundo os resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por turno presente na pagina de fas do Hotel Urbano, revela que tanto em
noticias classificadas como fator de impacto alto, médio e baixo o turno da tarde concentra

uma maior quantidade de noticias, segundo também do turno da noite.
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5.3.10 Numero de tipos de mensagens por Fator de Impacto do Corpus Hotel Urbano

Na figura 58 é apresentada a forma que foi contabilizada a frequéncia de tipos de
mensagens presentes nas noticias publicadas na pagina de fas Hotel Urbano classificado como

fator de impacto alto, médio e baixo.
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Figura 58 - Percentual de noticias por tipo e por Fator de Impacto do Corpus Hotel Urbano

Consoante os resultados apresentados acima pode-se perceber que se tratando de
noticias classificadas como fator de impacto alto e médio o tipo de noticia que mais ocorre é
de Atualizacdo de Satus. E em noticias classificadas como fator de impacto baixo o tipo

evidenciado foi o de link postado.
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5.4 Atributos que Exercem Influéncia no Fator de Impacto do corpus Garoto.

Da mesma forma, nesta tarefa foram analisados os seguintes elementos com o objetivo
de identificar os fatores que exercem influéncia no fator de impacto proposto no presente

trabalho, dentre eles séo listados os seguintes:

Numero de palavras por Fator de Impacto;

Numero de curtidas, comentarios e compartilhamento por Fator de Impacto;
Numero de Unigram por Fator de Impacto;

Numero de Bigram por Fator de Impacto;

NUmero de Trigram por Fator de Impacto;

Numero de Ngram por Fator de Impacto;

Numero de mensagens em cada més por Fator de Impacto;

Numero de mensagens em cada dia da semana por Fator de Impacto;
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Numero de mensagens em cada turno por Fator de Impacto;
10. Numero de tipos de mensagens por Fator de Impacto.
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5.4.1 Numero de palavras por Fator de Impacto do Corpus Garoto

Na figura 59 é apresentada a contabilizacdo total de palavras presentes nas noticias
publicadas na pagina de fds do Garoto classificadas como fator de impacto alto, médio e

haixo.

PERCENTUAL DE PALAVRAS POR
FATOR DE IMPACTO
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Figura 59 - Percentual de Palavras por Fator de Impacto do Corpus Garoto

De acordo com os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 26,66% de numero de palavras, 44,66%
do nimero de palavras classificadas como Fator de Impacto Médio e 28,68% do nimero de

palavras classificadas como Fator de Impacto Baixo.
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5.4.2 Numero de curtidas, comentarios e compartilhamento por Fator de Impacto do
Corpus Garoto

Na figura 60 é apresentada a forma que foi contabilizada as seguintes interagoes:
namero de curtidas, comentéarios e compartilhamentos presentes nas noticias publicadas na

pagina de fas Garoto classificadas como fator de impacto alto, médio e baixo.
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Figura 60 — Percentual de Interagdes por Fator de Impacto do Corpus Garoto

Através dos resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 74,41% do numero de likes, 69,25% do
numero de comentarios e 66,88% do nimero de compartilhamentos.

De outra forma significa que no corpus de noticias extraidas da pagina de fas Garoto
quanto maior o numero de likes, comentarios e compartilhamentos presentes nas noticias
divulgadas na pagina de fés da rede social Facebook maior sera seu Fator de Impacto.
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5.4.3 Numero de Unigram por Fator de Impacto do Corpus Garoto

Na sequéncia é apresentada a forma que foi contabilizada as palavras mais frequentes

presentes nas noticias publicadas na pagina de fas Garoto classificadas como fator de impacto
alto, médio e baixo.
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Figura 61 - Percentual de Unigram por Fator de Impacto do Corpus Garoto

Conforme os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 34,94% primeira palavra com maior
frequéncia, 40,80% segunda palavra com maior frequéncia, 39,70% terceira palavra com
maior frequéncia, 100% quarta e 34,78% quinta palavra com maior frequéncia.

De outra forma significa que no corpus de noticias extraidas da pagina de fas da
Garoto as palavras com maior frequéncia ocorrem de forma similar as noticias classificadas

como fator de impacto Médio e somente na quarta palavra com maior frequéncia houve a
ocorréncia com 100%.
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5.4.4 Numero de Bigram por Fator de Impacto do Corpus Garoto

Na figura 62 é apresentada a forma que foi contabilizada os pares de palavras mais

frequentes presentes nas noticias publicadas na pagina de fas Garoto classificadas como fator

de impacto alto, médio e baixo.
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Figura 62 - Percentual de Bigram por Fator de Impacto do Corpus Garoto

Através dos resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 37% primeiro conjunto de duas palavras
com maior frequéncia, 51,61% segundo conjunto de duas com maior frequéncia, 37,78%
terceiro conjunto de duas com maior frequéncia, 33,71% quarto conjunto de duas palavras

com maior frequéncia e 22,50% quinta conjunto de duas palavras com maior frequéncia.
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5.4.5 NuUmero de Trigram por Fator de Impacto do Corpus Garoto

Na figura 63 ¢ apresentada a forma que foi contabilizada os conjuntos de trés palavras
mais frequentes presentes nas noticias publicadas na pagina de fds Garoto classificadas como

fator de impacto alto, médio e baixo.
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Figura 63 - Percentual de Trigram por Fator de Impacto do Corpus Garoto

Segundo os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 41,67% primeiro conjunto de trés
palavras com maior frequéncia, 13,04% segundo conjunto de trés com maior frequéncia,
65,15% terceiro conjunto de trés palavras com maior frequéncia, 34,93% quarto conjunto de
trés palavras com maior frequéncia e 38,30% quinto conjunto de trés palavras com maior

frequéncia.
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5.4.6 Numero de Ngram por Fator de Impacto do Corpus Garoto

Na figura 64 ¢ apresentada a forma que foi contabilizada os conjuntos de cinco e dez
palavras mais frequentes presentes nas noticias publicadas na pégina de fas Garoto
classificadas como fator de impacto alto, médio e baixo.
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Figura 64 - Percentual de Ngram por Fator de Impacto do Corpus Garoto

Consoante os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 38,75% primeiro conjunto de cinco
palavras com maior frequéncia, as classificadas como Fator de Impacto Médio 40,50%
segundo conjunto de cinco palavras com maior frequéncia e as classificadas como Fator de

Impacto Baixo 20,75% terceiro conjunto de cinco palavras com maior frequéncia.
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5.4.7 Numero de mensagens em meses por Fator de Impacto do Corpus Garoto

Na figura 65 é apresentada a forma que foi contabilizada as mensagens mais
frequentes por meses presentes nas noticias publicadas na pagina de fas Garoto classificadas

como fator de impacto alto, médio e baixo.
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Figura 65 - Percentual de Noticias em meses e por Fator de Impacto do Corpus Garoto

De acordo com os resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por meses presente na pagina de fds do Garoto, revela que em noticias
classificadas como fator de impacto alto os meses com mais mensagens foram janeiro, julho e
outubro. No entanto em noticias classificadas cm fator de impacto médio e baixo é

evidenciado o més de fevereiro.
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5.4.8 Numero de mensagens em cada dia da semana por Fator de Impacto do Corpus

Garoto

Na figura 66 é apresentada a forma que foi contabilizada a frequéncia de mensagens
por dia da semana presentes nas noticias publicadas na péagina de fds Garoto classificadas

como fator de impacto alto, médio e baixo.
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Figura 66 - Percentual de Noticias por dia da semana e por Fator de Impacto do Corpus Garoto

Através dos resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por dia da semana presente na pagina de fds do Garoto, revela que em
noticias classificadas como fator de impacto alto o dia da semana vencedor foi quinta-feira.
Contudo em noticias classificadas como fator de impacto médio e baixo o dia da semana foi

domingo e quarta-feira.
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5.4.9 Numero de mensagens em turnos por Fator de Impacto do Corpus Garoto

Na figura 67 é apresentada a forma que foi contabilizada a frequéncia de mensagens

por turno presentes nas noticias publicadas na pagina de fas Garoto classificadas como fator
de impacto alto, médio e baixo.
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Figura 67 - Percentual de Noticias por turno e por Fator de Impacto do Corpus Garoto

Conforme os resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por turno presente na pagina de fds do Garoto, revela que tanto em
noticias classificadas como fator de impacto alto, médio e baixo o turno da tarde concentra

uma maior quantidade de noticias, segundo também do turno da noite.
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5.4.10 Numero de tipos de mensagens por Fator de Impacto do Corpus Garoto

Na figura 68 é apresentada a forma que foi contabilizada a frequéncia de tipos de
mensagens presentes nas noticias publicadas na pégina de Garoto urbano classificadas como
fator de impacto alto, médio e baixo.
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Figura 68 - Percentual de Noticias por tipo e por Fator de Impacto do Corpus Garoto

Através dos resultados apresentados acima pode-se perceber que se tratando de
noticias classificadas como fator de impacto alto e médio o tipo de noticia que mais ocorre é
de Atualizacdo de Satus. E em noticias classificadas como fator de impacto baixo o tipo
evidenciado foi o de link postado.
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5.5 Atributos que exercem influéncia no fator de impacto do corpus Lacta.

Da mesma forma apresentada acima, nesta tarefa foram analisados o0s seguintes
elementos com o objetivo de identificar os fatores que exercem influéncia no fator de impacto

proposto no presente trabalho, dentre eles s&o listados os seguintes:

Numero de palavras por Fator de Impacto;

Numero de curtidas, comentarios e compartilhamento por Fator de Impacto;
Numero de Unigram por Fator de Impacto;

Numero de Bigram por Fator de Impacto;

NUmero de Trigram por Fator de Impacto;

Numero de Ngram por Fator de Impacto;

Numero de mensagens em cada més por Fator de Impacto;

Numero de mensagens em cada dia da semana por Fator de Impacto;
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Numero de mensagens em cada turno por Fator de Impacto;
10. Numero de tipos de mensagens por Fator de Impacto.
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5.5.1 Numero de palavras por Fator de Impacto do Corpus Lacta

Na figura 69 é apresentada a contabilizacdo total de palavras presentes nas noticias

publicadas na pégina de fas do Lacta classificadas como fator de impacto alto, médio e baixo.

PERCENTUAL DE PALAVRAS POR
FATOR DE IMPACTO
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Figura 69 - Percentual de Palavras por Fator de Impacto do Corpus Lacta

Segundo os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 29,35% de nimero de palavras, 35,43%
do numero de palavras classificadas como Fator de Impacto Médio e 35,22% do numero de
palavras classificadas como Fator de Impacto Baixo.
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5.5.2 Numero de curtidas, comentarios e compartilhamento por Fator de Impacto do
Corpus Lacta

Na figura 70 é apresentada a forma que foi contabilizada as seguintes interacoes:
namero de curtidas, comentéarios e compartilhamentos presentes nas noticias publicadas na

pagina de fas Lacta classificadas como fator de impacto alto, médio e baixo.
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Figura 70 — Percentual de Interagdes por Fator de Impacto do Corpus Lacta

Consoante os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 81,48% do nimero de likes, 82,06% do
namero de comentarios e 90,48% do nimero de compartilhamentos.

De outra forma significa que no corpus de noticias extraidas da pagina de fas da Lacta
quanto maior o nimero de likes, comentarios e compartilhamentos presentes nas noticias
divulgadas na pagina de fés da rede social Facebook maior sera seu Fator de Impacto.

Observa-se também que o nimero de compartilhamentos supera o percentual de likes
e comentarios em tais noticias.
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5.5.3 Numero de Unigram por Fator de Impacto do Corpus Lacta

Na figura 71 € apresentada a forma que foi contabilizada as palavras mais frequentes
presentes nas noticias publicadas na pégina de fas Lacta classificadas como fator de impacto

alto, médio e baixo.
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Figura 71 - Percentual de Unigram por Fator de Impacto do Corpus Lacta

De acordo com os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 37% primeira palavra com maior
frequéncia, 27 % segunda palavra com maior frequéncia, 70% terceira palavra com maior
frequéncia, 32% quarta palavra com maior frequéncia e 0% quinta palavra com maior

frequéncia.
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5.5.4 Numero de Bigram por Fator de Impacto do Corpus Lacta

Na figura 72 é apresentada a forma que foi contabilizada os pares de palavras mais

frequentes presentes nas noticias publicadas na pégina de fas Lacta classificadas como fator
de impacto alto, médio e baixo.
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Figura 72 - Percentual de Bigram por Fator de Impacto do Corpus Lacta

Através dos resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 30,00% primeiro conjunto de duas
palavras com maior frequéncia, 28,26% segundo conjunto de duas com maior frequéncia,
31,82% terceiro conjunto de duas com maior frequéncia, 0,00% quarto conjunto de duas

palavras com maior frequéncia e 64,29% quinta conjunto de duas palavras com maior
frequéncia.
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5.5.5 Numero de Trigram por Fator de Impacto

Na figura 73 é apresentada a forma que foi contabilizada os conjuntos de trés palavras
mais frequentes presentes nas noticias publicadas na pagina de fas Lacta classificadas como
fator de impacto alto, médio e baixo.
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Figura 73 - Percentual de Trigram por Fator de Impacto do Corpus Lacta

Conforme os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 30,00% primeiro conjunto de trés
palavras com maior frequéncia, 30,00% segundo conjunto de trés com maior frequéncia,
31,82% terceiro conjunto de trés palavras com maior frequéncia, 28,26% quarto conjunto de

trés palavras com maior frequéncia e 28,09% quinto conjunto de trés palavras com maior
frequéncia.
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5.5.6 NuUmero de Ngram por Fator de Impacto

Na figura 74 ¢ apresentada a forma que foi contabilizada os conjuntos de cinco e dez
palavras mais frequentes presentes nas noticias publicadas na pagina de fds Lacta
classificadas como fator de impacto alto, médio e baixo.
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Figura 74 - Percentual de Ngram por Fator de Impacto do Corpus Lacta

Através dos resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 37,38% primeiro conjunto de cinco
palavras com maior frequéncia, as classificadas como Fator de Impacto Médio 36,41%
segundo conjunto de cinco palavras com maior frequéncia e as classificadas como Fator de

Impacto Baixo 26,46% terceiro conjunto de cinco palavras com maior frequéncia.
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5.5.7 Numero de mensagens em meses por Fator de Impacto

Na figura 75 é apresentada a forma que foi contabilizada as mensagens mais
frequentes por meses presentes nas noticias publicadas na pagina de fas Lacta classificadas

como fator de impacto alto, médio e baixo.
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Figura 75 - Percentual de Noticias em meses por Fator de Impacto do Corpus Lacta

Segundo os resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por meses presente na pagina de fds do Lacta, revela que em noticias
classificadas como fator de impacto alto os meses com mais mensagens foram janeiro, julho e
outubro. No entanto em noticias classificadas cm fator de impacto médio e baixo €

evidenciado o més de fevereiro.
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5.5.8 Numero de mensagens em cada dia da semana por Fator de Impacto

Na figura 76 ¢ apresentada a forma que foi contabilizada a frequéncia de mensagens
por dia da semana presentes nas noticias publicadas na pagina de féas Lacta classificadas como

fator de impacto alto, médio e baixo.
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Figura 76 - Percentual de Noticias por dia da semana e por Fator de Impacto do Corpus Lacta

Consoante os resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por dia da semana presente na pagina de fds do Lacta, revela que em
noticias classificadas como fator de impacto alto o dia da semana vencedor foi segunda.
Contudo em noticias classificadas como fator de impacto médio e baixo o dia da semana foi

quarta.
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5.5.9 NuUmero de mensagens em turnos por Fator de Impacto

Na figura 77 é apresentada a forma que foi contabilizada a frequéncia de mensagens

por turno presentes nas noticias publicadas na pagina de fas Lacta classificadas como fator de

impacto alto, médio e baixo.
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Figura 77 - Percentual de Noticias por turno e por Fator de Impacto do Corpus Lacta

De acordo com os resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por turno presente na pagina de fas do Lacta, revela que tanto em noticias
classificadas como fator de impacto alto, médio e baixo o turno da tarde concentra uma maior

guantidade de noticias, segundo também do turno da noite.



134

5.5.10 Numero de tipos de mensagens por Fator de Impacto

Na figura 78 é apresentada a forma que foi contabilizada a frequéncia de tipos de
mensagens presentes nas noticias publicadas na pagina de fas Lacta classificadas como fator

de impacto alto, médio e baixo.
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Figura 78 - Percentual de Noticias por tipo e por Fator de Impacto do Corpus Lacta

Através dos resultados apresentados acima pode-se perceber que se tratando de
noticias classificadas como fator de impacto alto e médio o tipo de noticia que mais ocorre é
de Atualizacdo de Satus. E em noticias classificadas como fator de impacto baixo o tipo

evidenciado foi o de link postado.
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5.6 Atributos que exercem influéncia no fator de impacto do corpus Unido Corpora.

Da mesma forma, nesta tarefa foram analisados os seguintes elementos com o objetivo
de identificar os fatores que exercem influéncia no fator de impacto proposto no presente

trabalho, dentre eles séo listados os seguintes:

Numero de palavras por Fator de Impacto;

Numero de curtidas, comentarios e compartilhamento por Fator de Impacto;
Numero de Unigram por Fator de Impacto;

Numero de Bigram por Fator de Impacto;

NUmero de Trigram por Fator de Impacto;

Numero de Ngram por Fator de Impacto;

Numero de mensagens em cada més por Fator de Impacto;

Numero de mensagens em cada dia da semana por Fator de Impacto;

© oo N o a k~ w e

Numero de mensagens em cada turno por Fator de Impacto;
10. Numero de tipos de mensagens por Fator de Impacto.
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5.6.1 Numero de palavras por Fator de Impacto do Corpus Unido Corpora

Na figura 79 é apresentada a contabilizacdo total de palavras presentes nas noticias

publicadas na pagina de fds da Coca Cola classificada como fator de impacto alto, médio e
baixo.

PERCENTUAL DE PALAVRAS POR
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Figura 79 - Percentual de Palavras por Fator de Impacto do Corpus Unido Corpora

Conforme os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 34,11% de nimero de palavras, 54,59%
do numero de palavras classificadas como Fator de Impacto Médio e 11,31% do numero de
palavras classificadas como Fator de Impacto Baixo.
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5.6.2 Numero de curtidas, comentarios e compartilhamento por Fator de Impacto do

Corpus Uniéo Corpora.

Na figura 80 é apresentada a forma que foi contabilizada as seguintes interacoes:
namero de curtidas, comentarios e compartilhamentos presentes nas noticias de todas as

paginas de fas classificado como fator de impacto alto, médio e baixo.
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Figura 80 — Percentual de Interagcfes por Fator de Impacto do Corpus Unido Corpora

Através dos resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 67% do nimero de likes, 72% do nimero
de comentérios e 80% do nimero de compartilhamentos.

De outra forma significa que no corpus de que unifica todas as noticias extraidas das
paginas de fas quanto maior o numero de likes, comentarios e compartilhamentos presentes
nas noticias divulgadas na pégina de fas da rede social Facebook maior sera seu Fator de
Impacto.
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5.6.3 Numero de Unigram por Fator de Impacto do Corpus Unido Corpora

Na figura 81 € apresentada a forma que foi contabilizada as palavras mais frequentes
presentes nas noticias publicadas em todas as pagina de fas classificadas como fator de

impacto alto, médio e baixo.
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Figura 81 - Percentual de Unigram por Fator de Impacto do Corpus Unido Corpora

Segundo os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 43% de palavras mais frequentes, 34%
com a segunda palavra mais frequente, 36% com a terceira palavra mais frequente, 29% com
a quarta palavra mais frequente e 33% com a quinta palavra mais frequente.

E observado também que o maior resultado foi obtido nas classes com fator de

impacto médio.
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5.6.4 Numero de Bigram por Fator de Impacto do Corpus Unido Corpora

Na figura 82 é apresentada a forma que foi contabilizada os pares de palavras mais

frequentes presentes nas noticias publicadas em todas paginas de fés classificados como fator
de impacto alto, médio e baixo.
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Figura 82 - Percentual de Bigram por Fator de Impacto do Corpus Unido Corpora

Consoante os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 37% primeiro conjunto de duas palavras
com maior frequéncia, 35% segundo conjunto de duas com maior frequéncia, 39% terceiro
conjunto de duas com maior frequéncia, 20% quarto conjunto de duas palavras com maior

frequéncia e 37% quinta conjunto de duas palavras com maior frequéncia.

E observado também que o maior resultado foi obtido nas classes com fator de
impacto médio.
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5.6.5 NuUmero de Trigram por Fator de Impacto do Corpus Unido Corpora

Na figura 83 ¢ apresentada a forma que foi contabilizada os conjuntos de trés palavras
mais frequentes presentes nas noticias publicadas em todas paginas de fas classificados como

fator de impacto alto, médio e baixo.
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Figura 83 - Percentual de Trigram por Fator de Impacto do Corpus Unido Corpora

De acordo com os resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 43% primeiro conjunto de trés palavras
com maior frequéncia, 36% segundo conjunto, 41% terceiro conjunto, 34% quarto conjunto e
48% quinto conjunto de trés palavras com maior frequéncia.

E observado também que o maior resultado foi obtido nas classes com fator de

impacto médio.
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5.6.6 NuUmero de Ngram por Fator de Impacto do Corpus Unido Corpora

Na figura 84 ¢ apresentada a forma que foi contabilizada os conjuntos de cinco e dez
palavras mais frequentes presentes nas noticias publicadas em todas péginas de fas

classificados como fator de impacto alto, médio e baixo.
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Figura 84 - Percentual de Ngram por Fator de Impacto do Corpus Unido Corpora

Através dos resultados apresentados pode-se perceber que noticias publicadas,
classificadas como Fator de Impacto Alto, possuem 40,74% primeiro conjunto de cinco
palavras com maior frequéncia e 41,32% utilizando o conjunto das dez palavras com maior

frequéncia.
E observado também que o maior resultado foi obtido nas classes com fator de

impacto médio.
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5.6.7 Numero de mensagens em meses por Fator de Impacto do Corpus Coca Cola

Na figura 85 é apresentada a forma que foi contabilizada as mensagens mais
frequentes por meses presentes nas noticias publicadas em todas paginas de fas classificadas

como fator de impacto alto, médio e baixo.
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Figura 85 - Percentual de Noticias por més e Fator de Impacto do Corpus Unido Corpora
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Conforme os resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por meses presente na unido das paginas de fas, revela o més de julho com
21,59% de noticias classificadas como fator de impacto alto e em segundo lugar 0 més de
junho com 15,87%.

E observado também que o maior resultado foi obtido no més de Janeiro em noticias

classificadas como fator de impacto baixo.
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5.6.8 NuUmero de mensagens em cada dia da semana por Fator de Impacto do Corpus

Uni&o Corpora

Na figura 86 é apresentada a forma que foi contabilizada a frequéncia de mensagens

por dia da semana presentes nas noticias publicadas de todas paginas de fas classificada como

fator de impacto alto, médio e baixo.
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Figura 86 - Percentual de Noticias por dia da semana e Fator de Impacto do Corpus Unido Corpora

Através dos resultados apresentados acima pode-se perceber que se tratando de

noticias publicadas por dia da semana presente de todas paginas de fas, revela que em noticias

classificadas como fator de impacto alto o dia da semana vencedor foi quinta-feira.
E observado também que o maior resultado foi obtido segunda-feira em noticias

classificadas como fator de impacto baixo.
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5.6.9 NuUmero de mensagens em turnos por Fator de Impacto do Corpus Unido Corpora

Na figura 87 ¢ apresentada a forma que foi contabilizada a frequéncia de mensagens
por turno presentes nas noticias publicadas em todas paginas de fas classificada como fator de

impacto alto, médio e baixo.
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Figura 87 - Percentual do nimero de mensagens publicadas em turnos por Fator de Impacto do Corpus
Uniédo Corpora

Segundo os resultados apresentados acima pode-se perceber que se tratando de
noticias publicadas por turno presente em todas pagina de fas, revela que tanto em noticias
classificadas como fator de impacto alto, médio e baixo o turno da tarde concentra uma maior

quantidade de noticias, e em segundo lugar também do turno da noite.
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5.6.10 Numero de tipos de mensagens por Fator de Impacto do Corpus Unido Corpora

Na figura 88 é apresentada a forma que foi contabilizada a frequéncia de tipos de
mensagens presentes nas noticias publicadas de todas paginas de fas classificada como fator
de impacto alto, médio e baixo.
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Figura 88 - Percentual de mensagens publicadas em tipos por Fator de Impacto do Corpus Uni&o
Corpora

Consoante os resultados apresentados acima pode-se perceber que se tratando de
noticias classificadas como fator de impacto alto, médio e baixo o tipo de noticia que mais
ocorre é de Fotos Postadas.

E observado também que o maior resultado foi obtido na classe Fator de Impacto alto

com 92% das noticias publicadas pertencem a esse tipo.
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5.7 Consideracdes Finais dos Atributos que exercem influéncia no Fator de Impacto.

Nesta etapa ao analisarmos estatisticamente a Frequéncia Relativa, onde FRI é o
quociente entre a frequéncia absoluta do valor do acontecimento e o numero total de

acontecimentos, conforme representado através da formula:
FRI = fi/n
Onde:
n representa o nimero total de acontecimentos;
fi € 0 nimero de vezes que o valor de determinado acontecimento ocorre.

Sao demonstrados os resultados obtidos através dos dados minerados das cinco paginas

de fas mais acessadas no Brasil, afim de responder as questfes desejadas deste trabalho.

5.7.1 Numero de palavras por Fator de Impacto

Tabela 94 — Consideragdes Finais da influéncia do numero de palavras

Garoto Lacta Base
% Palavras Fa 29,40% 34,77% 30,40% 26,66% 29,35% 34,11%
% Palavras Fm 31,35% 33,98% 38,95% 44,66% 35,43% 54,59%
% Palavras Fb 39,25% 31,25% 30,65% 28,68% 35,22% 11,31%

Em sintese através dos resultados obtidos neste trabalho € identificado que o nimero
de palavras presentes nas mensagens classificadas pela classe Fator de Impacto revela de
maneira geral que o nimero de palavras presentes nas noticias divulgadas na maioria das
paginas de fas utilizadas neste experimento influéncia no Fator de Impacto.

De tal forma que ao analisarmos estatisticamente a Frequéncia Relativa, quanto mais
palavras utilizadas na composicdo da noticia divulgada na rede social menor € seu Fator de

Impacto.
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5.7.2 Numero de curtidas, comentarios e compartilhamento por Fator de Impacto

Tabela 95 - Considerag¢@es Finais da influéncia do nimero de curtidas

Lacta Base
Unida
% Curtidas Fa 76,75% 58,78% 78,47% 74,41% 81,48% 67%
% Curtidas Fm 20,73% 30,80% 21,37% 25,44% 16,70% 31%
% Curtidas Fb 2,52% 10,42% 0,16% 0,15% 1,82% 2%
Tabela 96 - Considerac@es Finais da influéncia do nimero de comentéarios
Garoto Lacta Base
% Comentarios Fa 75,69% 60,68% 64,53% 69,25% 82,06% 2%
% Comentarios Fm 18,66% 29,37% 34,88% 30,54% 13,74% 26%
% Comentarios Fb 5,65% 9,95% 0,59% 0,21% 4,20% 2%
Tabela 97 - Consideracdes Finais da influéncia do nimero de compartilhamentos
Garoto Lacta Base
% Compartilhamentos Fa 91,71% 60,38% 86,51% 66,88% 90,48% 80%
% Compartilhamentos Fm 8,15% 29,89% 13,49% 32,36% 8,80% 20%
% Compartilhamentos Fb 0,14% 9,73% 0,00% 0,76% 0,73% 0%

E identificado também que as interacbes curtir, comentar e compartilhar estio
fortemente relacionadas a classe Fator de Impacto, uma vez que, estas interacbes compdem a
classe Fator de Impacto proposta neste trabalho de tal forma que ao analisarmos
estatisticamente a Frequéncia Relativa é identificado que quanto mais interacdes, entre as

citadas, curtir, comentar e compartilhar maior é seu Fator de Impacto.
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5.7.3 Numero de Unigram por Fator de Impacto

Tabela 98 - Consideragdes Finais da influéncia Unigram1

Lacta Base

Unida

% Unigraml Fa 40,93% 39,13% 34,65% 34,94% 37% 43%
% Unigraml1 Fm 39,76% 39,13% 34,65% 43,98% 37% 47%
% Unigram1 Fb 19,31% 21,74% 30,70% 21,08% 26% 10%

Tabela 99 - Considerac@es Finais da influéncia Unigram?2

Garoto Lacta Base
Unida

% Unigram?2 Fa 45,09% 42,86% 47,92% 40,80% 27% 34%
% Unigram2 Fm 32,13% 28,57% 45,15% 40,00% 37% 62%
% Unigram2 Fb 22,78% 28,57% 6,93% 19,20% 36% 4%

Tabela 100 - Consideragdes Finais da influéncia Unigram3

Lacta Base

Unida

% Unigram3 Fa 47.73% 30% 40,07% 39,70% 70% 36%
% Unigram3 Fm 22.73% 30% 45,36% 37,48% 20% 61%
% Unigram3 Fb 29,54% 40% 14,57% 20,82% 10% 3%

Tabela 101 - Consideragdes Finais da influéncia Unigram4

Garoto Lacta Base
Unida

% Unigram4 Fa 31,42% 20% 48,57% 100% 32% 29%
% Unigram4 Fm 37,94% 40% 50,20% 0% 68% 71%
% Unigram4 Fb 30,64% 40% 1,22% 0% 0% 0%

Tabela 102 - Consideragdes Finais da influéncia Unigram5

Garoto Lacta Base
Unida

% Unigram5 Fa 36,86% 33,33% 34,36% 34,78% 0% 33%
% Unigram5 Fm 42,78% 33,33% 45,90% 41,30% 40% 67%
% Unigram5 Fb 20,36% 33,33% 19,74% 23,91% 60% 0%

A técnica Unigram empregada neste experimento, tem a finalidade de utilizar as
palavras mais frequentes afim de evidenciar alguma influéncia de comportamento sobre as
classes Fator de Impacto. E apresentado até a quinta palavra mais frequente afim de revelar
algum conhecimento.

Observa-se na Tabela 97, que a Unigram1 apresentou percentuais muito equiparados
evidenciando que dentro das classes mencionadas ndo surtiu um efeito que determinasse uma

influéncia da palavra mais frequente para precisar o Fator de Impacto. Na Tabela 98, no que
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se refere a Unigram2, observa-se que os resultados ainda que marginais entre as diferentes
classes (Fa e Fm), que esta técnica atua de forma sutil na determinagdo do Fa em quatro
corpus dos cinco utilizados. Na Unigram3, que corresponde a Tabela 99, identifica-se uma
influéncia de 70% no corpus Lacta para precisar Fa e uma mesma influéncia porém sutil em
outros dois corpus (Guarana Antarctica e Garoto) também na classe Fa. A técnica Unigram4
conforme Tabela 100 observa-se uma influéncia de 100% no Fa especificamente no corpus de
dados minerados da pagina de fas da Garoto porém também observa-se que nos demais
corpus houve percentuais muito equiparados evidenciando que dentro das classes
mencionadas ndo surtiu um efeito que determinasse uma influéncia da quarta palavra mais
frequente para precisar o Fi. Como também na Tabela 101 , no que se refere a Unigramb,
apresentou percentuais equilibrados nao decorrendo influéncia entre as diferentes classes (Fa,
Fm e Fb).
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5.7.4 Numero de Bigram por Fator de Impacto

Tabela 103 - Consideracdes Finais da influéncia Bigram1

Garoto Lacta Base
Unida
% Bigraml Fa 35,60% 33,33% 14,99% 37% 30% 37%
% Bigraml Fm 34,04% 33,33% 36,90% 43% 54,44% 61%
% Bigraml Fb 30,36% 33,33% 48,11% 20% 15,56% 3%
Tabela 104 - Consideracgdes Finais da influéncia Bigram?2
Garoto Lacta Base
% Bigram2 Fa 32,12% 20% 18,41% 38% 28,26% 35%
% Bigram2 Fm 37,48% 40% 69,04% 31% 60,87% 61%
% Bigram2 Fb 30,40% 40% 12,55% 31% 10,87% 3%
Tabela 105 - Consideracgdes Finais da influéncia Bigram3
Garoto Lacta Base
Unida
% Bigram3 Fa 38,09% 25% 25,79% 52% 31,82% 39%
% Bigram3 Fm 36,32% 50% 51,05% 45% 47,73% 47%
% Bigram3 Fb 25,58% 25% 46,08% 3% 20,45% 14%
Tabela 106 - Consideracdes Finais da influéncia Bigram4
Lacta Base
Unida
% Bigram4 Fa 40,07% 16,67% 35,78% 14% 29,73% 20%
% Bigram4 Fm 40,4% 16,67% 46,08% 64% 51,35% 78%
% Bigram4 Fb 19,53% 66,67% 18,14% 23% 18,92% 2%
Tabela 107 - Consideragdes Finais da influéncia Bigram5
Garoto Lacta Base
% Bigram5 Fa 78,46% 33,33% 26,99% 23% 53,13% 37%
% Bigram5 Fm 21,54% 33,33% 48,88% 55% 28,13% 21%
% Bigram5 Fb 0% 33,33% 21,13% 23% 18,75% 42%

A técnica Bigram empregada aqui neste experimento, tem a finalidade de utilizar pares

de palavras mais frequentes afim de evidenciar alguma influéncia de comportamento sobre as

classes Fator de Impacto. Neste experimento € apresentado até o quinto par de palavras mais

frequentes com a finalidade de revelar algum conhecimento.

Observa-se na Tabela 102, que a Bigraml apresentou percentuais muito equiparados

evidenciando que dentro das classes mencionadas ndo surtiu um efeito que determinasse uma

influéncia da palavra mais frequente para precisar o Fator de Impacto. Na Bigram2, que
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corresponde a Tabela 103, identifica-se uma influéncia de 69,04% e de 60,87% nos corpora
Hotel Urbano e Lacta para precisar Fm.

Na Tabela 104, no que se refere a Bigram3, observa-se que os resultados ainda que
marginais entre as diferentes classes (Fa e Fm), que esta técnica atua de forma especifica na
determinacdo do Fa em dois corpora dos cinco utilizados (Guarané Antarctica e Garoto). A
técnica Bigram4 conforme Tabela 105 observa-se uma influéncia de 66,67% no Fb
especificamente no corpus de dados minerados da pagina de fas da Coca Cola porém também
observa-se que nos demais corpus houve percentuais muito equiparados evidenciando que
dentro das classes mencionadas ndo surtiu um efeito que determinasse uma influéncia da
quarta palavra mais frequente para precisar o Fi. Na Tabela 106, no que se refere a Bigram5,
identifica-se uma influéncia de 78,46% nos corpus Guarand Antarctica para precisar Fa,
porém dentro das demais classes € identificado percentuais harménicos nao decorrendo

influéncia entre as diferentes classes (Fa, Fm e Fb).
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5.7.5 Numero de Trigram por Fator de Impacto

Tabela 108 - Consideragdes Finais da influéncia Trigram1

Lacta Base
Unida
% Trigraml Fa 31,80% 29,41% 34,55% 38% 30% 43%
% Trigraml Fm 38,98% 35,29% 47,56% 41% 54,44% 48%
% Trigraml1 Fb 29,22% 35,29% 17,89% 21% 15,56% 9%
Tabela 109 - Consideracgdes Finais da influéncia Trigram?2
Garoto Lacta Base
Unida
% Trigram?2 Fa 41,16% 28,57% 24,75% 35% 30% 36%
% Trigram2 Fm 35,20% 28,57% 52,48% 43% 54,44% 61%
% Trigram2 Fb 23,64% 42,86% 22,771% 22% 15,56% 3%
Tabela 110 - Consideragdes Finais da influéncia Trigram3
Lacta Base
Unida
% Trigram3 Fa 36,22% 50,00% 47,26% 65% 31,82% 41%
% Trigram3 Fm 33,19% 33,33% 44,05% 29% 47,73% 37%
% Trigram3 Fb 30,59% 16,67% 8,7% 6% 20,45% 22%
Tabela 111 - Consideragdes Finais da influéncia Trigram4
Lacta Base
Unida
% Trigram4 Fa 30,53% 20% 30,50% 42% 28,26% 34%
% Trigram4 Fm 37,98% 20% 50,82% 33% 60,87% 54%
% Trigram4 Fb 31,49% 60% 13,68% 25% 10,87% 12%
Tabela 112 - Consideragdes Finais da influéncia Trigram5
Garoto Lacta Base
% Trigram5 Fa 36,77% 33,33% 25,72% 13% 28,09% 48%
% Trigram5 Fm 43,39% 33,33% 54,66% 70% 59,55% 52%
% Trigram5 Fb 19,84% 33,33% 19,61% 17% 12,36% 0%

A técnica Trigram empregada aqui neste experimento, tem a finalidade de utilizar o
conjunto de trés palavras mais frequentes afim de evidenciar alguma influéncia de
comportamento sobre as classes Fator de Impacto. Neste experimento é apresentado até o
quinto conjunto de palavras mais frequentes com a finalidade de revelar algum conhecimento.

Observa-se na Tabela 107, no que se refere a técnica Trigraml, identifica-se uma
influéncia de 54,44% especificamente no corpus Lacta para precisar Fm e uma mesma

influéncia porém sutil em outros corpora (Guarand Antarctica, Hotel Urbano e Garoto)
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também na classe Fm. Na Tabela 108, apresentou-se uma influéncia de 54,44%, 52,48% e
43,73% especificamente nos corpora (Lacta, Hotel Urbano e Garoto) para precisar Fm e nos
demais corpora houve percentuais muito distintos evidenciando que dentro das classes
mencionadas ndo houve influéncia que determinasse o Fator de Impacto. Na Tabela 109, no
que se refere a Técnica Trigram3, observa-se uma influéncia de 65%, 50%, 47,26 e 36,53%
no Fa nos corpora de dados minerados de paginas de fas (Garoto, Coca Cola, Hotel Urbano e
Guarana Antarctica) utilizando o terceiro conjunto de trés palavras que mais aparece em
todas as noticias. Tabela 110 observa-se uma influéncia de 60,87% no Fa especificamente no
corpus de dados minerados da pagina de fas da Lacta e uma influéncia de 50,82% e 37,98%
nos corpora (Hotel Urbano e Guarana Antarctica) na mesma classe. E nos demais corpus
percentuais muito equiparados evidenciando que dentro das classes mencionadas ndo surtiu
um efeito que determinasse uma influéncia da quarta palavra mais frequente para precisar o
Fi. Como também na Tabela 111 , no que se refere a Trigram5, apresentou-se uma influéncia
na classe Fm de 70% no corpus Garoto e percentuais equilibrados para a mesma classe nos

demais corpora.
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5.7.6  Numero de Ngram por Fator de Impacto

Tabela 113 - Consideracdes Finais da influéncia Ngram5

Lacta Base
Unida
% Ngram5 Fa 39,11% 34% 36,45% 38,75% 37,38% 40,74%
% Ngram5 Fm 39% 36% 37,94% 40,50% 36,17% 51,66%
% Ngram5 Fb 21,89% 30% 25,61% 20,75% 26,46% 7,60

Tabela 114 - Consideracdes Finais da influéncia Ngram10

Garoto Lacta Base
Unida

% Ngram10 Fa 38,05% 30% 21,49% 38,88% 41,04% 41,32%
% Ngram10 Fm 38,87% 34% 24,01% 42,25% 41,43% 49,24%
% Ngram10 Fb 23,08% 36% 50,50% 18,88% 17,53% 9,44%

A técnica Ngram5 empregada aqui neste experimento citada na literatura como sendo
0 estado da arte de Ngram, tem a finalidade de utilizar o conjunto de cinco palavras mais
frequentes afim de evidenciar alguma influéncia de comportamento sobre as classes Fator de
Impacto.

Assim como a Ngram5 o Ngraml10 foi utilizado dez conjunto de palavras mais
frequentes afim de verificar se ha alguma relagdo de influéncia na classificacdo do Fator de
Impacto.

Entretanto embora € evidenciado estatisticamente a Frequéncia Relativa em média de
30% de ocorréncia destes conjuntos de cinco e também dez palavras presentes nas noticias,
este percentual ndo é suficiente para identificar a influéncia no Fator de Impacto entre as
classes Fa, Fm e Fb, uma vez que os percentuais se encontra muito proximos de ambas as

classes.
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5.7.7 Numero de mensagens em cada més por Fator de Impacto

Tabela 115 - Consideragbes Finais da influéncia no Més

Garoto Lacta Base
% més Fa AGO JAN, ouT MAR AGO 28% | JUL 22%
22,24% JUN, OUT | DEZ 11% | 13%
16%
% més Fm JAN11% | FEV 28% | DEZ 23% | JUN JAN OUT | JUN 13%
AGO 14%
21%
% més Fb FEV19% |FEV 28% |JUN 26% |JUL 30% |JAN 26% | JAN 30%

Conforme os resultados apresentados € identificado que ndo houve uma unanimidade
que revele influéncia no Fator de Impacto de noticias divulgadas em um més especifico.

Entretanto uma relagcdo aqui apresentada neste trabalho como uma proposta que
justifique os resultados é que para determinado dominio de noticias o grau de influéncia pode
estar relacionados aos meses que possuem datas comemorativas, como por exemplo o més de
Agosto dia dos pais para as noticias classificadas como Fator de Impacto alto na pagina de fas
do Guarana Antarctica, Outubro dia das Criancas para noticias divulgadas nas paginas de fas
da Coca Cola, Hotel Urbano e Lacta, Abril Pascoa més que antecede o resultado de Marco
identificado com fator de Impacto da pagina de fas da Lacta, Assim como 0 més de Janeiro
que é confraternizacdo universal identificado também nos resultados da pagina de fas da Coca
Cola, Guarana Antarctica, e Chocolate Lacta.
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5.7.8 Numero de mensagens em cada dia da semana por Fator de Impacto

Tabela 116 - Consideragdes Finais da influéncia no Dia da Semana

Garoto Lacta Base
Unida
% Dia da Semana Fa DOM 16% | SEG 36% | QUI, SEX | QUI 22% | TER 25% | QUI 20%
16%
% Dia da Semana Fm QUI17% | QUA 28% QUA SEG 17% | SEG 24% | QUA 18%
17%
% Dia da Semana Fb SEG 20% | QUA 40% | TER 18% QUA SEG 24% | SEG 27%
19%

Ao analisarmos a influéncia do Dia da Semana conforme os resultados apresentados é

identificado que assim como nas noticias divulgadas nos meses ndo houve uma unanimidade

que revele influéncia no Fator de Impacto de noticias divulgadas em um dia da semana

especifico.
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5.7.9 Numero de mensagens em cada turno por Fator de Impacto

Tabela 117 - Consideragdes Finais da influéncia no Turno

Lacta Base
Unida

% Turno Fa NOITE TARDE TARDE NOITE TARDE TARDE
53% 76% 47% 50% 50% 47%

% Turno Fm NOITE TARDE NOITE TARDE TARDE NOITE
50% 76% 44% 59% 49% 50%

% Turno Fb NOITE TARDE, TARDE TARDE TARDE, TARDE
50% NOITE 67% 52% NOITE 41 53%

48%

Também ao analisarmos a influéncia do Turno em que as noticias foram divulgadas €
evidenciado que indiferentemente da classe Fator de Impacto a maioria das noticias
classificadas como fator de Impacto alto, médio e baixo, todas aparecem como publicadas
nos turnos tarde e noite.

Observando mais atentamente dos cinco corpus observados esta caracteristica “Turno”
com Fator de Impacto Alto, trés corpora identificam o turno da tarde como sendo o mais
promissor para alcancar o Fator de Impacto Alto, sendo elas, Coca Cola com 76%, Hotel

Urbano com 47% e Lacta com 50%.
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5.7.10 Numero de tipos de mensagens por Fator de Impacto

Tabela 118 - Consideragdes Finais da influéncia por Tipo

Guarana Hotel Garoto Base
Antarctica Urbano Unida
% Tipo Fa Fotos Atualizacd Fotos Fotos Fotos Fotos
Postadas | o de Status | Postadas | Postadas | Postadas Postadas
62% 80% 79% 100% 79% 92%
% Tipo Fm Fotos Atualizacd Fotos Fotos Fotos Fotos
Postadas | o de Status | Postadas | Postadas | Postadas Postadas
87% 72% 49% 98% 78% 86%
% Tipo Fb Fotos Link Link Fotos Fotos Fotos
Postadas Postado Postado Postadas | Postadas Postadas
50% 60% 38% 83% 43% 62%

Conforme os tipos de noticias definidos pela Rede Social Facebook, e através dos
resultados revelados neste trabalho é identificado que noticias pertencentes a classe Fator de
Impacto Alto possuem foto ou imagem presentes em suas divulgacdes.
O que justifigue a motivacdo dos internautas em interagir com as postagens e com essa
interagdo propagar a noticia através das relagbes pertencentes ao circulo de amigos em

comum.

6 PROPOSTA DE MODELO DE PREDICAO

Conforme (CHWIF, 2010) para um sistema ndo existente € possivel construir modelos
de simulacdo de hipotéticos. Um modelo é uma abstracdo da realidade, que se aproxima do

verdadeiro comportamento do sistema, mas sempre mais simples do que o sistema real.

Baseado nas evidéncias apresentadas no trabalho é proposto um modelo simples que
consiste em identificar as caracteristicas que uma noticia postada numa pagina de fas da rede
social facebook deve possuir para ser classificada como fator de impacto alto, ou seja alcancar

uma quantidade maior de interagdes.

Embora alguns dos experimentos propostos no trabalho ndo revelaram influéncia na
classe fator de impacto o modelo proposto identifica as caracteristicas evidenciadas através da
estatistica.
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Conforme apresentado na tabela 119, para que uma noticia seja classificada como

fator de impacto alto ele deve possuir poucas palavras.

Tabela 119 — Constituicdo do Modelo de Predi¢do pelo nimero de palavra

Numero de palavras por Fator de Impacto

Mimero de

Palavras

Mumero Mdmera de

palavras = palavras =

Fatar de Fator de

Impacto Alto Impacta Baixo

Conforme apresentado na tabela 120, as interacdes curtir, comentar e compartilhar
estdo relacionadas pois foram utilizadas na composicdo do fator de impacto. Desse modo
quanto mais curtidas uma noticia tiver maior é seu fator de impacto, da mesma maneira para
outras interacbes mencionadas, compartilhar e comentar, de modo que quanto mais

comentarios ou compartilhamentos também maior sera o fator de impacto desta noticia.

Tabela 120 - Constituicdo do Modelo de Predicdo pelo nimero de interagdes

Numero de curtidas, comentarios e compartilhamento por Fator de Impacto

Mimero de

Curtidas

Nun?ercu Mimera de
curtidas = curtidas <

Fatar de Fator de

Impacto Alto Impacto Baixo
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Mumero de
Comentarios

Mimero
comentarios =

Mimero de

comentario «

Fatar de Fator de

Impacto Alto Impacto Baixo

Mumera de
Compartilhamentos

Mirmero Mdmera de
campartilhamentos = campartilhamentas <

Fatar de Fatar de

Impacto Baixo

Impacto Alto

Conforme apresentado na tabela 121, para que uma noticia seja classificada como
fator de impacto alto se ela for publicada no turno da tarde maior sera a probabilidade de ser

classificada como fator de impacto alto.

Tabela 121 - Constituicdo do Modelo de Predicdo por turno

Numero de mensagens em cada turno por Fator de Impacto

koticias publicadas
no turno

Turno da Manhd, noite
ou madrugada

Turno da tarde

Fator de Fatar de

Impacto Alto Irpacto Baixo
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Conforme apresentado na tabela 122, para que uma noticia seja classificada como
fator de impacto alto ela deve ser do tipo Foto postada ou Video postado atendendo esta

caracteristica maior sera a probabilidade de ser classificada como fator de impacto alto.

Tabela 122 - Constituicdo do Modelo de Predicdo pelo tipo de noticia

Numero de tipos de mensagens por Fator de Impacto.

Moticias publicadas

Com imagem ou Wideo Semimagem ou widea

Fatar de Fatar de

Impacto Alto Impacto Baixo

Desta forma o modelo proposto apresenta caracteristicas evidenciadas através da
estatistica encontradas atraves dos experimentos. Desta forma para que uma noticia atinja um
fator de impacto alto, ou seja, um numero de interacbes maior, a noticia deve apresentar no
minimo as seguintes caracteristicas.

Texto com poucas palavras;

Ser divulgada no turno da tarde;

Apresentar imagem ou video.

O numero de intera¢fes ndo foi considerado uma vez que foi utilizado para compor a

classe fator de impacto.
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7 TRABALHOS FUTUROS

O presente trabalho mostrou a aplicacdo de algumas técnicas de PLN e também DCBD

afim de gerar novos atributos e atraves deles identificar padrées que influenciam na

predigdo do fator de impacto. Para determinar o fator de impacto foi definido a média das

trés interagdes mencionadas, 0 nimero de curtidas, 0 nimero de comentarios e 0 niUmero

de vezes que uma noticia foi compartilhada, com a finalidade de identificar o algoritmo

de aprendizagem que melhor prediz a classificagdo do fator de impacto.

No entanto existem outras alternativas interessantes que também podem ser aplicadas em

trabalhos futuros:

Explorar outras técnicas de PLN como por exemplo a presenca de entidades
nomeadas ou ainda andlise profunda, para verificar se existe a presenca de pessoas
famosas ou nomes de empresas que influenciam no aumento das interacdes, ou
ainda a ocorréncia de classes gramaticais especificas que mais ocorrem.

Explorar técnicas de analise de sentimento com a finalidade de encontrar indicios
de apelos sentimentais influenciando nas noticias com maior interacao.

Explorar o uso de pesos diferenciados para os tipo de interacdo curtir, comentar e
compartilhar, coma a finalidade de, comparar se estes pesos melhoraram ou
pioram os resultados da predicao deste trabalho.

Explorar a atribuicdo de pesos diferenciados as técnicas UNIGRAM, BIGRAM,
TRIGRAM e N-Gram, a fim de aumentar o destaque das palavras ou conjunto de
palavras que mais ocorrem em uma noticia, uma vez que os resultados aqui
apresentados n&o possibilitaram distinguir evidéncias que identifique alguma
influéncia de interacGes através da frequéncia de palavras ou conjunto de palavras
gue mais ocorrem em noticias classificadas como fator de impacto alto.

Por fim, poderia ser usado diferentes algoritmos para a tarefa de classificacao, e

compara-las com outras abordagens.
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CONCLUSAO

O presente estudo teve como objetivo a aplicacdo de algoritmos de classificacdo para
analise dos fatores que influenciam na predicdo do Fator de Impacto em redes sociais. Neste
contexto os experimentos aqui realizados, em particular, identificam que dentre as técnicas de
classificacdo com melhor resultado na tarefa de predizer o fator de impacto, o algoritmo J48
apresentou uma taxa de predicdo de 91,9324% de classificacdo de instancias corretas para
noticias divulgadas na pagina de fds do Guarana Antarctica e também uma taxa de predicéo
de 86,0963% de classificacdo de instancias corretas para noticias divulgadas na pagina de fas
da Lacta.

Entretanto a mesma Técnica ndo teve 0 mesmo sucesso para outros corpora utilizados,
0 que resultou na identificacdo de outra técnica de classificacdo, revelando um desempenho
de acertos na utilizacdo do algoritmo DecisionTable para outros trés corpus utilizados sendo
Coca Cola com 72% de classificacdo de instancias correta, Garoto com 85,7658% e também
na base de dados Unida com 78,1673% de classificacdo de instancias correta conforme
(Tabela 91 pag. 75).

Com esses resultados a tarefa de analisar e predizer o impacto de interagcbes em
noticias divulgadas em Redes Sociais foi atendida conforme expectativa do trabalho e
também que dentre os algoritmos empregados embora o algoritmo J48 apresentou um
excelente resultado na predicdo do Fator de Impacto o algoritmo DecisionTable apresentou
um resultado muito bom na maioria dos corpora utilizados.

Outra contribuigdes deste trabalho foi a definicdo do Fator de Impacto, que consistem
na média das trés interagdes, identificadas como: nimero de noticias curtidas, comentadas e
compartilhadas, e através disso possibilitou a exploracdo do uso de algoritmos de aprendizado
de maquina para predizer o atributo fator de impacto em corpora de paginas de fds da Rede
Social Facebook atendendo as expectativas desta dissertacdo bem como a utilizagdo de
técnicas de Processamento de Linguagem Natural e Descoberta de Conhecimento em base de
Dados.

Além disso logo outro resultado esperado é revelar quais sdo os fatores que exercem
influéncia para que uma noticia divulgada tenha um impacto de interacbes maior na rede
social.

Os resultados indicam que dentre as 5 mensagens do corpus classificadas com maior
Fator de Impacto Alto apresentam em média 11 palavras nas mensagens, enquanto, as 5
mensagens classificadas com menor Fator de Impacto Baixo, apresentam em média 33

palavras em cada mensagem, revelando com isso que a quantidade de palavras em uma
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noticia postada em uma pégina de fas é um padrdo que influencia na classificagdo do fator de
impacto. Em outras palavras, o tamanho da mensagem de uma noticia influéncia uma
comunidade de leitores de uma rede social na motivacao de interac6es tanto de forma positiva
guanto negativa.

Contudo com emprego de Técnicas de Processamento de Linguagem Natural buscou-
se analisar a influéncia através de jungdes e combinacbes de palavras afim de identificar
atributos que revelem informacBes contidas em palavras isoladas ou em conjuntos de
palavras, para se determinar o Fa, entretanto os experimentos revelam que ambas as Técnicas
(Unigram, Bigram, Trigram e Ngram) apresentam percentuais harmonicos evidenciando que
dentro das classes mencionadas ndo surtiu um efeito que determinasse uma influéncia dentre
as técnicas utilizadas. Embora algumas variaces apresentam uma influéncia em um corpus
especifico 0 mesmo ndo ocorreu em outros corpora utilizados. E de maneira geral
estatisticamente os percentuais revelados ndo apresentam coesdo suficiente para identificar a
influéncia no Fator de Impacto entre as classes Fa, Fm e Fb, uma vez que 0s percentuais se
encontra muito proximos de ambas as classes na maioria dos corpora.

E identificado também que o grau de influéncia do Fator de Impacto Alto em noticias
divulgadas por meses do ano, pode estar relacionados aos meses que possuem datas
comemorativas para divulgacdo da noticia proporcionando uma onda de propagacdo da
informacdo através das interacdes curtir, comentar e compartilhar.

E revelado também que turno da tarde é o mais promissor para alcancar o Fator de
Impacto Alto, de interacdes.

Outro fator que influencia no Fi é o fato de haver a presenca de fotos ou imagens que
contribui na motivacdo dos internautas em interagir com as postagens e com essa interacao
propagar a noticia através das relacdes de circulos de amigos.

Os resultados desse trabalho possibilitam também uma orientagdo para que empresas
brasileiras, possam divulgar seus produtos através de noticias mais precisas com oportunidade
de alcancar um Impacto Maior para a divulgacdo de noticias, anincios e marcas, uma vez que
a informacdo pode ser considerada uma nova classe de ativo econdémico, assim como moeda

Oou ouro.
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