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"Sempre trace seu futuro, mas trace-o a lápis". 

3 



AGRADEOMENTOS 

Agradeço primeiramente aos meus pais Ana e Gilberto, tanto pelo apoio emocional 

quanto ímanceíro, por estarem sempre ao meu lado, me dando muito carinho, amor__. enÍIDl 

muito obrigada pela dedicação. Agradeço de cotaÇão e amo vocês!!! 

Não posso deixar de agradecer às minhas queridas avós Aracy e Lourdes~ por toda a 

força que me passaram através de palavras de conforto e muirn reza. Valeu! 

Agradeço também ao meu maravilhoso mano Rica, você é nota mil! Que durante 

todo este tempo me compreendeu e me apoiou em tudo. 

Agradeço à minha querida professora e orientadora Liane Werner, obrigada por toda 

a dedicação e paciência, valeu também por todo apoio emocional! 

Adradeço ao professor Afberto Cargnelntti Filho pela disponibilidade em me ajudar 

sempre que possível 

Agradeço à professora Suzi Camey por todas as dicas e idéias que me deste a íun de 

melhorar este trabalho. 

Agradeço ao professor da UNESP Anlônio Sérgio Ferraudo por todos os materiais 

que me passou sobre redes newais e também a todo o incentivo. 

Agora quero agradecer também aos meus queridos colegas, que de uma maneira ou 

de outra sempre estiveram me auxiliando durante estes quatro anos. André K012enowski 

muito obrigado por tudo, você foi um colega e é um amigo nota dez, me ajudou sempre e 

em tudo, valeu! Queridas colegas Patricia Simões e Gisele Ferreira, vocês, além de cole~ 

são amigas incriveis, tenho certeza que a nossa amizade vai ser para a vida toda, obrigada 

de coração por tudo!! E também quero agradecei" ao colega Rodrigo Coster, por toda a 

ajuda em relação ao software R 

4 



SUMÁRIO 

1. INTRODUÇÃO ................................. .................................................................................. 6 

1.1 OBJETIVO ................................................................................................................... 1 

1.2 JUSTIFICATIVA ......................................................................................................... 71 

1.3 "METOOOLOOIA. ........................................................................................................ 9 

1.4 ESTRUTlJR.A ............................................................................................................ 10 

2. REFERENCIAL 'IEÓRlCO ........................................................ ...................................... 11 

2.1 Gráficos de Controle ... ............................................................................................... 1 1 

2.1.1 Gráfico CUSUM .................................................................................................. 13 

2. Ll.l Gráfico CUSUM Tabular ........................... ........................................................ 14 

2. L1.2 Grãfico CUSUM Máscara V ....................................... ..................................... 20 

2.2 Redes Neurais A:rtificiais ............................................................................................ 23 

2.2.1 Histórico .............................................................................................................. 23 

2.2.2 Neurônio biológico ............................................................................................... 25 

2.2.3 Neurônio artificial .... ... .. .. ..................................................................................... 11 

2.2.4 Rede Neural Artificial (RNA) ............................................................................. 30 

2.2.5 Arquitetura de uma Rede NeuraL ....................................................................... 30 

2.2.6 Rede Perceptron de Múltiplas Camadas (MLP) .................................................. 32 

2.2.7 Rede RBF- FWições Base RadiaL ..................................................................... 34 

3. ANÁLISES ....................................................................................................................... 31 

3. L Metodologia a ser aplicada para análise ..................................................................... 37 

3.2 ETAPA 1 -Geração dos dados ................................................................................... 39 

3.3 Ef Al'A 2 - Gtáfico CUSUM ..................................................................................... 40 

33 ETAPA 3 - Rede RBF ................................................................................................ 41 

3.4 ETAPA 4- Comparação do Gráfico CUSUM e da rede RBF ................................... 43 

4. CONSIDERAÇÕES FINAIS ............................................................................................ 4S 

5. REFERÊNClAS ................ .. ............................................................................................. 47 

7. ANEXO 1 ......................................................................................................................... 49 

5 



1. INTRODUÇÃO 

Atualmente os consumidores estão cada vez mais exígentes em relação à qualidade 

dos produtos que pretendem adquirir, sem falar na enorme concorrência, onde solxevivem 

apenas as melhores organizações. Então a manutenção e melhoria da qualidade são 

fm1damentais para qualquer empresa que almeje sobreviver neste mercado tão exígente e 

competitivo. Monitorar o comportamento da variabilidade no processo produtivo é tarefa 

primordial para o bom andamento da linha de produção das empresas e uma das formas de 

atingir tal meta e a através do Controle Estatistioo de Qualidade (CEQ). O CEQ ê formado 

por um conjunto de ferramentas muito im:portantes para a obtenção. manutenção e melhoria 

da qualidade de produtos e serviços produzidos por uma organização (WERNER,. 1996). 

Este monitoramento pode ser feito através de Gráficos de Controle~ tmto os 

desenvolvidos por Shewhart quanto o gráfico CUSUM. Estes gráficos distinguem as 

variações comWls (controladas) das variações especiais (não controladas). além de 

monitorarem a variabilidade do processo ao longo do tempo. A diferença entre os gráfJCOS 

propostos por Shewhart e o gráfico CUSUM consiste no fato que o último serve para 

detectar pequenas variações na média que os gráficos de Sbewhart não conseguem detectar. 

Outra ferramenta que vem crescendo e expandindo suas aplicações na área do 

Controle Estatístico de Qualidade. principalmente pelo recoullecimeuto de padrões. são as 

chamadas Redes Neurais Artificiais (RNAJ, que podem desempenhar o papel das Cartas de 

Controle (LEGER et aJ, 1998). Um dos grandes atrativos das RNAs são as possibilidades 

de aprender através de exemplos e de generalizar a informação aprendida, pois são técnicas 

computacíonaís que possuem um modelo matemático inspirado na estrutura neural de seres 

inteligentes e que adquirem conhecimento através da experiência (SELAU. 2000). 

Face às novas perspectivas com as RNAs em monitorar dados observados ao longo 

do tempo~ neste traballio será feita a análise de um conjunto de dados simulado, utilizando 

o Gráfico de Controle CUSUM e Redes Neurais Artificiais (RNA), a fim de comparar os 

dois métodos em relação à detecção do comportamento destes dados. 
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1.1 OBJETIVO 

Comparar a eficiência do gráfico de controle CUSUM (Gráfico de Soma 

Cumulativa) com Redes Neurais Artificiais, a fim de verificar qual das duas téctlli:as 

consegue detectar melhor o comportamento da série em estudo. Como objetivo secundário, 

realizar simulação de dados contínuos para conct"etízar esta comparação 

1.2 JUSTIFICATIVA 

Estando os clientes cada vez mais exigentes e, conseqüentemente as empresas 

procmando oferecer produtos e serviços com a melhor qualidade, toma-se necessário 

utilizar técnicas do controle estatístico de qualidade, dentre as quais os grãficos de controle, 

para monitorar o processo produtivo (MONTGOMERY, 2000). 

Por outro lado. com o avanço dos estudos em relação aos neurônios humanos, 

surgiram as redes neurais artificiais (RNA), que possuem inúmeras aplicações na prática, 

dentre as quais a utilização delas na análise de séries temporais_ 

Como os dados analisados na área de controle de qualidade nas empresas., que são 

observados ao longo do tempo, podem ser considerados uma série temporal, é viável a sua 

utilização para este fim. Confonne Kovács (2001, p. 1 38) "A aplicação de redes neurais em 

funções vo1tadas ao operador. particuJannente a detecção e diagnóstico de fàlbas e 

processamento de alannes tem sido explorado com algum êxito por vários pesquisadores. 

Diagnóstico de falhas ua operação de sisremas pode ser reduzido a um problema de 

derecção de padrões. no caso padrões anômalos. e já se sabe que redes neurais são 

excelentes detectores de padrões". 

Ainda de acordo com Smith (1994)., qoe para o reconhecimento de padrões utilizou 

Redes Neurais Artificiais por retropropagação do erro, detectando amostras que apresentam 

mudanças na variabilidade e na média da caracteristica de quaJidade de interesse. Os 

resultados foram comparados aos gráficos de controle tradicionais X e R , e verificou-se 

que para o caso de grandes desvios as RNAs foram ídênticas aos gráficos, mas para 
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pequenos desvios as RNAs foram superiores. Segundo SamohyJ et al (2006) os gráíJCOS de 

controle de Shewbart são efteientes para detectar grandes mudanças na méd.ia do processo~ 

mas para pequenos desvios o gráfico CUSUM é mais sensível 

Logo, seria importante comparar o gráfico CUS UM com redes neurais artificiais, já 

que o estudo de Smith ( L994) mostrou que as RNAs foram mais eficientes para detectar 

pequenas mudanças na média do processo~ propriedade esta presente nos gráficos CUS UM_ 

Esta lacuna já foi investigada por Leger et ai. {1998). que utilizaram o gráfico de controle 

CUSUM e Redes Neurais Artificiais para detecção e diagnóstico de defeitos no modelo do 

sistema de transporte de energía em um :reator- nuclear. Os resultados mostraram que um 

dos tipos de RNA estudado foi o que menos detectou alarmes falsos, e quando comblnado 

com o gráfico CUSUM foi capaz de eliminar todos os alarmes falsos, mas o diagnóstico 

para os defeitos foi inconclusivo. Quando se utilizou apenas o gráfico CUSUM, este 

detectou o maior número de alarmes fa1s~ não sendo assim a técnica mais indicada neste 

caso. 

O estudo comparativo de RNA e gráficos de controle ainda é insipiente e necessita 

ser aprofundado. Aplicar ambas as têcnícas em um processo produtivo simulado que 

monitorem variáveis contínuas e compará-las vai permitir mostrar uma maneira alternativa 

de controlar a qualidade nas empresas não se restringindo apenas aos gráficos de controle 

estatístico, mas sim utilizando uma ferramenta que possui inúmeros beneficio~ como as 

redes neurais artificiais. 

Segundo Haykin (2001 , p. 28) "é evidente que uma rede neural extrai seu poder 

computacional através, primeiro, de sua estrutura maciçamente paralelamente disiribuída e 

segundo sua habilidade de aprender e, portanto de generalizar. A generalização se refere ao 

fato de a rede neural produzir saídas adequadas para entradas que não estavam presentes 

durante o treinamento. Estas duas capacidades de processamento de íufom1ação tornam 

possível para as redes neurais resolver problemas complexos que são atualmente 

intratáveis". 

Levando em conta os beneficios da nova proposta (redes neurais), procura-se aplicar 

os conhecimentos e ferramentas do qual se dispõe, e assim amplia-se a aplicabilidade no 

controle de qualidade. 
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1.3 METODOLOGIA 

Este trabalho pode ser classificado como uma pesquisa exploratória, qoe visa 

propmcionar uma visão geral de um detenninado fato, do tipo aproximativo. Um trabalho é 

de natureza exploratória quando inclui levan1amento bibliográfico,. entrevistas com pessoas 

que tiveram (ou têm) experiências práticas com o problema pesquisado e análise de 

exemplos que estimulem a compreensão. Este tipo de pesquisa tem por objetivo 

desenvolver~ esclarecer e modificar concertos_. proporcíonando wn maior conhecimento 

para o pesquisador acerca do assunto. a ÍIID de que esse possa formuJar problemas mais 

precisos ou criar hipóteses que possam ser pesqnisadas por estudos posteriores (GIL, J 999). 

Primeiramente, será estruturado um referencial teórico sobre gráfic{)S de controle e 

redes neurais artificiais envolvendo levantamento através de livros, artigos científicos, 

materiais na internet e outros. Esta revisão permitirá uma maior base para realizar a 

comparação dos métodos envolvidos. 

Posteriormente será gerado um conjunto de dados que servirá de referência, e seci 

avaliado o número de pontos fora de controle destes dados através do gráfico CUSUM. 

Após> serão simuladas 400 séries com o mesmo comportamento do conjunto de dados base 

e será aplicado o gráfico CUSUM. Seguindo, será modelado, para cada série, uma rede 

neural artificial, e esta modelagem será comparada com o modelo referência. Por fim, irá 

ser aplicado um teste de comparação de médias para o número de pontos classific-ados 

como diferentes da série referência via método CUSUM e via redes neurais artificiais, para 

desta fonna verificar qual dos dois métodos foi mais eficiente em detectar o 

comportamento da série base. A geração, simlllação e análises dos dados serão feitas com o 

aiDU1io do software R v 2.6.0. 
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1.4 ESTRUTURA 

Este trabalho está est:ruttrrado em quatro capítulos distintos. 

O capítulo 1 apresenta a :introdução juntamente com o objetivo traçado~ além da 

justificativa, metodologia a ser utilizada e estrutura da monografia. 

No capítulo 2 há todo o referencial teórico necessário para a compreensão das 

análises que serão apresentadas posterionnente. Este capítulo mostrará as definiç-ões e 

conceitos básicos sobre gráficos de controle e redes neurais artificiais. 

O capítulo 3 apresenta em detalhes como os dados foram simulados, após mostra a 

construção e análises utiJizando o gráfico CUSUM e redes neurais artificiais~ que por fim 

apresenta a análise que permitirá a comparação entre estes dois métodos. 

O capítulo 4 apresenta as conclusões e sugestões de trabalhos futuros. As 

conclusões obtidas através do trabalho peonitiram ao leitor verificar a contribuição que a 

RNA tem na área do controle de qualidade. 
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2. REFERENCIAL TEÓRICO 

2.1 Gráficos de Controle 

Os gráficos de controle são úteis para monitorar a variabilidade de um processo, e 

distinguirem dois tipos de variação. isto é. separam as causas comuns (variabilidade 

inerente) das especiais (variabilídade excessiva). informando assim se o pnx:esso está ou 

não sob contro]e estatístico, em geral, tal distinção é realizada verificando a existência de 

pontos fora dos límítes de controle. Os gráficos de controle são fonnados por wna linha 

central (média da estatística monitorada), um par de limites de controle (limite superior e 

limite inferior). valores da característica da qualidade e número da amostra,. sendo que a 

pJotagem dos dados deve ser de fonna cronológica (MONTGOMER Y, 2000). 

Os tipos de gráficos de controle geralmente são classificados de acordo com a 

maneira que as características da qualidade são avaliadas: por atributos ou por variáveis. 

Existem tipos de gráficos por atnbutos e pode>-se separá-los em dois grupos~ segundo 

Besterfield (L979)~ um grupo de gráficos são aqueles que monitoram as unidades não

conformes e fazem parte deste os gráficos p e o np, e o outro grupo de gráficos são aqueles 

que monitoram as não-conformidades nas unidades e fazem parte deste os gráficos c e lL Os 

gráficos de controle de Shewhart por variáve~ confonne Montgomery (2000) e Werkema 

(1995) são: gráfico X, que monítora a variabilidade entre os subgrupos, e as a.mostras em 

cada subgrupo devem ser constantes e possuírem dois ou mais elementos; o gráfico 

R (amplitude)~ que controla a variabilidade dentro dos subgrupos, e as amostras devem ser 

constantes e preferencialmente posstúrem entre dois a dez elementos, pois para amostrns 

maiores a amplitude toma-se ineficiente; gráfico S (desvio padrão), que também serve para 

controlar a variabilidade do processo. além de produzir uma estimativa do desvio padrão 

melhor do que a fornecida pelo gráfico da amplitude. 

Mas existem também os chamados gráficos de controle de Shewbart para medidas 

individuais, que possuem amostras de tamanho unitário. Utilizados principalmente nas 

indústrias químicas~ nos processos com taxa de produção baixa, em testes destrutivos e na 

inspeção automati:zada (toda unidade produzida é avaliada). Em muitas aplicações dos 
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gráficos para liDidades in<livídua:is usa-se a amplitude móvel de duas observações 

consecutivas como base para estimar a variabilidade do processo (MONTGOMERY. 

2000). A amplitude móvel é definida segundo a equação ( 1 ): 

MR, =jx, -x,_,j (l) 

Para o gráfico de controle das medidas indn.-tduais, os parâmetros são definidos 

através das fórmulas (2 ), (3) e ( 4). 

LSC 
-

3
MR 

=X+--
d z 

Linha Central = i 

LSC=x-3MR 
d2 

(2) 

(3) 

(4) 

Como os gráficos de Sbewhart utilizam informações apenas do último ponto plotado 

(ao invés de utiliz.arem toda seqüência de pontos), esta característica faz com que os 

gráficos de controle de Shewhart sejam relativamente insensíveis a pequenas mudanças no 

processo, na ordem de 1,5 desvio padrão (ou menos). Outro critério pode ser aplicado aos 

métodos de Shewbart. como, por exemplo, as regras de sensibilidade e o uso de límítes de 

controle que procuram incorporar a ínfonnação de todo o grupo de pontos no procedimento 

de tomada de decisão. Entretanto,. o uso destas regras de sensibilidade supJementares reduz 

a simpJícídade e a fucilídade da interpretação dos gráficos de controle de Shewhart. Junto a 

isso, o uso destas regras pode reduzir o comprimento mé<lio da seqüência (ARL) do gráfico 

de controle, quando o processo está sob controle, antes de um alarme falso, que poderia ser 

íudesejado (MONTGOMERY, 2000). 

Um l.TÍtério para confinnar o deSt:mpenho dos gráficos de controle, é o ARL 

(Comprimento Médio da Seqiíência). Ele tem a fimção de determinar quantas amostras são 

necessárias para que os gráficos de controle apresentem um sinal indicativo de estado fora 

de controle. ARLo é o número esperado de amostras antes de um alarme falso ser dado, 

quando o processo está sob controle estatístico (VARGAS et ai, 2004). O cálculo do ARL é 

obtido através da equação (5). 

ARL=.!_ (5) 
a 
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Onde: a. é a probabilidade para qualquer um dos pontos cair fora dos limites de controle 

quando o processo estiver sob controle. Por exemplo, para ilustrar o ARL de um gráfico 

3a, onde a=0,0027, quando o processo estiver sob controle é: 

1 l 
ARL0 = - => ARL0 = = 370 

a 0,0017 

Esse valor do ~ encontrado indica que se o processo se mantiver sob controle um sínaJ 

de fora de controle ocorrerá, em média, após 370 amostras. 

As cartas de controle de Sl1ewbart são substituídas pelo gráfico de controle CUSUM 

quando há interesse em detectar pequenos desvios do valor nominal Este gráfico, que 

acumula as informações mais recentes com as informações anteriores, é considerado 

altamente eficiente na detecção de causas especiais de variação. que conduzem às não

conformidades na produção (MONTGOMER Y, 2000). 

2.1.1 Gráfico CUSUM 

Gráficos CUSUM. que foram introduzidos por Page em 1954, incorporam 

díretamente todas as informações na seqüência dos valores amostrais, ou seja, acumulam 

informações das ruoostras de um processo ponderando-as igualmente, plotando a soma 

acumulada dos desvios da amostra proveniente de um valor objetivo (desejado). O qoe 

permite que sejam mais eficientes que os gráficos de Shewbart na detecção de pequenas 

variações na média de um processo. 

A técnica de soma acumulada pode ser aplicada tanto ua construção do gràfiro 

CUSUM para observações individuais como para observações amostrais das médias de 

subgrupos. Para as observações individuais,. a estatistica utilizada é a soma acmnulada. dos 

desvios de cada valor individual com relação à medida dada pelo valor objetivo (desejado). 

E no caso das amostras de tamanho n > 1, esta estatística é a soma acumuJada dos desvíos 

da média amostrai com relação ao valor oominal Mas os gráficos de soma acumulada são 

mais eficientes com amostras de tamanho unitário, isto é, são indicados para situações onde 

o monitoramento do processo é feito através de observações individuais (ALVES,. 2003). 

O procedimento inicia com o cálculo dos desvios do valor nominal~ isto é" a 

diferença entre o valor observado (ou média amostrai) e o valor nominal J.lo. Tendo este 
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desvio, a soma acumulada é iniciada. A soma C; para o i-ésímo período é a soma de todos 

os desvios do valor nominal desde o periodo 1 até o período i , dada pela equação (6): 
, 

C, = I:(X, - .uJ= (X;- p 0 )+C,_1,i 21 (6) 
t -4 

Onde: Xj é a j-ésima observação de um gràfico CUS UM para observações individuais 

Agora se qu1ser a soma acumulada para um gráfico CUSUM que utiliza as médias 

de um subgrupo, usa-se a equação (7): 

C~= t{x, -Po) 
J•l (7) 

onde assume-se que as amostras coletadas têm tamanho n 2: 1 e x j é a média da j-ésíma 

amostra 

Se o processo se mantém sob controle no valor alvo J.Lo , a soma acumulada definida 

em (6) e em (7) descreve uma maneira a1eatória com média zero. Por outro lado, se a média 

varia para qualquer valor superior a p 1> Jio. então uma tendência ascendente vai desdobrar-

se na soma cumulativa C1 • Reciprocamente~ se a média se altera para um valor abaixo de 

p 1 < J.Lo, a soma cumulativa C;, vai ter uma direção negativa. Considerando isto. se~ nos 

pontos demarcados; uma tendência ascendente ou descendente aparecer, eJa deve ser 

considerada wna evjdêncja que a méilia do processo mudou, e mna procura peJa cansa 

determinante deve ser feüa (MONTGOMER Y~ 2000). 

Há duas maneiras de represeutar os gráficos de soma cumulativa: a forma Tabular e 

a fonna Máscara V. A seguir serão mostrados em detallies estes dois formatos de gJáfi.co 

CUS UM. 

2.1.1.1 Gráfico CUSUM Tabular 

É um algoritmo que utiliza soma cumulativa para calcular as somas acumuladas 

unilaterais que através do gráfico são comparadas com o intervalo de decisão H= ± h. Mas 

se wn valor da soma for maior do que este intervalo o processo é dito fora de controle. Este 

procedimento serve para monitor a média de valores individuais ou a média de subgrupos 

(ALVES. 2003). 
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Seja X; cada observação do processo controlado que se supõe sob controle. Supondo 

ainda que os dados coletados seguem distribuição nonnal com média J.4J e desvio padrão <r. 

Este gráfico é um plano de controle com intervalos bilaterais simétricos que utiliza duas 

estatísticas unilaterais ct para detectar mudanças positivas e c:-:- para detectar mudanças 

negativas. São ca1cu1ados através das equações (8) e (9), 

C: = maxlo~x, -(A,+ K )+ c;_J (8) 

(9) 

Onde C( =c.;- =O. e K (fator de sensibilidade) deve ser escoUtido de fomta que o valor da 

soma Jlo + K u on Jlo - K CT esteja entre a média do processo e a média desJocada que se 

queira avaliar (SAMOHYL et aJ. 2006). 

Através do algoritmo de soma acumulada são obtidos valores dos desvios de c: e 

C;- . que são co1ocados em runa tabela e acumulados sucessivamente. A soma acwnuJada 

destes desvios é comparada com um intervalo de decisão H. Se c: > H ou c; <H~ então 

o processo é considerado fora de controle. 

O valor de referência K é escolhido considerando o valor ~11 para qual o processo 

pode ter mudado e que se está interessado em detectar rapidamente. Gerahnente esta 

mudança é expressa em termos de desvio padrão,. e assim, K é a metade do valor que se tem 

interesse em detectar rapidamente, ou 

A 
K =-CT 

2 
(lO) 

Oude: A é a maguitude da variação, ou seja~ A= /.ul - .uol e cr é o desvio padrão do 

processo. 

Pode-se afirmar que K está diretamente relacionado com a magnitude da mudança 

que se deseja detectar através do gráfico CUSUM. Quanto menor K, menor será a faixa de 

variação que o gráfico será capaz de detectar e maior será a sensibilidade do gráfico 

(ALVES, 2003). 

O gráfico CUSUM Tabular é projetado peJa escolha de valores razoáveis para H 

(intervalo de decisão) e K (valor de referência}, recomenda-se que estes parâmetros sejam 

selecionados para produzir um bom ARL (Comprimento Médio da Seqüência). 
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O melhor modelo, segundo Montgomery (2000), para selecionar o valor de 

referência K e o intcrva1o de decisão H, é dado pelas equações de ( 1 1) a (1 3): 

(11) 

Limite Superior: H = h ~ (12) 

Limite Inferior: H= -h};; (13) 

Onde: n é o tamanho da amostra, cr é o desvio padrão da variável amostra] usada, k e o 

valor de referência padronizado (freqüentemente usa-se k-=0,5) e h é o intervalo de decisão 

padronizado (geralmente h=4 ou 17=5). Estes valores para k e h freqüentemente usados 

produzem um gráfico CUSUM com boas propriedades do ARL com tuna mudança de cerca 

lcrna média do processo conforme a tabela L E para o caso de observações individuais 

(n=l) deve-se substituir o tenno u t.Jn por cr. nas equações (1 1), (12) e (13). 

Verifica-se através da tabela 1. que 11=4 resulta em um ARLQ= 168 amostras sob 

controle, enquanto que h=5 resulta em um~= 465 amostras. Se escolhennos h=4~17, 

isso resultará em um CUSUM com ARI...o= 370 amostras, o que coincide com o valor de 

ARlo para um gráfico de controle de Shewbart com os limites 3cr habituais. U ma vez k 

selecionado~ escolhe-se h para dar o desempenho desejado de AR.Lo dentro do controle. 

Tabela J. Desempenho do CUSUl\J Tabular com k=l/2 e h=4 ou h=S 

Mudança na média (múltiplo de cr) 17=4 17=5 
o 168 465 

0,.25 74.,2 139 
0,50 26,6 38 
0,75 13,3 17 
1 ,00 8,38 10,4 
1,50 4,75 5,15 
2,00 3,34 4.0 l 
2,50 2,62 3.11 
3,00 2,19 2,57 
4,00 1, 71 2,01 

Fonte: Mo.ntgomery, 2000 
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Segundo Hawkins (l993a). através a tabela 2. verifica-se os valores para k e os 

correspondentes valores de h para um ~=370. Estes valores de k e h foram calculados 

com a mesma cooítabilidade do que a dos gráficos de Sbewbart, ou seja. há uma 

probabilidade de 0,27% do gráfico apresentar um sinal de alanne sem que a média tenha se 

deslocado verdadeiramente de seu valor o~oinal (alarme falso). 

Tabela 2. Valores de k e b que fomeftm ARL0=370 sugeridos par3 o grárxo CUSUMTabubr 

K 
H 

0,25 
8,01 

0,5 
4,71 

0,75 
3,.34 

1,0 
2,52 

Fonte: Bawkins, 1993• 

1,25 
1,99 

1.5 
1,61 

O aJgoritmo de soma acumulada pode ser colocado no fonnato da tabela 3, fonnada 

por três conjtmtos de colunas. O primeiro conjunto com os valores observado~ o segundo 

com o desvio. a soma acumulada unilaternl C';" e o valor N +. O terceiro com o desvio, a 

soma acumulada unilateral C; e o valm N-. As quantidades N + e N - indicam o núllltto 

de períodos consecutivos em que os CUSUMs c,+ e c,- foram não-nulos, imediatamente 

após ter sido zero. A contagem N + e N- inicia ou recomeça sempre que o va1or C~+ ou c~-

assume valor zero, por exemplo, o contador N• registra o número de períodos 

consecutivos desde que o CUSUM c,+ ficou acima do valor zero. Etúão? o CUSUM tabular 

indica quando a mudança provavelmente ocorreu (MONTGOMER Y, 2000). 

Tabda 3. Tabda do algoritmo de soma acumulada 
a b 

X; X,-(~K) c+ 
r 

N+ 
r 

(J.trK}-X; c; N-
' 

xl x1~K) c"' J N'* J (J.'o-K)-X1 c-
) 

N -
J 

2 x2. Xrú~l.C) c; N + 
2 (J.'o-K}-~ c; N -

l 

3 XJ X3-{J.za+K) c; N+ 
3 (J.trK}-X~ c; N-

3 

n X. X,.-(J.llti-K) c .. 
11. 

NT 
n (JJQ-K)-X. c -

n 
N-

n 

Follte: Alv~ 2003 

Se o processo estiver fora de controle o analista deve encontrar as causas especiais e 

estimar seu valor médio para. que possa fazer o ajuste adequado. Então, é muito importante 
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que o analista compare o valor das somas acumuladas C/. eci- com o intervalo de decisão 

H p<rra cada amostra. i coletada 

Mas é possível monitorar também o processo de variabilidade através dos gráficos 

de controle CUSUM, desde que estes sejam utilizados com observações individuais. 

Hawkins {1993a) sugere um novo valor padronizado para observações individuais, como é 

expresso na equação (14). 

11w -o~s22 
v.=-=..::...-'----

1 0,349 
(14) 

Onde: y, = X j - Jlo .. i = l ,2, ... ,n é o valor padronizado de Xi (que possui distribuição 
u 

nonnal com média p0 e desvio padrão ü ). 

Logo, o gráfico CUSUM Tabular padronizado é formado pelas equações 

(15)e(16). 

s,• = maxlo. v. - k + st~~ ] 

s- =max1n -k-ll +S- j 
t I_V., í r-1 

(15) 

(16) 

Onde: s; e s; são as sornas acumuladas padronízadas~ vi - Normal( O~ l )~ J.lQ é o wlor alvo 

do processo; k é o valor de referência (em unidades de desvio padrão) e os valores de k e h 

são selecionados como no gráfico de CUSUM para controlar a média do processo. Este 

grá.ÍICO padronizado sinaliza quando s: > ll+ OU quando S; <h-. 

6 

4 

2 

2 

A figura 1 i]ustra um típico gráfico CUSUMb.ilateral. 

-sHI)~on~SG 

• - - Sl(i) o ... MIIon on law a... 

• . . ·-t3 14 t5 

.. .. .. .. ---
16 17 

• .. 
4p.--------------------------------------------------------~-6 h ....... 

FigUJ"al. Típ.íro grif'K'O CUSUM 

Fonte: ~ret2l. 1998 
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,. c -
JJ = p .. -K --' , caso C~> H 

" N- ' (l8) 

2.1.1.2 Gráfico CUSUl\f Máscara V 

Consiste em um método gráfico altemativo que pemúte, por inspeção dos pontos 

representados no gráfico CUSUM, decidir se ocorreu ou não um desvio no valor médio 

~I{) desejado no processo. 

A máscara V é aplicada a sucessivos valores estatísticos obtidos conforme a 

equação ( l9): 

' 
C, = L Yt;:::: Y, +C,_l 

r-! (19) 

Onde= Y, é a observação padronizada Y. = (x, - JltJ )/ u . 

O método máscara V nada mais é do que uma moldura visual que desempenha o 

pape] semelhante aos limites de controle nas cartas de controle de Shewhart. A máscara é 

colocada no gráfico com sua origem soble o UJtimo ponto .registrado, e assim, os pontos 

cobertos por ela são uma indicação de que o processo sofreu mudança_ Porém, para a 

construção do gráfico se supõem que a saída do processo tem distribuição Normal e o 

desvio padrão do processo está sob controle (WERNER, 1996). 

Montgomery (2000) adaptou o valor real do ARLo para o método máscara V, então 

neste método o ARL sob controle deve ser ARLo = 1/2a . Por exemplo, para resultar em um 

AR.lo de 370, o valor de a precisa ser igual a 0.00 l35 e em um ARI..o de 500 o valor de a 

precisa ser 0,00 I. Onde a representa a probabilidade para qualquer um dos pontos cair fura 

dos limites de controle quando o processo estiver sob controle. 

A figura 3 mostra mn gráfic.o CUSUM com a máscara V. O ponto O da figma 3 

comcide com o último ponto representado no gráfico CUSUM e fica a uma distância igual 

a d unidades amostrais do vértice P da máscara V. Além disto, d é a distância entre O e P~ e 

e é o ângulo entre um dos braços da máscara V e d = OP . 
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Representação de uma Máscara V 
10 

8 

e-- 6 
l1) 

-o 
l1) 4 "S 
E 
;;;;; 
(.) 

2 <( 
l1) 

E o o 
(f) 

8 9 10 11 12 13 •J4 
-2 

-~ 

?onto que lnólCa aumento do valor méân 

Ordem das Arms tras 

F .gora 3_ Enmplo de J\'1is<:ara V 

FOt!R: Alves; 2003 

A Jinha OP é paralela ao eixo horizonta1 e os braços são simétricos em relação a ela, 

formando ângn1os iguais a e. Se todas as somas cmnuJatívas C1, C1, . .. • C; ficarem dentro 

dos braços da máscara V, o processo estará sob controle. Mas se qualquer ponto ficar fora 

dos braços da máscara V, o processo é considerado fura de controle. 

O desempenho do gráfico CUSUM associado à máscara V depende da escolha dos 

parâmetros d e e que permitem a sua construção. E quanto maior forem estes parâmetros 

menos freqüentes serão as interrupções do processo. 

A construção de um gráfico CUSUM pelo método máscara V, segundo Werner 

( J 996), segue basicamente os seguintes passos: 

Obter uma estimativa para J;; . 
Determinar o valor mínimo da mudança D na média que se deseja detectar e 

calcular ~ = DJ;; . Onde: D =(p 1-JI<J e õ representa a amplitude ou tamanho da 
u 

mudança do valor médio do processo em unidades de desvio padrão. 
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Detennínar o nível de probabi1idade no qual as decisões serão tomadas. Para os 

limites equivalentes aos limites de Sbewhart, a=0,0013S. 

Definir k como fator de escala que ê a mudança numérica no valor da variâvel 

(escala vertical) por unidade de mudança em distância (entre duas demarcações) 

na escala horizontal (número do subgrupo). 

- Para obter a distância d, começar com S = D-f; na tabela 2 onde fl(F(),OO 135. 
a 

Para obter o ângulo O, calcule D/k. Substituindo Dlk por ô, olhe na tabela 4 e 

obtenha (ou fuça interpolação) e na linha correspondente a Dlk. 

Usando de e construír a máscara para definir os limites de controle. 

Ta.bda 4. Valores de de 9 para q tama'Dho da mudan~ do valor médio do proa:sso que se 
pntemfe detectar. 

o a d 
0,2 5°43' 330,4 
0,5 14000' 52T9 
o.s 21°487 20,6 
l~O 260)4' 13,2 

1.3 3?'59> 7,8 
J,6 38"4()' 5,2 
1.8 41°59' 4,1 
2,0 45000' 3,3 
~4 500l2' 2.3 
2,8 54~' 1,7 
3 ,0 56"019' 1,5 

Fonte: Wemu,l99ó 
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2.2 Redes Neurais .-\rtificiais 

Alguns tipos de redes neurais artificiais podem sser observados através da figura 4, 

que foram classificadas de acordo com o tipo de dado de entrada (dados binários ou dados 

contínuos) e posteriormente pela forma de aprendizado (supervisionado ou não 

supervisionado). Mas particularmente neste trabalho será utilizada apenas uma rede neu.ra1 

que trabalhe com valores contínuos e supet"Vbionada: RBF (Função Base Radiat). 

CLASSJFJCAÇÃO REDES NEURAIS 

A 
Supemsíanado Não supervisionado 

RaE~ cl~ 
~OOo 

Pen:epcron função Perceptron 
Hopfreld H3li1IDíng C:upeo1et/ B<!Se Múltipb 

Gro!\Sberg Radial ('.amada 

Figura 4. Class~ Redes Neurais 
Fontt.: adaptado de uu.1991 

2.2.1 Histórico 

penisi:mado 

1~ 
oo.M:qw: 

A~.i\ús 

A origem da teoria das redes neurais remonta aos modelos matemáticos e aos 

modelos de engenharia de neUTônios biológicos. A célula nervosa foi identificada 

anatomicarnente e descrito pelo neurologista espanhol Ramón y Cajal no século 19 

(KOV ÁCS~ 2002). 

As primeiras informações mencionadas sobre a neurocomputação datam de 1943~ 

em artigos de McCu1Joch e Pitts~ em que sugeriram a construção de uma máquina baseada 

ou inspirada no cérebro humano. Estes autores descreveram um cálculo lógíro das redes 

neurais que unificava os estudos de neurofisiologia e da lógica matemática, pois McCullocb 
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foi um psiquiatra e neuroanatomista por treinamento, e Pítts foi wn matemático que se 

associou-se a McCulloch em 1942. Porém eles não desenvolveram aplicações práticas para 

seu trabalho, e os sistemas que propuseram não tjnham a capacidade de aprender. Contudo, 

o artigo de 1943 destes autores estabeleceu as bases para o surgimento das -redes neurais 

artificiais e inteligência artificial (HA YKIN, 200 l ). 

O próximo desenvolvimento sjgnificativo das redes nemrus foi dado por Hebb em 

1949, que apresentou peJa primeira vez wna regra de aprendizagem para modificação 

sináptica. Este autor propôs que a conectividade do cérebro é continuamente modificada 

conforute um organismo que vai aprendendo tarefàs funcionais diferentes e que 

agrupamentos neurais são criados por tais modificações (HA YKIN, 2001). 

Hebb serviu de inspiração para que muitos outros pesqwsadores perseguissem a 

mesma idéia. E embora muito tenha sido estudado e publicado nos anos que seguiram 

(1940-1950), estes serviram mais como base para desenvolvimento posterior que para o 

próprio desenvolvimento. 

Uma nova abordagem para o problema de reconhecimento de padrões foi 

introduzida por Frank Rosenblatt em 1958 no seu trabalho sobre o perceptron, um método 

inovador de aprendizagem supervisionada, dando origem aos modelos baseados no 

aprendizado por correção de erros. 

Após Rosenblatt, Bernard Widrow (1960-l%2), com a ajuda de estudantes, 

desenvolveram mn novo tipo de elemento de processamento de redes neurais chamado de 

Adaline {ADAptíve liNear Element) e mrus tarde a sua genera]izaçào multidimensiona) 

Madaline (multiple-adaline), equipado com uma poderosa lei de aprendizado~ que diferente 

do perceptrcm ainda permanece em uso. A contribwção importante deste traba.lbo foi a 

invenção de um princípio de treinamento super poderoso para as redes adalines conhecido 

corno a Regra Delta ou algoritmo de aprendizado LMS (Least Mean Square) . Além disto, 

Widrow também fundou a primeira companhia de hardware de neurocomputadores e 

componentes (KOV ÁCS~ 2002). 

Os modelos perceptron e Adaline foT31Il muito criticados por Minsky e Papert 

(1969), pois apontaram a impossibilidade d~ modelos serem capazes de solucíonarem 

problemas que não fossem linea.rmente separáveis. Então como ficou comprov-ado o baixo 
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poder computacional destes modelos, as pesquisas nesta área ficaram estagnadas até 

meados dos anos 80. 

Nos anos 80, John Hopfield se interessou pela neurocomputaçâo e criou um modelo 

de rede com conexões recorrentes, onde o aprendizado era não-supervisionado. Apenas em 

1986 Rummelbart, Hinton e Williams inventaram o poderoso algoritmo de retropropagação 

do erro para redes de neurônios de múltiplas camadas,. resolvendo assim uma das limitações 

fimdamentais para o treinamento de redes complexas (KOV ÁCS, 2002}. 

Surgiram na mesma época as redes de Kobonen on Mapas Auto-Organizáveis (Self

Orgallizing klaps - SOM), modelos neurocomputacionais desenvolvidos pelo professor 

Teuvo Kobonen (Universidade Técnica de Helsínquía - Finlândia),. sendo utilizadas 

principalmente como anáJise de agrupamentos e apropriadas para tratar dados envolvendo 

comportamentos não 1íneares. 

Na década de oitenta também se destacaram Carpenter e Grossberg, pOis 

estabeleceram um novo principio de auto-crgan~o conhecido como teoria da 

ressonância adaptativa (ART-Adaptive Resoncmce Theory), a teoria envolve uma camada de 

reconhecimento de baixo para cima e uma camada generativa de cima para baixo (princípio 

de projeções para frente/para trás) (HAYKIN,. 2001). 

A partir da década de 90 houve um aumento considerável em relação às inúmeras 

aplicações e modelos de redes neurais, consolidando assim a importância destas tanto no 

estudo da inteligência artificial quanto nas mais diversas áreas. 

2.2.2 Neurônio biológico 

A idéia dos neurônios como constituintes estruturais do cérebro foi introduzida por 

Ramón y Cajál (1911). Estima-se que existam aproximadamente 10 bilhões de neurônios 

no cérebro humano e 60 trilhões de sinapses ou conexões, logo o cérebro é considerado 

uma estrutura extremamente eficiente. Os neurônios estão conectados lUlS aos outros 

através de sinapses, e jm1tos fom1am uma grande rede, chamada Rede Neural. A sinapse 

quúnica é uma conexão súnples que pode impor ao neurônio receptivo excitação ou 

inibição, mas não ambas (HA YKIN, 2001 ) . 

O sistema nervoso humano pode ser visto como wn sistema de três estágios,. onde o 

centro é o cérebro (representado peJa rede neural)~ que recebe continuamente informação~ 
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percebe-a e toma decisões apropriadas. Os receptores~ que convertem os estímulos do cor.po 

humano ou do ambiente externo em impulsos elétricos que transmitem inform.ação para a 

rede neural (cérebro)~ e os atuadores, que convertem impulsos elétricos gerados peJa rede 

neural em respostas discemíveis como saídas do sistema. Havendo asslm, em todo o 

sistem~ a presença de realimentação (HA YK.IN~ 2001 ). 

Verifica-se na figura 5, que o neurônio biológico é delinritado por uma fina 

membrana celular, e a partir do corpo celular ou soma, que é o centro dos processos 

metabólicos da célula nervosa, projetam-se extensões filamentares7 os dentritos~ e o axônio. 

E o sentido de propa!,"ação do impulso em um neurônío segue a seqüência: dentrito ~> 

corpo celular => axôuio (KOV ÁCS, 2002). 

Constituíntes da célula: 

Figor.t 5. Neurôaio biJógico 

Fonk: Ferrao~ 2006 

Então, o neurônio biológico pode ser visto como um dispositivo compntaciona1 do 

sistema netvoso, composto de muitas entradas e uma saida. As entradas são fonnadas 

através das conexões siuápticas que conectam os dentritos aos axônios de outras células 

nervosas. Os sinais que chegam por estes axõnios são pulsos elétricos conb.ecidos como 

impulsos nervosos ou potenciais de ação e constituem a informação que o neurônio 

processa para produzir como saida um impulso .nervoso no seu axônio (KOV ÁCS, 2002). 

As redes neurais naturais não imprimem sinais negativos, pois sua ativação é 

avaliada pela freqüência com que emite pulsQs, freqüência esta com pulsos contínuos e 
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positivos. Já as redes neurais artificiais podem vir a transmitir sinais negativos e apresentam 

uniformidade, ao contrário das redes naturais, que apresentam uniformidade somente em 

alguns pontos do organismo. 

2.2..3 Neurônio arfificiaJ 

O neurônio artificial é uma estrutura lógico-matemática que tenta simular o 

comportamento, a forma e as funções de um neurônio biológico. As entradas substituem os 

dentritos e os pesos simulam as sinapses ligando as entradas ao corpo celular. Os estímulos 

captados pelas entradas são processados pela ftmçâo soLna, e o limiar de disparo do 

neurônio bíoJógico é substituído peJa função de transferência. Observa-se pela figura 6. um 

comparativo entre o neurônio artificial e o natural (FERRAUOO, 2006). 

A fignrn 6 mostra os elementos qne compõem um neurônio artificial,. ou seja: o 

vetor X (estjmulos de entradas no neurônio); o vetor 'V (pesos ou ligações sinápticas); o 

vetor Y as saídas segundo o valor de ativação alcançado pelo neurônio; o ~ (hias- termo 

independente)~ que é somente conectado aos neurônios de saí~ ou seja. é tomado 

tipicamente de fora do coipo do neurônío e conectado a ele usando uma entrada adicional 

que permanece fixa (por exemplo: + l ). 

O sinal total que entra no corpo de processamento de um neurônio artificial é 

geralmente chamado de net, cujo valor é calculado através da simples multiplicação do 

sinal que chega ao neurônio pelo peso da sinapse em questão~ ou sej~ nel = Sinal de 

entrada (input) x Peso, podendo gerar um sinaJ tanto positivo (ex citatório) quanto 

negativo (inibitório). E como os neurôníos possuem mn grande número de dendritos e~ 

portanto. podem estabelecer sjmnltaneamente várias sinapses com outros neurônios da rede 

neura1, o cá1culo do net deve ser generalizado para 11 entradas~ isto é, representa a soma de 

todas as combinações lineares ( t ~X,) entre os pesos sinápticos (W 1) e as entradas ('Xt) 

fornecidas ao neurônio (FERRAUOO, 2006). 
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Ftg~~ra 6. Neurônio biológico em rontraponto rom o neurônio ar1irfcial 

Fonte: bttp:IJbioiofollWitics.atb.armdex.pbp?id=llO 

Há também a fimçã<> de ativação (ou de transferência), que produz a saída do 

neurônio, cujo objetivo principal é introduzir uma não-linearidade no modelo . Pois sem esta 

função o sistema seria linear e o poder computacional" tanto do neurônio quanto da rede 

neural, seria prejudicado, impossibilitando assim a solução de vários problemas complexos. 

As principais funções de ativação utilizadas são: (i) limiar; (i i) linear por partes; (üi) 

linear e (ív) sigmóíde., que encontram-se respectivamente na figura 7(a) a 7(d). 
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2.2.4 Rede NeuraJ ArtificiaJ (RNA) 

Uma camada é uma estrutura contendo uma quantidade de neurônios e os dados de 

entrada através de funções matemáticas e fornece o resultado (saída da rede). As entradas e 

saídas podem ser denominadas, respectivamente. de camada de entrada e camada de saída, 

enquanto que as camadas internas são ditas camadas intermediárias ou camadas ocultas 

(FERRAUDO, 2006). Então, Redes Neurais Artificiais (RNAs) são sistemas paralelos 

compostos por unidades de processamentos (neurônios) que processam determinadas 

funções matemáticas. Tais unidades são dispostas em uma ou mais camadas e interligadas 

por um grande número de conexões, e na maioria dos modelos estas conexões estão 

associadas a pesos, cujas ponderações se referem ao aprendizado do conhecimento 

representado nas entradas de cada neurônio. 

O nso de redes neurais proporciona algumas propriedades úteis: 

• Não-linearidade: é uma propriedade muito importante, particuJannente se o 

mecanismo fisico responsável pela geração do sinal de entrada for não-linear. 

• Generalização: as redes podem aprender através de exemplos e apresentar 

respostas coerentes para entradas não vistas no treinamento. 

• Adaptabilidade: as redes se adaptam a novos ambientes através de alterações 

nos pesos sináptícos. Também podem ser projetadas para alterarem seus pesos em tempo 

real ou para operarem em ambientes que variem com o tempo. 

• Informação Contertual: processam as -informações co1úextuais de forma 

natural, uma vez que o processamento de um neurônio é afetado pelo processamento de 

outros neurônios da rede. 

• Uoíformidade: A notação pode ser utilizada em diferentes domínios de 

aplicações, pois todas as arqtúteturas de rede são formadas por neurônios. É possível 

utilizar um mesmo algoritmo de aprendizagem e teorias em outras aplicações. 

2.2.5 Arquitetura de uma Rede Neural 

O nfunero de camadas e o número de neurônios ótimo são enconlrndos 

empiricamente~ pois ainda não existe uma metodologia capaz de fornecer uma quantidade 

de camadas e neurônios ótima. assim muitas arquiteturas devem ser treinadas num mesmo 
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conjWlto de dados até que seja encontrada. a que contenha um número de camadas e 

neurõnios que permita uma boa generalização. Mas se estes números forem além do 

suficiente pode Jevar a rede a memorizar os dados de treinamento ( overfitting), e se ocorrer 

o contrário, pode forçar a rede a gastar tempo a mais na tentativa de otimizar uma 

representação. 

Então, a propriedade primordial para uma rede neural é a sua habilidade de aprender 

a partir de sea ambiente e de melhorar o seu desempenho através da aprendizagem 

(HAYKIN, 200L). Ainda segundo Hayk:in (2001 p.75). a aprendizagem no contexto de 

redes neurais é "um processo pelo qual os parâmetros livres de uma rede neural são 

adaptados através de wn processo de estimnlação pelo ambiente no quaJ a rede está 

inserida. O tipo de aprendizagem é detemúnado pela maneira pela quaJ a modificação dos 

parâmetros ocorre". 

Existem vários tipos de treinamento de re~ que podem ser separados em dois 

grandes grupos: Aprendizado Supervisionado e Aprendizado Não Supervisionado. E nada 

impede que alguma camada possa trabalhar com o método supervisionado enquanto que 

outra camada da mesma rede trabalhe com o método não supervisionado (FERRAUDO~ 

2006). 

• Aprendizado Supervisionado: Neste tipo de aprendízado a saída é comparada 

com a desejada, e ajustes pertinentes são realizados nos pesos sinápticos de modo a rednzir 

esta distância. O algoritmo de aprendizado supervisionado mais utilizado é a regra delta 

(correção de erros) e a sua generalização para rede de múltiplas camadas, o poderoso 

algoritmo de hackpropagation (retropropagação do erro). 

• Aprendizado Não Supe.rvisionado (Auto-Organização): neste tipo de 

aprendízado não existe uma saida desejada parn comparação. Pelos padrões contidos nas 

entradas, as unidades e~:perimentais são cJassificadas automaticamente em grupos. Esse 

tipo de rede utiliza os neurônios como classificadores e as entradas são os elementos para a 

classificação. Envo]ve competição e co]aboração entre os neurônios da rede. Uma das 

vantagens está na ausência da supervisão (saída desejada). mas a desvanaagem está no 

coujunto de dados para treinamento,. que deve ser redundante para que a rede consiga 

abstrair caracteristicas em seu treinamento. 
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• Aprendizado Híbrido: neste aprendizado há uma fase não-supetVisiona.da 

seguida de uma fase supervisiona~ um exemplo de rede que pode utilizar este tipo de 

aprendizagem é a rede com Função Base Radial (RBF). 

2.2.6 Rede Perceptron de Múltiplas Camadas (MLP) 

No ímai da década de I 950, Rosenblatt na Universidade de ComeU, deu 

prosseguimento às idéias de McCu11och, criando wna rede de múltiplos neurônios do tipo 

discriminadores lineares. Estas redes são geralmente chamadas de perceplrons de mú/Jiplas 

camadas {MLP- Multilayer perceptron), e conseguem obter soluções para problemas 

liueannente uão separáveis. Um perceptnm é uma rede com uma topoLogia apresentada na 

figura 8. com neurônios dispostos em várias c..amadas. Os neurônios que recebem 

diretamente as entradas da rede constituem a camada de entrada, e os demais que recebem 

como entradas as saídas daqueles da camada de entrada constituem as camadas ocultas., até 

a camada final que é a camada de saída (KOV ÁCS, 2002). 

FJgUra 8. Rede Perc:epcron ~lúltipla Camada 

Fome: Lega et ai, 1998 

Esta rede utiliza o treinamento supervisionado através do algoritmo 

backpropagation, que é baseado na regra de aprendizagem por correção de erro. Ou seja, a 

aprendizagem por retropropagação de erro consiste de dois passos através das diferentes 

camadas da rede: um passo para frente, a propagação, e um passo para trás, a 

retropropagação. Durante o passo de propagação, os pesos sinápticos da rede são todos 
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fiXos, enquanto que na retropropagação os pesos (w} são todos ajustados de acordo com 

uma regra de correção de erro. Em resumo> a resposta real é subtraída da resposta an-o e 

produz tun sinal de erro que é propagado para trás da rede, contra a direç.1o das conexões 

sinápticas. Os pesos são ajustados de modo que a resposta real da rede se torne a mais 

próxima da resposta desejada (SELAU, 2000). 

Então,. o algoritmo de aprendizado por backpropagation, que é utilizado para redes 

de múltiplas camadas, compara o valor predito na saída da rede com o valor desejado da 

classe da amostra. A partir desta comparação é calculado o erro quadrático médio que é 

retropropagado pela rede, no sentido da camada de saída até a camada de entrada. 

modificando os pesos sinápticos, de fonna a minúnízar o erro. Geralmente os pesos 

convergem para valores que tomam este aceitâve1 e o treinamento é ÍmaJizado. Na figura 9 

há uma representação da retropropagação para mna rede com três camadas. 

j Entra<~~ 

.[1. W1 Corrigido 

L W1 1J 
.[1. W2 Con"lgldo 

W2 

WJ Corrigido 1 

W3 

Correçao 

SaMia (y) 

==:::> 1 
Erro 

Valor Real {y} 

F'tglll'3 9. Repn!:Sftltação da retropropagaçào em uma RNA 

Fon~: Màlo et ai, 2001 
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22.7 Rede RBF- Funções Base Radial 

De acordo com o ponto de vista de que o projeto de uma rede neural pode ser um 

problema de ajuste de curva, aprender é equivalente a encontrar uma superficie, em um 

espaço multidimensional que forneça o melhor ajuste para os dados de treinamento, com o 

critério de ''melhor ajuste" sendo medido em um sentido estatístico. Generalização é 

equivalente ao uso desta superficie multidimensional para interpolar os dados de teste. 

Então, tal ponto de vista é a motivação por trás do método das funções de base mdia~ onde 

as unidades ocultas fornecem um conjunto de " funções" que constituem uma ""base.,., 

arbitrária para os vetores de entrada, quando eles são expandidos sobre o espaço oculto: 

estas fimções são chamadas de funções de base rndiaJ (HA YKIN, 2001). 

As redes neurais RBF possuem apenas uma camada íntennedíária definida por 

funções base radial (uma por neurônio) com atribuição, pôncipa1mente,. dos centros 

Gaussianos por decomposição do espaço de dados em subespaços cujas predjções neste 

caso possuem menor erro que as redes MLP. Na figura 1 O pode-se observar mna rede RBF 

em sua fbnna mais básica, ou seja, envolve três camadas. A camada de entrada é 

constittúda por nós de fonte que conectam a rede ao seu ambiente. A segunda camada, a 

única camada oculta da rede, aplica uma transfonnação não-linear do espaço de entrada 

para o espaço oculto; na maioria das aplicações o espaço oculto é de alta dimensionalidade, 

pois quanto mais alta for a dimensão do espaço oculto mais precisa será a aproximação. E a 

camada de saída é linear, fornecendo a resposta da rede ao padrão de ativação aplicado à 

camada de entrada (HA YKIN~ 2001 ). 
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XI 

...... 

F'tgm'3 10. Rede Neural RBF- FUDÇio Base lbdial 

Fonte: Leger et ai, 1998 

Como o principal objetivo da rede é aproximar uma função do mapeamento entre 

entrada e saída. o uso da RBF consiste na detennínação de uma função que tenha a ioima 

da equação (20). 

A camada de saída é usada como combinação linear da saída dos nós ocultos~ e é 

encontrada de acordo com a equação (20), 

~.\t G b 
Yt = ~IF'i}w,1 , + 1' m= O,l , ... ,.AI (20) 

Onde: M é o número de nós ou centros da camada oculta, w il é o peso entre o centro 1 e o 

neurônio de saida í., G1 é a saída do neurônio padrão i e br representa o bios da saída i. 

Geralmente~ funções não-normalizadas Gaussianas centradas em y são usadas. São 

definidas confonne a equação (2 J ): 

(21) 

Onde l!x-c,l é a distância euc1i<liana entre o vetor de entradap dimensional x e o i--ésimo 

centro, Cí. O"í é a amplitude ou desvio padrão na função Gaussiana centrada em Cj. 

As funções Gaussianas evitam que as RBFs p.rodnzam wn valor alto de saida para 

observações muito distantes de seus centros. Isto ajuda a diminuir a extrapo1ação do erro 
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que ocorre quando os dados de teste caem além do intervalo do conjunto de treinamento. 

Pode-se verificar através da equação (2l) que a função Gaussiana tem seu valor máximo de 

l quando ~~ -c,~ é igual a zero e tem valor decrescente quando !~r- c.~ tende ao infmito 

(BALEST.RASSI, 2000). 

Há diferentes estratégias de aprendizado que podem ser usadas para detenninar os 

pesos sináptícos deste tipo de rede. Estas estratégias dependem de quais parâmetros livres 

da rede estão sendo ajustados. Os parâmetros da rede são os números de centros, 

localização dos centros (cí) e a amplitude dos centros (Gi)- A estratégia de aprendizagem 

simples é selecjonar aleatoriamente os centros da RBF para o tremamento dos dados e 

assumi-los como fixos. As funções conseguem ser nonnalizadas peJas amplitudes através 

da equação (22) (LEGER et ai, 1998). 

d 
u =--

.Jl.Nf 
(22) 

onde, d: distância máxima entre os centros escolhidos elvf: número de centros. 

A fónnula (22) assegura que as funções de base radial jndividuais não sejam 

pontiagudas demais ou planas demais, pois ~~ duas condições extremas devem ser 

evitadas. 

Por fim, os pesos da camada de saída (wn) podem ser calculados pela fórmula (23). 

~d (23) 

Onde:d é a matriz dos vetores da saWa e G* é a pseudoinversa da matriz G 

As redes RBF convergem rapidamente para um erro mínimo o que diminni em 

muito o tempo de processamento quando comparado às redes MLP, apesar das MLP serem 

capazes de generalizar em regiões de espaço de entradas onde há poucos dados de 

treinamento (LEGER et al, 1998). E outra grande diferença entre a rede RBF e a rede MLP .. 

é que aquela consegue buscar nm mínimo local e já esta consegue apenas nm mínimo 

global mostrando assim que a rede RBF é mais confiável (HA YK.IN, 2001). 
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3.ANÁLISES 

3.1 Metodologia a ser aplicada para análise 

Primeiramente é gerado um conjunto de dados t}Ue servirá de referência, que neste 

caso escolheu-se arbitrariamente o modelo AR (2), e avalia-se o número de pontos fora de 

controle destes dados através do grãtlco CUSUM, com pcuãmetros que pennítem uma 

equivalência ao gráfico de Shewhart em termos de ARL. neste caso (b = 4,17/ e k = 0,5). 

Após, são simuladas 400 séries de tamanho 50 períodos, com o mesmo comportamento do 

conjtmto de referência. 

Após, será aplicado o gráfico CUSUM para cada mna das 400 séries simuladas e 

será criada a estatística d1 em cada período de tempo t. Esta estatística consiste no número 

de pontos classificados como diferentes da série referência. 

Também será modelado, para cada uma das 400 séries, uma rede neural artificial. 

Neste caso a rede neural a ser usada é uma RBF, pois em seu estudo Leger et a1 (1998) 

mostraram que a rede neural RBF detectou um menor uúmero de alarmes falsos do que a 

rede neuraJ MLP, indicando que a primeira é mais sensível para verificar o controle de um 

processo. Mas no presente estudo não será avaJiado os alarmes falsos como no estudo de 

Leger et ai (J 998). será verificado a capacidade de cada mn dos dois métodos (CUS UM e 

RNA) em consegtúr detectar o comportamento da série referência. 

Após a modelagem da RNA será aplicado o gráfico de Shewbart para medidas 

índividuaís obtendo-se a estatística d1 em cada periodo de tempo t, e esta estatística é o 

número de pontos classificados como diferentes da série referência. 

Por fim, será aplicado mn teste - t-stuàe11t on KolmoJ::,.orov-Smirnov - para comparar 

as médias das estatísticas d 's encontradas via método CUSUM e via redes neurais 

artificiais. Tal análise> que também será realizada no software R v. 2.6.0 como as 

simu1ações, visa verificar qual dos dois métodos foi mais eficiente em detectar o 

comportamento da série base. 
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A figura 11 apresenta o procedimento utilizado para fucilirar a operacíonalizaç-ão da 

metodologia e viabilizar a comparação do gráfico CUSUM e uma RBF no so:fuvare R .. e no 

anexo 1 encontram-se as rotinas computacionais utilizadas neste trabalho. 

r 
ETAPAl 

Gcrnnuna série AR(2) (com par.imetros 0,7 e ~.2) cem 1F50, que saú a série referência (base). 
Depois aplicar o gráfKO de controle CUSUM (com h=4.77 c li:=Jn) .oe:s1eS ~-alores e coow o nlimero de 
JlClllWS fora de com.mle, ai."Uido um ,.ctol" O e 1, oode O~~ o pomo t8á sob <Xllllrolc c 1 ~ ~ 
foro de c:ontroie. 

'- Após, simu1ar 400 séries de n=50 com as mesmas atmt:tt:ri.!6cns da seric ~-

.,, 
/' ETAPA2 

A~ o gráfico CUS UM em cada uma das 400 séric:seaiar 1llll '"dm" O c 1, onde O~ se o pDillo 
está sab cootrolc e 1 se estí f001 de con.trole. I)qJois c.-àar Uim mna ,-am,.d onde O s:io os {lO(WH ti! 
cooroulãucia com a série base, isto é, {1, 1) e (0,0) e l para os de disroniàucia {1,0) e (O, l), pata calão 
cakular em cada uma das. séries a ~ca d1 = niítntto de pootos classificador. como difaaúes da ~ 
relmncia 

Depois cak:o.lar X .r, e -~ll pam cada u:mada<s400 ~ E3pti.caro (ege de ~oonalidade Slwpíro IJ'i/1;. 

\.. 

,, 
r .f:TAPAJ 

'""' 

.) 

""' T .reí.Iw as 400 redes RBF, usando CXlll10 dados de e:D!.J3Ib as dadas da~ e dados de saida o '\'c:tor O c 1 da 
série referência. Depois pegp.r os valores treinadas, ~o gr.í[ICQ de Shewhart rara medidas indil.idaoús e 
criar um \'Ctor O c l oomo na etDJXI 2, onde O n:pn:scfltl s;e o ponto~ 500 controle c I se~ ba de 
controle. Depois criar uma 110\a ,·aruh-el onde O são os pottos de COilCOidãncia com a série base, isiD é, 
(1 ,1) e (0,0) e J para os de discordância {1,0} e (0,1 ), pam enUio caku1ar em cada uma das séries a csia«is1ica 
d1 = 1lÚ1nCro de ponlos cla~JCados COliJO dikré:mcs cb série reierêiJcj.a 

Depois calcular X .1, c s.o. para cada uma das 400 :sàit:s.. E splicar o k:ste de NctmaJidade Shopiro IF'tlK. 

' ../ 

n 

"" EJ.\P • .\ ~ 
Aplicar o teste t-.srudmt ou Knlnwgorov~ff pa13 c:ompamr as mOOias, oo. ~ verificar qual cb. dols 
métoOOs foi mais efrcicn:lc em repceseatar a ~~ refurio..-ü. 

F"'tgora lL M.etodologia proposta par.a re=tliz.ar a romparação do CUSU&f e da RBF 
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3.2 ETAPA 1- Geração dos dados 

Os dados gerndos possuem a forma de um modelo Auto-Regressivo{2), ou seja, 

AR(2): z l = , JZH + , 2zl-2 + a, com os parâmetros 0,7 e -0,2 e tamanho da série igual a 

50. Para poder comparar os métodos, os dados gerados passam a representar medidas 

"reais" de determinada característica de quaJidade a ser estudada (parâmetro). AJém disto, 

as 400 séries geradas, de tamanho 50, também serão um modelo AR(2) com os mesmos 

parâmetros da série de referência e estes serão as séries a serem utilizadas nas análises. 

Após aplicou-se o gráfico de controle CUSUM Tabular (com parâmetros h = 4,77 e 

k = 112) na série referência criou-se um vetor O e 1, onde O represen1a se o ponto está sob 

controle e l se o ponto está fora de controle e depois contou-se o número de pontos fora de 

controle, neste caso encontrou-se 15 pontos fora de controle .. O critério de escolha dos 

valores dos parâmetros, ou seja., de h= 4,77 e k = J/2, teve como base a tabela 1 do capítulo 

2~ que indica os valores para k e os correspondentes valores de h para um ARl..if=370., e 

estes valores de k e h foram caJcuJados com a mesma confiabiJídade do que a dos gráficos 

de Shewbart, assim o gráfico CUSUM possui propriedades semelhantes aos gráficos de 

Shewbart, pennítindo assim a comparação de ambos. A figura 12 mostra o gráfico CUSUM 

Tabular da série base, oude há 15 pontos fora de controle detectados. 

G ráfico C USUM 

.,· ·,_ 
/ . 

I - --------------------------...... --------- ---------------------------- ---------•------
• - *'• " • .. ·, I 

I \ . 
I / -. 

r ' ' .. • ' , · , o+-~~--~------------~------------~~~--~~~------~--1 / ' .. / 

I 
- . / ' \ . . 

"' ,. \ I , i ·--.1\-··\J 
- ' . . . . 

"f' - · , , I ,_. ..·.. .· ·' ,,. . . ......... -.... •'\~.- ............. -------- ·\-~·.:::v•·····\ ···.--.-,!'----··············· .••••••••. ••·•••·•····· 
'9 - • . - • • 

' t ' ' , ' ~ ' • 

1 3 5 7 g 11 13 15 17 19 21 23 .25 27 2!9 31 33 35 37 39 41 43 45 '" 49 

n • SO k •O. S 
Desvio Padr!o = 0.7358807 Nlúmwo de pol'\t.os fora de eontrole = 15 
h • 4 .77 

F ~gora JZ. Gráfico CUSUM da série nferâtcia 
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3.3 ETAPA 2- Gráfico CUSUM 

Nesta etapa, aplicou-se o gráfico CUS UM Tabular (com h = 4,77 e k = In) em cada 

uma das 400 séries simuladas e contou-se o número de pontos fora de controle criando um 

vetor O e I como na. etapa l . Após comparou-se o número de pontos classificados como 

diferentes da série referência, criando desta forma uma nova variável, onde O são os pontos 

de concordância com a série referência, isto é, os pontos {l ,l) e (0,0) e 1 para os de 

discordância com a série referência, isto é> (lP) e (0,1). Após calculou-se em cada uma 

destas séries uma estatística d1, ou seja, contou-se o número de pontos discordantes. Por 

fim, calculou-se ~l e Sdt, que estão mostrados na tabela 5. Posteriormente aplicou-se o 

teste de uonnalidade Shapiro Wilk, podendo-se perceber, pelos resultados da tabela 5, que 

as estatísticas d1' s não possuem distribuição notmal a 5% de siguificânc1a, pois o p-vcllor é 

igual a 0,01562. Isto indica que não será possíveJ testar as médias das estatísticas d1 e d1 

utilizando o teste t-student, sendo adequado aplicar o teste não-paramétrica Kolmogorov

Smimov. Através da figura 13 verifica-se o histograma da diferença d1, mostrando a não 

normalidade desta, já conf'mnada pelo teste de Shapíro Wilk. 

Analisando os resultados da tabela 5, percebe-se que utJlizando o gráfico CUSUM a 

média da estatística d1 foi de 24,3, isto é, em média este método apresentou 24.,3 pontos que 

discordaram da série referência e com desvio padrão de 5,17 pontos. 

Assim, a média mostrada na tabela 5, serã comparada com a média encontrada pelo 

método RBF, a fim de verificar se há equivalência nos métodos ou mostrar qual deles foi 

mais eficiente em conseguir detectar o comportamento da série referência. 

Média: 24~ 

Variâncía Amostral: 26,72 

Desvio Padrão Amostrai: 5,17 

Teste de normalidade Shapiro Wilk SW = 0,991, p-valor = 0,01562 
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Figura 13. Histograma da diferença d1 

3.3 ETAPA 3 - Rede RBF 

Sabe-se que os parâmetros lívres da rede RBF são os números de centros~ 

localização dos centros (c;) e a amplitude dos centros (cri)- Na fase de treinamento, o 

número máximo de neurônios. amplitude dos centros e erros são especificados pelo usuário. 

A função de treinamento ínicía com um neurônio e calcula-se a soma de quadrados do erro. 

e assim mais neurônios vão sendo adicionados até que se chegue ao erro especificado ou o 

número máximo de centros tenha sido utilizado. E a localização dos centros também se 

baseia na soma de quadrados do erro mínima (LEGER et al7 1998). 

Então~ treinou-se 400 redes RBF usando como dados de entrada os dados de cada 

mna das 400 séries e como dados de saída o vetor O e J da série referêneia, onde O 

representa se o ponto está sob controJe e J se o ponto está fora de c-ontrole. O tipo de 

treinamento foí supervisionado e para se chegar no número de neurônios ideal da camada 

oculta de cada série foi-se variando o número de neurônios (de 2 a lO nemõuios) e o 

número de iterações de treíno ( 1 O a 21 0,. com pulos de 25 em 25),. até a rede que obtivesse o 
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menor erro médio absoluto. Ass~ não existe apenas uma rede, mas sim \?árias redes 

diferentes .• o que se observa na tabela 6.. mostrando a freqüência de séries com determinada 

quantidade de neurônios na camada. central e que possuem o menor erro médio absoluto. 

Tabela 6. Número de Neurônios da amada oculta e a freqüência. de séries sínmtadas 

Número neurônios da Freqüência (número de 
camada oculta séries) 

2 103 
3 53 
4 45 
5 32 
6 
7 
8 
9 
lO 

27 
29 
35 
32 
44 

Após. pegou-se os valores das redes que obtiveram o melhor ajuste para cada uma 

dessas 400 redes e aplicou-se o gráfico de controle de Shewbart. para medidas individuais e 

contou-se o m1mero de pontos fora de controle criando wn vetor O e l como na etapa. J e na 

etapa 2. Depois, computou-se em cada uma das séries a estatística d2 , isto é. contou-se o 

número de pontos classificados como diferentes da série referência,. criando desta furma 

nma nova variável, onde O são os pontos de concordância com a série referência, isto é, 

(lJ) e (0~0) e l para os de discordância com a série referência. isto é, (1,0) e (O,l). 

C..atcul.ou-se ~2 e sa2, que estão na tabela 7. Posteriormente aplicou-se o teste de 

normalidade Shapiro Wilk e nota-se> pelos resu1tados da tabela 6, que as estatísticas d/s 

não possuem distribuição normal a 5% de significância. pois o p-valor é menor do que 

2,2e-16. Indicando que é mais adeqlk"ldo testar as médias das estatísticas d1 e d2 utilizando 

wn teste não-paramétrico, tal como o teste de Kolmogorav-Smírnov. 

Através da figura 14 observa-se o histograma da diferença d-2, mostrando a não 

nonnalídade desta. já confirmada pelo teste de Shapiro Wilk. E analisando os resultados da 

tabela 7. verifica-se que utilizando a rede RBF a média da estatística d1 foi de 15,1. isto é, 

em média este método discordou em 15~1 pontos da série referência e com desvio padrão de 

L,52 unidades. 
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Média: 1 5~1 

Variãncia Amostral: 2,30 

Desvio Padrão Amostral: 1,.52 

Teste de normalidade Shapíro Wilk SW = O, 7 427, p-valor < 2.2e-16 
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Figura 14. Histograma da diferença d2 

3.4 ETAPA 4 - Comparação do Gráfico C."USU:l\1 e da :rede RBF 

A última etapa consiste em aplicar o teste de Kolmogorov-Sminorv para ~ficar se 

há diferença signillcativa entre as médias das estatísticas d1 e dz, verificando qua1 dos dois 

tnétodos foi mais eficiente em detectar o comportamento da série referência. 

Na tabela 8, com um l% de significância. rejeita-se a hipótese de igualdade de 

médias .• assim pode-se dizer que há diferença significativa entre as médias das estatísticas 

d1 e d1. EnUlo, como a média do níunero de pontos discordantes em relaç.'io à série base é 
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menor no método RBF, o uso de redes neurais artificiais foi mais eficiente, cooseguindo 

representar as séries mais realisticamente, ou seja, similarmente à série de referência, pois 

se afastou "'"pouco'" da realidade, ..,concordando~ mais com as classificações (lera ou sob 

controle) dos pontos da série base. logo este método conseguiu detectar melhoc o 

comportamento da série referência. Já o método CUSUM se " afastou" mais da realidade, 

isto é, o número de pontos classificados como diferentes dos da série referência foi 

superior, se comparado com a RNA. E através da tabela 9~ observam-se as médias das 

estatísticas. Portanto, neste estudo, a utilização de RNAs foi mais eficaz em mostrar a 

realidade do que a carta de controle CUSUM 

Tabela 8. Resuflados Teste K..S 

Teste de Kolmogorov-Smirnov 

H o : Jl"-1 = Jld:. 

H I : ,llJJ * Jld2 

D = 0,835, p-l-·alor < 2,2e-J 6 

Ass~ através deste traballio, pode-se perceber uma maneira alternativa e eficaz 

para se controlar a qualidade nas empresas em gernl, isto é7 utilizando ferramentas da 

inteligência artificial ao invés de gráficos de controle estatísticos tradicionais. 

Tabela 9. Médias cbs diferenças 

24,3 15,1 
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4. CONSIDERAÇÕES FINAIS 

Monitorar o processo produtivo de manejra efiCaz é cada vez mais almejado peJas 

indústrias, uma vez que o mercado exige constantemente produtos e serviços com a mais 

aJta qualidade. Este monitoramento geralmente é realizado pelo CEP (Controle Estatístico 

de Processo), podendo ser através dos gráficos de controle, tanto os de Shewbart quanto 

outros tipos mais refinados (CUSUM, EWMA., etc). Mas este monitoramento também pode 

ser realizado pelas redes neurais artificiais, que são excelentes no quesito reconhecimento 

de padrões. 

Este trabalho foi desenvolvido com o intuito de comparar dois métodos para 

controlar certa característica de qualidade uas empresas~ ou seja. utilizar gráfico de controle 

CUS UM e rede neural artificial RBF e t.-ompará-los em relação à eficiência na detec\o"ào do 

comportamento da série referência. Estes dois métodos, aparentemente tão distintos, 

empregados nesta monografia possuem inúmeros beneficios e particu1aridades. mas 

avaJiou-se a capacidade de cada método em representar mais fidedignamente a série 

referência., isto é, resultar em uma menoc média do número de pontos classifi4:ados como 

diferentes entre a série referência e as séries modeladas por cada método. 

Através do resultado deste estudo simulado obseJVou-se que o método RBF foi o 

que obteve a menor média do número de pontos classíficados como díferentes em relação à 

série base e que diferiu significativamente, pelo teste de Kolmogorov-Smimov a 1% de 

significância, do método CUSUM Assim, a rede RBF foi a que representou a sêrie 

referência mais fidedignamente, sendo assim, ao nível de sigtúficância estabelecido, o 

método mais eficiente para representar o comportamento destes dados simulados, se 

comparado ao CUS UM. 

Com este estudo ficou comprovado que as redes nem-ais artificiais, que são uma 

maneira alternati~ são mais eficazes para mon.itorac a variabilidade oos processos 

produtivos. Além disto> possuem inúmeros beneficios~ como a capacidade de aprenderem 

através de exempJos e de generalizarem as infonnações. Mostrando aos leitores como a 

inteligência artificial pode ser aplicada com sucesso inclusive no controle estatístico da 

qualidade, incentivando assim a estes virem a desenvolver trabalhos futuros utilizando-as 

ínc1usive em outras áreas. 
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Para possíveis trabalhos futuros sugere-se: 

• Comparar redes neurais artificiais RBF e MLP; 

• Simular uma série de tamanho maior; 

• Fazer uma aplicação com dados reais. 
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7. ANEXO 1 

Abaixo seguem as rotinas das análises realizadas neste traballio com o auxtlio do 

software R v 2.6.0. 

# Matrix Para Redes Neurais 

# m2.m{ dados,na.nt,lm,dift) 

# 

# na = Vetor com as entradas (valores sempre positivos, ex. 2 

significa 2 dados atrás,padrão = 1). 

# ut = Número de entradas reservadas para cbecar (padrão= lO) 

# 1m = Lógico. Cria uma coluna com os valores de regressão linear 

(Padrão= F ALSE) 

# 

# Exemplo: m2.rn(AirPassengers,IF24, ... ) 

m2 .rn = function( dados,classe=ref$cusum.serie,n=l,nt= LO,lm= F ALSE, ... ) { 

out = list() 

t <~ length( dados) ~ nt 

out$inp.x <- cbind( dados[ 1 :t]) 

out$inp. y ç cbind( classe[ l :t]) 

outScheck..x <- cbind(dados[(l+t):(t+nt)]) 

oot$check..y <- cbind(classe[(l+t):(t+nt)]) 

retom{out) 

} 
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# Redes RBF -Retoma a rede 

# 

# rede( dados,neurons,it ... ) 

# 

# dados 

# neurons 

= Saida do m2.m 

= Número de neuronios na camada central 

# it = Numéro máximo de iterações (Padrão: 2/3 da quantidade de dados) 

rede <- function( dados,neuronsjt--dados*2/3 , ... ) ( 

if (neurons < 2) { stop("O Número de neuroníos deve ser maior que 11 

} 

data<~ 

rbftrain( dadosSínp.x.neurons,dados$inp.y ~gma=NaN. visual=F ALSE,maxít=ít) 

return(data) 

} 

# Cusum -Retoma o numero de termos fora dos limites 

# 

# k"llSUDl(dados) 

# 

# dados =dados 

# h =h (Padrão = 4. 77) 

# k = k (Padrão= 112) 
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kusum <- function( dados,h=4 .77 ,k.= l f.l,plot=O) { 

cusum <- qcc( dados;type="xbar .onen ~pJot=plot) 

cusum <- cusum(cusum, decisioniot=b, se.shifl=k) 

cusum <- cusum$cusum 

wow = rep(OJengtb( dados)) 

wow[cusum.Spos > h] <- l 

wow[cusumSoeg < -h] <- wow[cUSllDl$neg < -h] + l 

out = Iíst() 

outSsoma <- sum(wow) 

wow{wow > l] <- l 

outSserie <- wow 

retmn(out) 

} 

# Medidas de Acurácea 

# med.a( dados, valores) 

# 

# dados 

# valores 

= Dados observados 

= Dados obtidos 

med..a <- function(dados,valores, ... ) { 

out = vector() 

valores = matrix(valores.,nrow=Jengtb(dados)) 
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for (i in 1 :ncol(valores)) { 

coluna = vaJores[.i] - dados 

em<- mean(cotuna) 

eam <- mean(abs( coluna)) 

eqm <- mean(coluna/\2) 

epm <- mean(coluna/dados) 

epam <- mean(abs(coJuna/dados)) 

out = cbind( out,c( em,eam,eqm,~epam)) 

} 

rownames( out) <- c("EM", "EAM", "EQM", "EPM" ~ "EP AM") 

returo( out) 

} 

# Número de Neuroníos -Retoma a melhor rede e as entradas usadas 

# 

# tmeuron( dados,entradas,it~redes ___ ) 

# 

# dados 

# neurons 

# it 

# redes 

(Padrão = lO) 

nneurons <-

= Saída do m2.m 

= Vetor com a quantidade de neuronios a ser testada 

= Iterações de treino (Padriio = 213 da quantidade de dados) 

= Quantidades de redes a serem feitas com cada neuronio 
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function( dados,.nemons)t=as.intege.r(Jengt.b(inpSinp.x )*2/3),redes= 1 0, ... ) { 

íf (min(neurons) < 2) { stop("Número de neuroníos deve ser maior que 

L") } 

redes = max(redes) 

ajust <- vector() 

prevs <.- vectorQ 

redess <-listO 

for (i in neurons) { 

for G in l :-redes) { 

rede <- rede(dados,j,jt) 

redess[[length(redess)+ 1]] <- rede 

prevs <-

cbind(prevs,Jbf(dadosScheck~e$weígbt,redeSdist,rede$neurons~edeSsígma)) 

} 

l 

ajust <- med.a(dados$checky,prevs) 

out= list() 

min = wbiclLmin(ajust(2,]) 

out$rede = redess[[min ]] 

out$ajust = ajust[,min 1 

outSinp = dados 

outSit =it 

.return( out) 

} 
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# Previsão 

# prev( dados) 

# 

# dados 

# 

= Saída do nneurons 

prev <- function( dados) { 

inp <- dados$inp 

rede <- dados$rede 

rbf{rbínd(inp$ínp.xjnp$check.x),rede$weíght,rede$díst,rede$neurons,rede$sigma) 

} 

# cmc( dados,neurons,ent,i~redes~---) 

# 

# dados 

# neurons 

# ent 

= Valores observados 

=Vetor com o número de neuronios a serem testados 

=Uma lista com as entradas a serem testadas. Cada. item deverâ 

ter peJo menos 2 tennos% onde o primeiro é 

# um valor lógico O ou 1 (fulso e verdadeiro, respectivamente). que 

significa se terá (verdadeiro) ou não 

# terá (falso) a linha de teudencia. e o restaudo o númem das 

entradas (seguindo a explicação do comando 

# m2.rn 
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# it 

# redes 

it 

= Vetor com as iterações a serem testadas 

=Número de redes a serem testadas para cada combinação de N e 

cm.c <- function(dados.,neurons,ent,it,redes=LO ..... ) { 

eu = lengfu(ent) 

ite = length(it) 

dados <- m2.m( dados) 

tudo = list() 

ajust = vectot() 

for (i in l :en) { 

for (j in l :ite) { 

n <-ent[[íll 

lm <- nf1J 

n <- n(2:1ength(n)] 

nn <- nneurons( dados=dados .. neuron.s=ueurons,n=n.it=it(j],lm=lm, ... ) 

tudo[[(i-l)*ite+j]] <- on 

ajust <- cbind( ajust,nnSajust) 

} 

} 

miu <- which.min(ajust{5 .. ]) 

return(tudoUminJJ) 

} 
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# Combinações 

# 

# comb(valoTes) 

# 

# valores = Vetor com os dados a serem combinados 

comb <- function(valores) { 

Ollt = listQ 

for (i in 1 :leogth(vaJo.res)) { 

a < ...... combn{ valores, i) 

for (j in l:ncol(a)) { 

out{(lengtb( out)+ L]] <- c(O~as.vector(a(j])) 

} 

} 

return( out) 

} 

# Requisitando pacotes necessários 

requíre( qcc) 

require(nemal) 

require(utiJs) 

## Empa l 

serie <- arimasím(50,model=list(ar=c(.7,-.2),.model=ç(2,0,0))) 

ref <-- listO 
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refSserie <- serie 

refScuswn.soma <- kusum(serie~plot= 1 )Ssoma 

re&OSlltlLserie <- kusum(serie )Sserie 

windows() 

series <-- arima.sim(SO,model=list(ar=c(.7 ,-.2)~model=c(2,0,0))) 

for (i in 2:400) { 

series <-

rbind(series,arima.sim(50,model=list(ar--c(. 7,-.2),model=c(2,0,0) ))) 

} 

## Etapa2 

d L <- vector() 

for (i in 1 :400) { 

a <- kusum(series[j,]) 

dl[i] <-- sum(xot(a$serie..refScusum.serie)) 

} 

sbapiro.test(d l) 

mean(dl) 

var(dl ) 

hist( dl ,cot="líghtblue" ,ylab="Freqüência" ,.main=" ") 

windows() 

## Etapa3 

d <- Sys.time() 
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for G in 1 :40) { 

b = Sys.rime() 

for (i in L: tO) ( 

print( c(j.i)) 

a <- seriesflength(redesl )+ l ,] 

wow <.- cmc(a,2:10,ent,seq(10,210,25)) 

redes] [[lengtb(redesl )+ 1 ]] <- wow 

redes <- rbínd(redes,as.real{prev( wow).)) 

} 

c = Sys.time() - b 

prínt(c) 

file <- paste("c:\\karla\\sim" j," .RDATA" ,sep="") 

save.image(file) 

} 

f <- Sys.time() - d 

print(f) 

d2 <- vectol() 

for (i in 1 :400) { 

sh <-- qcc(redes[i,].type="xbar.one" ,plot=O) 

v <- rep(0.50) 

v[shewhan.rn1es(sb, limits = sb$1imits, nmJength = 

qcc.op1ions( .. runJength'))$beyond.Jimits] <- 1 

d2[i] <-- sum(xor(v~retScusum.serie)) 
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sbapíro.test( d2) 

mean(d2) 

var(d2) 

hist( d2,col= .. lightblue" .ylab=~reqüêucia" ,maú1='"') 

#ti Etapa4 

ks.test( d2~d1 ~aJtemative = "two.sided"') 

ks.test(d27dl,aJtematíve = "Jess") 

ks.test(d2,dl,altemative = "greater") 
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