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RESUMO

O objetivo deste trabalho € apresentar o conceito de Sistemas Imunoldgicos Artificiais,
dando énfase na sua aplicagdo no problema de Ajuste de Séries Temporais. E feita uma
introducéo ao conceito de Séries Temporais, bem como de métodos tradicionais utilizados no
problema de Previsao de Séries Temporais. Por fim, é feita uma analise de como o Algoritmo
de Selecdo Clonal pode ser adaptado ao problema de Ajuste, e uma implementacdo deste
Algoritmo é proposta e analisada.

Palavras-chave: Sistemas Imunoldgicos Artificiais. Séries Temporais. Ajuste de Séries
Temporais. Selecdo Clonal. Computagdo Evolutiva. Algoritmo.



Artificial Immune Systems applied to Time Series Prediction

ABSTRACT

The purpose of this paper is to the present the concept of Artificial Immune Systems, with
special regard to its use in the problem of Time Series Fitting. An introduction to the concept
of Time Series is made, as well as to traditional methods used in the problem of Time Series
Fitting. Then, an analysis is made on how the Clonal Selection Algorithm may be used to
Time Series Fitting, and an implementation of the Algorithm is proposed and analyzed.

Keywords: Artificial Immune Systems. Time Series. Time Series Fitting. Clonal Selection.
Evolutionary Computation. Algorithm.
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1 INTRODUCAO

No trabalho de (ASTIAZARA, 2012), o Autor propdem um método baseado em SIA para
Predicdo de Fraudes e Furtos no sistema de energia, e em (OLIVEIRA, 2012) é apresentado
um Classificador baseado em SIA.

Estudando Computacdo Evolutiva e Computagdo Bio-Inspirada, surgiu uma oportunidade
para estudar melhor os métodos baseados em SIA e determinar qual é a gama de problemas
que estes métodos sdo capazes de resolver.

Entdo, para este trabalho, foi decidido abordar outro problema ainda pouco explorado na
Area de SIA, a Analise de Séries Temporais. Este trabalho busca descobrir qual ¢ a
aplicabilidade de Métodos de SIA no problema de Ajuste de dados de Séries Temporais,
buscando explorar um Método que possa fazer o ajuste dos dados medidos de uma Série
Temporal, com o objetivo de prever valores futuros nesta Série.

O objetivo deste SIA € evoluir um Modelo matematico que possa explicar os valores
passados da Serie e que possa ser extrapolado para valores futuros. O que isso é na prética é
uma exploracdo do espaco de solugdes possiveis, e 0 SIA se comporta como um mecanismo
de busca neste espago. Espera-se que com um SIA bem elaborado, o0 modelo do Melhor
Anticorpo da populacdo convirja para a solugdo otima.

Esta solugdo “6tima” nem sempre ¢ ideal, pois na area de Previsao de Séries Temporais,
na pratica é impossivel encontrar um modelo perfeito em quase todos os casos de Séries
existentes, com excecao das mais simples, pois normalmente as Séries que se deseja prever
dependem de muitas variaveis de outras Séries Temporais desconhecidas ou impossiveis de
medir.

Entdo, um modelo ¢ considerado “6timo” se ele se adequa a Série Temporal de acordo
com os critérios de Afinidade descritos neste capitulo, mas a sua verdadeira qualidade
depende da acuracia de suas previsdes. O que normalmente é feito para medir esta qualidade é
separar o(s) Ultimo(s) valor(es) da Série que se deseja prever para testar a qualidade da
previsdo, como foi feito nos trabalhos de (Y. Q. SHI et al, 2010) e (LUO E SHI, 2011).

Em (Y. Q. SHI et al, 2010), o autor define algumas métricas que podem ser utilizadas para
medir a qualidade da solucéo proposta por um Método de Previsdo de Séries temporais como
uma relacdo entre os valores previstos pelo método e os valores reais medidos futuramente.

Sendo X, um valor previsto pelo método para o tempo t, e x; 0 valor medido da Série em
um tempo t, algumas métricas que podem ser utilizadas para medir a qualidade da solugéo
séo:

e Erro Absoluto: |X; — x|

e Erro Absoluto Médio: M

n o 2
e Raiz do Erro Quadratico Médio: /W

Este Trabalho é organizado da seguinte maneira:

No Capitulo 2, é feita uma introducéo ao conceito de Séries Temporais, e sdo apresentados
alguns métodos utilizados para a Analise de Séries Temporais.

11
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No Capitulo 3, é feita uma introducédo a Sistemas Imunoldgicos Artificiais, com uma breve
descricdo do Sistema Imunoldgico Natural.

No Capitulo 4 sdo feitas consideracGes necessarias para adaptar Sistemas Imunoldgicos
Artificiais para o problema de Previsdo de Séries Temporais.

No Capitulo 5, é proposta uma implementagdo de método de Previsdo de Séries temporais
baseado em Sistemas Imunolégicos Artificiais.

No Capitulo 6 sdo apresentadas algumas conclusdes a respeito do trabalho.
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2 SERIES TEMPORAIS

Uma Série Temporal € uma sequéncia ordenada de observaces tomadas de uma ou mais
variaveis, sendo esta ordem normalmente determinada pela tomada das observagdes ao longo
do tempo (WEI, 2006). Estas Séries podem ser observadas em uma gama variada de campos,
como por exemplo:

e Agricultura: producédo anual e precos.

e Controle de Qualidade: medicdo de qualidade de um processo ao longo do
tempo.

e Economia: preco de fechamento de acdes, taxas flutuantes de juros e indices de
pregos.

e Engenharia: sinais sonoros e elétricos, voltagem.

e Geofisica: medigéo de atividades sismicas e vulcanicas, mares.

e Medicina: medicao de eletroencefalogramas e eletrocardiogramas.

e Meteorologia: velocidade de ventos, temperaturas.

e Sociologia: taxas de nascimento e mortalidade, de acidentes e criminalidade.

Séries Temporais que podem ser amostradas continuamente (tal como voltagens) sdo
chamadas de Séries Temporais Continuas, enquanto que séries que sdo obtidas em intervalos
de tempo especificos (como preco de fechamento de acbes) sdo chamadas de Séries
Temporais Discretas (WEI, 2006).

Existem diversos motivos para o estudo de séries temporais, tal como o entendimento de
processos complexos, a previsdo de valores futuros e a otimizacdo do controle de sistemas
(WEI, 2006).

Este trabalho focara no problema de como encontrar uma equacao que melhor se ajuste
aos dados de uma Série Temporal e tentar realizar a previsao de valores futuros da Série, dado
como entrada um historico de valores passados de uma Série

Para que isso seja possivel, neste trabalho assume-se a premissa de que cada valor
observado é correlacionado e codependente aos valores anteriores, portanto a ordem em que
os valores sdo apresentados é importante. Isso significa que os valores futuros da Série sdo na
verdade dependentes dos valores passados, e entdo os valores da série poderiam ser
explicados por alguma funcéo dos valores anteriores.

A previsdo de Séries Temporais tem diversas aplicacées, entre elas (CHATFIELD 2000):
e Planejamento Econémico, previsao de Despesas e Lucros.

e Previsdo de vendas.

e Controle de estoque, previsdo de entrada/saida do estoque.
e Planejamento de producéo e capacidade.

e Auvaliacdo de estratégias econdmicas alternativas.

e Criacdo de Orgamento, previséo de Gastos.

e Gerenciamento de risco

13
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e Meteorologia, previsdo de Temperaturas Maximas e Minimas

Os métodos utilizados para a previsdo de Séries Temporais podem ser classificados nas
seguintes categorias (CHATFIELD 2000):

e Previsdes Subjetivas, que sdo baseados na avaliagdo subjetiva ou intuitiva. Um
método muito conhecido é o Delphi Technique (ROWE E WRIGHT, 2000), baseado
na obtencdo de um consenso entre experts através do uso de questionarios.

e Maétodos Univariados, onde as previsdes dependem somente dos valores atuais e
passados da série que se pretende avaliar, como por exemplo, obtendo um modelo que
dependa somente dos valores passados da série e extrapolando-o para o futuro.

e Métodos Multivariados, onde as previsdes dependem dos valores atuais e passados da
Série, além de uma ou mais Séries Temporais adicionais, chamadas de Séries
Preditoras ou Séries Explanatérias. Um exemplo seria obtendo um modelo que
depende dos valores passados de duas ou mais séries, e extrapolando este modelo para
valores futuros.

2.1 Notacao

Ao longo deste texto, uma série temporal sera definida como uma sequéncia de variaveis
X1, X3, X3, ..., Onde a variavel x; denota o valor obtido da série temporal no instante de tempo
t,, a variavel x, denota o valor obtido no instante de tempo t,, a variavel x5 denota o valor
obtido no instante de tempo t;, e assim em diante (SHUMWAY E STOFFER, 2010).

2.2 Funcdo Conjunta de Distribuicéo

Outra maneira de descrever uma série temporal € pela fungdo conjunta de distribuicéo.
Dado os n valores de uma série temporal, obtidos nos tempos t,, t,, ..., t,, a funcdo conjunta
de distribuicdo € dada pela probabilidade conjunta que os valores da série sejam menores ou
iguais aos valores de n constantes, ¢4, ¢,, ..., ¢, (SHUMWAY E STOFFER, 2010):

F(cy,Cp i) = P(xy <01, x5 S €y ey Xy <€) (2.1)

2.3 Séries Estacionarias e Nao Estacionarias

Séries estritamente estacionarias ou fortemente estacionarias sdo séries em que O
comportamento probabilistico de toda colecdo de variaveis:

{x1, X5, o, X1}
é idéntico ao do conjunto deslocado:

{140 X24hy oo Xpern }
Ou seja,



P{xt1 < €1, Xp, S €y e

paratodo k = 1,2, ...,
STOFFER, 2010).

e todos os deslocamentos de tempo h = +1,+2, ...

'xtk S Ck} = P{xt1+h S Cl)xt2+h S cl, ey

xtk+h

15

<c} (22

(SHUMWAY E

J& nas séries ndo estaciondrias, a média das variaveis e o desvio padrdo dos valores muda
conforme o tempo passa (SPROTT 2003). As figuras 2.1 e 2.2 apresentam exemplos de duas
Séries, uma estacionaria e outra ndo estacionaria, com as suas médias e variancias.

Figura 2.1 — Exemplo de Série Estacionaria (Vermelho), Média (Azul) e Variancia (Verde).
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Figura 2.2 — Exemplo de Série Nao Estacionaria (Vermelho), Média (Azul) e Variancia (Verde).
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2.4 Métodos de Andlise de Séries Temporais

Neste capitulo sdo apresentados alguns dos métodos classicos utilizados na Analise,
Ajuste e Previsdo de Séries Temporais.

2.4.1 Naive

O metodo Naive (ou ingénuo) é o método de Previsdo de Séries Temporais mais simples
de todos, e é utilizado como base de comparacdo com outras técnicas. Existem duas variacdes
mais utilizadas desta técnica (PROCHNOW 2013):

e Naive sem mudancas: neste método muito simples, os valores futuros serdo sempre
iguais ao ultimo valor obtido da série.

e Naive com variacdo constante: neste método, a variacdo entre os valores futuros é
sempre igual a variacdo do ultimo intervalo medido.

Nas figuras 2.3 e 2.4 pode-se ver uma Série Temporal medida (em vermelho) e as
previsdes (em azul), usando as duas variagdes do Naive.



Figura 2.3 - Grafico da previsdo de uma Série utilizando o Naive sem mudangas.
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Figura 2.4 - Gréfico da previsdo de uma Série utilizando o Naive com varia¢do constante.
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2.4.2 Métodos de Regressao Polindmial

Curve Fitting é o processo de encontrar linhas e curvas que melhor se ajustam a um
conjunto de dados (KARRIS, 2007). Por exemplo, na figura 2.5, pode-se usar a equacao de
uma reta na forma y = ax + b:

Figura 2.5 — Aproximagao Linear.

X
Fonte: Karris (2007, p. 8-1).
Na figura 2.6, pode-se usar uma equacdo quadratica do tipo y = ax? + bx + ¢
Figura 2.6 — Aproximacao Parabdlica
y
X

Fonte: Karris, 2007 (p. 8-1).

Para encontrar a melhor equacdo, assume-se que o0s dados representam uma variavel
independente x, e a tarefa de encontrar uma equacdo que descreva a variavel dependente y é
chamada de Regressédo (KARRIS, 2007).

No processo de Regressdo, deseja-se encontrar a curva que melhor se assemelha aos
dados. Para isso, queremos minimizar a equagao:

d? +d5 + -+ d? (2.3)
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onde d, é a distancia entre a medicao x, e a curva, d, é a distancia entre a medicdo x, e a
curva, e assim por diante. Essa curva é chamada da curva de minimos quadrados (KARRIS,
2007).

2.4.3 ARIMA

A regressao classica frequentemente é insuficiente para explicar toda a dindmica de uma
série temporal. Métodos de regressao linear simples muitas vezes falham em capturar
estruturas adicionais na série temporal (SHUMWAY E STOFFER, 2010).

O modelo ARIMA (Autoregressive integrated moving average, ou modelos
autoregressivos de média mével integrados) foi popularizado no trabalho de Box e Jenkings
de 1970, que introduziu um método para identificar uma modelo ARIMA plausivel
(SHUMWAY E STOFFER, 2010).

Nesta secdo serd feita uma breve introdugdo dos conceitos basicos por trds dos modelos
ARIMA.

2.4.3.1 Modelos Autoregressivos

Modelos autoregressivos sdo baseados na ideia de que o valor atual de uma série, x;,
pode ser explicado como uma fungéo dos ultimos p valores da mesma série, onde p determina
0 nimero de passos no passado necessarios para prever o valor atual (SHUMWAY E
STOFFER, 2010).

Um modelo auto regressivo de ordem p, abreviado como AR (p) é da forma:
Xt = QP1Xt—1 T PaXpp T+ PpXpp + Wy (2.4)

Onde x € uma série estacionaria, x, € o valor da série no tempo t, @;,@,,...,p, Sd0
constantes (¢, # 0), e w, € uma série de ruido branco.

2.4.3.2 Modelos de Média Movel

Como uma alternativa aos modelos autoregressivos em que se assume que x; no lado
esquerdo da equacdo € combinado linearmente, o0 modelo de média mével de ordem g,
abreviado como MA(q), assume que o ruido branco w, no lado direito da equagdo é
combinado linearmente para formar os dados observados (SHUMWAY E STOFFER, 2010).

Um modelo de média mével de ordem q, ou MA(q), é da forma:
xt == Wt + 91Wt_1 + 92Wt_2 + -+ qut_q (25)

onde existem g atrasos na média movel e que 64, 6,, ..., 8, (8, # 0) séo constantes, e w, €
uma série de ruido branco (SHUMWAY E STOFFER, 2010).
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2.4.3.3 Modelo ARMA

O modelo misto auto regressivo e de media movel, ARMA, é obtido como uma
combinagéo dos dois modelos vistos anteriormente.

Uma série temporal {x;;t = 0,1,2...} ¢ ARMA(p, q) se for estacionaria e se
X = Q1Xe—1 + o F QpXpp T W+ O W g + -+ Ogwi_g (2.6)

com ¢, # 0, 6; # 0 e a variancia de w, € maior que zero (SHUMWAY E STOFFER,
2010).

Os parametros p e g sdo chamados de ordem regressiva e ordem de média mdvel,
respectivamente. Quando g = 0 o modelo é chamado de autoregressivo de ordem p, ou
AR(p), e quando p = 0 ele é chamado de modelo de média movel de ordem g, MA(q)
(SHUMWAY E STOFFER, 2010).

2.4.3.4 Modelo ARMA Integrado — ARIMA

Em muitas situacdes, uma série temporal pode ser pensada como sendo composta de dois

componentes, um componente nao estacionario de “tendéncia” e um componente estaciondrio
de média zero (SHUMWAY E STOFFER, 2010).

Por exemplo, podemos considerar 0 modelo:

Xe = U + Yt (2.7)

Onde u; é uma funcéo linear u, = B, + Bt com B; # 0, e y, € uma série estacionaria de
média zero (como por exemplo o ruido branco). A série x proveniente deste modelo é nédo
estacionaria pois tem sua média igual a u; que muda conforme t aumenta.

Diferenciando este modelo leva a um modelo estacionario:

Vi =xt— X1 =P1+ Yt — Vi1 = B1 + V¥, (2.8)

com média igual a g; (SHUMWAY E STOFFER, 2010).

Se u; na equacdo 3.4 fosse um polinémio de ordem k, u; = Zfzoﬁjtf, entdo a série
diferenciada V¥y, ¢ estacionaria. O modelo ARMA integrado, ou ARIMA, é uma ampliagdo
da classe de modelos ARMA para incluir a diferenciacdo (SHUMWAY E STOFFER, 2010).

Uma série temporal x, € ARIMA(p, d, q) se

Vix, = (1 — B)%x, (2.9)
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2.4.4 Redes Neurais

As redes neurais sdo um paradigma de computacdo inspirado no funcionamento do
neurénio e do cérebro humano. Segundo (PROCHNOW, 2013), a qualidade dos resultados de
solucBes de redes neurais para o problema de previséo de séries temporais tém no minimo se
assemelhado a solugdes da estatistica classica, como a aplicacdo de modelos ARIMA, e
muitas vezes as redes neurais tém obtido resultados ainda melhores que estes métodos
classicos.

O modelo mais usado, o Perceptron Multicamadas, possui uma estrutura em trés camadas
distintas e interconectadas de neurdnios artificiais, conforme pode ser visto na figura 2.7. A
primeira camada é responsavel por receber as entradas e propaga-las para a segunda camada.
Cada neurdnio da segunda camada realiza uma soma ponderada de todas as entradas e
propaga um valor de saida para os neurdnios da terceira camada, responsavel por sintetizar
uma saida através de outra soma ponderada (PROCHNOW, 2013).

Para 0 uso na previsdo de séries temporais, a rede neural recebe como entrada n medicdes
X¢—n, -, Xp—1 0a série temporal analisada e repassa para 0s neurénios da camada oculta, que
por sua vez passam para Ultima camada, que gera o valor para x, (PROCHNOW, 2013). Este
processo esta ilustrado na figura 2.8.

Figura 2.7 - Rede neural tipica.

Camada de Saida

Camada Oculta

Camada de Entrada

Fonte: Prochnow (2013, p. 33)
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Figura 2.8 - Fluxo para geracédo da previsdo do proximo valor de uma série.

x(t+1)

Unidades Ocultas

Pl BN

x(t-2) x(t-1) x(t)

Fonte: Prochnow (2013, p. 33)

Para determinar os pesos das somas ponderadas, a Rede Neural é calibrada em um
processo de treinamento que faz uso de valores prévios da série temporal. Neste processo, 0s
pesos sdo ajustados de forma a gerar o minimo de erro possivel para a previsdo de cada valor
do conjunto de treinamento. Este processo de utilizar as n medicdes anteriores para realizar
uma previsdo é chamado de Técnica da Janela Deslizante, e o tamanho de n influencia
diretamente na qualidade das previsdes feitas pela rede (PROCHNOW, 2013).



23

3 SISTEMAS IMUNOLOGICOS ARTIFICIAIS

Segundo (CASTRO E TIMMIS, 2002), "Sistemas imunoldgicos artificiais sdo sistemas
adaptativos inspirados pela imunologia tedrica e pelas observadas funcgdes, principios e
modelos imunolégicos, e que sdo aplicados a solucdo de problemas."

O paradigma de computacdo de Sistemas Imunolégicos Artificiais (SIA) é uma estratégia
inspirada em modelos biolégicos tal como Computacdo Evolutiva e Redes Neurais Artificiais.
SIA tém como inspiragdo o modelo de funcionamento do sistema imunoldgico dos
mamiferos.

Em (ASTIAZARA, 2012), o autor define uma gama de aplicacdes possiveis para SIA:
e Reconhecimento de Padrdes.
e Deteccdo de Anomalias e Falhas.
e Anélise de Dados (mineracéo, classificacéo, etc.).
e Sistemas baseados em Agentes.
e Escalonamento.
e Navegagdo e controle de Autdbnomos.
e Robdtica.
e Meétodos de busca e otimizacao.
e Seguranca em sistemas de informacdo.

Dentre os algoritmos baseados em SIA, pode-se citar Redes Imunolégicas, Danger, e
Selecdo Clonal. Neste trabalho o enfoque sera dado a este altimo.

3.1 O Sistema Imunologico Natural

O Sistema Imunoldgico (SI) é um mecanismo complexo que envolve diferentes Orgaos e
tipos de Células especializadas que cumprem fung@es distintas no processo de Identificacdo e
Eliminacdo de Antigenos do corpo dos mamiferos.

Nesta secdo serd feita uma breve introducdo a conceitos da Imunologia Teoérica, e ndo
inclui todos os processos que compdem este complexo sistema, somente as partes que sdo
necessarias para compreender o funcionamento do Algoritmo de Selecdo Clonal utilizado
neste trabalho.

3.1.1 Linfécitos

As células brancas do sangue, também chamadas de Linfocitos, sdo um elemento
importante para o reconhecimento de corpos estranhos, ou Patdgenos, e sdo classificadas em
diferentes tipos, dentre os principais deles as Células T e B. Estas células tem como principal
funcionalidade a identificagdao de Patdgenos, bem como manter uma “memoria” de Patogenos

adquirida (ASTIAZARA, 2012).

As células B sdo responsaveis por reconhecer antigenos particulares, e sdo uma parte
importante do SI. Elas sdo produzidas medula éssea e sdo responsaveis por produzir e secretar
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anticorpos no formato da letra Y que sdo capazes de se ligar aos antigenos (ASTIAZARA,
2012).

Cada célula B secreta multiplas cépias de um tipo de anticorpo, e quando sdo ativadas (se
ligam a determinado anticorpo) elas se multiplicam e se diferenciam em Plasmocitos ou
Células de Memoria. Os Plasmécitos bombardeiam moléculas de anticorpos no Sangue. Cada
Célula B produz somente um tipo de Anticorpo. (ASTIAZARA, 2012).

As células B sdo componentes importantes da Camada de Imunidade Adaptativa, também
chamada de imunidade especifica e imunidade adquirida, que é responsavel por reconhecer e
seletivamente eliminar micro-organismos e moléculas estranhas do corpo (ASTIAZARA,
2012).

3.1.2 Anticorpos

Os anticorpos sdo moléculas presentes na parede celular de Células B ndo maduras e
Células B de Memoria, e também sdo secretadas diretamente no sangue por Plasmoécitos. Os
Anticorpos sd@o compostos de quatro cadeias polipeptidicas, cada cadeia possui uma regiao
variavel e uma regido constante. Um peptideo € uma cadeia de aminoacidos (ASTIAZARA,
2012).

Figura 3.1 — Célula B e Anticorpo.

Anticorpo

Fonte: Astiazara (2012, p. 17).
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Figura 3.2 — Detalhe do Anticorpo.
Regiio de ligacao

r

a antigeno

| %\)

Fonte: Astiazara (2012, p. 17).
3.1.3 Reconhecimento Imunolégico

Diversos processos imunolégicos dependem do reconhecimento de corpos estranhos
por um elemento do sistema imunologico. Um tipo de reconhecimento é realizado pelas
Células B, que acontece quando ocorre uma ligacdo molecular entre o antigeno e os
receptores na superficie da Célula B, os anticorpos (ASTIAZARA, 2012).

Somente pequenas partes dos Antigenos chamadas Epipetos ligam-se aos receptores
das Células B. Mdltiplas Células B diferentes podem se ligar a um mesmo Antigeno com
diferentes niveis de afinidade. Esta afinidade depende da complementaridade entre as
estruturas (Anticorpo e Epitopo) (ASTIAZARA, 2012).

A ligacdo ndo precisa ser perfeita para disparar o processo de reconhecimento. Uma
ligacdo perfeita seria muito dificil de ocorrer. Devido a complexidade das estruturas, seria
muito dificil evoluir Anticorpos que se adaptem perfeitamente a um determinado Epipeto. Se
uma ligacdo perfeita fosse necessaria, seria muito baixa a probabilidade de duas estruturas
aleatdrias ligarem-se. Uma consequéncia disto € que uma mesma Célula B pode reconhecer
um conjunto de Antigenos diferentes, o que torna o Sl eficiente em termos de tempo e
memoria (nmero de Células B diferentes necessarias) (ASTIAZARA, 2012).
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Figura 3.3 — Reconhecimento do Antigeno pelas Células B.

> «— Receptores da célula B
\

(anticorpo) Epitopos

Fonte: Astiazara (2012, p.21).
3.1.4 Proliferacé@o de Células B e Maturacao de Afinidade

Quando uma Célula B se liga a um Antigeno com certo grau de afinidade, esta Célula é
estimulada a passar por um processo de proliferacdo e diferenciacdo. Este processo é chamado
de Selecdo Clonal porque a ligagédo leva a Célula B a fazer uma multiplicacdo clonal. Parte
das Celulas B geradas se tornam Células B de Memoria, e asseguram que outra infeccao pelo
mesmo patdgeno sejam identificadas rapidamente. As demais Células B se diferenciam em
Plasmécitos que secretam grandes quantidades de um Anticorpo especifico no sangue
(ASTIAZARA, 2012). A figura 3.4 ilustra este processo.

Quando ocorre uma infec¢do por um novo Antigeno no organismo, a afinidade entre 0s
Anticorpos e 0s Antigenos pode ser baixa, mas no processo de Proliferacdo, os clones da
Célula B ativada sofrem uma mutacéo, chamado de Hipermutacdo Somatica. Estas células por
sua vez fazem o mesmo processo (Proliferacdo e Hipermutacdo) diversas vezes, e depois
deste aperfeicoamento elas amadurecem em Plasmdcitos que produzem Anticorpos de alta
afinidade com o Antigeno (ASTIAZARA, 2012).
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Figura 3.4 — Proliferacdo e Diferenciacdo das Células B.
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Fonte: Adaptado de Astiazara (2012, p. 26).

3.2 Algoritmo de Selecdo Clonal

O Algoritmo de Selecdo Clonal é baseado no Mecanismo de Proliferacdo e Maturacdo de
Células B e no processo de Selecdo Clonal destas células. (ASTIAZARA, 2012).

Para fins de simplificacdo, a palavra Anticorpo € utilizada para identificar um individuo da
populacdo, porém, o comportamento do individuo se assemelha mais com o comportamento
de uma Célula B.

O algoritmo de Selecdo Clonal tem como funcionamento basico (ASTIAZARA, 2012):
1. Gerar uma populacdo inicial aleatéria de individuos;
2. Apresentacdo antigénica: para cada padréo antigénico fazer:

a. Avaliacdo de afinidade: apresenta-lo a populacédo e determinar a afinidade
com cada elemento da populacgéo;

b. Selecdo e expansdo clonal: selecionar n elementos de maior afinidade na
populacdo e gerar clones destes individuos proporcionalmente a’ sua
afinidade com o antigeno. Quanto maior a afinidade, maior o nimero de
copias;

c. Maturacdo da afinidade: realizar mutacdo em todas essas copias com uma
taxa inversamente proporcional a sua afinidade. Quanto maior a afinidade,
menor a mutacdo. Adicionar estes individuos a populacéo P e selecionar o
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melhor individuo para ser mantido como a memoéria m do antigeno
apresentado;

d. Metadindmica: substituir um ndmero p de individuos com baixa afinidade
por novos gerados aleatoriamente;

3. Ciclo: repetir o passo 2 até que algum critério de parada seja atingido.

Os mecanismos de Selecdo podem ser os mesmos utilizados por outros algoritmos de
Computacdo Evolutiva, e os de mutacdo dependem do tipo de representacdo de anticorpos
utilizado.

3.2.1 Representac¢do dos Individuos

Os individuos da populacdo (também chamados de Anticorpos neste texto) sdo 0s
elementos que vao evoluir para adaptar ao problema, e necessitam de uma representacao que
defina suas caracteristicas com o fim de determinar a afinidade do Anticorpo com um
determinado Antigeno (Y. Q. SHI et al, 2010).

O conjunto de caracteristicas da superficie da molécula que se liga ao antigeno é
representado por uma cadeia de atributos que podem ser de qualquer tipo, valores inteiros,
reais, simbolos de um alfabeto ou palavras de um dicionario, e normalmente o tipo de valor
utilizado depende do dominio do problema que se deseja resolver (ASTIAZARA, 2012).

3.2.2 Medidas de Afinidade

A Medida de Afinidade é um valor real ndo negativo que representa o grau de combinacéo
entre as moléculas. (ASTIAZARA, 2012).

Existem muitas maneiras de calcular a Afinidade entre as moléculas de Anticorpo e
Antigeno, nesta subsecdo sdo apresentadas algumas, assumindo que uma molécula de
Anticorpo fica definida por uma cadeia de atributos, Atc = < Atc,, Atc,, ..., Atcpqec >, € UMa
molécula de Antigeno € dada por Atg =< Atgy,Atgs, ..., Atgratg >

3.2.2.1 Similaridade como Medida de Afinidade

Uma maneira simples de medir a Afinidade entre o Anticorpo e o Antigeno é pelo grau de
similaridade entre os atributos das duas cadeias. Neste caso, 0 objetivo é procurar Anticorpos
com formatos mais similares ao invés de formatos complementares.

Uma maneira muito simples de realizar esta medida por Similaridade é utilizar a distancia
euclidiana:

Aff(Ate,Atg) =[Sk (Atc; - Atg)? (3.1)
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Claro que nem sempre é possivel aplicar a distancia euclidiana, como por exemplo no caso
da molécula ter representacdo simbdlica. Neste caso, é possivel utilizar a distancia de
Hamming (ASTIAZARA, 2012):

1, se Atc; + Atg;

0, se nao (32)

Aff(Atc, Atg) = YF_, 6;,0onde §; = {

3.2.2.2 Complementariedade como Medida de Afinidade

Neste caso, conforme maior a complementariedade das moléculas, maior a afinidade. Um
exemplo de medida por complementariedade seria o inverso da Distancia Euclidiana ou da de
Hamming. Outro exemplo, no caso das moléculas serem representadas por cadeias de bits,
uma medida de Afinidade por complemento seria utilizar a operagdo XOR e contar 0s bits 1
resultantes, conforme exemplificado na figura 3.5 (ASTIAZARA, 2012):

3.5 — Utilizando XOR para medida de Afinidade.

Moléculal | 0 | 0 | 1 110] 0] 1 |

Molécula2 | 1 | 1 |1 101|101

XOR: |11 {01 |1 ]1[1]O0

Afimidade: 6

Fonte: Astiazara (2012, p. 37)
3.2.2.3 Variacg0es de Alinhamento das Moléculas

Para alguns casos, em especial no caso em que as moléculas de Anticorpo e Antigeno sao
de tamanhos diferentes, pode-se variar a posicdo dos atributos das moléculas, comparando-as
de maneiras diferentes. (ASTIAZARA, 2012). Um exemplo de medida de Afinidade deste
tipo poderia ser a média da quantidade de bits 1 resultantes de uma operacdo XOR
permutando todas as posicdes possiveis para a segunda molécula, conforme exemplificado na
figura 3.6:
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Figura 3.6 — Exemplo de medida de Afinidade com variagdo de alinhamento.

Molécula 1
Molécula 2
XOR
Molecula 1
Molecula 2

XOR

Molécula 1

Molécula 1
Molécula 2
XOR
Molecula 1
Molécula 2

XOR

Molécula 1

Molécula 2 111010 Molécula2 | 1| 0] 0 1

XOR ol 1|11 XOR |1]0/1 0

Afinidade=(3+1+3+2+0+2)/6=1,8333

3.2.2.4 Outras Medidas de Afinidade

A medida de Afinidade é utilizada para expressar reconhecimento. E possivel ver a
medida de Afinidade que expressa a qualidade do Individuo em relacdo ao seu ambiente. Por
exemplo, em um SIA aplicado para a otimizacdo de uma funcéo, o individuo do Sistema
representa os parametros de entrada para a funcéo, que resulta em um ponto da curva da
funcdo. Como o objetivo é maximizar o valor desta funcdo, a medida de Afinidade de um
Anticorpo poderia ser simplesmente o valor resultante da funcéo para os parametros daquele
Anticorpo, e essa medida seria plausivel com a proposta de medir a qualidade do Individuo.
(ASTIAZARA, 2012).

O conceito de Afinidade é parecido com o conceito de Fitness. Nos Algoritmos
Evolutivos, o Fitness € uma medida que representa o qudo adaptado um individuo esta em
relacdo ao seu ambiente. A diferenca entre os conceitos de Fitness e Afinidade é que o Fitness
representa o ambiente, e nos SIA isso nem sempre é verdade, ja que muitas vezes é preciso
medir a afinidade entre os proprios elementos do SIA, além da interacdo com o ambiente
(ASTIAZARA, 2012).

3.2.3 Mecanismos de Selecéo

O mecanismo de Selecdo Imunoldgica serve para modificar a diversidade da populacéo de
modo a encontrar a solugéo global de otimizacdo de um problema. Devido ao fato de que a
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Selecdo Imunoldgica precede o processo de evolugdo imunoldgica, esta etapa tem um forte
efeito neste processo (Y. Q. SHI et al, 2010).

Diversos mecanismos de Selecdo podem ser utilizados para selecionar células para
clonagem e sobrevivéncia, porém, em SIA, todos devem depender de alguma maneira da
Afinidade do Anticorpo com o Antigeno. Uma maneira de implementar a selecdo de maneira
probabilistica seria utilizando o Método da Roleta. Outros Mecanismos de Selecdo de
Computacdo Evolutiva podem ser utilizados, como por exemplo, Sele¢do Bipolar, Selecéo
Elitista e por Ranking (ASTIAZARA, 2012).

No método da Roleta, os individuos sdo selecionados probabilisticamente com chance
dependendo tipicamente da afinidade dos individuos. O método do Ranking é similar, porém
a chance depende da posi¢do do individuo em um Ranking, também baseado na Afinidade.

A selecdo Bipolar pega os melhores e os piores individuos em relacdo a Afinidade,
enquanto a selecdo Elitista pega sempre os melhores individuos.

3.2.4 Mecanismos de Mutacéo

A operacdo de Mutacdo de Anticorpos € a mais critica do processo de Evolugédo
Imunoldgica. E a mutagdo que cria a diversidade da populacdo de Anticorpos e permite a
variagcdo com o fim de se explorar o espaco de busca e se aproximar do Modelo Otimo Global
(Y. Q. SHI et al, 2010).

Na mutacdo também, diversas maneiras podem ser utilizadas para introduzir variabilidade
nos clones, dependendo é claro, da representacdo escolhida para as moléculas. Em uma
representacdo onde os atributos sdo bits, um ou mais atributos da molécula podem ser
escolhidos aleatoriamente para trocarem de valor. Em diversas representaces, como a
simbdlica e por numeros reais, a mutacdo pode ser realizada escolhendo duas posicdes de
atributos e trocando o valor delas entre si (ASTIAZARA, 2012).

O importante a ressaltar aqui € que as mutacdes sdo sempre realizadas probabilisticamente
com base em uma Taxa de Mutacdo, que em SIA é tipicamente variavel. A Taxa de Mutacédo
é sempre inversamente relacionada com a Afinidade do individuo (ASTIAZARA, 2012).
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4 APLICANDO SISTEMAS IMUNOLOGICOS ARTIFICIAIS PARA O AJUSTE E
PREVISAO DE SERIES TEMPORAIS

Neste capitulo sdo feitas algumas consideracGes necessarias para adaptar o Algoritmo de
Selecdo Clonal com a finalidade de Prever Valores Futuros de uma Série Temporal. As
observacdes deste capitulo sdo genéricas e podem ser aplicadas em qualquer implementacao
de SIA com fins de prever Séries Temporais.

4.1 Modelo

Um tipo muito simples de modelo seria uma fungdo do valor do instante atual de tempo da
série:
x = F(t) (4.1)

onde x; é o valor da série no instante de tempo ¢.
Os modelos podem ser ainda uma funcgédo dos ultimos q valores da série:

Xe = F(X¢—1, Xt—2, ) Xe—gq) (4.2)

O modelo poderia ainda incorporar valores de uma ou mais Séries Preditoras ou
Explanatorias. Por exemplo, um modelo para prever os valores de uma série x poderia ser do
tipo:

Xt = F(X¢1) oos Xty Ye—1s oo s Yemrir Zt—15 o+ Zt—n) (4.3)

onde y e z sdo Séries Temporais.

Em (Y. Q. SHI et al, 2010) e (LUO E SHI, 2011), os autores propdem um modelo em que
se utiliza um meétodo chamado de Reconstrucdo de Espaco de Fase (Phase Space
Reconstruction) para encontrar uma medida chamada Dimensao de Insercdo d (Embedding
Dimension) e um atraso de tempo 7 (Time Delay), de maneira que o0 modelo é uma funcédo dos
d valores anteriores da Série, com deslocamento t entre esses valores, ou seja:

Xt = F(Xt—q) Xtm27) s Xt—ar) (4.4)

A ideia por tras deste modelo é encontrar alguma estrutura ciclica da Série Temporal e
criar um modelo que se aproveita dessa informacdo. Um exemplo é uma Série Temporal que
mede valores mensalmente e que apresenta uma natureza ciclica em relacdo aos meses do ano.
Um modelo para medir esta série teria como atraso de tempo 7 = 12 e o0s valores de entrada
do modelo para prever o valor do proximo més Julho, por exemplo, seriam os valores dos
ualtimos d meses de Julho anteriores.
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4.2 Representacdes das Moléculas de Anticorpo e Antigeno

Em um SIA para Previsdo de Séries Temporais, os individuos da populacdo (Células ou
Anticorpos) representam modelos matematicos distintos que descrevem uma série. Muitas
maneiras poderiam ser utilizadas para representar este modelo, uma forma mais intuitiva seria
a representacdo em forma de arvore.

Desta forma, uma equagdo matematica qualquer pode ser vista como forma de uma arvore
em que o0s nodos seriam operacbes matematicas (adi¢do, subtracdo, seno, cosseno, raiz
quadrada, exponenciagdo) ou variaveis do modelo ou constantes. Os nodos folha dessa arvore
devem ser necessariamente variaveis ou constantes. A figura 4.1 mostra um exemplo de uma
equacao modelada em forma de arvore.

Figura 5.1 — Exemplo de uma representacdo de uma equacao em forma de Arvore.

(2) (4
05 (+) (b) Gen
(0 @ @

A arvore da figura 4.1 pode ser traduzida na equacéo:
(0.5 % (c +a)) — (b / sen(d)) (4.5)

O antigeno é o elemento contra qual queremos adaptar os individuos, entdo ele representa
a Série Temporal que queremos encontrar um modelo. O antigeno entdo é formado como uma
cadeia de valores Reais, em que cada valor corresponde a uma medida da Série.

4.3 Medidas de Afinidade

Na aplicacao de Previsdo de Séries Temporais, a afinidade entre o Anticorpo e o Antigeno
sempre serd uma medida de adequagdo do modelo em relacdo a série. Esta medida pode ser
feita de varias maneiras, como por exemplo utilizando o inverso da média da Distancia
Euclidiana entre os valores previstos pelo Modelo e pela Série Temporal que se deseja prever.
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Também é possivel aplicar outros tipos de Afinidade, como afinidade dos Anticorpos
entre si. Nesse caso, um exemplo de Medida de Afinidade seria o inverso da distancia de
Hamming entre os atributos dos Anticorpos.

4.4 Mecanismos de Selecéo

Para previsdo de séries temporais, todos 0s mecanismos de sele¢do da secdo 3.2.3 se
aplicam.

4.5 Mecanismos de Mutacéo

Para mutacdo, no caso da representacdo do modelo por arvore, pode-se utilizar varios tipos
de mutacéo, como por exemplo:

e Mudanca aleatdria em um nodo da arvore: escolhe-se um nodo aleatoriamente e
substitui o tipo do nodo por outro aleatoriamente.

e Troca de um nodo por outro: escolhem-se dois nodos aleatoriamente e trocam-se
0s tipos de nodo um pelo outro.

e Geracdo de sub-arvore aleatoria: escolhe-se um nodo aleatoriamente e substitui o
nodo por uma nova sub-arvore aleatdria.

e Troca de sub-arvore: escolhem-se dois nodos aleatoriamente e troca-se de posicao
as sub-arvores tomando estes nodos como as raizes das sub-arvores.

Um SIA pode usar uma ou combinar duas ou mais técnicas de mutacdo ao mesmo tempo.
A quantidade/intensidade dessas mutacgdes é probabilistica e depende de um valor chamado de
Taxa de Mutacdo. Essa Taxa, no Algoritmo de Selecdo Clonal, é variavel, por se inspirar no
mecanismo de Proliferacdo e Maturacdo das Células B (ver secdo 3.1.4).
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5 ESTUDO DE CASO

Neste capitulo é apresentada em detalhes uma solucéo de SIA utilizando o Algoritmo de
Selecdo Clonal para a Previsdo de Séries Temporais. Esta solucdo foi baseada nos artigos de
(Y. Q. SHI et al, 2010) e (LUO E SHI, 2011).

Estes artigos foram escolhidos por apresentarem um Método Baseado em Selecdo Clonal
para 0 Ajuste de Séries Caoticas, com o fim de Prever os Valores futuros desta Série. A
implementacdo que é descrita nesse capitulo toma emprestado destes artigos o formato da
representacdo do Anticorpo, bem como as medidas de Afinidade entre o Anticorpo e o
Antigeno e a medida de Afinidade entre os Anticorpos, bem como o mecanismo de Mutacdo
em duas estratégias (Local e Global).

Na primeira secdo do capitulo sdo apresentados detalhes da implementacdo utilizada, e na
segunda secdo sdo apresentados resultados obtidos, bem como detalhes da calibracdo do
algoritmo.

5.1 Detalhes da Implementacao
5.1.1 Normalizacao da Série

Antes de iniciar o processo, a Série Temporal € normalizada utilizando a seguinte
equacao:

-771: — _Xt=Xmin (51)

Xmax—Xmin

Dessa maneira, todos os valores da série sdo deslocados para o intervalo de 0 a 1. Essa
normalizacdo coloca todos os valores da série em um intervalo fixo, o que permite que as
constantes do modelo possam pertencer a esse mesmo intervalo.

5.1.2 Modelo

As solucbes do método sdo modelos da série em funcdo do tempo, do tipo y, = F(t),
onde y, representa o valor do modelo no tempo t, e a sua Unica variavel representa o indice de
tempo atual da Série Temporal.

5.1.3 Representacdo do Anticorpo

O anticorpo nesta implementacdo serd a representacdo de uma arvore, que por sua vez
representa um modelo matematico de uma funcdo, que € utilizado como modelo da série
temporal. A modelagem desse Anticorpo é dada como uma sequéncia de caracteres e
nameros, dividida em 3 regides: Hipervariavel ou H,., Framework ou F,. e Constantes ou C,.

O anticorpo é modelado entdo, da seguinte maneira:
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atc = {< H,,F,.,C, >|H, € {Oprs, Folhas}t|F,. € {Folhas}f|C, € Ni<} (5.2)

A regido H, é composta de operacGes matematicas e marcadores de variaveis e constantes.
O tamanho L, dessa regido determina qual sera a complexidade méaxima do modelo do
anticorpo determinando o niUmero maximo de opera¢cdes matematicas dentro do modelo.

O conjunto Oprs de operagbes é definido como Oprs = {+,—*,/,9,p,s,c} , onde
+,—,%,/ representam a operacdo de soma, subtracdo, multiplicacdo e divisdo,
respectivamente, q representa a operacédo de raiz quadrada, p a de exponenciacao, s a de seno
e c a de cosseno.

O conjunto Folhas é definido como Folhas = {v,?}, sendo que v é um marcador de uma
variavel, e ? € o marcador de uma constante.

A regido Framework é composta exclusivamente por marcadores para constante e
variavel. O tamanho desta regido é determinado pela equacéo:

Ne=(m—1)* Ny +1 (5.3)

Onde Ny € o nimero de nodos folha de uma arvore, m € o nimero maximo de filhos de
um nodo néo folha, e N, € 0 nimero de nodos ndo folha de uma arvore. A prova desta
equacdo pode ser encontrada em (Y. Q. SHI et al, 2010). Como o nimero maximo de nodos
ndo folha da arvore é determinado por L, e todas as opera¢cfes sdo unarias ou binarias, o
tamanho dessa regido € L, = Ly, + 1.

A regido de Constantes € composta por numeros de 0 an, — 1, onde n, € o tamanho do
Conjunto de Constantes. O Conjunto de Constantes consiste em todas as constantes utilizadas
nos modelos, e para os testes feitos neste trabalho, o conjunto de constantes utilizados foi
{0,0.1,0.2,0,3, ...,0.9,1}. Essas constantes foram escolhidas de dentro do intervalo [0,1] em
que os valores normalizados da Série se encontram.

A expressdo matematica que representa 0 modelo de previsdo da Série Temporal é criada
num formato de arvore, como exemplificado na figura 5.1.
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Figura 5.1 — Exemplo de uma éarvore contendo um modelo.

OO
09 (+) (V) (=
D0 (&

A arvore da figura 5.1 seria traduzida na equagdo (0.5 * (t + 0.2)) — (t/sen(t)).

Esta arvore de exemplo seria montada a partir do anticorpo da figura 5.2 e do conjunto de
constantes {0,0.1,0.2, ...,0.9,1}.

Figura 5.2 — Exemplo de um Anticorpo.

-¥9+v2/vs | vvdv... | 6132...

A arvore é montada utilizando uma fung&o recursiva. O trecho de pseudocodigo a seguir
demonstra o funcionamento:
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5.1.4 Medida de Afinidade

A Afinidade com o Antigeno é definida na equacao 5.4:

Af farg(atc,atg) = - . - (5.4)
1+JEZ;-"=1(pj(atc,j)—atgj)

Onde m € o tamanho da Seérie, atg; € o j-ésimo elemento do Antigeno (no modelo
utilizado, corresponde ao valor da série no tempo j), e p;(atc,j) € o valor predito pelo
modelo do anticorpo atc no tempo j. O valor da raiz quadrada corresponde a raiz quadrada do
erro médio ao quadrado entre os valores preditos e reais da série. Quanto menor for esse
valor, maior sera a afinidade do anticorpo com a série.

A afinidade entre Anticorpos serve para medir a similaridade entre dois anticorpos
membros da populacdo, e é definida pelas equagdes:
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S b omp ates(D.ated()

i= comb(ALCs(1),alCe(l

Af farc(ates, atcy) = == Ln+Lr+le (5.5)
. Y _ (0,se atcg (i) # atc, (i)

feom (ates (D), ater(D) = { 1, caso contrario (5.6)

Onde Ly, Lf L. sdo os tamanhos das regibes Hipervariaveis, de Framework, de
Constantes, respectivamente. A afinidade entre anticorpos é determinada pelo inverso da
distancia de Hamming entre os atributos do Anticorpo, normalizada para um valor real de 0 a
1.

5.1.5 Mecanismo de Selecéo para Proliferacao

Baseado na Teoria de Redes Imunologicas, os autores de (Y. Q. SHI et al, 2010) e (LUO E
SHI, 2011) propuseram um novo mecanismo de selecdo que sera adotado nesta
implementacao.

Como esse mecanismo utiliza ao mesmo tempo a Afinidade entre os Anticorpos e
Antigenos e Afinidade dos Anticorpos entre si, este mecanismo propicia ndo so a selecdo dos
anticorpos com alta afinidade com o Antigeno bem como também os Anticorpos de baixa
Afinidade com o fim de manter a diversidade da populagéo.

Utilizando as equacdes 5.4 e 5.5, calculamos um valor que corresponde a expectativa de
um Anticorpo ser selecionado baseado na sua afinidade com o Antigeno e sua similaridade
com os demais Anticorpos da populacéo.

Esta medida de similaridade de um Anticorpo com o0s demais é chamada de Valor de
Estimulo e é calculada através das equacdes 5.7 e 5.8.

Acsgyp(ates) = {atc|Af fueo(ateg, atc) = a,Vatc € Acs — atcg} (5.7)

|[Abssyp(atcs)|

Est(atc,) = es]

(5.8)

Onde Acs ¢ a populacdo de Anticorpos, atc indica um Anticorpo, € a € um valor limite de
similaridade definido como constante no algoritmo.

Utilizando a equacdo de Estimulo, os autores em (Y. Q. SHI et al, 2010) e (LUO E SHI,
2011) definem a Expectativa de Selecdo de um Anticorpo P,;(atc,) como sendo:

Af fatg(atcs,atg) —Est(atcy)
P, (atcy) = *e s 5.9
sel ( S) 2?;1 Affatg(atci'atg) ( )

Onde n é o numero de Anticorpos na populag&o.
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Sendo assim, o processo de Sele¢do Imunoldgica fica definido como sendo:

1. Utilizar a equagdo 5.4 para determinar a Afinidade com o Antigeno dos membros
da populagéo Acs;

2. calcular o Valor de Estimulo de cada membro atc, da populacdo Acs:

a. utilizar a equacdo 5.7 para obter o subconjunto Acsg,;, (atcs) da populacéo
Acs;

b. utilizar a equacdo 5.8 para calcular o Valor de Estimulo Est(atc,) do
anticorpo;

3. Utilizar a equacdo 5.9 para calcular a Expectativa de Sele¢do P,;(atc,) de todos
0s anticorpos da populacgéo Acs.

Usando agora os valores de Expectativa de Selecdo P.;, a 0 mecanismo de selecdo
utilizado nesta implementacéo € elitista. Os anticorpos da populacdo Acs sdo colocados em
ordem descendente de acordo com o seu valor de Expectativa de Selecéo, e os m Anticorpos
com maior P, formam o subconjunto de Anticorpos Acsg,; que serdo utilizados para a
operacéo de Proliferacdo Clonal.

5.1.6 Proliferacédo Clonal

O conjunto Acsg,; € ordenado de forma descendente de acordo com seu Valor de
Expectativa P,,;, e para cada membro atc; onde i é um indice indo de 1 a m, onde o
Anticorpo atc; é o de maior Expectativa de Selecdo e atc,, € o Anticorpo de menor
Expectativa de Selecdo, o0 nimero de clones é:

Neiones(atc;) = [(n—1i)/il (5.10)

Onde n € o tamanho da populacdo de Anticorpos. Nesta etapa, todos os clones sdo copias
idénticas de seus pais, e 0 conjunto de clones gerados nesse processo é chamado de AcS jones-

5.1.7 Mecanismo de Mutacao

De acordo com as caracteristicas da modelagem dos Anticorpos, os autores de (Y. Q. SHI
et al, 2010) apresenta duas Estratégias de Mutagao, a chamada “Mutac¢do Local” e a chamada
“Mutacao Global”.

A Mutacdo Local consiste da Operacdo de Mutacdo somente dos elementos da Regido
Hipervariavel dos Anticorpos de baixa Afinidade com o Antigeno, e permite uma busca mais
ampla no espaco de solugdes possiveis.

Para os elementos de maior Afinidade com o Antigeno, a Mutacdo Global atua nas
Regibes de Framework, Constantes e Variaveis, de modo a realizar pequenas mudangas no
modelo do Anticorpo de maneira a se aproximar de maneira suave em dire¢do a Solucdo
Otima global.
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Para determinar se a Mutacdo de um clone serd do tipo Local ou Global, é comparado a
Afinidade com o Antigeno do clone com a média das Afinidades do subconjunto Acsg,;.

_ Z?:ll Af fatg(atcy)
- m

B (5.11)

Onde m é o tamanho do subconjunto Acsg,;, € atc; sao membros deste subconjunto. Se a
Afinidade do clone é menor ou igual a 8, o clone sofre o processo de Mutacdo Local, caso
contrério, o clone sofre o Processo de Mutagdo Global.

Tanto para a Mutacdo Local como a Global, o processo de mutacdo é o mesmo, 0 que
muda sdo os elementos que sofrerdo o processo de Mutacdo. Cada elemento (caractere da
Regido que sofre a mutacdo) € mutado com probabilidade B, que é definida para cada
Anticorpo com base na sua Afinidade com o Antigeno:

—2+xAffatg(atc)

P (atc) =° (5.12)

3

Se um elemento do Anticorpo é mutado, ele é substituido por outro elemento de maneira
aleatoria, de acordo com a Regido do Elemento. Se o elemento pertence a Regido
Hipervariavel, ele é substituido por outro elemento escolhido aleatoriamente do conjunto
Orps U Folhas, se é da Regido de Framework, do conjunto Folhas, se da Regido de
Constantes, do conjunto {0, ..., Noons — 1} onde N,,s € 0 tamanho do Conjunto de
Constantes.

Figura 5.3 - P, (atc) para diferentes niveis de Afinidade.
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5.1.8 Selecéo dos Sobreviventes

A nova populacao que ir4 constituir a proxima geracao € construida da seguinte maneira:

1. O melhor anticorpo em termos de Afinidade com o Antigeno € selecionado para a
nova populacao;

2. Os demais n — 1 elementos da nova populacdo (sendo n o tamanho da populacéo)
sdo selecionados dentre os membros de Acs € AcS.ones através do método da
roleta baseado na Afinidade com o Antigeno.

O Método da Roleta é utilizado para dar mais diversidade & nova populagéo.

5.1.9 Resumo da Implementagéo

Assim, o processo todo de Evolucdo Imunoldgica através do Algoritmo de Selecdo Clonal
para Previsdo de Séries Temporais fica definido como:

1. Obter e Normalizar uma Série Temporal;
2. gerar uma populacdo Acs aleatoria de Anticorpos inicial;
3. até que o critério de parada ocorra:

a. determinar a Afinidade com o Antigeno dos Anticorpos da populacdo Acs
utilizando a equacéo 5.4;

b. determinar a Afinidade entre os Anticorpos e o Valor de Estimulo
utilizando as equacdes 5.5 e 5.8;

c. calcular a Expectativa de Selecdo para os Anticorpos da Populacdo Acs
utilizando a equacéo 5.9;

d. selecionar m Anticorpos da populacdo para formar o conjunto Acsg,.; de
acordo com o processo descrito na se¢do 5.1.5;

e. realizar o processo de Proliferacdo Clonal sobre Acs,,; para gerar o
conjunto de Clones Acs ;ones COMforme descrito na secdo 5.1.6;

f. realizar a mutacdo sobre a populacdo de Clones AcS;jones COMforme
descrito na se¢do 5.1.7;

g. Formar a nova populacdo Acs conforme o processo descrito na se¢do 5.1.8;

4. selecionar o melhor Anticorpo da ultima populacdo Populacdo gerada para criar o
Modelo de Previsdo da Série.

O Critério de Parada utilizado é um namero fixo de geragdes. O algoritmo para depois de
processar este nimero de geracbes. Como o melhor individuo de uma geracdo sempre passa
para a geracao posterior, é seguro afirmar que o melhor individuo da Gltima geracdo tem o
melhor modelo gerado no processo todo.
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5.1.10 Linguagens de Programacéo e Ferramentas

Este método foi implementado na Linguagem C utilizando o Microsoft Visual Studio
Express 2010, e os graficos foram gerados utilizando o MATLAB R2013a.

5.2 Experimentos

Para a realizacdo dos experimentos, as Séries de Random Walk With Drift e IBOVESPA
foram selecionadas para testar a implementacgéo.

5.2.1 Ruido Branco e Random Walk

O Ruido Branco € um exemplo simples de série temporal gerada que consiste em uma
colecdo de variaveis aleatdrias ndo correlacionadas, com meédia O e variancia finita. Esta série
temporal é muito utilizada como modelo de ruido para aplica¢cdes de engenharia. O Ruido
Branco pode também ser gerado utilizando variaveis aleatorias distribuidas de forma normal.
Nesse caso, a série gerada é chamada de Ruido Branco Gaussiano (SHUMWAY E
STOFFER, 2010).

Nas figuras 5.4 e 5.5 encontram-se exemplos de Séries de Ruido Branco e Ruido Branco
Gaussiano, respectivamente.

Figura 5.4 — Exemplo de Série de Ruido Branco.
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Figura 5.5 — Exemplo de Série de Ruido Branco Gaussiano.
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Outro exemplo de série gerada que pode ser muito Util para testar a eficacia de algoritmos
de previsdo de séries temporais é chamado de Random Walk with Drift, e € gerada usando o
Ruido Branco. Cada valor x, da série no tempo t é gerado com base na equacéo:

xt = 6 + xt_l + WC (5.13)

onde w, € uma Série de Ruido Branco. A constante § na equacéo é o valor chamado de drift, e
no caso em que § = 0 a serie é chamada simplesmente de Random Walk (SHUMWAY E
STOFFER, 2010).
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Figura 5.6 — Exemplo de Random Walk (vermelho) e Random Walk with Drift (azul).
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A série de Random Walk with Drift utilizada para testar a eficacia do algoritmo foi gerada
utilizando Ruido Branco com variancia igual a 1, drift 6 = 0.2, valor inicial x; = 0 e com
500 medicdes. Na figura 5.7 pode-se ver um grafico da Série original. Na figura 5.8 encontra-
se um grafico da Série normalizada de acordo com o procedimento da secdo 5.1.1.
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Figura 5.7 — Série Random Walk with Drift utilizada no experimento.
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Figura 5.8 — Série Random Walk with Drift normalizada.
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Para o experimento inicial, foram feitas 5 execu¢des do método, com os seguintes
parametros:

Numero de Geragoes: 500.

Tamanho da Populagdo de Anticorpos: 80.
Numero de Anticorpos selecionados m: 40.
Limite a de similaridade entre os anticorpos: 0.9.
Tamanho da Regido Hipervariavel: 25.

Tamanho da Regido de Constantes: 9.

Da Série Original, 80% dos valores (400 medicdes) foram utilizados para criar o0 modelo,

as outras

medicdes foram separadas para medir a qualidade dos modelos encontrados. Essas

altimas 100 medicGes ndo foram consideradas pelo algoritmo.
O grafico da melhor afinidade do melhor anticorpo por geracdo demonstra a evolucdo da

afinidade
Geracao.

Melhor Afinidade

Melhor Afinidade

da populacdo. Na figura 5.9 pode ser visto o grafico de Melhor Afinidade por

Figura 5.9 — Melhor Afinidade por Geracao nas 5 execucdes iniciais.
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Pode-se verificar que, com excecdo da segunda execucdo, houve uma melhora da melhor
afinidade da populacdo ao longo das 500 geracdes. Devido ao processo ser em grande parte
probabilistico, pode acontecer um caso como na Execucdo 2, em que as mudancgas aleatorias
através do processo de mutacdo ndo conseguiram encontrar um anticorpo com melhor
afinidade.

Utilizando a equacédo de Raiz do Erro Quadrado Médio, definida no Capitulo 5, determina-
se a qualidade das solucdes de cada execucdo, e pode-se fazer uma comparacdo em relacao a
afinidade da solugéo:

Tabela 5.1 — Erro Quadratico Médio e Afinidade por Execucéo.

Raiz do Erro Quadratico Médio Afinidade
Execucéo 1 0,2581 0,920985
Execucéo 2 0,4993 0,817068
Execucédo 3 0,0870 0,975881
Execucdo 4 0,1137 0,960284
Execucédo 5 0,1705 0,950344

Pode-se verificar que existe uma relacéo inversa entre a Raiz do Erro Quadratico Médio e
a Afinidade da solucdo encontrada. Porém, essa relacdo nem sempre ocorre, pois € possivel
que um modelo se adapte melhor aos valores passados da série, porém preveja os valores
futuros com mais erro do que outro que tem uma afinidade menor com os elementos passados
da Série.

Utilizando a equacdo com menor erro (a solugdo da Execucédo 3) e fazendo o plot da série,
podemos ver gque a solugdo encontrada é bem proxima da série:

Figura 5.10 — Grafico da Série Original (azul) e do modelo da Execuc¢édo 3 (vermelho).
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5.2.2 Mercado de Ac¢Oes

Um dos exemplos mais comuns utilizados no estudo de Séries Temporais sdo valores
obtidos do Mercado de Agoes.

Os indices de retorno, ou Stock Market Returns, sdo medidos diariamente em diversas
bolsas ao redor do mundo, e sdo indicativos dos valores que os investidores retiram do
mercado de ac¢Bes. Esses valores podem corresponder ao lucro através da compra e venda de
acOes ou através do pagamento de dividendos. (ECONOMY WATCH, 2013).

O indice Ibovespa é um indice de retorno total, tem como objetivo ser o indicador do
desempenho médio das cotacgdes dos ativos de maior negociabilidade e representatividade do
mercado de acdes brasileiro. (BM&FBOVESPA, 2014).

A série utilizada por este experimento (Fonte: BM&FBOVESPA, 2014) sdo os valores de
fechamento diérios do indice Bovespa no periodo de Janeiro de 1993 a Dezembro de 1995.
Este indice sO € cotado em dias Uteis, e neste intervalo houve 736 medigcdes. Destas, as 588
iniciais serdo usadas pelo algoritmo, e as restantes serdo utilizadas para testar a qualidade das
solucdes.

Na figura 5.11 encontra-se um gréafico da Série e na figura 5.12 encontra-se um grafico na
Série normalizada de acordo com a se¢éo 5.1.1.

Figura 5.11 — Série IBovespa de Janeiro de 1993 a Dezembro de 1995.
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Figura 5.12 — Série IBovespa Normalizada.
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Para este experimento, foram feitas 5 execucdes do método, com os seguintes parametros:
e NuUmero de Geragoes: 500.
e Tamanho da Populacdo de Anticorpos: 80.
e Numero de Anticorpos selecionados m: 40.
e Limite a de similaridade entre os anticorpos: 0.9.
e Tamanho da Regido Hipervariavel: 25.
e Tamanho da Regido de Constantes: 9.

Na figura 5.13, pode-se ver os graficos das evolucdes das afinidades ao longo das
geracOes nas 5 execucdes da implementacéo.

Na tabela 5.2 apresenta-se a qualidade das soluc6es de cada execucdo utilizando a equacéo
da Raiz do Erro Quadratico Médio comparando as Gltimas 148 medicdes da Série e valores
previstos pelos modelos, e comparando com a Afinidade de cada solugéo.

Tabela 5.2 — Erro Quadratico Médio e Afinidade por Execucao.

Raiz do Erro Quadréatico Médio Afinidade
Execucéo 1 0,0800 0,881033
Execucgéo 2 0,2770 0,911769
Execucgéo 3 0,3110 0,799312
Execucéo 4 0,1946 0,869913
Execucgédo 5 0,4141 0,823247
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Neste experimento, ocorre uma situacdo diferente. Nesse caso, a execug¢do 1 produziu um
modelo que prevé melhor os valores futuros da série, porém o modelo apresenta afinidade
mais baixa com as medicGes anteriores da série. Nas figuras 5.14 e 5.15 encontram-se
graficos dos modelos das execu¢Bes 1 (com menor erro) e 2 (com maior afinidade) (em
vermelho) e da Série original normalizada (em azul).

Figura 5.13 — Evolucédo da Afinidade do Melhor Anticorpo da Populagéo.
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Figura 5.14 — Série Original Normalizada (azul) e Modelo da Execugdo 1 (vermelho).

Valor Modelo da Execugédo 1

Figura 5.15 — Série Original Normalizada (azul) e Modelo de Execucdo 2 (vermelho).
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5.2.2.1 Impacto dos Parametros na Implementagdo

E possivel verificar nas figuras 5.9 e 5.13 que a afinidade do melhor Anticorpo da
populagdo nunca piora, sempre fica 0 mesmo ou aumenta. Entdo se pode esperar que
aumentando o nimero de geracdes sempre resulte em um Anticorpo com mesma afinidade ou
melhor.

Aumentando o tamanho da populacdo de Anticorpos também se pode esperar que
melhorasse a afinidade do resultado, dado o mesmo nimero de geragfes, por permitir maior
variabilidade na populacéo e com isso possa chegar a uma solucdo melhor mais rapidamente.

J& 0 nimero de anticorpos selecionados m gera alguma duvida. A figura 5.16 mostra os
graficos da evolugdo da Afinidade do melhor membro da populacdo variando os valores de m.

Com um nimero m menor levaria a uma pressdo evolucionaria maior, enquanto que um
valor m maior aumentaria a variabilidade dos anticorpos selecionados. Os resultados da figura
6.16 levam a crer que um valor de m = 30 é um valor melhor, porém seriam necessarios mais
testes para ter uma precisé@o melhor.

O limite a de similaridade é outro valor que ndo ¢ tao facil de determinar téo facilmente.
Um valor de a muito alto faria com que mais Anticorpos muito similares fossem selecionados
para Proliferacdo, enquanto que com um valor muito baixo, bons Anticorpos ndo seriam
selecionados porque séo parecidos demais com outros. A figura 5.17 mostra alguns graficos a
evolucdo da Afinidade do melhor membro da populacdo ao longo de 500 geracfes com
diferentes valores de a.

Os tamanhos Lh, Lf e Lc também afetam na qualidade do resultado. Com os tamanhos
maiores, 0 espa¢co de busca aumenta, mas também aumenta a quantidade de modelos
representaveis. Isso pode fazer com a melhor Afinidade da populagdo demore mais a
convergir, porém, o resultado que saira deve ser de melhor qualidade.
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Figura 5.16 — Testando diferentes valores de m.
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Figura 5.17 — Testando Diferentes Valores de a.
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7 CONCLUSOES

Neste trabalho vimos alguns exemplos de métodos de Previsdo de Séries Temporais e uma
introducdo aos conceitos de SIA e Algoritmo de Selecdo Clonal, e maneiras de como
implementar estes conceitos com o objetivo de Prever Séries Temporais.

O Algoritmo de Selegdo Clonal se assemelha muito a outras técnicas de Computacéao
Evolutiva, como Algoritmos Genéticos e Programacdo Genética, e muitos dos conceitos a
respeito da adaptacdo do Algoritmo de Selecdo Clonal para Prever Séries Temporais
poderiam ser facilmente aplicados a um algoritmo baseado em Programacdo Genética, apenas
trocando alguns conceitos como:

e Afinidade: a medida de afinidade passaria a ser o Fitness.

e Mutacdo: a mutacdo passaria a ter uma Taxa constante e ter um papel secundario
na criacao de diversidade da populagéo.

e Reproducdo: deixaria de ser por clonagem e passaria a ser Sexuada, encontrando
algum operador de Cross-Over para a recombinacdo dos pais.

Os resultados obtidos nesse trabalho levam a crer Algoritmo de Selecdo Clonal é fraco em
relacdo a Programacgdo Genetica. Um fator que possa ser relevante a isso € o tipo de
reproducdo, que € assexuada. A propria solucdo de Reproducdo Sexuada surgiu e vingou na
natureza por trazer vantagens evolutivas. Na reproducdo Sexuada, partes dos pais se
recombinam, o que cria a possibilidade de criar um herdeiro que possua somente as melhores
partes dos pais. Essa probabilidade pode ser baixa, mas com repeticdo suficiente, a
probabilidade desses eventos ocorrerem € alta demais para ser desprezada.

Um algoritmo de Programacéo Genética, utilizando a mesma representacdo em formato de
arvore, traria muitas vantagens para um Sistema de Previsdo de Seéries Temporais se
permitisse o Cross-Over entre 0s genes dos pais de maneira que sub-arvores de ambos 0s pais
pudessem se recombinar de alguma maneira. A meu ver isto aceleraria o processo de evolucéo
de uma solucéo.

Uma proposta muito interessante para um trabalho futuro seria implementar dois sistemas
para Previsdo de Séries Temporais, um de SIA e outro de Programacdo Genética, e comparar
a velocidade que estes levam para chegar a uma solugédo de qualidade semelhante.

De qualquer jeito, as abordagens de Computacdo Evolutiva para Previsdo de Séries
Temporais parecem ser promissoras. Hoje em dia a tendéncia € a paralelizacdo e difusdo do
processamento, e os algoritmos de Computacdo Evolutiva sdo facilmente paralelizaveis. As
tarefas de busca probabilistica que demorariam muito tempo para serem executadas podem
ser paralelizadas de modo a aproveitar melhor os processadores de multiplos nucleos hoje
existentes no mercado.
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