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RESUMO

Este trabalho consiste na implementagdo de um método de fatoragdo de grandes matrizes de
forma paralela utilizando o gradiente descendente estocastico e o adaptando ao modelo de
programagdo MapReduce. Apresentando inicialmente ao leitor conceitos basicos de
processamento de linguagem natural (PLN), da area de BigData e dos conceitos de
MapReduce, este trabalho tem como objetivo aplicar técnicas atualmente utilizadas na
geracdo de representacdes distribuidas de palavras ao framework Apache Flink, a fim de
beneficiar o método com as vantagens cada vez mais presentes e acessiveis da programagao
distribuida e paralela. Este processo exige a manipulacdo de matrizes muito grandes e
esparsas o0 que traz um grande tempo de processamento e de uso de recursos das maquinas
utilizadas. A aplicacdo implementa todo o pré-processamento do arquivo de entrada até a
etapa da aplica¢do do gradiente descendente estocéstico, que realiza a fatoragdo da matriz em
vetores de palavras e contextos, no modelo MapReduce. Com base na observagdo dos
resultados mostramos que a implementagdo consegue ter um ganho de performance quando
executada paralelamente, nas etapas do pré-processamento e na etapa final do modelo, que

gera os vetores desejados.

Palavras-chave: Programacgdo Distribuida e Paralela. Processamento de texto. Fatoracdo de

Matrizes. Processamento de Linguagem Natural. BigData. Apache Flink. MapReduce.
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ABSTRACT

This work consists in the implementation of a method of factoring large matrices in parallel
using the stochastic descendent gradient and adapting it to the MapReduce programming
model. Introducing initially the basic concepts of natural language processing (NLP), the area
of BigData and the concepts of MapReduce, this work aims to apply techniques currently
used in the generation of distributed representations of words to the Apache Flink framework
in order to benefit the method with the increasingly present and accessible advantages of
distributed and parallel programming. This process requires the manipulation of very large
and sparse matrices which brings a great deal of time to processing and resource use of the
machines used. The application implements all the pre-processing of the input file until the
step of applying the stochastic descendent gradient, which performs the factorization of the
matrix into vectors of words and contexts, in the model MapReduce. Based on the observation
of the results we show that the implementation achieves a performance gain when executed in
parallel, in the pre-processing stages and in the final stage of the model, which generates the

desired vectors.

Keywords: Distributed and Parallel Programming. Text processing. Factoring of Matrices.

Natural Language Processing. Big data. Apache Flink. MapReduce.
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1 INTRODUCAO

Com o avango cada vez maior da computacdo estamos produzindo uma quantidade
muito grande de novos dados todos os dias. Companhias coletam trilhdes de bytes de
informagdes sobre seus consumidores, fornecedores e sobre suas operacgdes, além dos varios
novos sensores que estdo sendo anexados no mundo fisico em aparelhos como celulares e
carros (MANYIKA, 2011). Toda esta transicdo do analdgico para o digital traz consigo
desafios enormes, estima-se que por dia a populagdo mundial produza 2,5 quintilhdes de
bytes. Transformar toda esta informagdo em algo 1til ¢ um desafio que cada vez mais se
mostra evidente. Do total de dados existentes no mundo hoje, 90% foi gerado nos ultimos dois
anos (IBM, 2017) e este crescimento nao mostra sinais que ird parar ou até mesmo
desacelerar.

Processar essa quantidade de dados tdo grande ¢ um problema que deve ser enfrentado
e o processamento distribuido e paralelo parece ser o caminho para contornar os limites da
nossa tecnologia atual. Técnicas de Big Data tem sido cada vez mais empregadas, em diversas
areas, para conseguirmos analisar e processar estes dados de forma que eles possam se tornar
utilizdveis. Uma destas técnicas mais aceitas hoje ¢ o MapReduce, que se propoe a diminuir a
complexidade de paralelizar e distribuir tarefas enquanto foca em desempenho e tolerancia a
falhas (LEE, 2011). Existem diversos frameworks que aplicam o modelo de MapReduce,
com destaque para o Apache Hadoop', que fornece um sistema de arquivos distribuido e
funcdes de andlise e transformagdes de grandes arquivos de dados, de forma confidvel e
escalavel (SHVACHKO et al., 2010). Outros framework, mais recentes, como Apache Storm?
, Apache Spark®* e Apache Flink procuram melhorar o modelo de MapReduce, trazendo
novas funcionalidades e modos de execuc¢ao, para ser possivel tratar inclusive grandes fluxos
de dados criados em tempo de execugao.

A drea de Processamento de Linguagens Naturais (PLN) ¢ uma das mais impactadas
por essas mudancas da nossa tecnologia. Ela estuda meios de se interpretar e estruturar dados
de linguagens naturais de forma que um computador possa nos entender (CHOWDHURY,

2003). Grande parte dos dados criados hoje sdo de textos ndo estruturados gerados na internet.

'Apache Hadoop, http://hadoop.apache.org/. Acessado 2 Jun. 2018.
?Apache Storm, http://storm.apache.org/. Acessado 2 Jun. 2018.
3 Apache Spark, https:/spark.apache.org/. Acessado 2 Jun. 2018.
*Apache Flink, https://flink.apache.org/. Acessado 2 Jun. 2018.
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Interpretar e achar meios de utilizar essas informagdes ¢ algo que muitas empresas € governos
estdo pesquisando. Neste trabalho é apresentado um método de paralelizar e distribuir a
geracdo de uma matriz de representagdo distribuida de palavras. Para isso a matriz, de
informagdo mutua pontual positiva (Positive Pointwise Mutual Information - PMI), ¢ fatorada
via gradiente descendente estocastico (Stochastic Gradient Descendent - SGD) implementado
no modelo de programagdo MapReduce. Apesar de o SGD ser um método que depende das
informagdes dos passos anteriores, serd implementado um modo de conseguir separar o
problema em partes menores, que possam ser distribuidas por varias maquinas, para a

computagdo poder ser realizada.

1.1 Motivacao

Arquivos a serem processados estdo cada vez maiores e com mais informagdes. Tratar
estes dados, em muitas tarefas, comeca a ser algo demorado e em muitos casos algo
impossivel utilizando apenas uma maquina. Nas tarefas que utilizam representagdes
distribuidas de palavras, temos que gerar € manter grandes matrizes em memaria para acessos
rapidos. Estas matrizes tém como caracteristica serem muito grandes e esparsas, tornando
muito custoso sua criagdo e manutencao.

Utilizar técnicas de programacdo paralela e distribuida, para tentar acelerar estes
problemas muito custosos, ¢ um caminho que varias areas estdo tomando. Este trabalho tem
como motivagdo adaptar um modelo ja utilizado, de fatorar essas grandes matrizes, aos

conceitos e frameworks de BigData.

1.2 Objetivo

O principal objetivo deste trabalho ¢ a implementacdo de uma técnica de geracdo de
representacoes distribuidas de palavras, fatorando a matriz de informag¢do mutua pontual
positiva (PPMI) utilizando o gradiente descendente estocastico, implementado no modelo de
programac¢ao MapReduce. A finalidade desta implementagdo ¢ a de se explorar as vantagens
que o modelo MapReduce tem a oferecer de se distribuir tarefas para serem processadas
paralelamente a fim de acelerar o processo de fatoracdo da matriz utilizando o gradiente

descendente estocastico.
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O trabalho visa avaliar se esta implementacdo ¢ viavel e se os resultados obtidos
mostram uma melhora tanto em termos de escalabilidade da distribuicdo das tarefas como em
termos de resultados qualitativos, comparando os resultados obtidos com o de outra solugdo

da mesma area.

1.3 Organizacao do trabalho

Este texto foi organizado da seguinte forma: no segundo capitulo, sdo apresentados os
conceitos utilizados no decorrer do trabalho e que sdo necessarios para sua compreensao. No
terceiro capitulo ¢ apresentado o modelo proposto para o problema a ser resolvido. No quarto
capitulo o prototipo ¢ definido e suas caracteristicas sdo detalhadas. No quinto capitulo sdo
apresentados a metodologia utilizada, os resultados obtidos e a andlise dos experimentos
realizados. Por fim, no tltimo capitulo, as conclusdes do trabalho sdo apresentadas para, em

seguida, sugerir trabalhos futuros que poderdo dar continuidade a pesquisa aqui realizada.
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2 CONCEITOS

Neste capitulo, serdo introduzidos os conceitos que fundamentaram este trabalho. Eles
servem para entender como tudo foi pensado e desenvolvido para se chegar ao resultado final.
Na secdo 2.1 ¢ apresentada a area de BigData, os conceitos de MapReduce e o framework
Apache Flink. Na se¢do 2.2 s@o descritos os conceitos de Processamento de Linguagem

Natural e explorado mais a fundo a parte de vetores, palavras e matrizes de informagoes.

2.1 Big Data

Nas ultimas décadas transformamos o modo como vivemos, estudamos e trabalhamos.
Cada vez mais produzimos e consumimos dados no nosso cotidiano. O IDC’s' estima que em
2025 iremos gerar 163 Zetabytes (aproximadamente um trilhdo de gigabytes) por ano, dez
vezes mais que no ano de 2016. Essa nova demanda, que cresce cada vez mais, trouxe os
desafios de como vamos armazenar, analisar e utilizar essas informagdes de maneira rapida e
em muitas vezes em tempo real.

Este novo paradigma da computagdo esta sendo chamado de BigData e podemos
explica-lo mais claramente por um modelo frequentemente referenciado como multiplos V’s
(ASSUN¢aO et al., 2015), pois suas principais caracteristicas e desafios comegam pela letra
V. Volume trata do tamanho dos dados que temos que processar. Com arquivos muito
grandes, devemos pensar em formas de particionar, distribuir e reagrupar estes
dados.Velocidade trata da rapidez em que os dados sdo criados e do tempo que levamos para
trabalha-los. Um dos campos importantes de BigData é o processamento em tempo real dos
dados produzidos, analisando e transformando eles assim que sdo gerados. Variedade foca em
tratar de forma facil e eficiente os mais variados tipos de estruturas de dados, tentando
oferecer solucdes que ndo se restrinjam aos formatos estruturados. Veracidade aborda o
problema da confiabilidade dos arquivos que desejamos consumir. Trabalhar com grandes
conjuntos de dados, por vezes sem uma estrutura clara, traz muitas vezes dlvidas sobre a
precisdo e a consisténcia do que processamos. Em muitos casos os dados devem ser
analisados e tratados antes de poderem ser utilizados. Valor refere-se a importancia daquilo
que conseguimos produzir transformando os dados usando BigData. Pensando de forma mais

comercial, ¢ o valor que uma empresa consegue obter com os resultados do seu
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processamento dos dados. Apesar de alguns autores escolherem alguns V’s diferentes para
caracterizar BigData, variedade, velocidade e volume sdo tradicionalmente mencionados.

A 4area cresceu muito nos ultimos anos e parece uma das possibilidades de como
podemos acelerar nossos processamentos, utilizando nossa tecnologia atual. Se ndo podemos
tratar de dados mais rapidamente, temos que dividir o trabalho entre varias maquinas e tratar
dele paralelamente. Apesar de parecer uma saida simples para o problema, isso traz consigo
varios novos desafios na programag¢do destas aplicagdes, como concorréncia, dependéncia de

dados, sincronizagao e tolerancia a falhas.

2.1.1 Map Reduce

MapReduce ¢ um modelo de programagao paralela desenvolvido pela Google que visa
abstrair a complexidade de processamentos distribuidos de grandes volumes de dados.
Baseado nas primitivas de Map e Reduce das linguagens funcionais, o modelo cuida de toda a
parte do gerenciamento da distribuicdo da computacdo dos dados de entrada em vérias
maquinas (DEAN; GHEMAWAT,2008). Ao programador cabe o trabalho de desenvolver as

fungdes de mapeamento e redugdo do problema.

Figura 2.1: Fluxo de Execu¢do MapReduce
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Fonte: Anjos et al., (2016, p.3)
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Na figura 1.1 podemos ver mais detalhadamente o fluxo de execucao de uma aplicagdo
no modelo de MapReduce (ANJOS et al., 2016). A aplicacdo replica seu codigo por todas as
maquinas do ambiente que estd rodando e uma das instancias, chamada de master, ¢ a
responsavel pelo gerenciamento de todo o fluxo de execugdo. O master fica responsavel por
além de distribuir o trabalho entre os workers, monitorar o progresso de cada um e agir em
casos de falhas ou atrasos. As outras instancias, chamadas de workers, recebem tarefas para
executar do master. Os dados de entrada sdo divididos em pedagos menores, usualmente
chamados de chunks, serializados e distribuidos pelos workers. Neste ponto os workers
executam a funcdo de mapeamento dos dados de entrada, emitindo pares de chave e valor
como resultado intermediario da aplicagdo, estes pares ficam armazenados temporariamente
na memoria do proprio worker. Periodicamente estes pares sao salvos em disco, particionados
por uma fungdo e sua localizagdo ¢ informada ao master, que por sua vez informa aos workers
a localizacao dos dados utilizados nas func¢des de reducao. O modelo de execugdo cria uma
barreira para evitar que tarefas de redugdo comecem antes de todas as tarefas de mapeamento
acabarem. Os workers entdo realizam procedimentos remotos para ler estes dados e quando
todos os dados sdo lidos, eles sao ordenados pelas suas chaves de forma que todas as
ocorréncias de uma mesma chave fiquem juntas. O trabalho de redugdo entdo ¢ executado e
um novo par de chave e valor ¢ gerado, e seus resultados salvos em um sistema de arquivos
distribuido. Apds todo o fluxo de execugao do modelo de MapReduce ¢ retornado um arquivo
para cada worker que realizou uma tarefa de redugdo (DEAN et al., 2004).

Como o modelo de MapReduce foi criado para gerir o processamento de grandes
quantidades de dados distribuidos em milhares de maquinas, sdo empregadas algumas
técnicas de tolerancia a falhas. O master envia periodicamente aos workers mensagens de
ping, se ele ndo receber uma resposta em um tempo determinado, este trabalhador ¢ marcado
e todas as tarefas designadas a ele sdo marcadas para uma nova distribui¢ao. Este mecanismo
funciona tanto para tarefas de mapeamento como de redugdo. J& o master possui um
mecanismo de salvamento periddico do estado do fluxo de execucdo, se o processo do master

morrer ele é reiniciado do Gltimo salvamento.
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2.1.2 Apache Flink

Apache Flink ¢ um framework de BigData para processamentos stream € batch de
codigo aberto. Desenvolvido pela Apache Software Fundation, o seu modelo de programagao
de fluxo de dados prové processamento tanto para fluxos de dados finitos como para fluxos
potencialmente infinitos. Sua arquitetura de software pode ser vista na figura 2.2. No modo de
processamento de fluxo, em geral os dados de entrada tendem a ser gerados de uma forma
continua e em tempo real, em geral avaliados por meio de janelas do fluxo de dados. Ja o
modo de processamento em lotes pode ser pensado como um caso limitado do processamento
de fluxo em que a janela de execu¢do dos dados abrange o tamanho total do arquivo de

entrada e o fluxo de execugdo nao depende da geracao de dados em tempo de execucao.

Figura 2.2: Representagdo Bottom-up Apache Flink
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Fonte: (FLINK, 2018).

O framework conta com APIs escritas em linguagens como Java, Scala e Phython que
auxiliam sua aplicagdo para os mais diversos problemas. As duas principais APIs do

framework s3o as API de DataStream que implementa transformagdes em fluxos de dados e a
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API de DataSet que implementa transformag¢des em lotes de dados. Outras bibliotecas de
funcdes para propoésitos especificos também estdo presentes no framework como a de
expressoes em SQL para tabelas relacionais (7able), a de Aprendizado de Maquina (FlinkML)
e a de processamento de grafos (Gelly). O nucleo de execugao do framework ¢ um mecanismo
de fluxo de dados de streaming distribuido, o que significa que os dados s3o processados um
evento por vez e ndo como uma série de lotes, isso permite que o framework utilize muitos
recursos de resiliéncia e desempenho. Flink pode ser executado em modo local rodando em

uma maquina virtual Java ou ainda em clusters distribuidos e clouds (CARBONE, 2015).

2.1.2.1 Caracteristicas

As caracteristicas descritas abaixo sao as que permitem que o framework Flink retorne
resultados precisos para o processamento de grandes fluxos de dados. Flink foi pensado para
rodar em clusters e realizar computacdo em qualquer escala.

Flink garante que os resultados serdo gerados com o processamento de todas as partes
do arquivo de entrada exatamente uma vez. Isso € feito por mecanismos que salvam pontos de
recuperagdo da aplicagdo para casos de falhas na execucdo. Quando necessario estes pontos
sdo recarregados e utilizados para continuar a computagdo em algum caso de erro. Flink
também suporta janelas de utilizacdo dos dados, ordenadas por eventos de tempo, ou seja, ele
garante que eventos que chegam fora de ordem, mas que precisem ser processados com outros
eventos na mesma janela de tempo, sejam agrupados conjuntamente. Isso ¢ de extrema
importancia em problemas em que a ordem que os eventos ocorrem influéncia nos resultados
obtidos. A flexibilidade da customizagdo das janelas de utilizacdo dos dados ndo se restringe
apenas ao tempo dos eventos, mas também a contagens, sessoes e janelas influenciadas pelo
fluxo dos dados, o que permite que aplicagdes fiquem mais proximas dos problemas reais que
queremos resolver.

Para o framework executar aplicagdes no modo de lotes de arquivos, ele trata isso
como uma execu¢do especial do modo de fluxo de dados. O Dataset do arquivo de lote ¢
tratado internamente como um DataSet de stream, e os conceitos aplicados a execug¢dao em
stream também s3o aplicados a este caso especifico. O esquema de tolerancia a falhas

presente no Flink ¢ considerado de baixo custo para a execucdo, permitindo que o framework
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consiga manter uma alta vazdo de dados de saida e garantindo a consisténcia dos resultados
gerados. Ele consegue se recuperar de falhas sem nenhuma perda de dados.

No framework Flink a figura do master ¢ chamada pelo nome de JobManager. Ela ¢é
encarregada de toda a parte de geréncia do processamento dos dados, salvando de pontos de
recuperagdo e encaminhando trabalho para os workers, chamados de TaskManagers. Aos
TaskManagers ficam as tarefas de executar as fun¢des de mapeamento e redugdo, além de

informar ao JobManager seu estado de execucdo periodicamente.

2.1.2.2 Fluxos de dados e Programas

Basicamente programas em Flink sdo constituidos por blocos de transformagdes e
streams, onde streams se referem a um fluxo de dados (que potencialmente nunca termina) e
transformagdes as operacdes que processam estes dados. Cada um destes fluxos de dados
comeca com uma ou mais fontes de dados (Source) e acaba em uma ou mais saidas destes
dados (Sink). Na figura 2.3 ¢ possivel notar que o fluxo lembra muito o de um Grafo Aciclico
Direcionado (Directed Acyclic Graph - DAG), mas formas especiais de ciclos sdo permitidos
no framework via construtores de iteragdes. A forma mais comum das transformagdes ¢ a em
que um dado de entrada gera um dado de saida, entretanto existem casos em que as
transformagdes podem gerar para cada dado de entrada, zero ou mais dados de saida.

Programas escritos utilizando Flink s3o inerentemente paralelos e distribuidos.
Durante a execuc¢do da aplicacdo, cada fluxo de execugdo possui uma ou mais particdes de
stream e cada operador possui uma ou mais subtarefas, onde uma tarefa ¢ uma operagao de
map, reduce, source, sink, etc ¢ uma subtarefa ¢ uma divisdo desta tarefa. Cada operador de
subtarefa opera independentemente dos outros, sendo executados em threads diferentes e
possivelmente em maquinas diferentes. O nimero de operadores de subtarefas ¢ equivalente
ao paralelismo empregado na tarefa, mas diferentes estagios do fluxo de execucao podem
empregar diferentes niveis de paralelismo, como em tarefas de sink onde podemos querer que
todos os dados processados sejam salvos juntos. O fluxo de por onde os dados passa nao
precisa ficar contido em um unico operador, de um estagio do fluxo de execugdo para outro,
ou seja, de uma transformacgdo para outra, os dados intermediarios podem ser redistribuidos
entre os operadores para agrupar juntos dados que se relacionam e que na proxima

transformagao devem ser processados juntos.
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Figura 2.3: Fluxo de Execucao simples e paralelo dos dados no Apache Flink
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Fonte: (FLINK, 2018).

2.1.2.3 Principais Fungdes

O framework possui uma variedade muito grande de fung¢des implementadas para
abranger um grande nimero de problemas que os usuarios dele possam ter. A seguir iremos
descrever apenas as principais funcionalidades e as utilizadas no decorrer deste trabalho. A
API escolhida foi a DataSets, para processamento de dados em lotes (batch).

Nas funcionalidades de entrada de dados foram utilizadas a funcdo readTextFile, onde
se & do disco um arquivo de texto e o transforma em strings, e a fun¢do de readCsvFile onde
os arquivos de entrada possuem uma estrutura mais definida e os dados contidos no arquivo,
sdo separados por um delimitador que pode ser passado para a fungdo. Em ambos os casos os
dados sdo transformados em DataSets, que sdo estruturas criadas pelo framework para
manipular os dados intermediarios, de entrada e de saida de uma aplicagao.

Para as tarefas de transformacgdes varias funcdes foram utilizadas. Nos trabalhos de
mapeamento foram amplamente utilizadas as fun¢des de map, que retorna para cada dado de

entrada um dado de saida, e a func¢do de flatMap, que possui uma implementacdo mais livre e
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permite que para cada de entrada possam ser gerados zero ou mais dados de saida. Em ambas
as funcdes a logica ¢ definida pelo programador. Para a filtragem de dados foi utilizada a
fung¢do de filter que filtra os dados de acordo com uma funcdo booleana definida pelo
programador. Para agregacdao dos dados foi utilizada as fungdes de groupBy, que une dados
por um ou mais campos passados para a funcdo, e as fung¢des de where e equalTo que juntas
com a funcdo join unem dois DataSets diferentes em um Unico de acordo com uma chave em
comum definida. No processamento das redugdes a mais utilizada foi a fungao de reduce, que
tem sua légica definida pelo programador e que reduz um grupo de elementos para um nico
repetidamente combinando dois em um. Também foi utilizada a funcdo de redugdo sum,
previamente programada, e que pode ser utilizada em uma variedade de tarefas. Ela recebe
um DataSet previamente agregado e como parametro da fungdo qual elemento deste DataSet
queremos somar.

Outra funcionalidade utilizada foi a  withBroadcastSet que envia um DataSet
previamente carregado a todas as instancias que irdo processar alguma transformacgdo e
necessitem deste DataSet. Esta funcionalidade tem um grande impacto no desempenho do
processamento pois se utilizada com arquivos muito grandes pode gerar um trafego de dados

alto entre os nds que forem designados para o trabalho.

2.2 PLN

O Processamento de Linguagem Natural (PLN) ¢ uma area da computacao que ¢
utilizada em conjunto com vérias outras areas, com destaque para a inteligéncia artificial,
linguistica e ciéncia da informagdo. Ela estuda meios computacionais capazes de interpretar e
gerar informacdes a partir de dados em linguagem natural. Para isso ser possivel varias
caracteristicas da linguagem devem ser levadas em conta como sons, palavras, sentencas,
estruturas gramaticais, entre outras (VIEIRA, 2001). Este campo da computagdo sempre
recebeu muita atencdo pois ele possui o grande desafio de conseguir fazer com que maquinas
entendam a fala humana, e a partir disso possam seguir instrugdes.

Podemos dividir o Processamento de Linguagem Natural em niveis de analise como a
analise morfoldgica, andlise sintatica, andlise semantica, andlise de discurso e a andlise

pragmatica. Na analise morfoldgica o objetivo ¢ identificar palavras (fokens) ou expressoes
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isoladas em uma sentenga, com o auxilio de delimitadores (espagos em branco e pontuacao).
As palavras sdo identificadas e classificadas de acordo com o problema a ser resolvido. A
analise sintatica consiste em criar arvores de derivacdo para as sentengas e palavras obtidas no
analisador morfoldgico e mostrar como elas se relacionam umas com as outras. Esta andlise
tem como um dos grandes desafios contornar as ambiguidades presentes em linguagens
naturais, transformando elas em algo que possa ser interpretado corretamente por um
computador. Na andlise semantica verificamos o sentido das palavras que foram agrupadas
pelo analisador sintatico. Compreender a relagao entre as palavras ¢ um importante passo na
analise das linguagens naturais e mais uma vez a ambiguidade pode se tornar um problema.
Nas sentencas “tomar uma cerveja” e “tomar banho” a mesma palavra tem significados
diferentes que devem ser resolvidos nesta fase. Na andlise de discurso verificamos se frases
anteriores ou posteriores podem sinalizar o significado de uma outra frase ou palavra. Aqui
analisamos o contexto onde as informagdes estdo inseridas. Por fim temos a analise
pragmatica onde verificamos as informag¢des como um todo € ndo apenas partes separadas,

determinando o que esta querendo ser transmitido nos dados analisados (LIDDY, 2001).

2.2.1 Similaridade entre Palavras

O significado de uma palavra desconhecida pode ser inferido pelo seu contexto (LIN,
1998). Para construir modelos de medicdo da similaridade entre palavras, duas principais
abordagem sdo em geral aplicadas. A abordagem mais tradicional ¢ baseada em contagens de
tokens onde a informagdo ¢ extraida diretamente do texto utilizado (LIN, 1998) ou utilizando
medidas associativas como a Informag¢ao Mutua Pontual (CHURCH; HANKS, 1990). Mais
recentemente a abordagem preditiva vem ganhando espago, representando palavras como
vetores criados através de redes neurais (MIKOLOV et al., 2013a). Em ambos os casos
palavras sdo representadas como vetores que carregam informagdes sobre o contexto

escolhido.

2.2.2 Representacao Distribucional

Representagdes distribucionais de palavras sdo baseadas em matrizes de coocorréncia.

A matriz possui um tamanho W x C, onde W ¢ o tamanho do vocabulario do texto analisado e
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C o tamanho do contexto utilizado (TURIAN et al., 2010). As linhas da matriz carregam
informagdes sobre as palavras enquanto as colunas sobre o contexto, estas matrizes tém como
caracteristicas serem grandes e esparsas. Existem muitos fatores que influem no resultado
final da geracdo e devem ser escolhidos para criar as representagdes (TURNEY, 2010), como
o tipo e o tamanho do contexto a ser utilizado, o tamanho do vocabuldrio, etc. Em geral a
escolha destes parametros depende do problema a ser abordado e suas peculiaridades, algo
que funciona bem para uma solucao pode nao dar resultados satisfatorios para outra.

Guardar e utilizar estas matrizes pode se tornar uma tarefa desafiadora do ponto de
vista computacional. Se utilizarmos textos muito grandes e contextos muito abrangentes, o
tamanho desta matriz tende crescer at¢ um ponto onde ndo ¢ mais viadvel sua manipulagao.
Um método utilizado para gerar matrizes menores que contenha a informagdes da
similaridade de palavras e contextos é o mapeamento da matriz ' de tamanho W x C para uma
matriz H de tamanho W x d onde d << C (TURIAN et al., 2010).. Para isso devemos escolher

uma funcao g de forma que H = g(F).

2.2.3 Informagdo Mutua Pontual

Matrizes de coocorréncia sao geradas usualmente pela soma das vezes em que uma
palavra apareceu perto de uma outra. Apesar de parecer uma forma satisfatoria de geracao
deste tipo de matriz o0 método da frequéncia ndo ¢ a melhor forma de medir a associagdo entre
palavras (JURAFSKY, 2008). Um dos grandes problemas ¢ que a contagem simples da
frequéncia ndo ¢ muito discriminativa. Palavras que ocorrem muitas vezes em um texto como
mas, eles, nds, etc, aparecem geralmente proximas de todos os tipos de palavras, fazendo com
que a contagem de frequéncia perca um pouco da sua capacidade de discriminar precisamente
a relacdo entre as ocorréncias.

Um método muito divulgado e aceito para medir estas matrizes ¢ a Informagao Mutua
Pontual (Pointwise Mutual Information - PMI). Proposto por Church e Hanks (1989) e
(Church e Hanks, 1990), ele se baseia na no¢do informac¢do mutua. Na pratica ele ¢ a medida
de quao frequente dois eventos A e B ocorrem comparado com o que esperariamos se estes

eventos fossem independentes (Fano, 1961). Aplicando este pensamento para vetores de
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coocorréncia podemos definir a informagao mutua pontual da associacdo entre uma palavra

‘w’” e uma palavra de contexto ‘c’ como:

_ P!w,c!
PMI(w,c) = log, PP 0

No numerador temos a probabilidade das duas palavras ocorrerem juntas, ja no
denominador temos a multiplicagao da probabilidade da palavra w ocorrer pela probabilidade

da palavra ¢ ocorrer no texto de forma independente.

2.2.3.1 Informagdo Mutua Pontual Positiva

O valor da equagdao PMI varia de valores positivos para valores negativos tendendo ao
infinito. Como valores negativos nesta estimativa ndo fazem sentido, pois uma palavra nao
pode ter um niimero negativo de ocorréncias em relacdo a uma outra, ¢ muito comum na area
ser utilizado uma variagao do PMI que substitui todos os valores negativos do PMI por zero,
sendo chamado de Positive Pointwise Mutual Information (PPMI) (DAGAN et al., 1993). Ele

pode ser definido como:

PPMI(w,c) =max(log, vaﬁ?l”c()c) 0)

2.3 Consideragoes Finais

Neste capitulo foram descritos os conceitos que serviram de base para o trabalho
desenvolvido. Na secdo de BigData foram tratados os conceitos basicos da area, do modelo de
MapReduce e do Framework Flink, utilizados no trabalho com o objetivo de conseguirmos
paralelizar o problema da fatoragdo de grandes matrizes. Na secdo seguinte os conceitos de
Processamento de Linguagem Natural, de representagdes distribuidas e da geragdo de
matrizes de coocorréncia sdo apresentados, foco principal do trabalho e que serdo utilizados

no proximo capitulo, onde sera definido o modelo proposto.
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3 MODELO

Neste capitulo serd descrito o modelo da solugdo para o problema da fatoragdo de uma
matriz de representagdo distribuida de palavras. O processo foi dividido em duas etapas: o
pré-processamento e a etapa de fatoracdo da matriz PPMI pelo gradiente descendente
estocastico (SGD). No pré-processamento o texto de entrada ¢ analisado e transformado. Este
processo foi dividido em quatro tarefas que serdo detalhadas na secdo 3.1. A etapa de SGD ¢
responsavel pela geracdo do resultado final e serd descrita na secdo 3.2, sendo esta a etapa
mais onerosa em termos de tempo de processamento e complexidade. Na secdo 3.3 sdo
apresentadas as consideragdes finais do capitulo. A figura 3.1 mostra o fluxo de execugdo

desde o arquivo de entrada até a saida final do processamento.

Figura 3.1: Fluxo de execuc¢ao do modelo proposto.
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3.1 Pré-Processamento

No pré-processamento o texto de entrada ¢ transformado em dados estruturados que

servirdo de entrada para o calculo da fatoragdo da matriz PPMI.

3.1.1 WordCount

Tarefa inicial da solugdo do problema, esta etapa recebe como entrada um texto em
linguagem natural. A tarefa divide o texto em frases que sdo processadas paralelamente. Estas
frases sdo divididas, por caracteres de espagcos em branco e pela pontuagdo, para entdo
encontrar as palavras contidas no texto. Tuplas contendo as palavras encontradas sao
emitidas, agrupadas e somadas retornando um arquivo com as tuplas de palavras e o nimero
de vezes que elas ocorrem no texto de entrada. Um exemplo deste processamento utilizando a
frase “a casa da esquina ¢ maior que a minha casa.” geraria as seguintes tuplas: (a,2), (casa,2),

(esquina,l), (¢,1), (maior,1), (que,1) e (minha,1).

3.1.2 Vocabulario

Nesta tarefa construimos o vocabuldrio a ser utilizado nas tarefas seguintes. O arquivo
gerado na etapa do WordCount ¢ utilizado como entrada desta etapa. Este arquivo ¢ filtrado,
excluindo palavras que aparecem poucas vezes no texto, para este trabalho foi escolhido
filtrar palavras que possuam menos de 100 ocorréncias no texto (SALLE et al., 2016a). Como
saida sdo gerados dois arquivos, o primeiro com o vocabulério filtrado contendo as tuplas
formadas por palavra e o numero de ocorréncias dela no texto. O segundo arquivo gerado
contém as palavras do vocabulario, ja filtradas, divididas em n blocos de processamento, onde
n ¢ o paralelismo maximo a ser empregado na ultima etapa do modelo. Este segundo arquivo
servira de entrada em mais uma etapa do pré-processamento e também na etapa de SGD, onde
auxiliara na distribuicdo dos vetores das palavras que serdo fatorados pelos workers. Mais

detalhes da sua utilizacao serdo descritos nas proximas se¢des deste capitulo.
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3.1.3 Coocorréncia

Nesta tarefa sdo contadas todas as coocorréncias presentes no texto, para as palavras
do vocabulario gerado no passo anterior. Esta etapa recebe como entrada além do arquivo de
vocabulario filtrado, o arquivo de texto original que foi utilizado na etapa de WordCount. O
processamento ¢ realizado analisando o texto frase por frase, removendo todas as palavras que
ndo estdo presentes no vocabuldrio filtrado. As frases entdo sao novamente avaliadas,
procurando as coocorréncias existentes para cada palavra separadamente, considerando uma
janela pré-definida de palavras a direita e a esquerda da palavra avaliada. Neste trabalho foi
utilizado uma janela de duas palavras a direita e duas palavras a esquerda da palavra analisada
(SALLE et al., 2016a). Para cada coocorréncia encontrada, uma tupla ¢ gerada, contendo a
palavra e a palavra de contexto. Como passo final, estas tuplas sdo agrupadas em coocorréncia
iguais e somadas, retornando um arquivo contendo tuplas com as coocorréncia existentes € o
numero de vezes que elas se repetem no texto.

Um segundo processamento ¢ realizado nesta etapa, a geracdo de coocorréncias
negativas. Para cada palavra presente no vocabuldrio, s3o geradas coocorréncia
aleatoriamente com outras palavras presentes no vocabulario, com a intengdo de adicionar
relagdes que nao existem no texto, com um valor nulo. O nimero de coocorréncias negativas
geradas, para cada palavra, ¢ definido pela seguinte formula arredondada para cima:

N =wx5x(1—i/wic)
onde w ¢ o niimero de vezes que uma palavra aparece no texto, ¢ o nimero total de palavras
no texto e ¢ um threshold. A fatoragdo da matriz PPMI em tarefas de similaridade de palavras
pode ser melhorada utilizando este método de adi¢do de coocorréncias que nao acontecem no
texto com um valor igual a zero (MIKOLOV et al., 2013b). Para este trabalho iremos utilizar
um threshold de t = 10"-5 (MIKOLOV et al., 2013b).

Ao final deste segundo processamento os dois arquivos sdo unidos em um unico,
contendo tuplas formadas pelas coocorréncias encontradas. Estas tuplas contém a palavra, a
palavra de coocorréncia, o numero de coocorréncias positivas destas duas palavras e o numero

total de coocorréncias, somando as ocorréncias negativas e as positivas.
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3.1.4 PPMI

Tarefa final do pré-processamento, nesta etapa ¢ calculada a informag¢ao mutua pontual
positiva de cada coocorréncia encontrada na etapa anterior. O calculo segue a formula
apresentada no capitulo 2 deste trabalho. Para as probabilidades foram utilizadas as contagens
de palavras e coocorréncias. Como entrada temos o arquivo com as tuplas contendo as
coocorréncias e as contagens positiva e negativas; para o calculo do PPMI utilizamos apenas
o valor das coocorréncias positivas encontradas no passo anterior.

Nesta etapa dividimos todas as tuplas de coocorréncia em setores, para que na etapa
seguinte todas as tuplas de um mesmo setor possam ser agrupadas e processadas
sequencialmente. O arquivo com as palavras do vocabulério divididas em blocos, gerado na
etapa de Vocabulario, ¢ utilizado para mapear as tuplas para os setores, de acordo com a
posicao das cada palavras e contexto nos blocos. Como resultado geramos um arquivo que
contém tuplas contendo além das coocorréncias, suas contagens positivas € negativas, o valor

PPMI calculado e o setor ao qual a tupla pertence.

3.2 Gradiente Descendente Estocastico

O Gradiente Descendente Estocastico (Stochastic Gradient Descent - SGD) ¢ um
método de otimizacdo muito utilizado em aprendizado de maquina. Seu objetivo ¢ achar um
valor 0* € % (k>1) que minimiza uma dada perda L( ). Comecando com uma valor inicial
0y, 0 SGD refina o valor do parametro iterando a diferenga estocastica da equagao

8,1 = 01— €, L(61),
onde n ¢ o numero do passo da iteracdo e {€,} € a sequéncia decrescente do tamanho do
passo, assumindo que €, ¢ ndo negativo e finito (GEMULLA et al., 2011). A teoria da
aproximagdo estocastica pode ser utilizada para mostrar que, em certas condi¢des regulares
(KUSHNER, YIN, 2003), o ruido do gradiente estima a “média” e o SGD converge para
pontos estacionarios onde L’(0)=0. Estes pontos estacionarios podem ser pontos de minimos
ou maximos locais. Para conseguir encontrar os pontos de minimo ou maximo globais uma
variedade de técnicas pode ser utilizada, como por exemplo rodar o SGD vdrias vezes ou

comegcar por pontos escolhidos randomicamente.
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Neste trabalho iremos utilizar o SGD a fim de aproximar uma matriz M(V,V)
utilizando duas matrizes menores W(V,d) e C(V,d) onde V ¢ o vocabulario utilizado, d ¢ a
dimensao dos vetores desejados e d << V. A fungdo de aproximacao utilizada ¢ a seguinte:

g =W,C] -PPMI,

Na equacao acima calculamos o erro da diferenga entre o produto vetorial, do vetor da
palavra de vocabulario ( W, ) multiplicado pelo vetor transposto da palavra de contexto ( C, ),
e o valor PPMI desta coocorréncia. Este erro entdo ¢ multiplicado por uma taxa de
aprendizado e subtraido de todas as posi¢des dos vetores. Este processo ¢ repetido pelo
numero de coocorréncias positivas e negativas encontrados. O método depende dos passos
anteriores para conseguir calcular os proximos a fim de aproximar os vetores, gerados

randomicamente no inicio do processo, da matrix PPMI, calculada no pré-processamento.
3.2.1 Gradiente Descendente Estocastico Distribuido

Para conseguirmos paralelizar e distribuir este processo, foi necessario quebrar os
vetores de palavras em blocos e a matriz PPMI em setores. Como precisamos do valor
anterior calculado para cada vetor, dividimos o processamento em n passos, onde n € o
paralelismo empregado e também o nimero de blocos de vetores que teremos. Ja a matriz terd
sempre n? setores que serdo mapeados de acordo com a posi¢ao da palavra e do contexto nos
blocos de vetores; esses setores podem ser divididos em grupos que sdo processados
paralelamente. Em uma iteragdo do método cada tupla da matriz PPMI, de um setor
especifico, ¢ unida com as outras tuplas do mesmo setor. Isso também ¢ feito para os vetores
de palavras e de contextos, que estdo presentes nas tuplas da matriz, e serdo utilizados na
aproximacao dos valores PPMI. Estas tuplas de setores e dos vetores que foram unidas, sao
entdo enviadas ao worker que ira realizar a etapa de SGD sequencialmente neste determinado
setor. O calculo do SGD ¢ realizado em cada setor de um grupo paralelamente e este processo
se repete n vezes até que todos os setores sejam processados.

A cada etapa do método cada fluxo de execucao recebe um bloco de tuplas de vetores
das palavras, um bloco de tuplas de vetores dos contextos e um setor da matriz com as tuplas
geradas no ultimo passo do pré-processamento. O worker entdo aplica o SGD neste setor

utilizando os blocos de vetores que ele possui. Ao final deste passo sdo retornados os blocos
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de vetores das palavras e dos contextos, com os valores calculados até aquele ponto, € o erro
de cada iteragdo, que ¢ calculado pelo seguinte formula:
e=e+ g*/2

Uma iteracdo do SGD s6 ¢ completada quando todos os setores tiverem sido
processados uma vez por algum worker. O método deve ser repetido por varias vezes,
buscando sempre a cada iteragdo diminuir o erro desta aproximag¢do. Quando o erro para de
diminuir ou sua variagdo ¢ muito pequena a execu¢do do modelo acaba e podemos avaliar os
resultados.

Figura 3.2: Divisao de Vetores de Palavras e Matriz PPMI com um n=3.
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Matriz PPMI

Um exemplo desta divisdio com n=3 foi desenhado na figura 3.2. Neste exemplo
podemos ver que a matriz foi dividida em 9 partes nomeadas de acordo com os grupos de
setores que serdo processados paralelamente € com os numeros dos blocos de vetores que
serdo utilizados nestes grupos. Na figura 3.3 foi desenhado as 3 iteracdes necessarias para
executar a etapa do gradiente descendente estocastico, de forma paralela em todos os pontos
da matriz PPMI, do exemplo da figura 3.2. Na primeira iteracdo os setores 4 sao distribuidos
para os workers responsaveis pela sua execucao, junto aos blocos de vetores de palavras e
contextos. Na segunda iteracdo os setores calculados na etapa anterior sio novamente
distribuidos paras os workers, mas agora com os setores nomeados B. Na 3 iteracdo do

modelo os setores nomeados C sdo distribuidos aos workers junto aos vetores calculados na
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iteracao 2. Quando as 3 iteracdo sdao concluidas o modelo foi executado em toda a matriz

PPML
Figura 3.3: Todas as iteracdes de uma divisao de blocos com n=3.
Iteracao 1 Iteracao 2 Iteracao 3
1 2 3 1 2 3 1 2 3
1 A 4 B 1 Cn
2 Az 2 Bz 2 Cat
3 A 3 ‘ Bas ‘ 3 Ca2

3.3 Consideracoes Finais

Neste capitulo foi descrito o modelo proposto para paralelizar a fatoracdo de grandes
matrizes utilizando o gradiente descendente estocastico (SGD) a partir de uma matriz de
informagdo mutua gerada com informagdes retiradas de um texto de entrada. O modelo como
explicado acima pode ser implementado em qualquer Framework de MapReduce. No
proximo capitulo sera detalhado como foi implementado o modelo no Framework Apache

Flink.
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4 PROTOTIPO

Este capitulo descreve como o modelo apresentado e descrito no capitulo 3 foi
implementado. Na sec¢do 4.1 sdo relatados a linguagem e o framework utilizados. A secao 4.2
descreve caracteristicas da implementagdo e decisdes tomadas. Por fim na se¢do 4.3 sdo feitas
consideragdes finais sobre a implementacdo e sdo discutidos os problemas enfrentados

durante o trabalho.

4.1 Linguagens e Frameworks

A solucdo foi inteiramente escrita utilizando o Framework Apache Flink e a
linguagem de programacao Java. A escolha pela linguagem se deu pelo suporte nativo que o
framework fornece ao Java. Para auxiliar a implementagdo do trabalho foi utilizado o software
de gerenciamento de projetos Maven’, que foi inicialmente desenvolvido para simplificar a
construcdo de processos no projeto Jakarta Turbine. Neste trabalho o Maven auxiliou na

compilacdo e na organizagao do projeto e de suas dependéncias.

4.2 Caracteristicas da Implementacao

A implementagdo da solucdo foi feita na sua grande parte no modelo de MapReduce.
Todas as etapas do pré-processamento e a etapa do SGD conseguiram ser adaptadas ao
modelo e consequentemente paralelizadas e distribuidas. A Unica parte que ndo foi possivel
adaptar ao modelo foi a unido dos arquivos contendo as coocorréncias positivas e negativas.
Por ser necessdrio somar dois campos diferentes na mesma operagdo, estd parte foi
implementada sequencialmente na linguagem Java.

As etapas do pré-processamento, implementadas no modelo MapReduce, podem ter
qualquer nivel de paralelismo, sendo limitadas apenas pelas caracteristicas do Framework e

dos arquivos de entrada. A etapa de SGD tem sua paralelizagdo vinculada ao arquivo gerado

> Apache Maven - https://maven.apache.org/. Acessado 2 Jun. 2018.
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na etapa de Vocabulario, que divide as palavras em blocos para serem distribuidas entre os
workers, responsaveis pela computacdo. Se utilizarmos uma paralelizagdo maior que o
nimero de blocos gerados, alguns workers ficaram sem trabalho ja que a matriz PPMI ¢
dividida em setores de acordo com o nimero de blocos, neste caso o nivel de paralelismo sera
igual ao numero de blocos. Ja se a paralelizagdo for menor que o nimero de blocos a solugao
executara normalmente e alguns workers ficardo responsaveis por processar um nimero maior
de setores da matriz.

O texto de entrada precisa ser processado antes da sua utilizagcdo para normalizar sua
estrutura e resolver algumas ambiguidades. Palavras iguais mas que possuam algum caractere
em mailscula sdo interpretadas como palavras diferentes. O mesmo pode ocorrer com
palavras escritas com ou sem algum acento.

O erro extraido em cada etapa do processamento do SGD ndo pode ser coletado
diretamente da computagdo pois o modelo de MapReduce implementado no Framework Flink
sO consegue retornar, para cada sequéncia de transformacgdes, um Unico arquivo de saida. Para
contornar este problema foi criada, no fim do processamento de um setor da matriz, uma tupla
especial que carrega este erro para fora do processamento. Esta tupla ¢ formada por caracteres
especiais que ndo fazem parte de nenhuma palavra em linguagem natural. O erro acumulado ¢é
entdo colocado na primeira posi¢ao do vetor desta nova palavra especial e o resto do vetor €
preenchido com valores nulos. Este erro entdo ¢ analisado, fora do processamento do SGD,
para avaliar o andamento do resultado e na proxima iteracdo do método esta tupla especial ¢
descartada.

Para tentar escapar de minimos locais na fatoragdo da matriz PPMI os vetores
utilizados na primeira iteracdo da etapa de SGD sdo gerados aleatoriamente (GEMULLA et
al., 2011). Nas iteragdes seguintes, os vetores gerados na etapa anterior alimentam a proxima,
com o objetivo de diminuir o erro coletado e gerar vetores que se aproximem ao maximo da

matriz PPMI calculada.

4.3 Consideracoes Finais

Neste capitulo foram descritos as caracteristicas principais da implementacdo do

modelo proposto no capitulo 3. Apesar de o modelo ter sido quase que inteiramente
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implementado no modelo de MapReduce, dificuldades de utilizacdo de memoria e de adaptar
certas partes do problema ao Framework foram enfrentadas. A etapa mais complicada, e foco
principal do trabalho, foi a da iteragdo do método de SGD, por ser a etapa que deve manipular
a grande matriz, o uso de memoéria RAM das maquinas utilizadas ¢ muito alto, o que fez com
que a implementacdo desta etapa fosse dividida, salvando o resultado intermediério, de uma
iteracdo em um grupo de blocos, periodicamente em disco. Esta decisdo fez com que o
desempenho da etapa de SGD caisse, mas possibilitou a manipulagdao de textos maiores. No

proximo capitulo a metodologia e os resultados dos testes realizados serdo apresentados.
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5 RESULTADOS

Neste capitulo serdo apresentados os resultados obtidos nos experimentos realizados.
Na secdo 5.1 apresentamos a metodologia utilizada para avaliar a aplicagdo e . Na sec¢do 5.2
descrevemos as maquinas utilizadas detalhando os seus respectivos hardwares e softwares.

Finalmente na secao 5.3 os tempos coletados de cada uma das etapas sao detalhados.

5.1 Metodologia de Avaliaciao

Os experimentos foram realizados para avaliar o desempenho da aplicagdo com base
no paralelismo empregado, coletando o tempo necessario para finalizar a execugdo de cada
um dos experimentos. Para um maior detalhe dos resultados de todo o modelo proposto, todas
as etapas do pré-processamento e a etapa de SGD foram avaliadas individualmente.

Com os tempos obtidos foi calculado o speedup e a eficiéncia de cada experimento. O
speedup ajuda a avaliar o aumento de desempenho da aplicagdo quando aumentamos o
paralelismo. Ele ¢ definido pelo tempo para se processar a aplicacdo com apenas um fluxo de
execuc¢ao dividido pelo tempo obtido com algum nivel de paralelismo. Ja a eficiéncia avalia a
utilizagdo dos processadores, ¢ podemos calcular ela dividindo o speedup encontrado pelo
namero de processadores utilizados. Como dados de entrada utilizamos o Europarl®, que retine

as atas dos procedimentos do parlamento europeu.

5.2 Ambiente dos Experimentos

O ambiente utilizado nos experimentos era formado por uma maquina virtual
instanciada na plataforma da Microsoft Azure. A maquina possuia processador Intel Xeon
E5-2673 de 2.4 GHz com 16 GB de memoria RAM e 8 nticleos de processamento. O sistema
operacional da maquina era Ubuntu 16.04, o framework Apache Flink utilizado estava na

versao 1.4.2 e a Maquina Virtual Java na versao 1.8.

8 Eroparl, http://www.statmt.org/europarl/. Acessado 2 Jun. 2018.
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5.3 Tempos Coletados

Para os experimentos foram utilizados arquivos de 1 GB, 3 GB e 6 GB de textos do
Europarl, que foram preparados para serem utilizados pela aplicagdao. Todos os caracteres que
nao eram letras foram retirados, ficando somente as palavras e os caracteres de nova linha. Os
textos analisados possuem um total de 170, 480 e 950 milhdes de palavras ao total

respectivamente.
5.3.1 Pré-Processamento

Nesta se¢do serdo apresentados os tempos coletados nos experimentos da etapa de

pré-processamento e as analises realizadas.

5.3.1.1 WordCount

Na figura 5.1 temos os tempos obtidos ao executar a etapa de WordCount variando o
paralelismo utilizado nos arquivos de entrada. Ja na figura 5.2 temos o speedup destas
execugdes e na figura 5.3 a eficiéncia. Analisando os resultados observados nas imagens ¢
possivel notar que, utilizando arquivos maiores, o speedup e a eficiéncia do uso dos
processadores mostra uma tendéncia a decrescer mais lentamente. Isso acontece pois o
processo de contar as palavras de um texto ¢ um problema que se molda muito bem ao
modelo de MapReduce. Na fungdo de mapeamento ¢ possivel dividir facilmente os dados de
entrada pelas linhas presentes no texto, processando cada uma delas individualmente, e na
etapa de reducdo, palavras iguais coletadas no passo anterior sdo enviadas para 0os mesmos

workers para serem agregadas e somadas.
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Figura 5.1 Tempo de execugao WordCount
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Figura 5.3 Eficiéncia WordCount
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5.3.1.2 Vocabulario

Os tempos da etapa de vocabulario ndo foram colocados neste trabalho por serem
muito pequenos. O processo de filtrar o vocabuldrio ¢ de baixa complexidade e os tempos
coletados em geral ficaram muito proximos. O vocabulario filtrado, dos arquivos de 1,3 ¢ 6

GB, utilizados nos testes, ficou com 160, 440 ¢ 920 milhdes de palavras.

5.3.1.3 Coocorréncia

A figura 5.4 mostra o grafico dos tempos coletados nos experimentos da geracao das
tuplas de coocorréncia entre as palavras do texto. Apesar deste grafico ser muito parecido com
o da etapa de WordCount, os graficos das figuras 5.5 e 5.6 nos mostram que o tamanho do
arquivo ndo parece influenciar os resultados de speedup e da eficiéncia, pois estes valores
ficaram muito proéximos nos trés experimentos. Isso provavelmente acontece pois nesta etapa
temos que analisar cada linha, do texto de entrada, varias vezes, uma primeira vez para retirar
as palavras que ndo fazem parte do vocabulario e depois para cada palavra presente na frase

temos que verificar as coocorréncias a sua direita e a sua esquerda.
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Figura 5.6 Eficiéncia Coocorréncia
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5.3.1.4 PPMI

Os tempos coletados nos experimentos desta etapa sdo exibidos na figura 5.7. Estes
tempos mostram que a implementacdo desta parte da solu¢do ndo conseguiu se aproveitar das
vantagens do modelo de Mapreduce. Na figura 5.8 e na figura 5.9 observamos que o aumento
do paralelismo ndo aumenta o speedup da etapa e que a eficiéncia no uso dos processadores
cai muito rapidamente. A implementagdo da solugdo, nesta parte do problema, realiza apenas
duas func¢des de mapeamento seguidas e nenhuma de redugao, tornando o modelo incompleto.
Além disso nesta etapa sao necessarios processamentos dos arquivos de entrada da etapa, que
devem ser realizados sequencialmente, como a contagem de quantas coocorréncias temos ao
total e em quantas coocorréncias cada palavra aparece individualmente. Estes valores sdo
utilizados no calculo do PPMI e o Framework nao parece ter conseguido conciliar estes

processamentos sequenciais com o processamento paralelo de mapeamento.
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Figura 5.9 Eficiéncia PPMI
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5.3.2 Gradiente Descendente Estocastico

Como estamos tentando aproximar vetores, gerados de forma aleatéria com o
gradiente descendente estocastico, € necessario executar a etapa de SGD diversas vezes. Aqui
analisaremos se o0 método ¢ escalavel coletando o tempo para executar uma iteracdo completa,
independente se conseguimos diminuir o erro. Foi escolhido uma divisdo com 16 blocos para
os vetores das palavras do vocabuldrio filtrado, o que cria 256 setores que diferentes.

Estd ¢ a principal etapa do método e a mais custosa, ja que ela deve ser executava
varias vezes para aproximarmos os vetores gerados da matrix PPMI. Os tempos coletados, de
uma iteracdo completa, podem ser vistos na figura 5.10 e nas figuras 5.11 ¢ 5.12 podemos ver
o speedup e a eficiéncia calculadas. Pelos graficos podemos ver que aumentando a tamanho
do arquivo utilizado a eficiéncia parece cair mais devagar € o speedup crescer mais

rapidamente.
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Figura 5.10 Tempo de execu¢ao SGD
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Figura 5.12 Eficiéncia SGD
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5.4 Consideracgoes Finais

Neste capitulo foram apresentados os resultados obtidos nos testes realizados, e uma
analise de cada etapa. Apesar de quase todo o modelo ter sido implementado no modelo de
MapReduce nem todas etapas apresentaram ganho com o aumento do paralelismo. Apesar
disso a etapa de SGD, que realiza a fatoracdo da matriz PPMI e a mais complexa do modelo,
pareceu conseguir demonstrar uma melhora nos tempos de execuc¢ao e um declinio menor na
curva de eficiéncia da utilizagdo dos processadores com o aumento do paralelismo
empregado. No préximo capitulo as conclusdes do trabalho serao descritas e trabalhos futuros

sdo comentados.
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6 CONCLUSAO E TRABALHOS FUTUROS

Este trabalho se propos a implementar uma forma de fatorar uma matriz PPMI
utilizando o gradiente descendente estocastico no modelo de programacdo MapReduce. Foi
possivel implementar ndo apenas a parte de fatoracdo pelo gradiente descendente, como
também o pré-processamento, que transforma o texto que queremos processar nas entradas da
etapa de SGD. Apenas a parte de unir os arquivos, que contém as coocorréncias positivas e
negativas, ndo foi implementado no modelo de MapReduce. Toda a solugao foi implementada
na linguagem de programacao Java e utilizando o framework Apache Flink.

A aplicacao desenvolvida recebe como entrada apenas o texto para o qual queremos
gerar os vetores. Durante a parte do pré-processamento contamos além das coocorréncias o
nimero de total de palavras presentes no texto. Nesta etapa ¢ calculada a matriz PPMI de
acordo com as informagdes que coletamos e geradas coocorréncias negativas que representam
coocorréncias que ndo existem no texto. Isso auxilia na aproximagao que foi proposta pois faz
com que a solucdo leve em conta, na geragdo dos vetores, relacdes que ndo devem existir.

Diversos experimentos foram realizados para verificar a precisao dos resultados e o
desempenho da aplicagdo em termos de paralelismo. Os resultados mostram que este novo
método ¢ viavel em termos de ganho de tempo se empregando mais maquinas para
calcularmos a solugdo. Apesar disso nem todas as etapas do pré-processamento mostraram
ganho com o aumento do paralelismo. Os resultados da etapa da geragao da matriz PPMI nao
demonstrou ganho com o aumento do paralelismo e a etapa de gera¢do das ocorréncias nao
mostrou melhorar a eficiéncia da utilizacdo dos processadores com o aumento do arquivo de
entrada. Muitos parametros que sdo utilizados dentro das fungdes destas etapas, e sao
calculados antes dos eventos paralelos, podem ter prejudicado os resultados finais.

A etapa da fatoragdo da matriz PPMI via gradiente descendente estocéstico, mais
onerosa em termos de tempo de processamento e utilizacdo de recursos da maquina,
demonstrou melhora com o aumento do paralelismo utilizado, apesar de apresentar um
consumo de memoria muito grande. Isso fez com que o processamento completo da matriz

precisasse ser dividido e seus resultados intermediarios salvos em disco a cada iteragao.
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6.1 Trabalhos Futuros

O principal objetivo do trabalho, que era criar um método para aplicar a fatoracdo de
matrizes pelo gradiente descendente estocastico utilizando o modelo de MapReduce, para
paralelizar o processo, foi alcangado. Existem muitas decisdes dentro do modelo que podem
ser exploradas na procura por resultados melhores. O grande numero de detalhes que a
constru¢dao deste método necessita faz com que muitos fatores influenciam o resultado final.
Neste trabalho utilizamos, sempre que possivel, valores ja referenciados em outras
publicacdes, mas estes pardmetros podem se comportar de maneira diferente quando
aplicados a este modelo de programacao.

Procurar novos meios de aperfeicoar o método podem ser explorados em novos
trabalhos, focando tanto na parte de desempenho quanto na parte de precisao dos resultados.
A parte do pré-processamento apresentou resultados ruins em algumas etapas do processo e
pode ser melhorada, apesar de ndo ser a etapa principal do trabalho. Na etapa de SGD novas
maneiras de conseguir realizar o processamento completo da matriz PPMI mantendo em
memoria RAM as etapas intermediarias podem resultar em um ganho no desempenho da
implementacao.

Realizar novos experimentos aumentando o numero maquinas, processadores e
utilizando textos de entrada maiores também podem ser explorados em novas pesquisas.
Outra possibilidade de trabalhos futuros seria aplicar o modelo a outras areas que também
utilizem técnicas de fatoracdo de grandes matrizes. Uma destas afeas sdo os sistemas de

recomendagdes, muito utilizados atualmente em sites e aplicacdes.
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