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Regras de Associacéo Aplicadas aos Filtros de M ensagens e
Canaisde Informacéo do Projeto Direto

Resumo

Neste trabalho é apresentado um breve estudo sobre o processo de descoberta de
conhecimento em banco de dados, com enfoque na etapa de mineracdo de dados através de
regras de associacdo. Propostas por Agrawa em 1993, num estudo chamado andise de
cesta de mercado, as regras de associacdo representam que com um certo grau de suporte e
confianca um conjunto de itens pode estar presente numa transagdo Visto que outro
conjunto esta presente.

A necessidade de andlise semelhante as realizadas por Agrawal surgiu em outros campos e
estas foram estendidas a outras aplicacbes. Neste, sdo apresentadas as principais variacdes
sobre o temaregras de associacdo encontradas na literatura.

E proposta a mineracdo de dados através de regras de associac3o sobre filtros de mensagens
e canais de informacgdo do software de catdlogo, agenda e correio eletrénico Direto. Para as
pesquisas sdo utilizadas trés ferramentas. Intelligent Miner, CBA e Magnus Opus. Elas
foram aplicadas sobre uma lista de discussdo da Linguagem Java, pois o0 projeto Direto
ainda ndo possui mensagens publicas. As ferramentas possuem caracteristicas distintas: o
Intelligent Miner permite a definicdo de hierarquias sobre os dados que seréo minerados; o
Magnus Opus trabalha com diversos filtros e com a definicdo de intervalos para o
tratamento de campos numéricos, o CBA permite que sgiam especificados suportes
multiplos paraositens.

Palavras-Chave: Mineracéo de Dados, Regras de Associacao, Listas de Discussdo, Filtros
de Mensagens, Canais de Informacdo, Intelligent Miner, Magnus Opus e CBA.



Tittle: “Association Rules Applied to M essages Filters and
I nfor mation Channel in the Direto Environment”

Abstract

This work presents a brief review about knowledge discovery in database having
association rules as the data mining process. Association rules were proposed by Agrawal
in 1993 in a basket data anaysis. Association rules have been extended to other
applications because there is a necessity for similar Agrawal’s analysis in different
domains. Here are presented some variations proposed in the literature about association
rules along with the main algorithms. This work proposes the use of association rules over
message filters and information channels from the Direto, which is a catalog, schedule and
e-mail software. Three data mining tools were used: Intelligent Miner, CBA and Magnus
Opus. They were applied over a Java discussion list because Direto project does not have
public messages. Each tool has distinct features: Intelligent Miner alows to define a
hierarchy over the data that will be mined; Magnus Opus works with many filters over the
data and permits to define ranges over numeric fields and CBA allows to specify multiple
minimum support over the items.

Key-Words: Data Mining, Association Rules, Discussion List, Message Filters,
Information Channel, Intelligent Miner, Magnus Opus and CBA.
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1 Introducéo

Segundo [FAY 96], o crescimento explosivo no volume dos bancos de dados
interfere na habilidade de interpretacdo dos mesmos, criando a necessidade de uma nova
geracdo de ferramentas para automatizar uma andlise inteligente. As ferramentas e técnicas
desenvolvidas para suprir tal necessidade originaram uma nova area denominada
descoberta de conhecimento em banco de dados. O processo de descoberta de
conhecimento, segundo [FAY 96], envolve diversos passos e muitas decisdes que devem
ser feitas pelo usuario.

No processo de descoberta de conhecimento, destacamos neste trabalho um estudo
sobre a técnica de mineracdo de dados através de regras de associagdo. Na literatura foram
encontrados diversos trabal hos sobre o tema aplicados a diferentes areas. Neste, € proposta
amineracdo de dados sobre os filtros de mensagens e canais de informagéo do software de
correio, agenda e catdlago eletrébnico Direto. Para mineracdo através de regras de
associacdo sdo utilizadas trés ferramentas que possuem funcionalidades diferentes:
Intelligent Miner, Magnus Opus e CBA.

1.1 Motivagdo

Desde mil novecentos e noventa e trés, quando Agrawal prop0s o algoritmo Apriori
para andlise de cesta de mercado, as regras de associacdo ganharam uma atencdo especial
quando o assunto envolvido é Mineragcdo de Dados. Um exemplo tipico de regras de
associacdo € encontrado em transagdes de compras (market basket analisys), onde a partir
de uma banco de dados na qual registram-se os itens adquiridos por cliente, uma estratégia
de mineracdo poderia gerar o seguinte exemplo: {pao, leite} > manteiga (Suporte 2%,
Confiangca 40%). A regra indica que um cliente que compra pao e leite, também compra
manteiga. O suporte indica a proporcdo em que os itens (pdo, leite e manteiga) estdo
presentes nas transagOes do banco de dados e a confianga indica a probabilidade que um
caso satisfaca 0 consequente daregra, se satisfizer o antecedente.

A utilizag&o de regras de associagdo em ferramentas de mineragéo de dados e em
sistemas académicos evidenciou a necessidade de se definir e oferecer aos usuérios
variagies para este tipo de regras.

Em [AGR 99] foi proposto um estudo que utiliza além das medidas tradicionais
(suporte e confianga), uma medida adicional, chamada Improvment, capaz de filtrar as
regras de associacdo mais interessantes em bancos de dados muito densos. Segundo esta
proposta sdo validas somente as regras onde 0 antecedente composto de uma regra, possuli
confianga superior a de suas subregras. As subregras derivadas de uma regra séo formadas
pela decomposicéo da regra, fixando-se o consequente e combinando os itens do seu
antecedente.

Em [HAN 97] sdo propostas regras de associagdo representadas através de uma
estrutura hierarquica de arvore e denominadas regras taxonémicas. Nos nodos superiores
s80 representados os niveis mais generalizados e nos inferiores os mais especificos. Se
considerarmos como exemplo, produtos de um supermercado, o nivel superior poderia ser
representado por “leite” ¢ o seu nodo-filho por “leite achocolatado Parmalat”. O agoritmo
Apriori é aplicado e sdo eliminadas as regras redundantes, isto €, as que podem ser obtidas
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em niveis mais altos da hierarquia, sem apresentarem grandes diferencas nas medidas de
suporte e confianga.

Em [SRI 96] sdo apresentadas as Regras de Associacdo Quantitativas, onde é
aplicado aos dados existentes um processamento inicial, mapeando-os a uma tabela | 6gica.
Cada atributo origina uma coluna na novatabela. A presenca de um atributo é representada
pelo valor um, e a auséncia por zero. Quando a quantidade de atributos for muito grande,
estes podem ser agrupados em intervalos, porém € preciso atencdo ao definir-se o
agrupamento de atributos, pois estes podem apresentar seus valores para suporte e
confian¢ca muito diferente do que se fossem tratados individual mente.

No estudo redlizado por [SAV 98] € considerado um problema complementar,
denominado regras de associacd0 nhegativas. Enquanto as regras de associacdo
convencionais identificam itens que aparecem juntos em um numero significativo de
transages, as regras de associagdo negativas representam que, com certo grau de certeza,
determinados itens ndo ocorrem quando outros especificos estdo presentes.

Grupos de pesquisa do Instituto de Informética da UFRGS tém trabalhado com o
tema Regras de Associacdo. [CER 99] implementou um protétipo de uma ferramenta que
pode ser utilizada sobre vérios bancos de dados para extracdo de regras de associacéo. O
protétipo permite alguma iteracdo com o usu&rio e foi validado sobre um banco de dados
do SUS (Sistema Unico de Saide). [BRU 2000] realizou um estudo sobre a utilizacdo de
técnicas de mineracdo de dados aplicadas a0 uso na Web e propbs um modelo para
mineracao através de regras de associacdo, neste ambiente.

1.2 Proposta

Com a necessidade de distribuir informagdes de qualidade através das instituicdes
estaduais e o surgimento da idéia de filtros de mensagens e canais de informagdes para o
Direto, surgiu a atual proposta que tem por objetivo melhorar ainda mais os servicos de
informagdes disponibilizados pelo software. Através do estudo realizado sobre a aplicacdo
de regras de associacdo, conclui-se que poderiam ser empregadas com sucesso no Projeto
Direto auxiliando na identificacdo de perfis de usuarios. Os usuérios do Direto podem
definir dois tipos de filtros: um filtro para mensagens de usuérios e outro filtro para o
servigo de canais de informagdo. A aplicacdo de regras de associacdo sobre as mensagens
dos servicos poderia auxiliar na criagdo, manutencdo e exclusdo de canais de informacao.
Além disso poderiam ser oferecidos determinados canais a conjuntos especificos de
usudrios e sugerida a utilizagéo de determinados filtros.

A presente proposta € a de minerar, através de regras de associacdo, a utilizacdo de
filtros de mensagens e canais de informacdo, através de trés ferramentas distintas que
implementam as regras de associacdo e possuem caracteristicas distintas.

A primeira ferramenta escolhida € o Intelligent Miner da IBM, que aém de
implementar o tradiciona algoritmo Apriori permite a especificagdo de uma taxonomia
para os dados.

O CBA é a segunda ferramenta a ser utilizada. [CBA 99] foi desenvolvida e cedida
pelo grupo de pesquisas de Ling Biu, da Universidade de Singapura. Uma das propostas do
autor € a importancia da andlise de itens gue ocorrem com pouca freqiéncia. Para isto, a
ferramenta permite que se especifique diferentes valores de suporte aos itens que estéo
sendo analisados.
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O Magnus Opus € a terceira ferramenta por apresentar um mecanismo de
classificacéo de dados em interval os, semelhantes aos propostos por [SRI 96]. [MAG 2001]
possui alguns filtros como Association Rule Srenght, Lift, Coverage e Leverage, que
podem ser Uteis ha andlise dos resultados obtidos.

Para exemplificar a potencialidade e caracteristicas das ferramentas aplicaveis as
listas, neste trabalho é utilizado um caso especifico de listas de discussdo sobre a linguagem
de programacao JAVA. As mensagens da lista Java foram utilizadas como dados de entrada
para amineracdo pois, o Direto ainda ndo possui mensagens publicas.

1.3 Organizacgao do Texto

O restante do texto esta dividido em seis capitulos. No capitulo 2 sdo apresentados
0s conceitos sobre descoberta de conhecimento, os trabal hos que se destacaram na literatura
sobre regras de associagdo e os trabalhos realizados no instituto de informética da UFRGS
para o tema regras de associacdo. No capitulo 3 € apresentado o software Direto, 0s
maodul os disponibilizados ao usuério e uma proposta para filtros de mensagens e canais de
informagao.

No capitulo 4 é apresentada uma proposta para mineracdo de dados sobre os filtros
de mensagens e canais de informac8o. S80 apresentadas as caracteristicas das mensagens
utilizadas na lista de discusséo SouJava e 0 seu pré-processamento. S0 descritas as trés
ferramentas utilizadas: Intelligent Miner, Magnus Opus e CBA. No capitulo 5 sédo
apresentados os resultados obtidos através das ferramentas, e finalmente no capitulo 6 a
conclus&o.
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2 Fundamentos Tedricos

Neste capitulo apresenta-se uma revisdo bibliogréfica sobre a minerag@o de dados e
0 processo de descoberta de conhecimento em bancos de dados, destacando-se um estudo
sobre a técnica de mineragdo de dados conhecida como regras de associacdo. Inicialmente é
descrito todo o processo de descoberta de conhecimento em banco de dados, onde sdo
Citadas as técnicas mais conhecidas. Posteriormente sdo apresentados alguns estudos sobre
0s tipos de regras de associacdo, que s80 0 tema principal deste trabal ho.

2.1 O Processo de Descoberta de Conhecimento em Bancos de Dados

Na ultima década, observou-se o crescimento explosivo na capacidade de geracéo e
coleta de dados. Avancos cientificos na coleta de dados, como sensores remotos, satélites
espaciais, codigo de barras em transacfes comercias e armazenamento de transacdes de
cartdes de crédito, geraram uma quantidade inestimavel de dados. Tais volumes ndo podem
ser analisados de uma maneira eficaz por métodos tradicionais de pesquisa a bancos de
dados, como consultas do tipo ad-hoc ou planilhas de cdlculo. Estes métodos podem criar
relatorios para os dados, mas ndo podem analisar seu conteldo focando-se no
conhecimento especifico. Criou-se, entdo, a necessidade de uma nova geracdo de
ferramentas e técnicas para anadisar de forma inteligente e automética o contelido destes
imensos bancos de dados, originando a &rea de mineracéo de dados.

A necessidade de informagdes vinculadas a grandes repositérios de dados fez com
que a area de mineragdo de dados ganhasse importancia frente as organizactes, além de
incentivar novos estudos. Segundo [BRA 2002], a mineracéo de dados estd cada vez mais
reconhecida como a chave para andlizar, digerir e compreeender a inundacdo de dados
digitais coletados através de aplicagdes governamentais, de negécios e cientificas.

A érea da descoberta de conhecimento envolve avaliacdo e possiveis interpretaces
de padrdes para decisdo do que € conhecimento e do que ndo €. Historicamente a nocéo de
descobrir-se padrdes utilizaveis em bancos de dados recebeu diversos nomes, incluindo
descoberta de conhecimento em bancos de dados, mineracdo de dados, extracdo de
conhecimento, descoberta de informacéo e processamento de padrdes de dados. Assim
como em [FAY 96], adota-se neste estudo descoberta de conhecimento em bancos de dados
para referenciar todo o processo e mineragéo de dados para referenciar os algoritmos de
descoberta de conhecimento.

O processo de descoberta de conhecimento € interativo e iterativo, envolvendo
diversos passos e muitas decisdes que podem ser feitas pelo usuario. O processo basico é
descrito brevemente em [FAY 96], através de nove etapas:

a) Desenvolver e compreender o dominio da aplicacdo, além de conhecer o objetivo do
usuério e o problema;

b) Definir um conjunto de dados ou focar-se num subconjunto de variaveis ou exemplos
de dados, os quais ser&o utilizados para a descoberta de conhecimento;

c) Limpar e pré-processar os dados: aplicar operacdes basicas de remocéo de ruido, coletar
informagdes necessarias a0 modelo, decidir estratégias para campos nulos e padroniza-
los;
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d) Reduzir e projetar os dados: descobrir caracteristicas importantes para representa-1os de
acordo com o objetivo, além de fazer uso de transformagdes para reduzir o nimero de
variaves,

€) Escolher o método para mineracéo de dados mais apropriado para 0 estudo em questdo
(classificacéo, regressao, clusterizacéo);

f) Escolher o agoritmo de mineragdo de dados, selecionando métodos para busca de
padroes;

g) Minerar os dados;

h) Interpretar os padrées minerados, possivelmente retornando aos passos a-g para novas
iteragoes,

i) Consolidar a descoberta de conhecimento, documentando-a e reportando-a aos
Interessados.

2.2 Técnicasde Mineracao de Dados

Na prética, a mineracdo de dados € utilizada para predizer e descrever os dados. A
predicdo envolve a utilizagdo de algumas varidveis ou campos no banco de dados, para
predizer valores desconhecidos ou futuros de outras varidveis de interesse. A descricdo
foca-se na descoberta de padrdes interpretavei s, descrevendo os dados.

Com o objetivo de suprir necessidades de diferentes dominios de aplicagfes, um
grande nimero de sistemas para descoberta de conhecimento foi desenvolvido. Como
resultado, pode-se identificar métodos diferentes, que devem ser aplicados dependendo do
interesse do usuario. De um modo geral, cada método extrai um tipo diferente de
conhecimento do banco de dados, visto que cada um deles utiliza algoritmos distintos.

Como exemplos de predicao serdo descritos os métodos de classificagao e regressdo
e, para descricao regras de associacdo e clusterizacao.

221 Méodos Preditivos

2.2.1.1 Classificagdo

O método de classificagdo é descrito em [FRE 98] como o mais estudado dentre os
métodos de mineracdo de dados. Na classificagdo cada tupla pertence a uma classe dentre
um conjunto de classes pré-definidas, sendo que cada uma delas é definida pelo usuério. As
tuplas consistem de um conjunto de atributos preditivos e de um atributo objetivo. Este
altimo atributo é categorico, isto &, possui um valor dentre um conjunto de valores discretos
chamado classe ou categoria. Ele pode receber os valores discretos sim ou ndo, ou ainda,
codigos na linha de nimeros inteiros. Caso este atributo receba um valor continuo, como
numeros valorados reais, entédo o método € chamado de regressao.

O objetivo do método de classificagdo é descobrir algum tipo de relacionamento
entre os atributos preditivos e o atributo categorico. Um exemplo ilustrado pelo autor é o de
uma companhia internacional que publica um livro chamado "Um guia de restaurantes
franceses na Inglaterra’. O livro € publicado em inglés, francés e deméo de acordo com o
pais onde sera vendido. Supondo-se que a companhia possua uma base de dados contendo
referéncias sobre clientes nos trés paises nomeados Inglaterra, Franca e Alemanha, seria
interessante utilizar estes dados para predizer qual o tipo de cliente mais se parece com 0s
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gue supostamente comprariam o0 novo livro. A companhia entdo, poderia concentrar seus
esforcos para vender a estes clientes, enviando-lhes, por exemplo, material de propaganda.

Para predizermos quando um cliente ird ou ndo comprar o livro a0 receber o
material de propaganda, a empresa precisa de dados sobre os efeitos desta técnica de
marketing sobre alguns de seus clientes na base de dados. A partir destes dados, um
algoritmo de classificagcdo poderia descobrir regras que predizem quando um novo cliente,
gue ndo recebeu material de propaganda, ird comprar o livro, ou ndo. Esta informacéo é
entdo armazenada em um novo atributo do banco denominado "comprar”. Este atributo
torna-se 0 objetivo e 0 seu valor € preditivo de valores de outros atributos do banco de
dados. No caso apresentado o objetivo € um novo atributo, mas através da classificacéo
pode-se também predizer val ores para atributos existentes no banco de dados.

Uma vez determinado o objetivo, o préximo passo é selecionar um subconjunto de
atributos que seréo analisados para determinar o valor do atributo preditivo. Na Tabela 2.1,
s80 apresentados os dados de dez clientes que receberam o material de propaganda e o
valor do atributo preditivo “Comprar”.

TABELA 2.1 - Dados de Entrada para Classificagcdo

Sexo Pais Idade Comprar
Masculino  Franca 25 Sim
Masculino Inglaterra 21 Sim
Feminino Franca 23 Sim
Feminino Inglaterra 34 Sim
Feminino Franca 30 N&o
Masculino Alemanha 21 N&o
Masculino Alemanha 20 N&o
Feminino Alemanha 18 N&o
Feminino Franca 34 N&o
Masculino  Franga 55 N&o

Fonte. Traducao 0 [FRE O9]

TABELA 2.2 - Regras de Classificagdo geradas a partir daTABELA 2.1

Se (Pais = "Alemanha") Entdo (Comprar = "Nao")

Se (Pais = "Inglaterra") Entdo (Comprar ="Sim")
Se (Pais = "Franga' e ldade <= 25) Entdo (Comprar ="Sim")
Se (Pais ="Franca' e Idade > 25) Entdo (Comprar = "Nao")

Fonte: Traducao de [ FRE 98]

Um algoritmo de classificagdo analisa os dados da Tabela 2.1 e determina quais
valores tendem a ser associados ao objetivo. Na Tabela 2.2 sdo apresentadas as regras
geradas pelo algoritmo de classificagdo. Estas regras séo interpretadas de forma gque os
atributos de predicdo sdo submetidos as condigdes no antecedente da regra, e 0 seu valor é
indicado no consequiente.



20

2.2.1.2 Regresséo

Segundo [FRE 98], o método de regressdo é similar a classificagdo. A maior
diferenca entre eles é que o atributo preditivo possui um valor continuo.

Em [FAY 96] sdo citados alguns exemplos de aplicagdo destacando-se a predi¢do da
quantidade de biomassa presente em uma floresta, com base em medidas remotamente
tomadas, ou ainda, a probabilidade de morte de um paciente segundo um conjunto de
diagnosticos.

2.2.2 Méodos Descritivos

2.2.2.1 Clustering

Segundo [BER 97] clustering € um método utilizado para segmentar populactes
heterogéneas em subgrupos mais homogéneos chamados clusters. O que distingue
classificacdo de clustering € que nesta técnica ndo existem classes pré-definidas. Na
classificag@o a populagdo é subdividida em classes preestabelecidas, enquanto que em
clustering os registros séo agrupados por alguma similaridade entre as classes.

[FRE 98] classifica clustering como o método mais complexo, tendo em vista que,
apos a geracao das classes alguns algoritmos de classificagdo e sumarizacéo sdo aplicados
para geracao das regras que deverdo ser validadas.

Em [FAY 96] sdo citados alguns exemplos de aplicacdo onde destacamos a
descoberta de subgrupos homogéneos de clientes a fim de orientarmos o marketing, no
desenvolvimento e oferta de novos produtos.

2.2.2.2 Regras de Associagéo

Regras de associacdo sdo padrfes que representam a probabilidade de que um
conjunto de itens ocorra em consequéncia de outro conjunto. Como o objetivo deste
trabalho € avaliar os diferentes tipos de regras de associacdo aplicados a um conjunto de
dados especificos, nesta se¢do sera apresentado somente um resumo da propostainicial.

[FRE 98] descreve brevemente o método de descoberta de regras de associacéo.
Segundo o autor, em sua forma original este método € definido como um tipo de dados
especiais, chamado de cesta de mercado, onde uma tupla consiste de um conjunto de
atributos binarios chamados itens. Cada tupla corresponde a uma transacéo de cliente onde,
dado um item, este é valorado como verdadeiro ou falso, dependendo dos itens que o
cliente comprou. Este tipo de dados é normamente coletado através de tecnologia de
codigos de barras, onde 0 exemplo tipico é os produtos vendidos no supermercado.

Uma regra de associagdo € um relacionamento naforma X - Y, onde X e Y sdo
conjuntos de itens e X N Y = . Para cada regra de associacdo sdo determinados dois
filtros: suporte e confianca. O suporte € definido como a razdo do niumero de registros
satisfazendo X e Y sobre o nimero total de tuplas, isto € SUP=|X U Y|/ N, ondeN éo
numero de tuplas e |A| representa o nimero de tuplas contendo todos os itens do conjunto
A. A confianga € araz&o entre 0 nUmero de tuplas satisfazendo ambos X e Y e o nimero de
tuplas que satisfaz X, isto ¢, CONF = X U Y|/ |X].

A tarefa de descoberta de regras de associagdo consiste em extrair do banco de
dados todas as regras com suporte e confiangca maiores ou iguais a uma medida de suporte e
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confian¢ca minimos especificados pelo usuario. A descoberta de regras de associacdo €
desenvolvida em dois passos. Primeiramente, um algoritmo determina todos os conjuntos
de itens tendo suporte e confiangca maiores ou iguais aos estabelecidos pelo usuario, 0s
quais denominamos itens freqlentes. Posteriormente, para cada item freguente, todas as
possibilidades de regras candidatas sdo geradas e testadas, através da confianga. Uma regra
candidata é gerada tendo um subconjunto de itens dos itens freqlientes como antecedente da
regra, e os demais itens do conjunto de itens freglientes como consequientes da regra.
Somente regras candidatas tendo confianga maior ou igual & especificada pelo usuario séo
apresentadas pelo algoritmo.

Para ilustrar a descoberta de regras de associagéo, considerar o exemplo simples da
cesta de mercado apresentado na Tabela 2.3. A primeira coluna na tabela apresenta o
identificador da transacdo, e as outras colunas indicam quais itens foram comprados em
cada transacdo. No exemplo ilustrativo os itens sdo apresentados num ato nivel de
abstracdo, em andlises mais aprofundadas, normal mente considerarmos os itens num baixo
nivel de abstracdo incluindo subcategorias como a marca do produto.

TABELA 2.3 - Dados de Entrada para Descoberta de Regras de Associagéo

Tr Id Leite Café Cevega Pao Manteiga Arroz Feijdo

1 Nao Sim Na&o Sim Sim Nao Nao
2 Sim Né&o Sim Sim Sim Nao Nao
3 Ndo Sim Nao Sim Sim Nao Nao
4 Sm Sim Nao Sim Sim Nao Nao
5 Nado Néo Sim Né&o Néo Nao Nao
6 Ndo Néo Nao Né&o Sim Néo Né&o
7 Ndo Néo Nao Sim Néao Néao Néao
8 Ndo Néo Nao Né&o Né&o Néo Sim
9 Nao Néo Nao Nao Nao Sim Sim

10 Nao Né&o N&o Nao Nao Sim Nao
Fonte: traducao de[FRE 98]

Supondo gue o usuario tenha especificado como parametros SUP = 0.3 e CONF =
0.8, a Tabela 2.4 apresenta as regras de associagdo que deveriam ser descobertas sobre 0s
dados da Tabela 2.3, de acordo com os valores especificados para suporte e confianca. Na
Tabela 2.4 as regras de associagdo estédo agrupadas por itens frequentes conforme foram
geradas. Nela, apresentam-se somente itens freqlentes com dois ou mais itens. ltens
freqlientes com apenas um item (por exemplo, café) ndo sdo apresentados, pois produzem
regras desinteressantes, onde o antecedente ou consequiente estariam vazios. A Tabela 2.4
apresenta o suporte de cada item freqUente e a confianca de cada regra descoberta.
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TABELA 2.4 - Regras de Associacdo(Suporte= 0.3, Confidencia=0.8)

Itens Frequentes: Café, Pao. Suporte=0.3
Regra: Se (Café) Entdo (Pao). Confianca =1.

Itens Frequentes. Café, Manteiga. Suporte=0.3
Regra: Se (Café) Entdo (Manteiga). Confianca =1.
Itens Frequentes: Pdo, Manteiga. Suporte=0.4
Regra: Se (Pao) Entéo (Manteiga). Confianca= 0.8.
Regra Se (Manteiga) Entdo (Pao). Confianca= 0.8.
Itens Freguientes. Café, Pao, Manteiga. Suporte=0.3
Regra: Se (Café e Pao) Entdo (Manteiga). Confianca = 1.
Regra: Se (Café e Manteiga) Entéo (P&o). Confianca = 1.
Regra: Se (Café) Entéo (Pao e Manteiga). Confianca= 1.

Fonte: traducao de [FRE 98]

Recentemente as regras de associacdo tém sido estendidas a outras aplicacdes e
vérios estudos surgiram aprimorando a propostainicial de Agrawal.

2.3 Regrasde Associacao

Como um dos objetivos deste trabalho € fazer um comparativo de técnicas de
mineracdo de dados através de regras de associagcdo utilizando ferramentas que
implementam variagbes da proposta inicial, nesta secdo sdo apresentados estudos
encontrados na literatura sobre variacdes para o tema mineracdo de dados atraveés de regras
de associago.

As regras de associagdo sdo um problema que atraem um interesse consideravel,
pois oferecem padrBes concisos de informacfes utilizdvels que as tornam facilmente
entendidas pelo usuério final. Na literatura de banco de dados, o foco é desenvolver
algoritmos de regras de associacao que identifiquem todas as regras encontradas, através de
especificacbes de usuérios, parafiltros de suporte e confianca minimos.

2.3.1 Mineracdo em Bancos de Dados Muito Densos

Nesta secéo € apresentada a proposta desenvolvida por [AGR 99], em cujo trabalho
descreve um algoritmo para minerar regras de associagdo em bancos de dados muito
densos. Ele utiliza um algoritmo que explora diretamente as constraints tradicionais da
literatura de regras de associagao (suporte e confianca minimos), e propde um novo filtro,
ou constraint, denominado Improvment. Segundo o autor, este filtro assegura uma predicdo
mais avancada sobre as entéo ditas simplificagbes da proposta inicial descritas em [AGR
93, AGR 94]. O autor afirma ainda que, neste algoritmo a eficiéncia € mantida até mesmo
para suportes baixos, onde os dados s&o muito densos.

O agoritmo de regras de associagcdo foi inicialmente desenvolvido para andise de
dados de cesta de mercado, porém, recentemente houve interesse de aplicacdes em areas
como telecomunicagdes e censo demogréfico. Diferente da andlise de cesta de mercado,
estes conjuntos de dados tendem a ser ainda mais densos e possuem as propriedades abaixo
Citadas:
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— Presenca de itens que aparecem com muita freqiéncia nas transagoes (ex. sexo
masculino);

— Fortes correlacBes entre os itens;

— Muitos itens em cadaregistro.

Os conjuntos de dados que possuem as caracteristicas acima mencionadas podem
causar um estouro exponencial no consumo de recursos, se citarmos o0 agoritmo Apriori e
suas variagdes. Os itens mais fregientes e os que possuem fortes correlagdes aparecem
freqlientemente associados a maioria das regras encontradas. Aplicando-se somente filtros
de suporte e confianga minimos durante o processamento, um nuimero exorbitante de regras
poderia ser gerado. Embora outros filtros pudessem ser empregados para filtrar as regras
mais interessantes, eles estariam sendo empregados apenas na etapa de pos-processamento.

[AGR 99] considera que a atual proposta explora minimos durante a mineracdo com
muita eficiéncia. Além disso, as regras que satisfazem estas constraints em um banco de
dados muito denso apresentam um resultado facilmente compreendido pelo usuéario final.
Para remediar o problema da quantidade de regras geradas, o algoritmo explora uma
constraint que elimina as regras que ndo sao interessantes, pois segundo ele, tais regras ndo
possuem condigdes que contribuam para predicdo. Para ilustrar 0 conceito, seguem 0s
exemplos:

P&o e Manteiga - Leite (Confianca 80%)

A regra tem confianca de 80%, o0 que significa dizer que 80% das pessoas que
compram pao e manteiga, também compram o item conseqliente da regra, que € leite. Em
consequéncia da ata confianca, poder-se-ia acreditar que esta regra é uma descoberta
interessante, caso O objetivo fosse compreender a populacdo apreciadora de leite.
Entretanto, se for considerado que 85% da populacédo examinada compra leite, estaregra €
na realidade, desinteressante para o propdsito de caracterizar a populagdo que regularmente
consome o produto, ja que esta abaixo da média vendida. Existe uma medida denominada
lift capaz de eliminar este tipo de regra. Esta medida considera a proporgcdo entre a
confianca da regra e a de seu consequiente. Neste caso o Lift da regra seria negativo, pois
0.80/0.85 <1 e como consequéncia a regra seria eliminada do resultado da pesquisa

Ovos e Cereais = Leite (Confianga = 95%)
Ovos 2 Leite (Confianca =80%)
Cereais 2 Leite (Confianca = 99%)

Como conseqgiiéncia da alta confianca da regra (95%) e da frequéncia com o qual, o
leite € comprado (85%), esta regra pode parecer interessante. Entretanto, se considerarmos
que cereais comprados sozinhos implicariam a compra de leite com 99% de confianga,
temos entdo, na verdade, uma regra que representa um significante decréscimo na
habilidade preditiva, visto que existe umaregramais concisa e aplicavel.

Para enderecar este problema, o agoritmo proposto em [AGR 99] permite que o
usuario especifiqgue um Improvment minimo. A ideia € minerar somente regras nas quais a
confianca € pelo menos minimp maior que a confianga de qualquer sub-regra conveniente
onde, uma sub-regra conveniente € uma simplificacdo da regra, formada pela remocéo de
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uma ou mais condi¢des do seu antecedente. Qualquer conjunto positivo a0 minimp ira
prevenir o resultado de regras desinteressantes como os exemplos acima. Dado o estado da
regra em que cereal implica leite com 99% de confianca, pode haver centenas de regras na
forma abaixo com confianga entre 99% e 99,1%.

Cereal & Iteml & Item?2 & Item3...&ltemN =2 Leite

Para que as regras possam ser comparadas como descrito acima, € preciso que estas
tenham consequientes equival entes.

Uma transagdo € um conjunto de um ou mais itens obtidos a partir de um dominio
finito de itens e um data-set € uma colecdo de transacBes. Um conjunto de itens sera
referenciado mais sucintamente como um itemset. O suporte de um itemset |, denotado
sup(l), € o nimero de transagdes no data-set que contém |. Uma regra de associagdo
consiste de um itemset chamado antecedente, e de um itemset desconexo do antecedente
chamado conseqliente. Uma regra sera apresentada na forma A= C onde A é o0 antecedente
e C o conseqgliente. O suporte da regra de associacéo € o suporte do itemset formado pela
unido do antecedente e consequiente (A U C). A confianca da regra é a probabilidade com a
gual o item no antecedente A apareca junto aos itens do consegiiente C num dado data-set.

Conf (A C) = MAVC)
Sup(A)

A introducdo da constraint de Improvment por [AGR 99] tem como objetivo
minimizar o problema das milhares de regras retornadas por algoritmos tradicionais,
guando submetidos a banco de dados densos. O Improvment pode ser definido como a
diferenca minima entre a confianca da regra em questdo e a confianca de qualquer sub-
regra gerada a partir da regra proposta, sendo que ambas, devem possuir 0 mesmo
consequente.

Formamente, dadaumaregraA-> C:

Imp (A=>C) = Min(VA' c A, conf(A=2 C) — conf(A’>C))

Se o Improvement de uma regra for positivo, entdo removendo qualquer
combinacdo ndo vazia de itens de seu antecedente sua confianca € pelo menos igual ao
Improvement. Assim, cada item e cada combinagdo de itens presentes no antecedente de
uma regra com Improvment maior do que o estabelecido, torna-se um importante
contribuidor para predicdo de regras aceitas. Uma regra com Improvement negativo é
desinteressante, pois a propria regra pode ser simplificada para produzir uma sub-regra que
€ mais preditiva. Um Improvement maior do que zero € uma constraint desgjavel, na
maioria das aplicagdes de mineragéo por regras de associagao.

2.3.1.1 Formalizacdo do Problema

O agoritmo proposto foi desenvolvido para minerar todas as regras de associacdo
com um consequente de acordo com minimos para suporte, confianca e Improvment
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especificados pelo usuério. Os parametros do algoritmo que especificam a confianca
minima, suporte minimo e Improvment minimo sdo conhecidos com mininconf, minsup e
minimp, respectivamente.

Umaregra pode ser dita com grande confianga quando sua confianga for pelo menos
igual ao minimp, e frequiente se o suporte for pelo menosigual ao minsup. Umaregra € dita
com grande Improvment quando este € pelo menos igual ao minimp.

Nesta secd0 uma regra sera representada utilizando-se somente seu antecedente
desde que o consequente sgja assumido como fixo no itemset C. Representamos U como o
conjunto de todos os itens presentes no banco de dados exceto agueles que estiverem no
consequente C. O problema de mineracdo é entdo buscar através de U, regras que
satisfazem o suporte, confianga e |mprovment minimos. Uma estrutura de &rvore € utilizada
para representar o problema de busca de subconjunto, tornando-o um problema de busca
em &rvore e permitindo que regras possam ser cortadas como se estivéssemos podando uma
arvore. Além disso, a estrutura permite que o0 espaco dos subconjuntos (regras) possa ser
reduzido. A idéia € primeiramente impor uma ordenacdo no conjunto de itens e entdo
enumeré-1os de acordo com aFigura 2.1.

FIGURA 2.1 - Arvore sobre U={1,2,3,4}, ordenada lexicamente

{1}
1/2N34
XQ\WA 2',3\2,4 ‘34
1,2,3R1,2,4 ‘1/3,4 2|,3,4
1,2,3,4

[AGR 99]

Como dito anteriormente, estruturou-se o problema de minerar maximos itemset
freqlientes do banco de dados como um problema de busca de conjuntos enumerados em
arvore. Cada nodo na arvore € representado por dois itemset chamados grupos. O primeiro
itemset, chamado head, é simplesmente o itemset (regra) enumerado. O segundo chamado
tail € um conjunto ordenado, e consiste dos itens 0s quais podem ser juntados a head para
formarem regras viaveis enumeradas por um sub-nodo. Por exemplo, na raiz da arvore, 0
conjunto de itens head é um conjunto vazio, enquanto o conjunto do tail consiste de todos
ositensem U.

O head e tail de um grupo g serdo representados por h(g) e t(g) respectivamente. A
ordem na qual os itens do tail aparecem, possui uma significancia, pois refletem como seus
nodos filhos estdo dispostos para serem expandidos. Cada nodo filho g. do grupo serd
expandido, tomando-se um item i et(g) e apendando a h(g) para formar h(gc). Os nodos
sd0 ordenados e mantendo-se este policiamento para expansdo dos nodos filhos, ao
considerar que ndo houve nenhum corte, a &rvore enumera todo e qualquer subconjunto de
U, exatamente umavez.
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2.3.1.2 Descrigdo de Alto Nivel do Algoritmo

Nesta secdo € descrito o agoritmo Dense-Miner [AGR 99] em alto nivel. O corpo
do algoritmo apresentado abaixo implementa a busca de abertura do conjunto da &rvore
gerando os gruposiniciais.

DENSE-MINER (Conjunto de Transacdes T)
;; Retorna os itens que satisfazem os filtros de suporte,
;; confianca e improvment
Conjunto de Regras < ¢
Conjunto de Grupos G €< GENERATE-INITIAL-GROUPS (T, R)
While G ndo-vazio do
Examina T para processar todos os grupos em G
PRUNE-GROUPS(G, R)
G < GENERATE-NEXT-LEVEL(G)
R €< RuU EXTRACT-RULES(G)
PRUNE-GROUPS(G, R)
Return POST-PROCESS(R, T)

Os grupos gerados representam um nivel inteiro da arvore os quais S0 um passe
sobre 0 conjunto de dados. A geragéo dos grupos iniciais poderia simplesmente produzir o
nodo raiz, que € vazio. Entretanto, a implementacéo produz a busca no segundo nivel da
arvore depois da fase de otimizacdo que rapidamente computa o suporte de todos itens 1 e
2.

A geracdo do préximo nivel utiliza o algoritmo descrito abaixo e gera 0s grupos que
compreendem o préximo nivel da arvore.

GENERATE-NEXT-LEVEL (Conjunto de Grupos G)
;; Retorna um conjunto de grupos representando o préximo nivel da &rvore
Conjunto de Regras < ¢
Conjunto de Grupos G € GENERATE-INITIAL-GROUPS(T, R)
For each grupo g em G. do
Reordenar os itens em t(g)
For each itemi emt(g) do
Considerar g. sendo um novo grupo
com h(gc) = h(ge) U {i} e
t(ge) ={]j/j seguido dei ordenadamente}
G € G: U {gq}
Return G

Pelo algoritmo percebe-se que os itens do tail de um grupo sdo reordenados depois
dos nodos-filhos terem sido expandidos. Este passo de reorganizacdo é uma otimizagdo
desenvolvida para maximizar a eficiénciado corte. Apés expandir os nodos filhos, qual quer
regra representada pelo head de um grupo € colocada em R pela fungdo Extract-rules se for
fregliente e possuir confianca igua ou superior a estabelecida. A informagéo de suporte
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necessaria para verificar se 0 head do grupo g representa uma regra fregliente e/ou com a
confiancaigual ou superior ao limiar é fornecida pelo nodo pai de g no conjunto enumerado
da arvore, pois h(g) e h(g) U C s8o membros de seus conjuntos candidatos. Como
resultado, este passo pode ser executado apos g ter sido processado.

A funcéo Prune-Groups € utilizada pelo Dense-Miner para cortar ambos 0s grupos:
processados e ndo processados. No primeiro agoritmo descrito, 0S grupo sdo cortados
sobre a expansdo da arvore bem como imediatamente apds seu processamento. Como
grupos ndo sdo processados seguindo a expansdo da arvore, com o objetivo de determinar
se serdo cortados, Dense-Miner utilizainformagdes de suporte apanhadas em passes prévios
sobre 0 banco de dados.

PRUNE-GROUPS (Conjunto de Grupos G, Conjunto de Regras R)
;; Cortagrupos e tails dos grupos de G
;1 G e R sdo passados por referéncia
For each grupogem G
do
try _again < falso
if ISPRUNENABLE(g)
then remover gde G
elsefor each i € t(g) do
considerar g' um grupo
com h(g) = h(g) v {i}
et(g) =t(g) - {i}
if ISPRUNABLE (g)
then remover i det(g)
incluir h(g) v {i} enR se
aregrafor frequente e possuir confianga superior ao limiar
try-again < verdadeiro
while try-again = verdadeiro

Dense-Miner aplica mlltiplas estratégias para cortar nodos da arvore. Estas
estratégias determinam quando um grupo g pode ser ou ndo cortado. A funcdo de corte
verifica se ao invés de cortar grupos, apenas alguns itens i em t(g), deveriam ser cortados.
Cortando-se tails reduz-se 0 numero de filhos gerados do nodo, e desse modo reduz-se o
espaco de busca. Um beneficio adiciona de cortar-se os tails € o incremento na eficiéncia
da estratégia usada para cortar 0 grupo.

A importancia deste fato é que dado um grupo g e item i de t(g) como condicéo,
evita-se enumerar muitas regras as quais ndo satisfazem a constraint pela ssmples remocéo
dei det(g). A implementacdo de grupos de corte esta descrita através do algoritmo Prune-
Groups, acima apresentado. A estratégia de corte de grupo € aplicada com o auxilio de uma
funcéo chamada I's-Prunable que é descrita abaixo.

A funcdo Is-Prunable computa os seguintes valores para um dado grupo g:

— Um vaor superior ao limite da confianga de qualquer regra derivada de g,
chamado uconf(g);
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— Um valor superior ao limite do improvment de qualquer regra derivada de g,
chamado uimp(g);
— Um valor superior ao suporte de qualquer regraderivada de g, chamado usup(g).

Um grupo g pode ser cortado sem afetar a busca, se algum valor superior falhar de
acordo com o minimo estabelecido pelo usu&rio para minconf, minimp, minsup
respectivamente. A dificuldade paraimplementar o corte ndo € somente em termos de como
computar os valores, mas deve-se levar em consideragdo o tempo de processamento,
considerando-se um grande banco de dados. Os valores séo computados, utilizando-se
somente o suporte fornecido pelo conjunto candidato, isto €, 0s nodos superiores.

O objetivo de reordenar os itens durante a funcdo de General_Next-Level, utilizada

pelo Dense-Miner, é ndo forcar regras ndo promissoras para a mesma porcao da arvore de
busca. A razdo desta estratégia € importante, pois a0 ordenar um grupo para ser podado,
todos os seus sub-nodos devem representar uma regra que falha, ao ser testada através das
constraints estabel ecidas.
Diversos experimentos foram conduzidos pelo autor e este concluiu que a melhor politica
de ordenamento que poderia ser utilizada pelo Dense-Miner seria ordenar em ordem
decrescente de sup(h(g) U { —i, —c}), onde —c, que contém somente as transaces que ndo
contém o item consequiente C e —i, que contém apenas as transacdes que ndo contém i.

2.3.1.3 POs-processamento

O pos-processamento identifica algumas regras que ndo tém um Improvment
superior ao limiar estabelecido, pela ssmples comparacdo delas com as outras regras no
conjunto de regras mineradas R. Ele compara cadaregrarl R paracadaregrar?2 tal que
r2 e Rer2 crl. Se ndo for encontrada conf (rl) - conf (r2) < minimp, entdo aregrarl é
removida, pois seu Improvment é pequeno demais.

O passo de pds-processamento nNdo necessita acesso ao banco de dados, e remove
quase todas as regras que ndo possuem um Improvment suficiente grande. Além disso,
inclui uma extensdo sobre a ordenacdo de medidas para serem apresentadas ap usuério,
incluindo a sub-regra correta responsavel pelo Improvment de umaregra.

2.3.2 Regrasde Associagdo Taxondmicas

Na proposta tradicional de regras de associacdo, um exemplo tipico € o fato de que
80% dos clientes que compram leite, também compram pdo. Como exemplo para
mineracdo em diferentes niveis de abstracdo, cita-se o fato de que 75% dos clientes que
compram p&o de trigo compram leite de uma determinada marca. E interessante apresentar
a0 usuario a expansdo da informagdo, ou ainda agrupa-la num nivel menos detalhado para
gue esta possa estar presente nos resultados da pesquisa.

[SRI 95] introduziu o problema de minerar regras de associagdo, onde os itens
pudessem ser generalizados através de uma taxonomia. A idéia é a de que itens com baixo
suporte pudessem estar presentes no resultado da mineragéo, caso estes pudessem ser
apresentados de uma maneira menos detalhada. Trabalhos anteriores a este, envolvendo
regras de associacdo, ndo faziam referéncia a taxonomias e restringiam a construcdo de
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regras apenas nos nodos-folha da hierarquia. A proposta do autor é de descobrir regras de
associacdo onde os itens pudessem pertencer a qualquer nivel da hierarquia.

Segundo [HAN 97], para explorar mineracdo em multiplos niveis € necessario que
os dados sgjam dispostos em diferentes niveis de abstracdo, aém de aplicar métodos
eficientes para este propdsito. A primeira necessidade pode ser satisfeita contanto que o
conceito de taxonomia seja aplicado desde 0s niveis mais primitivos até os mais altos. Com
o recente desenvolvimento do datewarehousing e tecnologia OLAP (Analytic Processing
Systems), distribuir os dados em niveis de abstracdo tem se tornado uma pratica comum.

A segunda necessidade pode ser explorada de diversas maneiras. Uma aternativa é
aplicar diretamente métodos existentes para niveis tnicos a mltiplos niveis. Um exemplo é
a aplicacéo do algoritmo Apriori para examinar itens de dados em multiplos niveis de
abstracdo sobre os mesmos limites de suporte e confianca minimos. Esta estratégia é
simples, mas ocasiona alguns resultados desinteressantes. Primeiramente, € encontrado
suporte superior a0 determinado, nos mais atos niveis de abstragdo. Caso fosse necessério
descobrir fortes associacbes hos menores niveis, o suporte minimo deveria ser reduzido e
como conseqliéncia seriam geradas regras desinteressantes nos niveis intermediarios e
superiores. Segundo [HAN 97], desde que sgja improvavel descobrir muitas regras de
associacdo com suporte esperado no nivel primitivo de conceitos, mineracdo através de
associagoes pode ser desenvolvida antes num alto nivel, o que é na verdade o objeto de
estudo de diversos trabalhos. Entretanto, a mineracdo de regras de associagdo pode
freqlientemente gerar regras correspondentes a expectativas e conhecimento prévio, como &
0 caso de leite> pdo, que é senso comum, ou ainda, gerar combinagdes desinteressantes, se
0 suporte minimo for extremamente baixo, como € o caso de brinquedos—> leite.

As observagtes acima descritas nos levam a examinar outra proposta: aplicar limites
de suporte minimo diferente, e possivelmente diferentes limites para confianca minima, nos
diferentes niveis de abstracdo. Se explorarmos 0 caso de reduzir progressivamente os
limites de suporte minimo nos niveis mais baixos de abstracdo, encontrariamos regras de
associacdo interessantes nos multiplos nivels de conceito. Neste caso seriam descobertas
ndo somente regras de associagdo nos diferentes niveis, mas regras de associagdo néo
triviais, informativas, pois ha flexibilidade para diferentes conjuntos de dados.

Neste estudo um método € desenvolvido pela extensdo do Apriori para mineracdo
de regras de associacdo. O método busca primeiramente itens fregientes nos niveis mais
atos e entdo progressivamente aprofunda o processo de mineragdo aos niveis mais baixos
dos descendentes dos itens frequentes.

Um fato importante que deve ser assumido neste estudo € a exploragdo de somente
descendentes dos itens freqlientes, pois se considerarmos que um item ocorre raramente,
entdo seus descendentes irdo ocorrer mais raramente ainda.

O autor relata que a necessidade de mineracao de regras de associacdo em multiplos
niveis ou utilizagdo de informagdes de taxonomias foi observada em outros trabalhos. O
diferencia entre os outros estudos e o [HAN 97], é que utilizam o mesmo limite de suporte
através dos diferentes niveis de abstracéo. Utilizando-se 0 mesmo suporte para diferentes
niveis é preciso muito esforgo paraidentificar e remover as regras redundantes.

2.3.2.1 Definicao Formal do Problema

Assumimos que o banco de dados contenha:
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1) Um conjunto deitens |, que contém a descri¢do de cadaitem em | naforma< A;,
descricdo>, onde A e 1;

2) Um conjunto de dados de transacles, T, as quais consistem de um conjunto de
transacbes <Ti,{Ap,....,Aq}>, onde T; € uma transagdo identificavel por A < |
(parai = p,...q).

Um padr&o, ou um itemset, € um item A;, ou um conjunto de itens A A.... A, A € 1.
O suporte de um padréo A em um conjunto S, o (A/S), € o numero de transacbes em S as
quais contém A versus o total de nimero de transagcBes em S. A confiancade A 2> Bem S
¢ (A=>B/S), € a proporcéo de ¢ (A A B/S) versus ¢ (A/S), isto &, a probabilidade que o
padréo B ocorraem Squando o padrdo A ocorre.

Para descobrirmos padrdes freqlientes e razoaveis implicagdes de regras fortes, o
usuario precisa especificar dois limites. suporte minimo e confianca minima. Para a
descoberta de regras de associagdo de multiplos niveis, diferentes valores para o suporte
minimo e confianca devem ser especificados nos diferentes niveis.

Um padréo A é freqliente em um conjunto S no nivel | se o suporte de A ndo for
menor gue o suporte minimo correspondente. Uma regra A= B/S é dita forte se, para um
conjunto S, cada ancestral (i.e., 0 nivel superior correspondente) de cadaitem em A e B for
fregliente, e a confianca de A->B/S for maior que o limite minimo de confianca no nivel
corrente.

A definicdo acima implica um processo de filtragem, o qual limita o padréo para
examinar 0 menor nivel. Somente os itens que possuem suporte maior ao especificado no
seu nivel superior s8o examinados. Baseados nesta definicdo, a idéia de minerar multiplos
niveis de associagao € ilustrada abaixo.

Exemplo: A consulta consiste em descobrirmos fortes associaces em multiplos
niveis no banco de dados da Tabela 2.5, relacionados a categoria, contelido e marca de
alimentos, os quais podem ser armazenados por menos de trés semanas.

A parte relevante da descricéo dos itens vendidos esta relacionada na Tabela 2.6. Na
Tabela 2.7, cada registro representa a generalizacéo de itens 0s quai's possuem mesmo valor
para os atributos de interesse.

TABELA 2.5 - Tabelade Transagdes de Compras

Transacéo Conjunto de Cédigo de Barras
351428 {17325, 92108, 55349, 88157,....}

Fonte: traducao de [HAND7]

TABELA 2.6 - Descricdo de Itens

CodBarra Categoria  Marca  Conteitdo Tamanho Dias Armazenados Preco

17325 Leite Foremost 2% 1(ga) 14 dias $3,89

Fonte. traducao de [HAND7]
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TABELA 2.7 - Itens de Venda Generalizados

GID Conjunto de Cédigo de Barras Categoria Contetdo  Marca
112 {17325, 31414, 91265} Leite 2% Foremost

Fonte: traducao de [HAN9/]

A informacdo de taxonomia € provida implicitamente na Tabela 2.7. A categoria
leite representa o primeiro nivel de conceito, o contelido 2%, € 0 segundo nivel, eamarcao
terceiro. A tabelaimplica uma érvore como a apresentada na Figura 2.2.

FIGURA 2.2 - Taxonomia dos Itens Relevantes

Alimentos
- ",

Leite __,_,-/-’"J—"//
<‘\

2% Chocolate
< .o Branco ¥ - \;\ Centeio
Y / Y i
- llr lﬁ i‘llll - o \'l l

FDI’E—'I‘I‘I:JSlt. Wonder
[HAN 97]

O processo primeiramente descobre padrbes frequentes e fortes para regras de
associacdo no mais ato nivel de conceito. Considerando o suporte minimo para este nivel
igual a 5% e a confianga minimaigual a 50%, uma descoberta seriaz um conjunto de itens
freglientes (1-itemset, com suporte entre parénteses): {pdo (25%), vegetais (30%)...}, um
conjunto de combinacbes em pares de itens freqlentes (2-itemset): {vegetais, péo
(19%)),...}, e um conjunto de fortes regras de associacao, tais como pdo—> vegetais (76%).

No segundo nivel, considerando suporte minimo igua a 2% e confianga minima
igua a 40%, uma descoberta seriac 1-itemset frequentes. "aface (10%), pdo de trigo
(15%)..." e 2-itemset frequentes:"<alface, pdo de trigo (6%)>",..., € um conjunto de regras
de associagdo fortes: "alface> péo de trigo (60%)". Os niveis serdo expandidos até que
houver itens com suporte e confianga suficientes para gerar um nodo filho.

2.3.2.2 O Algoritmo

Nesta secdo € apresentada mineracdo de regras de associagdo em multiplos niveis,
utilizando-se como exemplo a informacdo de hierarquia representada na Tabela 2.8. Uma
consulta de mineracdo de dados releva somente algumas porcdes das transagdes no banco
de dados, motivo pelo qual nem todos os itens estdo sendo representados.
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TABELA 2.8 - Tabela Decodificada T1

TID Iltems
T1 {111, 121, 211, 221}
T2 {111, 211, 222,323}
T3 {112, 122, 221, 411}
T4 {111, 121}
T5 {111, 122,211, 221, 411}
T6 {211, 323, 524}
T7 {323,411, 524, 713}

Tonte: traducao de [HAND7]

A codificacdo é feita de forma que a informac&o de taxonomia para cada item no
exemplo sgja decodificada como uma sequéncia de digitos na tabela de transacdes
representadas através da Tabela 2.8. Por exemplo, o item “2% de leite Foremost” ¢é
codificado como ‘112’ no qual o primeiro digito 1 representa leite no primeiro nivel-1, 0
segundo ‘1’ representa ‘“2%(leite)”, no nivel-2 e o terceiro digito representa a marca
“Foremost” no nivel-3.

A derivacdo do conjunto de itens freqlente no nivel 1 € apresentada a seguir:
Considerar o suporte minimo igua a quatro transages (i.e., minsup[1]=4)*. O nivel 1
fregliente na tabela 1-itemset L[1,1] pode ser derivado pela busca de T[1], registrando o
suporte para cada item generalizado. Um exemplo de representacéo é 1**,...., 4**, caso
estes itens estejam contidos na transacdo. O filtro de suporte acumulado € utilizado para
filtrar:

1) Quaquer item que ndo € freqliente na transacao;

2) A transagéo em T[1] que contem somente itens frequentes.

O resultado das transagdes filtradas é apresentado através da Figura 2.3. Caso hgja
apenas duas entradas em L[1,1], o nivel-1 freqlente 2-itemset na tabela L[1,2] podera
conter apenas um item candidato{ 1**,2**}, que é suportado por quatro transacdes na
tabela T[2].

FIGURA 2.3 - Tabela de Transagdes T[2]

Nivel -1 MinSup =4
Nivel -1 1-ltemset- freqlentes: L[1,1]

| temset Suporte
{1**} 5 Tabela TransacOes Filtradas T[2]
{2**} 5
TID Itens
Nivel -1 2-itemset freqlientes: L[1,2] T1 {111, 121, 211, 221}
T2 {111, 211, 222}
| temset Suporte T3 {112, 122, 221}
{2x*, 2**} 4 T4 {111, 121}
T5 {111, 122, 211, 221}

[HAN97]

De acordo com a definicdo de regras de associagdo taxondmicas, somente 0s
descendentes de itens freglientes no nivel-1 (i.e., L[1,1]) sdo considerados como candidatos
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ao nivel-2 freguentes 1-itemset. Considerando-se minsup[2]=3, o nivel-2 freqlente 1-
itemset 1[2,1] pode ser derivado da tabela de transacOes filtradas T[2], através da
acumulacédo do contador de suporte e remocdo dos itens nos quais o suporte é inferior ao
estabelecido, o que resultara em L[2,1]. O itemset-3 freqlente da tabela L[2,3] é formado
pela combinacdo das entradas L[2,2].

Finalmente, L[3,1] e L[3,2] no nivel 3 sGo computados num processo similar, com o
resultado apresentado na Figura 2.4. A computacdo termina quando ndo existe nenhum
nivel mais profundo necessario a consulta, ou quando um 1-itemset freqlente vazio é
gerado em qualquer nivel.

FIGURA 2.4 - Itens freqlientes para os niveis2 e 3

Nivel 2 Minsup=3 Nivel 2 freqliente 3-itemset: L[2,3]
Nivel 2 frequentes 1-itemset:L[2,1]
| temset Suporte
I temset Suporte {11*, 12*, 22*} 3
{11*} 5 {11*, 21*, 22*} 3
{12*} 4
{21*} 4
{22*} 4 Nivel 3 Minsup=3
Nivel 3 frequentes 1-itemset L[3,1]
Nivel 2 frequentes 2-itemset: L[2,2] ltemset Suporte
{111} 4
I temset Suporte {211} 4
{11*, 12*} 4 {221} 3
{11*, 21*} 3
{11*, 22*} 4
{12*, 22*} 3 Nivel 3 frequentes 2-itemset L[3,2]
{21*, 22*} 3
| temset Suporte
{111, 222} 3
[HAN 97]

2.3.2.3 AlgoritmoML_T2L1

Nesta secdo apresenta-se um dos a goritmos mencionados por [HAN 97] chamado
ML_T2L1, cujo objetivo é descobrir conjuntos de itens freqlientes, através dos multiplos
niveis e minerar fortes regras de associagéo.

Ele inicia no nivel 1, derivando para cada nivel |, o conjunto k-items frequentes, £
[1, K], para cadak, e conjunto de itens frequentes, £ £ [1] (para todos k’s) como a seguir:

for (I:=1; £[1,1] <> gand| < max_level; | ++) do {
if | = 1then{
£[1,1] : = get_large | _itemset (7 /1], A);
t /2] =get_filtered table (7 /7], £[1]);
}
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else£[1,1] : = get_large | itemsets (/2] 1);
for (ki =2; £[l,k-1] <> g, k++ )do{
Ck: = get_candidate set (£[1,k-1] );
foreach transactiont € 7 /2/do {
Ct : = get_subsets (Ck, t);
foreach candidate ¢ € Ct do c.support ++;
}
£[1K : ={c eCk|csupport>= minsup[l] }
}
LL[1] :=UKL[LK;
}

Entrada para o Algoritmo:

1) T[1], que é a informagdo hierarquica do banco de dados, no formato de
<TID, Itemset>.
2) Informagao de suporte minimo (minsup[1]) para cada nivel conceitual |.

Saida do Algoritmo: Um conjunto de Itemset frequientes para os multiplos niveis.

Apés terem sido descobertos os itens freguientes, o conjunto de regras de associacdo
para cada nivel pode ser derivada através do conjunto de itens freqlentes baseados na
confianga minima aplicada ao nivel.

Método: Um processo top-down progressivo para a profundidade, o qual coleta
itens freglientes em diferentes niveis de conceito similar ao exempl o acima apresentado.

2.3.2.4 POs-processamento

Nem todas as regras que passam pelos filtros de suporte minimo e confianga minima
s80 interessantes para serem apresentados ao usuério. Duas medidas interessantes foram
propostas para filtrar regras redundantes e desnecessérias.

Uma regra € considerada redundante caso possa ser derivada ou computada num
nivel mais alto. Por exemplo, supondo-se que exista uma regra leite> péo (suporte 12% e
confianca 85%) e outra regra leite com chocolate = pé&o (suporte 1% e confianca 84%),
pode ndo ser interessante dependendo da percentagem de leite com chocolate frente ao item
leite.

Se possuirmos uma regra "80% das pessoas que compram pao, compram leite" e
outra regra "80% das pessoas que compram pao e manteiga, compram leite", a primeira
regra deve ser desconsiderada, tendo em vista que a segunda fornece um nivel mais
detalhado de informacoes.

2.3.3 Mineracado de Regras de Associagdo Quantitativas

A mineragdo de regras de associacdo pode ser vista como a descoberta de
associagoes entre valores "1", numa tabela onde todos os atributos sdo |0gicos. Esta tabela
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possui um atributo correspondente para cada item e registro de cada transacéo. O valor para
um dado atributo é "1", caso este estgja presente na transacdo e "0" caso contréario. E
preciso verificar os casos onde o problema de regras de associacéo pode ser mapeado para
0 problema de regras de associagéo 16gicas. O mapeamento é ssimples no caso de todos 0s
atributos serem categoricos ou quantitativos. Conceitualmente, ao invés de existir apenas
um campo na tabela para cada tipo de atributo (Idade, Numero de Carros), € preciso criar
muitos campos, de acordo com os atributos logicos. O valor para um campo |6gico
corresponde <atributol, campol>, onde possui valor 1 se o atributol possui o vaor 1 no
registro original, e 0 caso contrério. Se o dominio de valores for grande e quantitativo, estes
podem ser particionados em interval os e cada um mapeado na forma <atributo, intervalo>.
Podemos entdo utilizar qualquer agoritmo para descobrirmos regras de associacdo
quantitativas.

Tabelas relacionais, na maioria dos negocios e dominio cientifico possuem varios
tipos de atributos. Em [SRI 96], os atributos séo definidos como quantitativos (idade,
rendimento) ou categoéricos (marca de carro) e os atributos 16gicos sdo considerados um
caso especia de atributos categoricos.

Na Tabela 2.10 apresentase 0 mapeamento dos atributos da tabela pessoa
apresentada na Tabela 2.9. A idade é particionada em dois intervalos 20. 29 e 30..39. O
atributo categdrico estado civil possui dois atributos |6gicos. "Casado: Sim e Casado: Nao".
Como o nimero de valores para nimero de carros € pequeno, entdo este ndo € particionado
em intervalos e cada valor € mapeado para um campo |ogico.

TABELA 2.9 - Pessoas

Id Idade Casado NumCarros
100 23 Né&o
200 25 Sim
300 29 Né&o
400 34 Sim
500 38 Sim

FonTe] SRT 96

NNOPRPEP

TABELA 2.10 - Mapeamento L6égico de Atributos
Id Idade Ildade Casado: Sim Casado: NumCar: 0 NumCar:l NumCar:0

20..29 30..39 Nao
100 1 0 0 1 0 1 0
200 1 0 1 0 0 1 0
300 1 0 0 1 1 0 0
400 O 1 1 0 0 0 1
500 O 1 1 0 0 0 1
Tonte] SRT 0]

Existem dois problemas quando aplicamos atributos quantitativos:

— MinSup: Se o numero de intervalos for muito grande para atributos quantitativos
(caso ndo estgjam particionados), o suporte para cada intervalo pode ser menor
do que o suporte especificado. Por isso, ao utilizar-se uma quantidade grande de
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intervalos, algumas regras podem ndo ser descobertas, pois ficam abaixo do
suporte minimo estabel ecido;

— MinConf: Existem algumas informacdes perdidas quando particionamos valores
em intervalos. Algumas regras podem apresentar confianga minima acima do
limite quando o item estiver sozinho no antecedente (ou existir um pequeno
intervalo).

Como exemplo, citase 0 fato da regra descoberta a partir da Tabela 2.11:
“<Numero de Carros. 0> Casado: Nao” ter confianga de 100%”. Se um intervalo para o
namero de carros (0..1), entdo para a regra:” "NUmero de Carros.0-> Casado: Nao", terimos
confianca de 66%.

TABELA 2.11 - Regras com Suporte Minimo=40%, Confian¢a Minima=50%

Regra Suporte  Confianga
<ldade: 30.. 39> e <Casado: Sim> = <NumCarros.2> 40% 100%
<NumCarros;2> - <Casado: Nao> 40% 60%

Fontel SRIT96|

Cria-se uma situagao a partir dos dois problemas: caso o intervalo seja muito longo,
algumas regras ndo terdo confianca minima; se for muito pequeno, algumas regras néo
terdo suporte minimo.

Para identificar o problema € preciso considerar todas as variagdes continuas sobre
os valores dos atributos quantitativos, ou sobre intervalos particionados. O problema do
Minsup desaparece desde que sgja possivel combinar valores adjacentes nos intervalos. O
problema da Minconf ainda estd4 presente, mas pode ser reduzido pelo incremento no
nimero de intervalos encontrados sem o problema de Minsup. Entretanto, aumentando o
nimero de intervalos enquanto simultaneamente combina-se 0s intervalos adjacentes faz
surgir dois novos problemas em termos de tempo de execucdo e quantidade de regras
geradas.

Na proposta do autor séo considerados variacdes de valores (intervalos) adjacnetes
de atributos quantitativos para evitar o problema do Minsup. Para atenuar o tempo de
execucado, é restrita a extencdo de como valores adjacentes podem ser combinados, pela
introducéo de um pardmetro chamadao suporte maximo Maxsup.

[CHA 97] descreve uma técnica chamada APACS52. A utilizagdo desta técnica,
aplicada a um banco de dados de zool 6gico e censo demogréfico, possui a vantagem de ndo
necessitar intervencdo do usuério. A proposta € discretizar qualquer atributo quantitativo
em intervalos equal-width onde cada intervalo possui 0 mesmo numero de registros. A
técnica permite que regras positivas e negativas (descritas na proxima se¢do 1.3.4) sgjam
geradas. Como exemplo o autor cita as regras abaixo para os dados do zool gico:

Plumas - Péssaros (+)

Leite > Mamiferos (-)

[WEB 98] faz uma referéncia a construcéo de intervalos fazendo uma analogia as
regras de associagdo taxondmicas. Segundo €la, as regras quantitativas ndo precisam ser
combinadas de forma que os itens tenham um nodo-pai comum. A utilizac8o deste critério



37

poderia gerar combinagdes que continuariam vazias, ou ainda que seriam equivalentes aos
seus descendentes, numa hierarquia.

2.3.3.1 Definicdo Formal do Problema

O problema de descobrirmos regras de associagcdo quantitativas pode ser dividido
em cinco etapas, segundo a proposta de [SRI 96]:

1)

2)

3)

4)

5)

Determinar o nimero de partic¢des de cada atributo quantitativo;

Para atributos categoricos, mapear os valores dos atributos para um conjunto de
inteiros consecutivos. Para atributos quantitativos que ndo sao particionados em
interval os, os valores s&o mapeados em inteiros consecutivos conforme a ordem
apresentada. Se um atributo quantitativo for particionado em intervalos, os
interval 0s séo mapeados para inteiros consecutivos, e a sua ordem € preservada.
O agoritmo enxerga somente valores de atributos quantitativos, e os valores
gue representam interval 0s tornam-se transparentes ao algoritmo;

Descobrir 0 suporte para cada valor, para ambos atributos (categoéricos e
quantitativos). Adicionalmente, para o0s atributos quantitativos, valores
adjacentes sd0 combinados e serdo tdo grandes quanto seus suportes
permanecam inferiores ao suporte especificado pelo usuério. Conhecidas as
variagbes e vaores com suporte minimo para cada atributo quantitativo e
categorico, é formado o conjunto de itens freglentes;

Utilizar os itemsets freqlientes para geracdo de regras,

Determinar as regras interessantes na saida.

Exemplo: Considerar a Tabela 2.9 de Pessoas, onde existem dois atributos
quantitativos denominados idade e nimero de carros. Assumindo-se que no passo 1, aidade
€ particionada em quatro intervalos, como € apresentado na Tabela 2.12. Depois de
mapearmos 0s intervalos em inteiros consecutivos, utilizando as Tabelas 2.12 e 2.13, a
tabela se parece com a Tabela 2.14. Assumindo-se suporte minimo de 40% e confianca
minima de 50%, a Tabela 2.15 apresenta alguns dos itemsets freglentes, e a Tabela 2.16
algumas regras.

TABELA 2.12 - Particionamento da | dade e Mapeamento

Intervalos Inteiro

20..24 1

25..29 2

30..34 3

35..39 4
Fonte SRT 00

TABELA 2.13 - Mapeamento Casado
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Vaor Inteiro

Sim 1
Nao 2
Fontel SRT 96]

TABELA 2.14 - Mapeamento de Atributos

Recordld Idade Casado NumCarros
100 1 2
200 2
300 2
400 3
500 4

Fonte] ST 96]

NNOPRPEF

1
2
1
1

TABELA 2.15 - Itemsets Freguentes

Itemset Suporte
{<Idade: 20..29>} 3
{<Idade: 30..39>} 2
{<Casado: Sim>} 3

2
3
2

{ <Casado: Nao>}
{<NumCarros: 0..1>}
{<ldade:30 ..39>, <Casado: Sim>}

Fonte] SRT 90]

TABELA 2.16 - Regras

Regras Suporte  Confianga
<|dade:30..39> e <Casado: Sim>><NumCarros.2> 40% 100%
<ldade:20..29>-> <NumCarros;1> 60% 66.6%

Fonte] SRT 96]
2.3.3.2 Algoritmo

Neste estagio, os atributos quantitativos ja estéo particionados, e ja estéo criadas as
combinactes de intervalos de atributos quantitativos que possuem suporte minimo. Estas
possuem suporte minimo formado pelos itens frequentes.

S80 gerados todos os itemsets frequentes utilizando-se um agoritmo baseado no
Apriori, onde se descobrem regras de associacdo. O agoritmo proposto estende o
procedimento de geracdo de itens candidatos para adicionar corte utilizando medidas de
interesse, e utilizando uma estrutura de dados diferente para contar candidatos.

Representando k-itemset como um itemset de K itens. Ly representa o conjunto de k-
itens freqlente, e Cx 0 conjunto de candidatos k-itemsets. O agoritmo faz maltiplos passes
sobre o banco de dados, sendo que cada passe consiste de duas fases. Na primeira o
conjunto de todos os frequentes (k-1)-itemsets, Lk.1, descobertos em (k-1) passe, sdo
utilizados para gerar itemsets candidatos Cy. O procedimento de geragdo dos candidatos
considera Ck um superset dos conjuntos de todos os k-itemsets frequentes. O agoritmo
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entdo procura no banco de dados, para cada registro, 0os quais determinam quais 0S
candidatos em Ck estdo contidos no registro e incrementa o contador de seu suporte. No
final do passe, Ck é examinado para determinar quais dos candidatos séo frequentes. O
algoritmo termina quando Lk se tornar vazio.

2.3.3.3 Pd6s-Processamento

Um problema surgido pela combinacdo de intervalos para atributos quantitativos
que o numero de regras descobertas pode ser muito grande. Medidas subjetivas de interesse
sugerem que um padrdo é interessante se for inesperado e ou acionavel (o usuério pode
executar uma agao).

Apresenta-se uma medida de interesse para identificar as regras interessantes na
saida, chamada "greater-than-expected-value'. Esta medida procura por regras
especializadas e generalizadas para identificar regras interessantes. Considerando-se as
regras descritas a seguir, onde cerca de um quarto das pessoas com idade entre 20..30 estéo
no grupo de idades 20..25.

<ldade: 20..30> - <Carros 1..2> (8% sup, 70% conf)
<ldade: 20..25> - <Carros 1..2> (2% sup, 70% conf)

A Segunda regra pode ser considerada redundante, pois € menos generalizada e ndo
adiciona informagdes. Dada a primeira regra, esperamos que a segunda tenha a mesma
confianca e suporte iguais a um quarto da primeira. Se o valor de confianca da segunda
fosse 68% ou 73%, ela ndo transmitiria informacdes adicionais. A partir desta idéia, a
nocao de interesse, passa a ser a busca por regras onde o suporte e/ou a confianga sdo
maiores do que o esperado.

2.34 RegrasdeAssociacdo Negativas

No estudo redlizado por [SAV 98] € considerado um problema complementar,
denominado regras de associacd0 negativas. Enquanto as regras de associacdo
convencionais identificam itens que aparecem juntos em um numero significativo de
transagoes, as regras de associagdo negativas representam que, com certo grau de certeza,
determinados itens ndo ocorrem quando outros especificos estdo presentes nas transacoes.
Um exemplo de regras de associagdo negativas € que "60% dos clientes que compram
batata frita néo compram édgua mineral com gas'.

2.3.4.1 O Problema

Descobrir regras de associagdo negativas ndo € uma tarefa fécil, pois em grandes
bancos de dados, existem milhGes de itens. Caso estes milhdes de transagbes sejam
consideradas, muitas das combinagdes de itens ndo devem aparecer regularmente. Se a
auséncia de certa combinacéo, significar uma regra de associacdo negativa, pode-se entéo,
gerar milhdes de regras, dentre as quais muitas delas ndo sdo interessantes.
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O foco de interesse das regras de associacdo negativas € descobrir conjuntos de
itens, que possuem uma probabilidade baixa de serem comprados juntos.
Surgem dois problemas a partir da busca por regras de associacdo negativas:

— Naauséncia de qualquer conhecimento sobre preferéncias de compras, espera-
se gue a compra de itens sgja independente uma da outra. Uma regra onde o0s
dois itens sdo negativos ndo traz informagao relevante.

— Caso sgiam procuradas combinagdes de itens que possuem suporte baixo, havera
um grande nimero de transacOes satisfazendo a condicdo dada, possuindo
suporte proximo a zero.

Para compreender melhor o problema, o autor propde o agrupamento de itens
similares, através de taxonomia. Uma das suposi¢Oes feitas neste trabalho é que itens
pertencentes ab mesmo pai ha taxonomia sao esperados apresentando tipos de associacoes
parecidas. Desde que sejam considerados somente 0s casos onde um suporte esperado
possa ser computado, baseado na taxonomia, a classe de regras negativas gerada sera
restrita a um conjunto menor.

2.3.4.2 Definicdo Formal do Problema

Considerando | ={i1, i2,..., im} como um conjunto de m literais distintas chamadas
itens. T € ataxonomiaem |. Considerando L < I, sendo o conjunto deitensfolhasem T, e C
c I, sendo o conjunto de nodos internos chamados de categoria. D é o0 conjunto de
transacdes de tamanho varidvel sobre L. Cada transacdo T contém um conjunto de itens iy,
..lx < L. Uma transagdo também possui um identificador chamado TID. No geral, um
conjunto de itens é chamado itemset. O nimero de itens de um itemset € denominado de
tamanho do itemset. Itemsets de tamanho k sdo chamados k-itemset. Para um itemset X.Y, se
X é um mritemset entdo Y é chamado de mrextenséo de X. Um itemset X < |, possui
suporte(X)=s, caso a fragdo da transacdo em D contiver X igual a s. Uma regra de
associagdo negativa é uma implicagdo na forma X-/-> Y, onde X, Y cl,eX hY=0¢
chamado de antecedente e Y é chamado de conseqlente da regra. Toda regra também
possui uma medida de interesse. Definimos a medida de interesse RI de uma regra negativa

aseguir:

_ E[Suporte( X UY)] — Suporteg( X UY)
- Suporte(X)

Rl

Onde, E [suporte(X)] : € o suporte esperado de um itemset X;

O problema de descobrirmos regras negativas é descrito a seguir. Dado um banco de
dados de transagOes de clientes D e uma taxonomia T no conjunto de itens, descobrir todas
asregras X-/-> Y tais que:
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a) Suporte (X) e suporte de (y) sgjam maiores que o suporte minimo Minsup;
b) A medida de interesse sga maior que MinRI, onde Minsup e MinRl sdo
especificados pelo usuario.

A primeira condicdo € importante para assegurar que Sgjam geradas regras
estati sticamente significantes. O problema pode ser decomposto em duas sub-tarefas:

1) Descobrir itemsets os quais suporte desvia-se de Minsup X MinRI, que s&o
denominados itens negativos,
2) Gerar asregras negativas depois dos itens negativos serem descobertos.

Para descobrir os itemset negativos é preciso primeiramente, descobrir todas os
itemsets generalizados nos dados, isto &, os itemsets em todos os niveis da taxonomia onde
0 suporte € maior que o suporte minimo especificado pelo usuario. Posteriormente é preciso
identificar itemsets negativos baseados em grandes itemsets da taxonomia e assegurar 0
suporte esperado. Finamente, contar o suporte atual para os itemsets candidatos e manter
somente itemset negativos.

2.3.4.3 O Algoritmo

No algoritmo Naive, um dos apresentados por [SAV 98], a iteracdo é reaizada em
duas fases. Na primeira fase de iteracéo k, sdo computados os itemsets generalizados de
tamanho k. Na Segunda fase, séo gerados primeiramente os itemsets candidatos negativos
de tamanho k. Posteriormente, o suporte € contado fazendo-se um passe sobre os dados.

O agoritmo necessita de dois passes sobre 0o banco de dados durante a iteragéo
totalizando 2 X N passes, onde N é o nimero total de iteracOes.

Em outro algoritmo apresentado pelo autor, chamado Improved, sdo feitas duas
otimizagbes sobre o agoritmo Naive. Primeiro todos os pequenos 1-itemset sdo excluidos
da taxonomia; segundo ao invés de gerar os itemsets negativos durante cada iteracdo, sdo
gerados num Unico passe apos a geracao dos itemsets freqlientes. A primeira otimizagéo
reduz o nimero de candidatos negativos. A Segunda reduz o nimero de passes sobre 0s
dadosde 2 X N para N+ 1.

O trabalho proposto por [SAV 98] € um trabalho complementar no contexto de
mineracdo de dados através de regras de associacdo. AS regras negativas parecem ser
aplicaveis a qualquer conjunto de dados, porém a sua complexidade é muito grande, no que
diz respeito aidentificagcdo do que realmente pode ser considerado uma regra de associacdo
negativa.

2.3.5 Mineracado de Regras de Associacdo com Suporte Minimo Mltiplo

[BIN 99] levanta uma abordagem sobre a aplicagcdo de suportes diferentes para itens
gue aparecem com menor frequéncia entre os dados. Se somente um valor para suporte
minimo for utilizado para todo banco de dados, 0 modelo implicito assume que todos 0s
itens nos dados sdo da mesma natureza e/ou possuem fregquéncias similares. Entretanto, o
caso citado ndo € verdadeiro para aplicacOes reais. Na maioria das aplicagdes, aguns itens
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aparecem freqlentemente, enquanto outros aparecem raramente. Se 0 suporte minimo for
muito alto, as regras que envolvem itens raros ndo aparecem. Para descobrir-se regras que
envolvam itens freqlentes e raros o suporte deveria ser decrementado, causando
conseguientemente um numero exorbitante de regras geradas. Este dilema é chamado por
Bing Liu de “problema dos itens raros”. Para contonar o problema ele propde uma técnica
que permite que o usu&io especifique suportes minimos multiplos de acordo com a
reflexdo feita sobre a natureza de cada item e sua freqiéncia no banco de dados.

Em transactes de supermercado, caso 0 objetivo fosse 0 de descobrir regras que
envolvem itens pouco frequentes como assadeira e processador de alimentos, seria
necessario atribuir um suporte baixo para descobrir tal regra:

processador de alimentos - assadeira [sup=0,5, conf=60%]
Entretanto, este suporte pode causar regras sem sentido como a citada:
P&o, queijo, leite > cerveja[sup=0,5, conf=60%]

Saber que os clientes compram estes quatro itens juntos, com suporte de 0.5, ndo é
interessante, pois todos os itens séo comprados freqlientemente no supermercado. Para esta
regra ser Util o suporte deveria ser mais alto. Quando este problema é encontrado, alguns
autores sugerem a divisdo dos dados em peguenos blocos (regras quantitativas) de acordo
com a fregiéncia dos itens. Entretanto, segundo [BIN 99] quando este tipo de regra é
gerada, sd0 encontradas apenas aproximagoes.

No modelo proposto por [BIN 99] sdo mantidos os conceitos apresentados para
regras de associacdo, com excecdo do suporte. Neste modelo, o suporte minimo de uma
regra é expresso em termos do suporte minimo de seus itens (M1S). Cada item no banco de
dados pode ter um suporte minimo especificado pelo usuario. Fornecendo valores
diferentes de MIS para os diferentes itens, 0 usuario estara expressando suportes diferentes
paracadaregra..

Representando MIS(I) como valor de MIS para um item, o suporte minimo de uma
regra € o menor valor MIS dentre os itens que comple a regra. Este fato permite que
tenhamos suportes atos para regras que envolvem somente itens freqlentes e suportes
baixos para regras que envolvem itens raros.

Exemplo: O usuério especifica os seguintes valores de MIS:

MIS (pdo) = 2%

MIS (roupas) = 0.2%

MIS (sapatos) = 0.1%

A regra (i) ndo satisfaz o filtro de suporte minimo, enquanto que aregra (ii) satisfaz.

() roupas - pao [sup=0.15, conf=70%]
(i) roupas - sapatos [sup=0.15, conf=70%]

Algoritmos eficientes para busca de itens freqlentes estdo baseados na busca por
nivels. Considerando-se k-itemset um conjunto de itens com k itens, no nivel-1 , todos os
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conjuntos de itens freglientes 1-itemset séo gerados, no nivel-2 todos os conjuntos de itens
freqlentes 2-itemset sd0 gerados. Para este modelo, caso sga utilizada esta técnica,
algumas regras importantes podem ser perdidas, como no exemplo abaixo.

Exemplo: Considerando quatro items 1, 2, 3 e 4 no banco de dados, seus suportes
minimos para os itens sao:

MIS (1)=10%
MIS (2)=20%
MIS (3)=5%
MIS (4)=6%

Caso sgja descoberto que os itens {1,2} possuem 9% de suporte no nivel 2, entdo
eles ndo satisfariam nem MIS(1), nem MI1S(2). Utilizando um algortimo existente com o
Apriori, os itens seriam descartados e os itens frequentes {1,2,3} e {1,2,4} ndo seriam
geradas no nivel 3. E proposto um algoritmo para gerar conjuntos de itens freqiientes que
satisfazem uma propriedade de ordenacdo ascendente dos itens de acordo com seus MIS,
denominado M SApriori, evitando que itens sejam eliminados.

2.3.6 Trabalhos Realizados pelos Grupos de Pesquisa

Regras de associagdo € um tema freqlientemente abordado em trabalhos realizados
no ingtituto de informética da UFRGS.

[CER 99] desenvolveu um protétipo, encapsulando as fungdes do agoritmo Apriori,
que possibilita 0 acesso a bancos de dados relacionais de forma genérica. E possivel acessar
todos os bancos registrados na méaguina local em que a ferramenta esta sendo executada,
através de driver ODBC ou BDE. A ferramenta foi projetada para acesso genérico para que
possa ser utilizada em bancos de dados com formatos diferentes e com qualquer SGBD. A
ferramenta projetada foi validada sobre um conjunto de dados do SUS (Sistema Unico de
Saude).

O processo de mineracdo de dados pode ser aplicado na anadlise da utilizacdo da
Web de forma produtiva uma vez que, em virtude das caracteristicas do ambiente em
questdo, simples estatisticas ndo sdo suficientes para areal compreensdo do comportamento
do usuério. [BRU 2000] apresenta a proposta de um novo modelo de processo para a
obtencdo de regras de associacdo a partir do registro de acesso de usuérios as paginas de um
site, chamado Access Miner. A medida que um usuério interage com um site séo col etados
dados sobre ele e sobre como ele interage com o conteudo oferecido. Como exemplo pode-
se descobrir de onde vieram, quais as paginas que visitaram e quanto tempo visitiram o
mesmo site. [BRU 2000] propde um modelo onde aplica o algoritmo Apriori sobre os
dados coletados de logs de servidores. Na etapa de pOs-processamento ele propde como
vantagem, a eliminac&o dos caminhos redundantes das paginas dos sites.

[CAM 2002] realizou um estudo sobre a aplicacdo de regras de associacdo sobre
dados do comércio varegista e propde um algoritmo para o estudo em questdo que tem um
bom desempenho em termos de tempo de processamento. [CAM 2002] cita o fato das
transacOes de bancos de dados do comércio varegista possuirem um nimero médio de itens
inferior a dois. Outros estudos realizados por [AGR 94] e [SRI 96] utilizam dados de testes
gue contenham de cinco a vinte itens por transagdo. Segundo o0 autor a primeira parte do



processamento € mais onerosa e nesta fase, o agoritmo executa multiplas passagens pelo
banco de dados e uma das principais caracterisitcas dos al goritmos estudados é que no inico
de cada passagem sdo gerados todos 0s possiveis conjuntos de itens candidatos. [CAM
2002] propde o algoritmo Mirabit que ndo gera o conjunto de itens candidatos e que
apresenta um desempenho superior em bancos que possuem poucos itens por transagoes,
como € 0 caso do comércio varegista.

2.4 Conclusao

Neste capitulo foi apresentada uma revisao bibliogréfica do processo de descoberta
de conhecimento, dando enfoque as regras de associacdo. Na literatura foram encontrados
diversos trabalhos interessantes sobre regras de associagdo como mineracdo através de
regras de associagcdo em bancos de dados muito densos, regras de associagdo taxonomicas,
regras de associac8o quantitativas, regras de associacdo negativas e regras de associacdo
com suportes mltiplos. Foram também, citados os trabalhos mais recentes desenvolvidos
no Instituto de Informética da UFRGS sobre o tema mineracdo de dados através de regras
de associago.
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3 Direto

Este capitulo apresenta uma descricdo sobre o software de correio, agenda e
catélago eletrénico Direto [DIR 2002] que esta sendo implantado nos 6rgéaos do governo do
Estado do Rio Grande do Sul. Neste capitulo é descrito inicialmente o historico do correio
eletronico na PROCERGS, posteriormente sdo apresentados os modulos ja disponiveis do
software Direto e uma proposta para os filtros de mensagens [BAL 2002], assistente de
feedback [MEL 2002] e canais deinformacdo [BAL 2002].

3.1 ConsideracOes|niciais

O Direto é uma ferramenta desenvolvida pela PROCERGS, que inclui 0s servigos
de correio eletronico, agenda e catdogo coorporativo e que se destina a integrar todos 0s
0rgdos do governo estadual. O governo do Estado pode ser visto como uma organizacao
distribuida capaz de gerar inUmeras informagdes de diversas naturezas. A divulgacéo das
informacfes geradas € uma tarefa complexa, pois existe a dificuldade de localizar o publico
realmente interessado, sem que haga a necessidade de distribui-la de uma forma
generalizada.

Em [AVI 2000] é citado o fato de que o correio eletrbnico € bem mais do que um
meio de comunicacdo digital: € uma fonte rica de informagdes, onde o usuério necessita de
facilidades para armazenar, organizar e recuperar informacfes dentre grandes volumes.

A popularizagdo do correio eletronico pode fazer com que a quantidade de
informagdes geradas cause uma sobrecarga na caixa postal do usuario e como consequéncia
a perda de informagdes ou a dificuldade para identifica-las. O tempo necessario gasto para
classificar a informacdo, também aumenta de acordo com a quantidade de mensagens
disponiveis.

Um servico de filtro de correio eetrénico capaz de classificar e rgeitar mensagens
pode contornar o problema da sobrecarga de informagfes nas caixas postais. [BAL 2002]
propde um sistema para filtros de mensagens de correio eletrénico para o software Direto,
com o objetivo de aumentar a produtividade do usuario. Além disso, [BAL 2002] propbe
um servico de canais de informacdo com a finalidade de divulgar informagdes através de
assinaturas de canais.

3.2 Histéricodo Direto

Segundo [BAL 2002], a PROCERGS atua como responsavel pela area de
informatica sobre os 6rgéos estaduais desde 1972. Ja em 1991 a empresa buscou uma
ferramenta para suprir a necessidade de comunicagdo entre os Orgaos estaduais. Nesta
época, realizou-se um projeto de avaliagcdo das ferramentas disponiveis no mercado com
servigos de mensagens, agenda e quadros de aviso e a solugdo encontrada foi aimplantacéo
do Memo da Eurosoft. A ferramenta implantada possui interface caracter e algumas
limitagbes. Diante das novas tecnologias em 1996, a PROCERGS fez uma nova aquisicéo e
implantou a ferramenta de correio eletrénico Lotus Notes. Nos anos seguintes, o Estado
manteve as duas solucdes em uso. Em 1999, surgiu a idéia de padronizar o servico de
correio eletrdnico para os 6rgaos estaduais. Os pontos criticos que motivaram a demanda
por uma nova solugéo foram:
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e A fdta de uma ferramenta padréo de correio eletrénico para 0 governo do
Estado que facilitasse a comunicagao interna e externa;

e Usuarios convivendo com duas ferramentas de correio eletronico;

e Montagem de umainfra-estrutura de hardaware e software para o Estado que
deveria depender do or¢camento disponivel;

e Familiaridade dos usuarios do Estado com ferramentas de correio eletrénico
como Exchange, Outlook e Eudora;

e Fatadeintegracdo entre agendas do Memo e do Lotus Notes.

A solucdo encontrada foi o desenvolvimento de uma ferramenta que pudesse
satisfazer as necessidades, e que utilizasse os recursos do ambiente. O Direto, que € a
solucdo adotada foi desenvolvido pela PROCERGS e estéd sendo aprimorado com parcerias
entre 0 governo do estado e universidades.

3.3 O ProjetoDireto

Segundo [DIR 2002], o Direto é um produto de correio, agenda e catdlogo com
acesso pela Internet, fundamentado na idéia de software livre, com codigo aberto (free
software & open source), independéncia de plataforma e flexibilidade de aperfel coamento.
Desenvolvido no Brasil pela PROCERGS (Cia. de Processamento de Dados do Estado do
Rio Grande do Sul), o produto tem como objetivo principal atender a demanda de um
software de comunicacéo de baixo custo, que interligue os diversos 6rgdos do Estado. Além
disso, 0 Direto poderd ser utilizado por empresas e entidades que quiserem valer-se do
conceito de software livre paraimplementar esta solucéo em seus estabel ecimentos.

O usu&io cadastrado no Direto e conectado a Internet pode acessar seus
compromissos e mensagens de qualquer lugar, sem precisar fazer nenhum download ou
instalar um programa especifico. Além disso, pela sua estrutura modular e por ter seu
codigo fonte disponivel, o DiretoGNU possui grande facilidade de adaptacdo aos mais
diversos ambientes, permitindo sua total customizacdo conforme as necessidades do
usuério, permitindo, inclusive, que novos médulos sgjam livremente desenvolvidos e
incorporados ao produto.

O processamento do Direto € centralizado no servidor e o usuario precisa estar on-
line para acessar os dados. A seguranca dos dados pode ser garantida através da criptografia
fornecida pelo protocolo SSL, suportado pelos principais browsers.

Os moédul os atual mente disponiveis para 0 usuario séo:

Md6dulo Hoje: E a pagina de abertura do Direto, apresentada na Figura 3.1. Através
dela o usuario tem a visao geral das mensagens recebidas e a listagem dos compromissos
do dia, além do servico de noticias e da se¢do de dicas sobre 0 produto.
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FIGURA 3.1 - Interface Médulo Hoje
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Mddulo Correio - Funciona como um servico de correio eletrénico normal, com as
facilidades da interface para Internet, como € apresentado na Figura 3.2. Aqui 0 usuario
pode ler, enviar, receber e encaminhar mensagens para qualquer contato, dentro ou fora da
empresa.

FIGURA 3.2 - Interface do M6dulo Correio

@z ?som - F:’.:a.:f E:?-:da [Coixa de Entrade ] [Opse oo s ]
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e Palostra org.be Qui 19042001 10:45 0.99 Kb
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Modulo Agenda — Neste moédulo o usuario tem a oportunidade de agendar e
acompanhar seus compromissos diarios, sendo possivel marcar compromissos com
antecedéncia e repeti-los em outros dias de maneira simples e prética. O Médulo Agenda é
apresentado na Error! Reference sour ce not found..
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FIGURA 3.3 - Interface do Médulo Agenda
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Médulo Catalogo Geral - E o catdlogo de contatos da empresa, onde é possivel
localizar os usuarios previamente cadastrados.

FIGURA 3.4 - Interface do Catdlogo Geral de Usuarios
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Mddulo Catélogo Pessoal - E o catdlogo de contatos pessoais do usuério. Com ele é
possivel consultar informagdes de usuarios previamente cadastrados, bem como incluir e
excluir contatos ou grupo de contatos pessoais.

FIGURA 3.5 - Interface do Catdl ogo Pessoal
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O Direto possui interface Web para ser acessado a partir de um browser. A interface
Web possui vérias vantagens em relagcdo a um cliente especifico instalado na méguina do
usuario. O sistema pode ser acessado de qualquer ponto da Web sem necessidade de
instalacdo de um browser ou de determinada configuracdo especifica O cliente é
independente de sistema operacional, necessitando apenas de um browser Web. Os
usudrios ja possuem experiéncia com este tipo de interface. A criptografia dos dados é
garantida pelo protocolo SSL, suportado pelos principais browsers Web. O Unico
inconveniente € que nesta solugdo todo processamento fica centralizado no servidor e o
usudrio precisa estar on-line para acessar seus dados.

A solucdo teve como principais requisitos tecnol 6gicos os seguintes itens:

Seguir protocol os padréo Internet;

Independéncia de plataforma no cliente e no servidor;

Prover independéncia de Gerenciador de Banco de Dados;

Prover independéncia de Servidor Web;

Ser modular, ou sga, permitir que novas funcionalidades pudessem ser
adicionadas no futuro;

e Possuir baixo custo.

A solucéo baseou-se em protocolos padréo Internet. O Direto esta estruturado de
forma modular utilizando protocolos vCalendar para agenda, SMTP e IMAP para correio e
LDAP para catdl ogo.
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3.4 Distribuicdo deinformacoes através do Direto

Como um dos principios do Direto é padronizar servicos aos 0rgaos estaduais e
distribuir informagdo de maneira adequada aos servidores, surgiu a preocupacdo com
respeito a quantidade de informacdo que possa ser gerada e o interesse do usuario em
receber tais informagoes.

Prevendo a necessidade de direcionar ao usuario apenas informacfes de interesse,
foram propostos no escopo do projeto Direto, filtros de mensagens de usuarios, canais de
informagdes para 0 Direto e listas de discussdo. Os dois primeiros itens citados ja possuem
um escopo definido e serdo apresentados nas proximas subsegoes.

3.4.1 Filtrosde Mensagens para o Direto

Atualmente o correio eletronico esta atamente difundido entre os usuérios da
Internet, sendo um dos servicos mais utilizados. A popularizacdo do servigo de correio
eletronico aliado as mensagens de correntes, propagandas e listas de discussdes dificultam
o reconhecimento da informacao Util e sua classificagéo por parte do usuario.

Uma mensagem de correio eletrdnico possui uma estrutura definida. Uma
mensagem é composta de informagdes estruturadas e semi-estruturadas. Uma mensagem
normamente contém um corpo que € a parte semi-estruturada e contém diversos
cabecalhos que identificam as informacfes estruturadas como remetente, data de envio,
assunto e prioridade da mensagem.

[BAL 2002] apresenta uma solucéo para o problema de sobrecarga de informactes
nas caixas postais dos usuarios do software Direto, através de um filtro de mensagens. A
solucdo apresentada esté baseada na linguagem Sieve. O processo de filtragem iniciacom a
definicdo das regras para as mensagens por parte do usuério, através de uma interface web.
As regras sdo condi ¢oes testadas sobre as mensagens que podem ou ndo gerar alguma agao.
O filtro de mensagens é composto por um conjunto de regras definidas pelo usuério. Cada
USU&rio possui permissdo paracriar, editar e listar as regras referentes a sua caixa postal. As
regras sé@o armazenadas ordenadamente e cada condicdo verdadeira gera uma acdo. As
condicdes propostas para os filtros através das regras sdo aplicadas sobre algum cabecalho
das mensagens. Os seguintes cabegal hos sdo avaliados na propostade [BAL 2002]:

To

Cc

Subject

From

A interface web para criagcdo de regras para os filtros do Direto possui as seguintes
caracteristicas:

Regra X
Quando o cabecaho <escolher cabecalho>

Contiver o texto <definir texto>
<Acao>
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Além datela de criacdo de filtros é disponibilizada ao usuario, uma segundatela que
exibe a lista de todas as regras ordenadamente. Esta tela possui as funcionalidades de
excluir, editar, incluir e alterar a ordem em que as regras séo executadas.

As acles que podem ser executadas sobre uma mensagem S0 as seguintes:

e Fileinto: armazena uma mensagem em uma pasta especifica, diferente da
caixa de entrada do usuario;

e Rgect: recusa a entrega da mensagem. A mensagem € retornada ao
remetente com uma justificativa pelo ndo recebimento pelo destinatério;

e Redirect: redireciona a mensagem para outro enderego e etronico sem deixar
cOpia na caixa postal do usuério;

e Keep: ndo rediza agdo sobre a mensagem. Esta é entregue normamente na
caixa postal do usuério.

[BAL 2002] apresenta uma comparacdo entre o sistema de filtro de mensagem do

Direto e 0 MS Outlook Express, onde é possivel enxergarmos resumidamente as principais
caracteristicas dos filtros de mensagens para o Direto.

TABELA 3.1 - Comparagéo Filtros Direto (Sieve) X Outlook Express

MS Outlook Express Sieve

Roda no cliente Sim N&o
Roda no Servidor N&o Sim
Executa filtro imediatamente quando a mensagem chega no Né&o Sim
servidor

Avaliacabecalho To, Cc, Subject Sim Sim
Avaliaprioridade Sim Sim
Avaliatamanho Sim Sim
Avalia Corpo de mensagem Sim N&o
Verifica se existem anexos Sim N&o
Move ou copia para pasta Sim Sim
Rejeita mensagem com justificativa N&o Sim
Exclui mensagem Sim Sim
Real¢a com cor ou sinaliza Sim N&o
Marca como lida Sim N&o
Responde com mensagem Sim Sim
Redireciona para outro enderego Sim Sim

[BAL 2002] relata que a linguagem Sieve pode ser executada no servidor ou no
cliente de e-mail. Na comparacéo apresentada, o script Sieve estava sendo executado no
servidor. O fato de estar sendo executado no servidor pode apresentar algumas vantagens.
Em acbes como redirecionar mensagens, rejeitar com justificativa a resposta gerada € mais
rapida. Em outros tipos de acbes como mover para a pasta, o fato de executar no servidor
ou no cliente ndo faz diferenca para o usuario. A solucéo inicia de filtros de mensagens
para o Direto possivelmente seré aperfei coada e novas funcionalidades seré&o incorporadas a
interface e a estrutura de armazenamento. Como complemento ao sistema de filtros de
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mensagens do Direto existe um trabalho de criacdo de um assistente de feedback que
permite a visualizago das estatisticas das preferéncias do usuério.

3.4.1.1 Assistente de Feedback para o Servico de Filtragem do Software Direto

[MEL 2002] propde um modelo com a finalidade de assistir o usuério a fim de
interpretar a sua preferéncia, através do seu comportamento com as mensagens trafegadas
no Direto. O modelo proposto é dividido em trés etapas com fungdes distintas:

Coleta dos termos e eventos das mensagens: Nesta etapa séo observadas as agOes
dos usuarios sobre as mensagens vindas do servico de filtragem do Direto. A mensagem
pode conter diversos termos (economia, salde, informética, educacdo). Os eventos sdo as
acOes que 0 usuario executou sobre a mensagem, durante a utilizagdo do correio (ler,
excluir, encaminhar). O produto desta etapa serd um histérico que deverd conter as
identificacBes das mensagens com seus termos e 0s eventos executados pelo usuario. No
histérico as mensagens serdo representadas por registros contendo os termos mais
relevantes e valores binarios representando se os eventos foram executados ou n&o.

Classificacdo: A funcdo desta etapa € a de classificar as preferéncias do usuario
sobre os termos das mensagens, contidos no histérico, através dos eventos que representam
as acoes do usuario. Cada evento relacionado a uma mensagem é um indicador do interesse
do usuério com relacdo a mensagem. Esse interesse € representado por probabilidades
condicionais associando 0s eventos as classes de preferéncia dos usuério. As classes séo
representadas pelas letras A, B, C, D, E que determinam o percentual de preferéncia do
usuério por um determinado termo.

Feedback: esta etapa tem a funcdo de interpretar as classes de preferéncia dos
termos, representadas pelos pesos, assindladas pelo classificador na segunda etapa. Esta
interpretacdo cria retornos de sugestdes para 0 usuario, a fim de permitir gustes dos
parametros dos filtros de mensagens no ambiente do Direto.

3.4.2 Canaisdelnformacao parao Direto

O servico de canais de informac&o para o software Direto tem por objetivo distribuir
informacdes de forma eficiente, atingindo somente os usuarios nela interessados, no
dominio do Direto no Estado do Rio Grande do Sul. O servico deve ser composto de
diversos canais, onde cada um divulga informagdes de um determinado assunto. As
informagdes a serem distribuidas pelos canais de informagdo sdo de diferentes naturezas:
lei's, acontecimentos, eventos, palestras, artigos, salde, educacéo, esporte, transporte, entre
outras.

Divulgar atodos os interessados todas as informagdes geradas pelo Estado sobre um
determinado assunto € um processo complicado. Os canais de informag&o poderiam criar
umateia de divulgagéo e distribuicdo de informagdes em todo Estado. Através de um candl,
a informacéo seria distribuida para quem realmente possui interesse na mesma, com um
custo baixissimo, através da assinatura dos canais de interesse.

O servico poderia ser composto por filtros definidos pelo usuério, sobre contetidos
de textos. Para obter resultados mais precisos e eficientes na filtragem, o sistema estimula,
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através de facilidades, o usuério a informar novos termos na defini¢do dos filtros. Como
conseguiéncia da criacdo de canais de informagdo teriamos o inicio do processo de criagéo
de perfis dos usuérios do sistema, ja que cada usuario identifica suas areas de interesse
através dainscricéo em canais de informagdo. 1sso possibilita aidentificacgo de assuntos de
preferéncia do usuario.

3.4.2.1 Descrigdo dos Canais de Informagéo

Os canais de informagdo serdo utilizados para distribuir informacdes por topicos, de
forma eficiente e rgpida, para todos usuarios que tiverem interesse. A idéia dos canais de
infformacdo é que eles sgam utilizados de forma unidirecional para divulgacdo e
distribuicéo de informacdes, diferente de uma lista de discussdo. Cada canal ir& distribuir
informagdes de determinado assunto. Iniciamente os assuntos seréo pouco abrangentes, e
de acordo com o interesse serdo refinados e divididos em outros canais até atingirem a
granularidade ideal.

Dependendo do contexto em que ser&o empregados, os canais de informagdo podem
apresentar critérios diversos:

e Armazenamento do histérico: o histérico do cana pode servir de base paraa
aplicacdo de técnicas que auxiliem o administrador na divisdo do canal;

e Moderador do canal: cada cana pode possuir ou ndo moderadores;

e Com ou sem filtro: definicdo de canais que permitam ou ndo a criagdo de
filtros por parte do usuério;

e Organizacdes autorizadas ou dominio de assinantes do cana: esta opcéo
serve para definir a abrangéncia de um canal de informacéo;

e Usuérios cadastrados: lista de todos usuérios cadastrados no canal.

Para os canais criados existem diferentes niveis de permissdes para 0s usuérios. Os
administradores criam e mantém os canais e definem dominios de abrangéncia dos canais.
Os aprovadores de canais aprovam ou rejeitam o texto da mensagem a ser divulgada e
definem seu horério de envio. Assinantes podem listar 0s canais em que estdo inscritos e
assinar novos canais.

3.4.2.2 Inclusdo do texto paraenvio

Apos preparar a informacdo a ser divulgada é preciso que o usuario escolha um ou
mais canais para enviala. Depois de escolhidos os canais e informado o texto, o sistema
realiza a sumarizagcdo do texto, onde € gerado um vetor contendo os termos que melhor
representam o documento e 0s seus respectivos pesos. A geracdo deste vetor de termos
inclui aeliminagdo de stopwords, aidentificagdo de radicais e geragdo de sinbnimos.

O sumério do texto é retornado ao usuario que esta divulgando a informagdo. Os
termos resultantes e seus pesos podem ser editados, excluidos e novos termos podem ser
inseridos.

Apés ainclusdo do texto e sumarizagdo, este € enviado ao moderador do canal, se
for o caso. A aprovacdo do texto depende da opinido do moderador e caso haja rejeicéo o
texto retorna com uma justificativa de reprovacdo. Caso aprovado, o texto é enviado aos
assistentes do canal e armazenado juntamente com seu sumario, identificagdo do remetente
e do aprovador, aém da data e da hora.



3.4.2.3 Entregado texto e criacdo do filtro pelo usuério

No momento da chegada de uma mensagem na caixa postal do usuério, é verificado
Se 0 sumério, que vem anexado a mensagem, coincide com os termos do filtro do usuario.
O vetor do texto € comparado ao filtro do usuério para o canal especifico, caso 0 usuério
tenha filtro para o canal em questdo. Cada usuario pode possuir um filtro especifico para
cada canal assinado. Se o texto estiver com a similaridade desgjada pelo usu&rio com
relacdo ao seu filtro, o texto € entregue na sua caixa postal, caso contrario € descartado.

Na especificacdo dos filtros, os usuarios geramente tendem a colocar dois ou trés
termos para representar o assunto da informacéo que eles desgjam receber. No sistema de
canais de informacdo, que esta baseado no Modelo do Espaco Vetoria [SAL 75], poucos
termos dificilmente representam bem um texto ou uma é&rea do conhecimento. A forma
tradicional de criacdo de filtros por parte do usuério poderia ser ainformagdo de termos de
interesse e seus respectivos pesos. Uma maneira encontrada para estimular ainformacéo de
novos termos foi ainclusdo de uma funcionalidade, onde € possivel que o usuario informe
um texto de seu interesse para o filtro. A partir do texto informado, sdo coletados termos
representativos e adicionados ao filtro do usuario.

3.5 ConsideracOes Finais

Neste capitulo é apresentado o historico da utilizagdo do correio eletrénico pelos
Orgaos estaduais e o0 software de correio e agenda Direto. O Direto esta sendo implantado
nos orgdos do governo estadual para padronizar e substituir as ferramentas de correio
eletronico Memo e Lotus Notes. Sdo apresentados os modulos ja disponibilizados ao
usuério e uma proposta para filtros de mensagens e canais de informagdo para o0 Projeto
Direto.
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4 Regrasde Associacéo Aplicadas a Mensagens

Neste capitulo € apresentada uma proposta para mineragdo de dados para o projeto
Direto, capaz de auxiliar na identificacdo dos perfis de seus usuarios nos filtros de
mensagens, canais de informagéo e possiveis listas de discussdo do Direto. Os filtros de
mensagens realizam a¢les sobre as mensagens como classificar ou descartar, evitando que
usuérios percam informagfes importantes decorrentes de sobrecargas nas caixas postais.
Os canais de informacdo atuam na distribuicdo unidirecional da informagdo através da
assinatura realizada pelo usuério em canais de seu interesse.

Os filtros de mensagens, os canais de informacao e as listas de discussdo ainda ndo
foram disponibilizados aos usuarios e como consequéncia o Direto ndo possui mensagens
publicas, por isso para os experimentos serdo utilizados dados obtidos a partir de uma lista
de discussdo da linguagem Java. Neste capitulo é descrita a etapa de pré-processamento e
as ferramentas utilizadas durante a mineracéo.

4.1 ConsideracOesiniciais

Com base na qualidade da informacdo que deve ser distribuida através das
instituicdes estaduais e a definicdo da proposta de filtros de mensagens e canais de
informacdo para o Direto, surgiu a atual proposta que tem por objetivo melhorar ainda mais
0s servicos disponibilizados pelo software, através de um estudo realizado sobre o histérico
das mensagens de cada usuario. Como mencionado no capitulo anterior, cada usuario do
Direto deve possuir dois tipos de filtros: um filtro para mensagens de usuarios e outro filtro
para o servico de canais de informagao.

A presente proposta é a de minerar, através de regras de associagdo, 0s historicos
dos usuérios na utilizacdo de filtros de mensagens e canais de informac&o. Para isso serdo
utilizadas trés ferramentas que implementam as regras de associagdo e apresentam alguma
peculiaridade distinta.

A primeira ferramenta escolhida é o Intelligent Miner da IBM, onde é possivel
descobrirmos regras utilizando o algortimo Apriori, aém de permitir a criacdo de uma
taxonomia para os dados. A segunda ferramenta é o Magnus Opus gque permite a criacéo de
intervalos entre os itens e consequentemente a simulacdo de resultados para regras
quantitativas, além de propor dois filtros preditivos para regras de associacdo. A terceira
ferramenta € o CBA gue permite a especificacdo de suportes diferentes para os diversos
itens, proporcionando gue itens que ocorrem com pouca freqiiéncia possam ser estudados,
associados a itens que aparecem mais freqlientemente nos resultados.

4.2 Mineracdo de Dados nos Canais de I nformagéo do Direto

O servigo de canais de informac&o para o Direto tem por objetivo a distribuicéo de
informag6es no dominio do Direto no estado do Rio Grande do Sul. As informagdes devem
ser distribuidas de forma eficiente, atingindo todos e somente os interessados. O servico é
composto de diversos canais, e cada um deve suprir as informagdes a serem divulgadas em
determinados assuntos. Cada usu&io do Direto pode definir filtros para os canais de
informagdo baseando-se no contetido de texto, isto €, aém de escolher os canais que desgja
assinar, o usuério pode definir termos que estgjam presentes no corpo das mensagens de
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interesse, ou ainda informar textos de seu interesse de onde sdo extraidos os termos
principais com Seus repectivos pesos.

O filtro para o servico de canais de informacdo armazenara no LDAP os termos dos
filtros do usu&rio com seus respectivos pesos. Os dados do filtro referente as opgdes de
cada usuério serdo lidos do LDAP para que as carasteristicas individuais possam ser
interpretadas. O resultado de uma consulta ao LDAP podera ser uma string separando por
"[" 0s termos referentes a cada usuario, com seus respectivos pesos. Um exemplo da leitura
do LDAP sobre os termos presentes nos filtros dos canais de informagdo de um dos
usuarios é apresentado a seguir, no formato termo = peso:

java=12.5/j2ee=6.8/ejb=7.0/javabeans=4.3/design=3.2/pattern=7.3
voleibol=10.5/surf=1.0/futebol=15.0

salde=12.0/medicina=7.0/posto de salide=5.0/atendimento=3.0/consulta=4.0
educacdo=8.0/biologia=3.0/

Pelos termos especificados pelo usuario poderiam ser sugeridos canais relativos a
linguagens de programacao, por exemplo, e quando houvesse o particionamneto deste canal
poderia ser sugerida a assinatura de um novo canal relativo a Linguagem Java.

Os canais que 0 usu&rio assina também poderdo ser obtidos por uma consulta ao
LDAP. O resultado serd 0 nome de cada canal, que podera vir na mesma estrutura que a
consulta do filtro.

"canal informética/cana esportes/canal salide/cana educagdo"

“canal cultura/canal musica/canal educagdo”

Com o objetivo de identificar o perfil dos usuarios dos canais de informagdo é
proposta a mineracdo de dados utilizando informacdes de preferéncia de canais e termos a
eles associados. As ferramentas disponiveis no mercado ndo possuem o formato de saida do
LDAP como entrada para os dados fontes. Seria necessario aplicarmos um pré-
processamento nos dados coletados no LDAP. Uma sugestdo seria a geracéo de tabelas
num banco de dados relacional, com um formato semelhante a Tabela 4.1 apresentada a
Seguir:

TABELA 4.1 - Tabelade Termos e Pesos para os Canais de Informagdo

Usu&io Cana de Informacdo Termos Peso
Pedro Salde Hospitais 10.0
Pedro Saude Postos de Saide  10.0
Pedro Saude Consultas 7.0
Pedro Saude Leitos 6.0
Pedro Salde Cardiologia 5.0
Pedro Salde Pediatria 4.0

Raoberto Educacdo Simpésio 10.0

Roberto Educacéo Educacdo Fisca 5.0

Roberto Esportes Voleibol 10.0

Roberto Esportes Campeonato 7.0




57

Sugere-se ainda, a integracdo dos dados resultantes do pré-processamento dos
canais de informagdo ao catdlogo geral do Direto, onde é possivel identificarmos a
instituicdo, departamento e outros dados pessoais do usuario. Uma nova tabela poderia ser
gerada que, associada a tabela anterior, contribuiria para uma visdo mais detalhada das
caracteristicas pessoais dos usuérios do Direto.

TABELA 4.2 - Tabelado Catdlogo Geral de Enderecos do Direto

Usuario Instituicéo Canal de Informag&o
Pedro  Secretariada Salde Salde
Pedro  Secretaria da Salde Informatica
Ipé Secretaria da Salde Salde
Roberto Educacéo Educacéo
Nereu IPE Salide

Como exemplo de regras de associagdo geradas a partir dos canais de informagéo
poderia-se citar:

() Secretaria da Salde, |pé - Hospitais ( Suporte 15%, Confianca 70%)
(i)  Educacéo, Salide—~> Simposio (Suporte 20%, Confianca 60%)

Ambas as regras poderiam sugerir que fossem criados canais especificos para os
assuntos mencionados, onde poder-se-ia restringir o acesso dos usu&rios aos 0Orgaos
envolvidos. Neste caso, a primeira regra sugere que sga criado um cana denominado
Hospital, onde os usu&ios do Ipé e da Secretaria da Salde pudessem divulgar suas
informacgoes.

4.3 Mineracao dos Filtros de Mensagens no Direto

Os filtros de mensagens foram propostos com o objetivo de evitar uma sobrecarga
de informagdes na caixa postal dos usuérios. Cada usuario do Direto € reponsavel pela
criagdo e manutencao dos seus filtros. O processo de filtragem de mensagens inicia com a
definicdo das regras por parte do usuario. Este possui permissdes para criacdo, edicéo,
listagem e ordenamento de regras para execugdo. Os filtros para as mensagens de cada
usuario sdo armazenados através de um script Sieve.

Um exemplo de Script Sieve gerado a partir das regras definidas pelo usuario é
apresentado a seguir:

require "fileinto";

if header :contains "from™ "spam"” {
discard;

} esif header :contains ["subject"] ["$$$"] {
discard;

} else{
fileinto "INBOX";

}

require ["fileinto”, "reject"];
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if size :over 1M

{

reject text:

Por favor ndo me envie mensagens grandes.
Obrigado.;

stop;

if header :is"From" "|istas@egroups.com"

{

fileinto "listas"; # move paraa pasta”listas’
}

elsif address :domain :is["From", "To"] "procergs.rs.gov.br"

{

keep; # mensagens sdo entregues na caixa de entrada
}

elsif anyof (not address :al :contains

["To", "Cc", "Bcc"] "spammer@spam.com”,
header :matches "subject"”

["* make* money*fast*", "*free* course*"])

{

fileinto "spam"”; # move para apasta"spam"
}

else

{

fileinto "pessoais’;

}

Para que fosse possivel minerar os dados do script Sieve, seria necessario interpretar
0 texto e gerar uma tabela capaz de descrever as agfes do usuério sobre os cabegalhos. Para
0 exempl o acima apresentado sugere-se a criacao de umatabela similar a Tabela 4.3:

TABELA 4.3 - Acles e Termos para os Filtros de Mensagens do Direto

Usu&rio Acdo Cabecaho Pal-Chave Pasta Destino
Marco Descartar From Spam
Marco Descartar From Subject
Marco  Descartar From $$$
Patricia Regeitar  Tamanho M
Roberta  Mover From listas@egroups.com Lista
Roberta  Manter From Procergs.rs.gov.br Caixa de Entrada
Roberta  Manter To Procergs.rs.gov.br Caixa de Entrada
Roberta  Mover Subject  Make, money, fast, free, course Spam

A integrac@o com o catalogo geral de enderecos do Direto também é desgjavel neste
caso, visto que contribui para o detalhamento do perfil do usuario.
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Além dos canais de informacdo e filtros de mensagens, esta prevista a criagdo de
listas de discussdo sobre temas diversificados, permitindo que usu&rios de instituicdes
distintas interajam e troquem informacdes.

O trabalho de mineragéo de dados nos canais de informagao, filtros de mensagem e
listas de discussdo do software Direto tem como objetivo melhorar ainda mais a qualidade
da informacdo distribuida. Através da andlise das regras geradas, poderia-se oferecer novos
filtros e novos canais de informagdo aos usuarios com perfis semelhantes. Além disso,
poderia-se observar 0s assuntos mais abordados por usuérios que trabalham nas mesmas
instituicoes, ou ainda verificar quais as informagdes trocadas pelos usuarios de instituicdes
distintas, através das listas de discussdo. A andise destas informacfes contribuiria para a
manutencdo dos canais de informagdo, contribuindo para a criagdo de novos canais e
exclusdo ou maior divulgacdo de canais pouco utilizados.

4.4 Mineracao de Dados das Listas SouJava

O trabaho proposto de mineragdo de dados no projeto Direto ndo pode ser
realizado, pois, 0s canais de informacdo, os filtros de mensagens e as listas de discussao
ainda ndo foram disponibilizadas para os usuarios e ndo ha dados para a mineragdo. Para
contornar o problema, € proposta a mineracéo de dados através das trés ferramentas citadas
anteriormente, sobre mensagens de uma lista de discusséo sobre a linguagem Java.

4.5 Etapa de Pré-processamento

A etapa de pré-processamento pode ser resumida em trés etapas. Ela inicia com a
coleta dos dados, posteriormente é realizada a remocao de ruido, e finalmente os dados séo
consolidados de forma que possam ser utilizados nas ferramentas de mineracéo.

451 ColetadosDados

Para 0 estudo de caso das listas de discussdo SouJava, foram utilizadas mensagens
de dezembro de 2001 a setembro de 2002. A guantidade de mensagens esta na ordem de
9.500 mensagens. Estas foram coletadas através de um usuario das listas de discusséo
SouJava e estavam disponiveis naferramenta de correio el etronico Netscape.

Como as mensagens precisam ser pré-processadas para trés ferramentas distintas,
estas foram exportadas para um banco de dados relacional do Microsoft Access, de forma
gue as informacdes ficassem centralizadas. O processo de coleta dos dados inicia com a
exportacéo das mensagens do Netscape para o Outlook Express e posteriorimente para o
MS Outlook, que entéo habilita a opcdo de salvamento em arquivos externos. No caso do
banco de dados Access, a exportacéo é feita de forma que cada pasta de mensagens no MS
Outlook origina umatabela no Access.



60

FIGURA 4.1 - Exportag&o de Mensagem paraum Arquivo Externo
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Durante a exportacdo, foi possivel disponibilizar as seguintes informagdes relativas
as mensagens. Assunto, Corpo, DeNome, DeEndereco, DeTipo, ParaNome, ParaEnderego,
ParaTipo, CcNome, CCTipo, CcoNome, CcoEndereco, CcoTipo, Categorias, Importancia,
Informagdes para cobranga e Quilometragem.

4.5.2 Remocdo de Ruido

Na primeira andlise dos dados constatou-se que muitos dos campos que foram
exportados apresentavam baixissima incidéncia de informagdo e conseqlentemente
poderiam ser eliminados. Como exemplo poderiamos citar os campos CCNome, CCTipo,
CcoNome, CcoEnderego, CcoTipo, Categorias, Informagdes para Cobranca e
Quilometragem.

Alguns outros campos ndo apresentavam variacdes que pudessem ser consideradas
como é o caso de DeTipo e ParaTipo, cujo contelido € sempre SMTP e 0 campo
Importancia gue na grande maioria dos casos € NORMAL. Estes campos também foram
eliminados.

Além dos campos ja citados, foram eliminados os campos DeNome e ParaNome,
gue de certa forma sdo redundantes aos campos DeEnderego e ParaEndereco. O campo
ParaEndereco também foi eliminado ja que esta sendo tratada neste estudo uma Unica lista
de discussGo e 0 destino das mensagens € sempre 0 mesmo endereco: java
list@soujava.org.br.

Neste fase tem-se disponivel o identificador de cada mensagem, criado no Banco
Access, e 0s campos Assunto, Corpo e DeEndereco das mensagens. Para o pré-
processamento dos campos Assunto e Corpo foi utilizado um programa em Java, cedido
gentilmente por [MEL 2002], de busca de palavras-chave nos campos assunto e corpo das
mensagens. As palavras-chave utilizadas foram capturadas previamente em [SUN 02], e
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compreendem pacotes, classes, interfaces e métodos da linguagem Java. Estas palavras-
chave n&o foram escol hidas ao acaso, tendo em vista que formam uma hierarquia

FIGURA 4.2 - Hierarquiaparaas Paavras-Chave

PACOTES
INTERFACES CLASSES
METODOS

Para a busca das palavras foi utilizada a comparacéo de strings e ndo de substrings
ou radicais. O motivo paratal é que o conjunto de palavras-chave é bem definido, além de
podermos encontrar palavras-chave com substrings iguais em niveis diferentes da
hierarquia, como é o caso de Java.applet, que € um pacote e de Applet que é uma classe.
Um problema encontrado € que algumas classes e interfaces possuem o mesmo nome, e
através do mecanismo utilizado néo foi possivel identificar a qual grupo pertencem, por
isso a hierarquia foi modificada.

FIGURA 4.3 - Hierarquia Aplicada as Palavras-chave
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¥
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Em complemento a busca automética das paavras-chave nas mensagens, foi
realizada uma busca por mensagens que possuem em seu corpo os strings “{*, “()”, “}”,
com o objetivo de identificar as mensagens que possuem codigo em Java explicito. Esta
busca é feita para verificar se alguma informacdo poderia ter sido perdida em decorréncia
da ndo utilizagao de substrings, pois é possivel que as palavras-chave aparegam no corpo da
mensagem acopladas em linhas de «codigp, como €& o0 caso de
“JOptionPane.showMessageDialog (null, “Impossivel”, “AcessoBanco.conecta”,
“OptionPane. ERROR_MESSAGE”). A separa¢dao das palavras-chave no corpo destas
mensagens foi feita manua mente.
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A saida do programa Java de busca de palavras-chave, € um arquivo texto, contendo
o identificador de cada mensagem e as pavras-chave rel acionadas. Este arquivo é importado
para o banco de dados A ccess e origina uma hova tabela chamada Palavras-Chave.
Nesta fase temos duas tabelas no banco de dados semelhantes as apresentadas
abaixo:
TABELA 4.4 - TabelaOriginal das Listas de Discussio

Id DeEndereco Assunto Corpo

218  marcel.sakamoto@poli.usp.br  Sobreo Visual Age  Como iniciante,...
315 liandro@londrina.unimed.com.br Conex&o Persistente SDK padréo da Sun..
420 dorivalac@ig.com.br Email + Html Estou com dificuldade

TABELA 4.5 - Tabela Palavras-Chave

Id Pa-Chavel Pa-Chave?2 Pal-Chave3 Pal-ChaveN

477 List Applet java.awt array()
1113  Javaio Writer button() delete()

A data de envio de mensagens, que € uma informacdo muito valiosa, ndo fica
habilitada durante a exportacdo de mensagens no MS Outlook para arquivos externos. Para
contornar o problema, foi preciso voltar ao Outlook Express e utilizar um recurso de
localizagéo e posteriormente movimentagdo e criagdo de pastas para que as mensagens
pudessem ser classificadas. Foi utilizado como critério, intervalos de datas, onde pastas
foram criadas com as mensagens correspondentes aos meses de dezembro de 2001 a
setembro de 2002. Estas pastas de mensagens foram exportadas ao MS Outlook e a partir
dele originaram dez novas tabelas no banco de dados Access, cada uma contendo as
mensagens de cada més.

FIGURA 4.4 - Localizagdo de Mensagens por Intervalo de Datas

#£5 Localizar menzagem =]

Arguvo  Editar Exbir  Menzagem

E 4aminar; IS'I'UlJ ava ¥ Incluir subpastas

Localizar agara

De:

Mova pesquiza

it

Bgzunto;

Fara: I Faraf

kenzagem:

Fecebida antes de: ||7 N0702 j [ & mensagem contém anexolz)

Recebida apés: IIV 01 /07702 j [T & menzagem esta sinalizada
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4.5.3 Consolidacédo dos Dados

Durante a etapa de consolidacéo dos dados foi criada uma tabela integrando as
informagdes necessarias & mineragdo de dados. Para tal, foi realizado um busca entre a
tabela Original e Palavras-Chave pelo Msg_Id e um look up entre a tabela Original e as
tabelas mensais através dos campos Assunto e DeEndereco. Esta Ultima busca, d4 origem a
um novo campo ha tabela final chamado Més. Foram eliminados os registros que ndo
possuiam pal avras-chave, pois em todas as andlises elas séo consideradas.

TABELA 4.6 - TabelaOriginal das Listas de Discussio

Msg_Id DeEnderego Assunto Corpo
218 marcel .sakamoto@poli.usp.br ~ Sobre o Visua Age Como iniciante,...
315 liandro@londrina.unimed.com.br Conexao Persistente  SDK padrdo da Sun..
420 dorivalac@ig.com.br Email + Html Estou com dificuldade

TABELA 4.7 - Tabela Palavras-Chave

Id Pal-Chavel Pa-Chave?2 Pa-Chave3 Pa-ChaveN

218 List Applet java.awt array()
315 javaio Writer button() delete()

TABELA 4.8 - Tabela Dezembro 2001

DeEnderego Assunto
Marcel.sakamoto@poli.usp.br Sobre o Visual Age
Liandro@londrina.unimed.com.br Conexao Persistente
dorivalac@ig.com.br Email + Html

TABELA 4.9 - TabelaFina

Id Pal-Chavel Pal-ChaveN DeNome Més
218 List array() marcel .sakamoto@poli.usp.br  Dezembro 2001
315 javaio delete() liandro@londrina.unimed.com.br Dezembro 2001

4.6 FerramentasdeMineracao

A pesquisa de dados € um processo que revela, em grandes volumes de dados,
informacfes vélidas, antes desconhecidas, de uma forma totalmente compreensivel. As
informagOes extraidas podem identificar semelhangas entre os registros do banco de dados.
O resultado das pesquisas pode auxiliam o usuario atomar decisdes mais eficazes.

4.6.1 Inteligent Miner

O IBM DB2 Intelligent Miner for Data, denominado Intelligent Miner, é uma suite
de funcdes de pesquisas, estatisticas e de pré-processamento destinadas a analise de grandes
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bancos de dados. O software oferece recursos de visualizacdo cuja finalidade € exibir e
interpretar resultados de pesquisas. O software do servidor é executado nos sistemas
operacionais AlX, AS/400, OS/390, Sun Solaris e Windows NT. Os clientes podem ser
AlX, OS2 e Windows[IBM 99].

A pesquisa de dados € um processo que consiste de diversas etapas onde pode-se
destacar a selecdo dos dados de entrada, a sua transformacdo, a execucéo de uma funcéo de
pesquisa e a interpretacéo dos resultados obtidos. O Intelligent Miner oferece recursos para
gue as etapas citadas sejam executadas. A ferramenta oferece diversas fungdes que podem
ser empregadas independentemente ou de forma combinada. As fungdes de pesquisa tem
por objetivo descobrir os padrdes ocultos nos dados. Depois de executadas € possivel
interpretar os resultados do processo de pesquisa, além de permitir que filtros sgjam
aplicados sobre os dados.

O primeiro passo da pesquisa de dados € especificar os dados de entrada a serem
pesquisados e andisados. O Intelligent Miner aceita dados de tabelas de bancos de dados,
views ou ainda em arquivos planos. Depois de especificados os dados de entrada, estes
podem ser transformados por meio de fungdes de pré-processamento. Estas fungdes tais
como agrupamentos e somas gjudam a melhorar a qualidade dos dados para que eles
possam ser minerados de forma correta. Os dados transformados sdo, em seguida
pesguisados por meio de uma ou mais fungdes de pesquisa. O Intelligent Miner possui 0s
seguintes tipos de funcdes de pesquisa: associagoes, classificacdo neura, classificacéo em
arvore, agrupamento demogréfico, agrupamento neural, padrfes sequenciais, sequéncias
similares, previsio neural, previsio RBF (Fungdo de Base Radial).

Os resultados do processo de pesquisa podem ser analisados atraveés de ferramentas
de visuaizacdo, que permitem a exibicdo dos resultados e a identificagdo das informagdes
importantes reveladas pelo processo. Os resultados podem ser exportados para que possam
ser exibidos em outro local. A pesquisa de dados é um processo iterativo, pois ao ver o
resultado o usuério poderarefinar seus parametros e filtros.

A pesquisa de dados no Intelligent Miner é realizada por meio da criacéo de objetos
inter-relacionados. Estes objetos sdo mostrados através de icones e representam as
defini¢des dos dados, as funcdes de pré-processamento, definicdes de hierarquia, pesquisa e
resultados que podem ser gerados através do Intelligent Miner. As definicdes do usuério
s80 consideradas objetos como por exemplo a definicdo dos dados de entrada cria um
objeto dados, a criacdo de uma pesguisa com determinados parametros cria um objeto de
pesqguisa e 0 seu resultado origina o objeto resultado.

A figura a seguir representa a janela principal do Intelligent Miner, que é descrita
em[IBM 99].
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FIGURA 4.5 - Janela Principal do Intelligent Miner

@Inlelligent Miner: ProjDireto2111 no psus06 9 [=] B3
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[ (0) Previsdo A% NPesquisaSimples Associagt 11421402 10:21:18 112102 10:32:30
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4 r » I

A janelaprincipal pode ser descrita através de trés éreas.

Repositorio da Base de Pesquisa: o repositorio da base de pesquisa, que fica do lado
esquerdo da janela principal, apresenta os objetos armazenados na base de pesquisa. A
quantidade de objetos que ha em cada pasta é indicada pelo nimero entre parénteses que
ficaafrente da pasta.

Repositério de Contetdo: O repositorio de contelido, que fica na parte direita e
superior da tela, apresenta os objetos de defini¢des de um determinado tipo no repositorio
de contelidos. Por exemplo, através do repositério de conteldo pode-se visualizar o
conteldo da pasta AssociacBes, que é uma subpasta de pesquisa. O conteldo da pasta
associ aces sao 0s obj etos de pesquisa associagao definidos pelo usuério.

Area de Trabaho: A drea de trabalho, que fica na parte direita inferior datela, € a
area que da flexibilidade para que o usuario trabalhe com seus objetos com definicdes de
tipos diferentes.

4.6.1.1 Pesquisaatraves de Regras de Associagao no Intelligent Miner

O processo de pesquisa no Intelligent Miner inicia com a criagdo de uma base de
pesquisa, que devera conter todos os objetos relacionados ao estudo em questdo. A base de
pesqguisa criada para este estudo € chamada de ProjetoDireto e contém todas as informagdes
descritivas sobre os objetos utilizados. A base de pesquisa ndo contém os dados que
deverdo ser analisados, propriamente ditos. Estes ficam armazenados em diretérios do
servidor.

Apébs a criagdo da base de pesquisa, 0 proximo passo € a criagdo de objetos de
dados. Estes sdo as descrigdes |6gicas dos arquivos planos ou banco de dados. Quando o
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objeto de dados € criado é preciso especificar alocalizacdo dos dados e sua formatacdo para
gue possam ser utilizados de forma correta.

FIGURA 4.6 - Definicdo dos Dados de Entrada no Intelligent Miner

[ Dados - DefinigBes - IBM
Definigées | Arguivos plangs Pardmetros de campo | Ccampos calculados | Limites de bucket | valres vlidos | A
— Parametros de campo
Para especificar campo 2] Exibigén do arguivo simples
pardmetros
JE T T T T
1 listc
1 Fornega a posigio 2 list
inicial & final de cada 3 listc
campo separados Selegdo
pela delimiadar de Posi¢ao inicial e final  [Nome do campo Tipo de dado Mapeamento de Nome
intervala
2 Digite o nome para Categdtico - J
cada campo.
3 Belecions o tipnde I | Atializar | FElmiEn |
dado de cada )
campo. Pardmetros de campo
Paosi¢do inicial e final | Nome do campo Tipo de dado ‘ Mapeamento de Mome)
4 Opcionalmente, 544 lterm Categorico
especifique o 1-4 Identificador Categdrico
toapeamento de
nome de cada
carnpo.
0K | Aplicar | Redefinir | Cancelar | Auxilio |

Para a pesquisa foram utilizados arquivos planos como dados de entrada e o objeto
Associagdes que implementa regras de associacdo. As funcbes de pré-processamento
disponiveis na ferramenta ndo foram utilizadas, pois os dados precisavam ser preparados
para andlise em trés ferramentas distintas e foram pré-processados anteriormente. Foi
realizado, entretanto uma adequacéo dos dados ao formato exigido pela ferramenta para

AssociagOes. Uma transagéo pode ser composta de diversos registros no arquivo de entrada.
A tabela abaixo ilustra a afirmacéo:

TABELA 4.10 - Formato dos Dados de Entrada no Intelligent Miner
I dentificador Item

33 list
33 applet
37 java.awt
41 subject

A pesguisa Associagdes permite que se denomine um campo de transagdo e um
campo de item para que as regras possam ser geradas. Estes dados devem ser escolhidos
dentre as colunas dos dados de entrada disponiveis.
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FIGURA 4.7 - Defini¢do dos Campos para Consulta Associacfes

E%Pesquisa - Assistente : Associacdes : Apriori

— Campos de entrada

campos de entrada:
1 Opcional: Digite uma
condicio de filtro

dos campos no
campo de entrada
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subconjunto dos
campos disponiveis
na lista Campos
disponiveis.

2 Selecione um campo
de transacdo a partir
da lista Campos
disponiveis e dé um

Para especificar =

rlirme nn hntan > j

Campos disponiveis

Campo de transagéo

Identificador

Campao de item

Mascara de ﬁltragemzl*

[~ Ordenaros dados de entrada sobre os valores no campo de field de transagéo

antes de executar esta fungéo.

«Voltarl Eroire | Cancelarl Auxﬂiol

A tabela a seguir resume os par@metros basicos e avangados da funcéo de pesquisa

Associacles disponiveis no assistente de pesquisa do Intelligent Miner:

TABELA 4.11 - Par@metros Disponiveis para Pesquisa AssociacOes

Pagina do Assistente Par ametro Valor
Definicdes Nome Nome atribuido
consulta
Comentéario Comentério
Mostrar Paginas e Controles Sim/N&o
Avancados
Dados de Entrada Dados de Entrada Tabelas disponiveis

Otimizar execucdo de pesquisa para:

Filtrar Registros:

Opcdes de Poténcia

através da importacdo de

dados

Expresséo

Tempo/Espago em Disco
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Campos de Entrada Campo de Transacéo Disponivel a partir da
tabela de entrada
selecionada em dados de
Entrada. (utiliza-se
normal mente o]
identificador ou a data)

Campo de Item Disponivel a partir da
tabela de entrada
selecionada em dados de
Entrada. (Itens)

Ordenar os dados de entrada dos Verdadeiro/Falso

valores no campo ID de transagcdes

antes de executar esta funcéo

Parametros Suporte Minimo Utilizar suporte atribuido
pelo sistema ou
especificar

ConfiancaMinima Utilizar confianca
atribuido pelo sistemaou
especificar

Comprimento Maximo da Regra Especificar 0
comprimento maximo da
regra.

Limites do item

Parametros Paralel os Executar o modo paraelo desta

funcéo

Taxonomia Nome da Taxonomia Associar  um  objeto
Taxonomia previamente
definido.

Resultados Nome dos Resultados Atribuir um nome ao

Comentérios
Se existir resultado com esse nome,
substitua-o.

objeto resultados
Comentérios
Verdadeiro/ Falso

Como o principa proposito da utilizacéo do Inteligent Miner para este trabalho € a
facilidade de definir-se uma hierarquia, 0 processo de definicdo e criacdo de um objeto
taxonomia seré descrito mais detalhadamente.

O processo de criagdo de uma taxonomiainicia com a criacéo de categorias que irdo
representar os nodos da &rvore. A figura a seguir apresenta a tela de criagdo de categorias:
O quadro Categorias contém as categorias definidas pelo usuério. Apos a definicdo das
mesmas, as categorias que serdo utilizadas devem ser arrastadas para 0 quadro Taxonomia.
Deve-se criar relacOes entre as categorias da taxonomia partindo-se sempre dos nodos
filhos. Através dos links criados deve-se especificar as entradas de dados para a hierarquia.
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FIGURA 4.8 - Definigdo de Taxonomiano Intelligent Miner
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O Intelligent Miner permite que apenas os nhodos folha contenham os itens
propriamente ditos. Os niveis superiores sdo apenas nodos l6gicos, de forma que agrupam
as informactes dos nodos folha por algum critério. Os dados que compdem uma hierarquia
podem ser definidos manualmente ou utilizando-se uma tabela construida especialmente
para este propdsito. A figura abaixo apresenta a tela de definicdo de hierarquia utilizando
um arquivo plano como entrada, que jafoi previamente definido.



70

FIGURA 4.9 - Janela para Escolha dos Campos da Hierarquia
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O objeto taxonomia ndo produz resultados. Ele deve ser associado durante a
definicdo de uma pesqguisa para produzir algum resultado.

Apobs a consulta Associagdes ser definida, ela deve ser executada e um objeto
resultado correspondente € criado. O objeto resultado cria duas janelas, uma delas contém
as estatisti cas dos dados minerados e a outra as regras propriamente ditas.

Na janela Estatisticas € possivel visudizar informagbes como o nimero de
transagdes do banco de dados, nimero de itens, itens méximo por transacdo, média de itens
por transacdo, numero total de regras, nimero total de conjuntos de itens frequentes,
suporte minimo e suporte maximo.

FIGURA 4.10 - Janela de Estatisticas no Intelligent Miner

L Estatisticaz: “TaxonomiaCk"™

Regras de Associagdes - Estatisticas de Banco de Dados

Muamero de TransagBes = BHED
Mramero de Thetia = o01
Tteris Tldwimmo por Tramsando = e 25
Liédia de [tens por Transagdo = 295914
Muaero total de Fegras = 45600
Muasmero total de Conjuntos de Itens Fregqientes = 12588
Suporte TWEHIMG = s 0.050

Conflarnga WImma = 10.0
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Na janela regras de associacdo, podemos visualizar as regras obtidas pela consulta,
ordené&-las de acordo com critérios como suporte, confianca e lift , aém de aplicar filtros
sobre os dados e parametros informados.

FIGURA 4.11 - Janela de Resultados do Intelligent Miner

E. Begras de Aszociagdo - "TaxonomiaCM™

Os critérios para filtrar regras de associagdo sdo apresentados através da Figura
4.12, onde é possivel especificar intervalos para os par@metros suporte e confianca, e
informar conjuntos de itens que poderiam estar presentes nas regras.

FIGURA 4.12 - Filtros Disponiveis para as Regras de Associacéo
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4.7 Magnus Opus

Magnum Opus € uma ferramenta desenvolvida especifcamente para mineracdo de
regras de associacdo. Ela ndo apresenta fungdes para o pré-processamento dos dados, nem
outros métodos de pesquisa. Como vantagem ela permite a especificacdo de diversas
medidas paraos dados e deintervalos, o que possibilita o estudo de regras quantitativas.

A ferramenta permite que se trabalhe com dois tipos de arquivos para os dados de
entrada

Identifier-Item-File (itf): os dados devem estar dispostos no formato Identificador,
Item.

Exemplo de arquivo itf:

IDO0L, Aplet
IDO0L, Class
ID005, Aplet

Attribute-value data (data): os dados devem estar dispostos no formato Item 1, Item
2, Item N para cada transagdo. Utiliza um arquivo auxiliar denominado Més, que possui a
definicdo de cada coluna.

Exemplo de arquivo data:

12, A, t
10, B, £

Exemplo de arquivo name:

Més: numeric 3
GrupoSocioEconémico: categorical
Promocéo: t, f

O atributo numérico foi definido como numeric 3, 0 que indica que os vaores
deste campo devem ser divididos em trés intervalos, com aproximadamente o0 mesmo
nimero de casos. Os Ultimos dois atributos séo categoricos. O primeiro definido apenas
como categorical pode assumir qualgquer valor que esteja presente nos registros. O Ultimo
assume apenas os valores listados. Se agum outro valor aparecer para a coluna, uma
mensagem de erro sera apresentada e as regras ndo sao geradas.

A ferramenta é composta basicamente de duas janelas principais. Na primeira,
especifica-se 0s critérios para a pesquisa e na segunda os dados sdo visualizados. Dentre 0s
critérios de pesquisa citase o critério de busca, filtro, especificacdo de medidas,
comprimento da regra e quantidade maxima de regras para serem vistas no resultado.
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FIGURA 4.13 - Janela Principal do Intelligent Miner
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Os parametros de medida que podem ser especificados pela ferramenta sdo
coverage, lift, strength, leveraege e suporte.

Coverage: € a proporcao de casos em que 0 antecedente de uma regra (LHS — Left
Hand Sde) aparece no total de dados. Como exemplo, supondo que exista um arquivo com
1000 casos e 0 antecedente estd presente em 200 casos, a medida correspondente ao
coverage seria 200/1000 = 0.2. O numero total de casos de ocorréncia do LHS é
apresentado entre parénteses no resultado da pesquisa.

Srength: € denominacdo dada pelo Magnus Opus a confianca da regra. A medida
indica a probabilidade que um caso satisfaga 0 consequente se satisfizer o antecedente.
Supondo-se que 0 antecedente esteja presente em 200 examplos e 0 consequente RHS
(Right Hand Sde) em 50 exemplos dos presentes no antecedente, o strength da regra seria
50/200 = 0.25.

Lift: € uma medida preditiva de regras de associacdo determinada pela proporcéo
entre o strengh (confianga) e os casos em que o RHS é encontrado no banco de dados.

Por exemplo, supondo-se que existam 1000 casos, onde o LHS esta presente em 200
casos, 0 RHS esta presente em 100 casos, e 0 RHS esté presente em 50 dos 200 casos em
que o LHS est4. O strength seria determinado por 50/200 = 0.25. A proporcéo de todos 0s
casos em que 0 RHS esté presente seria 100/1000 = 0.1 e o lift, 0.25/0.1 = 2.5. Regras com
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Lift negativo podem ndo ser muito interessantes como cita [AGR 99] através exemplo
abordado na segédo 2.3.1.

Leverage: € a propor¢do de casos adicionais que estdo presentes em LHS e RHS
sobre 0 esperado caso LHS e RHS caso estes fossem independentes um do outro. Esta
medida é capaz de refletir o strenght e coverage da regra. Supondo-se que existam 1000
casos, se 0 LHS estivesse presente em 200 casos, 0 RHS em 100 e dos 200 em que 0 LHS
estivesse presente, 0 RHS também estivesse, a propor¢do de casos em que LHS e RHS
estarem presentes seria 50/1000 = 0.05. A proporcéo de casos esperados caso fossem
independentes um do outro seria (200/1000) * (100/1000) = 0.02. O leverage seria 0.05 -
0.02 = 0.03. Neste exemplo, o nimero total de casos que €l e representa seria 30.

Existe ainda uma opc¢ao denominda Search by que permite que sgja definida qual a
medida de maior relevancia para a busca, dentre as citadas a cima. Durante a pesquisa de
regras de associacdo, 0 Magnum Opus pode automaticamente eliminar regras de pouco
interesse, caso sgja utilizada a opcéo de filtros. Existem cinco opcdes de filtros: Filter-out
None, Filter-out Trivial, Filter-out Unproductive, Filter-out Insignificant 05 e Filter-out
Insignificant O1.

FIGURA 4.14 - Filtros Disponiveis no Magnus Opus
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Regra Trivial: Uma regra de associagdo é trivial se existir uma sub-regra com o
mesmo RHS que possui exatamente 0 mesmo nimero de casos (Coverage).
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Regras Improdutivas: Uma regra de associagdo € improdutiva se existir outra
associacdo, que sga uma subregra, com 0 mesmo RHS e que possua confianca igual ou
superior a regra em questéo. Esse filtro é similar ao Improvment proposto por [AGR 99],
com a diferenca de que ndo € possivel estipular um vaor de Improvment minimo. Para
regras improdutivas, o |mprovment é sempre zero.

Regras Insignificantes. Uma associacdo € insignificante se existir outra associacao
com 0 mesmo consequente e um subconjunto do antecedente para o qual a confiangca da
associacdo formada ndo for significantemente maior que a confianca da primeira. Para a
opcéo de Filter Out Insignificant 0.05 uma associagdo € rejeitada caso a diferenca entre o
suporte ou coveraege das regras em questdo for inferior a 0.05. Para 0 caso de
InsignificantOl1, paraque asregras sejam eliminadas a diferenca deve ser inferior a0.1.

ApGs os parametros e filtros serem informados a consulta é executada e as regras
sd0 geradas. Estas podem ser visulalizadas através da janela de resultados do Magnus Opus,
que apresenta um cabecalho descrevendo as medidas utilizadas e apresentando as regras.
N&o existem filtros ou qualquer outro tipo de facilidade para analisar as regras apos terem
sido geradas.

FIGURA 4.15 - Resultados Gerados pelo Magnus Opus
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4.8 CBA

O CBA é uma ferramenta desenvolvida pela Universidade de Singapura, de
mineracdo de dados através de regras de associacdo e classificacdo. A principal atracdo
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oferecida pela ferramenta € a pesquisa através de regras de associagdo com suportes
multiplos para os itens.

Os dados de entrada devem estar no formato especificado pelo exemplo:

array, boolean, list

subject, html

A janela principal do CBA permite que se escolha o tipo de técnica a ser utilizada.
A partir da escolha de mineragcdo por regras de associagdo ficam disponiveis algumas
opcoes: a verificagdo da integridade do arquivo de entrada, escolha entre mineracdo com
suportes multiplos e suporte Unico, e modo de vizualizacdo dos resultados.

FIGURA 4.16 - Janela Principal do CBA
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Segundo [BIN 99], caso sga escolhida mineragdo de regras de associagdo com
suporte unico o agoritmo é reduzido ao algoritmo Apriori.

E permitido especificar alguns parametros para este tipo de pesquisa como suporte
minimo, confianca minima, limite de memaoria e comprimento daregra.

FIGURA 4.17 - Janela de Suporte Unico no CBA
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Na janela de regras de associacdo multiplas pode-se especificar 0os mesmos
parametros utilizados para regras de associacdo com suporte Unico, além de uma medida
denominada fator Mul-MinSup, onde Mul-MinSup=f * freq (item ).

FIGURA 4.18 - Janela de Suportes Multiplos parao CBA
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Em [BIN 99] é citado um exemplo para a utilizacgo de suportes multiplos, onde séo
utilizadas as seguintes formulas:

MIS (i) = M(i) se M(i) >LS
LS caso contrério

M) = f * f(i)

Onde:

f (i) = suporte (i)

f éo pardmetro informado

LS € o suporte minimo informado
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M (i) € o suporte temporério de um item
Mis (i) é o suporte final do item

Exemplo: Considerando-se trés itens, 1, 2 e 3 num banco de dados, onde f (1)=1%,
f (2)=3% ef (3) = 10% e LS=2% e o parametro para suportes multiplos f=0.3.

MIS (1) = 2%
MIS (2) = 2%
MIS (3) = 3%

O suporte individual para cada item é calculado de acordo com o Mul MinFactor e
antes gque a pesguisa seja realizada € possivel editar e modificar individualmente o suporte
atribuido a cada item através do botdo Edit Support. A janela de alteracdo de suporte
individual é apresentada através da Figura 4.19.

FIGURA 4.19 - Janela de Edicéo de Suportes MUltiplos Individuais
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Apobs os parametros terem sido indicados sdo gerados resultados que podem ser
visualizados de trés maneiras. visualizacdo das regras, visualizacdo das regras em html e
visualizacdo das regras através de arvore.

Na Figura 4.20 é apresentada a visualizagdo das regras no formato texto, com
possibilidade de ordenamento do resultado pelo suporte, confianga e uma medida que € o
produto das duas primeiras medidas.

FIGURA 4.20 - Visuaizagdo das Regras Geradas no CBA no Modo Texto
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Training completed, pou might want to save the result

: Sorted by Support-Confidence
72
subject =

> list ="
(25.4273% 99.82% 2209 2205 25.377%)

> list ="'
(12.545% 87.43% 1090 953 10.968%)

class="
R list ="
[9.414% BE.19% 818 705 8.114%)

date =t

list =
(7.274% 89.56% 632 566 6.514%)
date ="
R subject =
(7.274% 53.81% 632 378 4. 350%]
date ="
list =

subject =Y
[ 7.274% BA65% 632 377 4.34%)

Através do formato HTML sdo listados os itens que fazem parte das regras
descobertas juntamente com um link para as regras em que estéo presentes. A visualizagéo
em HTML demosntrou ser flexivel e interessante para andlise dos resultados.

FIGURA 4.21 - Visualizacdo das Regras Geradas no CBA no Modo HTML
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A visualizacdo em arvore é apresentada nafigura a seguir. Este formato é eficiente e
permite que sejam aplicados filtros para a visulizagcdo de regras a partir da especificagcéo de
itens no quadro query list.

FIGURA 4.22 - Visualizago das Regras Geradas no CBA no Modo Arvore
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4.9 Ferramentasaplicadas ao caso das Listas de Discusséo SouJava

4.9.1 Intelligent Miner

Para aplicacdo do Intelligent Miner sobre as mensagens € necess&rio que os dados
estejam dispostos conforme a Tabela 4.11. O processo inicia com a definicdo de uma base
de pesguisa que ira conter as defini¢cdes |6gicas dos dados, as pesquisas formuladas pelo
usuério, as taxonomias e os resultados. Neste caso, a base de pesquisa sera nomeada Projeto
Direto e seréo criados cinco objetos de dados. DadosIBM, DadosJaneiro, DadosMaio,
HierarquiaPC e HierarquiaPCM. O primeiro objeto de dados contém os dados relativos a
todas as mensagens, o segundo os dados das mensagens relativas ao més de janeiro, 0
terceiro os dados relativos ao més de maio, o quarto uma hierarquia entre pacotes e classes
e 0 Ultimo uma hierarquia referente a pacotes, classes e métodos.

A hierarquia no Intelligent Miner cria conjuntos |16gicos nos superiores aos nodos-
folha. Os itens propriamente ditos sO podem estar presentes no Ultimo nivel da hierarquia.
Serdo criadas duas hierarquias para as pesquisas de paavras-chave em mensagens. Uma
delas tera as classes da linguagem Java como nodos folha e os pacotes como nodos |6gicos



81

superiores. A outra tera os métodos da linguagem Java nos nodos-folha e as classes e
pacotes representando nodos | 6gicos.

O Intelligent Miner serd aplicado sobre as mensagens diversas vezes através de
pesquisas utilizando o algoritmo Apriori e variando os parametros de suporte e confianga.
Posteriorimente ser8o associadas as hierarquias definidas utilizando os mesmos parametros
de suporte e confianca. Os resultados obtidos pela aplicagdo da hierarquia seréo
comparados aos obtidos pelo simples utilizagdo do algoritmo Apriori.

O Intelligent Miner também sera utilizado para aplicar o algoritmo Apriori sobre as
mensagens dos meses de janeiro e maio, com o objetivo de fazer uma andlise da evolucédo
dos assuntos abordados pelos usuarios da lista SouJava.

4.9.2 MagnusOpus

Para 0 estudo de caso das mensagens da lista SouJava no Magnus Opus seréo
criados ambos 0s arquivos citados na segdo 4.7 O arquivo Identifier-ltem-File sera utilizado
para testar os filtros de regras improdutivas, insignificante e triviais e 0s parametros
disponiveis na ferramenta: Coveraege, Suporte, Srenght, Lift e Leveraege. Estes
parametros e filtros serdo aplicados sobre as palavras-chaves das mensagens e os resultados
obtidos serdo relatados, como as regras excluidas ou a diferenca no nimero de regras
geradas utilizando-se determinado parametro. Para o arquivo Attribute-value data seréo
utilizadas as palavras-chave e os meses. Estes Ultimos estardo dispostos na forma numérica
e serdo utilizados para construcdo e teste de interval os aplicados as mensagens.

493 CBA

O CBA sera utilizado para a descoberta de regras que contenham métodos pois, eles
aparecem com pouca freqliencia nas mensagens. Inicialmente serdo geradas regras sobre as
palavras-chave utilizando o algoritmo Apriori e posteriorimente sera aplicado o parémetro
MinFactor diversas vezes, alterando o seu valor. Serdo realizadas comparagdes entre 0s
resultados produzidos pelo algoritmo Apriori e os produzidos com a aplicagédo do Mul
MinFactor para os mesmos parametros de suporte e confiangca. A andlise sera em termos de
nimero de regras gerada e o contelido apresentado pelas regras.

4.10 Consider acOes Finais

Neste capitulo foi apresentada a proposta de mineracéo sobre filtros de mensagens e
canais de informacdo para o projeto Direto. Como ndo existem mensagens publicas
disponiveis no Direto, utilizou-se as mensagens de uma lista de discussdo sobre a
linguagem Java. Foi apresentada a etapa de pré-processamento dos dados e as ferramentas
utilizadas para a mineracéo através de regras de associ acao.
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5 Descricao das Pesquisas

Neste capitulo sdo apresentados os resultados das pesquisas com regras de
associacdo utilizando as trés ferramentas citadas: Intelligent Miner, Magnus Opus e CBA.

Os testes foram realizados sobre os dados das listas de discussdo SouJava. Foram
coletadas mensagens no periodo de dezembro de 2001 a setembro de 2002. As mensagens
foram pré-processadas conforme descrito na secdo 4.5 e foram encontradas 5572
mensagens interessantes que serdo utilizadas durante os testes. O total de itens analizados
foi 15623 e amédia de itens por mensagens foi na ordem de 2,8 itens.

Foram realizados diversos experimentos, dentre eles sete se destacaram de alguma
maneira e estdo citados neste capitulo. A maioria dos experimentos envolve a andlise das
palavras-chave que aparecem nas mensagens. O campo més foi utilizado para fazer a
andlise das palavras mais abordadas durante determinado periodo e analisar as mudancas
nas regras de associacdo quantitativas. O campo “de endereco” nao foi utilizado na andlise,
pois ndo foi possivel associar os dados a uma estrutura externa, como um catalogo de
enderecos, que pudesse trazer alguma informacéo relevante diminuindo a granularidade dos
dados. A maioria dos enderecos de email utilizados pelos usuérios da lista de discusséo néo
s80 enderecos de instituicdes. Foi cogitada a hipotese de analisar assuntos abordados por
estudantes de diferentes universidades, ou ainda quais as duvidas mais frequentes que
aparecem nos diferentes segmentos.

5.1 Pesquisal

Na Pesquisa 1 foi utilizada a ferramenta de mineracdo Intelligent Miner que
implementa o algoritmo Apriori. Os parametros utilizados s&o 0s seguintes:

Suporte Minimo: 2%
Confianca Minima: 25%
Foram encontradas 12 regras apresentadas na Tabela 5.1:

TABELA 5.1 - Resultado da Pesquisa 1

Sup Conf Lift Tipo Regra

2.0639 39.25 201 + [exception] ==> [string]
7.1429 3651 2.49 [string] ==> [class]
7.1967 36.79 3.90 [string] ==> [void]
7.1429 48.66 2.49 [class] ==> [string]
6.7301 45.84 4.87 [class] ==> [void]
49174 4335 6.44 [date] ==> [system]
6.7301 71.43 4.87 [void] ==> [clasy
7.1967 76.38 3.90 [void] ==> [string]
5.3841 74.81 5.10 [string] AND [void] ==> [class]
5.3841 80.00 4.09 [class] AND [void] ==> [string]
49174 73.07 6.44 [system] ==> [dat€]
5.3841 75.38 8.00 [string] AND [class] ==> [void]

+ + + + + + 4+ + + + +
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Andlise do Resultado: A pesquisa foi redizada com um suporte minimo
relativamente alto para os dados em quest&o, buscando as principais combinagoes de itens
utilizados na linguagem Java. O resultado foi apresentado a um progamador Java que
julgou as regras coerentes.

5.2 Pesquisa?2

A Pesguisa 2 foi realizada no Intelligent Miner, que implementa o algoritmo
Apriori. Para este experimento foi utilizada uma hierarquia onde os nodos folha sf0 as
classes da linguagem Java e 0s pacotes sd0 0 nodo superior. A hierarquia citada cria um
conjunto de itens légicos aqui representados por pct_ <Nome do Pacote>. Os itens Pacote
(avaaplet, javaawt, etc) ndo deixam de estar presentes na consulta, nem os itens
pertencentes as classes (appletcontext, borderlayout, etc). A hierarquia apenas oferece uma
habilidade extra onde itens, que podem ndo estar presentes na consulta simples, poderiam
estar caso pudessem ser agrupados através de um critério. A regra pct_javaawt >
Pct_java.net ndo indicaria que as palavras pct_java.awt e pct_java.net aparecem juntas nas
mesmas transacfes com determinado grau de suporte e confianca, mas indicaria que as
classes relacionadas a java.awt aparecem nas mesmas transagdes em que as classes
relacionadas ao pacote java.net.

A seguir é citado um exemplo da hierarquia empregada para esta consulta:

TABELA 5.2 - Hierarquia entre Pacotes e Classes

Pacote Logico Classe
pct_java.applet Applet
pct_java.applet  Appletcontext
pct_java.applet  Appletstub
pct_java.awt activeevent

Os parametros utilizados para o experimento s80 0s mesmos utilizados para a

Pesquisa 1:

Suporte Minimo: 2%
Confianga Minima: 25%

Foram encontradas 25 regras:



TABELA 5.3 - Resultado da Pesquisa 2

Suporte Confianga Lift Tipo Regra

36612 5574 122 + [pct_javaio] ==> [pct_javalang]
22075 5642 1.23 [name] ==> [pct_javalang]
6.8198 60.13 132 [date] ==> [pct_javalang]
20639 3925 201 [exception] ==> [string]
71429 3651 249 [string] ==> [class]
71967 36.79 3.90 [string] ==> [void]
71429 4866 249 [class] ==> [string]
2.7100 7512 164 [connection] ==> [pct_javalang]
6.7301 4584 487 [class] ==> [void]
49174 4335 6.44 [date] ==> [system]
9.0093 9562 2.09 [void] ==> [pct_javalang]
6.7301 7143 487 [void] ==> [class]
7.1967 76.38 3.90 [void] ==> [string]
53841 7481 5.10 [string] AND [void] ==> [class]
5.3841 80.00 4.09 [class] AND [void] ==> [string]
49174 7307 6.44 [system] ==> [date]
53841 7538 8.00 [string] AND [class] ==> [void]
26202 4183 092 [driver] ==> [pct_javalang]
20459 4191 0.92 [url] ==> [pct_javalang]
22972 4523 0.99 [resolver] ==> [pct_javalang]
21357 4818 1.05 [pct_javabeans] ==> [pct_javalang]
23690 26.77 0.59 [html] ==> [pct_javalang]
3.3561 29.13 0.64 [pct_javaawt] ==> [pct_javalang]
27279 2929 0.64 [pct_javaapplet] ==> [pct_javalang]
27279 2929 064 [applet] ==> [pct_javalang]

+ + + + + + + A+ + A+ + A+ A+

Andlise do Resultado: Com a utilizagdo da hierarquia citada foi descoberto um
nimero maior de regras comparado ao da Pesquisa 1. Muitas das regras descobertas
acrescentam conhecimento pois referenciam pacotes de classes que ndo s&o mencionadas
na Pesquisa 1. Uma das regras citadas, entretanto, ndo acrescenta conhecimento e a
ferramenta néo foi capaz de elimina-la:

A regra[applet] ==> [pct_javalang] possui 0 mesmo suporte e confianga que a
regra [pct_java.applet] ==> [pct_javalang]. A primeiraregra deveria ser mantida pois,
apresenta conhecimento mais especifico do que a segunda, que deveria ser eliminada.

5.3 Pesguisa3

A Pesquisa 2 foi realizada no Intelligent Miner, que implementa o agoritmo
Apriori. Para este experimento foi utilizada uma hierarquia com dois niveis l6gicos. Os
nodos folha da hierarquia criada para a Pesquisa 3 sdo 0s métodos da linguagem Java. As
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classes e pacotes sdo 0s nodos |6gicos superiores. A hierarquia citada cria um conjunto de
itens [6gicos aqui representados por pct_ <Nome do Pacote> e clas <Nome da Classe>. Os
itens pacote (java.aplet, java.awt, etc) ndo deixam de estar presentes na consulta, nem 0s
itens pertencentes as classes (appletcontext, borderlayout, etc). A hierarquia apenas oferece
uma habilidade extra onde itens, que podem ndo estar presentes na consulta simples,
poderiam estar caso pudessem estar agrupados através de um critério. Uma regra
Pct_java.applet >clas file significaria que os métodos da classe file aparecem nas mesmas
transacOes dos métodos pertencentes a todas as classes do pacote java.applet com
determinado grau de suporte e confiancga.
A seguir é citado um exemplo da hierarquia empregada para esta consulta:

TABELA 5.4 - Hierarquia entre Pacotes, Classes e Métodos

Pacote L ogico Classe Légica M étodos

pct_java.applet clas_applet destroy()

pct java.applet  clas appletstub  getdocument()
pct_java.awt clas_activeevent dispatch()

Os parametros utilizados para o experimento sdo 0s mesmos utilizados na Pesquisa
le2

Suporte Minimo: 3%

Confianga Minima: 25%

Foram encontradas 13 regras.

TABELA 5.5 - Resultado da Pesquisa 3

Suporte Confianga Lift Tipo Regra

20639 3925 201 + [exception] ==> [string]
71429 3651 249 [string] ==> [class]
20280 4313 220 [pct_javalang] ==> [string]
71967 36.79 390 [string] ==> [void]
7.1429 4866 249 [class] ==> [string]
6.7301 4584  4.87 [class] ==> [void]
49174 4335 644 [date] ==> [system]
6.7301 7143 487 [void] ==> [class]
7.1967 76.38 3.90 [void] ==> [string]
53841 7481 5.10 [string] AND [void] ==> [class]
53841  80.00 4.09 [class] AND [void] ==> [string]
49174 7307 644 [system] ==> [dat€]
53841 7538 8.00 [string] AND [class] ==> [void]

+ + 4+ + 4+ +++++++

Andlise dos Resultados: Os resultados obtidos pela Pesquisa 3 séo semelhantes aos
resultados da Pesguisa 1. Como os métodos aparecem com pouca frequéncia dentre os itens
presentes nas transagdes, 0 agrupamento deste nivel através da hierarquia néo foi suficiente
para torn&los frequentes. Outros testes foram realizados e diminuindo-se o vaor do
suporte, € possivel obter regras que envolvem métodos agrupados através da hierarquia da
Pesquisa 2, entretanto gera-se uma explosdo de regras. Diferente dos pacotes, que também
aparecem pouco dentre os itens do conjunto de dados, os métodos ndo possuem um nivel
inferior populoso. As classes satisfazem cerca de 80% dos itens encontrados dentre as
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palavras-chave, por isso a Pesguisa 2, que possui classes como nodos-filho da hierarquia
apresenta uma quantidade de regras maior que a Pesquisa 3.

54 Pesquisa4:

O objetivo da andlise mensal € o0 de acompanhar a evolucdo dos assuntos abordados
e as peculiaridades de cada més. As regras geradas para cada més séo diferentes entre si e
diferentes das regras relativas a todo periodo. Nesta pesquisa foi utilizado o Inteligent
Miner e foram realizados quatro testes.
a mineracdo com o algoritmo Apriori para 0s meses de janeiro e maio;
b. mineracdo utilizando a hierarquia da Pesquisa 2 para 0S mesmos meses.

Testel: Algoritmo Apriori
Suporte Minimo: 2%
ConfiancaMinima: 25%
Filtro Més = Janeiro

Foram encontradas 16 regras.
TABELA 5.6 - Resultado da Pesquisa 4 para Janeiro

Suporte Confianca Lift Tipo Regra

38513 2544 336 + [Class) ==> [void]
3.1873 25.81 511 + [html] ==> [text]
21248 4211 278 + [text] ==> [clasy|
2.7888 30.88 861 + [date] ==> [system]
3.8513 50.88 295 + [void] ==> [string]
3.8513 50.88 336 + [void] ==> [class]
2.6560 62.50 362 + [object] ==> [string]
3.1873 63.16 511 + [text] ==> [html]
21248 6154 813 + [class| AND [string] ==>[void]
2.1248 72.73 421 + [method] ==> [string]
2.2576 60.71 2286 + [getbytes()] ==> [digest()]
2.7888 77.78 861 + [system] ==> [dat€]
2.2576 85.00 2286 + [digest()] ==> [getbytes()]
26560 100.00 661 + [jpanel] ==> [clasg]
21248  55.17 3.20 . [class] AND [void] ==>[string]
2.1248 55.17 3.64 . [string] AND [void] ==>[class]

Teste2: Algoritmo Apriori
Suporte Minimo: 2%
ConfiancaMinima: 25%
Filtro Més=Maio

Foram encontradas 29 regras
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TABELA 5.7 - Resultado da Pesquisa 4 para Maio

Suporte Confianca Lift Tipo Regra

20.380 41.67 186 + [connection] ==> [string]

20.380  41.67 1.86 [rehash()] ==> [string]

72011 3212 2.81 [string] ==> [void]

89.674  40.00 2.32 [string] ==> [clasg]

21.739 3137 6.41 [exception] ==> [connection]
21.739 4444 2.58 [connection] ==> [clasy]

46.196  34.69 5.94 [date] ==> [system]

890.674 5197 232 [class] ==> [tring]

81522 4724 414 [class] ==> [void]

21739 4444 641 [connection] ==> [exception]
72011  63.10 2.81 [void] ==> [string]

25815 5278 1177 [connection] ==> [resultset]
25.815 52.78  18.50 [connection] ==> [statement]
25815 5758 11.77 [resultset] ==> [connection]
81522 7143 414 [void] ==> [class]

27174 6061 21.24 [resultsef] ==> [statement]

46.196  79.07 5.94 [system] ==> [dat€]

25.815 9048 1850 [statement] ==> [connection]
25.815 95.00 1942 [resultset] AND [statement] ==> [connection]
27174 9524 21.24 [statement] ==> [resultset]

25.815 100.00 22.30 [connection] AND [statement] ==> [resultset]
25.815 100.00 35.05 [connection] AND [resultset] ==> [statement]

+ + 4+ +++++++ A+

20.380 2941 131 . [exception] ==> [string]
23.098 3148 1.40 . [driver] ==> [string]
20.380 2941 170 . [exception] ==> [clasg]
47554  58.33 2.60 . [void] AND [class] ==> [string]
47554 53.03 465 . [string] AND [class] ==> [void]
47554  66.04 383 . [string] AND [void] ==> [class]

Teste3: Algoritmo Apriori
Suporte Minimo: 2%
Confianga Minima: 25%
Filtro Més = Janeiro
Hierarquia: Pesquisa 2
Foram encontradas 29 regras
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TABELA 5.8 - Resultado da Pesquisa 4 para Janeiro utilizando Hierarquia de Pacote e Classe

Suporte Confianca Lift Tipo Regra

3.8513 2544 336 + [class] ==> [void]
21248  36.36 211 [pct_javaio] ==> [string]
31873 2581 511 [html] ==> [text]
21248  36.36 2.40 [pct_javabeans] ==> [clasy]
3.4529 68.42 151 [text] ==> [pct_javalang]
21248 4211 2.78 [text] ==> [class]
2.7888  30.88 8.61 [date] ==> [system]
42497 7273 161 [pct_javaio] ==> [pct_javalang]
2.7888 77.78 1.72 [name] ==> [pct_javalang]
3.8513  50.88 2.95 [void] ==> [string]
3.8513 50.88 3.36 [void] ==> [clasy
6.3745 84.21 1.86 [void] ==> [pct_javalang]
2.6560 62.50 3.62 [object] ==> [string]
27888  95.45 211 [method] ==> [pct_java.lang]
31873 63.16 511 [text] ==> [html]
21248 6154 8.13 [class] AND [string] ==> [void]
26560 100.00 221 [jpanel] ==> [pct_javalang]
2.1248 72.73 4.21 [method] ==> [string]
22576  60.71 22.86 [getbytes()] ==> [digest()]
2.7888  77.78 8.61 [system] ==> [dat€]
22576  85.00 22.86 [digest()] ==> [getbytes()]
2.6560 100.00 6.61 [jpanedl] ==> [class]

+ + 4+ +++++++ A+

34529  36.62 0.81 . [pct_javaawt] ==> [pct_javalang]
2.6560  45.45 1.00 . [pct_javabeans] ==> [pct_javalang]
43825 4853 1.07 . [date] ==> [pct_javalang]
2.7888  48.84 1.08 . [url] ==> [pct_javalang]
23904  64.29 142 : [getbytes()] ==> [pct_javalang]
2.2576 65.38 1.44 . [file] ==> [pct_javalang]
22576  70.83 156 . [gc()] ==> [pct_javalang]
2.1248 55.17 3.20 . [class] AND [void] ==> [string]
21248 5517 364 . [string] AND [void] ==> [class]
3.9841 29.41 065 - [applet] ==> [pct_javalang]
39841 2941 065 - [pct_javaapplet] ==> [pct_javalang]
37185  30.11 066 - [html] ==> [pct_javalang]

Tested: Algoritmo Apriori
Suporte Minimo: 2%
Confianga Minima: 25%
Filtro Més = Maio
Hierarquia: Pesquisa 2
Foram encontradas 79 regras
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TABELA 5.9 - Resultado da Pesquisa 4 para Maio utilizando Hierarquia de Pacote e Classe

Suporte Confianga Lift Tipo Regra

20.380  41.67 186 + [Rehash() ()] ==> [string]

20.380  41.67 186 + [connection] ==> [string]

72011 3212 281 + [string] ==> [void]

89.674  40.00 232 + [string] ==> [class]

31.250 74.19 150 + [method] ==> [pct_java.lang]

21.739 3137 641 + [exception] ==> [connection]

21.739 4444 258 + [connection] ==> [clasg]

46.196  34.69 594 + [date] ==> [system]

29.891 78.57 159 + [pct_javabeans] ==> [pct_javalang]

80.674 5197 232 + [class] ==> [string]

81522 4724 414 + [class] ==> [void]

42120  86.11 175 + [connection] ==> [pct_javalang]

21.739 4444 641 + [connection] ==> [exception]

72011 6310 281 + [void] ==> [string]

24.457 90.00 182 + [array] ==> [pct_javalang]

25815 5278 1177 + [connection] ==> [resultset]

25815 5278 1387 + [connection] ==> [pct_java.beans]

112.772  98.81 200 + [void] ==> [pct_javalang]

25815 5278 1850 + [connection] ==> [statement]

27.174 100.00 203 + [resultset] AND [pct_javabeans] ==>
[pct_javalang]

28533 100.00 203 + [statement] ==> [pct_java.lang]

25815 5758 1177 + [resultset] ==> [connection]

81522 7143 414 + [void] ==> [clasg]

27.174 60.61 1593 + [resultset] ==> [pct_java.beang]

27174 6061 2124 + [resultset] ==> [statement]

25.815 67.86 1387 + [pct_javabeans] ==> [connection]

46.196 79.07 594 + [system] ==> [date]

27174 7143 1593 + [pct_javabeans] ==> [resultset]

25815 8636 1766 + [pct_javabeans] AND [pct_javalang] ==>
[connection]

25815 86.36 1766 + [resultset] AND [pct_javalang] ==> [connection]

25815 100.00 2.03 [connection] AND [resultset] AND [statement] ==>
[pct_javalang]

25815 100.00 2.03 [connection] AND [resultset] AND [pct_java.beans]

==> [pct_javalang]

25815 100.00 2.03 [connection] AND [statement] ==> [pct_javalang]

25815 100.00 203 [connection] AND [pct_javabeans] ==>
[pct_javalang]

25.815 61.29 13.67 [connection] AND [pct_javalang] ==> [resultset]

25815 6129 1611 [connection] AND [pct_javalang] ==>
[pct_java.beans

25815 6129 2148 [connection] AND [pct_javalang] ==> [statement]

25.815 9048 1850 [statement] AND [pct_javalang] ==> [connection]
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Andlise dos Resultados: Foram redlizados testes que comprovam que O
acompanhamento periédico apresenta mudangas nos assuntos abordados. Para o caso de
uma linguagem de programacao, apesar da afirmacdo ser verdadeira, talvez 0 mais correto
fosse fazer uma andise de um periodo maior, acompanhando mudangas de versdes. O caso
€ citado, entretanto, para fazer uma analogia aos canais de informacdos, onde o
acmpompanhamento periédico da evolugdo dos temas abordados é vital para criagdo,
exclusdo e divulgacdo dos canais.

5.5 Pesquisab

Para esta pesquisafoi utilizada a ferramenta CBA sobre o conjunto de dados da lista
SouJava. Como a descoberta de regras de associacdo envolvendo métodos ndo esta sendo
uma tarefa facil, e segundo [BIN 99] a ferramenta CBA foi desenvolvida para encontrar
itens raros, a prioridade na utilizagdo do CBA € a descoberta de regras que contenham
métodos.

Para esta pesquisa foram realizados trés testes:
Testel: Pesguisa utilizando o algoritmo Apriori

Suporte Minimo: 0. 2%

Confianca Minima: 25%

Limite daRegra: 4 (comprimento maximo)

Resultado: Foram obitidas 396 regras de associag&o. V erificou-se manua mente que
14 regras possuiam algum item referente a métodos.

Teste2: Pesquisa utilizando Suportes Mltiplos. A funcéo de suportes multiplos é
utilizada para modificar o suporte minimo dos itens presentes nas transagoes. Itens com
suporte abaixo do suporte minimo estabelecido tém seu suporte aumentado de acordo com
0 Sup-MulFactor informado para a pesquisa.

Suporte Minimo: 0. 2%

Confianga Minima: 25%

Limite daRegra: 4 (comprimento maximo)

Sup-MulFactor: 6

Resultado: 258 regras de associacdo. Verificou-se manualmente que 14 regras
possuiam algum item referente a métodos e que estas eram identicas as regras encontradas
no Testel.

Teste3: Pesguisa utilizando Suportes Multiplos

Suporte Minimo: 0. 2%
ConfiancaMinima: 25%

Limite da Regra: 4 (comprimento méaximo)
Sup-MulFactor: 12
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Resultado: 337 regras de associagdo. Verificou-se manualmente que 14 regras
possuiam algum item referente a métodos e que estas eram identicas as regras encontradas
no Testel e Teste2.

Tested: Pesguisa utilizando Suportes Multiplos

Suporte Minimo: 0. 2%

Confianca Minima: 25%

Limite daRegra: 4 (comprimento maximo)

Sup-MulFactor: 18

Resultado: 380 regras de associagdo. Verificou-se manuamente que 14 regras
possuiam algum item referente a métodos e que estas eram identicas as regras encontradas
no Testel, Teste2 e Teste3.

Apresentacdo das Regras contendo Métodos:

TABELA 5.10 - Resultado produzido pelo CBA

Coverage Suporte Confianca Regra
0.377% 0.215% 57.14%  printstacktrace() >  string
0520% 0.251%  48.28% getinstance()—> string
0413% 0.233% 56.52% getruntime()—> string
0.664% 0.251%  37.84% close()~> string
0.790% 0.377%  47.73% next()—> string
0.628% 0.305%  48.57% newinstance() - string
0.718% 0.305%  42.50% tostring()->string
0.395% 0.215%  54.55% readline()—> string
0574% 0.269%  46.88% getbytes()->string
0.664%  0.269%  40.54% rehash() () string
0.664% 0.233% 35.14% close()> class
0.790% 0.215% 27.27% next()—> class
0.628% 0.215%  34.29% newinstance()—> class
0.377% 0.305%  80.95% digest()—> getbytes()

Andlise dos Resultados: Pelo acompanhamento da evolugdo dos testes notou-se que
0 Sup-MulFactor é utilizado para recalcular o suporte individual de cada item. Inicialmente
itens que possuem suporte superior ao suporte informado sofrem um decréscimo e itens que
possuem suporte inferior ao especificado sofrem um acréscimo. Para o conjuto de itens em
guestdo, onde existern poucos itens com suporte alto, ndo foi possivel encontrar regras
diferentes envolvendo métodos as encontradas pelo algoritmo Apriori. O total de regras
encontradas para os testes realizados foi menor quando é utilizado um Sup-MulFactor

pequeno.
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5.6 Pesguisa6

Nesta pesquisa foram utilizados os recursos de filtros e parémetros adicionais
disponiveis na ferramenta Magnus Opus. A ferramenta ndo permite que seja utilizado lift
menor do que 1. O Magnus Opus ndo gera regras com lift negativo como acontece no
Intelligent Miner. Lift € uma medida dita preditiva que elimina as regras onde a proporc¢éo
entre a confianca e a quantidade de dados do consequente da regra seja negativa.

Teste 1: Neste teste € utilizado o algoritmo Apriori com 0s seguintes parametros
Suporte Minimo: 0.5%

ConfiancaMinima: 25%

Lift: 1

Resultado: 186 regras disponiveis no anexo 1.

Teste 2: Neste teste é aplicado um filtro extra denominado Coveraege que é a
proporcao de casos em gue o lado esquerdo de uma regra (LHS) ou antecedente aparece
sobre o total de casos.

Suporte = 0,5%

Lift=12.0

Confianca = 25%

Covereage = 0.02 (representam 111 ocorréncias)

Foram encontradas 41 regras

TABELA 5.11 - Resultado da Pesquisa 6 utilizando Filtro de Coverage

Cover (Cover) Sup Strength Lift Lever Regras

0,196 1090 0,072 0,368 391 0,0535 string > void
0,196 1090 0,071 0365 249 0,0427 string > cass
0,147 818 0,071 0487 249 0,0427 class > sring
0,147 818 0,067 0458 487 0,0535 class > void
0,113 632 0049 0434 6,44 0,0415 date >  system
0,094 525 0,072 0,764 391 0,0535 void >  string
0,094 525 0,067 0,714 487 0,0535 void > class
0,072 401 0,054 0,748 51 0,0433 string & void > class
0,071 398 0,054 0,754 8 0,0471 string & class > void
0,067 375 0054 08 4,09 0,0407 class & void >  string
0,067 375 0049 0,731 6,44 0,0415 system > date
0,063 293 0,021 0,392 201 0,0104 exception >  string
0053 293 0,02 0372 253 0,0118 exception > class
0,053 293 0,016 0307 3,26 0,0112 exception > void
0,053 293 0,016 03 7,44  0,0137 exception ->  thread
0049 272 0012 025 128 0,0027 url >  string
0041 231 0016 0377 193 0,0075 object >  string
0,041 231 0,013 0303 206 0,0065 object > class
004 225 0,016 0391 744 00137 thread - exception
0,039 218 0,012 0,317 3,58 0,0089 name > html
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name
resultset
resultset
resultset
resultset
connection
connection
connection
connection
connection
connection
error
error
array
package
method
method
method

22 2 2 2 2\ 2\ 2 2 2 2 2\ 2 2 N 2

7,38 0,0124 string & exception >

0039 218 0011 0271 184 0,0048
00366 203 0,013 035 1,79 0,0056
0036 203 0012 033 22,77 0,011/
0036 203 0,011 0315 8,74 0,0102
0036 203 0009 0251 1,71 0,0038
00366 201 0016 0438 224 0,0087
0036 201 0013 0363 247 0,0078
00366 201 0,012 0323 21,98 00111
0036 201 0011 0318 8,74 0,0102
0036 201 0,011 0303 485 0,0087
0036 201 0009 0259 53 0,0076
0031 171 0,009 0,298 203 0,0046
0031 172 0008 0275 523 0,0068
0,027 153 0,013 0458 234 0,0072
0,023 127 0,007 0307 209 0,0037
0022 122 001 0434 222 0,0052
0022 122 0006 02/9 19 0,0029
0022 122 0,006 0,262 2,78 0,0037
0,021 115 0,014 0,696

0,021 115 0,014 0,661

45 0,0106 string & exception >

class
string
statement
connection
class
string
class
statement
resultset
driver
url
class
exception
string
class
string
class
void
void
class

Teste 3. Neste teste é aplicado um filtro extra denominado Leveraege que ¢€ a
diferenca entre a confianca daregra e a propor¢do de casos presentes caso 0 antecedente e o
consequente da regra fossem independentes um do outro. A medida é capaz de refletir a
confianca e 0 coveraege daregra. Para este teste foram utilizados os seguintes parametros:

Lift =1.0 ( A ferramentando permite Lift < 1)

Suporte = 0.5%

Confianca =25%
Leveraege = 0.02

Foram encontradas 11 regras.

TABELA 5.12 - Resultado da Pesquisa 6 utilizando Filtro de Leveraege

Cover Sup Strenght Lift Lever (Lever.) Regras

0,196 0,072 0,368 3,91 0,0535 298 string -> void
0,196 0,071 0,365 249 0,0427 238 string - class
0,147 0,071 0487 249 0,0427 238 class -  string
0,147 0,067 0458 4,87 00535 297 class - void
0,113 0,049 0434 6,44 00415 231 date > system
0,094 0,072 0,764 391 00535 298 void -  string
0,094 0,067 0,714 487 00535 297 void > class
0,072 0,054 0,748 51 00433 241 string& void -  class
0,071 0,054 0,754 8 00471 262 dring&class »>  void
0,067 0,054 08 4,09 00407 226 class& void ->  string
0,067 0,049 0,731 6,44 00415 231 system 2>  dae
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Teste 4: Neste teste € alterado o valor da medida de Lift, que € uma medida dita
preditiva pois elimina as regras, onde a propor¢ao entre a confianga e a proporcéo dos itens
do consequente ndo atinge o limiar estabelecido. Para este teste foram utilizados os
seguintes parametros:

Suporte: 0.5%
Lift: 3.0
Suporte: 0.5%
Confianca: 25%

Foram encontradas 158 regras. O teste 1 utiliza 0s mesmos parametros com

excecdo do Lift que éigual a 1. Alterando o vaor para 3 foram eliminadas 29 regras das
186 encontradas no teste 1.

TABELA 5.13 - Resultado da Pesguisa 6 utilizando Filtro de Lift

Cover Sup Strenght Lift Lever Reara

0196 0071 0,365 249 0,0427 string - class
0,147 0,071 0,487 2,49 0,0427 class - string
0,053 0,021 0,392 2,01 0,0104 exception - string
0,053 0,02 0,372 2,53 0,0118  exception > class
0,036 0,016 0438 2,24 0,0087 connection -> string
0,041 0,016 0,377 1,93 0,0075 object - string
0,036 0,013 0,363 2,47 0,0078 connection > class
0,036 0,013 0,35 1,79 0,0056 resultset - string
0,041 0,013 0,303 2,06 0,0065 object -> class
0,027 0,013 0,458 2,34 0,0072 array - string
0,049 0,012 0,25 1,28 0,0027 url - string
0,039 0,011 0,271 1,84 0,0048 name > class
0,019 0,01 0509 26 0,0061 double - string
0,02 001 049 253 0,0059 byte - string
0,022 001 0434 2,222 0,0052 method - string
0,036 0,009 0,251 1,71 0,0038 resultset > class
0,031 0,009 0,298 2,03 0,0046 error -> class
0,023 0,007 0,307 2,09 0,0037 package -> class
0,016 0,007 0425 29 0,0043 string & object -> class
0,013 0,007 05529 2,7 0,0042 class& object -> string
0,022 0,006 0,279 1,9 0,0029 method -> class
0,022 0,006 0,262 2,78 0,0037 method -> void
0,014 0,006 0405 2,76 0,0037 string & driver > class
0,011 0,006 0508 26 0,0035 url& driver -> string
0,019 0,005 0,278 1,89 0,0025 text -> class
0,014 0,005 0,385 1,97 0,0026 vector - string
0,019 0,005 0,269 1,37 0,0014 text - string
0,012 0,005 0,439 2,25 0,0029 boolean - string
0,012 0,005 0,439 2,25 0,0029 rehash() - string
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Teste 5: Parao teste 5 foi utilizado o filtro Trivial com 0s seguintes parametros.
Suporte: 0.5%

Confianga: 25%

Lift=1

Filter out: Trivial

Resultado: Foram encontradas 186 regras e nenhumaregrafoi eliminada.

Teste 6: Para o teste 6 foi utilizado o filtro Unproductive, que é semelhante ao

Improvment citado em [AGR 99], com 0s seguintes parametros:

Suporte: 0.5%

Confianca: 25%

Lift=1

Filter out: Unproductive

Resultado: Foram eliminadas 25 regras

TABELA 5.14 - Regras eliminadas através da Pesquisa 6 utilizando Filtro para Regras |mprodutivas

Cover Sup Strenght  Lift  Lever Regra

0,008 0,007 0932 6,35 0,0062 string& void & connection > class
0,008 0,007 0953 4,88 0,0058 class& void & connection > string
0,012 0,007 0588 3,01 0,0048 resultset & statement > string
0,009 0,007 0,8 21,96 0,0069 string & statement 2> resultset
0,011 0,007 0,627 3,21 0,0046  connection & resultset & -> string
0,007 0,007 0,902 24,77 0,0064 string & connection & -  resultset
0,013 0,006 0457 485 0,0046 class & object -> void
0,01 0,006 0604 4,11 0,0043 object & void -> class
0,008 0,006 0,711 3,64 0,0042 class & connection & > string
0,008 0,006 0,711 3,64 0,0042 class& resultset & statement - string
0,007 0,006 0,865 23,74 0,0055 string& class& statement > resultset
0,007 0,006 0,865 2398 0,0055 string & class & statement > connection
0,008 0,005 0,682 4,65 0,0042 string & object & void > class
0,008 0,005 0,698 357 0,0039 class& connection & resultset > string
0,006 0,005 0,938 25,74 0,0052 string & class& connection& ->  resultset
0,006 0,005 0,938 2599 0,0052 string& class& resultset& > connection
0,006 0,005 0,938 0,938 63,72 string & class& connection& ->  statement
0,008 0,005 0,636 0,636 4325 string& void & connection > statement
0,008 0,005 0636 0636 17,47 string& void & connection > resultset
0,008 0,005 0,651 0651 44,26 class& void & connection > statement
0,008 0,005 0,651 0,651 17,88 class& void & connection > resultset
0,005 0,005 0933 0,933 6,36 void & connection & > class
0,005 0,005 0933 0933 4,77 void & connection & 2> string
0,005 0,005 0933 0933 6,36 void& connection & resultset > class
0,005 0,005 0933 0,933 4,77 void& connection & resultset > string

Teste 7: Para o teste 7 foi utilizado o filtro InsignificantOl, com os seguintes

parametros:
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Suporte: 0.5%

Confianga: 25%

Lift=1

Filter out: InsignificantO1

Resultado: foram excluidos 90 registros

Teste 8. Para o teste 8 foi utilizado o filtro Insignificant05, com os seguintes
parametros:

Suporte: 0.5%

Confianga: 25%

Lift=1

Filter out: Insignificant05

Resultado: foram excluidos 79 registros

Andlise dos resultados. Neste experimento foram apresentados os parametros e
filtros que podem ser aplicados, melhorando a qualidade das regras encontradas. Nos testes
1, 2 e 3 foram apresentadas pardmetros capazes de medir a quantidade minima de
ocorréncia de itens nas regras de associacdo sob aspectos diferentes. Nostestes 4, 5,6, 7e 8
foram apresentados filtros que segundo a literatura possuem habilidades preditivas capazes
de eliminar regras redundantes. Quando o objetivo de busca for bem especifico, pode-se
obter resultados precisos e enxutos utilizando-se a combinagcdo de filtros e parametros
disponiveis no Magnus Opus.

5.7 Pesquisa?

Para os testes com regras de associacdo quantitativas foram utilizadas as palavras-
chave e o campo més. Na pesquisa foi utilizado o rescurso disponivel no Magnus Opus de
divisdo de campos numéricos em intervalos. O campo més foi utlizado na forma numérica
para que a divisdo pudesse ocorrer. Foram realizados diversos testes, com alteracdo no
ndmero de interval os.

Teste O1:

Suporte: 0.5%

Confianca: 25%

Intervalos; Més<=4eMés==>4
Foram encontradas 14 regras.

TABELA 5.15 - Resultado Produzido pelo Magnus Opus utilizando Dois Intervalos para Més
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Cover Sup (Sup) Strenght Lift Lever Regras

0,04 0,021 324 0513 1,33 0,0051Pa_Chave=date > Més>4
0,033 0,024 373 0,719 117 0,0035Pal_Chave=appl et > Més<=4
0,009 0,008 132 0904 147 0,0027Pal_Chave=security > Més<=4

0,07 0,03 461 0,423 11 0,0026Pa_Chave=string > Més>4
0,024 0,011 179 0477 1,24 0,0022Pal_Chave=system > Més>4
0,052 0,034 536 0655 1,07 0,0022Pa_Chave=class > Més<=4
0,034 0,022 351 0669 1,09 0,0018Pa_Chave=void > Més<=4
0,022 0,01 162 0,464 1,2 0,0017Pa_Chave=driver > Més>4
0,015 0,011 168 0,727 1,18 0,0017Pa_Chave=object > Més<=4
0,032 0,021 328 0665 1,08 0,0016Pa_Chave=html > Més<=4
0,013 0,006 99 0493 1,28 0,0014Pal_Chave=connection > Més> 4
0,013 0,006 93 0458 1,19 0,0009Pal_Chave=resultset > Més>4
0,009 0,007 104 0,703 1,14 0,0008Pal_Chave=source > Més<=4
0,014 0,006 100 0444 1,15 0,0008PalChave=thread > Més>4

Teste 02:

Suporte: 0.5%

Confianca: 25%

Intervalos: Més< 3, 3<=Més<=5eMés>5
Foram encontradas 22 regras

TABELA 5.16 - Resultado Produzido pelo Magnus Opus utilizando Trés Intervalos para Més

Cover Sup (Sup)Strenght Lift Lever Regras

0.070 0.033 513 0.471 1.01 0.0004 Pal_Chave=string > 3<=Més<=5
0.052 0.028 432 0528 1.14 0.0033 Pa_Chave=class > 3<=Més<=5
0.070 0.019 296 0.272 1.08 0.0014 Pal_Chave=string - Més>5
0.034 0.018 285 0543 1.17 0.0026 Pa_Chave=void > 3<=Més<=5
0.033 0.017 264 0509 1.09 0.0014 Pal_Chave=applet > 3<=Més<=5
0.040 0.014 226 0.358 1.43 0.0043  Pa_Chave=date @ -> Més>5
0.033 0.011 175 0.337 1.19 0.0018 Pal_Chave=applet -> Més< 3
0.022 0.011 167 0479 1.03 0.0003 Pa_Chave=driver > 3<=Més<=5
0.032 0.010 160 0.325 1.14 0.0013  Pa_Chave=html > Més< 3
0.019 0.010 153 0522 1.12 0.0011 Pal_Chave=exception > 3<=Més<=5
0.034 0.010 150 0.286 1.01 0.0001 Pa_Chave=void - Més< 3
0.024 0.009 136 0.363 1.45 0.0027 Pal Chave=system -> Més>5
0.012 0.008 127 0.676 1.45 0.0025 Pal_Chave=line > 3<=Més<=5
0.022 0.007 108 0.309 1.23 0.0013 Pal_Chave=driver > Més>5
0.014 0.007 108 0.495 1.07 0.0004 Pa_Chave=name > 3<=Més<=5
0.013 0.007 105 0.522 1.12 0.0007 Pa_Chave=connection - 3<=Més<=5
0.015 0.006 101 0.437 154 0.0023 Pal_Chave=object - Més< 3
0.013 0.006 97 0.492 1.06 0.0003 Pa_Chave=file > 3<=Més<=5
0.013 0.006 96 0.473 1.02 0.0001 Pa_Chave=resultset > 3<=Més<=5
0.011 0006 92 0538 1.16 0.0008 Pa_Chave=error > 3<=Més<=5
0.017 0.005 84 0.309 1.09 0.0004 Pa_Chave=url > Més< 3
0.018 0.005 81 0.286 1.01 0.0000 Pa_Chave=resolver -> Més< 3

Teste 03:



Suporte: 0.5%

Confianga: 25%
Intervalos. Més< =2, 2<=4,4<Més<=6, Mé&s>6
Foram encontradas 15 regras
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TABELA 5.17 - Resultado Produzido pelo Magnus Opus utilizando Quatro Intervalos para Més

Cover Sup (Sup) Strenght Lift Lever Regra

0.052 0.020 305 0.373 1.13 0.0023 Pa Chave=class > 2<Més<=4
0.040 0013 201 0.318 145 00040 Pa Chave=date - Més> 6
0.034 0013 201 0.383 1.16 0.0018 Pa _Chave=void > 2<Més<=4
0.033 0013 198 0.382 1.16 0.0017 Pal_Chave=applet > 2<Més<=4
0.033 0011 175 0337 119 00018 Pa Chave=applet => Més<=2
0.032 0.011 168 0.341 1.03 0.0003 Pa Chave=html > 2<Més<=4
0.032 0010 160 0.325 1.14 0.0013 Pa_Chave=html > Més<=2
0.034 0.010 150 0.286 1.01 0.0001 Pa _Chave=void > Més<=2
0.024 0008 132 0.352 1.60 0.0032 Pa_ Chave=system - Més> 6
0.019 0.007 102 0.348 1.06 0.0003 Pal_Chave=exception > 2<Més<=4
0.015 0006 101 0.437 154 0.0023 Pa_Chave=object > Més<=2
0.022 0.006 94 0.269 1.23 0.0011 Pa_ Chave=driver > Més> 6
0.017 0005 84 0309 1.09 0.0004 Pa_Chave=url 2> Més<=2
0.014 0005 84 0.38 1.17 0.0008 Pa Chavesname > 2<Més<=4
0.018 0005 81 0.286 1.01 0.0000 Pa Chave=resolver > Més<=2

Andlise dos resultados: Através do exemplo foi ilustrado o problema da divisdo de
intervalos. Caso existam muitos intervalos, talvez ndo segja possivel alcancar o suporte
minimo. O Magnus Opus, de um modo geral, ndo pode ser bem empregado para regras
quantitativas para o estudo de caso em questédo. A andlise de paavras-chave de forma
agrupada ndo pode ser realizada, pois aferramenta ndo apresentou flexibilidade. Cogitou-se

a possibilidade de atribuir-se um codigo numérico para cada palavra, mas os interval os so

poderiam ser criados sobre uma determinada coluna. No caso das palavras-chave, uma
determinada palavra poderia aparecer tanto na coluna Pal_Chavel quanto na Pa_Chaveb e

0s resultados gerados néo seriam validos.
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6 Conclusao

Neste trabalho, apresentou-se uma proposta para mineracdo de dados através de
regras de associacdo sobre os dados de uma lista de discussdo da linguagem Java. A
proposta pode ser aplicada aos filtros de mensagens e canais de informagdo do software
Direto para descobrir o perfil dos usuarios e auxiaiar na sua manutencao.

Inicialmente € apresentada uma revisdo bibliografica do processo de descoberta de
conhecimento e algumas propostas para regras de associagao, que representam uma método
de mineracdo de dados. A partir do estudo realizado sobre os diferentes tipos de algoritmos
para regras de associacdo podemos direciona-los aos diferentes tipos de necessidades do
usuério. S0 apresentadas as regras de associacdo aplicadas a bancos de dados muito
densos, regras de associacdo taxondmicas, regras de associacdo quantitativas, regras de
associacdo negativas e uma proposta de aplicacdo de suportes multiplos as regras de
associacdo. Foram também citados os trabalhos mais recentes desenvolvidos sobre o tema
regras de associacao pelos alunos da UFRGS.

Na etapa seguinte € apresentado o software Direto que é uma ferramenta que inclui
0s servicos de correio eletronico, agenda e catdl ogo corporativo e que se destina a integrar
todos os Orgdos do governo estadual. O governo do Estado pode ser visto como uma
organizagdo distribuida capaz de gerar inUmeras informacfes de diversas naturezas. A
divulgacdo das informagdes geradas € uma tarefa complexa, pois existe a dificuldade de
localizar o publico realmente interessado, sem que haja a necessidade de distribui-la de uma
forma generalizada. A popularizacdo do correio eletrénico fez com gque a quantidade de
informagBes geradas causasse uma sobrecarga na caixa postal do usu&io e como
conseqiiéncia & perda de informagdes ou a dificuldade para identifica-las. E apresentada
uma proposta de um servico de filtro de correio eletronico capaz de classificar e rejeitar
mensagens podendo contornar o problema da sobrecarga de informactes. Além disso, é
apresentada uma proposta de servico de canais de informagdo com a finalidade de divulgar
informagdes através de assinaturas de canais.

Posteriormente € definida uma proposta para mineragdo de dados para o projeto
Direto, capaz de auxiliar na identificacdo dos perfis de seus usuarios nos filtros de
mensagens, canais de informacdos e possiveis listas de discussdo. Como os filtros de
mensagens, 0s canais de informacdo e as listas de discussdo ainda ndo foram
disponibilizados aos usuarios e como consequéncia o Direto ndo possui mensagens
publicas, foram utilizadas para os experimentos dados obtidos a partir de uma lista de
discuss3o sobre a linguagem Java. E descrita a etapa de pré-processamento realizada sobre
alista de discussdo e as ferramentas utilizadas para os experimentos. A primeiraferramenta
escolhida € o Intelligent Miner da IBM, onde é possivel descobrir regras utilizando o
algortimo Apriori, além de permitir a criagdo de uma taxonomia para os dados. A segunda
ferramenta € 0 Magnus Opus que permite a criagdo de intervalos entre os itens e
conseguentemente a simulacdo de resultados para regras quantitativas, aém de propor
alguns filtros preditivos para regras de associagcdo. A terceira ferramenta € o CBA que
permite a especificagdo de suportes diferentes para os diversos itens, proporcionando que
itens que ocorrem com pouca freqiéncia possam ser estudados, associados a itens que
aparecem mais frequientemente nos resultados. Neste capitulo também é apresentado como
as ferramentas s&o aplicadas sobre as mensagens Java.
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Na etapa seguinte sdo apresentados os resultados gerados pelo Intelligent Miner,
Magnus Opus e CBA para 0 estudo de caso, juntamente com a analise sobre as pesquisas
realizadas.

A utilizagdo da hierarquia no Intelligent Miner, entre pacotes e classes, possibilitou
de forma indireta a andlise dos pacotes mais utilizados pelos usuarios. Apesar da baixa
ocorréncia de palavras-chave do tipo pacote, por possuir um nivel inferior populoso foi
possivel formar regras de associacdo envolvendo este tipo de palavra. A descoberta
envolvendo pacotes ndo teve sucesso em outras pesquisas que ndo envolviam hierarquia.
Esta foi fundamental para a descoberta deste tipo de regra. No caso da segunda hierarquia
proposta envolvendo pacotes, classes e métodos, 0 seu emprego ndo foi muito bem
sucedido pois o ultimo nivel possuia uma proporcéo de dados pequena se comparada ao
conjunto total. Através do Intelligent Miner foram apresentados testes que comprovam que
€ importante fazer um acompanhamento periodico das regras geradas. Para 0 caso de uma
linguagem de programacdo, apesar de terem sido encontradas diferengas entre as regras
geradas entre um més e outro, talvez o mais correto fosse analisar um periodo maior,
acompanhando as mudancas de versdes da linguagem Java. O caso é citado, entretanto,
para fazer uma analogia aos canais de informacéos, onde o acompanhamento periédico da
evolucao dos temas abordados € vital paraacriacdo, a exclusdo e a divulgacéo dos canais.

Para o conjuto de itens das mensagens a utilizac8o de suportes multiplos, através do
CBA, buscando itens raros ndo acrescentou regras diferentes envolvendo métodos as
encontradas pelo algoritmo Apriori. A quantidade de regras encontradas, entretanto, foi
menor. O resultado da pesquisa talvez possa ser explicado pelo fato de que a maioria dos
itens do conjunto estudado possui suportes baixos.

No Magnus Opus foram testados diversos parametros e filtros sobre os dados das
listas. Alguns pareceram muito eficientes como é o caso do parametro lift, filtro pararegras
Improdutivas e Insignificantes. Para os testes com regras de associagdo quantitativas foram
utilizadas as palavras-chave e 0 campo més. Utilizando variacdo no nimero de intervalos
definidos sobre o campo més e mantendo 0 mesmo suporte e confianga, quando o0 nimero
de intervalos € aumentado percebeu-se que intervalo que referenciava 0S meses mais
recentes nd alcangou 0 suporte minimo. Provalvelmente os meses referentes a este
intervalo possuem um nimero menor de mensagens com palavras-chave, ou ainda existe
uma variacdo maior nas palavras-chave dos assuntos abordados neste periodo.

As principais contribui¢des deste trabalho foram:

e 0 estudo e validagdo de trés ferramentas que implementam regras de
associacdo e que puderam ser aplicadas a0 estudo de caso das listas de
discusséo;

e uma proposta para detectar perfis de usuérios de listas de discussdo, canais
de informag3o e filtros de mensagens. E importante que uma coorporagéo
acompanhe as mudangas nos servicos e produtos para poder oferecer
servigos de qualidade. Particularmente no Direto a deteccdo de perfis de
usuérios vai auxiliar na manutencdo e divulgacdo dos canais de informagéo e
filtros de mensagens.
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6.1 Trabalhos Futuros

Acompanhar as mudangas no ambiente de uma coorporagdo é fundamental para
oferecer e manter servicos de qualidade. Como trabaho futuro propde-se a identificagdo e
deteccdo das mudancas ocorridas periodicamente nas regras geradas.

Uma sugestéo poderia ser 0 armazenamento das regras geradas mensal mente numa
estrutura de dados e aplicacdo da técnica de OLAP sobre estes dados, j& que esta possui
facilidades para a construcéo de dimensdes temporais e criacao de campos cal culados.
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Anexo 1

Antecedente Consequente Cover Sup  Strenght Lift Lever
string void 0,196 0,072 0,368 391 0,0535
void string 0,094 0,072 0,764 391 0,0535
string class 0,196 0,071 0,365 249 0,0427
class string 0,147 0,071 0487 249 0,0427
class void 0,147 0,067 0458 4,87 0,0535
void class 0,094 0,067 0,714 487 0,0535
string & void class 0,072 0,054 0,748 51 0,0433
string & class void 0,071 0,054 0,754 8 0,0471
class& void string 0,067 0,054 08 4,09 0,0407
date system 0,113 0,049 0434 644 0,0415
system date 0,067 0,049 0,731 6,44 0,0415
exception string 0,053 0,021 0,392 201 0,0104
exception class 0,053 0,02 0372 253 0,0118
exception void 0,053 0,016 0,307 3,26 0,0112
exception thread 0,053 0,016 03 744 0,0137
thread exception 0,04 0,016 0391 7,44 0,0137
connection string 0,036 0,016 0438 2,24 0,0087
object string 0,041 0,016 0,377 1,93 0,0075
string & exception void 0,021 0,014 069 7,38 0,0124
exception & void string 0,016 0,014 0,889 454 0,0112
string & exception class 0,021 0,014 0,661 45 0,0106
class & exception string 0,02 0,014 0,697 356 0,0098
connection class 0,036 0,013 0,363 247 0,0078
class & exception void 0,02 0,013 0,67 7,11 0,0113
exception & void class 0,016 0,013 0,811 5,53 0,0107
resultset string 0,036 0,013 0,35 1,79 0,0056
object class 0,041 0,013 0,303 2,06 0,0065
array string 0,027 0,013 0458 2,34 0,0072
name html 0,039 0,012 0,317 3,58 0,0089
url string 0,049 0,012 0,25 1,28 0,0027
resultset statement 0,036 0,012 0,335 22,77 0,0117
statement resultset 0,015 0,012 0829 22,77 0,0117
connection statement 0,036 0,012 0,323 21,98 0,0111
statement connection 0,015 0,012 0,793 21,98 0,0111
string & exception & void class 0,014 0,012 0,813 554 0,0096
string & class & exception void 0,014 0,012 0,855 9,08 0,0104
class & exception & void string 0,013 0,012 0,89 455 0,0091
resultset connection 0,036 0,011 0,315 874 0,0102
connection resultset 0,036 0,011 0,318 8,74 0,0102
connection driver 0,036 0,011 0,303 4,85 0,0087
name class 0,039 0,011 0,271 1,84 0,0048
text html 0,019 0,011 0546 6,18 0,0089
resultset & statement connection 0,012 0,011 0,868 24,06 0,0101
connection & statement resultset 0,012 0,011 0,908 24,92 0,0102
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double
byte
method
connection
resultset
error
statement
statement
string & connection
class & connection
error
class & connection
class & connection
resultset & statement
connection & statement
connection & resultset
class & resultset
class & resultset
class & statement
class & statement
string & connection
string & object
object & void
void & connection
string & connection
class & connection
string & url
connection & resultset & Statement
url & connection
void & connection
class & connection & statement
class & resultset & statement
class & connection & resultset
string & connection
connection & statement
string & statement
string & class & connection
internal
string & void & connection
class & void & connection
string & connection
string & connection
string & driver
string & resultset
string & resultset
resultset & statement
connection & resultset

string
string
string
url
class
class
class
string
class
string
exception
statement
resultset
class
class
class
statement
connection
resultset
connection
void
void
string
string
url
void
connection
class
string
class
resultset
connection
statement
statement
string
connection
void
error
class
string
resultset
driver
connection
statement
connection
string
string

0,019
0,02
0,022
0,036
0,036
0,031
0,015
0,015
0,016
0,013
0,031
0,013
0,013
0,012
0,012
0,011
0,009
0,009
0,009
0,009
0,016
0,016
0,01
0,008
0,016
0,013
0,012
0,011
0,009
0,008
0,008
0,008
0,008
0,016
0,012
0,009
0,009
0,008
0,008
0,008
0,016
0,016
0,014
0,013
0,013
0,012
0,011

0,01
0,01
0,01
0,009
0,009
0,009
0,009
0,009
0,009
0,009
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,008
0,007
0,007
0,007
0,007
0,007
0,007
0,007
0,007
0,007
0,007
0,007
0,007
0,007
0,007

0,509
0,495
0,434
0,259
0,251
0,298
0,61
0,61
0,557
0,671
0,275
0,616
0,616
0,662
0,692
0,703
0,882
0,882
0,9
09
05
0,506
0,83
0,957
0,489
0,589
0,632
0,729
0,827
0,935
0,956
0,956
0,956
0,466
0,631
0,82
0,837
0,911
0,932
0,953
0,455
0,455
0,506
0,563
0,563
0,588
0,625

2,6
2,53
2,22

5,3
1,71
2,03
4,15
3,12
3,79
3,43
5,23
41,9

16,92
4,51
4,72
4,79
59,97
24,46
24,71
24,95
531
5,37
4,24
4,89
10,01
6,25
17,53
4,97
4,23
6,37
26,23
26,49
64,94
31,66
3,23
22,74
8,88
29,69
6,35
4,88
12,48
7,26
14,04
38,29
15,62
3,01
3,2

0,0061
0,0059
0,0052
0,0076
0,0038
0,0046
0,0068
0,0061
0,0065
0,0062
0,0068
0,0079
0,0076
0,0063
0,0064
0,0064
0,0079
0,0077
0,0077
0,0078
0,0064
0,0064
0,006
0,0063
0,0069
0,0065
0,0073
0,0062
0,0059
0,0065
0,0074
0,0074
0,0076
0,0071
0,0051
0,007
0,0065
0,0071
0,0062
0,0058
0,0066
0,0062
0,0067
0,007
0,0067
0,0048
0,0049
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string & statement
package
stringbuffer
string & object
class & object

connection & resultset & statement

class & statement
string & statement
string & connection & statement
string & resultset & statement
string & connection & resultset
statement
string & resultset
class & resultset
method
string & resultset
string & statement
void & resultset
void & statement
method
string & driver
string & driver
class & object
string & url
url & driver
object & void
string & class & connection
string & class & connection
class & driver
class & connection & statement
class & resultset & statement
class & connection & resultset
string & connection & statement
string & resultset & statement
string & connection & resultset
string & class & statement
string & class & statement
string & class & resultset
string & class & resultset
text
string & thread
void & thread
stringtokenizer
text
vector
resultset & statement
connection & statement

resultset
class
string
class
string
string
string
class
resultset
connection
statement
void
class
string
class
void
void
string
string
void
url
class
void
driver
string
class
statement
resultset
string
string
string
string
Class
Class
class
resultset
connection
statement
connection
name
void
string
string
class
string
void
void

0,009
0,023
0,01
0,016
0,013
0,011
0,009
0,009
0,007
0,007
0,007
0,015
0,013
0,009
0,022
0,013
0,009
0,007
0,006
0,022
0,014
0,014
0,013
0,012
0,011
0,01
0,009
0,009
0,008
0,008
0,008
0,008
0,007
0,007
0,007
0,007
0,007
0,006
0,006
0,019
0,007
0,007
0,006
0,019
0,014
0,012
0,012

0,007
0,007
0,007
0,007
0,007
0,007
0,007
0,007
0,007
0,007
0,007
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,005
0,005
0,005
0,005

0,8
0,307
0,679
0,425
0,529
0,627

0,74
0,74
0,902
0,925
0,925
0,439
0,507
0,706
0,279
0,465
0,66
0,892
0,917
0,262
0,405
0,405
0,457
0,471
0,508
0,604
0,653
0,653
0,696
0,711
0,711
0,711
0,78

0,8

0,8
0,865
0,865
0,889
0,889
0,287
0,775
0,795
0,886
0,278
0,385
0,441
0,462

21,96
2,09
3,47

29
2,7
3,21
3,78
5,04

24,77

25,65

62,87
4,66
3,45
3,61

1,9
4,93
7,01
4,56

4,69
2,78

8,3
2,76

4,85
7,51

2,6
4,11

44,38
17,93
3,56
3,64
3,64
3,64
5,32
5,45
5,45
23,74
23,98
60,41
24,65
7,34
8,23
4,06
4,53
1,89
1,97
4,68

4,9

0,0069
0,0037
0,0049
0,0043
0,0042
0,0046
0,0049
0,0053
0,0064
0,0064
0,0065
0,0051
0,0046
0,0047
0,0029
0,0047
0,0051
0,0046
0,0047
0,0037
0,0051
0,0037
0,0046
0,005

0,0035
0,0043
0,0056
0,0054
0,0041
0,0042
0,0042
0,0042
0,0047
0,0047
0,0047
0,0055
0,0055
0,0056
0,0055
0,0048
0,0049
0,0042
0,0043
0,0025
0,0026
0,0042
0,0043
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class & statement void

void & connection void
void & connection statement
string & object & void resultset

class & connection & resultset & statement class
string & connection & resultset & statement  string

void & resultset class
void & resultset statement
void & resultset connection
string & class & object class
void & statement void
void & statement resultset
void & statement connection
string & class & connection & statement class

string & class & resultset & statement resultset
string & class & connection & resultset  connection

class & object & void statement
text string
boolean string
hashtable string
paint string
connection & resultset & statement class
class & connection & statement void
class & connection & resultset void
string & void & connection void
string & void & connection statement
class & void & connection resultset
class & void & connection statement
string & connection & statement resultset
string & connection & resultset void
string & class & statement void
string & void & statement void
string & void & statement connection
string & void & resultset class
void & connection & statement connection
void & connection & statement resultset
void & connection & statement class
void & resultset & statement string
class & void & statement connection
class & void & statement connection
void & connection & resultset string
void & connection & resultset statement
void & connection & resultset class

class & void & resultset string

0,009
0,009
0,008
0,008
0,008
0,008
0,007
0,007
0,007
0,007
0,007
0,006
0,006
0,006
0,006
0,006
0,006
0,006
0,019
0,012
0,012
0,006
0,011
0,008
0,008
0,008
0,008
0,008
0,008
0,007
0,007
0,007
0,006
0,006
0,006
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005

0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005
0,005

0,588
0,6
0,652
0,652
0,682
0,698
0,811
0,811
0,811
0,811
0,811
0,833
0,833
0,833
0,938
0,938
0,938
0,938
0,269
0,439
0,439
0,879
0,475
0,622
0,622
0,636
0,636
0,651
0,651
0,683
0,7
0,757
0,848
0,848
0,848
0,933
0,933
0,933
0,933
0,933
0,933
0,933
0,933
0,933

6,24
6,37
44,32
17,9
4,65
3,57
5,52
55,11
22,48
5,52
8,61
22,88
23,11
5,68
25,74
25,99
63,72
4,79
1,37
2,25
2,25
5,99
5,04
6,61
6,61
43,25
17,47
44,26
17,88
7,25
7,43
8,03
23,53
5,78
23,53
25,62
6,36
4,77
25,88
25,88
4,77
63,43
6,36
4,77

0,0045
0,0045
0,0053
0,0051
0,0042
0,0039
0,0044
0,0053
0,0051
0,0044
0,0048
0,0051
0,0052
0,0044
0,0052
0,0052
0,0053
0,0043
0,0014
0,0029
0,0029
0,0043
0,004
0,0043
0,0043
0,0049
0,0047
0,0049
0,0047
0,0043
0,0043
0,0044
0,0048
0,0042
0,0048
0,0048
0,0042
0,004
0,0048
0,0048
0,004
0,0049
0,0042
0,004
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