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RESUMO

Este trabalho apresenta o estudo, investigagdo e realizagdo de experimentos
praticos, empregados na resolu¢do do problema de reconhecimento de regides
promotoras em organismos da familia Mycoplasmataceae. A partir disso, € proposta
uma metodologia para a solugdo deste problema baseada nas Redes Neurais Artificiais.

Os promotores sdo considerados trechos de uma seqiiéncia de DNA que
antecedem um gene, podem ser tratados como marcadores de uma seqiiéncia de letras
que sinalizam a uma determinada enzima um ponto de ligacdo. A posi¢do onde se situa
o promotor antecede o ponto de inicio do processo de transcricdo, onde uma seqiiéncia
de DNA ¢ transformada em um RNA mensageiro e, este potencialmente, em uma
proteina.

As Redes Neurais Artificiais representam modelos computacionais, inspirados
no funcionamento de neurdnios biologicos, empregadas com sucesso como
classificadores de padrdes. O funcionamento basico das Redes Neurais estd ligado ao
ajuste de parametros que descrevem um modelo representacional.

Uma revisdo bibliografica de trabalhos relacionados, que empregam a
metodologia de Redes Neurais ao problema proposto, demonstrou a sua viabilidade.
Entretanto, os dados relativos a familia Mycoplasmataceae apresentam determinadas
particularidades de dificil compreensdo e caracterizagdo, num espaco restrito de
amostras comprovadas.

Desta forma, esta tese relata varios experimentos desenvolvidos, que buscam
estratégias para explorar o contetido de seqiiéncias de DNA, relativas a presenca de
promotores. O texto apresenta a discussao de seis experimentos € a contribuicao de cada
um para consolidagdo de um framework que agrega solucdes robustas consideradas
adequadas a solucao do problema em questao.

Palavras-Chave: Bioinformatica, Descoberta de Conhecimento, Inteligéncia Artificial,
Reconhecimento de Promotores, Redes Neurais Artificiais.
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Application of Artificial Neural Networks to Promoter Recognition
Regions in Mycolasmataceae Family

ABSTRACT

This proposal reports the study, investigation and practical experiments applied
for recognition of promoter regions in DNA sequences of the Mycoplasmataceae
organisms family. The proposed methodology for solution of this problem is based on
Artificial Neural Networks.

The promoters are considered specific small sub-sequences of a DNA sequence
that precede a gene; they can be considered as landmarks of a sequence of letters, that
signalize a binding point to a specific enzyme. The place where the promoter is situated
precedes the start point for transcription process, at this point the DNA sequence is
converted into the RNA messenger and this in a protein.

The Artificial Neural Networks represent computational models inspired on the
functioning of biological neurons and, with the development of research field, they are
sucefully applied as pattern classifiers. The Neural Network basic functionality is to
adjust its parameters that specify a representational model.

A review of related works in the literature, that apply the Neural Network
methodology for the proposed problem, revealed its successful applicability. However
the information about the Mycoplasmataceae family shows particularities, which are
hard to understand and characterize, especially because there is a restrict set of verified
samples.

This thesis reports several experiments, which represent an otimized strategy to
explore the content of DNA sequences, related with promoter presence. The text
discusses six experiments and the contribution of each one in the development of robust
methodologies, able to solve this problem.

Keywords: Artificial Intelligence, Artificial Neural Networks, Bioinformatics,
Knowledge Discovery, Promoter Recognition.



16

1 INTRODUCAO

Desde a elucidagdo da dupla hélice de DNA por Watson e Crick em 1953, uma
série de avangos na area de Biologia Molecular tem permitido ndo somente o facil
acesso as seqliéncias de diversos genomas dos mais diferentes organismos, mas também
o desenvolvimento de varias metodologias que permitem a descoberta e exploracdo das
funcionalidades relacionadas ao DNA e proteinas.

No entanto, o grande volume de informacdes produzidas diariamente, fruto das
politicas de seqiienciamento' dos mais variados organismos, estd agregado a uma
complexidade intrinseca, de natureza interdisciplinar, que une ciéncias como: quimica,
fisica, matematica, computacdo, entre outras, para produzir uma sinergia capaz de
oferecer alternativas viaveis de entendimento e solugdo de problemas relacionados aos
mecanismos genéticos envolvidos.

O processo de seqiienciamento de um organismo ¢ somente a ponta do iceberg, é
apenas 0 meio que permite a obtencdo de diversas seqiiéncias fragmentadas pela técnica
empregada e que necessitam ser conectadas para se obter o DNA inteiro de um
organismo. Uma vez consolidada essa informacdo ¢ que iniciam os problemas para
desvendar as questOes relativas aos diversos mecanismos envolvidos na regulacao dos
processos do DNA, na identificagdo de possiveis genes pela anotacdo, na identificacio
de proteinas e suas respectivas familias, assim como a estrutura conformacional que
cada proteina pode assumir, dependendo do papel desempenhado no organismo, ou
mesmo identificar as vias metabolicas que permitem a interligacdo dessas
funcionalidades. Durante e apos todas essas questdes serem levantadas, se busca um elo
de ligagdo com os demais organismos que compartilham as caracteristicas comuns, por
pertencerem a mesma familia, ou devido ao meio em que vivem.

Consulta atual (maio de 2006) ao site do NCBI (National Center of
Biotechnology Information), um dos portais mundiais centralizador de todos os projetos
genoma correntes, revelou que atualmente existem 341 genomas procarioticos e 20
genomas eucaridticos completamente seqiienciados e mais 580 genomas procaridticos e
205 genomas eucaridticos que estdo sendo seqiienciamento, tudo isto nao se
contabilizando plantas, fungos e protozoarios. No panorama nacional, identificamos 10
genomas procarioticos ja seqiienciados.

Para dar uma idéia da quantidade de informagdo, citamos como exemplo o
genoma da bactéria Escherichia coli com 5x10° nucleotideos e o genoma humano com
3x10” nucleotideos. Nessa imensa quantidade de informagio, alguns genomas estio bem
caracterizados, como o da E. coli utilizado como organismo padrido para a compreensao

"Processo de obtengio da informagio presente no DNA
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de outros organismos. No entanto, muito ainda se desconhece, ja se percebe que de uma
forma geral a vida apresenta uma tendéncia natural de se desviar do padrdo devido as
condi¢cdes de vida exigidas para cada organismo, seja pelo seu habitat ou sua
necessidade de sobrevivéncia.

Dadas as inimeras funcionalidades dos organismos ¢ a estrondosa quantidade de
dados ja produzidos e que estdo sendo obtidos, ¢ clara a necessidade por novos métodos
de investigacdo. Em parte, a compreensao do conteiido das seqiiéncias moleculares
requer a criacdo de ferramentas novas e especificas, como o emprego da Inteligéncia
Artificial a técnicas sofisticadas de reconhecimento de padrdes.

Desta forma, esta tese relata a investigacdo de um mecanismo de regulagcdo do
DNA, chamado de reconhecimento de promotores, relativo a organismos da familia
Mycoplasmataceae. Para realizar esta investigagdo foram utilizados Bancos de Dados
Biologicos, técnicas para transformagdo de seqiiéncias bioldgicas em amostras
discretizadas e o emprego das Redes Neurais Artificiais (RNs), subdrea da Inteligéncia
Artificial, para a criacdo de modelos computacionais. A associacdo destas estratégias
possibilitou a constru¢do de um framework capaz de contribuir no processo de
identificacdo de promotores no DNA.

1.1 Breve Histoérico Motivador

Essa se¢do pretende fornecer ao leitor uma breve apresentacdo dos motivos que
conduziram o autor a realiza¢ao dessa pesquisa.

Ao longo do curso de mestrado trabalhei com as RNs aplicadas ao problema de
identificagdo de comandos de voz. Depois de concluida essa etapa continuei
investigando a aplicagdo dessas redes a outros problemas voltados a tarefas de
Descoberta do Conhecimento ¢ Mineragdo de Dados. Ao mesmo tempo, freqiientava
disciplinas, na qualidade de aluno especial no Instituto de Informatica da UFRGS,
realizando cadeiras introdutorias de Bioinformatica, o que despertou interesse pela nova
area desafiadora.

A implanta¢do de um laboratério de Bioinformatica, associagdo do Centro de
Biotecnologia com o Instituto de Informatica da UFRGS, abriu as portas para a
possibilidade de desenvolvimento de pesquisa na area. O laboratorio se propunha a
coordenar acdes relacionadas ao processamento e analise das informacgdes derivadas do
seqiienciamento de genomas pela Rede PIGS (Programa de Investigagdo de Genomas
Sul), inserida no Projeto Rede Sul de Analise de Genomas e Aplicagdes. Este
laboratorio seria responsavel inicialmente pelo seqiienciamento e analise do genoma do
organismo Mycoplasma hyopneumoniae, um agente infeccioso importante da
suinocultura. O projeto tinha como intuito identificar seqiiéncias e proteinas importantes
para o desenvolvimento de metodologias mais rdpidas e precisas de diagnostico, a fim
de definir proteinas potenciais para o desenvolvimento de vacinas.

Isto propiciou contato com especialistas do Centro de Biotecnologia e despertou
para a necessidade de ferramentas computacionais que auxiliassem na resolugdo de
problemas pertinentes. Assim, se optou em um primeiro momento pelo estudo e
investigacdo de promotores no organismo alvo do projeto.

Por um lado o problema se mostrou interessante e desafiador. Qualquer
ferramenta de eficiéncia comprovada, que forneca bons indicativos a especialistas da
area sobre um determinado problema ¢ vista como uma forma de se ganhar tempo e
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economizar recursos, uma vez que o custo operacional dessa pesquisa € bastante
elevado, tanto pelos materiais empregados para obtencdo de reagdes, quanto pelo alto
nivel requisitado pelos recursos humanos especializados.

Uma revisdo bibliografica da aplicacdo das RNs ao problema em questdo
demonstrou a viabilidade de seu uso a diversos problemas sugeridos pela
Bioinforméatica, relacionados ao reconhecimento de padrdes, entre eles o
reconhecimento de promotores.

1.2 Objetivos do Trabalho

O principal objetivo deste trabalho ¢ o desenvolvimento de uma metodologia e
aplicacdo computacional, capaz de prover suporte ao reconhecimento de promotores em
organismos da familia Mycoplasmataceae. Esta metodologia servira de base para a
proposta de um framework para reconhecimento de promotores.

Para tal, sdo empregadas técnicas para aquisi¢do de seqiiéncias, identificacdo e
selecdo de caracteristicas relevantes, produ¢ao de conjuntos de amostras, emprego de
RNs e realizacdo de testes estatisticos, que apontem a capacidade da metodologia
empregada no reconhecimento das regides de interesse. Todo esse esfor¢o tem a
inten¢do de fornecer maiores subsidios ao pouco que se conhece atualmente sobre este
problema e contribuir no desenvolvimento de novas metodologias computacionais
destinadas a solugdo de problemas biotecnologicos.

1.3 Definic¢des dos Capitulos

Esta tese esta organizada em cinco capitulos, além da introdugdo, que visam
fornecer ao leitor: uma idéia do problema tratado, da principal metodologia
computacional empregada e dos experimentos realizados com seus respectivos
resultados obtidos.

Assim, o capitulo 2 apresenta os conceitos bioldgicos basicos necessarios para
uma maior compreensao do problema abordado, expondo os elementos envolvidos e os
mecanismos de funcionamento da célula e do DNA, até definir as regides promotoras
em organismos procarioticos e a dificuldade de identifica-las.

O capitulo 3 aborda os principios das Redes Neurais Artificiais, apresentando:
origem, defini¢cdes, forma de funcionamento e principais arquiteturas, reservando uma
secao de revisao do estado da arte onde sdo relatados trabalhos atuais ¢ seu uso ao
problema em questdo sobre outros organismos procarioticos.

O capitulo 4 relata em ordem cronoldgica seis experimentos investigativos com
a aplicagdo de modelos neurais ao reconhecimento de promotores. Nele sdo descritos:
os dados utilizados, o pré-processamento empregado, os experimentos realizados, os
resultados e uma discussdo do que se obteve de solugdo para cada experimento.

O capitulo 5 consolida em um nivel abstrato todas as abordagens exloradas, em
um framework com detalhamento das abordagens desenvolvidas.

No capitulo 6 sdo apresentadas as conclusdes desta tese, sendo expostas as
contribui¢cdes encontradas com sugestdo de metodologias para solucdo do problema,
uma discussdo das limitacdes e viabilidade do trabalho desenvolvido e expostas
sugestdes de trabalhos futuros.
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2 CONCEITOS BIOLOGICOS

Este capitulo aborda a definicdo de conceitos biologicos basicos necessarios para
uma maior compreensdo do tema abordado. Inicialmente ¢ apresentada uma
diferenciagdo dos organismos procaridticos e eucaridticos, seguindo para o
detalhamento dos principais elementos que constituem uma célula, exposi¢do da
informacao que constitui genes e genomas, descri¢do dos processos envolvidos na
transformagdo do DNA em proteina, e finalmente ¢ abordado o problema de
reconhecimento de regides promotoras em bactérias, com foco nos organismos
Escherichia coli ¢ Mycoplasmas.

2.1 Organismos Procarioticos e Eucaridticos

Em geral, os organismos apresentam a célula como unidade estrutural e
seguindo esta premissa foram divididos em dois grupos que fazem referéncia a uma
caracteristica fundamental da célula: a auséncia ou a presenca de nucleo celular
organizado por uma membrana.

Os procarioticos representam o grupo de organismos unicelulares, cuja
organiza¢do ndo apresenta membrana nuclear. O conteudo nuclear estd em contato
direto com o citoplasma da célula ndao estando individualizado, por uma membrana. Os
individuos que compdem este grupo sdo considerados uma das formas mais primitivas
da matéria viva por aparentarem massas de proteinas homogéneas e amorfas ¢ na
natureza pertencem ao reino Monera que compreende as arqueas, bactérias e cianoficeas
(algas) (AMABIS e MARTHO, 1995).

Pelo fato de os procariotos apresentarem uma organizagdo bastante simples,
acreditava-se que suas atividades metabdlicas eram reduzidas. No entanto, ¢
comprovado que as bactérias possuem uma capacidade de sintese bastante elevada,
podendo dobrar de massa em 20 minutos e se dividir, em seguida, em duas novas
bactérias filhas capazes de crescer e se dividir no mesmo ritmo (ALBERTS et al.,
1996).

O outro grupo ¢ formado pelos eucariotos, que ao contrario dos anteriores se
caracterizam pela presenca de um nucleo bem definido na composi¢ao da organizagao
celular, apresentando uma membrana envolvendo os componentes nucleares. Aos
eucaridticos pertencem os organismos unicelulares e multicelulares, englobando tanto
animais como vegetais que estdo distribuidos nos reinos: Protista (protozoarios, algas e
fungos), Plantae (britfitas e traqueofitas) e Animallia (de poriferos até cordados, onde
se encontra o homem) (GOWDAK e MATTOS, 1995).



20

2.2 A Célula

A célula ¢ a unidade funcional que compde os organismos vivos sejam eles
procariodticos ou eucarioticos (HUNTER, 1993). A célula ¢ a menor por¢cdo de um
organismo, capaz de viver como unidade dependente de um todo ou livremente sob
certas condicdes. E o local onde ocorrem todas as reagdes metabdlicas de um
organismo, como: transporte de substancias, producdo e transformagdo de energia para
dar suporte a sua sobrevivéncia. Por exemplo, as células das folhas com pigmento verde
transformam energia solar em energia quimica ou as células animais e vegetais sdo
capazes de transformar energia de um composto energético (alimento) em energia
mecanica para a manutencao de suas atividades vitais.

Uma tnica célula executa todas as fungdes vitais nos organismos unicelulares.
Nos organismos pluricelulares, tais fun¢des sdo realizadas por células especializadas
reunidas em tecidos, que em conjunto compdem os 6rgaos, que por sua vez associados a
outros 6rgaos, para a realizacdo de uma mesma tarefa, constituem os aparelhos ou
sistemas. O conjunto de aparelhos ou sistemas forma o individuo e permite a sua
sobrevivéncia. Alguns tecidos sdo bastante familiares: ossos, musculos, nervos; outros
tecidos fazem parte do aparelho digestorio, respiratorio, urinario e reprodutivo. A pele e
o sangue sdo tipos de tecidos distintos, feitos por células altamente especializadas.
Tecidos enddcrinos compreendem uma rede de glandulas produtoras de hormonios que
exercem um controle global sobre varios aspectos do corpo do ser humano como um
todo (GOWDAK e MATTOS, 1995).

Somente nos organismos vertebrados (que possuem espinha dorsal) ¢ estimado
que existam mais de 200 tipos diferentes de células especializadas (ALBERTS et al.,
1996). Destas, algumas sdo grandes outras pequenas, por exemplo, uma tUnica célula
nervosa do homem liga seu pé a corda espinhal; a0 mesmo tempo em que uma gota de
seu sangue possui mais de 10 mil células. Algumas se dividem rapidamente, outras ndo
se dividem totalmente: as células da medula 6ssea se dividem todas em poucas horas,
enquanto que as células nervosas podem viver 100 anos sem nunca se dividir. Embora
toda essa diversidade, todas as células nos organismos multicelulares tém exatamente o
mesmo codigo genético, ou seja, uma célula da pele possui 0 mesmo cddigo genético de
um linfocito ou hepatocito. A diferenca entre elas estd na expressdo génica, isto €, o
produto de um gene que sera produzido ou ndo, em determinada quantidade, para suprir
as necessidades do organismo.

De uma forma geral, todas as células independentemente do organismo a que
pertencam contém citoplasma e material genético, envoltos em uma membrana e sdo
dotadas de mecanismos basicos para permitir a tradu¢do das mensagens genéticas no
principal tipo de molécula biologica, a proteina. A fig. 2.1 apresenta alguns dos
elementos basicos que constituem a célula, em que se destacam:

- Membrana Celular: ¢ a fronteira da célula com o espago extracelular
que delimita o recinto celular. Quimicamente, ¢ formada por uma
bicamada de fosfolipidios e proteinas, onde os fosfolipidios sdo lipidios
(gorduras) associados a um grupo fosfato. A extremidade com o grupo
fosfato ¢ hidrofilica (que possui afinidade pela agua) e as caudas do
fosfolipidio sdo hidrofobicas (que repele a agua). A membrana das
células possui duas camadas destas moléculas, com um lado hidrofébico
interno e um lado hidrofilico externo (MINATTI, 2003). Assim, a agua e
outros materiais sdo contidos pela membrana, sendo o contato com o
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meio externo permitido somente por poros ou canais especiais.

Muitas das agdes de permeabilidade seletiva, reconhecimento do limite
celular ¢ interagdes intracelular/intercelular acontecem na membrana.
Nos organismos unicelulares, a membrana tem habilidade para englobar
particulas que sirvam de alimento para a célula ou até desempenhar um
papel locomotor para o organismo. Em bactérias e arqueas, a membrana
tem um papel fundamental na producdo de energia pela manutengdo da
grande diferen¢a de acidez entre as partes interna e externa da célula. Nos
organismos multicelulares, a membrana contém todos os sinais
envolvidos no mecanismo de traducdo e adesdao de moléculas, entre
outros.

Procarioto

Membrana
Celular

Material
Genético

Ntcleo

Figura 2.1: Principais partes da célula

Citoplasma: ¢ a porgao da célula composta por uma forma de gel que
agrega diferentes substancias e estruturas do interior da célula. Nas
bactérias, o citoplasma contém todo o material biologico, enquanto que
nos organismos eucarioticos ele se encontra presente entre o nucleo e a
membrana celular (COOPER e HAUSMAN, 2004).

Nucleo: é a principal caracteristica das células eucaridticas, contendo o
material genético da célula sob forma de cromatina (substancia que tem
grande afinidade por certos corantes). A cromatina contém longas
seqiiéncias de DNA sob uma variedade de conformacdes e cercada por
proteinas nucleares. O nucleo estd separado do restante da célula por uma
membrana nuclear, sendo considerado a parte mais visivel da maioria das
células e pode ser identificado por uso do microscopio (LODISH et al.,
2000).

Material Genético: é o codigo para todos os outros constituintes da
célula. Esta informacdo esta geralmente armazenada em longas fitas de
DNA, sob forma linear nos eucariotos e circular nos procaridticos. Ja na
maioria dos virus o material genético estd armazenado no RNA. O
material genético contém o plano para a geragdo de todas as proteinas
que a célula pode produzir (BONATO, 2005).

Organelas: sdao os demais eclementos contidos no citoplasma
responsaveis por funcgdes especificas para a manuten¢do da célula.
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Alguns exemplos sdao: ribossomos (agrupamento de proteinas que
participam da traducdo da informacdo genética em proteinas), reticulo
endoplasmatico (sintese de lipidios e proteinas da membrana), complexo
de Golgi (sintese e transporte de moléculas) e mitocondria (especializada
no metabolismo oxidativo) (ZAHA et al., 2003).

2.2.1 Componentes Inorganicos da Célula
Os componentes inorganicos da célula sdo agua e sais minerais.

A 4gua ¢ o componente que existe em maior quantidade na célula constituindo
cerca de 70% do peso de qualquer célula. Seu papel dentro da célula é fundamental uma
vez que ¢ o solvente de ions minerais e outras substancias, isto permite que as enzimas
participem de processos metabolicos no interior da célula, servindo também como meio
de transporte para a eliminagdo e aquisi¢do de substincias pelas células (ALBERTS et
al., 1996).

Os sais minerais constituem pequenas moléculas como agucares e ions
inorganicos e estdo presentes nos seres vivos sob duas formas: 1) dissociados em ions,
em concentragdes e fungdes variadas, por exemplo, K+ e Na+ que participam dos
fenomenos de condugdo nervosa pelos neurénios; 2) ou, na forma cristalina de
carbonatos ou fosfatos, na constituicdo de esqueletos (GOWDAK e MATTOS, 1995).

2.2.2 Componentes Organicos da Célula

As substincias que transportam e regulam as reacdes quimicas sdo referidas
como biomoléculas. As biomoléculas incluem as proteinas, os carboidratos e os lipidios.

O material genético especifica como, quando e o quanto de proteinas ¢
necessario para a manutenc¢do celular. Tais proteinas terdo a tarefa de controlar o fluxo
de energia e materiais na célula, participando da transformac¢do de carboidratos, lipidios
e outras moléculas, cumprindo todas as funcdes essenciais para a célula. O proprio
material genético ¢ conhecido por ser uma macromolécula particular, o DNA.

2.2.2.1 Proteinas

As proteinas exercem papéis cruciais em todos os processos bioldgicos e fazem
parte dos componentes celulares, sendo moléculas muito mais complexas que os
carboidratos ou lipidios. Algumas proteinas, na forma de enzimas, funcionam como
catalisadores para acelerar certas reagdes quimicas; também atuam como
transportadoras e armazenadoras de muitas moléculas e iontes. As proteinas podem
habilitar alguns tipos celulares e organismos com capacidade de contrairem-se,
mudarem de forma ou se deslocarem no meio ambiente; conferindo assim, movimento
coordenado a estas células. Outro papel importante das proteinas é fornecer protecdo ou
resisténcia a estruturas bioldgicas, constituindo filamentos e formando o citoesqueleto
celular. Apesar da grande diversidade nas tarefas, as proteinas sdo constituidas
basicamente por aminodcidos que compartilham os elementos carbono (C), hidrogénio
(H), oxigénio (O) e nitrogénio (N). Para uma maior compreensdo algumas defini¢des
sdo apresentadas:

a)Aminoacidos: sdo compostos organicos de formula geral apresentada
na fig. 2.2.
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Figura 2.2: Férmula geral dos aminoacidos

Os grupos carboxila e amina, sdo constantes nos 20 aminoacidos
existentes na natureza, estando ligados a um 4tomo de carbono (C), que por sua
vez esta ligado a um atomo de hidrogénio (H). O radical R é que vai apresentar
uma composi¢do quimica variavel determinando o tipo do aminoacido. Um
polimero de aminoécidos é que da origem a uma proteina.

Na natureza, somente os vegetais produzem os 20 aminodcidos
diferentes, de onde sdo sintetizadas as proteinas. Os animais produzem alguns
deles e os demais sdo retirados de alimentos de origem vegetal. Aos
aminoacidos sintetizados pelo animal dd-se o nome de naturais e os obtidos pela
alimentacdo sdo chamados de essenciais. Na auséncia dos essenciais, a c¢lula
animal ndo consegue sintetizar determinadas proteinas, o que compromete o
desenvolvimento do organismo vivo (GOWDAK e MATTOS, 1995).

b)Ligagdo peptidica: ¢ o nome dado quando ocorre a ligagdo entre uma
carboxila de uma molécula de amino4cido com o grupo amina de outra molécula
de aminoacido, ocorrendo liberagdo de uma molécula da 4dgua a cada ligagdo
peptidica, fig. 2.3, constituindo uma ligagdo N-terminal para C-terminal devido
aos elementos presentes em suas pontas.

R Ry
| |
/CH\ COOH /CH\ /COOH
NEH; COBHFHAN — CH —> NH: COHN —CH +  HzO
| I
Rz ~— Rz L
——
Dipeptideo = formado pela ligacfio de 2 aminoacidos

Figura 2.3: Ligacdo peptidica

A uma ligagdo contendo um niimero n de aminoacidos da-se o nome de
polipeptideo. Desta forma, todas as proteinas sdo polipeptideos. Muitas das
proteinas existentes apresentam um numero médio de 300 aminoéacidos em sua
composi¢ao, no entanto pode haver proteinas com 100 ou 5000 aminoécidos.

c)Especificidade: trata da ordenacdo da seqiiéncia de aminodcidos ao
longo da molécula. Duas proteinas diferentes podem resultar, por hidrélise?, nos
mesmos aminoacidos em mesmas propor¢oes. No entanto, o que vai diferenciar
estas duas proteinas ¢ a ordem dos aminoacidos nelas inseridos, uma vez que a
conformacdo adquirida por cada proteina vai variar em decorréncia desse
posicionamento, implicando a fun¢do desempenhada pela proteina (COOPER e
HAUSMAN, 2004).

d)Enzimas: sdo um tipo especial de proteinas que agem como

? Quebra de uma molécula pela agua.



24

biocatalizadoras, ou seja, aceleram ou retardam o metabolismo do organismo.

2.2.2.2 Carboidratos

Os carboidratos, também conhecidos como agucares, sdo compostos organicos
de origem vegetal, formados por carbono (C), hidrogénio (H) e oxigénio (O) que
servem de combustivel para os organismos. Por exemplo, a quebra da molécula de
glicose (glicolise) em duas moléculas de piruvato, duas moléculas de NADH e duas
moléculas energéticas (ATP), representa uma importante fonte de energia.

Estes aclicares apresentam grande importancia bioldgica e estdo divididos em
monossacarideos, dissacarideos e polissacarideos. Os monossacarideos mais
importantes sdo as pentoses: ribose e desoxirribose e as hexoses: glicose (molécula
basica para obten¢do de energia), frutose e galactose (agticar do leite materno). Dentre
os dissacarideos destacam-se: a maltose, a sacarose (agiicar comum) ¢ a lactose (agucar
do leite de vaca). E os principais polissacarideos sdo: o amido (reserva energética
vegetal), o glicogénio (reserva energética animal) e a celulose (GOWDAK e MATTOS,
1995).

2.2.2.3 Lipidios

Os lipidios representam um conjunto de substancias quimicas caracterizadas
pela alta solubilidade em solventes organicos e baixa solubilidade em 4gua. Juntamente
com proteinas, acidos nucléicos e carboidratos sdo componentes essenciais das
estruturas bioldgicas, estando presentes em todos os tecidos, principalmente nas
membranas e nas células de gordura. Ao contrario das demais moléculas, os lipidios ndo
sdo polimeros, isto ¢, ndo sdo repeti¢des de unidades basicas.

Apesar de a estrutura quimica ser simples as fungdes realizadas pelos lipidios
sdo complexas, atuando em etapas cruciais do metabolismo e na defini¢do das estruturas
celulares. Dentre algumas habilidades dos lipidios estao formar filmes sobre a superficie
da 4gua ou a capacidade de formar “microenvelopes” que envolvem moléculas
organicas e as entregam no “endereco biologico” correto (MINATTI, 2003).

2.2.2.4 Acidos Nucléicos

Toda a informagdo genética de qualquer criatura viva estd armazenada no DNA,
acido desoxirribonucléico e no RNA, 4cido ribonucléico. Os componentes basicos para
formag¢dao de uma cadeia de DNA ou RNA sdo quatro unidades simples de acidos
nucléicos, conhecidos como nucleotideos ou pares de base.

No DNA e RNA os nucleotideos se dividem em dois grupos: os puricos, adenina
(A) e guanina (G) e os pirimidicos, timina (T) e citosina (C). No RNA a base pirimidica
timina (T) ¢é substituida por uracila (U) (ALBERTS, 2003). Cada nucleotideo ¢
composto por trés partes: uma base (purica ou pirimidica), um agucar (desoxirribose no
DNA ou ribose no RNA) e um ou mais grupos fosfato.

Representativamente, na composicdo das seqiiéncias de nucleotideos estdo
sempre abreviados em suas primeiras letras, como por exemplo, CTTGACAT. A
ligagdo de um nucleotideo com o préximo na seqiiéncia ¢ direcional, uma fita de DNA
apresenta uma extremidade chamada 5' e uma cauda chamada 3', isto devido a posi¢ao
do 4tomo de carbono onde ocorre a ligacdo entre uma base com a proxima de forma
direcional, ou seja, uma base se liga a outra pelas posi¢cdes 5 e 3 de carbono de seu
acucar. A razdo de se designar nucleotideos como pares de base ¢ devido ao fato de o
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DNA consistir de duas fitas complementares ligadas entre si, sendo que a fita
complementar apresenta uma direcdo oposta (3' - 5'). Outra caracteristica do DNA ¢ ter
um formato de dupla hélice, fig. 2.4, onde as fitas de polipeptidios sdo mantidas unidas
por pontes de hidrogénio: as adeninas ligam-se exclusivamente com as timinas (A=T)
por duas pontes de hidrogénio, enquanto que as guaninas ligam-se exclusivamente com
as citosinas (G=C) por trés pontes de hidrogénio (SETUBAL e MEIDANIS, 1997).

Figura 2.4: Molécula de DNA e RNA

2.3 Genes e Genoma

Toda a informagdo genética de um organismo pode ser armazenada em uma ou
mais moléculas distintas de DNA ou RNA, cada uma dessas moléculas é chamada de
cromossomo, o qual estd inserido no nucleo dos organismos eucarioticos € presente no
citoplasma dos procaridticos (FELSENFELD e GROUDINE, 2003).

Os acidos nucléicos do DNA carregam codificada a informacgdo da estrutura
priméria3 de uma proteina. Cada tripla, ndo sobreposta, de nucleotideos, chamada de
codon, corresponde a um aminoacido particular. Como existem quatro nucleotideos
(bases) diferentes é possivel formar 64 (4°) triplas diferentes, o que é mais do que
necessario para codificar os 20 aminoacidos existentes (ATTWOOD, 1999). A razao de
haver codons em excesso ¢ devido ao fato que a maioria dos aminoacidos ¢ codificada
por mais de um codon e trés destes possiveis (64) codons indicam a termina¢do de uma
seqiiéncia protéica (HOOD e GALAS, 2003).

O processo de sintetizar proteinas de uma seqiiéncia de cdédons em uma
seqiiéncia de aminoacidos parece bastante basico. Entretanto, existe uma variedade de
problemas, uma vez que existem trés possiveis lugares para iniciar a interpretacdo de
um segmento de DNA. Por exemplo, para a sentenga CATGCCTAGGTGT poderia ler-
se: CAT-GCC-TAG-GTG, onde o ultimo T ¢ ignorado; ou ATG-CCT-AGG-TGT, onde
o primeiro C ¢ ignorado; ou TGC-CTA-GGT, onde as duas primeiras bases (CA) e as
duas ultimas bases (GT) sdo deixadas de fora. Cada uma destas interpretacdes ¢

3 Seqiiéncia de aminoécidos que formam uma cadeia polipeptidica.



26

chamada de um reading frame. Uma interpretagdo de uma seqiiéncia suficientemente
longa de cddons sem a intervengao de stop cddons (cddons terminais de uma seqiiéncia
protéica) ¢ chamada de open reading frame, ou simplesmente ORF, e deveria ser
traduzida em uma proteina. Alguns organismos codificam proteinas diferentes com
sobreposi¢ao de reading frames, que pelo processo de leitura acarreta a alteragdo de um
caractere e isso resulta numa proteina completamente diferente, mas com uma possivel
funcionalidade.

Note que ndo sdo possiveis apenas trés reading frames numa seqiiéncia de DNA,
¢ preciso lembrar que o DNA ¢ formado de uma dupla fita e que esta outra fita ¢ um
complemento da primeira. Voltando ao exemplo anterior (CATGCCTAGGTGT), a fita
complementar ¢ a seqiiéncia ACACCTAGGCATG que ¢ lida invertida e em sentido
oposto. E assim, pode ser interpretada de trés outras formas, permitindo um total de seis
reading frames para todas as seqiiéncias de DNA (SETUBAL ¢ MEIDANIS, 1997).

O gene ¢ considerado a por¢do do DNA que contém a informagdo necessaria
para a produ¢do de proteinas, essenciais para a manuten¢do do organismo. Um exemplo
classico ¢ comparar o DNA a um denso texto, escrito com um alfabeto de quatro letras
(bases). Este texto geralmente ¢ bastante extenso, uma vez que se tratando do DNA
humano ¢ formado por aproximadamente 3 bilhdes de bases (letras ou caracteres), o que
permitiria escrever uma vasta enciclopédia com centenas de volumes (DULBECCO,
1997). Dentro deste texto, o gene pode ser tratado como frases soltas nesse emaranhado
de informacdes; identificar os genes significa identificar essas frases. Da mesma forma,
que em algumas situagdes ¢ complicado interpretar um texto, ¢ muito mais dificil
compreender a informacdo de um gene, uma frase, que possui um significado oculto
(BALL, 2003). Ao conjunto de todos os genes de um organismo ¢ dada a denominagao
de genoma.

No entanto, a célula ¢ dotada de mecanismos apropriados, proteinas de
reconhecimento, que identificam a localizagdo dos genes dentro do DNA realizando a
decodificagdo de determinadas regides (palavras-chave) que se encontram proximas aos
genes. A maior dificuldade encontrada é que cada gene possui uma palavra-chave
especifica para si, tornando sua identificacdo uma tarefa drdua j4 que ¢ estimado que
existam de 30000-35000 genes no caso do genoma humano (HOOD e GALAS, 2003).

A informag@o presente no DNA que ndo codifica genes é dado o nome de intron.
Como freqlientemente sdo encontrados nos organismos eucarioticos (a maioria das
bactérias ndo apresenta introns), estes sdo dotados de uma variedade de diferentes
sistemas capazes de reconhecer e remover estes introns (DULBECCO, 1997). Exon é
chamada a seqiiéncia do DNA que resulta em uma proteina.

O DNA apresenta uma grande quantidade de informagdo, além das seqiiéncias
que codificam proteinas. Todas as células de um organismo t€ém o mesmo DNA, no
entanto cada tipo de célula produz um conjunto diferente de proteinas dependendo de
sua localizagdo e fun¢do dentro do organismo, ou decorrente do ambiente onde se
encontra.

Diante da gama de informacdes contidas no DNA de um organismo e do
mecanismo de controle gerencial de todas as atividades realizadas na célula
automaticamente, torna-se mais claro o papel da informdatica no tratamento da
informagdo proveniente de projetos genoma, que deve ser capaz de prover ferramentas
para dar suporte a analise destes dados (GIBAS e JAMBECK, 2001).
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2.4 O Fluxo da Informacédo Genética

O dogma central da biologia molecular ¢ representado na fig. 2.5, nela se
observa que o DNA atua como um modelo de auto-replicacio e ¢ a base para
transcrever o RNA que por sua vez ¢ fonte para traducao de proteinas.

replicagdo

RNA  |Tradugdo ﬂ“j} Proteina

.-""

[

DNA [Transcricdo >

Figura 2.5: Dogma central da biologia molecular

Este principio agrega as funcgdes do genoma em termos da sua informacgao
constituinte, por meio da informacdo genética armazenada no DNA que ¢ conservada e
transmitida para sua progénie através do processo de replicagdo; e que também fornece
manuten¢do a um organismo individual através da transcricdo e traducdo, no nivel
estrutural, bioquimico e celular (GIBAS e JAMBECK, 2001).

Desta forma, o DNA ¢ uma informacdo fundamental por permitir a continuidade
da existéncia e juntamente com a atuagdo da maquinaria celular torna possivel a
dindmica da vida.

2.4.1 Replicagdo do DNA

A célula ¢ a unidade fundamental de um ser vivo, uma tnica célula dé origem a
muitas outras células através de um processo de repeticao serial conhecido como divisao
celular. No entanto, antes de cada divisdo celular ¢ necessaria a duplicacdo das muitas
moléculas que a compdem, incluindo o DNA (ALBERTS, 2003). Para o DNA dar
continuidade ao material genético presente na sua composi¢do, um mecanismo
conhecido como replicagao ¢ implementado. Este processo ocorre quando um complexo
protéico (DNA-polimerase) se insere entre os dois filamentos do DNA (dupla fita),
separa a ligacao quimica entre as bases, desenrola a macromolécula e produz para cada
uma dessas fitas uma nova fita, ja ligando as bases existentes as novas produzidas,
sendo geradas novas duas duplas hélices complementares e idénticas a original, fig. 2.6.
Esta duplicagdo ¢ chamada de semiconservativa porque cada uma das novas fitas do
DNA tem uma fita nova e uma fita antiga, originaria da molécula mae (OLBY, 2003).
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Figura 2.6: Replicagao semiconservativa do DNA

2.4.2 Transcrigao

O processo de transcrigdo torna possivel a sintese de todos os RNAs que a célula
necessita para seus processos, sendo os principais: o rRNA (ribossomal) principal
componente dos ribossomos, o tRNA (transportador) que conduz os aminoacidos até os
ribossomos para sintese protéica e o mRNA (mensageiro) que contém a informagao
genética do DNA para os ribossomos (WRANGE, 2005).

Durante a transcricao, a célula se encarrega do controle da expressdo génica, ou
seja, por quantos genes transcrever € em que dado momento produzi-los, determinando
a decisdo de iniciar ou ndo esse processo.

As enzimas RNA polimerase atuam como elementos essenciais para a realizagao
da transcricao assumindo um papel imprescindivel uma vez que: reconhecem e ligam-se
a seqiiéncias especificas do DNA, desnaturam a molécula expondo a seqiiéncia de pares
de base a ser copiada, sustentam a dupla fita de DNA separada na regido de sintese,
renaturam a molécula na regido imediatamente posterior a da sintese e terminam a
sintese do RNA.

Trés etapas sdo identificadas na transcri¢do: o inicio, quando ocorre a
identificacdo de regides especificas no DNA; o alongamento, quando os
ribonucleotideos sdo sucessivamente incorporados a cadeia; e a terminagdo, quando
com ou sem participagdo de proteinas especificas, seqiiéncias no DNA sao identificadas
e a sintese € encerrada.

Com base em regides especificas do DNA, tem inicio a transcricdo do mRNA
quando, uma molécula de RNA polimerase liga-se a uma determinada localizagao
especifica da molécula de DNA, estabelecendo a leitura e o direcionamento sempre na
orientagao 5'-3'. As porcdes de DNA proximas a regido que determina um gene contém
sinais que podem ser reconhecidos pela RNA polimerase e sinalizam o ponto de inicio
da transcri¢ao, estas regides sao chamadas de promotoras. O primeiro nucleotideo
transcrito, denominado sitio de inicio da transcri¢do (Transcription Start Site-TSS) ¢

designado como +1 na molécula de DNA, os pares de base localizados a montante
(upstream) do sitio de inicio recebem sinal negativo e numeros crescentes, enquanto que



29

os nucleotideos a jusante (downstream) da posi¢do +1 sdo marcados com numeros
positivos crescentes, fig. 2.7.

=12 -5 +1 +5 +12

5 ATTGCTCCGAACCGTCTGGATGATTTGCTGAGGCAGACT 3

upstream dowstream

Figura 2.7: Demarcacdo de uma seqiiéncia de DNA em relacdo ao sitio de inicio

Quando acoplada ao promotor, a RNA polimerase, forma um complexo que liga
determinadas unidades, conhecidas como fatores sigma (o), que especificam a afinidade
da RNA polimerase a seqiiéncia de DNA. Quando a transcri¢do ¢ iniciada, no entanto a
ligacdo desses fatores o entre a cadeia de DNA e a RNA polimerase ndo permite a
movimentagdo da RNA polimerase ao longo da fita de DNA, implementando um
mecanismo de iniciagdo abortiva.

No momento em que ocorre a liberagao por parte dos fatores ¢ da molécula de
RNA polimerase, a dupla fita ¢ desnaturada ocorrendo a separa¢do da mesma o que
permite o inicio da etapa de alongamento do mRNA, onde ocorre a incorporacao de
sucessivos ribonucleotideos livres. A cada deslocamento da RNA polimerase ocorre a
juncao de um novo ribonucleotideo a cadeia de mRNA que estd sendo liberada pelo
complexo de transcricdo, ocorrendo sempre a desnaturagdo do par de base a frente
desse complexo e a renaturagdo, ou seja, o pareamento da dupla fita ao final da regiao
de abrangéncia da RNA polimerase. A fig. 2.8 apresenta a formagdo de uma cadeia de
mRNA; essa figura mostra de forma esquematica para fim didatico o funcionamento da
transcricdo desconsiderando o tamanho proporcional da RNA polimerase em relagdo a
dupla fita, que se estende por aproximadamente 70 nucleotideos dependendo do
organismo.

mRNA ribonucleotideos livres

S —

\\
EE D
6 &

Figura 2.8: Atuacdo da RNA polimerase para a sintese de RNA

Embora possam ocorrer pausas momentaneas durante o ciclo de transcri¢ao, seu
término somente ocorre quando uma sinalizacdo da seqiiéncia de DNA indicar o fim do
processo. Na maioria dos casos essa terminagdo tem a participagdo da cadeia de mRNA
em formacao que adquire uma forma especial e favorece o desligamento do complexo
(WIESLANDER, 2005).

O processo descrito acima, relata o processo de transcricdo nos organismos
procariotos. Nos eucariotos, a transcricdo segue os mesmos moldes se diferenciando
pela presenca de um numero maior de elementos envolvidos e pelo fato de a transcri¢ao
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ocorrer no nucleo celular e posteriormente 0 mRNA formado ser conduzido ao
citoplasma.

2.4.3 Traducao

A 1tultima fase do dogma central da biologia molecular para efetivar a
transformagao do DNA em proteina ¢ a tradu¢do do mRNA em uma seqiiéncia protéica.

Uma vez constituidos os 3 principais RNAs, através da transcri¢do, € possivel
dar inicio e prosseguimento a constru¢ao de proteinas. Cada um dos diferentes mRNAs
gerados armazena as instrugdes para compor proteinas especificas e funcionais. No
entanto, por si sO essa informacdo ¢ inuatil sem a presenca dos mecanismos para sua
interpretagdo. E como aqueles antigos cartdes perfurados sem uma leitora para
interpretar seu conteido (ALBERTS et al., 1996).

Desta forma, ocorre a participagdo dos outros dois RNAs transcritos que servem
como ferramentas para a tradugcdo desse codigo. O rRNA juntamente com outras
proteinas participantes compdem os ribossomos, cuja fungdo ¢ gerenciar e organizar a
receptividade dos aminoacidos que apresentam correspondéncia com o mRNA, assim
como estabelecer a ligacao peptidica (fig. 2.3) entre esses aminoacidos, fig 2.9A.

Apbs a transcrigdo, o RNA resultante ¢ chamado de transcrito primario. Os
transcritos primarios de RNA mensageiro (mRNA), em procariotos, sofrem pouco ou
nenhum processamento apos sua sintese e, em geral, sdo traduzidos ainda durante a sua
producdo. Entretanto, nos eucariotos, o transcrito primdrio necessita de algumas
alteracdes para adquirir maior estabilidade e caracterizar a molécula de RNA que ira
para o citoplasma para ser traduzida. O RNA transportador (tRNA) e o RNA
ribossdmico (rRNA), ao contrario do mRNA procariético, sdo gerados por quebras e
outras alteragoes dos transcritos recém-sintetizados. De uma tUnica cadeia nascente de
RNA contendo regides espagadoras podem ser produzidas, por exemplo: trés tipos de
moléculas de rRNA e uma de tRNA, vérios tipos de tRNA ou, até mesmo, varias copias
de um mesmo tRNA - sendo isso determinado pela seqiiéncia do transcrito. Entre outras
modifica¢des pds-transcricionais possiveis, podemos citar a adi¢do de nucleotideos aos
términos das cadeias de RNA ¢ a altera¢do de bases e de unidades de ribose dos RNAs.
Em procariotos ¢ comum a adi¢@o da seqiiéncia terminal CCA a ponta 3' de tRNAs e a
metilacdo de algumas bases do rRNA, ja nos eucariotos o que normalmente ocorre ¢ a
metilacdo da hidroxila 2' de uma a cada cem unidades de ribose do rRNA. Nos
eucariotos, o processamento do transcrito primario que leva a formagdo do tRNA
maduro inclui a clivagem da seqiiéncia lider ou inicial 5'; o splicing ou processamento
de introns; a substitui¢do do terminal 3' UU por CCA e a modificagdo de varias bases. O
processamento dos mRNAs em eucariotos inclui trés etapas principais: a adi¢cdo do cap
57, o splicing ¢ a adigdo da cauda de poliadenilato.

Por outro lado, o tRNA ¢ o aparato portador de duas entidades primordiais da
traduc¢do: em uma extremidade do tRNA encontra-se um determinado aminoacido e na
extremidade oposta ha um anticodon, fig.2.9B, ou seja, um grupo de trés bases
complementares, que constitui um par com o cédon do mRNA (DULBECCO, 1997).

Um aspecto relevante a ser observado ¢ que o processo de expressdo génica
(transcri¢ao-traducao) envolve o RNA nio somente como substrato essencial (no caso o
mRNA), mas também como constituinte do aparato; os componentes rRNA e tRNA sdo
codificados por genes e sdo gerados pelo processo de transcricdo exatamente como o
mRNA, mas com a diferenca de que nao existe um processo de tradugdo subseqiiente.
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Figura 2.9: (A) Processo de transcri¢do, (B) Representacao ampliada do tRNA

Todos os ribossomos estdo presentes em meio celular e sdo idénticos em sua
composi¢ao, realizando a sintese de diferentes proteinas associadas a diferentes mRNAs
que fornecem as seqiiéncias efetivamente codificadoras. De forma a complementar a
informagdo anterior, cada ribossomo constitui o ambiente que controla o
reconhecimento entre o cddon do mRNA e o anticodon do tRNA. A sintese protéica
tem origem desde o inicio de uma regido codificadora até o seu final, interpretando o
codigo genético como uma série de trincas adjacentes (NYGARD, 2005). Uma proteina
¢ montada pela adicdo seqiiencial de aminodacidos, na dire¢ao que vai da extremidade N-
terminal para a C-terminal, a medida que o ribossomo se desloca ao longo do mRNA
(LEWIN, 2001).

Um mesmo mRNA pode ter uma série de ribossomos acoplados traduzindo
varias copias da mesma proteina, fig. 2.10. A determina¢ao de término de uma cadeia
ocorre quando o ribossomo encontra um codon de terminagdo que ndo possui nenhum
tRNA que se encaixe, sendo a cadeia polipeptidica liberada do complexo.

ribossomos

terming

inicio

cadeia polipeptidica

liberag&o do polipeptideo

Figura 2.10: Vérios ribossomos produzindo proteinas e liberacao da cadeia polipeptidica

A nova cadeia fruto da associacdo dos diferentes RNAs ¢ a seqiiéncia de
aminoacidos, os quais apresentam propriedades fisico-quimicas que ocasionam o
dobramento da cadeia a medida que ¢ traduzida gerando uma forma final enovelada que
determina a sua funcionalidade.
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2.5 Regibes Promotoras

As regides promotoras desempenham um papel crucial na sintese de proteinas
uma vez que sdo responsaveis por determinar a fronteira entre uma regido do DNA que
¢ transcrita em mRNA, do resto da informagao que ndo € transcrita, para posteriormente
ser traduzida em proteina.

Inicialmente, os estudos para identificacdo das regides promotoras comecaram
na década de 70 no organismo Escherichia coli (por ser a bactéria usada como modelo
para a descoberta de diversos mecanismos celulares e genéticos), com a realizagdo de
experimentos de mutacdo que indicavam sua ocorréncia sempre na orientagdo 5'.
Estudos posteriores, trataram da comparacdo da seqiiéncia relativa ao inicio da
transcri¢do tentando encontrar elementos comuns detectados pela RNA polimerase, ao
final se obteve um levantamento mais consistente quando um numero consideravel de
genes da E. coli foi comparado. Esta comparacdo revelou que a regido a montante do
ponto de inicio da transcricdo apresentava dois conjuntos de seqliéncias similares na
variedade de genes analisados, em comum os dois conjuntos eram compreendidos por 6
nucleotideos cada e estavam localizados a 10 e 35 pares de base, respectivamente,
anteriores ao ponto de inicio da transcri¢ao e ficaram conhecidos como regides -10 e -35
em relacdo ao ponto de inicio que € +1. As seqiiéncias localizadas nestas posi¢des nao
eram idénticas em todos os promotores avaliados, entretanto elas foram similares o
suficiente para se estabelecer seqiiéncias consenso® (ZAHA et al., 2003).

Conforme mostra a fig. 2.11, existem duas seqiiéncias conservadas nos
organismos procarioticos, que usam como padrio o organismo E. coli, sendo
apresentada a regido -10 com maior consenso constituida pelos seguintes elementos:

Tso Ags Tas Aco Aso Tos,

onde os valores subscritos representam o percentual dos nucleotideos mais
freqlientes naquela posi¢do. Neste exemplo se constata um intervalo de 45-96%, com o
primeiro e segundo nucleotideos (TA) e o ultimo nucleotideo (T) aparecendo com maior
consenso. Enquanto que a regido consenso para a posi¢ao -35 ¢ dada pelo trecho:

Ts Tsq Grg Ags Csq Ass,
estando estas duas regides separadas por ~17 pares de base (LEWIN, 2001).

TTGACA TATAAT < 5o > Tss

-35 -10 +1

Figura 2.11: Esquema inicial de representagdo de promotores em procariotos

Pelo fato de a regido -10 ser mais conservada a mesma pode receber duas outras
denominagdes: TATA-box ou Pribnow box. Enquanto para a regido -35 ndo ha outra
denominacao.

Os experimentos de comparagdo de seqiiéncias somente sugeriam posi¢des
muito conservadas que antecipavam os genes, ndo indicando sua funcionalidade.

4 oA e - . ~ AL s
Seqiiéncias que sdo mais comuns nas comparacdes entre outras seqiiéncias, que
apresentam maior freqiiéncia.



33

Demais experimentos de mutagénese’ e prote¢io® vieram demonstrar posteriormente tal
funcionalidade (ZAHA et al., 2003).

Em estudo realizado em 2004, Browning e Busby relatam que ¢ necessario se
conhecer todas as partes e funcionalidades da RNA polimerase, as quais estdo
intimamente ligadas ao reconhecimento de regides promotoras (BROWNING e
BUSBY, 2004). Uma analise em alta resolugdo da RNA polimerase revelou em sua
formagcdo a presenca de duas grandes subunidades e £ que comportam o sitio ativo’ e
duas outras subunidades & com dominios independentes unidos por uma ligagao flexivel
de ~20 aminoacidos: uma « com dominio amino-terminal (aNTD) grande, com a
fun¢do de unir as subunidades fe £ e outra @ com dominio carbono-terminal (CTD)
menor, que ¢ um modulo de ligagdo do DNA com certos promotores

Conforme a fig. 2.12, que apresenta a interagdo da RNA polimerase com a dupla
hélice de DNA, antes da RNA polimerase dar inicio a transcricdo por um determinado
promotor ela deve interagir com subunidades o para formar um complexo. As
subunidades o apresentam 3 funcdes: garantem o reconhecimento de seqiiéncias
promotoras especificas, posicionam o complexo de transcricdo sobre o promotor alvo e
facilitam a separacdo da dupla fita de DNA no ponto de inicio da transcri¢ao (TSS).
Estas subunidades sdo proteinas de multi-dominios ligadas umas as outras, sendo os
dominios 2, 3 e 4 envolvidos diretamente no reconhecimento de promotores.

TGn elemento
: TATAAT
estendido -10 elementa =10

Jusante

TTGACA
elemento -35

UP

Montante

Figura 2.12: Interagdo da RNA polimerase com a dupla fita de DNA sobre a regido
promotora (MURAKAMI et al., 2002)

> Processo através do qual se originam as mutagdes; variacdo hereditaria, stbita e
espontanea, em um individuo geneticamente puro.

% Que usam moléculas que protegem os nucleotideos de uma possivel degradacio.

7 A regido especifica de uma enzima que se liga ao substrato e catalisa uma reagio
enzimatica.
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Com base nessa definicdo mais detalhada da RNA polimerase, quatro diferentes
elementos foram identificados como fazendo parte do promotor na seqiiéncia de DNA.
Os dois principais elementos ainda s3o os hexameros -10 e -35; o hexédmero -10 ¢
reconhecido pelo dominio 2 da subunidade o € o hexamero -35 ¢ reconhecido pelo
dominio 4. Os dois elementos adicionais sdo: o elemento -10 estendido, que ¢ um
motivo® de 3-4 pares de base localizado imediatamente a montante da regido -10
reconhecido pelo dominio 3 da subunidade o; e o elemento UP, seqiiéncia localizada a
~20 pares de base a montante da regido -35 e reconhecida pelo oCTD da subunidade c.
Entretanto, a contribui¢do relativa de cada elemento difere de promotor para promotor e
ndo hé garantia que a ocorréncia destes quatro elementos ¢ perfeita. Tanto a quantidade
de RNAs polimerase quanto a distribuicdo de fatores sigma sdao limitados na célula,
existindo uma intensa competi¢do entre diferentes promotores pela RNA polimerase.

Na conclusdo desse estudo foram determinados 5 mecanismos moleculares
distintos que parecem garantir uma prudente distribuicdo da RNA polimerase entre os
promotores concorrentes: a seqiiéncia do DNA promotor, os fatores sigma, pequenos
ligands®, fatores de transcrigdo e a estrutura conformacional que assume 0 cromossomo
bacterial. Cada um desses mecanismos atua no sentido de seguir as politicas adotadas
pela célula que facilitam a ativagdo da transcri¢do ou que reprimem a atuagcdo da RNA
polimerase.

Basicamente, a funcdo do promotor ¢ mostrar exatamente para a RNA
polimerase onde € o TSS. Caso este mecanismo nao funcione corretamente pode ocorrer
a sintese de proteinas erradas, comprometendo o funcionamento do organismo
(FRIEDBERG, 2003). O maior problema na identificacdo dos promotores ¢ que as
regides de inicializacdo sdo bastante complexas, devido aos vdarios fatores que
concorrem para a regido ser promotora.

No caso dos organismos eucarioticos, antes da RNA polimerase se conectar a
regido promotora ¢ necessario que algumas proteinas denominadas fatores de
transcricdo se liguem a sub-regides especificas dos promotores (sitios de ligacdo dos
fatores de transcri¢do). Os promotores eucarioticos podem conter diferentes sub-regides,
entre elas: TATA-box, CAAT-box, GC-box (que sdo consideradas regides de maior
consenso), juntamente com outros sitios de ligagdo diferentes, o que resulta num grande
nimero de combinagdes onde estas sub-regides podem aparecer dentro da cadeia de
DNA. O principal problema com as sub-regides nos promotores eucaridticos € a grande
variabilidade entre as mesmas, podendo aparecer em diferentes combinagdes. Suas
localizagdes em relagao ao TSS variam para diferentes promotores e nem todas essas
sub-regides especificas precisam existir para um determinado promotor (WERNER,
2002).

Indiferente ao tipo de organismo, o reconhecimento de regides promotoras ¢
realizado de forma automatica pelos mecanismos apropriados presentes no interior da(s)
célula(s). Por outro lado, a identificacdo dessas regides por cadeias de caracteres e a
aplicacdo de técnicas computacionais exigem bastante conhecimento da estrutura
biologica dos diferentes organismos e ferramentas computacionais eficientes.

¥ Uma regido conservada dentro de uma seqiiéncia protéica.

? Qualquer atomo ou molécula anexada a um atomo central (BRITANICA.COM,
2005)
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2.5.1 Promotores nos Mycoplasmas

2.5.1.1 Mycoplasmas

Os Mycoplasmas reinem uma familia de organismos que se caracterizam pelo
tamanho minimo da massa e auséncia de parede celular, possuindo apenas uma
membrana flexivel, o que torna dificil sua identificacdo. Uma de suas caracteristicas ¢
que podem viver tanto dentro de células, sem matar a célula hospedeira, a semelhanca
do que fazem alguns virus e bactérias, como também podem viver e crescer fora das
células, nos fluidos corporais, coisa de que os virus ndo sdo capazes. Sao responsaveis
por doengas como a artrite reumatoide, inflamagdes alérgicas, pneumonia atipica e
outras doencas, atuando como parasitas de humanos, mamiferos, peixes, répteis,
artropodes e plantas (RAZIN et al., 1998).

Existem mais de 100 espécies do género Mycoplasma reconhecidas, todas elas
sdo membros da classe denominada Molicutes, bactérias caracterizadas pela auséncia de
parede celular, apresentam genomas de tamanho pequeno (0,6-1,35 Mega de pares de
base) em relagdo a maioria dos genomas procaridticos ¢ baixo contetido GC (18-40%)
em seus genomas (HUTCHISON e MONTAGUE, 2002).

Segundo Maniloff (2002), varias questdes relativas as vantagens de um genoma
reduzido, auséncia de parede celular e codigo genético alternado permanecem obscuras.

2.5.1.2 Promotores

Além dos fatores que tornam o reconhecimento de promotores na E. coli uma
tarefa dificil, seu reconhecimento nos Mycoplasmas, que é foco deste trabalho, é um
problema de complexa resolucdo. Alguns experimentos realizados com seqiiéncias
promotoras do organismo Mycoplasma pneumoniae revelaram que existem varias
possiveis tendéncias para a regido -10: TA(AGT)AAT, TAA(GT)AT, TACTAT e
TATTAA; e um fraco consenso na regido -35 apresentando uma curta seqiiéncia TTGA,
relativamente conservada (WEINER et al., 2000). Estudos anteriores Waldo et al.
(1999), demonstraram que a pobre defini¢do da regido -35 ocorre devido a insuficiente
quantidade de dados experimentais para identificar alguma conservacao.

Uma caracteristica que dificulta a identificacdo das regides promotoras em
grande parte dos organismos procarioticos ¢ a presenca de multiplos fatores sigma.
Entretanto o M. pneumoniae, com somente um fator sigma, apresenta uma
surpreendente variabilidade (BROWNING e BUSBY, 2004). Isto pode refletir um
processo mais complexo de inicio da transcricdo, do que se esperava, diante da
simplicidade da estrutura desse organismo. Os pesquisadores identificaram que
caracteristicas infreqiientes em outras espécies bacteriais parecem ser comuns no M.
pneumoniae (WEINER et al., 2000).

Conforme estudo realizado por Ussery e Hallin (2004), em 152 genomas
procaridticos, existe uma maior concentracdo de contetido AT nos 200 pb upstream do
TSS do que nos 200 pb downstream. Apesar de ser encontrado um conteido AT de
~80% em regides intergénicas e de ~70% em regides codificantes do M. hyopneumoniae
(VASCONCELOS et al., 2005), ainda ndo existe um consenso definido para as regdes
promotoras que sao ricas em AT.

Em estudo promissor realizado por Eskin et al. (2002) e seu grupo, para
identificar seqiiéncias consenso em regides intergénicas de 20 genomas de bactérias,
incluindo os genomas de E. coli, M. pneumoniae e M. genitalium, foi concluido que ¢
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muito dificil se derivar um bom consenso a partir dos pouco promotores mapeados. Em
particular, os sinais ricos em AT nos Mycoplasmas, ndo representam nenhum dos
promotores identificados no estudo experimental de Weiner et al. (2000).
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3 REDES NEURAIS

Este capitulo aborda a computacdo neural, a qual surgiu inspirada no
funcionamento de neuronios biologicos, descrevendo sua aplicabilidade a solugdo de
problemas relacionados ao tema desta proposta. Um breve historico ¢ apresentado
relatando o inicio das pesquisas na area, estendendo-se a consolidacdo das Redes
Neurais (RNs) como uma metodologia adequada para o reconhecimento de promotores.
No decorrer do capitulo sdao tratadas defini¢des conceituais de: neurdnios,
funcionamento das redes, fun¢des de ativagdo, formas de aprendizado e algumas
arquiteturas. Ao final sdo expostas aplicagdes que fazem uso das RNs para o
reconhecimento de promotores em procariotos, procurando fornecer ao leitor um
panorama recente das abordagens a este problema.

3.1 Algumas Comparaces: Cérebro vs. Computador

Um dos principais fatores que conduzem ao estudo das RNs ¢ o fato de o cérebro
humano realizar muitas tarefas, como: reconhecimento de imagens e voz, com um
desempenho muito superior ao de um computador.

No entanto, uma vez comparadas as caracteristicas do cérebro com os
computadores digitais algumas diferencas merecem destaque.

O tempo de processamento de um neurdnio animal ¢ de aproximadamente 1ms,
enquanto que um simples computador doméstico ¢ capaz de trabalhar a 500 MHz, isto
representa a execucao de uma instrug¢ao a cada 2 ns. Desta forma, coloca-se a duvida de
como o cérebro ¢ tdo superior na tarefa de reconhecimento tendo em vista que a
maquina possui um grande poder de processamento sobre a informacao. Isto pode ser
justificado pela caracteristica de o cérebro possuir um processamento paralelo e
distribuido inexistente nos computadores atuais. Outra caracteristica relevante ¢ que o
cérebro humano possui um namero estimado de 10'' a 10'* neurénios, cada um com
cerca de 10’ a 10" conexdes, representando uma unidade completa de computacio
(KOVACS, 2002). De outro lado dispdem os computadores, de apenas uma unidade de
processamento central.

Além disto, deve ser exposta a questdo do armazenamento do conhecimento em
ambos, em um o conhecimento ¢ armazenado em um local enderecavel, caso dos
computadores, e no outro estd armazenado sob uma forma dispersa e adaptativa. Outro
topico relativo ao armazenamento ¢ a forma distribuida como o cérebro guarda as
informagdes que torna possivel regenerar um conhecimento global a partir de apenas
uma de suas partes. Tudo isto faz do cérebro um sistema tolerante a falhas, uma vez que
danificada uma de suas partes o conhecimento global ndo ¢ afetado (MACKAY, 2002).
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Sendo assim, inspiradas nas caracteristicas de paralelismo e processamento
altamente distribuido do cérebro, as Redes Neurais Artificiais foram aprimoradas e
aplicadas a solug@o de problemas relativos ao reconhecimento de padroes e predigao.

3.2 O quesdo as RNs ?

Segundo Swingler (1996), as RNs representam modelos estatisticos de sistemas
do mundo real construidas para ajustar um conjunto de parametros. Os pesos, como sao
chamados esses parametros, descrevem um modelo representacional construido a partir
de um conjunto de valores, conhecido como entradas, que ¢ mapeado em um outro
conjunto de valores: as saidas. O processo de ajuste dos pesos para obtengdo de valores
adequados a solucdo de determinado problema ¢ designado treinamento e ¢ obtido
através da submissdo de pares de entrada e saida ao modelo e ajuste dos pesos no
sentido de minimizar um valor de erro, entre a saida produzida pela rede e a saida que se
espera que o modelo obtenha. Com os pesos ajustados, o modelo ¢ capaz de produzir

respostas adequadas a entradas que nao estavam presentes na etapa de treinamento.

Por mapear um conjunto de entradas em um conjunto de saidas geralmente de
tamanho inferior, as redes neurais sdo amplamente empregadas em tarefas de
classificagdo, onde o objetivo ¢ determinar a que classe pertence determinado objeto
apresentado a rede dentre classes ja estabelecidas; ou na tarefa de predicdo de valores,
em que ocorre a busca por uma aproximag¢ao quantitativa a um determinado valor alvo.

A maioria dos problemas que as RNs se propdem resolver ¢ de natureza estatica,
embora nada impega seu uso na solucdo de problemas que apresentam dependéncias
temporais.

Apesar de serem normalmente implementadas em programas de computador,
elas podem ser realizadas, quando representadas por um conjunto limitado de pesos, sob
forma fisica em hardware.

Basicamente as RNs s3o sistemas paralelos e distribuidos compostos por
unidades simples de processamento, chamadas nds, responsaveis por realizar
determinadas fun¢des matematicas (geralmente nao lineares). Os nds estdo dispostos em
uma ou mais camadas e interligados por um niimero significativo de conexdes, quase
sempre unidirecionais. A maioria dos modelos apresenta conexdes associadas a pesos
que armazenam o conhecimento representado no modelo e servem para ponderar a
entrada recebida da rede.

As caracteristicas de paralelismo e a forma como as redes estdo representadas
contribuem para a solugdo de problemas, superando o desempenho de modelos
convencionais da computagdo, os quais geralmente sdo projetados a partir da defini¢ao
de um conjunto de regras e equacdes de um sistema e como ele deve ser programado
para obter a solu¢do (SWINGLER, 1996).

As Redes Neurais Artificiais ndo atuam somente como mapeadores de fungdes
de entrada e saida. A sua capacidade de aprendizado e generalizacdo da informacao,
associada a capacidade da rede de aprender através de um conjunto reduzido de
exemplos fornecendo respostas coerentes para dados ndo conhecidos previamente,
tornam as RNs uma ferramenta computacional poderosa e interessante na solucdo de
problemas complexos (BRAGA et al., 2000).
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3.3 Inspiracéo Bioldgica

O neurdnio bioldgico possui um corpo celular chamado de soma e diversas
ramificagdes conhecidas como dendritos, responsdveis por conduzir sinais das
extremidades para o corpo celular. Outra ramificagdo existente, geralmente Unica, ¢ o
axonio, que transmite um sinal do corpo celular para sua extremidade.

Generalizando o funcionamento das redes biologicas, os dendritos recebem as
informagdes, ou melhor os impulsos nervosos provenientes de outros nos e o0s
conduzem ao soma; no corpo celular a informacao ¢ processada, produzindo novos
impulsos que sdo transmitidos através do axonio até os dendritos dos nds seguintes. O
ponto de contato entre a extremidade axdnica do neuronio e o dendrito de outro ¢
chamado de sinapse; ¢ devido as sinapses que os nos se unem, constituindo as redes
neurais cerebrais (KONAR, 2000). A fig. 3.1 apresenta um modelo do neurdnio
bioldgico.

Espacgo
Soma Sinaptico

Axdnio

Dendritos

Extremidade de
um axdénio

Figura 3.1: Neur6nio bioldgico

3.3.1 Potencial de Acéo

A a¢do da membrana dos nds € que cria a habilidade de produzir e transmitir os
sinais, ela envolve o exterior do corpo do neurbnio e tem a capacidade de gerar
impulsos nervosos. O corpo ¢ responsavel por combinar os sinais recebidos, avaliando
se o valor resultante esta acima de um limiar de excitacdo do neurdnio. Caso esteja, um
impulso elétrico ¢ produzido e propagado através do axdnio para os nds seguintes
(FREEMAN e SKAPURA, 1991).

A diferenga de potencial (em VvoIts) entre o interior e o exterior do neurdnio,
resultante da diferenca de concentragdo de potassio (interna a célula) e sédio (externa a
célula) € o que ocasiona o disparo do potencial de agdo de um neurdnio. A concentragdo
de ions de potassio dentro da célula produz um potencial elétrico de =70 mv (potencial
de repouso) em relagdo ao exterior; quando os impulsos das sinapses reduzem este nivel
para cerca de - 50 mv, o fluxo de sodio e potassio ¢ invertido, tornando o interior da
célula positivo em relacdo ao exterior. Isto faz com que o impulso nervoso seja
transmitido pelo axdnio até suas conexdes sinapticas (BRAGA et al., 2000). Apds o
impulso chegar ao terminal de um axonio, canais controlados se abrem, permitindo a
liberagdo de moléculas de varios tipos com o nome genérico de neurotransmissores, que
se difundem no espaco entre o terminal do axénio e o dendrito de outro neurénio.
Dependendo do tipo de neurotransmissores liberados, a sinapse podera ser excitatoria ou
inibitdria, estimulando ou restringindo determinada agdo (FINE, 1999).
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3.4 Historico

O primeiro modelo de neurdnio foi desenvolvido por McCulloch e Pitts (1943).
Este modelo se caracterizou mais por descrever um modelo de um neurdnio artificial e
em apresentar suas capacidades computacionais, do que tratar técnicas de aprendizado.

Em 1949, Hebb, observando as mudancas nas sinapses dos neuronios,
desenvolveu a “Teoria do Aprendizado Neural” onde determina que a conexdo entre
duas unidades ativadas ao mesmo tempo ¢ reforcada (HEBB, 1949). A Regra de Hebb,
como ¢ conhecida a sua teoria na comunidade de RN, foi interpretada do ponto de vista
matematico, sendo utilizada atualmente em vérios algoritmos de aprendizado. Outra
regra de aprendizado, baseada no método do gradiente para a minimizag¢ao do erro na
saida de um neurdnio com resposta linear, surgiu na década de 60, sendo elaborada por
Widrow e Hoff e ficou conhecida como Regra Delta.

Frank Rosenblatt (1958) apresentou o seu modelo Perceptron, onde as RNs com
no6s MCP (originarios de McCulloch e Pitts) poderiam ser treinadas para classificar
certos tipos de padrdes. O Perceptron mais simples descrito por Rosenblatt possui trés
camadas: a primeira recebe as entradas do exterior e possui conexdes fixas, a segunda
recebe os impulsos da primeira por meio das conexdes, ocorrendo um ajuste nos pesos e
por fim os valores s3o repassados a terceira camada produzindo uma resposta.
Rosenblatt conseguiu provar a convergéncia de um algoritmo de aprendizado, como
uma forma de aproximacao dos pesos para valores adequados a solu¢do de um problema
especifico. Sua descoberta incentivou muito as pesquisas, que no entanto foram
contestadas por Minsky e Papert em 1969, no livro intitulado Perceptrons. Eles
provaram que o teorema de Rosenblatt somente era valido para uma classe de
problemas, que problemas elementares como a funcdo XOR ndo eram capazes de ser
computados pelo Perceptron e, portanto, se esta fungdo ndo poderia ser solucionada
também ndo poderia ser aplicada a Algebra Booleana (MINSKY e PAPERT, 1969).
Estes resultados e observacdes feitas por Minsky e Papert foram devastadores, deixando
as pesquisas relativas as RNs em segundo plano durante a década de 70 até o inicio dos
anos 80.

Em 1982, John Hopfield publicou um artigo que chamou a atengdo para as
propriedades associativas das RNs, o que incentivou as pesquisas na area. Hopfield
(1982), mostrou a relacdo entre redes recorrentes auto-associativas e sistemas fisicos.
Mais tarde, em 1986, a impoténcia das redes Perceptron na solucdo do problema de
associacdo de padrdes para um conjunto de padrdes ndo-lineares foi eliminada por
Rumelhart, Hinton e Williams (1986), com a utilizacdo da Regra Delta Generalizada.
Eles redescobriram e divulgaram o algoritmo Backpropagation, chamando a atengdo da
comunidade de Inteligéncia Artificial (TVETER, 1998).

Um fator importante que forneceu interesse a area foi sem duvida o avancgo da
tecnologia, sobretudo a microeletronica, a qual vem permitindo a realizagdo fisica de
modelos de nés e sua interconexdo de modo nunca antes proposto (BRAGA et al.,
2000).

3.5 Neurodnio Artificial

O neuronio ¢ considerado a unidade basica de funcionamento da rede neural, na
fig. 3.2 ¢ apresentado um modelo para um neurdnio artificial e a descricdo de seu
funcionamento corforme descrito em Haykin (2001).
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Figura 3.2: Modelo de um neurdnio artificial

Neste modelo, sdo identificados trés elementos basicos de funcionamento:
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e Um conjunto de sinapses caracterizado por um peso proprio. Para cada
neurdnio Kk ha uma entrada X; conectada a ele que ¢ multiplicada pelo
peso sinaptico Wij. O peso sindptico geralmente estd representado num
intervalo de valores considerados pequenos podendo ser positivos ou

negativos;

e Um somatorio dos sinais de entrada, ponderados pelas respectivas

sinapses do neurdnio;

¢ Uma fungdo de ativagdo utilizada para restringir a amplitude da saida do
neurdnio.Essa fun¢do representa uma normalizacdo da amplitude da
saida do neurdnio a um valor finito.

O modelo ainda apresenta um bias, by, aplicado externamente. O papel deste bias
¢ aumentar ou diminuir a entrada liquida da funcdo de ativacdo, dependendo se ele fou

positivo ou negativo.

Este modelo ¢ descrito pelas equagdes 3.1 e 3.2.

m
net, = > X;W, ,
j=1

Y = (/’(netk + bk)

onde Xj, Xa,..., Xm s80 os sinais de entrada; W, Wy, ..., Wim s80 0s pesos do neurdnio k;
nety ¢ a saida do somatorio das entradas multiplicadas pelos pesos; by € o bias; @ (-) é a
fungdo de ativagdo; Y € o sinal de saida do neurdnio.

3.6 Funcdes de Ativacdo

3.1)

(3.2)

Diversas sdo as fungdes de ativagdo que podem ser aplicadas aos nds para
produzir uma saida qualquer e ndo necessariamente zero ou um. A fig. 3.3 apresenta

algumas fung¢des utilizadas.
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f(net) f(net)
net net
(a) (b)
f(net)
f(net)
—_— /"'_
net net
(c) (d)

Figura 3.3: Funcdes de ativagdo

A fungdo de ativagdo linear estd representada na fig. 3.3(a) e ¢ definida pela eq.
3.3, em que @ um numero real que define a saida linear, Yy, para os valores de entrada X.

y = anet (3.3)

A fungdo degrau, fig. 3.3(b), produz uma saida +¢ para os valores de X maiores
que zero e — caso contrario. Esta funcao esta definida na eq. 3.4

(3.4)

y_{+(p se net >0
—-Q senet<0

A funcdo linear por partes, ¢ uma derivacdo da fun¢do linear, que produz
relacdes lineares em uma faixa restrita de [-¢, +¢], como representada na eq. 3.5 e
visualizada na fig. 3.3(c).

+@ se net >+¢
y=1%
4 se net <-¢

se [net| < +¢ (3.5)

Na fig. 3.3(d) ¢ apresentada a funcao sigmoide, sob a forma logistica limitada no
intervalo [0,1], eq. 3.6, ¢ que também pode assumir a forma de tangente hiperbolica o
que estende seu intervalo para [-1,+1], eq. 3.7 (MACKAY, 1998).

1

—net

y

y = tanh(net) 3.7
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3.7 Aprendizado

A aprendizagem das redes neurais ¢ definida como o processo pelo qual os
parametros da rede sdo ajustados, através de uma forma continuada de estimulo pelo
ambiente no qual a mesma esta operando, sendo o tipo de aprendizagem definido pela

maneira particular como ocorrem os ajustes realizados nos parametros (MENDEL e
McLAREN, 1970).

A idéia basica do aprendizado, indiferente da arquitetura da rede neural, € que a
partir de um conjunto de pesos (geralmente pequenos valores randomicos), sejam
aplicadas entradas para a rede, calculadas as saidas e observado o comportamento da
mesma. Caso ela ndo desempenhe seu papel da maneira esperada os pesos sao ajustados
por algum algoritmo de aprendizado proprio da arquitetura da rede e o processo ¢
repetido. Este processo € iterativo e realizado até que algum critério pré-estabelecido de
parada seja obtido (WU e McLARTY, 2000), representando que a rede adquiriu
conhecimento da situagdo proposta por meio de seus pesos.

O aprendizado pode ser definido como uma mudan¢a de comportamento durante
o procedimento de treinamento. Os métodos para treinamento estao divididos em duas
abordagens que sdo vistas a seguir.

3.7.1 Aprendizado Supervisionado

A razdo deste método possuir tal nome esta ligada ao seu funcionamento, onde a
entrada e a saida desejada para a rede sdo fornecidas por um “supervisor”, que indica
explicitamente um comportamento bom ou ruim, ou seja, seu papel € fornecer a resposta
desejada, no sentido de encontrar uma ligagdo entre os pares de entrada e a saida
fornecidos (BARRETO, 1997). O desempenho da rede ¢ medido antes e depois do
treinamento, sendo que a diferenca na medida de desempenho serd o fator responsavel
por indicar o quanto a rede aprendeu (LOESCH e SARI, 1996). A fig. 3.4 mostra o
funcionamento do aprendizado supervisionado. Quando um padrio de entrada ¢
apresentado para a rede, a saida desejada ¢ comparada com a resposta calculada e os
pesos sofrem um ajuste no sentido de minimizar uma medida de erro.

ajuste de parametros

saida
—[SUDENNOR .o

Figura 3.4: Aprendizado supervisionado

Na implementacao deste tipo de aprendizado, o treinamento pode ser tratado sob
duas formas: a off-line, em que uma vez treinados com os dados para resolugdo de
determinado problema os parametros tornam-se fixos, desde que ndo sejam adicionados
novos dados ao conjunto de treinamento, o que implicaria em um novo treinamento; € a
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on-line, onde o conjunto de dados para treinamento muda continuamente, o que faz a
rede estar sempre em processo de adaptacao.

3.7.2 Aprendizado Nao-Supervisionado

Este método ¢ facilmente diferenciado do anterior pelo fato de ndo apresentar
um “supervisor”’, conforme exposto na fig. 3.5. No aprendizado ndo-supervisionado nao
sdo usadas informacdes sobre se a resposta da rede foi correta ou ndo, no sentido de
ajustar conexodes. Mas sim, se a rede deve responder de modo semelhante a exemplos de
amostras semelhantes, ou seja, no momento que a rede estabelece uma harmonia com
regularidades estatisticas de entrada ela se torna capaz de formar representagdes internas
para codificar caracteristicas da entrada e produzir novas classes automaticamente
(BARRETO, 1997). Com isto, conclui-se que este método somente ¢ possivel com a
existéncia de dados redundantes na entrada da rede.

ajuste de parametros

saida

Figura 3.5: Aprendizado ndo-supervisionado

3.8 DefinicOes de Arquiteturas

Existem diversas arquiteturas para as RNs e a definicdo da mais adequada esta
diretamente associada ao tipo de problema que a mesma sera aplicada. Como no caso de
redes com uma unica camada de nés MCP, somente ¢é possivel a resolugdo de problemas
linearmente separaveis. Para problemas ndo linearmente separaveis ou destinados a
obtencdo de agrupamentos outras arquiteturas sdo propostas. Nas subsecdes deste item
sdo expostas as duas arquiteturas empregadas nos experimentos propostos. Alguns
parametros que influenciam na defini¢@o da arquitetura sdo apresentados:

e NUmero de camadas:

a) redes de camada Unica: existe somente um no entre qualquer entrada e
qualquer saida da rede;

b) redes de multiplas camadas: existe mais de um nd entre a camada de
entrada e a camada de saida da rede.

e Conex0es dos nos:

a) feedforward, ou aciclica: a saida de um no6 na i-ésima camada da rede
nao pode ser utilizada como entrada dos nos em camadas de indice
menor ou igual a i;

b) feedback, ou ciclica: a saida de algum né na i-ésima camada da rede ¢é
utilizada como entradas dos nds de indice menor ou igual a i.
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e Conectividade da rede:

a) rede parcialmente conectada: nem todos os nos de uma camada para
outra estdo interligados;

b) rede completamente conectada: todos os ndés de uma camada para a
seguinte estdo conectados.

3.8.1 A Rede MLP

A arquitetura da Multilayer Perceptron, fig. 3.6, é baseada em um projeto
hierarquico, formado por camadas compostas por varios elementos de processamento
(neurdnios). Tanto a quantidade de camadas como de neurdnios que fazem parte da rede
¢ determinada de acordo com a aplicagdo em que a rede ¢ empregada. O numero de
elementos de processamento da primeira camada (entrada) estd diretamente relacionado
a dimensao do espaco de entrada, da mesma forma que a camada de saida esta com o
espaco de saida. Quanto a camada intermediaria, ou as camadas intermedidrias, também
conhecida como escondida(s), a rede ndo possui uma regra fixa que estabeleca um
nimero de neurdnios, variando de forma empirica até a obten¢do de resultados
satisfatorios (SWINGLER, 1996).

camada de camadla camada
entrada escondida de saida

Figura 3.6: Arquitetura do MLP

Segundo o Teorema de Kolmogorov, o objetivo da rede ¢ mapear uma fungdo
y=f(x) de R™ em R", através de um conjunto de treinamento de k pares de vetores
(X1,01),+-+,(Xi,01),-..,(Xk,0k), onde para cada vetor de entrada X;j de m elementos, existe um
vetor de saida correspondente 0; de n elementos (HECTH-NIELSEN, 1990).

O funcionamento da MLP se baseia na apresentacdo a rede de um padrio de
entrada (X;), que ¢ propagado pela(s) camada(s) intermedidria(s) até chegar a camada de
saida, onde a rede apresentard a sua resposta (Y;), correspondente ao estimulo. O padrao
de saida calculado pela rede (y;) ¢ comparado ao padrao de saida desejado (0j), sendo
entdo calculado o erro para cada unidade de saida (BARRETO, 1997). A fungdo de erro
que deve ser minimizada ¢ apresentada na eq. 3.8, ¢ ¢ conhecida como Erro Médio
Quadrado (EMQ).
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£= 52200~ vo - (38)

onde:
M = namero de padrdes ou vetores de entrada;
N = namero de neurdnios na saida ou dimensio do vetor de saida;
Op,i= saida desejada do i-€simo neurdnio, para o p-ésimo padrdo apresentado;

Ypi = saida obtida pela rede do i-Simo neurdnio, para o p-ésimo padrdo
apresentado.

A partir da fungdo de erro sdo calculados recursivamente termos do gradiente do
erro (gradientes locais ou 0s) que representam a participagdo de cada unidade no erro da
rede, obtidos segundo a eq. 3.9 conforme a camada da rede.

(L) “ oy Ao :
e (Me;(v;”(n)) para o neurdnio J da camada de saida L

O(p)=| . ,
9] (n)= ?, (v}')(n)) ZSS*”(n)Wg*”(n) para o neurdnio j da camada oculta | (3.9)
k

onde e representa o sinal de erro para o j-ésimo elemento para a camada de saida L, ¢
representa a derivada, e v representa o net (eq. 3.1) sob influéncia do bias.

O gradiente local calculado ¢é retropropagado para os neurénios da camada
intermediaria imediatamente anterior a camada de saida. O valor recebido por cada
unidade ¢ proporcional a sua contribuicdo para o erro total. Este valor ¢ diretamente
influenciado pelo peso (Wijj) associado a conexdo entre o elemento da camada i e o da
camada de saida j; a regra de aprendizado, eq. 3.10, atualiza os pesos das conexdes por
meio do erro produzido (LUGER, 2004).

w®(n+1) =W () +aw® (n=1)|+ 8" )y (n) (3.10)

onde n ¢ o parametro da taxa de aprendizado e a ¢ a constante de momento.

A regra de aprendizado da rede MLP utilizando o algoritmo de Backpropagation
busca obter pesos que permitam a realizacdo de mapeamentos ndo-lineares entre os
padrdes de entrada e saida, e ¢ conhecida como Regra Delta Generalizada, em virtude
de ser uma extensdo da Regra Delta (TVETER, 1998).

A Regra Delta foi criada por Widrow e Hoff, que a aplicaram a um algoritmo
adaptativo, Least Mean Square-LMS, destinado a redes neurais de apenas duas camadas
com unidades de saida lineares (BARRETO, 1997). O objetivo principal desta regra era
ajustar os pesos no sentido de minimizar o erro médio quadratico total.

A limitagdo no uso da Regra Delta sobre redes com mais de duas camadas surgiu
devido ao fato de esta ser baseada na diferenca entre os valores reais e os desejados para
o ajuste dos pesos. Como em redes com mais de duas camadas os valores desejados
pelos neurdnios da camada intermediaria sdo desconhecidos, torna-se impraticavel o
calculo da diferenca entre a saida real e a desejada. Em busca da superacdo dessa
limitag@o ¢ que foram intensificados os estudos sobre redes com uma ou mais camadas,
surgindo assim a Regra Delta Generalizada (FREEMAN e SKAPURA, 1991), a qual
utiliza o método de descida do gradiente em busca da minimizagao do erro.
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A convergéncia ¢ alcancada quando a rede atinge um minimo local. Embora a
Regra Delta Generalizada tenha superado certas limitagdes apresentadas por outros
métodos aplicados para o mesmo fim, é possivel ainda a sua permanéncia em minimos
locais, provocando oscilagdes nos pesos como também o abandono do processo de
treinamento da rede (SIMPSON, 1990).

No sentido de evitar que a rede, durante o processo de treinamento, permanega
em minimos locais; alguns fatores merecem uma atencdo especial, como: taxa de
aprendizado, numero de neur6nios na camada intermedidria, nimero de camadas
intermediarias ¢ o numero de padrdes utilizados no treinamento. A aplicagdo das RNs
estd muito relacionada a heuristica, onde a experimentac¢do ainda ¢ um bom fator para a
determinagdo dos pardmetros para o treinamento da rede.

A defini¢do basica do algoritmo Backpropagation para treinamento
incremental da rede, adaptado de Haykin (2001), ¢ descrita nos seguintes passos:

1) Inicializacdo dos pesos, bias, taxa de aprendizado, momento e defini¢do dos
critérios de parada;

2) Apresentacdo para a rede dos exemplos de treinamento. Apresente uma
época'’ de treinamento a rede. Para cada exemplo do conjunto realize a série
de computagdes para frente e para tras descritas nos passos 3 e 4;

3) Propagacgdo: suponha que um exemplo de treinamento da época seja
representado por (X(n), o(n)), com o vetor X(N) aplicado a camada de entrada
de nés sensoriais e o vetor de resposta desejada o(n) apresentado a camada
de saida de nds computacionais. Calcule as saidas locais induzidas (nets) e os
sinais funcionais da rede prosseguindo para frente através da rede, camada
por camada;

4) Retropropagagdo: calcule os gradientes locais segundo a eq. 3.9. Ajuste os
pesos sinapticos da rede na(s) camada(s) oculta(s) de acordo com a regra
delta generalizada apresentada na eq. 3.10;

5) Iteracdo: itere as computacdes para frente e para trds dos passos 3 e 4,
apresentando novas épocas de exemplos de treinamento para a rede, até que
seja satisfeto o critério de parada.

3

E importante salientar que a ordem de apresentagdo dos exemplos de
treinamento deve ser aleatoria, de época para época. Os parametros de momento e taxa
de aprendizado tipicamente sdo ajustados quando o nimero de iteragdes de treinamento
aumenta.

A parada do algoritmo Backpropagation ¢ estabelecida quando ocorrer ou um
decréscimo do erro a niveis fixados, ou a execucdo de um determinado ciclo de
treinamento iterativo ou mesmo quando a rede atingir um estado em que todos os
padrdes de treinamento estejam classificados corretamente (FREEMAN e SKAPURA,
1991).

Nas duas proximas subsegdes sdo brevemente descritos dois algoritmos para
treinamento supervisionado e que foram empregados na realizagdo de experimentos.

10 7 : \ .
Uma época de treinamento se refere a passagem de todo o conjunto reservado para
treinamento uma vez pela rede.
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3.8.1.1 Gradiente Descendente com Termo de Momento (GDX) e Taxa de Aprendizado
Adaptativa

A implementagdo do aprendizado de retropropagacdo (Backpropagation)
atualiza os pesos da rede e bias na direcdo em que a funcdo de custo decresce
rapidamente; isto €, o negativo do gradiente e é representado como:

Vi = Ve =Gy (3.11)
onde Vi € o vetor com os pesos ¢ bias atuais, gk € o gradiente atual da funcdo de custo e
ok ¢ a taxa de aprendizado. Esta técnica ¢ conhecida como “steepest (gradient)
descent”. A mudanga nos pesos € no bias ¢ obtida pela multiplicagdo da taxa de
aprendizado pelo gradiente negativo. Quanto maior for a taxa de aprendizado maior ¢ o
passo no processo de descida (minimizacdo). Se a taxa de aprendizado for muito grande
o algoritmo fica instavel. Se a taxa de aprendizado for muito pequena a convergéncia
demora a ocorrer (ABDUL-KAREEM et al., 2001). Desta forma, quando a solucao esta
préoxima do 6timo o erro tende a ser proéximo a zero. Assim, ja que a evolugdo da
solucdo depende do erro esta tende a ser muito reduzida. Uma forma de tentar evitar

este problema consiste em definir um o adaptativo.

O termo de momento possui como principal func¢ao acelerar o aprendizado sem
produzir oscilagdes. A probabilidade de a convergéncia esbarrar em minimos locais ¢
reduzida, uma vez que o termo ignora as variagdes de alta freqiiéncia na superficie de
erro. A inclusdo do momento, baseia-se em fazer com que as mudangas nos pesos das
conexodes sejam somadas a uma fracao da ultima alteracdo nestes pesos, determinada
pela regra de aprendizagem. Assim, se a alteragdo anterior foi realizada num
determinado sentido da superficie de erro, parte da atualizacao atual nos pesos das
conexoes sera realizada no mesmo sentido (VALIATI, 2000).

3.8.1.2 Resilient Back-propagation (RPROP)

As redes neurais multicamadas normalmente utilizam fungdes de transferéncia
sigmoéides em suas camadas ocultas. Estas fungdes caracterizam-se pelo fato de sua
inclinacdo ser muito proxima a zero em pontos afastados da origem. Isto causa um
problema quando se emprega o algoritmo de treinamento “steepest (gradient) descent”
com fung¢do sigmodide, onde o gradiente possui uma magnitude muito pequena o que
acarreta pequenas mudangas nos pesos € bias.

O Resilient Back-propagation (RPROP) ¢ um método que elimina o efeito desta
inclinacdo pequena da sigmoéide nos pontos mais afastados da origem, levando em
consideracdo somente o sinal da derivada para a atualizagdo dos pesos. O tamanho
desta mudanca de pesos ¢ determinado por uma constante de atualizacdo e
incrementado, sempre que uma atualizagdo ndo alterar o sinal do gradiente, ou
decrementado caso contrario. Se a derivada ¢ zero o valor de atualizagdo permanece o
mesmo. Tal método fornece uma convergéncia rapida, apesar de apresentar alguma
oscilagao em torno do minimo ao final do processo.

3.8.2 Teoria da Ressonancia Adaptativa

A rede neural ART (Adaptive Resonance Theory), proposta por Carpenter e
Grossberg, representa um sistema que auto-organiza padrdes de entrada em categorias
de reconhecimento. O principal objetivo desta rede ¢ solucionar o dilema de
plasticidade e estabilidade, ou seja, como um sistema adaptativo pode permanecer
flexivel, quando padrdes estranhos estimulam a rede criando novas categorias de
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reconhecimento, ¢ ainda assim continuar estavel, quando agrupa padrdes similares na
mesma categoria de reconhecimento. A solucdo para este dilema foi a implantacdo de
um mecanismo de realimentagdo entre uma camada competitiva e a camada de entrada,
permitindo o aprendizado de uma nova informacdo relevante sem perda do
conhecimento ja adquirido (CARPENTER e GROSSBERG, 1987).

Com o passar dos anos a familia ART se expandiu sendo composta pelos
modelos:

ART 1: processa apenas padrdes binarios;
ART 2: processa padrdes continuos;

ART 3: processa padrdes continuos € aborda a acdo de neurotransmissores nos
mecanismos de sinapse;

Fuzzy ART: trata os conceitos nebulosos na arquitetura ART 1, permitindo o
tratamento de padrdes analdgicos;

ARTMAP: apresenta uma arquitetura preditiva, composta por dois moddulos
ART;

Fuzzy ARTMAP: apresenta a arquitetura preditiva do ARTMAP utilizando
conceitos nebulosos.

Neste trabalho ¢ abordado somente o modelo conexionista ART 1, por ser uma
das técnicas empregadas nos experimentos propostos no proximo capitulo.

38.21 ART1

Este foi o modelo primordial da Teoria da Ressondncia Adaptativa, baseado no
uso de entradas bindrias e na aplicacdo da tradicional teoria dos conjuntos, com o
operador de intersec¢do (M) para a escolha de categorias e no processo de aprendizado.

Na escolha de categorias sao calculados escores de casamento entre os padroes
que entram na rede e avaliada uma medida de similaridade entre tais padroes,
determinando se o padrao corrente € pertencente ou nao a uma determinada categoria ja
existente, ou se ele deve dar origem a uma nova categoria. No calculo do casamento
entre padrdes ocorrem dois processos: um conhecido como bottom-up, que diz respeito
as conexdes alimentadas adiante e que fazem o papel de filtro adaptativo, ampliando os
contrastes de um padrdo que entra na rede; e outro processo chamado de top-down, que
¢ responsavel pela realimentacdo da rede e visa encontrar similaridades entre as
categorias ja identificadas e os novos padrdes. Como pode ser visto na figura abaixo, o
processo bottom-up trata dos pesos de baixo para cima, enquanto que o processo top-
down realiza a tarefa inversa, administrando os pesos de cima para baixo.

Conforme a fig. 3.7, a rede padrao ART ¢ composta por campos de atividade dos
vetores, incluindo: um campo Fg de nds que representam o vetor de entrada corrente,
um campo F; que recebe ambas as entradas bottom-up de Fo ¢ a entrada top-down do
campo F,, que representa o codigo de atividade ou categoria. O vetor ativo em Fq €
representado por 1=(ly,...,Im), € cada componente |; possui um valor no intervalo [0,1]
com o indice i=1,...,M. O vetor de atividade em F; é representado por X=(Xj,...,Xm) € 0
vetor de atividade em F; ¢ representado por y=(yi,...,yn). O numero de nés de cada
campo ¢ arbitrario.
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Figura 3.7: Arquitetura padrao da ART

Existem dois subsistemas que atuam em um modulo ART para processar os
padrdes de entrada:

Subsistema Atencional: realiza o processamento dos padrdoes de entrada
familiares, determinando respostas e representacdes internas mais precisas de
tais padrdes;

Subsistema de Orientacdo: atua sobre os padrdes estranhos, inibindo o
subsistema atencional quando estes padrdes sdo apresentados a rede
(GUAZZELLI, 1993).

Na categoria F, existem noés j (j=1,...,N) que estdo associados a um vetor de
pesos adaptativos W j = (Wj1,...,Wjm), que inicialmente estdo configurados para o valor 1,
nao possuindo nenhuma categoria comprometida. Quando uma categoria ¢ selecionada
ela se torna comprometida e o peso ¢ atualizado, decrescendo monotonicamente através
do tempo, convergindo para um limite.

1))

2)

3)

O funcionamento do modelo ART ocorre da seguinte maneira:

Quando um padrao de entrada estimula a rede ele se encontra na camada Fq e
recebe a denominagdo de I;

Este padrdo | ¢ entdo repassado para a camada F; que pode executar algum
tipo de normalizacao desse padrao I, recebendo o rétulo de X. Portanto, X € o
padrao | normalizado;

Através das conexdes bottom-up o padrao X tem seus contrastes ampliados,
quando propagado pelas conexdes entre as camadas F; ¢ F, (Long-Term
Memory - LTM), produzindo na camada F, o padrio Yy, resultante do
processo WTA (Winner Take All), onde o neur6nio com maior ativagdo
recebe o valor 1 e aos demais neurdnios ¢ atribuido o valor zero;
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4) Obtido o padrdo y em F; as conexdes top-down atuam no sentido de produzir
a realimentagdo em F;, gerando um padrdo prototipo, X*, nesta camada o
qual determinard o grau de similaridade entre o padrdo corrente e o prototipo
produzido. Desta forma ¢ definido, por meio de uma regra que avalie X* e I,
se o padrao de entrada serd estabilizado, ou seja, pertencerd ao neur6nio
vencedor, ou se outro neur6nio, que representard as caracteristicas deste
novo padrao, devera ser utilizado.

3.8.2.2 Aprendizado em ART 1

A rede ART 1 possui um processo de aprendizagem rapida que possibilita que
padroes de entrada esporadicos e importantes sofram uma adaptagdo instantdnea ao
sistema. A aprendizagem rapida esta associada a uma taxa de esquecimento
(enfraquecimento da conexdo representativa de alguma caracteristica), a qual ¢
conhecida como fast commit slow recode (CARPENTER et al., 1992).

Existem trés pardmetros que guiam o aprendizado da rede ART 1: o pardmetro
de escolha o > 0; o parametro de vigilancia p € [0,1] e a taxa de aprendizado S € [0,1].

Quando o valor de S ¢ igual a 1 significa que a aprendizagem rapida esta
habilitada. No entanto, se a propriedade fast commit slow recode for desejada para
neurdnios que nao estejam comprometidos por nenhuma categoria, o valor de £ deve ser
reduzido (£ < 1) depois da primeira adaptacdo daquele neurdnio (GUAZZELLI, 1994).

Os pesos das conexdes entre as camadas F; e F; sdo inicializados com o valor 1
e representados pelo vetor wj, conforme:

Wj1= Wj=...= Wjm , (3.12)

onde M indica o nimero de neurdnios em F; ¢ N o niimero de neurdnios em F»
com o valor de j variando de 1 até N.

Uma categoria j é escolhida em F,, por um determinado padrio de entrada,
segundo a eq. 3.13 que representa a fungdo de escolha T;

T.(I): ‘I mwj‘

J

: (3.13)
a+w,

onde o operador de interseccao (M) € definido por:
(X N Y)i =min(x;,yi) (3.14)

e anorma | . | ¢ definida por:
M
X =>"x% . (3.15)
i=1

O neuro6nio J com maior ativacdo de entrada, pelo processo WTA (eq. 3.16) sera
o escolhido:

T; = max{T;: J=1,...,N}, (3.16)
onde J indica o indice do neurdnio vencedor. Caso mais de um neuronio obtenha

a ativacdo maxima, a regra determina que o nd escolhido deve ser aquele que apresentar
o menor indice j.
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Carpenter et al. (1991) descrevem que o sistema pode estar dentro de um limite
conservativo, em que o valor de ¢, utilizado na escolha da funcdo da categoria j em F»
(eq. 3.13), deve receber um valor muito proximo a zero. Isto faz com que o padrio de
entrada tente ativar uma determinada categoria, ja existente, que represente nos seus
respectivos pesos um subconjunto do padrdo de entrada, evitando a modificagdo dos
pesos da LTM, o que da origem a expressdo limite conservativo.

A ressonancia que da origem a aprendizagem ocorre quando a proposi¢ao da eq.
3.17 for verdadeira, indicando que uma categoria estavel foi encontrada.

‘I mwj‘
TZ,O (3.17)

Assim, a rede pode realizar a adaptacdo do padrdo de entrada, alterando o valor
das conexoes da categoria ativada por:

w, (t+1)= A aw, (t)+ (- Bw, (t). (3.18)

Entretanto, se a proposi¢ao da equagdo 3.17 for falsa o subsistema de orientacao
gera um sinal inibitorio de reset, inibindo o neurdénio J durante a apresentagao do padrao
de entrada corrente, para que este ndo seja novamente selecionado, fazendo com que
outro neurdnio em F; seja escolhido.

3.9 Estado da Arte - Redes Neurais no Reconhecimento de Promotores

Esta subsecdo expde experimentos que utilizaram a métodos de RNs na busca de
solucdes ao problema de reconhecimento de regides promotoras. Dentre os motivos que
conduziram a escolha desses trabalhos estdo: o fato de serem artigos muito
referenciados; os dados sdo todos relativos a organismos procariotos, mesmo reino do
organismo tratado nessa proposta; e por utilizarem RNs, ou a associagdo de RNs a
outras estratégias no sentido de obterem melhores resultados. Para cada trabalho
relatado sdo abordados: os dados empregados, a técnica de codificagdo dos dados para
apresentacao a rede neural, caracteristicas da rede implementada e os resultados obtidos
para cada experimento relatado.

3.9.1 Métricas de Avaliacao dos Resultados

Antes de expor as aplicagdes que utilizam redes neurais na solu¢do do problema
de reconhecimento de regides promotoras em procariotos, ¢ importante apresentar as
métricas estatisticas de avaliacdo dos resultados empregadas pela maioria dos
experimentos relatados, as quais sdo também as métricas empregadas para avaliacao dos
experimentos descritos no proximo capitulo. Uma delas ¢ o coeficiente de correlagdo
(CC) (MATHEWS, 1975), eq. 3.19, que fornece uma estimativa dos resultados preditos
corretamente pela rede neural em relacdo aos preditos incorretamente. As outras duas
sdo: a sensibilidade (SN), probabilidade do modelo de predi¢ao reconhecer corretamente
amostras positivas, eq. 3.20; e a especificidade (SP), eq. 3.21, probabilidade de
identificar corretamente amostras negativas (BAJIC, 2000)

(TPxTN)—(FN x FP)

C= (3.19)
JTP+FN)x (TN + FP)x (TP + FP)x (TN + FN)
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N=_ 1P (3.20)
TP + FN

P =l (3.21)
TN + FP

Onde:

TP= verdadeiros positivos;
TN= verdadeiros negativos;
FP=falsos positivos;
FN=falsos negativos.

Quanto mais proximo ao valor 1 for o coeficiente de correlagdo melhor serd a
capacidade da rede em classificar a informagdo que lhe foi submetida. Assim como, os
melhores resultados para sensibilidade e especificidade sdo valores proximos a 1.

3.9.2 Redes Neurais Bayesianas no Reconhecimento de Promotores

Este experimento proposto por Wang e Ma (1999), apresenta em conjunto dois
niveis de classificadores para reconhecer seqiiéncias de promotores da E.coli. Em um
primeiro momento, os classificadores compostos por trés Redes Neurais Bayesianas
(Bayesian Neural Networks-BNN) sdo treinados por um conjunto de trés caracteristicas
representativas. Numa segunda etapa ocorre a combinagdo da saida destes trés
classificadores produzindo um resultado final.

Os dados empregados neste experimento foram compilados por Lisser e
Margalit (1993), destes foram extraidas 291 seqiiéncias promotoras, utilizadas como
dados positivos de treinamento. O conjunto de dados negativos foi recuperado do
repositorio de aprendizado de maquina (Machine Learning Repository - MLR) da
Universidade da Califérnia em Irvine e ¢ composto por 53 seqii€éncias nao-promotoras
de DNA, cada uma com 57 nucleotideos. Estas seqiiéncias negativas foram
concatenadas em uma Unica seqiiéncia S com 3021 nucleotideos e desta, escolhidas de
forma aleatoria 300 subseqiiéncias, cada uma com 65 nucleotideos, formando assim o
conjunto negativo empregado aos classificadores.

3.9.2.1 Extracao de Caracteristicas

Dois métodos para extracdo de caracteristicas foram utilizados sobre regides
previamente determinadas: —54, —44, -35, -29, -22, -10 e a regido de inicio da
transcricdo. O método de Decomposi¢do de Maxima Dependéncia (Maximal
Dependence Decomposition-MDD) e o método baseado em motivos. Duas
caracteristicas extras se referem a distdncia em nucleotideos entre as posi¢gdes —35 e —10
e entre a posicdo —10 e o TSS, respectivamente.

O MDD ¢ um método que foi proposto inicialmente para detectar locais de
juncao no DNA humano e estava atrelado ao software de predicao de genes GENSCAN
(BURGER e KARLIN, 1997), foi derivado da Matriz de Posi¢do de Pesos (Position
Weight Matrix-PWM) descrita por Staden (1984) para superar a limitagdo da seqiiéncia
consenso pela modelagem da distribuicdo dos nucleotideos em cada posicao. A
desvantagem da PWM ¢ que ela assume somente posi¢des independentes. Para
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solucionar esse problema foi utilizado o Modelo da Matriz de Pesos (Weight Array
Model-WAM), uma generalizagdo da PWM que permite dependéncias adjacentes entre
posi¢des. Basicamente, a WAM ¢é uma cadeia de Markov (Hidden Markov Models-
HMM) de primeira ordem, que pode ser generalizada para uma cadeia de segunda, de
terceira, ou de mais alta ordem. Entretanto, quanto maior o numero de dependéncias,
maior € o nimero de parametros livres, o que requer um conjunto maior de treinamento
para melhor ajuste do modelo. O MDD realiza um processo iterativo de clusterizagcao do
conjunto de dados baseado nas dependéncias mais significativas adjacentes ou nao.

O funcionamento do MDD ocorre da seguinte maneira: dado um conjunto D de
seqiiéncias alinhadas, o primeiro passo ¢ escolher o nucleotideo consenso K; a cada
posicdo i (o conjunto D inclui todas as seqiiéncias positivas de treinamento), apos ¢
calculado o qui-quadradro yj; para medir a dependéncia entre K; e os nucleotideos da
posicdo j (i7). Se ndo existem dependéncias significativas ¢ utilizada uma simples
PWM. Se existem dependéncias significativas, mas ¢ somente entre posi¢des
adjacentes, ¢ utilizada a WAM. Caso contrario um procedimento MDD ¢ executado.

Este procedimento ¢ um processo iterativo que calcula a soma $;=2'i y;; para
cada I, seleciona a posi¢do m sendo S, 0 maximo ¢ decompde o conjunto D em dois
subconjuntos disjuntos: Dy que contém todas as seqiliéncias que tem consenso com o
nucleotideio Ky, da posicdo m e D-Dy, que ndo tem consenso com este nucleotideo. O
procedimento MDD ¢ aplicado recursivamente sobre Dy, ¢ D-Dyy, até que qualquer uma
das seguintes condic¢des seja satisfeita: nenhuma decomposicao adicional seja possivel,
ndo existam dependéncias significativas entre posi¢des dos subconjuntos resultantes, ou
o numero de seqiiéncias nos subconjuntos resultantes esteja abaixo de um limiar, nao
sendo possivel a estimagao confiavel de parametros apds a decomposi¢do adicional.

O outro método ¢ baseado na extragdo de caracteristicas de motivos pelo calculo
do valor caracteristico de cada seqiiéncia, com a aplicagdo da ferramenta Sdiscovery
(WANG et al., 1994) sob os dados positivos de treinamento para encontrar motivos
fracos nas regides: -54, -44, -35, -22 ¢ —10.

O Sdiscovery trabalha em uma primeira etapa criando uma arvore de sufixos
generalizada (Generalized Suffix Tree-GST) da amostra de um dado conjunto de
seqliéncias e percorre-a até encontrar todos os segmentos (candidatos a motivos) que
satisfacam um tamanho minimo exigido. Em uma outra fase, o Sdiscovery pontua os
candidatos a motivos de acordo com o niimero de ocorréncia na amostra e entdo avalia
os candidatos mais provaveis a motivos em relagdo ao conjunto inteiro de seqiiéncias. O
numero de ocorréncias de um motivo (segmento) refere-se ao numero total de
seqiiéncias no conjunto ao qual o motivo ocorre. Para cada regido o tamanho dos
motivos € fixo.

3.9.2.2 Rede Neural Bayesiana

A BNN ¢ a integragdo da inferéncia Bayesiana e das RNs, partindo da premissa
que D = {X(m), tn}, 1 £ m < N, denota o conjunto de treinamento incluindo todas as
seqiiéncias de treinamento positivas e negativas, X™ ¢é um vetor de entrada que
representa os valores caracteristicos do conjunto de treinamento e ty indica a saida
binaria desejada para a ativacdo da respectiva classe, ou seja tp ¢ igual a 1 caso x™

represente uma regido promotora e 0 caso contrario.

Considerando que X representa um vetor caracteristico de entrada, que pode ser
uma seqiiéncia de treinamento ou teste, dado uma arquitetura A e pesos W para BNN, o
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valor de saida y pode ser unicamente determinado pelo vetor de entrada X, uma vez que
y(X;w,A) pode ser interpretado como P(t=1|x,w,A), ou seja, a probabilidade de X
representar uma seqiiéncia promotora dado os pesos W e uma arquitetura A. A fungdo de
probabilidade dos dados D de um dado modelo ¢ calculada por:

P(D|wW,A =TI, y"(1-y) ™ =expG(D|wW,A ) (3.22)
onde G(D | w,A) ¢ a funcdo de erro da entropia cruzada,

G(D|w,A)="[t, logy+(1-t,)log(l-y)] (3.23)

A fungdo de erro da eq.3.23 ¢ a funcdo objetivo que deve ser minimizada no
processo de treinamento de uma rede neural nao-Bayesiana. O decaimento dos pesos ¢
freqiientemente utilizado para evitar overfitting dos dados de treinamento ¢ uma

generalizacdo pobre dos dados de teste pela adi¢do do termo %sz na funcao

objetivo, onde « ¢ o parametro de decréscimo dos pesos (hiperparametro) e SW2éa
soma dos quadrados de todos os pesos da rede. Esta fungdo objetivo ¢ minimizada no
sentido de penalizar a grande magnitude dos pesos, penalizando um modelo complexo e
favorecendo um modelo simples. Entretanto, ndo ha uma forma precisa de especificar o
valor de &, que ¢ determinado antes do inicio do treinamento (offline).

Nas BNNs, ao contrario das RNs ndo-Bayesianas, o hiperpardmetro o ¢
interpretado como um parametro de um modelo e ¢ otimizado (online) durante o
processo de treinamento. Este termo esta associado com os pesos e bias em diferentes
camadas e com diferentes discrepancias, fazendo com que se torne um vetor ¢, o qual
pode ser interpretado como a probabilidade a priori do vetor de pesos W, em uma

e : - . 1
distribuicdo Gaussiana com média zero e desvio padrdo ,/—. O que torna menos
a

provavel a existéncia de pesos grandes.

Na implementag@o descrita no artigo foram utilizados 3 classificadores bésicos
nomeados como: Classificador(, Classificadorl, Classificador2, cada um representando
uma BNN. O Classificador0 possui 5 nds na camada escondida e 9 unidades de entrada,
sendo 7 caracteristicas MDD e 2 de distancia; o Classificadorl apresenta o mesmo
nimero de nods na camada escondida que o Classificador0, no entanto tem 8 nods de
entrada, sendo 6 caracteristicas de motivos e 2 de distancia; ja& o Classificador2
apresenta 6 nds na camada escondida e 15 na entrada, que representam a unido das
caracteristicas MDD, motivos e distancia, respectivamente, empregada nos
classificadores anteriores. O nimero de nds escondidos foi determinado
experimentalmente. Cada rede apresenta apenas uma camada escondida com uma
funcao sigmoide de ativacdo e a camada de saida € composta de um tnico n6, sendo seu
valor limitado entre 0 e 1 por uma fun¢ao logistica de ativacao.

3.9.2.3 Combinacéo dos Classificadores

Os resultados dos classificadores descritos na sessao anterior foram combinados
por dois métodos produzindo Comb0 e Combl.

Em Comb( foi utilizada a seguinte estratégia: se os trés classificadores
concordam com o resultado da classificacao, o resultado final sera o mesmo encontrado
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pelos classificadores; se dois dos classificadores concordam no resultado, o resultado
final sera o mesmo destes dois; se nenhum classificador concordar com um resultado
em comum, o resultado final serd definido pelo minimo entre a saida dos classificadores
pela fungao min(1-out;,out;).

A decisao em Combl ¢ determinada pela avaliagdo em forma de pesos da soma
da saida dos 3 classificadores, eq. 3.24. O peso de cada classificador ¢ proporcional a
taxa de classificagdo (1-taxa de erro) do classificador na fase de treinamento.

1 2
weight; *out, 3.24
weight, + weight, + weight, ; I ' (5.24)

3.9.2.4 Avaliacéo dos Resultados

Os resultados dos trés classificadores, apresentados na tab. 3.1, foram avaliados
pela técnica de validagdo cruzada leave one out (ALLEN, 1974), por 10 subconjuntos,
de mesmo tamanho, obtidos de uma quebra aleatéria do conjunto de dados. A taxa de
erro refere-se ao numero total de classificagdes incorretas dividida pelo ntimero total de
seqiiéncias do conjunto de teste.

Tabela 3.1: Resultados dos classificadores basicos

Classificador0 | Classificadorl | Classificador2
Taxa de erro total 13% 11,2% 10,5%
Sensibilidade 83,8% 86,9% 89,3%
Especificidade 90% 90,7% 89.,7%

A avaliagdo da combinagdo dos resultados ¢ apresentada na tab. 3.2 e mostra as
mesmas métricas aplicadas aos classificadores. Os resultados revelaram que o Combl
atingiu o melhor desempenho com uma taxa de classifica¢do de 92,2% (1-0,078).

Tabela 3.2: Combinagdes dos resultados dos classificadores basicos
Comb0 | Combl1
Taxade erro total | 8,8% | 7,8%
Sensibilidade 89.,7% | 92,2%
Especificidade 92,7% | 92%

3.9.3 EM e RNs para Reconhecer Promotores da E. coli

Este experimento foi proposto por Ma (2001) e seu grupo na tentativa de obter
caracteristicas relevantes de um conjunto de promotores da bactéria E. coli e posterior
apresentagdo destas para treinamento e validagcdo de uma RN. O objetivo do trabalho era
a partir de uma seqiiéncia de nucleotideos S desconhecida, identificar se ela € ou ndo um
promotor de E. coli. O que os autores consideram um problema de classificagdo binaria
de Mineragao de Dados.

A extracdo de caracteristicas foi baseada em uma variagdo dos algoritmos de
Estimagdo-Maximizagdo (Expectation Maximization—-EM), os quais sdo utilizados em
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problemas de estima¢dao da Maxima Verossimilhanca quando os dados que se possui sao
incompletos.

Segundo os autores, os dados utilizados nos experimentos sdo provenientes de
outra aplicacdo que também empregou RNs (MAHADEVAN e GHOSH, 1994) para
solugdo do problema possibilitando assim, a comparagdo de resultados. Entretanto em
consulta ao artigo usado para comparagdo dos resultados, esses dados ndo apresentam a
mesma composicdo dos empregados no experimento relatado. De qualquer forma, ¢
exposto que foi utilizado um conjunto de 362 seqiiéncias promotoras e 4500 seqiiéncias
randomicas, com 60% de pares de base AT, relativas a seqii€ncias negativas para
treinamento e um conjunto de teste composto por 126 seqiiéncias positivas e 5000
seqiiéncias randomicas negativas. Além disso, também expde um resultado adicional
relativo a uma composi¢do de 441 seqiiéncias promotoras, provenientes de Ozoline et
al. (1997), nunca antes utilizada em outro experimento.

3.9.3.1 Obtencéo das Caracteristicas Via EM

As seqiiéncias destinadas a treinamento para constru¢do de um modelo
representacional foram exploradas para obtencdo de caracteristicas relevantes.
Inicialmente foram expostas as caracteristicas padrdo dos promotores, com suas duas
regides principais, seguido da descricdo da falta de uma maior precisdo do
posicionamento destas nas varias seqiiéncias que antecedem um gene e citados
exemplos de motivos fracos, promotores de ocorréncia menos freqiliente, encontrados
nas posigdes: +1, -22, -29 e -44, que contribuem para dificultar a identificagdo de um
posicionamento padrao.

Em busca da extensdo da variabilidade das principais regides que constituem os
promotores da E.coli, foi empregado o algoritmo EM Bayesiano (Maximum a
posteriori-MAP). Este algoritmo ¢ uma variagdo dos algoritmos EM padrao utilizados
em outros experimentos que tentam desvendar promotores em E. coli (BAILEY e
ELKAN, 1995) (CARDON e STORMO, 1992) (LAWRENCE e REILLY, 1990) e tenta
considerar as regides -35, -10 e o TSS e a influéncia dos pares de base que separam
estas regides.

Em geral, entre a regido -10 e o TSS existem de 3 a 11 pares de base e entre as
regides -35 e -10 existem de 15 a 21 pares de base. Quando a composi¢cdo deste
posicionamento estd bem definida, ou seja, as seqiiéncias conhecidas sdo compostas por
6 pares de base em cada regido, uma PWM de Staden (1984) fornece uma determinagao
probabilistica dos nucleotideos presentes em cada base, sendo possivel a constru¢do de
um modelo. O algoritmo EM proposto pode realizar a mesma estimativa, entretanto
sobre dados incompletos para estimar um modelo capaz de determinar a localizacdo dos
dois supostos sitios de ligagdo da RNA polimerase de qualquer seqiiéncia de DNA.

O algoritmo EM executa iterativamente até convergir. Cada uma de suas
iteracdes consiste de dois passos: um de estimacdo e outro de maximizagdo. Em geral
ndo hd garantia que ele convirja para um maximo global, podendo cair em maximos
locais. Por isto foi utilizada a variante EM (MAP), no sentido de evitar os maximos
locais, uma vez que a fungdo objetivo é mais concava. As probabilidades a posteriori
empregadas neste EM representam distribui¢des multinominais de Dirichlet (BERGER,
1985) (SANTNER, 1989).

A aplicagdo do algoritmo EM para obtencdo das caracteristicas resultou numa
extensdo das tradicionais regides que representam o promotor. Com base nessa
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ampliacao de abrangéncia das regides foi realizado um alinhamento das seqiiéncias na
tentativa de se estabelecer um padrdo. Este alinhamento resultou na selecdo de regides
com alto conteudo informativo que representaram as caracteristicas de cada seqiliéncia,
assim foram obtidos 17 pares de base na posi¢do proxima a regido -35, 11 pares de base
na posi¢ao proxima a regido -10 e 7 pares de base na posi¢ao proxima ao TSS.

Estes 35 nucleotideos selecionados, sofreram a codificacdo BIN4, tratada no
artigo como codificagdo ortogonal e foram utilizados para obten¢do do modelo neural.

3.9.3.2 Configuracdes da RN

O conjunto caracteristico obtido de amostras foi aplicado para treinamento de
uma rede neural de arquitetura MLP completamente conectada com uma camada
intermediaria e funcdo de ativagdo logistica sigmdide. A camada de entrada possui 140
entradas, enquanto a camada de saida possui apenas 1 n6 com seu valor limitado entre 0
e 1. O algoritmo de aprendizado utilizado foi o Gradiente Conjugado Escalonado
(Scaled Conjugated Gradient-SCG).

Os métodos do gradiente conjugado possuem sua estratégia baseada no
algoritmo Backpropagation padrao e¢ descida do gradiente, entretanto ocorre uma
selecdo da dire¢do de busca, do tamanho do passo e do termo de momento, de forma
mais eficiente, utilizando informacao de segunda ordem.

A primeira iteragdo de todos os algoritmos de gradiente inicia pela busca na
direcdo do gradiente descendente para minimiza¢do do erro. Uma busca em linha ¢é
realizada para determinar a distdncia do deslocamento na direcdo atual. A proxima
busca ¢ realizada de modo que a dire¢cdo anterior seja mantida. Quando realizada uma
nova busca, esta ¢ determinada pela combinagcdo da nova direcdo do gradiente
descendente com as dire¢des anteriores. MJLLER (1993) propds o SCG, que é uma
nova variagdo do gradiente conjugado, que evita a busca em linha a cada iteracdo
utilizando uma abordagem de Levenberg-Marquardt cujo objetivo € escalar o passo de
ajuste deste gradiente no sentido de obter uma aceleracdo da convergéncia.

Na realizacao dos experimentos com essa rede, foi constatado que com 20 nos
na camada intermediaria foram obtidos resultados satisfatorios.

3.9.3.3 Resultados Obtidos

As métricas usadas na avaliagdo dos resultados foram: precisdo (eq. 3.25),
sensitividade e especificidade.
TP
_— %
TP + FP
A comparacdo da abordagem proposta com o experimento de Mahadevan e

Ghosh (1994) ¢ apresentada na tab. 3.3. O método Tenfold Cross Validation foi
aplicado, sobre amostras estratificadas, para obtencao dos resultados finais.

100 (3.25)
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Tabela 3.3: Resultado comparativo do EM e o obtido por Mahadevan
EM - RN | Mahadevan

Precisao 91,94% 90,4%

Sensibilidade 99,2% 98%

Especificidade 91,76% 90,2%

Como informagdo complementar, os autores relatam que obtiveram uma
precisdo de 96,29%, sensibilidade de 91,78% e especificidade de 96,68% sobre uma
recente compilac¢do de dados da E. coli com 441 seqiiéncias.

3.9.4 RNs para Reconhecer Promotores em Micobactérias

Este experimento desenvolvido por Kalate et al. (2003) e seu grupo, inicia
descrevendo as particularidades dos organismos da familia Micobactéria que
apresentam baixa taxa de transcri¢dao, sendo seus genomas ricos em conteudo G+C.
Segundo Nakayama et al. (1989) e Ohama et al. (1987), isto dificulta o reconhecimento
de regides promotoras desses organismos, uma vez que aparentemente os sinais de
transcricdo e tradugdo sao diferentes do padrao E. coli. Estudos revelam que em
algumas Micobactérias existe certa similaridade com os promotores da E. coli na regido
-35, a qual ¢ considerada essencial para transcri¢do, apesar de que sua exata localizagdo
seja um fator critico, além de um alto conteudo GC na regido -10, que talvez seja uma
caracteristica das Micobactérias.

Entretanto, foi constatada uma ampla variagdo na constituicdo dos promotores
Micobactériais caracterizados, o que sugere a inexisténcia de uma seqiiéncia consenso
representativa (MULDER et al., 1997).

Sdo expostas as diversas tentativas de se construir ferramentas baseadas em
analises estatisticas para descobrir promotores, mas no entanto ndo ¢ obtido o resultado
desejavel. Assim s3o aplicadas as redes neurais por serem métodos aplicaveis a
identificacao de padrdes nao-lineares e por oferecerem a capacidade de generalizagao.

Como objetivos principais este experimento se preocupou em: usar as RNs para
diferenciar seqii€éncias promotoras Micobacteriais de seqliéncias randomicas (ndo
promotoras) e determinar pela abordagem de RNs em conjunto com uma randomizagao
calibrada a importancia funcional e estrutural de sub-regides das seqiliéncias promotoras
de Micobactérias.

3.9.4.1 Dados Empregados

As seqliéncias promotoras foram compiladas por Kalate et al. (2002), com base
num amplo nimero de estudos investigativos (aproximadamente 80) relativo aos
promotores de Micobactérias. O conjunto promotor foi inicialmente composto por 125
seqiiéncias, destas 80 tinham seu TSS mapeado, enquanto 45 eram seqiiéncias de
supostos promotores. Em poucas seqiiéncias foi detectada a existéncia de 2 ou mais
seqiiéncias que alternavam o consenso. Assim o conjunto total de promotores foi
definido em 135 seqiiéncias.

Este conjunto de 135 seqiiéncias foi alinhado com o software ClustalW e entdo
dividido em um subconjunto de 90 seqii€ncias para treino e outro de 45 seqiiéncias para
teste. O conjunto negativo foi gerado randomicamente, onde a probabilidade de
ocorréncia de cada nucleotideo foi estipulada em 0,25. A propor¢do de seqiiéncias
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negativas geradas foi de 3:1 sendo o conjunto final de treino estabelecido em 380
seqiiéncias e o de teste em 160 seqiliéncias. Sobre estes subconjuntos foi aplicada a
codificacdo BIN4 e cada amostra obteve um tamanho de 284 elementos (correspondente
a 71 pb).

3.9.4.2 ConfiguracOes da Rede Neural

A rede utilizada foi uma MLP com algoritmo de aprendizado Backpropagation
padrdo e uso da fun¢do de ativagdo logistica sigmdide. A taxa de aprendizado foi fixada
em 0,6 e a constante de momento em 0,4. A camada de entrada foi composta por 284
noés, a camada intermediaria e a camada de saida possuem ambas apenas 1 n6 cada. O
nd de saida utiliza um valor limiar de 0,5 para classificar as seqiiéncias como
promotoras ou ndo, sendo que todo valor obtido abaixo deste limiar ¢ considerado ndo
promotor.

3.9.4.3 Resultados Obtidos

O subconjunto reservado para teste foi avaliado pela medida de acurécia, eq.
3.26, obtendo um desempenho de 96,9%, com a rede niao predizendo nenhum falso
positivo.

PN 400 (3.26)

onde N ¢ o numero total de amostras.

Como forma de complementar a validacdo, foi realizado um experimento
adicional com a criagdo de 500 novas seqii€éncias randomicas negativas com 56% de
conteudo G+C e submissdo destas ao modelo neural gerado. Como resultado foi obtido
99,6% de acuracia.

Em virtude dos bons resultados alcancados foi proposto que a rede poderia ser
utilizada na identificagdo de importantes sub-regides das seqiiéncias promotoras. Para
tentar comprovar isso foi empregada uma estratégia de randomizacao calibrada, onde
cada seqiiéncia promotora Micobacteria foi randomizada em partes e submetida a rede
neural treinada com o propdsito de avaliar se esta seqiiéncia ainda retinha suas
caracteristicas originais de promotora. Este experimento foi realizado somente com as
amostras que tinham seu TSS mapeado.

Uma janela de tamanho fixo, em 10 pb, foi escolhida para randomizacdo. Esta
janela se deslocava do inicio ao final de seqiiéncia em um par de base, os 71 pares de
base constituintes de cada seqiiéncia positiva serviram para a construcdo de 62 novas
seqliéncias que se diferiam na sub-regido de 10 pb randomizada.

Os resultados obtidos revelaram que a localizagdo inicial da janela randomizada
exerceu um grande papel na classificagdo. Foi descoberto que quando a posicao de
inicio da janela randomizada estava disposta sobre a regido -42 a -35 as seqiiéncias
resultantes eram predominantemente classificadas como ndo promotoras. Esta
observacdo sugeriu que o conteido dos nucleotideos e sua disposicdo na localizagdo
calibrada da regido -42 a -35 eram indicativos de fatores criticos para os promotores
Micobacteriais.
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A randomizagdo da regido espacgadora entre as regides -10 e -35, assim como da
propria regido -10 também ocasionaram descaracterizagdo das caracteristicas
promotoras. Entretanto, neste caso, o percentual de seqii€ncias classificadas como nao
promotoras ndo foi tdo elevado quanto o das localizadas na regido -42 a -35.

Outro resultado, revelou que quando o ponto de inicio da janela randomizada foi
a posicao -38 obteve-se o resultado mais elevado (37%) de classificacdo de ndo
promotores. Assim, foi inferido que a regido de -38 a -29 exercia grande influéncia para
identificar promotores e ndo promotores em Micobactérias.

Isto sugeriu uma investigacdo mais criteriosa, sendo realizado um alinhamento
das seqiiéncias originais pelo seu TSS e observadas as composic¢des da regido -38 a -29
na tentativa de identificar um padrio consenso. A seqliéncia consenso recuperada foi a
seguinte: Asz; Cso Tasz Tag Gua Ga7 Csq4 Cs7 Tz7 Cao, sendo identificado que a sub-regido -
38 a -34, desta seqii€ncia consenso, compreende um tnico ‘A’ e dois ‘Ts’ e a sub-regido
-33 a -29 ¢ rica em ‘GC’. Foi constatado um elevado contetido AT na primeira sub-
regido (-38 a -34) que representa uma contribuicdo para aumentar a significancia de
promotores Micobacteriais.

O processo de randomizagao revelou que: a regido a montante da -35, a regido -
35, o espago entre as regides -35 e -10 e a regido -10 apresentam semelhanga ao tipo de

promotores da E. coli em relagdo ao ¢

3.9.5 Incremento na Capacidade de Predi¢do do NNPP2.2

O experimento proposto por Burden et al. (2005) expde uma metodologia para
ser incorporada a ferramentas de predicdo de promotores no sentido de reduzir o
numero de falsos positivos preditos.

Inicialmente o trabalho menciona algumas dificuldades inerentes na descoberta
de promotores, tais como: as interagdes entre proteinas e a seqiiéncia de DNA na regido
promotora sdo complexas e os varios elementos envolvidos sdao altamente degenerados;
a caracteristica mais distinguivel de muitos promotores ¢ frequentemente a presenga de
um ou mais motivos caracteristicos upstream do TSS e o espacamento e a distancia
entre esses elementos conservados; os motivos detectaveis de promotores ocorrem
randomicamente ao longo de todo o genoma, sendo que os algoritmos de predicao
deveriam incorporar multiplas caracteristicas que podem estar presentes ou ndao num
dado promotor.

Recorda que os promotores estdo associados com pelo menos uma regido
codificante e que apods a transcrigdo, estas regides codificantes, na forma de RNA sao
traduzidas em uma proteina. Entdo imediatamente downstream a regido promotora e ao
TSS existe pelo menos um gene. O primeiro nucleotideo downstream a regido
promotora a ser traduzido é denotado como o sitio de inicio da tradugdo (Translation
Start Site — TLS).

O trabalho sugere que, para incrementar a capacidade preditiva dos algoritmos
disponiveis, incluindo os que empregam RNs, € necessario introduzir outras medidas
que contribuam na reducdo de falsas predigdes. Assim, aborda que a distancia entre o
TSS e o TLS ndo ¢ explicitamente empregada nos algoritmos de predi¢ao de promotores
existentes.

O experimento relatado incorpora a distancia TSS-TLS calculada ao resultado de
um programa de predicdo de promotores (NNPP2.2) que emprega redes neurais. Esta
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metodologia, chamada de TLS-NNPP, ¢ aplicada com sucesso somente quando existir
um numero consideravel de seqiiéncias promotoras experimentalmente determinadas.

3.9.5.1 ADistancia TSS-TLS

A distancia entre um promotor (definida pela associa¢do ao TSS) e o TLS da
regido codificante subseqiiente pode contribuir na predi¢do de promotores, sendo
possivel estimar a probabilidade de ocorréncia de um promotor a uma dada distancia do
TLS e posterior uso dessa informacgdo para melhorar a capacidade preditiva das atuais
ferramentas de predi¢do de promotores, porque o TSS e o TLS podem ser definidos para
todos os genes e a localizagdo do TSS esta estritamente relacionada a regido promotora.

O TLS em um gene ¢ prontamente identificavel devido a estrutura das regides
codificantes do DNA, correspondendo ao primeiro nucleotideo na regido codificante do
gene, sendo sua posi¢do facilmente definida. Conforme exibido na fig. 3.8, a distincia
TSS-TLS ¢ definida em termos do numero de nucleotideos entre essas posicdes.

TSS TLS
- OROR0  EOED  EOED® -

=1y -5 -5 =M-1 +1

Regido promotora " o _/ Regido codificante
Al do gene

TSS - TLS DISTANCIA
{(comprimento = N ph)

Ii:l:l Hucleotideo (timina)

*
+1 =Posigio relativa na seqiéncia orientacio da transcrigao

Figura 3.8: Distancia TSS-TLS (BURDEN et al., 2005)

3.9.5.2 Dados Empregados

Um dos conjuntos utilizados ¢ relativo a 771 promotores da E. coli K12,
proveniente do banco de dados EcoCyc 7.1 (KARP et al., 2002), que est4 associado com
587 genes. Estes dados foram empregados somente na avaliagdo da distribui¢do da
distancia TSS-TLS e apontaram para as seguintes observagdes: intervalo de 0-920 pb,
com média de 104.5 pb, mediana de 61 pb e um desvio padrdo de 119 pb, sendo que
95% dos promotores possuem essa distancia inferior a 325 pb.

O outro conjunto de dados foi empregado para avaliacdo da metodologia como
um todo e refere-se a 510 seqiiéncias do genoma da E. coli que contém 671 promotores
conhecidos. Cada seqiiéncia ¢ constituida por 500 pb, iniciando na posi¢do 501
upstream do TLS, terminando na posi¢ao -1 antes do TLS.

3.9.5.3 O Experimento e a Rede

Este experimento usou o programa NNPP2.2 (Neural Network Promoter
Prediction) (REESE, 2000), inicialmente desenvolvido para predi¢do de promotores em
eucariotos, o programa foi treinado e ajustado para identificar promotores em
procariotos com base em um conjunto de 272 promotores comprovados da E. coli.

Este programa utiliza uma série de TDNNs (Temporal Delay Neural Networks)
(a qual ¢ brevemente descrita no proéximo sub-item) que incorporam multiplos
elementos promotores com espagamentos variaveis.
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Este programa requer como entrada uma seqiiéncia de DNA com mais de 51 pb
e produz como saida uma lista de predi¢des com indices de classificacdo superiores a
um limiar estipulado pelo usudrio. Todos os indices estdo em um intervalo de 0 a 1 e
representam a probabilidade da amostra submetida ser um promotor. Devido ao fato dos
elementos promotores poderem aparecer em diferentes posi¢des relativas em relacdo ao
TSS, o NNPP2.2 possui uma acurécia posicional na predi¢ao de £3 pb.

O experimento proposto segue 0s seguintes passos:

e C(Calculo da distribuicdo empirica das distancias TSS-TLS para os
promotores conhecidos;

e Submissdo das seqiiéncias de DNA ao NNPP2.2 para obter as
localizag¢des dos promotores preditos;

e Associacao da predicdo com o préximo TLS na seqiiéncia;

e Ao final, para cada predicao, ¢ calculada uma distribuicdo empirica das
duas caracteristicas associadas e criado um conjunto de predigdes
usando uma probabilidade de corte apropriada.

3.9.5.3.1 A TDNN

A rede TDNN teve origem no trabalho de Lang e Hinton (1988) e Waibel et al.
(1989) que a aplicaram ao problema de reconhecimento de fonemas em séries temporais
com deslocamento local de tempo. A TDNN se caracteriza por ser uma rede
feedforward de multiplas camadas, onde tanto os nos da camada oculta como os nds da
camada de saida sdo replicados através do tempo (HAYKIN, 2001).

A primeira caracteristica da TDNN sdo as entradas com atraso temporal para os
nos. Cada atraso temporal estd conectado ao né via um peso especifico, representando o
valor de entrada num momento passado. A fig. 3.9 apresenta um n6 da TDNN com duas
entradas, onde ¢ possivel visualizar as entradas que alimentam a rede (Inl e In2), com
suas respectivas informagdes passadas e futuras. Isto forca a TDNN a generalizar nao
somente a entrada corrente, mas também a informacao passada e futura das entradas.

In1 N1 In1 N1 N1 Nz Inz InZ Inz Inz
=23 1) (t) (t+1)] it+2) (=211 (t-1) ) (13 (20

Figura 3.9: N6 da TDNN
Dentre as propriedades da TDNN destacam-se:
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e A rede € invariante a atraso temporal: um determinado padrdo pode
ser corretamente reconhecido e classificado, desconsiderando a sua
localizacdo temporal;

e A rede ndo é sensivel a desalinhamentos: a rede nao sé é capaz de
aprender a partir de dados mal alinhados, bem como ¢ capaz de corrigir
estes desalinhamentos;

e A rede requer um conjunto de treinamento reduzido: quando
apresentadas entradas com modificacdes temporais € pesos impostos
(pré-determinados), a rede ¢ capaz de generalizar muito bem,
permitindo o uso de um conjunto limitado de dados para seu
treinamento (YAN, 2000).

Outra caracteristica da TDNN ¢ possuir uma regido em que estdo completamente
conectadas as unidades de entrada e seus atrasos temporais, denominados campos
receptivos. Estes campos sdo usualmente, mas nao necessariamente, tdo amplos quanto
o numero de unidades caracteristicas (unidades conectadas a caracteristica a ser
aprendida), estas unidades podem estar divididas entre varios campos receptivos. Os
campos receptivos podem estar sobrepostos num plano de origem, mas tem que
englobar todas as unidades caracteristicas (WAIBEL et al., 1989).

3.9.5.4 Resultados

Os resultados computados referem-se a predigdo somente com o NNPP2.2, tab.
3.4, e a predi¢do com o TLS-NNPP, tab. 3.5.

Tabela 3.4: Predicdo do NNPP2.2 para 671 promotores conhecidos

corte TP TP+FP Precisdo% P[Prom]

>0,98 42 303 6,3 0,139
>0,9 135 1055 20,1 0,128
>0,8 208 1774 31 0,117
>0,7 255 2339 38 0,109
>0,6 297 2896 44,3 0,103
>0,5 333 3502 49,6 0,095
>0,4 356 4116 53,1 0,086
>0,3 401 4917 59,8 0,082
>0,2 446 6124 66,5 0,073
>0,1 470 7584 70 0,062

O valor corte na tab. 3.4 refere-se ao limiar definido pelo usuédrio no NNPP2.2,
enquanto que na tab. 3.5 ele refere-se a distribuicdo empirica do resultado do NNPP2.2
associado a distancia TSS-TLS; TP ¢ o nimero de predi¢des verdadeiras com o
NNPP2.2 utilizando um limiar superior a 0,1; TP+FP ¢ o nimero total de seqiiéncias
testadas com indice acima do limiar; Precisdo ¢ o percentual de predigdes corretas
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obtidas no total (TP/671) e P[Prom] ¢ a probabilidade estimada de uma seqiiéncia teste
ser um promotor verdadeiro.

Tabela 3.5: Predigdo do TLS-NNPP para 671 promotores conhecidos

corte TP TP+FP Precisdo% P[Prom]
>0,0605 27 56 4 0,482
>0,0538 69 150 10,3 0,460
>0,0471 97 245 14,5 0,396
>0,0403 122 380 18,2 0,321
>0,0336 159 529 23,7 0,301
>0,0269 202 766 30,1 0,264
>0,0202 245 1097 36,5 0,223
>0,0134 303 1616 45,2 0,188
>0,0067 383 2638 57,1 0,145
>0,0034 430 3939 64,1 0,109

Comparadas as duas tabelas, os resultados demonstraram que o numero de
predigdes verdadeiras foi reduzido quando aplicada a metodologia TLS-NNPP, no
entanto o numero de falsas predi¢des sofreu uma queda consideravel.

3.9.6 Uma Metodologia Hibrida para a Identificacdo de Promotores em
Procariotos

Este experimento descreve a proposta de (COTIK et al., 2005) de criar uma
metodologia hibrida, denominada HPAM (Hybrid Promoter Analysis Methodology),
para a descoberta de promotores que combina: a eficiéncia e a habilidade das RNs na
representacao de padrdes imprecisos e incompletos; a flexibilidade e interpretabilidade
dos modelos Fuzzy; e a capacidade dos algoritmos evoluciondrios multi-objetivos em
identificar 6timos exemplos de um modelo pela procura relacionada a multiplos
critérios.

O HPAM ¢ considerado uma abordagem hibrida de Aprendizado de Maquina
por compor uma aplicacdo seqliencial com trés métodos distintos. A rede TDNN
(subsecao 3.9.5.3.1) responsavel por aprender motivos das regides de ligagdo referentes
a seqiiéncias ndo especificas de DNA, decompondo um conjunto de motivos em
modulos, onde cada mddulo corresponde a uma caracteristica. Em seqiiéncia, no sentido
de fornecer maior clareza aos resultados obtidos pela rede, foram usadas inferéncias da
Logica Fuzzy para associar os modulos identificados pela rede. E finalmente,
empregado o método de reconhecimento de padroes MOSS (Multi-objective Scatter
Search), que usa Algoritmos Genéticos para encontrar 0s motivos mais representativos
previamente descobertos pela sinergia dos outros dois métodos aplicados.

3.9.6.1 O HPAM

A fig. 3.10 apresenta a estrutura implementada para o HPAM. Em (A) a TDNN
recebe como entrada uma seqiiéncia de DNA, a qual ¢ quebrada em janelas de tamanho
fixo.
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Em (B) a saida da TDNN ¢ o conjunto de promotores preditos com a localizagao
de suas seqiiéncias conservadas. Os sub-motivos reconhecidos por cada modulo da rede
foram inspecionados para obter a freqliéncia de nucleotideos, bem como a freqiiéncia de
distribuicdo das distancias entre eles. A partir dessas distribui¢des de probabilidade para
identificar sub-motivos, foram calculados histogramas das freqliéncias de seus
nucleotideos constituintes e suas distancias. Os modelos Fuzzy foram adquiridos com
base nestas distribuigdes prévias que serviram para a constru¢do das fungdes de
pertinéncia, determinadas pelo calculo proposicional da freqiiéncia de seus nucleotideos
consenso na forma de conjuntos Fuzzy discretos.

Cada predi¢ao da rede e os modelos Fuzzy sdo usados como entrada do método
MOSS. Em (C) o MOSS ¢ utilizado, especificamente, para reconhecer todos os 6timos
motivos localizados em uma seqiiéncia de DNA. O MOSS considera a relagdo de uma
seqiiéncia de DNA com cada sub-motivo promotor e as suas distdncias, como multiplos
objetivos que devem ser otimizados. Além disso o MOSS ¢ capaz de tratar problemas
multi-modais, como encontrar mais de uma solu¢dao para cada regido promotora. O
algoritmo evoluciondrio utilizado pelo MOSS ¢ uma extensdao da heuristica original
scatter search (LAGUNA ¢ MARTI, 2003), que usa as regides promotoras detectadas
pela TDNN e os modelos Fuzzy identificados para cada modulo promotor como
entradas e encontra todos os exemplos 6timos que satisfacam as restricdes do modelo.

IASC"ITSACA...T.-#TP.ATGS...MGSTATAAT...'ITGASG... AGGG..CC C
enkrada HPAM | | seqiéncia de DNA

-~

(A) AGCTTGACA TATAAT |
[ 1

GCTTGACA _TATAATG

entrada TOMM [

| TTGAGG.AGGG.. |

¢ ! 1

—»
TOMNI Modelo Fuzzy
saida TOMM ¢ ¢ ARTRAN

entrada MOSS i i l

Moss 1 MOS5 2 MOSS N
saida MOSS [pungun
caida HPAM

(C) e []

sub-rotivos

Figura 3.10: Metodologia do HPAM (COTIK et al., 2005)

3.9.6.2 Experimento

Ao HPAM foi submetido um conjunto de seqiiéncias conhecido por conter as
regides de ligacdo com a RNA polimerase com mais de um motivo alternativo na
mesma regido regulatoria (HARLEY e RAYNOLDS, 1987), 272 regides promotoras
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candidatas de E. coli, foram identificadas por meio de suas regides -35 ¢ -10.
Randomicamente, foram selecionados 60% dos dados do conjunto para treinamento e o
restante destinada para teste. As seqiiéncias possuiam 46 pb.

O conjunto negativo foi gerado randomicamente com igual probabilidade para
cada nucleotideo. A propor¢do de positivos versus negativos foi de 1:10,
respectivamente, para o conjunto de treinamento e 1:25, respectivamente, para o
conjunto de teste.

A implementagdo da TDNN foi realizada no SNNS',

Os modelos Fuzzy foram modelados a partir da distribuicdo correspondente de
probabilidades para as freqiiéncias de nucleotideos que compunham os sub-motivos e as
distancias entre os mesmos. O método MOSS foi executado 20 vezes com diferentes
sementes para cada seqiiéncia de entrada.

3.9.6.3 Resultados

Ambos os métodos, TDNN e MOSS, foram comparados individualmente com
outros métodos. A TDNN foi comparada com um método baseado em expressdes, que
considera descasamentos de um consenso como probabilidade crisp em uma
representacao (0,1) e também comparada com os programas Consensus/Patser (HERTZ
e STORMO, 1999) que representam os motivos como sendo matrizes com uma escala
[0,1]. O MOSS foi comparado com duas abordagens evolucionarias: o SPEA (Strength
Pareto Evolutionary Algorithm) (ZITZLER e THIELE, 1999) ¢ o (u+4) GA (SARKER
et al., 2002).

A tab. 3.6 apresenta os resultados de um experimento que utilizou 5 taxas
diferentes de verdadeiros positivos (TP) e falsos positivos (FP) com os dados de
treinamento e teste submetidos a TDNN.

Tabela 3.6: Resultados da TDNN para dados de treino e teste

0%FP 1%FP 5%FP 100% TP 80%TP Melhor CC

Método | %TP | CC | %TP | CC | %TP | CC | %FP | CC | %FP | CC | CC | %TP | %FP

Treino 41,45 | 0,51 | 83,55 0,84 | 93,42 | 0,89 | 17,83 | 0,82 | 0,72 | 0,81 | 0,9 | 91,45 | 1,91

Teste 13,33 | 0,27 | 76,67 | 0,78 | 93,33 | 0,88 | 23 |0,79| 1.4 | 0,8 | 0,9 | 91,83 | 5,83

Conforme os resultados apresentados na tab. 3.7, a TDNN obteve os melhores
resultados frente as metodologias comparadas.

Tabela 3.7: Comparacdo dos resultados da TDNN com outros métodos a dados de teste

Método CC %TP | %FP
TDNN 0,90 | 95,83 5,83
Crisp 0,46 43,33 3,9
Consensus-Patser | 0,68 74 7

' Stuttgart Neural Network Simulator: simulador de Redes Neurais disponivel em:
http://www-ra.informatik.uni-tuebingen.de/SNNS/
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Como pode existir mais de uma possivel descri¢ao para cada regido promotora, o
método MOSS e seus concorrentes foram testados com as 261 regides promotoras
reconhecidas pela TDNN e mais 60 solugdes alternativas (multiplos promotores)
definidas para seqiiéncias correspondentes totalizando 329 regides. A tab. 3.8 apresenta
os resultados comparativos.

Tabela 3.8: Comparagdo dos resultados do MOSS e outros métodos evolucionarios a
dados de teste

original | Alternativo | %original | %oalternativo | Total | %total
MOSS 243 59 93,1 86,76 302 | 91,79
SPEA 217 43 83,14 63,24 260 | 79,03
(u1+2) GA 223 52 85,44 76,47 275 83,59

3.9.7 Comentarios dos Experimentos Descritos

Os dois experimentos iniciais relatados tratavam de compilagdes de dados com
diferentes quantidades de amostras. No entanto, referiam-se a0 mesmo organismo, a E.
coli. Ambos utilizaram técnicas para a extra¢do de caracteristicas, que objetivavam uma
busca adicional por supostas regioes de interesse, além das ja tradicionais regides -10 e
-35. As técnicas de extracdo de caracteristicas combinadas com as redes neurais
produziram excelentes resultados ao problema com taxas de reconhecimento superiores
a 90%.

O tnico trabalho relatado que ndo aborda dados do organismo E. coli, foi o que
empregou RNs para reconhecer promotores em Micobactérias, outro organismo além da
E. coli, que apresenta um ntmero razoavel de seqiiéncias com as duas principais
regides de interesse bem definidas. Uma contribui¢do adicional desse artigo, foi uma
selecdo de um conjunto heterogéneo de seqii€ncias com base em caracteristicas como:
distancia de pares de base entre as principais regides de interesse, distdncia entre a
regido -10 e o TSS e percentual de contetido (A+T) e (C+G). Outra observacao ¢ que
foram usadas trés vezes mais amostras negativas do que positivas para a construcao dos
modelos.

O pentltimo experimento abordado, tratou de melhorar o resultado preditivo de
uma ferramenta tradicional de predi¢do de promotores em organismos eucarioticos que
utiliza as redes TDNNs. Entretanto, essa rede foi modelada para identificar promotores
em procariotos, apresentando uma quantidade grande de falsos preditos. Uma métrica
de célculo da distancia entre o ponto de inicio da transcricdo e ponto de inicio da
tradugdo do gene relativo ao promotor, foi a solucdo adotada pelo experimento para
aumentar o poder preditivo do programa j& existente, conseguindo bons resultados
diante de 671 promotores. Por outro lado ocorreu uma pequena queda na capacidade de
identificar amostras positivas.

O ultimo experimento exposto, apresentou um modelo hibrido que empregou
trés abordagens da Inteligéncia Artificial, entre elas a rede TDNN. A essa arquitetura
maciga de métodos foram submetidas seqiiéncias de E. coli, que apresentaram
resultados significativos.

Duas questdes importantes observadas nestes experimentos sdo: a grande
quantidade de seqiiéncias comprovadas utilizadas nos experimento, dai a justificativa de
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uso de dados da E. coli na maior parte dos experimentos; e, além do niimero superior de
seqiiéncias, o uso de estratégias para extracdo de caracteristicas mais relevantes que
colaborem com o poder preditivo das RNs.

Nao foram encontrados na literatura trabalhos cientificos que tratam da
utilizagdo de RNs para reconhecimento de promotores em Mycoplasmas e sim somente
poucos artigos (Weiner et al. (2000) e Eskin et al. (2003)) que descrevem um nimero
reduzido de seqiiéncias de alguns organismos desta familia e que motivaram a
realizacdo de uma investigagdo inicial ao problema.
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4 EXPERIMENTOS E RESULTADOS

Neste capitulo sdo relatados seis experimentos realizados em ordem cronoldgica
que demonstram o desenvolvimento de estratégias para obtencao de melhores resultados
para o problema de reconhecimento de regides promotoras em Mycoplasmas. As
maiores dificuldades encontradas tratam da baixa caracterizagdo € um numero
insuficiente de amostras representativas referentes ao problema. O primeiro e segundo
experimentos abordam o uso de dados comprovados efetivamente por meios bioldgicos
de seqiiéncias promotoras; quanto aos demais experimentos a inten¢do foi obter um
maior nimero de seqiiéncias, no entanto sem a precisdo da localizagdo do promotor na
seqiiéncia e sim se estas continham ou ndo informag¢do relativa a promotor. Conforme
relatado, em cada experimento foram empregadas técnicas de aprendizado
supervisionado e clusterizagdo juntamente com testes estatisticos dos resultados obtidos.
No processo de tratamento dos dados foram usados arquivos de texto e os softwares:
Artemis 7 ¢ EMBOSS; e o Neural Network Toolbox do Matlab tanto para preparagao
dos dados como para implementagao das redes neurais.

4.1 Padronizagdes

Esta secdo visa fornecer algumas padronizacdes que serdo empregadas nos
experimentos como codificacao dos dados, testes de validagcdo cruzada e algoritmos de
aprendizado das RNs. As métricas utilizadas para avalia¢do dos testes de validacao dos
experimentos propostos sdo as mesmas descritas no capitulo anterior, subse¢ao 3.9.1.

4.1.1 Codificacao dos Pares de Base

Para tratamento digital, os pares de base foram transformados para forma
binaria, seguindo a codificacdo conhecida como BIN4 (WU e McLARTY, 2000), em
que cada par de base recebeu a seguinte representagao:

a={1000};
t={0100};
g=1{0010};
c=1{0001}.

Por exemplo, uma seqiiéncia nucleotidica com 50 pb submetida a codificacdo
BIN4 acaba sendo representada por um vetor de tamanho 200 elementos. Para formar
uma amostra de treinamento, ao final de cada seqiiéncia codificada foram acrescidos 2
bits {1 0} ou {0 1} que representam a saida conhecida da classe, promotor ou nao
promotor, respectivamente.
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4.1.2 Testes de Validagcio Cruzada

4.1.2.1 Leave-one-out

Este método é computacionalmente dispendioso e freqiientemente € utilizado em
conjuntos reduzidos de amostras. Para um conjunto de tamanho N uma hipdtese ¢
induzida utilizando (N — 1) exemplos; a hipdtese é entdo testada no unico exemplo
(amostra) remanescente. Este processo ¢ repetido N vezes, cada vez induzindo uma
hipodtese e deixando de considerar um tnico exemplo (BARANAUSKAS, 2001). O erro
de classificagdo ¢ a soma dos erros de cada teste dividido por N (WHELAN e
MOLLOY, 2001).

4.1.2.2 Tenfold Cross Validation

Essa técnica ¢ semelhante a anterior, com a diferenca de ser aplicada a conjuntos
compostos por um maior nimero de amostras. Ao invés de ser retirada uma Unica
amostra, todo o conjunto ¢ particionado em 10 subconjuntos sendo reservado um dos
subconjuntos para teste e os demais aplicados para treinamento do modelo. Este ¢ um
processo ciclico em que a cada rodada sdo utilizados 9 subconjuntos para treino e 1
subconjunto ¢ reservado para teste executado até que o ultimo subconjunto seja
destinado para teste.

4.1.2.3 Particdo em Treinamento e Teste

Outra metodologia de validacdo aplicada aos experimentos realizados foi o
particionamento dos conjuntos de amostras em treino e teste, onde um percentual de
amostras ¢ reservado para cada conjunto, geralmente 80% para treino e os 20% restantes
destinadas a teste.

4.1.3 Algoritmos de Treinamento Supervisionado

Os algoritmos de treinamento supervisionado utilizados nos experimentos I, III,
V e VI referem-se ao Gradiente Descendente com termo de Momento (GDX), descrito
na subse¢do 3.8.1.1, ¢ ao Resilient Back-propagation (RPROP), descrito na subsegdo
3.8.1.2. Ambos estdao presentes no Neural Network Toolbox do Matlab e sdo
representados pelas fungdes ‘traingdx’ e ‘trainrp’, respectivamente.

4.2 Experimento |

Este experimento relata a obtencdo de seqiiéncias relativas aos Mycoplasmas que
apresentam a regido promotora definida, sendo descrita a composi¢ao de conjuntos de
amostras de diferentes fontes com base na localizagdo da regido promotora e emprego
desses dados em diferentes composicdes para treinamento de redes neurais
supervisionadas e avaliagdo dos resultados.

4.2.1 Dados Utilizados

Os dados utilizados apresentam duas fontes: um primeiro conjunto composto por
32 seqiiéncias foi obtido do artigo Transcription in Mycoplasma pneumoniae (WEINER
et al., 2000), que descreve como obteve essas seqiiéncias com a realizagdo de
experimentos laboratoriais que tratam desde a criagdo de culturas com a bactéria até a
obtencdo da lista de seqiiéncias descritas no artigo.
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O segundo conjunto de dados foi obtido por meio de consulta ao site do NCBI,
por ser o BD mais completo, realizada em janeiro de 2004, sendo realizada uma busca
por termos representativos presentes em promotores como : “-107, “-35”, “rbs”,
“adhesin”, em conjunto com as expressoes: “promoters” e “mycoplasma family”.

A maneira como os dados do primeiro conjunto sdo apresentados no artigo,
apresenta as seqiiéncias em uma forma resumida, ou seja, com poucos pares de base e
alguns cortes, nao sendo adequadas para o tratamento computacional proposto.

Cada seqiiéncia que referencia um gene apresenta um identificador que permite
encontrar dentro do genoma completo da bactéria, disponivel no NCBI, no caso o
Mycoplasma pneumoniae, a posi¢do de inicio e término do gene referenciado. Com base
nessa informagao foi efetuada uma busca na seqiiéncia de nucleotideos anterior ao inicio
dos genes para encontrar as seqiiéncias apresentadas no artigo que apresentavam este
identificador e assim obter a referida regido promotora.

Quando realizado esse levantamento e encontrada essa seqiiéncia dentro do
genoma, foi feito um recorte de 10 pares de base anteriores a regido -10 até a posi¢ao
-50, obtendo-se assim uma seqiiéncia com 50 pares de base. A razdo pela escolha dessa
regido -10, conforme Lewin (2001) e Zaha et al. (2003), é que esta apresenta um maior
consenso em sua composi¢do. Desta forma, pode ser utilizada como referéncia para
obtencao das seqiiéncias promotoras. Ja o fato que levou a escolha de um tamanho de 50
pb faz mencao a englobar ambas as caracteristicas que compdem a regido promotora e a
fronteira de decisdo entre o que seria considerado promotor € 0 que ndo seria promotor.

Ao contrario da composicdo do primeiro conjunto, o segundo conjunto nao
apresenta um artigo como referéncia e sim resultados retornados da consulta ao BD por
meio de palavras chave, que conduzem a determinados genes que apresentam alguma
relacdo com o objeto de busca. Num momento ja refinado da busca, se obteve 46
seqiiéncias, no entanto fatores como: determina¢do de somente uma regido promotora
(-10 ou -35), falta de um numero adequado de pares de base definido como minimo, ou
alguma outra imprecisdao acabaram limitando o conjunto a 21 seqiiéncias.

4.2.2 Pré-processamento dos Dados

De posse das seqiliéncias alvo de promotores algumas manipulagdes foram
realizadas ndo somente para tornar vidvel seu uso nas técnicas utilizadas, mas também
para proporcionar uma maior representatividade da informacdo e desta forma, as
seqiiéncias de nucleotideos sdo transformadas em amostras.

Conforme visto no capitulo 2, os nucleotideos de uma fita de DNA recebem
marcagdes previamente estabelecidas para melhor manipulagdo da seqiiéncia génica,
onde: o ponto de inicio do gene ¢ determinado como +1 (um), os pares a sua direita
seguem uma numeragdo positiva, enquanto os da esquerda uma numeragdo negativa.
Isso ocorre a cada novo gene encontrado na fita.

Devido a caracteristica do DNA em poder apresentar os genes ora numa fita, ora
em outra, e o fato de os promotores poderem ser encontrados em qualquer uma destas,
se optou, por simples escolha légica de programacdo, tratar todas as seqiiéncias na
forma inversa, ou seja, todas as seqiiéncias que ja& estavam naturalmente assim,
permaneceram desta forma, quanto as demais seqiiéncias, orientagcdo 5'-3', tiveram suas
seqiiéncias invertidas. Assim, apds esse processo, todas as seqiiéncias ficaram alinhadas
pela regido -10.
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Com os dados pré-processados e codificados foi efetuada a geracdo dos
conjuntos de dados para treinamento e teste da rede neural.

Os dados que compdem as amostras presentes nos dois conjuntos de dados
descritos referenciam somente dados relativos a promotores. No entanto, o problema
exige uma solugdo para identificagdo do que é € o que ndo ¢ promotor, uma vez que na
maioria das seqiiéncias de nucleotideos ¢ dificil existir uma determinacdo clara para
essa classificacdo. Assim, se propds um experimento que produz amostras sintéticas
com base nas seqiiéncias reais de dados referentes a promotores, para a composi¢do de
seqiiéncias de ndo promotores.

A origem destas seqiiéncias artificiais, estd baseada na proposi¢do que existem
duas regides que fazem mencdo a localizagdo de pares de base indicativos da presenca
do promotor. Uma como j4 citado € a regido -10 composta por 6 pares de base. E a outra
regido indicada por conter pares de base referentes a promotores ¢ a regiao -35, porém
essa regido ndo apresenta grande consenso, ou seja, ndo apresenta uma definicao clara e
exata deste posicionamento.

Com base nessa afirmagao se procurou delimitar duas janelas sobre cada uma
das regides indicativas. Uma janela foi posicionada na regido -10 com o tamanho de 6
pb e a outra janela, de mesmo tamanho, foi posicionada sobre a possivel regido -35.
Devido a imprecisdo desta regido foram realizados dois experimentos extras, variando o
tamanho dessa segunda janela: um empregando uma janela com tamanho de 10 pb e
outro com uma janela de 15 pb, englobando uma quantidade maior de nucleotideos. A
escolha do tamanho dessa segunda janela em 10 ou 15 pares de base foi devido a
variagdo observada nas seqiiéncias de promotores, onde a regido -35 apresentava a
menor € a maior distdncia, em pares de base, em relacdo a regido -10, o que englobava
10 ou 15 pb. Desta forma, com a jun¢do das duas janelas, foram obtidas somente
informacgdes relativas ao promotor.

A criagdo de amostras que caracterizassem seqii€ncias ndo promotoras ocorreu
pelo deslocamento das referidas janelas em uma posi¢cdo, um par de base, a direita das
posicdes indicativas da presenga de promotor até atingir o final da seqiiéncia; ou a
esquerda das posi¢des indicativas da presenca de promotor até atingir o inicio da
seqiiéncia. Assim a cada deslocamento dessas janelas em uma posi¢cdo a direita ou a
esquerda, e a juncdo das referidas janelas, produziu-se uma seqiiéncia que referencia
algo que parece ser promotor, pelo posicionamento proximo a regido indicativa, ou
mesmo porque com um deslocamento de apenas um par de base ainda existem varios
pares de base na janela que indicam a presenga do promotor, mas que no entanto nao
consiste na presen¢a de um promotor exato.

Essa metodologia foi adotada no sentido de aproximar a realidade da fronteira de
decisdo, onde existe um limiar que distingue as classes promotor e ndo promotor,
mesmo ndo havendo uma precisdo na regido -35 da quantidade de pares de base que
estao presentes na composicao dessa caracteristica.

Como o deslocamento em uma posi¢ao a direita ou a esquerda da localizagao
indicativa de promotor produz uma amostra considerada nao promotora e também
devido ao tamanho das seqiiéncias, 50 pb cada, foi possivel a partir de uma amostra
promotora a geracdo de varias amostras ndo promotoras. Por exemplo, a partir de cada
seqiiéncia promotora referente ao conjunto de dados do artigo, utilizando duas janelas
de 6 pb, foi possivel produzir 19 amostras negativas. Para compensar a grande
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quantidade de amostras negativas produzidas, as amostras representativas de seqiiéncias
promotoras foram replicadas, até a quantidade de negativas e positivas ficar balanceada.

Assim foram gerados 3 conjuntos de dados, os quais foram estendidos pela
aplicacdo de janelas:

e Ao conjunto de 32 amostras foram aplicadas janelas de 6 pb e 6 pb, 6 pb
e 10pb e 6 pb e 15 pb, sobre as regides -10 e -35, respectivamente. E
produzidos 3 novos subconjuntos;

e Ao conjunto de 21 amostras foram aplicadas janelas de 6 pb e 10pb e 6
pb e 15 pb sobre as regides -10 e -35, respectivamente. E produzidos 2
novos subconjuntos;

e Ao conjunto que ¢ a jun¢do dos dois anteriores com 53 amostras foram
aplicadas janelas de 6 pb e 10pb e 6 pb e 15 pb, sobre as regides -10 ¢ -
35, respectivamente. E produzidos 2 novos subconjuntos;

Cada um destes 7 subconjuntos foi submetido a treinamento de diversas redes
neurais e aplicagdo de testes para averiguar a capacidade de classificacdo dos modelos.

4.2.3 Experimento

Com os subconjuntos estabelecidos efetuou-se o treinamento das redes neurais
com cada um. Diante de diversos testes realizados variando-se o algoritmo de
aprendizado, optou-se pelo uso de uma configuracdo padrao.

O algoritmo de aprendizado escolhido foi o RPROP, com 27 n6s na camada
escondida, taxa de aprendizado 0,01, constante de momento de 0,95, nimero maximo
de 1000 épocas de treinamento e erro médio quadrado desejado de 10°°.

Dependendo do subconjunto de dados aplicado, conforme exposto na tab. 4.1,
ocorreu a seguinte variagao na camada de entrada.

Tabela 4.1: Variagdo do nimero de entradas por tamanho das janelas de cada
subconjunto

Janelas em pb

regiao-10 | regido -35 | Tamanho da entrada

6 6 48
6 10 64
6 15 84

A saida da rede é composta por somente 2 noés representando as classes:
promotor ou ndo promotor.

Devido a falta de padronizagdo nos dados do subconjunto de 21 amostras, em
termos de tamanho e localizagdo correspondente a regido -35, optou-se por somente
utilizar as duas janelas exatas de 6 pb sobre as regides -10 e -35, respectivamente,
somente no conjunto de 32 amostras. A jungdo dos dois subconjuntos, compondo o
terceiro subconjunto de 53 amostras, também ndo foram empregadas as duas janelas de
6 pb.
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4.2.4 Resultados Obtidos

Dentro dos critérios e métricas estabelecidos, as seguintes tabelas reportam os
resultados obtidos.

Tabela 4.2: Resultados da aplicag¢do de dados de teste a0 modelo RPROP com o método
leave-one-out ao Experimento [

Subconjuntos| CC | SN | SP
32 amostras
6pbe6pb |0,42 [33%[99%
6pbe 10pb | 0,29 | 19% |99%
6pbe 15pb | 0,20 | 13%|98%
21 amostras
6pbe 10pb | 0,06 | 5% |97%
6pbe l5pb |-0,11] 0% |98%
53 amostras
6pbe l0pb | 0,07 | 6% |97%
6pbel5pb | 0,07 | 6% |97%

Tabela 4.3: Resultados da aplica¢do de dados de teste a0 modelo RPROP com o método
Tenfold Cross Validation ao Experimento I

Subconjuntos| CC | SN | SP
32 amostras
6 pbe6pb |0,64|63%|98%
6pbe 10pb 0,47 |41%|98%
6pbe 15pb |0,52147%|98%
21 amostras
6 pbe 10pb |0,40]|34%|96%
6pbe 15pb |0,45]|38%|98%
53 amostras
6pbe 10pb |0,45]|40% |98%
6pbel5pb |0,31]27%|96%

Tabela 4.4: Resultados da aplicag¢do de dados de teste a0 modelo RPROP com o método
treino 80% - teste 20% ao Experimento I

Subconjuntos | CC | SN | SP
32 amostras
6pbeo6pb |0,26|15%|99%
6pbe 10pb [0,20[11%]98%
6 pbe 15pb [0,21]12% [98%
21 amostras
6pbe 10pb [0,11[10%]96%
6pbe l5pb |0,05| 6% |97%

53 amostras
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6pbe 10pb 0,08]8% |96%
6pbe 15pb |0,12]15%|92%

4.2.5 Discussdo dos Resultados

Observando-se as tabelas de resultados ¢ facil detectar que em todos os
experimentos realizados, o subconjunto de 32 amostras com as duas janelas
posicionadas exatamente sobre as caracteristicas de promotor ¢ o deslocamento dessas
janelas para a constru¢do de amostras negativas obteve os melhores resultados. Embora
a significancia de um melhor resultado de 63% para a sensibilidade seja um tanto
questionavel.

Quando aplicadas somente as 21 amostras, provenientes do NCBI, foi
perceptivel uma queda no percentual de reconhecimento de amostras positivas,
revelando ndo s6 inconsisténcias na composicao dessas seqiiéncias, como também um
baixo nimero de amostras sem representatividade, o qual aparenta adicionar ruido as 32
amostras quando realizados experimentos com a junc¢ao dos dois subconjuntos.

Além disso, os resultados revelam que a extensdo do niimero de pares de base,
representantes da regido -35 ndo contribuiu para uma melhor caracterizacdo dessas
seqiiéncias.

Embora realizados outros experimentos, ocorrendo a alteracdo dos parametros e
configuracdo da arquitetura das redes, bem como aplicagdo de outros algoritmos de
treinamento, pouco foi a contribui¢do na obtencao de melhores resultados.

Os resultados desses experimentos conduziram a realiza¢do de uma investigagao
mais aprofundada na composicdo das seqii€éncias do subconjunto com 32 amostras, o
qual resultou no préximo experimento descrito.

4.3 Experimento Il

Neste experimento ¢ explorado o conjunto de dados relativos as 32 amostras
utilizadas no Experimento I, esses dados foram escolhidos por apresentar melhores
resultados e serem originarios de um estudo mais acurado. A abordagem feita neste
experimento explora a geragdo de categorias com o uso de uma metodologia neural ndo
supervisionada.

4.3.1 Dados Utilizados

Nesse experimento, Valiati ¢ Engel (2006) utilizaram os dados relativos aos
promotores sdo das 32 seqiiéncias descritas no experimento anterior.

Os dados negativos referem-se a juncdao de duas seqiiéncias relativas a regides
intergénicas sem indicativos da presenca de promotores, ou seja, regides que nao estdo
inseridas dentro das regides codificantes e sim entre um gene e outro. Neste caso essas
duas regides referem-se ao final de dois genes que ocorrem em fitas distintas do DNA.
A unido das duas seqiiéncias resultou em 4440 pares de base.

4.3.2 Pré-processamento dos Dados

A todas as seqiliéncias que constituiram os conjuntos de dados foi empregada a
codificagao BIN4.
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Em um primeiro momento, foram aplicadas janelas nas posicdes exatas de
ocorréncia das caracteristicas promotoras, relativas a 6 pb na regido -10 e 6 pb na regido
-35, respectivamente. Posteriormente, também se optou por aplicar janelas com 6 pb e
10 pb, respectivamente, sobre as regides de interesse, conforme justificado no
experimento anterior devido a falta de consenso na regido -35.

A geragdo de amostras sobre os dados negativos ocorreu conforme a distribuicao
das regides nas seqiiéncias positivas, ou seja, regido -10 espagada da regido -35, e
deslocamento destas janelas ao longo da seqiiéncia até seu comprimento final. Dos 4440
pb da juncdo das duas seqiiéncias, foram geradas 2516 amostras negativas quando
usadas 2 janelas de 6 pb com seu respectivo espacamento, e 2220 amostras negativas
quando usadas 2 janelas: uma de 6pb e outra de 10pb com seu respectivo espacamento.

4.3.3 Experimentos

Os experimentos relatados neste item referem-se a aplicagdo da rede ART 1,
descrita no capitulo de Redes Neurais, para a construcio de agrupamentos que
representassem a variabilidade dos nucleotideos constituintes das regides indicadas
como promotoras.

Uma aten¢do especial foi dada ao parametro de vigilancia (p), que exerce um
controle do nimero minimo de pares de bases constituintes dos agrupamentos que o
modelo produziu. Assim, por exemplo, para a aplicagdo de seqiiéncias representativas
das regides de interesse compostas por 12 pb em conjunto, com o p = 0,5, significa
dizer que os agrupamentos formados serdo constituidos por grupos compostos com pelo
menos 6 pb.

Inicialmente foi empregado o conjunto das 32 amostras com suas exatas duas
regides de 6 pb na constru¢do de um modelo. Os varios valores para o pardmetro de
vigilancia foram testados, sendo p = 0,5 o mais estavel encontrado para este
experimento, o que propiciou a geracao de 11 agrupamentos, os quais sdo apresentados
no APENDICE A, com suas respectivas saidas reconstruidas, e posterior aplicagdo das
2516 seqiiéncias negativas sobre os clusters encontrados.

Com base nos resultados obtidos e apresentados na proxima subsecao, partiu-se
para uma extensdo desse experimento inicial. Desta forma, foi criado um modelo para
as 32 amostras com janelas de 6 pb e 10 pb, respectivamente. A melhor configuracao
também foi obtida quando p = 0,5, o que possibilitou a gera¢do de 14 agrupamentos, os
quais sdo apresentados no APENDICE B, com suas respectivas saidas reconstruidas, e
posterior aplicagdo das 2220 seqiiéncias negativas sobre os clusters encontrados.

Os resultados mais significativos foram obtidos para o segundo experimento de
6 pb e 10 pb, respectivamente para cada regido. Desta forma, optou-se por realizar uma
nova extensao do experimento com melhores resultados, onde, cada uma das janelas de
6 pb e 10 pb, respectivamente, foi utilizada para o treinamento de um modelo ART 1,
correspondente a cada uma das duas regides em separado.

Foram construidos varios modelos de agrupamentos, primeiro com o p variando
em [0,15; 0,2; 0,4; 0,6; 0,7; 0,9] para o ART 1 destinado a regido -10; e depois com o p
variando em [0,1; 0,2; 0,3; 0,4; 0,5; 0,6; 0,7; 0,8] para o ART 1 da regido -35. Uma vez
construidos os modelos foi recuperado o valor de p para cada regido em que se
obtiveram os melhores resultados da validagdo cruzada com leave-one-out. Cada
amostra reservada para teste, teve suas respectivas regides submetidas ao referido
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modelo. O processo decisério tratou de unir a classificagdo dos dois modelos e somente
a classificacdo em ambos permitiu se estabelecer o agrupamento a que pertencia a
amostra de teste.

ApoOs a recuperacao do p para cada modelo referente a determinada regido, foi
realizada a submissdo das 2220 amostras negativas, cada regido da amostra foi
submetida a seu respectivo modelo e a classificagdo estabelecida segundo a associagao
do cumprimento da meta de ambos. As amostras negativas ndo foram utilizadas para
geracao dos agrupamentos, no entanto a avaliacdo de seus resultados contribuiu para
ajustar o pardmetro p de ambos os modelos para um valor que balanceasse a
classificagdo de amostras positivas e negativas a valores supostamente satisfatorios.

Assim, para o experimento que empregou um modelo ART 1 para cada regido,
foi estabelecido um p = 0,7 e obten¢do de 10 agrupamentos para a regido -10 e um p =
0,3 ¢ obtengdo de 12 agrupamentos para a regido -35. Nos APENDICES C ¢ D,
respectivamente, sdo apresentados os agrupamentos gerados e as saidas reconstruidas
para cada modelo.

4.3.4 Resultados Obtidos

A tab. 4.5 sumariza os resultados obtidos para os subconjuntos que utilizaram
duas janelas associadas para obtengdo dos agrupamentos € para o subconjunto que
utilizou cada regido em separado para a constru¢ao de modelos. Os resultados relativos
a sensibilidade (SN) fazem mengao a classificagdo obtida com o método leave-one-out
sobre as amostras positivas, enquanto que os resultados relativos a especificidade (SP)
representam a capacidade de rejeicdo das amostras negativas. O valor da sensibilidade
para o subconjunto com as regides separadas foi obtido pela média do leave-one-out
para as duas regides.

Tabela 4.5: Resultado da aplicacao de 3 subconjuntos a agrupamentos com obtengao
dos melhores pardmetros de vigilancia

Subconjuntos P CC| SN | SP
6 pb e 6 pb juntos 0,5 0,43 153%|99%
6 pb e 10 pb juntos 0,5 0,75165% | 99%

regido -10 | regido -35

6 pb e 10 pb separados 0,7 0,3 0,34 | 72% | 95%

4.3.5 Discussao dos Resultados

Os resultados revelaram que a separacao das regides -10 e -35 para composi¢ao
de modelos distintos produziu resultados melhores na identificacio de promotores,
apesar de ter obtido um coeficiente de correlagdo baixo e uma pequena queda na
identificacao de falsos positivos.

Embora, novamente as amostras referentes as 32 seqiiéncias sejam relativamente
representativas, obtendo-se bons resultados para a aplicagdao de 6 pb e 10 pb para as
regides -10 e -35, respectivamente, esses dados ainda sdo insuficientes em quantidade
de amostras para poderem ser generalizados a todo o problema e serem capazes de
descobrir e indicar possiveis promotores em uma seqiiéncia desconhecida submetida ao
modelo. Os indicios levam a crer, que quando submetidas amostras positivas um pouco
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diferentes em conteudo das que produziram os agrupamentos, conforme constatado em
alguns testes preliminares, ocorreu a rejeicdo das mesmas. Sendo que o modelo nao foi
capaz de generalizar as positivas.

Considerando os apéndices, que apresentam o nimero de categorias geradas para
as melhores configuragdes do pardmetro de vigilancia aos subconjuntos aplicados,
constatamos que a média da quantidade de agrupamentos por seqiiéncias ¢ de dois ou
menos, dependendo da situagdo. Ou seja, ndo ha uma representatividade dessas 32
seqiiéncias para se obter uma boa padronizacdo que colabore na identificacdo de novas
seqiiéncias promotoras.

Dessa forma, se buscou uma nova alternativa para tentar obter um niimero maior
de seqiiéncias que pudessem ser investigadas. Essa busca por mais seqiiéncias resultou
nos proximos experimentos que exploram uma nova abordagem, mas que também
tentam explorar a metodologia empregada pelo ART 1.

4.4 Experimento 11

Este experimento aborda o uso de regides que contém ou ndo um promotor
inserido em suas seqiiéncias sem saber a localizacdo deste na seqiiéncia. Sao descritos
os organismos selecionados, a forma de obtengdo das regides de interesse € o processo
de composi¢do das amostras para consolidar um conjunto de treinamento de modelos
neurais supervisionados. Também ¢ exposta a realizagdo de testes com os dados
empregados neste experimento aos modelos obtidos com a abordagem ndo
supervsionada do Experimento II.

4.4.1 Dados Utilizados

Na tentativa de suprir a deficiéncia da falta de dados relativos a promotores de
Mycoplasmas, optou-se pela exploragdo de duas regides intergénicas de organismos da
familia Mycoplasmataceae. As duas regides escolhidas se caracterizam: pela presenga
de dois promotores sem se saber sua localizacdo de ocorréncia, IGR-B, e pela auséncia
de promotor, IGR-X. Para tal experimento foram selecionados 12 genomas dos referidos
organismos: M. galliceticum, M. genitallium, M. hyopneumoniae J, M. hyopneumoniae
232, M. hyopneomoniae 7448, M. mobile, M. mycoides, M. penetrans, M. pneumoniae,
M. pulmoniae, M. synoviae e Ureaplasma (parente proximo dos Mycoplasmas) expostos
em Vasconcelos et al. (2005).

4.4.1.1 Regides Intergénicas

Muitas das diferengas entre espécies podem ser atribuidas a mudancas nos
processos de transcri¢ao e traducdo, os quais sao comandados por elementos que estao
dispostos nas regides intergénicas. Essas regides sdo definidas como as seqiiéncias que
estdo entre o ponto de parada da transcricdo de um gene e o ponto de inicio da
transcri¢do do préximo gene.

Segundo Camargo et al. (2005), autor da ferramenta IGR-Annot que usa a
metodologia de Sistemas Multi-agentes para aquisicdo das regides intergénicas, para a
obtencdo dessas regides do genoma de um determinado organismo € necessario possuir
o genoma completo do organismo e informagdes sobre suas regides codificantes,
compostas pelas posigdes de inicio e término do gene, a sua orientagdo € o seu nome. A
ferramenta trabalha com a exploragdo de arquivos no formato GenBank, os quais
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contém todas as informagoes requisitadas e ¢ considerado um formato padrao, sendo
que todos os genomas depositados neste banco possuem essa formatagao.

Cada arquivo com a seqiiéncia de nucleotideos de um organismo, em formato
GenBank, fornece uma série de itens sob forma tabular que descrevem as caracteristicas
do genoma. Uma das partes de interesse desse arquivo, contém as informagdes relativas
aos genes que compdem o organismo, geralmente os pontos de inicio e término do gene
sdo indicados num campo referenciado como CDS, que também acompanham
informagdes relativas ao seu produto e nome. Outras duas informagdes importantes a
serem consideradas sdo: a fita em que o gene esta presente, fita senso 5'->3" (foward) ou
fita anti-senso 3’'->5' (reverse); e a posi¢do relativa entre genes adjacentes, onde dois
genes adjacentes podem estar sobrepostos ou ndo. A existéncia de sobreposi¢do indica
que ndo ha regido intergénica.

Assim as regides intergénicas sdo detectadas e nomeadas conforme a seguinte
convengao:

IGR-0O-G1-G2,
onde O = {F|R|X|B}, dependendo da orientacdo do gene anterior (G1) e posterior

(G2). Conforme mostra a fig. 4.1, quatro situagdes distintas da aplicagdo da
nomenclatura podem ocorrer:

5 —— &1 | N =
| ICR-F.G2 i

3 * 5

5 * 2

&1

!

&1

ICR-EGI-G2 I

(i

3 ] &1
Figura 4.1: As quatro regides intergénicas possiveis (CAMARGO et al., 2005)

e Se G1 e G2 estdo na fita senso entdo a regido intergénica ¢ nomeada

IGR-F-G2, porque é uma regido intergénica que contém informagao
regulatdria sobre o gene G2;

e Se Gl e G2 estdo na fita anti-senso entdo a regido intergénica ¢ nomeada
IGR-R-G1, porque ¢ uma regido intergénica que contém informacao
regulatdria sobre o gene G1;

e Se Gl esta na fita senso e G2 esta na fita anti-senso entdo a regidao
intergénica ¢ nomeada IGR-X-G1-G2, porque ¢ uma regido intergénica
que ndo contém informagao regulatoria de nenhum dos genes;
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e Se Gl esta na fita anti-senso ¢ G2 estd na fita senso entdo a regido
intergénica é nomeada IGR-B-G1-G2, porque ¢ uma regido intergénica
que contém informagao regulatéria sobre ambos os genes.

Ao final da detec¢ao de todas as regides intergénicas do genoma de um
organismo, a ferramenta IGR-Annot grava as informagdes em um novo arquivo, de
mesmo formato GenBank, adicionando um campo chamado misc_feature que contém as
informagdes de cada regido intergénica (CAMARGO et al., 2005).

4.4.2 Pré-processamento dos Dados

Partindo dos arquivos com as regides intergénicas dos 12 organismos, foi
realizada a extracdo das regides de interesse IGR-X e IGR-B, com o auxilio do software
Artemis 7 que permite a manipulacdo das informagdes anotadas em arquivos GenBank.
Assim, quando realizada uma busca no arquivo anotado de cada organismo, foram
selecionadas somente as seqii€ncias que apresentassem no campo Mmisc_feature a
expressao “IGR-X”. O resultado dessa selecdo foi gravado em arquivo formato
FASTA'? com nome representativo, a esta caracteristica e ao organismo, para
processamento posterior. O mesmo foi realizado para a obtencao das seqiiéncias IGR-B.

Com base nas informagdes da subse¢do anterior, tanto as regides IGR-B como
IGR-X se referem a presenga e auséncia de promotores, respectivamente, em ambas as
fitas. Como a ferramenta IGR-Annot realiza a anotacao das informacdes somente da fita
senso, um pré-processamento adicional foi realizado: a geragdo do complemento
reverso de cada seqiiéncia que compde os arquivos com as regides intergénicas
selecionadas. Consequentemente, cada arquivo teve o nimero de seqiiéncias duplicado
em virtude dessa caracteristica. A realizacdo da inversdo e complementacdo das
seqiiéncias dessas regides foi realizada com o emprego da rotina Revseq, que compde o
pacote EMBOSS de ferramentas projetadas para Bioinformatica.

Segundo consulta a um especialista do dominio, a maior parte das seqiiéncias
deveria apresentar o promotor distante do inicio do gene ndo mais do que 100 pb. Essa
informagdo foi utilizada para limitar o tamanho das seqiiéncias que compunham cada
arquivo de regides IGR-X e IGR-B a 100 pb. No sentido de padronizar as seqiiéncias,
foi estabelecido um corte dos nucleotideos que excedessem os 100 pb e elimina¢do do
conjunto de dados de seqiiéncias com numero inferior a 100 pb.

Ap6s a realizagdo dessa limitacdo no tamanho das seqiiéncias foram extraidas as
seqiiéncias de nucleotideos de cada arquivo, ignorando o cabegalho informativo.
Posteriormente, todos os arquivos IGR-X e IGR-B extraidos e pré-processados,
conforme relatado acima, de cada um dos 12 organismos, foram unidos em um Unico
arquivo relativo a cada regido de interesse, o que resultou na composi¢ao de dois
arquivos referentes as caracteristicas exploradas.

A quantidade de seqiiéncias obtidas relativas as regides de cada organismo,
assim como o nimero total de seqiiéncias, ¢ apresentado na tab. 4.6. Sobre cada um dos
arquivos com as informagdes IGR-X (782 seqiiéncias) e IGR-B (1318 seqiliéncias)
consolidado, foi realizada a codificagdo binaria, sendo cada seqiiéncia representada por

'2 Formato composto por um cabecalho identificador seguido pela correspondente
seqliéncia de nucleotideos ou aminoacidos com 60 elementos por linha
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um vetor de 400 elementos e adicionados dois elementos ao final de cada amostra
relativos a saida desejada, conforme especificagdo da subsegao 4.1.1.

Tabela 4.6: Quantidade de seqiiéncias obtidas nos 12 organismos para regides IGR-X e
IGR-B ja com a inser¢do do complemento reverso

Organismo IGR-X | IGR-B
M. galliceticum 54 72
M. genitallium 12 38
M. hyopneumoniae J 82 130
M. hyopneumoniae 232 86 122
M. hyopneomoniae 7448 88 122
M. mdbile 28 108
M. mycoides 104 174
M. penetrans 96 182
M. pneumoniae 40 56
M. pulmoniae 92 122
M. synoviae 56 92
Ureaplasma 44 100
Total de seqiiéncias 782 1318

4.4.3 Experimentos

Inicialmente, o conjunto total de amostras obtido de cada regido foi aplicado as
RNs com arquitetura MLP e algoritmos de aprendizado GDX e RPROP. Dentre varios
treinamentos realizados, se optou por 4 testes com o Tenfold Cross Validation, 2 com
menor nimero de neurdénios na camada escondida e 2 com maior numero de neurdnios
na camada escondida para cada algoritmo de aprendizado. Para os testes com
percentuais de dados para treino e teste se optou pela realizacdo de 6 testes variando a
quantidade de neurdnios na camada escondida: 11, 20 e 38, respectivamente, para cada
algoritmo de aprendizado.

A varia¢do na quantidade de neurdnios da camada escondida foi realizada para
ver a sua influéncia na capacidade de classificacdo dos modelos, uma maior quantidade
de neurdnios nesta camada ndo contribuiu em se obter melhores resultados. Assim como
a adi¢cao de mais camadas escondidas.

Os demais parametros das redes treinadas seguiram a seguinte configuragao:
taxa de aprendizado de 0,01, constante de momento de 0,95, nimero méximo de 1000
épocas de treinamento e erro médio quadrado desejado de 10°°. Nio foram identificados
melhores desempenhos variando esses parametros, desta forma eles foram mantidos.

Os resultados apresentados no item seguinte, relativos ao teste com o Tenfold
Cross Validation representam o resultado médio para a apresentacdo dos 10
subconjuntos, ja os resultados relativos aos experimentos de treino e teste apresentam a
média para as 5 execugdes.
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Além dos experimentos com redes de aprendizado supervisionado, foi realizada
uma tentativa de submissdo a rede ART 1 treinada com as 32 amostras, com janelas de
6 pb e 10 pb separadas, com seus parametros o configurados em 0,7 e 0,3
respectivamente, do experimento relatado na se¢do anterior, por ter encontrado o melhor
resultado na avaliacdo da sensibilidade. Isso foi realizado porque as 32 amostras sdo
comprovadas, sendo que para as regioes IGR-B somente sabemos que existe pelo menos
um promotor inserido e nas IGR-X sabemos que nao ha promotor.

Na realizagao deste experimento, foram posicionadas as janelas de 6 pb e 10 pb,
espacadas pelo numero padrdo de pares de base estabelecidos. Sobre cada uma das
seqliéncias dos arquivos com informagoes IGR-X e IGR-B de todos os organismos, e
entdo deslocadas de seu inicio até o final de cada seqiiéncia. Esse deslocamento
produziu 70 novas amostras por cada seqiiéncia, o que totalizou ao final um conjunto de
92400 amostras para a regido intergénica IGR-B e 54880 amostras para a regido
intergénica IGR-X.

As amostras positivas (IGR-B) foram propagadas pelo modelo treinado e ao final
foi fornecida uma lista de quais posigdes e sub-seqiiéncias, dentro de cada uma das 1318
amostras, eram indicativas da presenca de promotor. O mesmo procedimento foi
realizado com as amostras IGR-X e ao final, fornecida uma lista com falsos promotores,
uma vez que as seqiiéncias sendo negativas ndo deveriam apresentar promotores.

Outro teste, com ART 1 foi a geracdo de agrupamentos com a submissao das
1318 seqiiéncias referentes as regides IGR-B, no sentido de tentar encontrar alguma
regularidade na composi¢ao dessas seqiiéncias. As seqiiéncias foram utilizadas na
integra, ou seja, com seus 100 pb originais. Na secdo de resultados ¢ apresentado o
nimero de agrupamentos obtidos com os respectivos parametros p.

Em um ultimo experimento com o ART 1, foram gerados agrupamentos
utilizando as seqii€ncias relativas a regido intergénica IGR-B para cada organismo. Isto
foi realizado em decorréncia dos resultados obtidos no experimento anterior, visando a
possibilidade de existir alguma regularidade na composicao dos pares de base, relativos
a cada organismo individualmente, com o intuito que cada um pudesse apresentar
particularidades em sua composi¢ao nucleotidica nessas regides.

4.4.4 Resultados Obtidos

4.4.4.1 RPROP e GDX

A tab. 4.7 apresenta os resultados dos experimentos realizados com os dados das
regides IGR-B e IGR-X, conforme as métricas de avaliagdo e algoritmos de aprendizado
expostos. A tabela também apresenta a quantidade de neur6nios na camada escondida
de cada rede neural ¢ a quantidade de amostras promotoras (P) e ndo promotoras (NP)
utilizadas para teste. O nimero de amostras de teste utilizadas nos experimentos onde a
métrica de avaliacdo foi o percentual de treino e teste, se refere a 5 execugdes em que
foram utilizados 20% (informagao especificada junto com a métrica de avaliagdo) das
amostras para teste e 80 % destinadas para treino em cada execugao.
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Tabela 4.7: Resultados da aplicagdo de algoritmos de aprendizado sobre métricas de
avaliacdo das regidoes IGR-B e IGR-X

Algoritmo | Neurdénios
Tipo de teste aprer(ljc?iza 4o gzci;rg?g; P/NP CcC SN SP
Tenfold Cross Validation RPROP 13 1318/782 | 0,25 75% 50%
Tenfold Cross Validation GDX 13 1318/782 | 0,38 T7% 61%
Tenfold Cross Validation RPROP 35 1318/782 | 0,37 82% 53%
Tenfold Cross Validation GDX 35 1318/782 | 0,39 80% 59%
Treino e teste (20%) RP 11 1280/825 0,34 76% 58%
Treino e teste (20%) GDX 11 1280/825 | 0,40 78% 62%
Treino e teste (20%) RP 20 1280/825 0,39 75% 63%
Treino e teste (20%) GDX 20 1280/825 | 0,45 81% 63%
Treino e teste (20%) RP 38 1280/825 0,39 79% 59%
Treino e teste (20%) GDX 38 1280/825 | 0,48 83% 63%

Os resultados demonstram que o algoritmo de aprendizado GDX com maior
quantidade de neuronios na camada escondida apresentou com maior freqiiéncia os
melhores resultados em todas as métricas analisadas. Destacam-se, 0 modelo GDX com
35 nés no teste Tenfold Cross Validation e os modelos GDX com 20 e 38 nos,
respectivamente, no treino e teste.

E importante salientar que menores indices encontrados para a especificidade em
relagdo a sensibilidade, provavelmente sejam decorrentes da quantidade inferior de
amostras negativas.

4.4.4.2 ART lcom 32 sequéncias comprovadas

No uso do ART 1, treinado com as 32 amostras ¢ submissao das 92400 amostras
geradas foram encontrados 5788 provaveis promotores. Nenhum provavel promotor foi
encontrado em 33 das 1318 seqii€ncias, que deram origem ao conjunto submetido. Essa
clusterizacdo apresentou uma variacdo de ocorréncia de 0-14 promotores por seqiiéncia,
ou seja, algumas seqiiéncias ndo apresentaram nenhum promotor ao longo das 70
janelas, enquanto outras apresentaram, por exemplo, 5 promotores e outras até 14
promotores. O grafico da fig. 4.2 apresenta o nimero de amostras encontradas para a
freqliéncia de possiveis aparicdes na variagdo resultante. As ocorréncias, em cada
seqliéncia, de 2, 3, 4, 5 e 6 supostos promotores, respectivamente concentraram
aproximadamente 66% de toda clusterizagdo. Embora tenham sido detectadas mais de
10 ocorréncias em uma mesma seqii€éncia, estas aconteceram em menor numero.
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Figura 4.2: Grafico com a quantidade de seqiiéncias e a varia¢ao de ocorréncia de
possiveis promotores em seqiiéncias IGR-B

Nos APENCICES E e F sdo apresentadas as possiveis regides promotoras com
seu contetido e exata localizagdo, juntamente com a seqiiéncia original de 100 pb, em
que sdo sugeridos promotores uma e duas vezes, ou seja, em 97 e 165 seqiiéncias,
respectivamente.

Quanto a submissao das 54880 amostras, originarias das 782 seqiiéncias IGR-X,
ao modelo ART 1, referentes aos 32 promotores comprovados, os resultados revelaram
que foram encontrados 2621 provaveis promotores. Nenhum promotor foi encontrado
para 34 das 782 seqiiéncias. A fig. 4.3 apresenta o grafico com a distribuicdo da
quantidade de amostras em cada possivel nimero de ocorréncias em uma seqiiéncia. As
altas concentragdes, que sugerem supostos promotores, ocorreram entre 1 e 5 aparigdes,
sendo que foram encontradas até 9, 10 e 11 apari¢gdes, mas com baixa incidéncia.
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Figura 4.3: Grafico com a quantidade de seqiiéncias e a variagdo de ocorréncia de
possiveis promotores em seqiiéncias IGR-X
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4.4.4.3 ART 1 na obtencéo de agrupamentos com as regides IGR-B

Os resultados relativos da aplicacdo do modelo ART 1 as 1318 seqiiéncias que
compdem o conjunto IGR-B sdo apresentadas na tab. 4.8. Nas varias tentativas de se
determinar um melhor paradmetro de vigilancia (o) se esbarrou na grande variabilidade
da composicao nucleotidica presente ao longo dos 100 pb.

Tabela 4.8: Parametro de vigilancia e o nimero de agrupamentos obtido para as regides

IGR-B
Parametro de vigilancia (o) N° de agrupamentos obtidos
0,12 331
0,10 295
0,08 250
0,06 168

Lembrando, que o parametro p esta relacionado com o nimero minimo de pares
de base que devem ser recuperados. O parametro p em 0,06 significa dizer que serdo
considerados pelo menos 6 pb nos 100 pb. Uma elevagdo do p, demonstrou a geragdo de
um maior numero de agrupamentos, por nao haver uma similaridade adequada nas
seqiiéncias tratadas e da forma como estdo dispostas no conjunto de amostras.

Na remontagem dos agrupamentos obtidos, somente para o parametro que
obteve 0 menor nimero de agrupamentos, se constatou uma grande dispersdo na
ocorréncia dos 6 pb recuperados. Adeninas, timinas, guaninas e citosinas foram
encontradas isoladas ao longo dos 100 pb, apresentando na melhor das hipoteses duas
bases uma ao lado da outra.

4.4.4.4 ART 1 na obtencéo de agrupamentos com as regides IGR-B para cada um dos
12 organismos

Na obtencdo desses resultados foram aplicadas diferentes configuracdes para o
parametro p, até se estabelecer um valor padrdo que se mostrou mais conciso diante dos
resultados obtidos. A tab. 4.9 apresenta a quantidade de seqii€éncias utilizadas e o
nimero de agrupamentos encontrados para cada organismo, com o p=0,1.

Tabela 4.9: Nuimero de agrupamentos encontrados para cada organismo em suas regioes
IGR-B com parametro p estabelecido em 0,1

Organismo N° de sequiéncias N° de agrupamentos
IGR-B encontrados
M. galliceticum 72 21
M. genitallium 38 13
M. hyopneumoniae J 130 36
M. hyopneumoniae 232 122 32
M. hyopneomoniae 7748 122 32
M. mobile 108 29
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M. mycoides 174 39
M. penetrans 182 51
M. pneumoniae 56 19
M. pulmoniae 122 33
M. synoviae 92 26
Ureaplasma 100 28

Em média cada agrupamento representou 3,6 seqiiéncias. Isso demonstra a baixa
capacidade de generalizacdo propiciada pelo modelo, diante das seqiiéncias IGR-B
individual dos organismos.

4,45 Discussao dos Resultados

Neste experimento, foram tratadas duas abordagens: a capacidade do modelo
supervisionado em distinguir seqiiéncias que contém promotor (IGR-B), de seqiliéncias
que nao contém promotor (IGR-X) e a capacidade de um modelo ndo supervisionado em
encontrar uma ou mais supostas localizagdes e conteudo de promotores, em uma
seqiiéncia IGR-B de 100pb, com base em seqiiéncias comprovadas da presenca de
promotor (32 seqiiéncias). Além disso, foi realizada uma extensdo dos experimentos
primarios, na tentativa de encontrar agrupamentos mais relevantes em relagdo a
possiveis promotores, a qual apresentou quase que total ineficiéncia, diante dos
resultados obtidos em virtude da variabilidade da informacao.

Embora a indicagdo de provaveis promotores, com suposta localizacdo e
conteudo em uma seqiiéncia, conforme apresentado nos apéndices E e F pareca ser util e
visualmente palpavel, sua representatividade ¢ duvidosa. Diante de mais de 1300
seqiiéncias que apresentavam promotores, basear-se somente em 32 seqiiéncias
comprovadas, o que representa ~2,4% de supostos promotores, para referenciar um
modelo genérico ¢ uma suposicdo extremamente perigosa. No entanto, serve como uma
metodologia futura de aplicacdo, a partir do momento que estudos biologicos
determinarem um volume confiavel de seqiiéncias promotoras para os Mycoplasmas.

Mediante os resultados obtidos, os experimentos aplicando o modelo neural
ART 1 foram abandonados e as investigagdes foram direcionadas no sentido de
encontrar regularidades relevantes nos dados referentes as regides intergé€nicas, que
apresentaram resultados mais interessantes.

Assim o proximo experimento conduz a aplicacdo da ferramenta BLAST (Basic
Local Alignment Search Tool) para alinhamento de seqiiéncias e de um algoritmo para
identificagdo de regras de associagdo nas regides intergénicas IGR-B na tentativa de
encontrar possiveis regularidades nas seqiiéncias que pudessem representar a
informagao promotora.

4.5 Experimento IV

Este experimento trata do emprego de uma técnica de alinhamento, amplamente
utilizada em Bioinformatica, para tentar encontrar regularidades nas regides intergénicas
caracterizadas por apresentar promotor utilizadas no Experimento III. Em conjunto a
ela, sdo aplicados filtros para refinamento da informacao de interesse o que conduz ao
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uso de um algoritmo de Mineracdo de Dados para encontrar relacao nos resultados da
filtragem do alinhamento.

4.5.1 Dados Utilizados

Os dados utilizados nesse experimento se referem as regides intergénicas IGR-B
descritas no experimento anterior, entretanto todas as seqiiéncias independem do
tamanho, ou seja, ha seqiiéncias com menos de 100 pb e que estdo presentes somente na
fita senso, ndo sendo consideradas as amostras com o complemento reverso.

4.5.2 Pré-processamento dos Dados

As regides intergénicas IGR-B selecionadas totalizaram 854 seqiiéncias, que
num primeiro momento foram submetidas ao programa formatdb (rotina que
acompanha o pacote do BLAST) que realiza uma listagem catalogada das seqiiéncias
envolvidas e entdo cria o banco de dados; e posterior aplicacdo ao programa BLAST
(descrito na proxima subsecao).

Os parametros para a execu¢do do BLAST sdo varios, dentre eles se optou por
uma configura¢do que produzisse resultados direcionados as caracteristicas desejadas
como a busca por trechos, palavras, com no minimo 7 pb, devido ao suposto tamanho de
trechos regulares representativos, andlogo aos que compdem as regides promotoras
caracteristicas - 10 e -35. Optou-se pelo uso da rotina blastn, por se tratarem de
seqiiéncias nucleotidicas. O valor de expectativa foi determinado em 1le-10, esse valor
se mostrou adequado, valores mais baixos produziram resultados muito amplos e de
dificil interpretacdo. O formato de saida escolhido para os resultados do BLAST foi o
tabular (designado m8), que retorna 12 itens: a identificagcdo da seqiiéncia de consulta, a
identificacdo da seqiiéncia do banco de dados, a medida de identidade encontrada no
alinhamento das duas seqiiéncias, o nimero de matchs, o nimero de identidades, o
numero de espacos (gaps), a posi¢do inicial e final da seqiiéncia de consulta onde
ocorreu o alinhamento, a posi¢do inicial e final da seqiiéncia do banco de dados onde
ocorreu o alinhamento, o valor da expectativa (e-value) e o valor de pontuacdo (score)
do alinhamento.

Desta forma as 854 seqiiéncias foram alinhadas todas contra todas, aos pares,
pelo programa BLAST, gerando uma tabela de resultados com os itens descritos
totalizando mais de 725 mil registros. Devido a grande quantidade de registros
encontrados pelo BLAST, foram aplicados filtros determinados inicialmente por valores
médios. Assim, pelo fato de se considerar o score um dos campos mais importantes da
tabela foi obtido a sua média, além de obter o tamanho médio dos alinhamentos, com
base na diferenga entre as posic¢des iniciais e finais das seqiiéncias envolvidas. Apesar
da especificacdo de busca por palavras de tamanho 7 pb, ndo foi retornado nenhum
registro com esse tamanho mediante os demais parametros requisitados. O valor médio
encontrado para o score foi de 25,5 e o tamanho médio das seqiiéncias foi de 13 pb.

Todos os registros que apresentaram um valor de score superior & média foram
selecionados, encontrando-se 41150 registros, o corte pelo tamanho ndo foi necessario,
se deu automaticamente pelo score médio encontrado. Entretanto, o nimero de registros
resultantes ainda foi considerado excessivo, a aplicacdo de um novo filtro foi baseada na
definicao do percentual de identidade em 100%, o que implica na inexisténcia de gaps e
no nimero de identidades, obtendo-se assim 1955 registros.
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Sobre esses 1955 registros foi feita uma varredura para encontrar alinhamentos
de uma seqiiéncia de consulta com uma seqiiéncia do banco de dados, e a situagdo
inversa, ou seja, em determinado momento o conteudo identificador da seqiiéncia tido
como pertencente ao banco de dados passou a ser o contetido identificador da seqiiéncia
de consulta e o conteudo identificador da seqiliéncia de consulta passou a ser o conteudo
identificador da seqiiéncia do banco de dados, isto implicava em se ter dois registros
com o mesmo resultado. Assim se eliminou essa redundancia. Também foram
eliminados registros em que a seqiiéncia de consulta alinhava com determinado trecho
da seqiiéncia do banco de dados e sucessivamente apresentava demais alinhamentos
com deslocamentos de um par de base com a mesma seqiiéncia. Com a aplica¢do dessa
filtragem foram obtidos 272 registros.

Como nosso interesse estava em descobrir a relagdo do alinhamento das
seqiiéncias de consulta com as seqiiéncias do banco de dados, foram eliminados os
demais campos da tabela, restando apenas os campos identificadores das seqiiéncias.
Sobre a identificacdo das seqiiéncias relativas ao banco de dados, foram encontradas 84
ocorréncias de identificacio Unica, essa listagem ¢ apresentada no APENDICE G. Desta
forma, foi montada uma nova tabela, com a relagdo dos 272 registros contra as 84
ocorréncias para se observar com quantas e quais seqiiéncias do banco de dados, as
seqiiéncias de consulta apresentavam relagdo. Devido ao fato de os identificadores de
consulta ocorrerem mais de uma vez, por apresentar relacdo com mais de uma
seqiiéncia, ou com demais trechos de varias seqiliéncias do banco de dados, foi possivel
condensar os registros correspondentes ao mesmo identificador da seqiiéncia de
consulta em um so6 registro e fazer referéncia a que identificadores de seqiiéncia do
banco de dados estes apresentavam correspondéncia. Ao final restaram 70 registros.

A alternativa para explorar a forma como os registros remanescentes se
relacionam foi a aplicagdo de uma técnica de Mineracdo de Dados, para encontrar
Regras de Associagdo, conhecida como algoritmo Apriori. Esta técnica busca encontrar
associacdo entre ocorréncias que apresentam alguma relagdo e ¢ amplamente utilizada
para solucionar problemas em que ¢ dificil a compreensdo dos relacionamentos
existentes.

45.2.1 BLAST

BLAST (ALTSCHUL et al.,, 1990) ¢ o pacote de programas que realiza
comparagdes entre pares de seqiiéncias, procurando por regides com similaridades
locais. A popularidade do BLAST ¢ conseqiiéncia do seu funcionamento otimizado, que
privilegia a eficiéncia computacional e determina da melhor forma possivel uma medida

de similaridade especifica, a ponto de seus usudrios criarem o verbo “blastar” (GIBAS e
JAMBECK, 2001).

A fungdo do BLAST ¢ produzir uma lista com as mais altas pontuagdes (Score) a
partir de trechos de seqii€éncias que ndo apresentam espagos em branco (gaps) entre a
seqiiéncia de consulta e as seqiiéncias no banco de dados. Para encontrar as pontuacdes
mais elevadas sdo determinadas certas “sementes”, que sdo trechos muito curtos entre a
seqiiéncia de consulta e uma seqiiéncia do banco de dados. Estas sementes sdo entdo
estendidas em ambas as dire¢des, sem incluir gaps, até que a maior pontuacao possivel
para a extensdo de uma determinada semente seja alcangada (SETUBAL e MEIDANIS,
1997).
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Conforme apresentado na secdo anterior, o BLAST possui uma série de
parametros que estabelecem sua execucdo. Um desses parametros trata da rotina a ser
utilizada. Conforme o formato das seqiiéncias que se deseja alinhar, existem 5 rotinas
diferentes: blastn, que compara nucleotideos com nucleotideos (e foi utilizada nesse
experimento); blastx, que compara nucleotideos traduzidos com aminoacidos; blastp,
que compara aminoacidos com aminoacidos, Tblastn, que compara aminoacidos com
nucleotideos traduzidos; e Tblastx, que compara nucleotideos traduzidos com
nucleotideos traduzidos. Outro pardmetro de interesse ¢ o e-value, valor estatistico da
probabilidade de o alinhamento acontecer por acaso, valores menores que le-5 sdo
desejados, valores superiores a este limite sdo considerados pouco significativos
estatisticamente. Quanto aos demais parametros para execugdo estdo definigdes: das
seqiiéncias de entrada e saida envolvidas; especificagdo de um tamanho de palavra;
determinagdo da orientagdo das seqiiéncias envolvidas, além de outros pardmetros pré-
definidos (default) mas que podem ser alterados.

Dentre as varidveis apresentadas nos resultados dos alinhamentos destacam-se:
score, medida de pontuacdo dos alinhamentos; o percentual de identidade, relagao entre
o nimero de matchs (tamanho do alinhamento) com a existéncia ou nao de gaps; e o
valor de expectativa (e-value).

4.5.3 Experimento

Os 70 registros que indicam a relagcdo entre as seqiiéncias alinhadas foram
submetidos ao algoritmo Apriori (descrito na proxima subsecgdo), destinado a obtengdo
de regras de associag@o. No nosso caso, como desejamos obter somente os grupos de
itens freqlientes foi necessaria apenas a execu¢ao da primeira parte desse algoritmo sem
a necessidade de se produzir regras associativas, para se obter esses grupos.

Para a execucdo do algoritmo foi definido um suporte minimo que garante ser
encontrado pelo menos dois itens para cada registro. O grafico da fig. 4.4 apresenta a
quantidade de itens freqiientes nos grupos encontrados. Cada grupo, em ordem
crescente, indica a quantidade de seqiiéncias do banco de dados que estdo relacionadas
aos pares, trincas e assim sucessivamente até nao encontrar mais relagdo possivel entre
as seqliéncias.
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Figura 4.4: Gréfico com a quantidade de itens encontrados para cada grupo de
seqiiéncias
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Os itens freqiientes encontrados a partir do segundo grupo até o ultimo grupo
representam sempre uma combinagdo dos itens freqiientes do grupo de ordem menor
que atingiu a sua meta determinada pelo suporte minimo.

Todos os itens freqiientes de um grupo sdo combinagdes dos itens freqiientes do
grupo de ordem menor que a dele, caso este ndo seja o primeiro. Entretanto, nem todos
os itens que compdem um grupo necessariamente produzem novas combinacdes no
grupo subseqiiente, com isto sdo obtidos conjuntos com itens Unicos que sdo de
interesse para nossa busca, porque geralmente, com grande freqiiéncia, os conjuntos de
itens dos grupos de ordem maior englobam combinagdes dos itens presentes no grupo
de ordem menor que a sua. Esses conjuntos de itens unicos sdo considerados Conjuntos
Fechados Freqiientes, ou Closed Frequent Itemsets (ZAKY, 2000), e a cada combinagao
de itens dentro de um conjunto fechado ¢ dada a denominagao de conceito.

45.3.1 Apriori

O Apriori (AGRAWAL e SRIKANT, 1994) ¢ o algoritmo empregado para a
mineracdo de regras de associacdo em grandes bancos de dados quando se deseja
descobrir importantes associagdes entre itens que os compdem. O objetivo geral ¢ obter
todas as regras relevantes, de forma que um antecedente implique um conseqiiente
(A=B). A base matematica para efetivacdo deste processo estd em duas estimativas:
suporte e confianca (AGRAWAL et al., 1993). O suporte trata da freqiiéncia com que
ocorrem os itens do conseqiiente com os do antecedente em toda a base de dados, ou
seja, equivalente a probabilidade conjunta P(A,B), enquanto a confianga representa a
probabilidade condicional P(B|A) que trata da garantia da freqiiéncia dos itens do
antecedente e do conseqiiente da regra. Na pratica sdo consideradas somente as regras
que atendem a exigéncia de um suporte e confianga minimos estabelecidos.

O algoritmo esta dividido em duas etapas: num primeiro momento devem ser
obtidos todos os conjuntos de itens (itemsets) com um suporte superior ao requisitado,
os itemsets que atenderem a essa exigéncia sdo denominados itemsets freqlentes; a
obtengao de regras, segundo passo, ocorre com base nos itemsets freqiientes obtidos na
primeira etapa.

Conforme especificado na se¢ao anterior do experimento, nosso objetivo € so a
obtengao dos itemsets freqlientes. Para chegar a eles, o Apriori inicia com a geragao dos
1-itemsets, itemsets com um tnico item, com freqiiéncia maior que o suporte minimo
estabelecido. Esses 1-itemsets sdo utilizados para a geragdo dos 2-itemsets (com 2 itens)
candidatos, os quais serdo usados para gerar os 3-itemsets candidatos e assim
sucessivamente até ser possivel a obtencao de todas as associagdes de itens. O que torna
os itemsets candidatos em itemsets frequientes ¢ satisfazerem o suporte minimo exigido.

A idéia para a geracao dos itemsets candidatos ¢ partir de K iteragcdes. Quando
K=1 sdo gerados os 1-itemsets. Quando K=2, os K-1 (1-itemsets) sdo usados para gerar
os 2-itemsets candidatos. Nos sucessivos incrementos de K, os K-1 itemsets sdao usados
para gerar os K-itemsets candidados. A geragdo dos itemsets candidatos ¢é feita pela
juncdo dos K-1 itemsets conforme seu tamaho. Os candidatos que ndo atingirem o
suporte minimo estabelecido sdo desconsiderados.
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4.5.4 Resultados Obtidos

Os resultados expostos retratam as seqiiéncias presentes no campo com O
identificador de seqiiéncias do banco de dados que apresentam alguma relacdo, fruto do
alinhamento produzido com o programa BLAST seguido da aplicag¢do do Apriori.

Conforme relatado, na se¢do experimentos, foram encontrados grupos que
relacionam de duas a doze seqiiéncias. Para alguns grupos foram encontrados um, dois
ou trés conceitos, enquanto para outros nao foi encontrado nenhum conceito.

As tabelas a seguir apresentam a identificacdo do grupo de seqiiéncias a que se

referem com o referido conceito encontrado.

Tabela 4.10: Conceito para a relacdo de 2 seqiiéncias

Conceito

IGR-B-tnpAIS1296ds-MSC_0906

IGR-B-tnpAIS1296px-MSC_0233

Tabela 4.11: Conceitos para a relagdo de 3 seqii€ncias

Conceito 1

Conceito 2

Conceito 3

IGR-B-locus_tag=MSC_1002-
tnplS1634hg

IGR-B-MH02172_MHJ0271-
MHO01375_pyrG

IGR-B-MH10370_rpsJ-
MH13292_MHJ0192

IGR-B-MSC_0813-
tnplS1634chbz

IGR-B-MH19822_MHJ0264-
MH02115_pheS

IGR-B-MP12640_rpsJ-
MP10661_MHP0196

IGR-B-tnplS1634cd-

IGR-B-MP06566_MHP0025-

IGR-B-MYPU_0050-

MSC_0922 MPO06560_sipS MYPU_0060
Tabela 4.12: Conceitos para a relagdo de 4 seqii€ncias
Conceito 1 Conceito 2 Conceito 3
IGR-B-MH10370_rpsJ- IGR-B-MH15047_MHJ0021- IGR-B-tnplS1634ab-
MH13292_MHJ0192 MHO04541_sipS MSC_0539
IGR-B-mhp263-tRNA-His- IGR-B-mhp263-tRNA-His- IGR-B-tnplS1634ad-
MH232 MH232 MSC_0521

IGR-B-MP18883_MHP0272-
MP12636_pheS

IGR-B-MP18883_MHP0272-
MP12636_pheS

IGR-B-tnplS1634ax-glk

IGR-B-rpsF-mhp308-MH232

IGR-B-rpsF-mhp308-MH232

IGR-B-tnplS1634ce-
MSC_0872
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Tabela 4.13: Conceitos para a relacao de 6 seqiiéncias

Conceito 1

Conceito 2

IGR-B-locus_tag=MSC_0059-tnplS1634bk

IGR-B-MH02172_MHJ0271-MH01375_pyrG

IGR-B-locus_tag=MSC_1002-tnplS1634bg

IGR-B-MH15047_MHJ0021-MH04541_sipS

IGR-B-mgtE-tnplS1634bz

IGR-B-MH19822_MHJ0264-MH02115_pheS

IGR-B-MSC_0248-tnplS1634ag

IGR-B-mhp263-tRNA-His-MH232

IGR-B-MSC_0784-tnplS1634am

IGR-B-MP09790_MHP0279-MP12688_pyrG

IGR-B-rrnA-16S-tnplS1634bv

IGR-B-rpsF-mhp308-MH232

Tabela 4.14: Conceitos para a relagdo de 8 seqiiéncias

Conceito 1
IGR-B-arcB-abc
IGR-B-MH01488_rplJ-MH01491_MHJ0621
IGR-B-MH10362_pdhD-1-MH04436_nagA
IGR-B-MH12725_MHJ0424-MH03055_efp
IGR-B-MSC_0818-MSC_0819
IGR-B-MYPU_1030-MYPU_TRNA LEU_1

IGR-B-rplJ-mhp639-MH232

IGR-B-tRNA-Ser-mhp460-MH232

Tabela 4.15: Conceitos para a relacdo de 9 seqiiéncias

Conceito 1

Conceito 2

IGR-B-MH10362_pdhD-1-MH04436_nagA

IGR-B-MH12690_MHJO0398-
MH12693_MHJ0400

IGR-B-MH12690_MHJO0398-
MH12693_MHJ0400

IGR-B-MH12725_MHJ0424-MH03055_efp

IGR-B-MH12725_MHJ0424-MH03055_efp

IGR-B-MH15028_MHJ0502-MH07046_pdhC

IGR-B-MH16399_MHJO0481-
MHO06764_MHJ0482

IGR-B-MH16399_MHJ0481-
MH06764_MHJ0482

IGR-B-mhp502-aceF-MH232

IGR-B-mhp415-asnS-MH232

IGR-B-MSC_0813-tnplS1634chbz

IGR-B-mhp502-aceF-MH232

IGR-B-MSC_0818-MSC_0819

IGR-B-MP12655_rplJ-MP03313_MHP0623

IGR-B-MYPU_1030-MYPU_TRNA_LEU_1

IGR-B-MYPU_1030-MYPU_TRNA_LEU_1

IGR-B-tRNA-Ser-mhp460-MH232

IGR-B-rpsF-mhp308-MH232

Tabela 4.16: Conceitos para a relagdo de 10 seqiiéncias

Conceito 1
IGR-B-MH01488_rplJ-MH01491 MHJ0621
IGR-B-MH12725_MHJ0424-MH03055_efp
IGR-B-MH16399_MHJ0481-MH06764_MHJ0482




IGR-B-mhp415-asnS-MH232

IGR-B-mhp429-efp-MH232

IGR-B-mhp502-aceF-MH232

IGR-B-MP12655_rplJ-MP03313_MHP0623

IGR-B-rplJ-mhp639-MH232

IGR-B-rRNA-16S-mhp688-MH232

IGR-B-tRNA-Ser-mhp460-MH232

Tabela 4.17: Conceitos para a relacao de 11 seqiliéncias

Conceito 1

IGR-B-MH01488_rplJ-MH01491_MHJ0621

IGR-B-MH10362_pdnhD-1-MH04436_nagA

IGR-B-MH12690_MHJ0398-MH12693_MHJ0400

IGR-B-MH12725_MHJ0424-MH03055_efp

IGR-B-MH16399_MHJ0481-MH06764_MHJ0482

IGR-B-mhp415-asnS-MH232

IGR-B-mhp502-aceF-MH232

IGR-B-MP12655_rplJ-MP03313_MHP0623

IGR-B-MYPU_1030-MYPU_TRNA_LEU_1

IGR-B-rplJ-mhp639-MH232

IGR-B-tRNA-Ser-mhp460-MH232

Tabela 4.18: Conceitos para a relagdo de 12 seqiiéncias

Conceito 1

Conceito 2

IGR-B-MH01488_rplJ-MH01491_MHJ0621

IGR-B-MH01488_rplJ-MH01491_MHJ0621

IGR-B-MH12690_MHJO0398-
MH12693_MHJ0400

IGR-B-MH12725_MHJ0424-MH03055_efp

IGR-B-MH12725_MHJ0424-MH03055_efp

IGR-B-MH15020_MHJ0322-
MH21628_MHJ0323

IGR-B-MH16399_MHJO0481-
MHO06764_MHJ0482

IGR-B-MH16399_MHJ0481-
MHO06764_MHJ0482

IGR-B-mhp415-asnS-MH232

IGR-B-mhp415-asnS-MH232

IGR-B-mhp502-aceF-MH232

IGR-B-mhp502-aceF-MH232

IGR-B-MP12655_rplJ-MP03313_MHP0623

IGR-B-MP12655_rplJ-MP03313_MHP0623

IGR-B-MSC_0813-tnplS1634chbz

IGR-B-MSC_0813-tnplS1634chbz

IGR-B-MYPU_1030-MYPU_TRNA_LEU_1

IGR-B-rplJ-mhp639-MH232

IGR-B-rplJ-mhp639-MH232

IGR-B-rRNA-16S-mhp688-MH232

IGR-B-rRNA-16S-mhp688-MH232

IGR-B-tRNA-Ser-mhp460-MH232

IGR-B-tRNA-Ser-mhp460-MH232

IGR-B-tRNA-Tyr-mhp399-MH232
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Para os grupos com 5 e 7 seqiiéncias, respectivamente, ndo foram encontrados
conceitos.

4.5.5 Discussdo dos Resultados

Os resultados expdem varias séries de seqiiéncias, aos grupos de quantidade, que
apresentam alguma relagdo, obtida com um refinamento do algoritmo Apriori, perante o
alinhamento realizado, mediante diversos parametros especificados na execucdo do
programa BLAST.

Devido ao amplo resultado produzido pelo programa de alinhamento e a escala
heuristica de aplicacdo dos filtros, consideramos bastante complexo o processo de
descarte de supostas seqii€ncias irrelevantes e manutencdo de um numero restrito de
seqiiéncias supostamente mais significativas. Apesar destes fatores, foi obtido um

conjunto consolidado de registros sobre o qual se aplicou o algoritmo de minerag¢do de
dados.

Para estender o uso dos conceitos obtidos como uma forma de pré-
processamento de dados, no sentido de compor um conjunto de informagdes mais
significativas destinadas para treinamento de redes neurais, seria desejado possuir uma
quantidade superior de seqiiéncias envolvidas nos grupos obtidos e conseqliente uma
maior representatividade. Apesar de ndo obtermos um niimero considerado relevante de
seqiiéncias alinhadas que pudessem contribuir para geragdo de um modelo neural com
maior poder preditivo, acreditamos que os conceitos obtidos podem ser de interesse dos
especialistas que investigam seqiiéncias promotoras dos Mycoplasmas, vindo direcionar
a andlise e pesquisa das seqiiéncias indicadas nas relagdes dos conceitos.

Desta forma, devido a complexidade e sutilezas no pré-processamento dos dados
e aos resultados obtidos, o experimento tentando detectar relevancia no alinhamento de
seqiiéncias de regides intergénicas foi deixado de lado e se partiu para uma extensao dos
dos experimentos iniciais de classificagdao de regides que continham ou ndo promotores,
do Experimento III, com a adi¢do de regides intergé€nicas até entdo ndo empregadas. O
que resultou no préximo experimento descrito.

4.6 Experimento V

Este experimento apresenta uma extensdo do Experimento III, ampliando a
quantidade de seqiiéncias com o uso de regides intergénicas nao exploradas
anteriomente. S3o realizadas composigdes de conjuntos e treinamento de varios
modelos supervisionados e descritos diversos teste que comparam os resultados obtidos
para cada conjunto.

4.6.1 Dados Utilizados

Os dados representativos de promotores utilizados neste experimento referem-se
as regides intergénicas IGR-F e IGR-R, conforme especificagdo do item 4.4.1.1,
relativos aos 12 organismos considerados no Experimento III, representando seqiiéncias
que contém um promotor antecipando o gene na fita senso ou anti-senso,
respectivamente, conforme a orientagdo da seqiiéncia for forward ou reverse.

As seqiiéncias IGR-F e IGR-R foram anotadas com a ferramenta IGR-Annot.

As regides IGR-B, descritas em experimento anterior e que contém um promotor
em suas seqiiéncias, foram utilizadas como amostras de teste de regides promotoras.
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Para a realizacdo de testes com amostras representativas de seqiliéncias nao
promotoras foram usadas regides codificantes e amostras negativas sintéticas, geradas a
partir das seqiiéncias positivas.

4.6.2 Pré-processamento dos Dados

A extracao das regides de interesse IGR-F e IGR-R, anotadas no arquivo padrao
GenBank modificado com a ferramenta IGR-Annot, foi realizada com o software
Artemis 7. Nos arquivos GenBank referentes a cada organismo foi realizada uma busca
no campo misc_feature pela expressdo IGR-F ou IGR-R para obtencdo das seqiiéncias
com essa caracteristica e que apresentasse no minimo 100 pb em sua composigao.

Quando encontradas as seqiiéncias de interesse, as mesmas foram armazenadas
em arquivo formato FASTA para posteriormente serem extraidos exatos 100 pb de cada
seqiiéncia conforme padronizacdo estabelecida para os experimentos.

A tab. 4.19 apresenta a quantidade de seqiiéncias obtidas para cada organismo.
As seqiiéncias obtidas para cada regido de interesse de cada organismo foram unidas em
um unico arquivo e posteriormente foi efetivada a codificagdo bindria. Ao final foi
realizada a unido de todas as amostras IGR-F e IGR-R, em um tnico arquivo, que
totalizou 2002 amostras.

Tabela 4.19: Quantidade de seqiiéncias obtidas nos 12 organismos para regides IGR-F e

IGR-R

Organismo IGR-F | IGR-R
M. galliceticum 93 68
M. genitallium 27 32
M. hyopneumoniae J 75 87
M. hyopneumoniae 232 68 84
M. hyopneomoniae 7448 80 88
M. mobile 34 58
M. mycoides 140 162
M. penetrans 171 200
M. pneumoniae 110 58
M. pulmoniae 83 77
M. synoviae 44 54
Ureaplasma 59 50
Total de seqiiéncias 984 1018

Quanto a obtengdo de seqiiéncias de regides codificantes, o processo de sua
obtengdo foi semelhante ao de aquisicdo das regides IGR-F e IGR-R. Entretanto a
diferenga esta no campo de consulta no arquivo GenBank, com o uso do Artemis em
que se buscou: regides codificantes com a designa¢do CDS, determinagdo da orientagdo
das seqiiéncias (forward ou reverse) e especificado que fossem seqiiéncias com pelo
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menos 100 pb. Com isso foi possivel a produgdo de arquivos FASTA com essas
caracteristicas para cada um dos 12 organismos.

Assim foram extraidas subseqiiéncia com exatos 100 pb das seqiiéncias
presentes nos arquivos FASTA e aplicada a codifica¢do binaria. A tab. 4.20 apresenta o
numero de regides codificantes de cada organismo. Por fim se deu a jun¢do de todas as
amostras codificantes selecionadas em um Unico arquivo com 8232 amostras.

Tabela 4.20: Quantidade de seqiiéncias codificantes nos 12 organismos

Organismo Forward | Reverse
M. galliceticum 383 338
M. genitallium 279 205
M. hyopneumoniae J 322 343
M. hyopneumoniae 232 172 84
M. hyopneomoniae 7448 323 340
M. mébile 323 310
M. mycoides 469 547
M. penetrans 504 533
M. pneumoniae 405 284
M. pulmoniae 406 376
M. synoviae 267 405
Ureaplasma 330 284
Total de seqiiéncias 4183 4049

Além do uso de regides codificantes, também foram utilizadas amostras
sintéticas negativas, representando ndo promotores, para realizacdo de testes. A geracao
dessas amostras ocorreu pelo processo de aleatorizagdo do posicionamento de cada
nucleotideo que constitui cada uma das seqiiéncias tratadas como positivas, ou seja,
seqiiéncias referentes as regides IGR-B, IGR-F e IGR-R. Com esse processo se
preservou as proporcdes dos pares de base constituintes das seqliéncias, mas a
aleatorizagdo descaracterizou a informagdo fundamental. A jungdo das trés regides
totalizou 3320 seqiiéncias que foram sintetizadas e em seguida binarizadas, obtendo-se
amostras negativas sintéticas.

4.6.3 Experimentos

Nos moldes dos testes iniciais realizados no Experimento III, com o Tenfold
Cross Validation e percentuais de dados destinados para treino e teste, foram realizados
diversos experimentos.

No treinamento dos modelos foi empregada a arquitetura MLP e algoritmos de
aprendizado GDX e RPROP. A sistematica de criacdo de modelos e realizagdo de testes
seguiu a descricdo do item 4.4.3, para a abordagem supervisionada, com a diferenca que
para os testes com percentuais de dados para treino e teste se optou pela realizacdo de 6
testes variando a quantidade de neurdnios na camada escondida em: 11, 20 e 35,
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respectivamente, para cada algoritmo de aprendizado. Os parametros de aprendizado
mantiveram a mesma configuragdo: taxa de aprendizado de 0,01, constante de momento
de 0,95, nimero méaximo de 1000 épocas de treinamento e erro médio quadrado
desejado de 107.

Dois conjuntos de dados foram utilizados para gera¢do de modelos neurais
conforme o processo descrito no paragrafo anterior. Um utilizando o novo conjunto de
amostras referenciando as regides IGR-F, IGR-R e IGR-X e outro referenciando o
mesmo conjunto de amostras com adi¢do de 1318 amostras referente as regioes IGR-B.

Além dos testes realizados com Tenfold Cross Validation ou parti¢des dos dados
em treinamento e teste aos dados reservados para construcdo de modelos nesse
experimento, submissdes de conjuntos de teste com dados desconhecidos aos modelos
foram realizados, assim:

e Aos modelos treinados com dados referentes as regides IGR-B e IGR-X
obtidos no Experimento III, foram submetidos dados referentes as
regides IGR-F e IGR-R representando amostras que continham promotor
e amostras provenientes das regides codificantes e amostras sintéticas
negativas, representando amostras que ndo continham promotor;

e Aos modelos treinados com dados referentes as regides IGR-F, IGR-R e
IGR-X obtidos nesse experimento, foram submetidos dados referentes as
regides IGR-B, do Experimento III, representando amostras que
continham promotor e amostras provenientes das regides codificantes e
amostras sintéticas negativas, representando amostras que ndo continham
promotor;

e E aos modelos treinados com dados referentes as regides IGR-B, IGR-F,
IGR-R e IGR-X obtidos nesse experimento, foram submetidos dados
referentes as amostras provenientes das regides codificantes e amostras
sintéticas negativas, representando amostras que ndo continham
promotor.

Seguindo a padroniza¢do empregada no Experimento III, os resultados relativos
ao teste com o Tenfold Cross Validation representam o resultado médio para a
apresentagdo dos 10 subconjuntos, ja os resultados relativos aos experimentos de treino
e teste apresentam a média para as 5 execugdes. Isso quando realizados teste com o
conjunto composto por amostras representativas das regidoes IGR-F, IGR-R e IGR-X e
com o conjunto composto por amostras representativas das regides IGR-B, IGR-F, IGR-
R e IGR-X.

4.6.4 Resultados Obtidos

A tab. 4.21 apresenta os resultados dos experimentos realizados com os dados
das regides IGR-F, IGR-R e IGR-X, conforme as métricas de avaliacdo e algoritmos de
aprendizado expostos. A tabela também apresenta a quantidade de neur6nios na camada
escondida de cada rede neural e a quantidade de amostras promotoras (P) e ndo
promotoras (NP) utilizadas para teste. O nimero de amostras de teste utilizadas nos
experimentos onde a métrica de avaliagdo foi percentual de treino e teste, se refere a 5
execucoes em que foram utilizados 20% (informagdo especificada junto com a métrica
de avaliacdo) das amostras para teste e 80 % destinadas para treino em cada execugao.



99

Tabela 4.21: Resultados da aplicacao de algoritmos de aprendizado sobre métricas de
avaliacdo das regioes IGR-F, IGR-R e IGR-X

Algoritmo | Neurdénios
Tipo de teste aprer(ljc?iza 4o gzci;rg?g; P/NP CcC SN SP
Tenfold Cross Validation RPROP 13 2002/782 | 0,17 76% 41%
Tenfold Cross Validation GDX 13 2002/782 | 0,23 78% 44%
Tenfold Cross Validation RPROP 35 2002/782 | 0,18 78% 40%
Tenfold Cross Validation GDX 35 2002/782 | 0,29 81% 44%
Treino e teste (20%) RP 11 1925/865 0,24 80% 44%
Treino e teste (20%) GDX 11 1925/865 | 0,25 78% 47%
Treino e teste (20%) RP 20 1925/865 0,27 82% 44%
Treino e teste (20%) GDX 20 1925/865 | 0,31 82% 47%
Treino e teste (20%) RP 35 1925/865 0,27 82% 43%
Treino e teste (20%) GDX 35 1925/865 | 0,31 85% 43%

Os resultados demonstram que o algoritmo de aprendizado GDX com maior

quantidade de neuronios na camada escondida apresentou com maior freqiiéncia os
melhores resultados em todas as métricas analisadas. Destacam-se, 0 modelo GDX com
35 noés no teste Tenfold Cross Validation e o modelo GDX com 20 nds que obteve o
maior percentual para especificidade e o0 modelo GDX com 35 nés que obteve o maior
percentual para sensibilidade, respectivamente, no treino e teste.

A tab. 4.22 expde os resultados obtidos somente para a métrica de sensibilidade,
quando submetidas amostras relativas a regido IGR-B como dados de teste, para os
melhores modelos obtidos no treinamento com dados IGR-F, IGR-R e IGR-X. Os
melhores modelos se referem aos testes que obtiveram os melhores indices percentuais
na classificacdo relativa a sensibilidade, dentre os 10 modelos de cada teste realizado
com o Tenfold Cross Validation e ao melhor modelo dentre as 5 execugdes do teste com
percentuais de treino e teste.

O numero ao final do nome do modelo descrito na tabela ¢ relativo a qual
execucdo, mediante o tipo de teste realizado, corresponde o referido modelo.

Tabela 4.22: Resultados da submissdao de amostras IGR-B, sobre os melhores modelos
obtidos referentes as regides IGR-F, IGR-R e IGR-X

Tipo de teste Modelo SN
Tenfold Cross Validation RP13 2 74%
Tenfold Cross Validation GDX13 2 75%
Tenfold Cross Validation RP35 2 78%
Tenfold Cross Validation GDX35 3 81%

Treino e teste (20%) RP11 FRX4 | 75%
Treino e teste (20%) GDX11 FRX3| 75%
Treino e teste (20%) RP20 FRX4 | 76%
Treino e teste (20%) GDX20 FRX2| 78%
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Treino e teste (20%) RP35 FRXI1 | 79%
Treino e teste (20%) GDX35 FRX1| 78%

A tab. 4.23 apresenta o resultado da submissao de amostras referentes as regides
codificantes dos 12 organismos considerados, aos melhores modelos obtidos no
treinamento com dados IGR-F, IGR-R e IGR-X. Os resultados expdem a especificidade,
uma vez que tratamos as amostras codificantes como ndo contendo promotor. Os
melhores modelos se referem aos testes que obtiveram os melhores indices percentuais
na classificacdo relativa a especificidade, dentre os 10 modelos de cada teste realizado
com o Tenfold Cross Validation e ao melhor modelo dentre as 5 execugdes do teste com
percentuais de treino e teste.

Tabela 4.23: Resultados da submissdo de amostras codificantes, sobre os melhores
modelos referentes as regides IGR-F, IGR-R e IGR-X

Tipo de teste Modelo SP
Tenfold Cross Validation RP13 3 27%
Tenfold Cross Validation GDX13 2 31%
Tenfold Cross Validation RP35 2 19%
Tenfold Cross Validation GDX35 2 26%

Treino e teste (20%) RPI1 FRXI1 | 30%
Treino e teste (20%) GDX11 FRX1| 28%
Treino e teste (20%) RP20 FRX4 | 28%
Treino e teste (20%) GDX20 FRX2| 25%
Treino e teste (20%) RP35 FRXI1 18%
Treino e teste (20%) GDX35 FRX1| 26%

A tab. 4.24 apresenta o resultado da submissdo de amostras sintéticas negativa,
geradas segundo especificacdo da secdo de pré-processamento dos dados desse
experimento, aos melhores modelos obtidos no treinamento com dados IGR-F, IGR-R e
IGR-X. Os resultados expdoem a especificidade, uma vez que tratamos as amostras
sintéticas negativas como uma deturpacdo da informacgdo referente as regides
intergénicas IGR-B, IGR-F e IGR-R.

Tabela 4.24: Resultados da submissao de amostras sintéticas negativas sobre os
melhores modelos referentes as regidoes IGR-F, IGR-R e IGR-X

Tipo de teste Modelo SP
Tenfold Cross Validation RP13 3 27%
Tenfold Cross Validation GDX13 2 25%
Tenfold Cross Validation RP35 2 21%
Tenfold Cross Validation GDX35 2 23%

Treino e teste (20%) RP11 FRXI1 | 28%
Treino e teste (20%) GDX11 FRX1| 28%
Treino e teste (20%) RP20 FRX4 | 25%
Treino e teste (20%) GDX20 FRX2| 24%
Treino e teste (20%) RP35 FRXI1 | 24%
Treino e teste (20%) GDX35 FRX1| 22%

A tab. 4.25 expde os resultados obtidos somente para a métrica de sensibilidade,
quando submetidas amostras relativas as regides IGR-F ¢ IGR-R como dados de teste,
para os melhores modelos obtidos no treinamento com dados IGR-B e IGR-X descritos
no Experimento III. Novamente, os melhores modelos se referem aos testes que
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obtiveram os melhores indices percentuais na classificacdo relativa a sensibilidade,
dentre os 10 modelos de cada teste realizado com o Tenfold Cross Validation e ao
melhor modelo dentre as 5 execugdes do teste com percentuais de treino e teste.

Tabela 4.25: Resultados da submissdo de amostras IGR-F e IGR-R sobre os melhores
modelos referentes as regides IGR-B e IGR-X

Tipo de teste Modelo SN
Tenfold Cross Validation RP13 2 57%
Tenfold Cross Validation GDX13 2 64%
Tenfold Cross Validation RP38 2 67%
Tenfold Cross Validation GDX35 2 66%

Treino e teste (20%) RP11 BX5 57%
Treino e teste (20%) GDXI11 BX3 | 59%
Treino e teste (20%) RP20 BXI1 59%
Treino e teste (20%) GDX20 BX2 | 61%
Treino e teste (20%) RP38 BX4 65%
Treino e teste (20%) GDX35 BX1 | 63%

A tab. 4.26 apresenta o resultado da submissao de amostras referentes as regides
codificantes dos 12 organismos considerados, aos melhores modelos obtidos no
treinamento com dados IGR-B e IGR-X. Os resultados expdem a especificidade, uma
vez que tratamos as amostras codificantes como nao contendo promotor.

Tabela 4.26: Resultados da submissdo de amostras de regides codificantes sobre os
melhores modelos referentes as regides IGR-B e IGR-X

Tipo de teste Modelo SP
Tenfold Cross Validation RP13 2 49%
Tenfold Cross Validation GDXI13 2 41%
Tenfold Cross Validation RP38 2 37%
Tenfold Cross Validation GDX35 2 45%

Treino e teste (20%) RPI11 BXIl 40%
Treino e teste (20%) GDX11 BX1 | 33%
Treino e teste (20%) RP20 BX3 41%
Treino e teste (20%) GDX20 BX3 | 42%
Treino e teste (20%) RP38 BXI1 41%
Treino e teste (20%) GDX35 BX4 | 40%

A tab. 4.27 apresenta o resultado da submissdo de amostras sintéticas negativa,
geradas segundo especificagdo da segcdo de pré-processamento dos dados desse
experimento, aos melhores modelos obtidos no treinamento com dados IGR-B e IGR-X.

Tabela 4.27: Resultados da submissao de amostras sintéticas negativas sobre os
melhores modelos referentes as regides IGR-B e IGR-X

Tipo de teste Modelo SP
Tenfold Cross Validation RP13 2 40%
Tenfold Cross Validation GDX13 2 35%
Tenfold Cross Validation RP38 2 32%

Tenfold Cross Validation GDX35 2 34%
Treino e teste (20%) RPI1 BXI1 40%




Treino e teste (20%) GDXI11 BX1 | 36%
Treino e teste (20%) RP20 BX3 37%
Treino e teste (20%) GDX20 BX3 | 36%
Treino e teste (20%) RP38 BXI1 40%
Treino e teste (20%) GDX35 BX4 | 33%
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A tab. 4.28 apresenta os resultados dos experimentos realizados com os dados de
todas as regides tratadas, ou seja, IGR-B, IGR-F, IGR-R e IGR-X, conforme as métricas
de avaliacdo e algoritmos de aprendizado expostos.

Tabela 4.28: Resultados da aplicacdo de algoritmos de aprendizado sobre métricas de

avaliagdo das regides IGR-B, IGR-F, IGR-R e IGR-X

Algoritmo | Neuronios
Tipo de teste aprer?jiza o réiczanrgf‘g: PINP | CC | SN | sP
Tenfold Cross Validation RPROP 13 3320/782 | 0,15 83% 33%
Tenfold Cross Validation GDX 13 3320/782 | 0,19 88% 33%
Tenfold Cross Validation RPROP 35 3320/782 | 0,18 86% 31%
Tenfold Cross Validation GDX 35 3320/782 | 0,25 84% 34%
Treino e teste (20%) RP 11 3345/765 | 0,17 85% 32%
Treino e teste (20%) GDX 11 3345/765 0,25 78% 47%
Treino e teste (20%) RP 20 3345/765 | 0,27 82% 44%
Treino e teste (20%) GDX 20 3345/765 0,31 82% 47%
Treino e teste (20%) RP 35 3345/765 | 0,27 82% 43%
Treino e teste (20%) GDX 35 3345/765 0,31 85% 43%

Os resultados demonstram que o algoritmo de aprendizado GDX apresentou os
melhores resultados nas métricas analisadas. Destacam-se, o modelo GDX com 13 nds
no teste Tenfold Cross Validation que obteve a maior sensibilidade; e os modelos GDX
com 11 e 20 nds que obtiveram o maior percentual para especificidade e os modelos
GDX com 20 e 35 nds que obtiveram a maior correlagdo entre os indices de
sensibilidade e especificidade, respectivamente, no treino e teste.

A tab. 4.29 apresenta o resultado da submissao de amostras referentes as regides
codificantes dos 12 organismos considerados para os melhores modelos obtidos no
treinamento com dados IGR-B, IGR-F, IGR-R e IGR-X. Os resultados expdem a
especificidade, uma vez que tratamos as amostras codificantes como ndo contendo
promotor.

Tabela 4.29: Resultados da submissdo de amostras referentes as regides codificantes
sobre os melhores modelos referentes as regides IGR-B, IGR-F, IGR-R e IGR-X

Tipo de teste Modelo SP
Tenfold Cross Validation RP13 3 24%
Tenfold Cross Validation GDX13 2 22%
Tenfold Cross Validation RP38 2 14%
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Tenfold Cross Validation GDX35 3 21%
Treino e teste (20%) RPI11 BFRX2 | 23%
Treino e teste (20%) GDX11 BFRX1| 19%
Treino e teste (20%) RP20 BFRX4 | 20%
Treino e teste (20%) GDX20 BFRX4| 17%
Treino e teste (20%) RP38 BFRX3 | 19%
Treino e teste (20%) GDX35 BFRXS5| 15%

A tab. 4.30 apresenta o resultado da submissdo de amostras sintéticas negativa,
geradas segundo especificagdo da se¢do de pré-processamento dos dados desse
experimento, aos melhores modelos obtidos no treinamento com dados IGR-B, IGR-F,
IGR-R e IGR-X. Os resultados expdem a especificidade, uma vez que tratamos as
amostras sintéticas negativas como uma deturpagdo da informacao referente as regioes
intergénicas IGR-B, IGR-F e IGR-R.

Tabela 4.30: Resultados da submissao de amostras sintéticas negativas sobre os
melhores modelos referentes as regides IGR-B, IGR-F, IGR-R e IGR-X

Tipo de teste Modelo SP
Tenfold Cross Validation RP13 3 19%
Tenfold Cross Validation GDX13 2 17%
Tenfold Cross Validation RP38 2 14%
Tenfold Cross Validation GDX35 3 19%

Treino e teste (20%) RP11 BFRX2 | 20%
Treino e teste (20%) GDX11 BFRXI1| 16%
Treino e teste (20%) RP20 BFRX4 | 19%
Treino e teste (20%) GDX20 BFRX4| 14%
Treino e teste (20%) RP38 BFRX3 18%
Treino e teste (20%) GDX35 BFRX5| 13%

4.6.5 Discussdo dos Resultados

Este experimento apresentou resultados relativos a uma extensdo da primeira
parte do Experimento III, com a adi¢cdo de 2002 novas seqiiéncias que continham
promotor, referentes as regidoes IGR-F ¢ IGR-R. E uso de amostras alternativas para
representar informacao ndo promotora.

Uma comparacdo entre os resultados obtidos quando avaliados os testes
realizados com as regides: IGR-B e IGR-X (tab. 4.7); IGR-F, IGR-R e IGR-X (tab.
4.21); IGR-B, IGR-F, IGR-R e IGR-X (tab. 4.28), aos 10 melhores testes a cada
conjunto, com a variagdo da sua modalidade e niimero de nos na camada escondida,
revelou que se considerados os resultados percentuais obtidos para a sensibilidade e
especificidade em conjunto, os melhores resultados foram encontrados nos modelos
obtidos no Experimento III, apresentando melhores indices para o coeficiente de
correlacdo. Se considerarmos os testes realizados com os dados relativos as regides
IGR-F, IGR-R e IGR-X, percebemos um pequeno aumento no percentual de
sensibilidade, no entanto ocorreu uma queda mais significativa no percentual de
especificidade em relagdo ao Experimento III, acompanhado de menores indices para o
coeficiente de correlagdo. Conforme salientado no Experimento III, o motivo para
menores percentuais nos resultados de especificidade pode estar associado ao fato desse
experimento apresentar uma maior quantidade de dados positivos (+ 684 amostras) e a
mesma quantidade de dados negativos do Experimento III. O mesmo se observa, de
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forma mais acentuada, no experimento com a jun¢do das trés regides IGR-B, IGR-F e
IGR-R com 3320 amostras positivas e as mesmas 782 amostras representando a
informagao negativa.

A comparagdo entre resultados obtidos quando avaliados os teste realizados com
a submissdo de amostras relativas as regides IGR-B aos melhores modelos treinados
com dados das regides IGR-F, IGR-R e IGR-X (tab. 4.22) e o inverso, ou seja, a
submissao de amostras relativas as regides IGR-F e IGR-R aos melhores modelos
treinados com dados das regides IGR-B e IGR-X (tab. 4.25), em que foi avaliada
somente a métrica de sensibilidade, por se considerar todas as amostras positivas,
revelou que a submissdo de amostras IGR-B aos melhores modelos obtidos no
treinamento com dados relativos as regides IGR-F, IGR-R e IGR-X apresentou
resultados com percentuais de ~15% melhores que a situagdo inversa. Novamente
podemos considerar a influéncia de um maior numero de amostras positivas de
treinamento ao modelo que obteve melhores percentuais de sensibilidade, supondo que
esse aumento na quantidade de dados represente uma maior abrangéncia da informagao
relativa a variabilidade das seqiiéncias que contém um promotor.

J4 a submissdo de amostras negativas, tanto quando consideradas as regides
codificantes para tal fim ou quando utilizadas amostras geradas sinteticamente, ndo
apresentou resultados significativos em nenhum dos testes realizados (tab. 4.23, tab
4.24, tab. 4.26, tab. 4.27, tab. 4.29 e tab. 4.30), demonstrando que nenhuma dessas
informagdes ¢ adequada para representar dados referentes a ndo promotores. Apesar de
poucos dados, a informacgdo referente a regido IGR-X ainda ¢ mais representativa para
caracterizar a auséncia de promotor. Outra constata¢do, foi que quanto mais amplo o
modelo, ou seja, maior numero de positivas frente as negativas utilizadas no
treinamento dos modelos, piores foram os resultados referentes a especificidade
encontrados.

4.7 Experimento VI

Este ultimo experimento segue a metodologia empregada no experimento
anterior, com o uso de regides intergénicas e uma metodologia neural supervisionada,
entretanto para explorar os dados referentes ao organismo E. coli. A realizagdo deste
experimento se deve a popularidade do organismo em questdo, utilizado como base para
investigacdo do funcionamento de diversos mecanismos envolvidos nos processos
bioldgicos.

4.7.1 Dados Utilizados

Os dados utilizados neste experimento referem-se as regides intergénicas IGR-B,
IGR-F, IGR-R e IGR-X, conforme especificagdo do item 4.4.1.1, relativos ao organismo
E. coli.

Para a realizacdo de testes com amostras representativas de seqiiéncias nao
promotoras foram usadas regides codificantes da E. coli.
4.7.2 Pré-processamento dos Dados

A obtencdo das regides de interesse, anotadas no arquivo padrdo GenBank
modificado com a ferramenta IGR-Annot, foi realizada com o software Artemis 7. Nos
arquivos GenBank referentes a cada organismo foi realizada uma busca no campo
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misc_feature pela expressao referente a regido desejada e que apresentasse no minimo
100 pb em sua composicao.

Quando encontradas as seqiiéncias de interesse, as mesmas foram armazenadas
em arquivo formato FASTA para posteriormente serem extraidos exatos 100 pb de cada
seqiiéncia conforme padronizagdo estabelecida para os experimentos anteriores.

Foram encontradas as seguintes quantidades de seqiiéncias para as referidas
regides: 1048 para IGR-B, 508 para IGR-F, 512 para IGR-R ¢ 450 para IGR-X. O
proximo passo foi a aplicacdo da codificagdo bindria seguida pela formacdo dos
conjuntos de amostras para treinamento e teste dos modelos neurais. Os conjuntos
criados correspondem aos existentes no Experimento V formados por: amostras IGR-B
e IGR-X, amostras IGR-F, IGR-R e IGR-X, e amostras IGR-B, IGR-F, IGR-R e IGR-X.

A obtengdo de seqiiéncias de regides codificantes sobre o organismo E. coli
seguiu a forma padrao de busca pela expressdo CDS no software Artemis, junto com a
designacdo da orientacdo desejada e tamanho minimo da seqiiéncia. Assim foram
obtidas 4243 amostras representativas de regides codificantes. Nesse experimento se
optou pela ndo utilizacdo de regides sintéticas negativas em virtude dos resultados
encontrados no experimento anterior.

4.7.3 Experimentos

A sistematica como foram realizados os testes desse experimento foi similar a
realizada no Experimento V, com o uso do Tenfold Cross Validation e percentuais de
dados destinados para treino e teste.

Os mesmo parametros e configuracdes das redes se mostraram adequados para
realizag¢do dos testes.

Os trés conjuntos de dados, definidos na secdo de pré-processamento, foram
utilizados para geracdo de modelos neurais referentes a cada conjunto estabelecido e aos
quais foram aplicados os testes.

Além dos testes realizados com as partigdes dos dados, efetivados pelo Tenfold
Cross Validation ou percentual de dados de treino e teste, foram também realizadas as
submissdes de conjuntos de dados desconhecidos aos respectivos modelos obtidos, com
a aplicagdo de:

e Dados referentes as regides IGR-B submetidos aos modelos obtidos para
dados referentes as regides IGR-F, IGR-R e IGR-X;

e Dados referentes as regidoes IGR-F e IGR-R submetidos aos modelos
obtidos para dados referentes as regides IGR-B e IGR-X;

e Dados referentes as regides codificantes submetidos aos modelos obtidos
para dados referentes as regides: IGR-B e IGR-X; IGR-F, IGR-R e IGR-
X; e IGR-B, IGR-F, IGR-R e IGR-X.

4.7.4 Resultados Obtidos

A tab. 4.31 apresenta os resultados dos experimentos realizados com os dados
das regides IGR-B e IGR-X, conforme as métricas de avaliagdo e algoritmos de
aprendizado expostos.
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Tabela 4.31: Resultados da aplicacao de algoritmos de aprendizado sobre métricas de
avaliacdo das regidoes IGR-B e IGR-X

Algoritmo | Neurdénios
Tipo de teste aprer(ljc?iza 4o gzci;rg?g; P/NP CcC SN SP
Tenfold Cross Validation RPROP 13 1050/450 | 0,22 79% 43%
Tenfold Cross Validation GDX 13 1050/450 | 0,23 88% 44%
Tenfold Cross Validation RPROP 35 1050/450 | 0,20 80% 40%
Tenfold Cross Validation GDX 35 1050/450 | 0,23 79% 44%
Treino e teste (20%) RP 11 1030/475 0,29 83% 44%
Treino e teste (20%) GDX 11 1030/475 | 0,32 80% 52%
Treino e teste (20%) RP 20 1030/475 0,31 80% 50%
Treino e teste (20%) GDX 20 1030/475 | 0,30 79% 51%
Treino e teste (20%) RP 35 1030/475 0,32 84% 47%
Treino e teste (20%) GDX 35 1030/475 | 0,32 80% 51%

Os resultados demonstram que o algoritmo de aprendizado GDX obteve

melhores percentuais para especificidade para ambas as configuracdes, em todos os
testes realizados, se destacando os modelos com 11 e 35 nds, respectivamente, com
bons indices para ambas as métricas. Também o modelo RPROP com 20 nés por
apresentar resultados interessantes para ambas as métricas.

A tab. 4.32 expde os resultados obtidos somente para a métrica de sensibilidade,
quando submetidas amostras relativas a regido IGR-F e IGR-R como dados de teste,
para os melhores modelos obtidos no treinamento com dados IGR-B e IGR-X. A escolha
dos melhores modelos para essa submissdo, se refere aos modelos que obtiveram os
melhores resultados na classificacdo relativa a sensibilidade, dentre os 10 modelos de
cada teste realizado com o Tenfold Cross Validation ¢ ao melhor modelo dentre as 5
execucgoes do teste com percentuais de treino e teste.

O numero ao final do nome do modelo descrito na tabela ¢ relativo a qual
execuc¢ao, mediante o tipo de teste realizado, corresponde o referido modelo.
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Tabela 4.32: Resultados da submissdo de amostras IGR-F e IGR-R sobre os melhores
modelos obtidos referentes as regides IGR-B e IGR-X

Tipo de teste Modelo SN
Tenfold Cross Validation RP13 7 87%
Tenfold Cross Validation GDXI13 1 73%
Tenfold Cross Validation RP35 3 73%
Tenfold Cross Validation GDX35 5 74%

Treino e teste (20%) RPI1 BX4 86%
Treino e teste (20%) GDX11 BX3 | 74%
Treino e teste (20%) RP20 BX4 75%
Treino e teste (20%) GDX20 BX4 | 74%
Treino e teste (20%) RP35 BXI 81%
Treino e teste (20%) GDX35 BX2 | 72%

A tab. 4.33 apresenta o resultado da submissdo de amostras referentes as regides
codificantes da E. coli, aos melhores modelos obtidos no treinamento com dados IGR-B
e IGR-X. Os resultados expdem a especificidade, uma vez que tratamos as amostras
codificantes como ndo contendo promotor.

Tabela 4.33: Resultados da submissdo de amostras codificantes sobre os melhores

modelos referentes as regides IGR-B e IGR-X

Tipo de teste Modelo SP
Tenfold Cross Validation RP13 5 41%
Tenfold Cross Validation GDX13 1 45%
Tenfold Cross Validation RP35 1 43%
Tenfold Cross Validation GDX35 1 45%

Treino e teste (20%) RP11 BX3 39%
Treino e teste (20%) GDXI11 BXS5 | 52%
Treino e teste (20%) RP20 BX5 44%
Treino e teste (20%) GDX20 BXS5 | 42%
Treino e teste (20%) RP35 BX5 39%
Treino e teste (20%) GDX35 BX1 | 43%

A tab. 4.34 apresenta os resultados dos experimentos realizados com os dados
das regides IGR-F, IGR-R e IGR-X, conforme as métricas de avaliacdo e algoritmos de
aprendizado expostos.

Tabela 4.34: Resultados da aplicacdo de algoritmos de aprendizado sobre métricas de

avaliacdo das regioes IGR-F, IGR-R e IGR-X

Algoritmo | Neuronios
Tipo de teste aprer?giza do ch%irg?éj: P/NP CcC SN SP
Tenfold Cross Validation RPROP 13 1020/450 | 0,13 78% 37%
Tenfold Cross Validation GDX 13 1020/450 | 0,17 75% 42%
Tenfold Cross Validation RPROP 35 1020/450 | 0,15 80% 34%
Tenfold Cross Validation GDX 35 1020/450 | 0,15 78% 37%
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Treino e teste (20%) RP 11 1085/395 | 0,18 78% 40%
Treino e teste (20%) GDX 11 1085/395 | 0,20 71% 51%
Treino e teste (20%) RP 20 1085/395 | 0,20 74% 47%
Treino e teste (20%) GDX 20 1085/395 | 0,19 2% 48%
Treino e teste (20%) RP 35 1085/395 | 0,19 78% 41%
Treino e teste (20%) GDX 35 1085/395 | 0,20 74% 47%

Os resultados apresentados revelam que o modelo GDX com 13 nos obteve os
melhores percentuais considerando ambas as métricas para o teste com o Tenfold Cross
Validation, entretanto resultados pouco melhores foram encontrados nos testes de
treinamento e teste, com destaque para os modelos GDX com 11 nés com o melhor
resultado obtido para a métrica de especificidade ¢ RPROP com 11 e 35 nos,
respectivamente, para a métrica de sensibilidade.

A tab. 4.35 expde os resultados obtidos somente para a métrica de sensibilidade,
quando submetidas amostras relativas a regido IGR-B como dados de teste, para os
melhores modelos obtidos no treinamento com dados IGR-F, IGR-R ¢ IGR-X. A
escolha dos melhores modelos para essa submissao se refere ao modelo que obteve
melhor resultado na classificacdo relativa a sensibilidade, dentre os 10 modelos de cada
teste realizado com o Tenfold Cross Validation e ao melhor modelo dentre as 5
execucdes do teste com percentuais de treino e teste.

O numero ao final do nome do modelo descrito na tabela ¢ relativo a qual
execucdo, mediante o tipo de teste realizado, corresponde o referido modelo.

Tabela 4.35: Resultados da submissdo de amostras IGR-B sobre os melhores modelos
obtidos referentes as regides IGR-F, IGR-R e IGR-X

Tipo de teste Modelo SN
Tenfold Cross Validation RP13 1 82%
Tenfold Cross Validation GDX13 3 73%
Tenfold Cross Validation RP35 3 78%
Tenfold Cross Validation GDX35 3 75%

Treino e teste (20%) RP11 FRX2 | 85%
Treino e teste (20%) GDX11 FRX3| 73%
Treino e teste (20%) RP20 FRX2 | 75%
Treino e teste (20%) GDX20 FRXS5| 74%
Treino e teste (20%) RP35 FRX1 | 79%
Treino e teste (20%) GDX35 FRX4| 74%

A tab. 4.36 apresenta o resultado da submissdo de amostras referentes as regides
codificantes dos 12 organismos considerados, aos melhores modelos obtidos no
treinamento com dados IGR-F, IGR-R e IGR-X. Os resultados expdem a especificidade,
uma vez que tratamos as amostras codificantes como nao contendo promotor.
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Tabela 4.36: Resultados da submissdao de amostras codificantes sobre os melhores
modelos referentes as regides IGR-F, IGR-R e IGR-X

Tipo de teste Modelo SP
Tenfold Cross Validation RP13 3 51%
Tenfold Cross Validation GDXI13 1 51%
Tenfold Cross Validation RP35 1 44%
Tenfold Cross Validation GDX35 4 44%

Treino e teste (20%) RP11 FRX3 | 44%
Treino e teste (20%) GDX11 FRX1| 55%
Treino e teste (20%) RP20 FRX3 | 44%
Treino e teste (20%) GDX20 FRX4| 51%
Treino e teste (20%) RP35 FRX4 | 48%
Treino e teste (20%) GDX35 FRX1| 48%

A tab. 4.37 apresenta os resultados dos experimentos realizados com os dados
das regides IGR-B, IGR-F, IGR-R e IGR-X, conforme as métricas de avaliacdo e
algoritmos de aprendizado expostos.

Tabela 4.37: Resultados da aplicacao de algoritmos de aprendizado sobre métricas de
avaliagdo das regides IGR-B, IGR-F, IGR-R e IGR-X

Algoritmo | Neuronios
Tipo de teste aprer?giza o r;ic‘ﬁg?;: PINP | CC | SN | spP
Tenfold Cross Validation RPROP 13 2070/450 | 0,09 86% 22%
Tenfold Cross Validation GDX 13 2070/450 | 0,15 88% 26%
Tenfold Cross Validation RPROP 35 2070/450 | 0,16 90% 23%
Tenfold Cross Validation GDX 35 2070/450 | 0,18 91% 24%
Treino e teste (20%) RP 11 2115/415 0,18 88% 29%
Treino e teste (20%) GDX 11 2115/415 | 0,15 87% 28%
Treino e teste (20%) RP 20 2115/415 0,14 89% 24%
Treino e teste (20%) GDX 20 2115/415 | 0,15 89% 26%
Treino e teste (20%) RP 35 2115/415 0,19 91% 25%
Treino e teste (20%) GDX 35 2115/415 0,15 89% 25%

Os resultados demonstram maior capacidade dos modelos, nos teste realizados
em classificar amostras caracteristicas de conterem promotor, atingindo percentuais
acima de 90%, entretanto ¢ clara uma queda no percentual de especificidade e
consequentemente para os indices do coeficiente de correlacdo. Novamente, ocorreu um
aumento na quantidade de amostras positivas com a jun¢do dos dois conjuntos,
enquanto o nimero de negativas permaneceu igual. Mesmo assim, destacamos o modelo
GDX com 35 nos para o teste Tenfold Cross Validation ¢ os modelos RPROP com 11 ¢
35 noés, respectivamente, entre os testes com percentuais de dados destinados a
treinamento e teste.
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A tab. 4.38 apresenta o resultado da submissao de amostras referentes as regides
codificantes dos 12 organismos considerados, aos melhores modelos obtidos no
treinamento com dados IGR-B, IGR-F, IGR-R e IGR-X. Os resultados expdem a
especificidade, uma vez que tratamos as amostras codificantes como ndo contendo
promotor.

Tabela 4.38: Resultados da submissdo de amostras codificantes sobre os melhores
modelos referentes as regides IGR-B, IGR-F, IGR-R ¢ IGR-X

Tipo de teste Modelo SP
Tenfold Cross Validation RP13 1 32%
Tenfold Cross Validation GDX13 6 29%
Tenfold Cross Validation RP35 1 25%
Tenfold Cross Validation GDX35 6 27%

Treino e teste (20%) RPI11 BFRX1 | 28%
Treino e teste (20%) GDX11 BFRX3| 31%
Treino e teste (20%) RP20 BFRX2 | 23%
Treino e teste (20%) GDX20 BFRX2| 21%
Treino e teste (20%) RP35 BFRX1 19%
Treino e teste (20%) GDX35 BFRXS5| 26%

4.7.5 Discussao dos Resultados

Este experimento apresentou resultados relativos ao emprego de dados da
bactéria E. coli a sistematica utilizada nos Experimento III e V, com a divisdo das
seqiiéncias referentes as varias regides consideradas e composicdo de conjuntos de
amostras para a realizagdo de testes.

Uma comparagdo entre os resultados obtidos quando avaliados os testes
realizados com as regioes: IGR-B e IGR-X (tab. 4.31); IGR-F, IGR-R e IGR-X (tab.
4.34); IGR-B, IGR-F, IGR-R ¢ IGR-X (tab. 4.37), aos 10 melhores testes a cada
conjunto, com a variagdo da sua modalidade e numero de nés na camada escondida,
revelou que se considerados os resultados percentuais obtidos para a sensibilidade e
especificidade em conjunto, os melhores resultados foram encontrados nos modelos
obtidos com dados referentes as regides IGR-B e IGR-X, apresentando melhores indices
para o coeficiente de correlagdo. Se considerarmos os testes realizados com os dados
relativos as regides IGR-F, IGR-R e IGR-X, percebemos uma redugdo no percentual
para todas as métricas em relacdo ao conjunto de dados IGR-B e IGR-X. Para o
experimento utilizando a jun¢do das quatro regides IGR-B, IGR-F, IGR-R e IGR-X, se
observou um resultado satisfatério para a classificacio de amostras que contém
promotor acompanhada da incapacidade dos modelos em predizer amostras que nao
contém promotor, certamente em decorréncia da propor¢ao de menos de 1:4 negativas.

A comparagdo entre resultados obtidos quando avaliados os testes realizados
com a submissdo de amostras relativas as regidoes IGR-B aos melhores modelos
treinados com dados das regides IGR-F, IGR-R e IGR-X (tab. 4.35) e o inverso, ou seja,
a submissdo de amostras relativas as regides IGR-F e IGR-R aos melhores modelos
treinados com dados das regides IGR-B e IGR-X (tab. 4.32), em que foi avaliada
somente a métrica de sensibilidade, por se considerar todas as amostras positivas,
revelou que ambos os resultados encontrados foram similares com percentuais de
sensibilidade na faixa de 75% a 85%.
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A submissdao das regides codificantes consideradas como exemplo de
informagdo ndo promotora apresentou resultados regulares nos testes realizados (tab.
4.33, tab. 4.36 ¢ tab. 4.38) em comparagdo aos resultados obtidos nos testes com a
regido IGR-X. Mesmo assim, ainda consideramos os resultados para predi¢do de
seqiiéncias que ndo contém promotores ndo satisfatorios mediante os resultados
expostos, uma vez que a quantidade de seqiiéncias informativas dessa caracteristica
ainda ¢ considerada baixa.

4.8 Discussao Geral dos Resultados

Os resultados relatam uma evolugdo cronoldgica dos experimentos, sempre na
tentativa de encontrar melhores indices de distingdo entre promotores € ndo promotores.

Inicialmente, o Experimento 1 expds investigacdes sobre seqiiéncias
comprovadas da presenca e localizagdo exata de promotores. Embora a quantidade de
informagdes disponiveis seja pequena, se constatou que o conjunto de 32 amostras era
mais representativo frente aos outros conjuntos utilizados ou em associacao destes.

Os resultados obtidos no Experimento II, conduziram a uma investigacdo mais
acurada com o conjunto de sucesso do Experimento I, com a aplicacio de uma
metodologia ndo supervisionada sobre as regides, caracterizadas por posigdes,
representativas de promotores para a obten¢ao de modelos de categorias, capazes de
referenciar as caracteristicas principais apresentadas por estas seqiiéncias. Apesar de se
obter resultados interessantes, foi considerado que um conjunto com 32 seqii€ncias
correspondia a uma quantidade insuficiente de amostras a ponto de gerar um modelo
confiavel.

Assim foi desenvolvido o Experimento III, que buscou compensar a inexisténcia
de informagdes caracteristicas disponiveis com o uso das regides intergénicas IGR-B e
IGR-X. Entretanto, a localizacdo do promotor nessas seqiiéncias era desconhecida,
considerando-se apenas que as mesmas o continham ou ndo. Os resultados obtidos com
modelos supervisionados foram animadores fazendo com que os Experimentos IV e V
fossem uma extensao do que foi obtido no Experimento III.

Tendo como base as seqiiéncias IGR-B que continham promotor, no
Experimento IV se investigou possiveis similaridades que pudessem conduzir a trechos
regulares dentro dessas seqiiéncias, que correspondessem a promotores e
conseqiientemente a uma maior caracterizacdo e direcionamento da busca. Para
implementar essa idéia, foi empregado o algoritmo de alinhamento de seqiiéncias
BLAST que produziu resultados muito esparsos sendo necessdria a implementagdo de
varios filtros para refinamento da informac¢do, em busca de algo mais consistente. Deste
pré-processamento se obteve um conjunto de registros indicativos do relacionamento
entre as seqiiéncias envolvidas e foram desenvolvidos algoritmos de busca dos possiveis
encadeamentos entre as seqiiéncias alinhadas. Entretanto, se chegou a solugdes que
conduziam a um problema exponencial. Assim se optou pelo algoritmo Apriori para
identificacdo de associacdes entre os registros. Ao final foram obtidos conjuntos de
conceitos considerados relevantes, mas novamente, com baixa quantidade de amostras
os representando.

A conclusao do Experimento IV, conduziu a realizagdo do Experimento V que
tratou da adicdo de seqiiéncias com inser¢ao das regides IGR-F e IGR-R, ambas
também contendo promotores sem determinacdo da posi¢cdo onde se encontravam. Essa
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adicdo, ocasionou uma melhor caracterizagdo das amostras que continham promotor
frente as regides IGR-X que ndo continham, obtendo-se bons indices para a
sensibilidade. Na tentativa de se obter mais amostras que compensassem a falta de
dados que ndo contivessem promotores, geramos amostras negativas sintéticas com base
nas positivas e também usamos as regides codificantes para representa-las. Entretanto,
nenhuma dessas alternativas se mostrou viavel indicando que a melhor representagdo
para tal caracteristica ainda era o uso das seqiiéncias IGR-X.

Além do uso das técnicas padronizadas de treinamento empregadas,
experimentamos usar o treinamento com parada antecipada (early stop), baseado na
interrupg¢do antecipada do processo de treinamento de um modelo de rede neural com a
utilizagdo de dados de validag¢do, em conjunto com a estratégia de Maquinas de Comité,
em que sdo criados modelos especialistas direcionados para as classes envolvidas, sendo
que a maneira como esses especialistas sdo combinados, a fim de produzir um unico
resultado, ser uma alternativa para se obter melhores resultados. Ambas as técnicas sdo
descritas em Haykin (2001). Apesar da realizacdo de incansaveis experimentos fazendo
uso dessa metodologia ndo se obteve resultados satisfatorios, optando-se pelo uso dos
modelos pradrdo empregados até o momento.

Devido a ampla abrangéncia das investigagdes sobre a E. coli, considerada como
organismo padrdo em grande parte dos estudos direcionados. O Experimento VI expos
uma interven¢do com a realizacdo de experimentos, utilizando a mesma metodologia
empregada no Experimento V, mas com o uso das regides intergénicas da E. coli.
Apesar de os resultados obtidos serem considerados similares aos obtidos com os
Mycoplasmas, nido ¢é viavel uma comparagdo desse Ultimo experimento, com 0s
resultados relatados na secdo Estado da Arte do capitulo anterior. Neles sdo expostos
experimentos que retratam o uso de redes neurais e informagdes precisas da localizagdo
de promotores, diferente do nosso caso em que temos o promotor contido ou ndo numa
seqiiéncia. Conforme investigacdo realizada por Eskin et al. (2002), com base nas
regides intergénicas de 20 genomas bacteriais, os sinais promotores nas seqiiéncias
intergénicas analisadas para a E. coli foram considerados fracos, enquanto que para os
Mycoplasmas estes mesmos sinais foram considerados muito fracos.
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5 UM FRAMEWORK PARA RECONHECIMENTO DE
PROMOTORES EM MYCOPLASMAS

Este capitulo apresenta a proposta de um framework englobando todo o processo
desenvolvido nos experimentos realizados para o reconhecimento de promotores em
Mycoplasmas, sendo descritas as etapas principais do processo para deteccdo de
promotores e especificacdo das abordagens propostas. Além da apresentagdo do
framework ¢ apresentada uma abordagem simbolia alternativa.

Este framework ¢ pensado como um guia de procedimentos para a geragao de
modelos de previsdo de promotores, a partir das bases de dados biologicos, atualizadas
dindmicamente.

5.1 O Framework

A fig. 5.1 apresenta de forma abstrata a metodologia de trabalho adotada para a
constru¢do de modelos computacionais conexionistas representativos para efetuar o
reconhecimento de promotores em seqiiéncias de DNA relativos a Mycoplasmas.

Codificacio Separ_agao Composicao
s de treino e
binaria de conjuntos
teste

Obtencéo de
sequéncias

Delimitacdo do tamanho das
seqléncias ou janelamento

!

Outras Fontes

Figura 5.1: Framework para reconhecimento de promotores
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O framework apresenta trés principais esquemas que sdo: 0s repositorios ou
fontes de dados, a obtengdo e pré-processamento das seqiiéncias obtidas e a construgdo
de modelos computacionais conexionistas. A execucdo desta estrutura segue uma
filosofia bottom-up, partindo da obtencdo de seqiiéncias nucleotidicas das bases de
dados para a constru¢ao de modelos neurais.

A operacionaliza¢do desta metodologia deve inicialmente partir de uma consulta
aos repositorios de seqliéncias de DNA, tais como NCBI, ou mesmo artigos cientificos
que tratem do estudo comprobatorio da localizagdo dos promotores nas seqiiéncias. As
fontes de dados estdo interligadas devido ao fato de uma complementar a outra, por
exemplo, caso exista um artigo que cita a identificacdo de seqii€ncias relacionada mas
ndo as apresenta na integra ou caso existam seqliéncias ja caracterizadas nos bancos de
dados que conduzam aos trabalhos cientificos.

Uma vez encontrada a informagdo que caracterize o problema ¢ dado inicio a
proxima etapa que ¢ a obtenc¢do dessas seqiiéncias e tratamento da informagdo para
deixa-las num formato adequado a submissdo das técnicas de aprendizado conexonista.
Note que esta etapa segue um fluxo de tarefas que devem ser sucessivamente cumpridas
para transformar as seqiiéncias de DNA em amostras simbolicas discretizadas. Para isto
ocorrer € necessario que as seqiiéncias nucleotidicas sejam delimitadas a um tamanho
fixo pré-estabelecido, ou sofram um processo de janelamento dependendo da
abordagem que serd adotada na constru¢do dos modelos. Tendo-se as seqiiéncias
delimitadas a uma quantidade de pares de base ¢ possivel a composi¢do de conjuntos,
positivos e negativos, representantes de promotores € ndo promotores, respectivamente.
Com os conjuntos compostos, deve-se separar proporcionalmente subconjuntos
destinados para realizacdo de treinamento e teste dos modelos a serem construidos.
Finalmente, a ultima tarefa desta etapa ¢ a codificagdo dos dados em formato
representativo adequado para a criacdo de modelos.

A ultima etapa deste framework apresenta as abordagens supervisionada e nao
supervisionada, descritas nos capitulo 3 desta tese, que objetivam a obtengdo de
modelos computacionais genéricos e precisos para a separagdo de classes ou
identificacao de similaridades mediante o problema apresentado.

Cada uma dessas abordagens requer detalhamentos proprios para construcao dos
modelos que vao desde a especificagdo das seqii€ncias a serem utilizadas, passando pelo
direcionamento do pré-processamento empregado até a configuracdo dos modelos. Tais
particulariadades sdao descritas nas proximas duas subsecc¢oes e visam indicar caminhos
para a construcdo de modelos adequados ao reconhecimento de promotores nos
Mycoplasmas.

5.1.1 Abordagem Supervisionada

Nesta metodologia, conforme o diagrama da fig. 5.2, estdo definidas as etapas
necessarias para a obten¢do de um modelo supervisionado, capaz de identificar se uma
dada seqiiéncia submetida ao modelo gerado, em uma etapa de teste, contém ou ndo
informagao relativa a promotores inseridos em seu contetdo.
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Genomas de ::> IGR-Annot :> Artemis 7: selegéo de
Mycoplasmas regides intergénicas

Composigéo dos

Codificagéo binaria <:| conjuntos: positivoe |< Sl G
¢ ) ‘P das seqliéncias a 100pb

negativo

Rede neural |::> Modelo gerado

Figura 5.2: Diagrama das etapas para geragdo de um modelo supervisionado

Partindo do genoma completo dos organismos de interesse, no caso, relativos a
Mycoplasmas, obtidos em sua maioria do NCBI, sdo anotadas as regides intergénicas,
com o uso da ferramenta IGR-Annot. Conforme relatado, a anotagdo produz quatro
regides diferentes: IGR-B, IGR-F, IGR-R e IGR-X, sendo as trés primeiras
caracteristicas por conter promotor e a quarta por ndo conter promotor em suas
seqiiéncias. A selecdo dessas regides anotadas ¢ realizada por uma busca ao
identificador da mesma, com o emprego da ferramenta Artemis 7, que também permite
a delimitagdo do comprimento da regido de interesse. Nesse caso ¢ indicada a seleg@o
das regides de interesse com pelo menos 100 pb, as seqiiéncias que ultrapassarem esse
tamanho devem ter seu comprimento, posteriormente, limitado a 100 pb.

Uma vez selecionadas as seqiiéncias de interesse, deve ocorrer uma divisao para
compor conjuntos representados aqui por: positivo e negativo, corespondentes por
conter promotor € ndo conter promotor, respectivamente. Apos essa definigdo, todas as
amostras dos referidos conjuntos, sofrem a codificagdo binaria. Assim, como todas as
seqiiéncias que possuem tamanho de 100 pb, suas respectivas amostras discretas sio
compostas por 400 elementos. Ao final de cada amostra sdo adicionados dois bits
referentes a saida desejada: [1 0] para promotor, [0 1] para ndo promotor.

Com essas etapas cumpridas ¢ possivel a apresentacdo dos conjuntos de
amostras a rede neural devidamente configurada. Apds a rede atingir determinados
patamares pré-estabelecidos, ¢ considerado que a mesma teve seus pesos ajustados,
estando apta a realizar a identifica¢do de seqiliéncias desconhecidas.

Conforme mostra o diagrama da fig. 5.3, uma seqiiéncia desconhecida de DNA
deve sofrer um processo de codificagdo binaria seguida pela delimitagao de seu tamanho
correspondente a 100 pb. Para seqiiéncias de tamanho superior, sugerimos a aplica¢do
de uma janela correspondente aos 100 pb, ou seja, 400 elementos, que deslize do inicio
ao fim da seqiiéncia e que a cada deslocamento produza nova uma amostra com o
tamanho definido para submissdo ao respectivo modelo neural. O papel do modelo ¢
realizar a classificacdo, identificando se a dada seqiiéncia contém ou ndo um promotor
inserido.



Seqléncia de DNA

Codificagio binaria

Limitagdo do tamanho
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Figura 5.3: Diagrama das etapas para submissdo de uma seqiiéncia desconhecida para
modelo supervisionado obtido

5.1.2 Abordagem N&o Supervisionada

Esta metodologia, conforme o diagrama da fig. 5.4, define as etapas necessarias
para a obtencdo de categorias, com base na similaridade de seqiiéncias comprovadas da
presenca de promotores.

Seqliéncias
comprovadas de
promotores

——— >

Selegdo das
regides -10 e 35

>

Modelo de categorias
para a regiéio -10 <:: Rede ART 1 K,

Separagio das
duas regides

Modelo de categorias
para aregido -35 <: Rede ART1

Figura 5.4: Diagrama das etapas para geracao de categorias representativas de

L
N—

regido -10 de 6 pb

(—

regifio -35 de 10 pb R

promotores com base na similaridade das seqiiéncias comprovadas
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A partir de seqiiéncias comprovadas da presenga de promotores em
Mycoplasmas, ¢ realizada a selecdo da regido -10, constituida por 6 pb, e a selegdo da
area de abrangencia da regido -35 nas seqiiéncias. Com base nos experimentos
realizados, sugerimos que com 10 pb € possivel englobar a regido -35 de todas as
seqiiéncias utilizadas.

Para as duas regides de interesse, formadas por 16 pb, ¢ aplicada a codificacao
bindria e produzidas amostras constituidas por 64 elementos. Ao final de cada amostra
sdo inseridos dois bits relativos a saida desejada.

As amostras constituintes do conjunto positivo sdo separadas em dois
subconjuntos: um representando a regido -10 e outro a regido -35. Cada um desses
subconjuntos ¢ aplicado a uma rede neural ART 1, a qual produz categorias conforme a
identificacdo de similaridades entre as amostras do conjunto de dados, com base no
parametro de vigilancia configurado para a rede. Um valor alto desse parametro de
vigilancia implica numa restricdo maior na identificacio de similaridades entre as
seqiiéncias, caso contrario a restrigdo ¢ menos seletiva na criacdo de categorias.

Conforme apresentado na fig. 5.5, quando submetida uma seqiiéncia
nucleotidica de teste a0 modelo a mesma deve sofrer um processo de janelamento. Duas
janelas devem ser fixadas na seqiiéncia: uma de 6 pb a partir do primeiro par de base da
seqiiéncia e outra de 10 pb, distante 15 pb do final da primeira janela. A area tracejada
da fig. 5.5 refere-se ao processo de propagacdo das amostras produzidas pelos
deslocamentos ao longo da seqiiéncia, o deslocamento das duas janelas fixadas deve ter
suas regides separadas e submetidas ao respectivo modelo.

A combinagdo dos melhores modelos encontrados, para cada regido em
separado, considera similaridades entre as seqiiéncias e a capacidade preditiva do
modelo em relacdo as particularidades de cada regido. Ou seja, somente quando a
amostra de teste submetida as redes cumprir os critérios estabelecidos para cada um dos
dois modelos é que a amostra sera considerada uma regido promotora, indicando qual ¢
a provavel localizacdo do promotor dentro da seqiiéncia.

Seqléncia de B".I- gaojdes
B —- janelas de

tamanho fixo

Deslocamento das
janelas em 1 posigéao
até o fim da
seqUéncia

1L

| Separagio das duas regides |

1l il

regido -10 de 6 pb regido -35 de 10 pb
Modelo de categorias Modelo de categorias
para a regido -10 para a regido -35

!

Identificagdo da localizag&o de
provaveis promotores na seqtligncia de
DNA

Figura 5.5: Diagrama das etapas para submissdo de amostras deslocadas aos modelos de
categorias
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5.2 Abordagem Simbdlica Alternativa

Em complementacdo aos modelos preditivos gerados com o framework
apresentado na se¢do anterior, apresentamos aqui um procedimento para geragao de um
modelo simbolico da regido promotora.

Apesar de ndo terem sido utilizados os conceitos finais obtidos no Experimento
IV para processamento de modelos neurais, ¢ exposta a abordagem simbolica
alternativa. A auséncia desta abordagem no framework apresentado se deve ao fato de
ela apresentar algumas peculariedades de pré-processamento e por ser considerada uma
abordagem que necessita de aprimoramentos. O diagrama da fig. 5.6 apresenta as
etapas que conduziram a obtencao de conceitos a partir de um conjunto de seqiiéncias
de DNA.

Eliminagio de Confronto dos campos
sequincias > deidentificagio das [—— > Apriori
redundantes seqliéncias

I |

Identificagéo de
Conjuntos Fechados

Filtros de valores

médios Freqlientes
Pacote BLAST Conceitos

I

Conjunto de
seqléncias de interesse

Figura 5.6: Diagrama das etapas para obtenc¢do de conceitos a partir de um conjunto de
seqiiéncias

Partindo de um conjunto de seqiiéncias deve ocorrer a submissdo destas ao
pacote BLAST para identificagdo dos alinhamentos. A especificagdo dos diversos
parametros do BLAST ¢ um ponto crucial que merece cuidado, os resultados
produzidos podem ser muito concisos ou muito esparsos, dificultando assim o
tratamento posterior. Por mais direcionada que possa ser a execu¢do do BLAST os
resultados produzidos necessitam da aplicacdo de filtros. Em nosso caso, os filtros
identificaveis foram valores médios relativos ao score e tamanho das seqiiéncias. Em
continuidade as etapas definidas devem ser identificados alinhamentos tnicos, ou seja,
somente uma vez uma seqiiéncia de consulta deve apresentar uma correspondéncia com
uma seqiiéncia do BD com o intuito de acabar com redundancias indesejadas, assim
como eliminac¢do de sucessivos alinhamentos no decorrer de uma mesma seqiiéncia do
BD. Com base nesse refinamento sdo selecionados os campos de interesse: os
identificadores das seqiiéncias de consulta e do BD, e confrontados estes campos para
deteccao de multiplas ocorréncias da identificacdo das seqiiéncias do BD em relacdo a
identificacdo da seqiiéncia de consulta. Ao final desse intenso pré-processamento siao
obtidos registros relevantes que podem ser aplicados ao algoritmo Apriori para
identificagdo de grupos e itens freqilientes e posteriormente identificacdo dos conjuntos
fechados freqiientes resultando na obtencao dos conceitos.
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6 CONCLUSOES

Este capitulo apresenta as conclusdes da tese mediante a exposi¢cdo do problema,
da metodologia investigativa adotada e dos experimentos desenvolvidos, visando
fornecer uma consolidagdo do trabalho desenvolvido por meio de um framework e
possibilidades de extensao das propostas relatadas.

Nesta tese, foi relatado o estudo e desenvolvimento de metodologias para a
geracao de modelos capazes de efetuar o reconhecimento de regides promotoras em
organismos da familia Mycoplasmataceae. Diante do que foi encontrado na literatura,
relativo a trabalhos relacionados ao tema, concebeu-se a possibilidade de realizacao de
tais experimentos para explorar um organismo do mesmo reino, mas com algumas
particularidades um tanto desconhecidas.

Um dos principais empecilhos no desenvolvimento do trabalho foi sem duvida, a
escassez de dados comprovados, ou seja, um numero significativo de seqiiéncias
elucidativas que ja tivessem seus promotores muito bem caracterizados e que pudessem
servir de indicativos para a geragao de modelos computacionais. Embora seja
relativamente bem caracterizada a defini¢do dos promotores na E. coli, a mesma ndo se
aplica completamente aos Mycoplasmas.

Conforme relatado, na se¢do 3.9, relativa ao estado da arte da pesquisa, os
experimentos que utilizaram um volume maior de dados comprovados e bem definidos
da presenca de promotores obtiveram, de uma forma geral, bons resultados. Isso
demonstra a viabilidade do uso das RNs, caso se possua um conjunto de amostras bem
caracterizadas, assim como um nimero superior dessas amostras.

Os experimentos realizados demonstraram a geragao de modelos com base nas
poucas amostras comprovadas da presenca do promotor, relativas a um dos
Mycoplasmas. Esses modelos apresentaram uma baixa capacidade preditiva de
generalizacdo nos testes, ndo identificando com a certeza desejada novos possiveis
promotores. Diante do niimero infimo de amostras, alternativas foram propostas no
intuito de obter uma maior quantidade de seqiiéncias informativas, capazes de oferecer
melhores subsidios para a criacado de modelos mais precisos e genéricos.

Os Mycoplasmas, apesar de sua simplicidade, em tamanho do genoma e nimero
de genes, possuem detalhes proprios relativos aos seus promotores. Esses detalhes ainda
ndo foram suficientemente elucidados para fornecer uma caracterizagdo adequada, a fim
de que os métodos computacionais de predi¢ao apresentem solugdes mais palpaveis.

Os demais experimentos realizados revelaram a capacidade de obtencdo de
melhores resultados com base em dados indicativos da presenca ou auséncia de
promotor nas seqiiéncias tratadas. E coerente afirmar, tendo em vista o panorama atual,
ou seja, em virtude da baixa caracterizagdo das poucas seqiiéncias promotoras
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comprovadas de Mycoplasmas, que os melhores resultados encontrados sao
significativos diante das investigacdes realizadas, perante a necessidade de maior
exploragdo cientifica do problema abordado.

6.1 Contribuictes

A especificagdo do problema, abordada no segundo capitulo e a descri¢ao da
metodologia empregada, juntamente com a exposicdo de experimentos correlatos,
abordada no capitulo 3, forneceram a base para o desenvolvimento de diversos
experimentos que envolveram processos de: composicdo dos conjuntos de amostras,
selecdo de caracteristicas, implementacdo de redes neurais e avaliacdo dos resultados
obtidos sobre as seqiiéncias relativas aos Mycoplasmas.

Os trabalhos relatados no capitulo 3 visaram demonstrar a aplicabilidade das
RNs ao problema de reconhecimento de promotores em procariotos. A comparacao dos
resultados expostos nesses experimentos, com os resultados obtidos nos experimentos
desenvolvidos nesta tese ndo € coerente, porque as abordagens propostas por eles nao se
aplicam aos experimentos com Mycoplasmas. Além disso, esses trabalhos foram
baseados em uma quantidade muito superior de seqii€ncias comprovadas da presenca de
promotor, situacdo totalmente oposta a encontrada nos Mycoplasmas.

Outra questdo importante, ¢ a existéncia de um numero pequeno de trabalhos na
literatura que abordem o reconhecimento de promotores em Mycoplasmas, muito menos
ainda que empreguem RNs para tal fim. Isto torna o presente trabalho inédito, por
explorar um problema de natureza extrema, onde se possui um conjunto restrito de
amostras, com baixa caracterizagdo que fornece poucos subsidios para construgdo de um
modelo genérico, capaz de ser aplicdvel no reconhecimento de promotores em
Mycoplasmas.

Perante a inexisténcia de outros trabalhos relacionados ao tema em questdo, o
desenvolvimento desse trabalho se tornou desafiante. Trabalhos como este tendem a
abrir as portas para a criacdo de solugdes a problemas dessa natureza, dando vazdo a
busca de novas metodologias.

A realizagdo dos experimentos descritos no capitulo 4, bem como os resultados
obtidos permitiram a identificagdo de duas principais abordagens para solugdo do
problema: uma para identificar se uma dada seqiiéncia apresenta informagao relativa ao
promotor ou ndo em sua composi¢do; e outra que busca identificar categorias
representativas de promotores com base na similaridade das seqiiéncias comprovadas.
Ambas as abordagens foram consolidadas na composi¢ao de um framework, que agrega
as principais etapas e as tarefas envolvidas para obtencdo de modelos computacionais
conexionistas capazes de efetuar o reconhecimento de promotores.

Também foi exposta a investigacdo a uma abordagem simbolica alternativa, que
utilizou um pré-processamento intenso em conjunto com uma técnica de Mineragao de
Dados, obtendo-se listagens de seqiiéncias que apresentam algum relacionamento.

Embora o foco desta tese tenha sido um grupo de organimos referentes a familia
Mycoplasmataceae, o trabalho desenvolvido ¢ modular e flexivel estando aberta a novas
investigagdes com o emprego de outros organismos procariotos.

Abaixo, sdo expostas sugestdes que visam colaborar no aprimoramento dessa
pesquisa.
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6.2 Trabalhos Futuros

Com a intengdo de se obter modelos mais sensiveis e especificos, ou seja, com
maior poder de predi¢do de promotores e ndo promotores, em seqiiéncias de DNA
relativas aos Mycoplasmas, sdo apresentadas algumas sugestdes de extensdo desse
trabalho que podem vir a ser investigadas:

\

Ampliagdo do numero de organismos referentes a familia
Mycoplasmataceae ¢ consequentemente aumento no namero de
seqiiéncias envolvidas;

\

Utilizagdo de seqiiéncias relativas a operons. Os operons sao
considerados regides do DNA, em que o promotor dispara o processo de
transcricdo de uma série de genes muito proximos fisicamente, onde o
promotor estd localizado somente antes do primeiro gene a ser transcrito,
enquanto os demais genes sdo transcritos automaticamente pela RNA-
polimerase. O uso desses dados para a realizacao de testes implicara a
identificacdo de somente um promotor, e que as regides antecessoras dos
demais genes do operon, posteriores ao primeiro, ndo apresentarao
promotores;

Refinamento no uso do pacote BLAST, na tentativa de direcionar os
parametros de execu¢do com melhores subsidios bioldgicos. Ou mesmo
uma pré-selecdo das seqiiéncias submetidas ao BLAST, no sentido de
obter alinhamentos mais representativos e assim um maior nimero de
seqiiéncias constituindo conceitos obtidos a partir da extensdo do
algoritmo Apriori;

Investigacdo de abordagens hibridas de redes neurais para construcao de

modelos mais robustos, que ampliem sua capacidade preditiva;

Com a obtengdo de modelos mais precisos e exatos sugere-se a
elaboracdo de um portal WWW para submissdo de seqiiéncias de
interesse da comunidade cientifica.
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APENDICE A ONZE AGRUPAMENTOS PARA DUAS
JANELAS DE 6 PB

A Tab. Al apresenta os 11 agrupamentos encontrados com o parametro de vigilancia
(o = 0,5) sobre informacdo relativa a duas janelas de 6 pb cada uma, relativos as 32
amostras. A coluna Agrupamentos se refere aos agrupamentos encontrados pela ART
1. A coluna Sequéncias apresenta as 32 seqliéncias numeradas de 1 a 32. As colunas
Sequéncia desejada e Sequéncia obtida, apresentam os pares de base que compdem a
regido de interesse e a reconstrucdo do que o modelo ART 1 recuperou,

respectivamente.

Tabela A1: Agrupamentos encontrados com p = 0,5 sobre duas janelas de 6 bp

Sequiéncia desejada | Sequéncia obtida

Agrupamento | Sequéncias -10 -35 -10 -35
1 attata | tgtact
2 attcta | tagcag
11 attcta | tttcaa

{ 13 atttta | tcgcat att—ta | toeem-
18 attata | tggctt
19 atttta | tgctaa
21 attcta | tgaccg
22 attcta | tgacaa
atttta | ctttaa
4 attata | ggccac

2 10 attcta | aatcaa | att-ta | ----a-
17 atttta | ggtgaa
27 atttta | attaaa

3 5 taatag | aaaggg ta--a- | -a-gg-
14 tagaat | tatggt




6 tataat | caaatt
7 taaaat | ttagtt
8 taaaat | acgttt
4 9 aacaat | cgggtt | —a-aat | ----tTt
25 tagaat | tcattt
12 atttta | attccc
5 att-ta | -t-c—-
20 attcta | ctgcga
15 tagaat | aaatta
16 tacaat | aaattg
6 ta--at | a-a---
24 tatcat | aaagtt
30 taatat | acaaat
23 atctcc | tgacca
7 atct-- | t-ac-a
29 atctta | taacta
8 26 aaccac | acattc | aaccac | acattc
9 28 aagtta | tcccaa | aagtta | tcccaa
10 31 tcaaat | aacaac | tcaaat | aacaac
11 32 tatcat | ttggct | tatcat | ttggct
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APENDICE B QUATORZE AGRUPAMENTOS PARA
DUAS JANELAS: UMA DE 6 PB E OUTRA DE 10 PB

A Tab. B1 apresenta os 14 agrupamentos encontrados com o parametro de vigilancia
(o = 0,5) sobre informagao relativa a duas janelas, uma de 6 pb sobre a regido -10 e
outra de 10 pb sobre a regido -35, relativos as 32 amostras. A coluna Agrupamentos se
refere aos agrupamentos encontrados pela ART 1. A coluna Sequiéncias apresenta as 32
seqiiéncias numeradas de 1 a 32. As colunas Sequéncia desejada e Sequiéncia obtida,
apresentam os pares de base que compdem a regido de interesse e a reconstrucao do que
o modelo ART 1 recuperou, respectivamente.

Tabela B1: Agrupamentos encontrados com p = 0,5 sobre duas janelas, uma de 6 pb

sobre a regido -10 e outra de 10 pb sobre a regido -35

Sequéncia desejada

Sequéncia obtida

Agrupamentos | Sequiéncias -10 -35 -10 -35

1 attata | tgtacttagg

1 3 atttta | ctttaattgc | att-ta | -t---t-g-
18 attata | attggcttga
attcta | tagcagttaa

2 4 attata | ggccacttta | att-ta | —————- tt-a
13 atttta | atcgcattaa
5 taatag | aaagggaaaa

3 taata- | aaa---aaa-
30 taatat | aaatacaaat
6 tataat | caaattggga
7 taaaat | ttagttgaac

4 ta-aat | --a-tt-—---
15 tagaat | caaattaagg
16 tacaat | aaaattgagt
8 taaaat | acgtttactt

5 -a-aat | --g-tt--tt
9 aacaat | cgggttcttt




132

10 attcta | taatcaatta
11 attcta | atttcaaatg

6 att-ta | ----c-a-t-
19 atttta | attgctaata
12 atttta | aattccccac

7 atttta | aa-————--- Cc
17 atttta | aaggtgaacc
14 tagaat | gtatggtcgt

8 J J J9teY tagaat | -t-t—t--t
25 tagaat | ctttcatttt
20 attcta | aatctgcgaa

9 21 attcta | ctttgaccgg | attcta | --t---c-—-
22 attcta | ttttgacaat
23 atctcc | agttgaccaa

10 a—1t-- | —--tt-ccaa
28 aagtta | tttttcccaa
24 tatcat | ctaaaagttt

11 tatcat | -t----g--t
32 tatcat | gtttttggct

12 26 aaccac | gcaacattcg | aaccac | gcaacattcg
27 atttta | caagattaaa

13 at-tta | --ag----- a
29 atctta | atagtaacta

14 31 tcaaat | tgacaacaac | tcaaat | tgacaacaac
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APENDICE C DEZ AGRUPAMENTOS PARA UMA
JANELA DE 6 PB SOBRE A REGIAO -10

A Tab. C1 apresenta os 10 agrupamentos encontrados, para a aplicagdo do modelo ART
1 com o pardmetro de vigilancia (p = 0,7) sobre informagao relativa a janela de 6 pb
sobre a regido -10, relativos as 32 amostras. A coluna Agrupamentos se refere aos
agrupamentos encontrados pela ART 1. A coluna Sequéncias apresenta as 32
seqiiéncias numeradas de 1 a 32. As colunas Sequiéncia desejada e Sequiéncia obtida,
apresentam os pares de base que compdem a regido de interesse e a reconstrucao do que
o modelo ART 1 recuperou, respectivamente.

Tabela C1: Agrupamentos encontrados com p = 0,7 sobre a regido -10 de 6 pb

Saida desejada | Saida obtida
Agrupamentos | Sequéncias -10 -10
1 1 attata att-ta
2 attcta
3 atttta
4 attata
10 attcta
11 attcta
12 atttta
13 atttta
17 atttta
18 attata
19 atttta
20 attcta
21 attcta
22 attcta




27 atttta
2 > taatag taata-
30 taatat
6 tataat
7 taaaat
8 taaaat
3 14 tagaat ta-aat
15 tagaat
16 tacaat
25 tagaat
4 9 aacaat aacaat
5 23 atctcc atctcc
6 24 tatcat tateat
32 tatcat
7 26 aaccac aaccac
8 28 aagtta aagtta
9 29 atctta atctta
10 31 tcaaat tcaaat
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APENDICE D DOZE AGRUPAMENTOS PARA UMA
JANELA DE 10 PB SOBRE A REGIAO -35

A Tab. D1 apresenta os 12 agrupamentos encontrados, para a aplicagdo do modelo ART
1 com o parametro de vigilancia (p = 0,3) sobre informagao relativa a janela de 10 pb
sobre a regido -35, relativos as 32 amostras. A coluna Agrupamentos se refere aos
agrupamentos encontrados pela ART 1. A coluna Seqiiéncias apresenta as 32
seqiiéncias numeradas de 1 a 32. As colunas Sequiéncia desejada e Sequiéncia obtida,
apresentam os pares de base que compdem a regido de interesse e a reconstrucao do que
o modelo ART 1 recuperou, respectivamente.

Tabela D1: Agrupamentos encontrados com p = 0,3 sobre a regido -35 de 10 pb

Saida desejada | Saida obtida
Agrupamentos | Sequéncias -35 -35

1 tgtacttagg

1 3 ctttaattgc | -t---t-g-
18 aatggcttga
2 tagcagttaa

2 4 ggccacttta | ——-—---- tt-a
13 atcgcattaa
5 aaagggaaaa
6 caaattggga

3 -aa------ a
10 taatcaatta
27 caagattaaa
7 ttagttgaac

4 15 caaattaagg | -—a-tt-a--
16 aaaattgagt
8 acgtttactt

5 9 cgggttcttt | ———-tt---t
32 gtttttggct




6 11 atttcaaatg
12 aattccccac | a-t-C—-—---
19 attgctaata
14 gtatggtcgt

7 21 ctttgaccgg | -t-tg---—--
22 ttttgacaat
17 aaggtgaacc

8 ggtg aa-—tg-——-
20 aatctgcgaa
23 agttgaccaa

9 ——tt--ccaa
28 tttttcccaa
24 ctaaaagttt

10 25 ctttcatttt | -t---a--t-
29 atagtaacta

11 26 gcaacattcg | gcaacattcg
30 aaatacaaat

12 --a-a--aa-
31 tgacaacaac
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APENDICE E UMA POSSIVEL POSICAO E SEQUENCIA
DE PROMOTOR EM UMA SEQUENCIA ORIGINAL

O quadro abaixo, apresenta a saida do programa que utilizou a combinacdo do modelo
ART 1 treinado com p = 0,7 sobre a regido -10 de 6 pb com outro modelo ART 1
treinado com p = 0,3 sobre a regido -35 de 10 pb. Foram identificadas possiveis
localizacdes de promotor em 97 seqiiéncias das 1318 seqiiéncias positivas e
apresentadas somente seqiiéncias em que foi encontrado somente 1 possivel promotor.
A numeracdo das seqiiéncias ¢ um identificador seqliencial referente as 1318
seqliéncias. Todas as seqiiéncias possuem 100 pb e 0 ATG esta situado no canto direito.

Possiveis promotores da sequéncia 12: ATG
Gttaagattttaaaatatataattaccttttttataaatgttaaaatattatcagtattatgtgagatagagctacttttttagacagttttagctctaa o
atttta ttttttataa

Possiveis promotores da sequéncia 13:
tttttatttcttttaaaatattttacaaaattaacctgagtttccaaagtggaagctctttttataccttttaccttattacttatatacatactatata
aaatta gtggaagctc
Possiveis promotores da sequéncia 14:
attgttttaacaatatgtttatataaataaatatttgcctttttatcgataaaatcaataaaaactggaaaatgacacacttaaaaatttaactgttcat
atcaat acacacttaa
Possiveis promotores da sequéncia 18:
tctttaattttgttggagagaagataattctttcaccagtacgaatattttttcacaatagactaattgaagtaagtgtaaatacgatagcagctgaatc
aagata cgaatatttt
Possiveis promotores da sequéncia 21:
ttaaagtcgaattgacgaatttgtaaaacgaacaagttcatcaagaaagaatatataaagttcaataagtaataaatcggcttaattttcgccgatcaaa
aagttc ataaagttca
Possiveis promotores da sequéncia 56:
gctaattaattttgataattaattataactaatttaactttagataagatttagtttttaagcttaactaggatttctattttaagcaacttgttttctt
aattta tagtttttaa
Possiveis promotores da sequéncia 73:
attttctttgcccgaataaaacccgtttgcattttcatttctaatagaaattgttgttgtggttgttgtaagaattgtacataaagaaccaaaaattccg
aagaat aaaaattccg
Possiveis promotores da sequéncia 75:
tgatttttcgttaatttcagtcataattgtttcctttttttaattttticggttttggttigttgcttattictaatttaatattttttaaacattttaata
attcta aacattttaa
Possiveis promotores da sequéncia 78:
tgcaccataaaaactacgtttttggttaatttgtttcaaaagccggtatgcgagccgtaattcggatgaggttttaaaaaagttaaatagatttttcate
aactac gtttcaaaag
Possiveis promotores da sequéncia 85:
aaaaaccaatacacgataacaactcactctcgcgtactgcaaccttatgcatcatcatcctttaacggtaagattaaattatacacaaaaaataaaaatt
aacaac gcaaccttat
Possiveis promotores da sequéncia 103:
gagcgcctaagcaaaagttttagacatatgcgaaatttcgttgtgaaaatctecttttttaattttttatgatcagcgtattttatgataaaatttatca
tatgat taaaatttat
Possiveis promotores da sequéncia 113:
tagattctggttatttctggtttggctggattttgctatcacttgttctaaatttggattttcctgagtttcccagtttgatggcgaaaattcacttttt
tatcac attttcctga
Possiveis promotores da sequéncia 120:
ttttttctecttttrtttttttttttttactaaaaaaataaaaaaactactattttgaatagtagttttaaattttaaatggtgaatttactatatcaaa
aactac ttttaaattt
Possiveis promotores da sequéncia 129:
tttttccagectttttctgtttttttttttttttttttttgactittttatttttagtattactactaattataactaatttttgaattttattatataaa
attata ttattatata
Possiveis promotores da sequéncia 151:
ttaaaaagagcgatattttttaaacttcactttcttttttgataaatttaataagagacaataaataaatggaaaaagatgaaaatttaaactagttatt
aattta taaatggaaa
Possiveis promotores da sequéncia 171:
aaatcagttttccttttaaaatttcagtaaactaaggtgttttatgacgattcaattaaaaaaagacaaactcgttccgctagcattacctaggtcaact
tcaatt cgttccgecta
Possiveis promotores da sequéncia 176:
ggatttatcatttagaagtagctcaagaccactaaaatttttatttaatcaagcccgagaaaaataactataaataaaataaccgccaatagcaaggcta
aactat caatagcaag
Possiveis promotores da sequéncia 206:
tgatttttcgttaatttcagtcataattgtttcctttttttaatttticggttttggttigttgcttattctaatttaatattttttaaacattttaata
attcta aacattttaa
Possiveis promotores da sequéncia 209:
tgccccataaaaactacgtttttggttaatttgtttcaaaagccggtatgcgagecgtaattcggatgaggttttaaaaaagttaaatagatttttcate
aactac gtttcaaaag
Possiveis promotores da sequéncia 216:
aaaaaccaatacacgataacaactcactctcgcgtactgcaaccttatgcatcatcatcctttaacggtaagattaaattatacacaaaaaataaaaatt
aacaac gcaaccttat
Possiveis promotores da sequéncia 247:
trttttctectttttttttttttttttactaaaaaaataaaaaaactactattttgaatagtagttttaaattttaaatggtgaatttactatatcaaaa
aactac ttttaaattt




Possiveis promotores da sequéncia 266: ATG
tgcgaatctccatttcttttatattaattttgtctattttgggttttggtattaaaaaaaacaaaaaattaacaaaatttaattatttttagtaatttta «
atctcc attttgtcta

Possiveis promotores da sequéncia 278:
ttaaaaagagcgatattttttaaacttcactttctttcttgataaatttaataaaataagagacaataaataaatggaaaaagaagaaaatttaaactag
aattta ataaataaat
Possiveis promotores da sequéncia 297:
aaatcagttttccttttaaaatttcagtaaactaaggtgttttatgacgattcaattaaaaaagacaaactcgttccgctagcattacctaggtcaacta
tcaatt gttccgctag
Possiveis promotores da sequéncia 300:
ggatttatcatttagaagtagctcaagcccactaaaatttttatttgatcaagcccgagaaaaataactataaataaaataaccgccaatagcaaggcta
aactat caatagcaag
Possiveis promotores da sequéncia 313:
taaagttccttttgcttttcctaataaattagtaaatatcgtaatttctgacaatatttccgtttctatttatttcctgatcattttcagatatttctga
gacaat tatttcctga
Possiveis promotores da sequéncia 350:
agtttatcctttccaaaagatttttaaaaataattattagctaacattatataacaaaaaaattagcggcgctaattttcccacattgtaacttccaagt
aacaaa aattttccca
Possiveis promotores da sequéncia 352:
ctaaaaactaaaacaactaaaactcaggcaaaaaacagcactttaaacactaaaacatctgcaaaaccgaaaacaaaagaaataaagaaagctagcaaag
atctgc agaaataaag
Possiveis promotores da sequéncia 359:
gtctccttataagtggctcgtctttaaggtgcataaatgcttgaaaacctttttagaacggttactattcggtaacttttttattatagcaaaattaaat
gtctcc ctttaaggtg
Possiveis promotores da sequéncia 368:
aaatctcctttgttatttttattaattatagcgcttaataattaaagaccaaattttttatattttttatatattataaaatataaagatataataaatt
taataa tttatatttt
Possiveis promotores da sequéncia 379:
tacattttgtggcttggtaacgtgggctggctttacagaattatcaacatttggtgaaaatccctetgagetttgtgccgectecttggatcaaataaattt
aacatt tgagctttgt
Possiveis promotores da sequéncia 394:
tttttcctttctaataattcaataaatttatttaaaacgcatttttagcgctaataaaaaaatttattaaagtatattatacagaaaaagaaattaattg
aaaaat atacagaaaa
Possiveis promotores da sequéncia 402:
gttattttatatatgaaaataatgtacctttggtacgaaataaaataaattaaactaaagaggaggctgtattaaaaagatccatgctatactcatttac
atttta tacctttggt
Possiveis promotores da sequéncia 404:
attgcctccatgcatttttttctactataaaaagcaaaaaagtgccatagaaaacaaaatgtggaaaatcgttttgattttccacttgaattattaacta
aacaaa ttgattttcc
Possiveis promotores da sequéncia 427:
tactataaataagaaaaatcctgacttagttgataccaatcaggattttacaaagaagttttaatttggagcagataacgggaatcgaacccgcatctta
accaat aagttttaat
Possiveis promotores da sequéncia 430:
ttctaaattgactggtgtcggagaccagacttgaactggcacagtctttaacgaccacaagcacctcaagcttgecgtgtctaccattccaccactccgac
aagcac ctaccattcc
Possiveis promotores da sequéncia 443:
agcctgatatctatatactaaatagtgccattaattctaacttttaattttttacaagtagctattagtaaagaaaactaccagaaattaaactaggatt
attcta caagtagcta
Possiveis promotores da sequéncia 449:
ttattgaaattactttgcattaaaaggctaaaaaaagatttttctgccatttatttacaacttattgacattaaaaacagtctaaaacaacccttttttg
aaatta ctaaaaaaag
Possiveis promotores da sequéncia 468:
tttgatttttaattaaaaagagcgatattttttaaacttcactttcttttttgataaatttaataagagacaataaataaatggaaaaagatgaaaattt
aattta taaatggaaa
Possiveis promotores da sequéncia 470:
aagcttctccttatgattttttttcctaaaggtactgaattttcagatttaaacctttttggtatgagatggtttgaataaacgctaaaattatagcatt
aaggta taaacctttt
Possiveis promotores da sequéncia 507:
ttttttccagctttttctgttttttttgacctttttatttttagtattactactaattataactaatttttgaattttattatataaaaagaacaaaatt
attata ttattatata
Possiveis promotores da sequéncia 538:
ataatgctaaaatagctagtaaaataaagatttttttaagcttttcatatttgtgtaattcttatatatctatgttataattatgtataattatttaaat
taaaat gattttttta
Possiveis promotores da sequéncia 547:
aaatcagttttccttttaaaatttcagtaaactaaggtgttttatgacgattcaattaaaaaagacaaactcgttccgctagcattacctaggtcaacta
tcaatt gttccgctag
Possiveis promotores da sequéncia 567:
ttttatttaaaggtgtcttataaataacaaatttaaggtatagtataacctaaaagtatttaaaaagctctgattatgtcacagaatattaaaactatta
aaggta gtatttaaaa
Possiveis promotores da sequéncia 594:
ttgcccctccctttggtcatctgggtttttgataatatatttataaaaaccaaggagttttaaaactcatttatcattataaattaaaagttttttaaat
taatat ggagttttaa
Possiveis promotores da sequéncia 596:
ttttctcgtttcttttaatatatttattattgtctattttattttttagtctgcaaaacatattcaatatttttttacacttaaatatatcacaacatat
atttta aacatattca
Possiveis promotores da sequéncia 640:
atttctcctttattttatttttataacaaatgcaaaatttttcaaatgcataattataaaataatatatatacaaataatatcataaaaacaatttaaaa
atttta caaaattttt
Possiveis promotores da sequéncia 642:
attttccttaatatttgtttttacttcctttggtttctaaaattaagactcttttaattagagcacacctaataaattcaccaaagtgctttttgttttt
taataa tttrgttttt
Possiveis promotores da sequéncia 649:
aatataaccttttccgagtctttctttttctcatccggactttaccgtcggtttctgaattacacagaatcagetttttgctcgtagacttttactaccg
tctcat ggtttctgaa
Possiveis promotores da sequéncia 685:
atattagtcccttcataagtattattgtatcaagaatattttttatatatttttatatatttgaacctgtttaaaatatattgtaagtaattaatattta
tatcaa atttttatat
Possiveis promotores da sequéncia 689:
tggttcactagattcattatgtttgcttaattcaacatcaacttctttaatttctttagtattgttagtgtcgaaataataaactatttttttgtaatta

tcaact gtattgttag
Possiveis promotores da sequéncia 706:
aaattcaaaattttataagaattacttg tttatatttgtttactattatttaagtctataaaaaaagtaagtcattttgtttttttaagtaa
atttta aaaaaattta

Possiveis promotores da sequéncia 735:
atttgttttatttcttttctattttaaaagtgtttgttaacactttgacttgcaagaatttagaaaaatgaaaaaagcaacctaagtagttgcttatata
aacact ttagaaaaat
Possiveis promotores da sequéncia 745:
tttttttactccttaatgacatttttatgtatagttattatagcacctatgaaatattttactatttaaaacccaatactaaaattgtcagaattaatgt
tgaaat acccaatact
Possiveis promotores da sequéncia 767:
tcgtaaagacttcttagaccaaataaaagtttttgctaaagaagaaggaattgaaaacttagaactggcaaataaaaatgaaaataaaacttttaaagag
aagttt gaattgaaaa

Possiveis promotores da sequéncia 786:

aaagcttttcctttctattaaaatatattaaaaagcaaaataagttaatcaaattaacttatttactagaaatatagtgctattaaaaccactcaaaaat
aactta gtgctattaa

Possiveis promotores da sequéncia 801:

taaagcagtttctaaagctttaattgaagcaaaatctcaacataatccacttttatcttgaagttgatgaaataaaagataaccgtctcttaatgaataa
atcttg aagataaccg

Possiveis promotores da sequéncia 812:
agctttaatcctaattttcttttattctttctatattatagtttatataaaatatacatgtataaagttagtaaaaaatcaatatttattattaaattat
aagtta ttattattaa

138



Possiveis promotores da seqiiéncia 816: ATG
aacagcaacacatgttgcaattgtatcgttttgaaagtagtagtgagtacatccgtcaacttctaaaacttgtccaaatttatagttattagccgttget o
tcaact aatttatagt
Possiveis promotores da sequéncia 823:
tgtgactccttatttgagtaaactctcatagattttattataggttgtcatagaaatttgctcattaatttctctttaccttacaataaagttcaagtac
atttta gaaatttgct
Possiveis promotores da sequéncia 837:
actactcctttttaaataaaaaaataaacactattttataacatagtgtttgtaatgatgcttattgttaatgctattataaaaaatataattcctaaaa
aacact gtttgtaatg
Possiveis promotores da sequéncia 855:
aattatttcctacctatattagtattagaaaataaaaataaaaaatagccaatttcaaaaaataaataacttataaaacaatatttattaaaactctttt
aaaaat tcaaaaaata
Possiveis promotores da sequéncia 857:
aattatttcctacctatattagtattagaaaataaaaataaaaaatagccaatttcaaaaaataaataacttataaaacaatatttattaaaactctttt
aaaaat tcaaaaaata
Possiveis promotores da sequéncia 863:
atattcgcctttttatttttattaatagtaaaactttaggtttttgatttcaacaatatattttacatatatatgtttatattttctaattttatgaatt
aacaat atgtttatat
Possiveis promotores da sequéncia 887:
ataataaatccctatgaattattaattacattataatgcttagatgttgtattaataaagattacaactaaatatattctttattcaattttataaccat

taataa atattcttta
Possiveis promotores da sequéncia 896:
cgtctagataatagatacagaacatggcttatttcattgacttagtatagggattatctccctatactttttttatttcttctttac attaggt
atctcc ttcttcttta

Possiveis promotores da sequéncia 927:
gtttttacctctatatttaattattaaaatttgtcttttttaagtcacacttacatataaaaagattaatgattatttttaaatgcaaaaacacattcct
taaaat cacacttaca
Possiveis promotores da sequéncia 933:
aaaataactcctaaatttagatatcaaattaattatatttattaataatgtcttttatgaatttgatgaataattttaagaaattttatgttcttttagt
aataat gttcttttag
Possiveis promotores da sequéncia 934:
aaaacttatataaatacactatacataaagtaaagataactgttattatgagaagatcaatgatggtgaaccccacaagatagaggttccctttgaaata
aagata agatcaatga
Possiveis promotores da sequéncia 941:
tatttaatacctcaatagattaaatattatcacatttaattaatgagtgctaatgaaaataaacccattataaagataaaaaataaaaaaaataatcttg
tattat agtgctaatg
Possiveis promotores da sequéncia 988:
aatatttatttgtccttgttttatttgttttttatttttaaaaaatataaatttaacattttatataataaattaataatgaagttttcaaacatcaaaa
taataa ttcaaacatc
Possiveis promotores da sequéncia 1026:
aaagactattcttggccggataaacctttatgggatatgattaaaaatgataagggccacctgatgagtcatgaagtagggttattaagtttgttgatta
tatgat ccacctgatg
Possiveis promotores da sequéncia 1043:
agtaagggaaattttgcgtttaatggcaaagacctcctttatttattgattggaaaaaggtgaaagtgtttaaagaggtaggcaccaacaggtcactgag
acctcc gaaaaaggtg

Possiveis promotores da sequéncia 1048:

caacagtaaaaataactctttaattttgctttttttgtaaaaagcctttttgggataagaacttgaattggaatttcgggttgaacattaattaaaacac
aaaaat ctttttttgt

Possiveis promotores da sequéncia 1053:

ttaaatcaggttagattttgcaatagtgcattactagattattctagttggctttaaggaaaggtttagcgcccctcaactagttgcaccaaccacttgt
aggtta cattactaga

Possiveis promotores da sequéncia 1056:

aaacagtaaaaataactctttgattttgcttttttttggaaaatccttttgaataagaggaaactaattgaaatttcgggtttaacattagttaaaaaat

tgaaat agttaaaaaa
Possiveis promotores da sequéncia 1063:
tgaaaagctcaaatcatacaggtcgtgtaaagcttctgactttttgggaatagtattaatgaggtaattagtctttcactctttacgtttaacaccccce
atcata ttctgacttt
Possiveis promotores da sequéncia 1067:
cgtggtatctgttaattatacttttgccacccccttttccttttatgttgagagctaaaaaagacaaagcttggcagcaggttttatttagatcaaatct
attata tttcctttta

Possiveis promotores da sequéncia 1069:

taataaattcctcctttctgctcaaggtttagaaaactaaaacgtgcaactttgttgccagcaaggatcaacatcatcgttgatctaataaatatattga

taataa tcaaggttta

Possiveis promotores da sequéncia 1071:

taattattagcaatctcaaataaaaaatctgacaactaaaactgttggcaaaaccaaccaaaaggatatttaactgaggaaacctcgccccaaagtttaa

atctga gcaaaaccaa
Possiveis promotores da sequéncia 1074:
tggtgctaattctgtttaagtttaaagaatcaaacagcaactgttgttgtcgtagtttgactgacaacgccattttggtgcaaaaatagcttaaaaactt
tcaaac cgtagtttga
Possiveis promotores da sequéncia 1076:
ttaccgttggtaaatttatgtctttttagaccaaaaagttaactaactctttcaagtgcctaaaggctttteccttatttgttatctcagtgtcagcaact
tcaagt cttatttgtt
Possiveis promotores da sequéncia 1078:
caactacgttttattggttagcgcgggtaattacacccgtgacaaataaaatggtgattacagcaattacaagaatcaaaataataattcctaaagctaa
acaaat gcaattacaa
Possiveis promotores da sequéncia 1081:
acttaattaagcttaatttttttaactgaaccgctcatgatagttagattgtaagtaagtattacaagtactagtttgccaaagacaagtggttggtgeca
aagtaa gtttgccaaa
Possiveis promotores da sequéncia 1117:
aaagtttctcctcgattttcataagacagagaagagtaagtggtaatttctaagacgaaatttaaagtctcgctacgctaatattaattagatcagctaa
aattta aatattaatt
Possiveis promotores da sequéncia 1132:
aaagttttgcctcctatttttgtggcaaaactttttttatataaaaaaataagtgccacattttaattttactcataatgtggtgcacttatatttctaa
aaaaat attttactca
Possiveis promotores da sequéncia 1139:
tatccaccactattatacattttatttccacttttatacttttttgttatttttttggataaagaaaatttttttgtataagctaaaaaagaaaggtttt
attata tttatacttt
Possiveis promotores da sequéncia 1147:
tgcaattttgttttaaaaaaataatttttttcaattttaaatctagtttttaagcaagattgtctaaatttgaaaaatgaaaataatatttaaaaaatta
ttaaat gattgtctaa
Possiveis promotores da sequéncia 1156:
tttttcctcttttctgcaaaactagaggatttaattcttttgaagttttcttaatctaatgatttcggaattaacagcatacttactttcaaatcttagg

aagttt ttcggaatta
Possiveis promotores da sequéncia 1162:
agttttgaaattatacttaaaattttttctatagatatttttgtttt gcctttgcttagcaaaagcataaattaaacgcgctataattcaaataa
taaaat ttttgtttta

Possiveis promotores da sequéncia 1175:
tttttttgcttgttttactaactcctttgtagagctaatttttaaattgatctatgaacttttgatcgataaaagtaagatcattttttccaaaaaagac
aactcc tttaaattga
Possiveis promotores da sequéncia 1181:
acttatattatactctcttttgcacttttttcgacttccaaagcgccctcaaaaagccaaagcaaaaaaatatcaaagttttatttaatttttaagctaa
atatta ttttttcgac
Possiveis promotores da sequéncia 1201:
ttatggtttccttttttattttatatattaattatgttttgattcatagtcaactctacaaaataacatgacaagtgtaacggtctaagtcaaaattttg
tcaact acaagtgtaa
Possiveis promotores da sequéncia 1220:
ttttacaatagcaaattattaaattcccttataataaaaaggtaaattgtttattcgatacatagcggacaaacaatttaattttggccaatttaattat
gcaaat taataaaaag
Possiveis promotores da sequéncia 1243:
aatttttaaaaaacgatcattactataaatcgttccactatcatgcaaaaaacgagtgtcaaaactgcgctttttacgaaatgatttatttacaattaaa
tatcat caaaactgcg

139



Possiveis promotores da seqiiéncia 1255: ATG
agcgtatccttgcttatttttcaaaaataagactaaatttcttgcgatggcttgataattaaatttgttaaaaacaataacaaagtttgcttttgtcage
ttaaat acaaagtttg
Possiveis promotores da sequéncia 1260:
aaataatcatctcttttttataaaattttcctgtttttcagtttaaaaaaaaaaaaaaaaaactaatttattttgtgtaaactgttaaactacacaaatt
aataat aaattttcct

140



141

APENDICE F DUAS POSSIVEIS POSICOES E
SEQUENCIAS DE PROMOTOR EM UMA SEQUENCIA
ORIGINAL

O quadro abaixo, apresenta a saida do programa que utilizou a combinagdo do
modelo ART 1 treinado com p = 0,7 sobre a regido -10 de 6 pb com outro modelo
ART 1 treinado com p = 0,3 sobre a regido -35 de 10 pb. Foram identificadas
possiveis localiza¢des de promotor em 165 seqiiéncias das 1318 seqliéncias positivas
e apresentadas somente seqiiéncias em que foram encontradas 2 ocorréncias de
possiveis promotores. A numeragdo das seqiiéncias ¢ um identificador seqiiencial
referente as 1318 seqiiéncias. Todas as seqiiéncias possuem 100 pb e o ATG esta
situado no canto direito.

Possiveis promotores da sequéncia 11: ATG
ggatcaactagaacgttaaccaacatgtggttatcacctagttcaaacaccctagaaggttgcatcttcactcttaagaaaagatttcccactagattct o
tcaact atgtggttat
atcacc agaaggttgc

Possiveis promotores da sequéncia 22:
ttattaaaaaaggttcaagttaatttccttaagatgttaacgataatggttgtcaatag
aacgat

ttttgttaagatatcttattatatataaaaattaagtaat
ttttgttaa
aagata aaattaagta

T
t

Possiveis promotores da sequéncia 25:
tctttaaattataggtaattatattatatttagtccttagattttccttatagagatgtaaaacgctatttgttgttgtcaaaattttacaaaagattat
ttaaat tatatttagt
attata agattttcct
Possiveis promotores da sequéncia 28:
ttgttaattaatttcaaaaatctgtttcttaataatgccaaaaaacaaaattatttggaacaataagcatattctaatcaaatattgcttcagtttgtat
aaaaat gccaaaaaac
ttctta aaaattattt
Possiveis promotores da sequéncia 30:
ttgttattttaatcctcgggtatgaaaattttgacttatttattttctgattaattaattaaattttaattacattagacaaagcaaatatgtcttgtat
atttta aattttgact
atttta gcaaatatgt
Possiveis promotores da sequéncia 32:
gaactaatcttgttgtttcaagtttagatcttgttgttgtgtagttacgatttaagcaatgctcacaaatcaaaataatctttttacgcattaggcaaat
tagtta tcacaaatca
agcaat taatcttttt
Possiveis promotores da sequéncia 36:
ttaattatatttttaaaagttggataagcgataaataagaaatattggttagagtatgttggttagtatttgccgtgtttttttggttgatctaaaaaac
attata taagcgataa
aagttg agaaatattg
Possiveis promotores da sequéncia 37:
ctctcaaggctaatccatttataattttaatatgaatattttatccatttgatcatttataaatgttaatttataatatatcaatatgattattgttatt
atttta ccatttgatc
atgtta atatgattat
Possiveis promotores da sequéncia 43:
ttaaaaccaacgttgtatcagcattagtcaaagctaatggtttgtaaatctggtcttttactattaataaaatctacactaaagtttataatattgaatt
taataa ttataatatt
taaaat taatattgaa
Possiveis promotores da sequéncia 49:
ttaaaaaatgtacttatatagtatgtatataagtaataaggtaaaaggtataaaaagagcttccactttggaaactcaggttaattttgtaaaatatttt
taataa aagagcttcc
aaggta ctttggaaac
Possiveis promotores da sequéncia 55:
ttaacgcataaaattataccaaattaagtgaagatttaaaaaggctagtgagattgtttagtttttggtagagggatttttaagataaataaaagttaga
taaaat gaagatttaa
aaatta agatttaaaa
Possiveis promotores da sequéncia 63:
ccgattgaaattaacgaactaaagacacctataaaaataattgcttttaaacctcttgggttgaatgtgtaggtactaagcgcattattttcgatatatt
aaatta ctataaaaat
aataat tgggttgaat
Possiveis promotores da sequéncia 71:
ttatttaatcaaaaagtaaaagctcattaaataactataaatcgattaatatacttaattataaaggaaaatttagattgatgcaaaggggtgcattaac
aagtaa ctataaatcg
taatat aaaatttaga
Possiveis promotores da sequéncia 72:
tctttaattttagaatgtttagaaaaaaacgtaaaaaaggaaaatttagtcttggttaaatataggggataaaaagctttaaaatatagcgattatgttt
tagaat taaaaaagga
ttaaat ctttaaaata
Possiveis promotores da sequéncia 79:
tttaagttagtatattaatttcagacacattaaaaaaaaggtgtctcaaaatgaaacaatacaaatttaaatatatcaaaattgctgaaactaaatggtt
aagtta acacattaaa
aacaat tcaaaattgc
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Possiveis promotores da seqiiéncia 95: ATG
tggactggccaacgttgttagcattaatcctgatgaaaaaattttaaacttattcgattttataaatgagtatttcataattttcctccataagacttaa o
aactta gagtatttca
atttta taattttcct
Possiveis promotores da sequéncia 107:
aagatttctcgctttttaatttttgtgaaattttttataaaaaaataagaaaaatttttattgttcttttaaaattttttgaatataataaattataaat
aaaaat tgttctttta
aaaaat aaaatttttt
Possiveis promotores da sequéncia 108:
aaaaaatccccttttctatttttctaagaaaaggggatctgctcaaaatataagttatttaatttgtatacatttgaagactttttaaaaacagaaacta
atcccc agaaaagggg
atctgc tttaatttgt
Possiveis promotores da sequéncia 135:
ttttacagttttaagttttgaattttcttttttttctaattcatgcaattttttaaaaagataattgacctgatcaattaggggatcaattttggcttgg
aagttt ttctaattca
tctaat aaaagataat
Possiveis promotores da sequéncia 139:
tgcgaatctccatttcttttatattaattttgtctattttgagttttggtactaaaaaaacaaaaaattaacaaaatttaattatttttagtaattttac
atctcc attttgtcta
aacaaa gtaattttac
Possiveis promotores da sequéncia 149:
tgccttattttcttgagaagccatagtgatttttacctatttttttattaaatatatataaaaaccactaaacacaacacttctcgatatggctgctata
ttaaat taaacacaac
aaccac tcgatatggc
Possiveis promotores da sequéncia 150:
gactttaagaacctcttctttggaatttttacaatacctttaatcatttttagagaatttttttttttttttttttttttttaaaaatttggaaaaatag
aacctc acaatacctt
aatcat Tttt
Possiveis promotores da sequéncia 166:
aaggaattattataaaaatactcttttttaatccagtttttagttattttccaataaaaatagctaaaaagtggctaatttagttgaaaaaatttagaca
attata aatccagttt
aaaaat agtttttagt
Possiveis promotores da sequéncia 174:
tgcttctttttttctttactaagagaattacgcgcttttttaaataattttttaacaacgtttttttggacatctatctaaatacattattttttatcct
ttaaat tttttttgga
aataat ttttggacat
Possiveis promotores da sequéncia 181:
aatcaaagtttaaaaaagaaatttagtgttaaatttttaagttttgatttggtgaaaagaagttaaatgttactaagaaaatctaaattttaaaagaaag
aagtta atctaaattt
ttaaat taaattttaa
Possiveis promotores da sequéncia 195:
ttttctccttttaattttaaattcgcatttttagactaaaaagagaaaactaaatagattctaaattgattcaaaatctaatgctttcatttacagctaa
ttctcc cgcattttta
ttaaat aaaaagagaa
Possiveis promotores da sequéncia 200:
tttttttcgttcttaaaaatttttatacttttttatttatttttttaatttttgtgggctgttgaaattaaaaactaaatttttaaattattatatcata
aaaaat tttatttttt
tgaaat taaattatta
Possiveis promotores da sequéncia 202:
atgaacctcctaggtaaaatttttgattaaattttaagcaaaaatttttgagatttctaatattgaattataaatttttgtgttataactcggaattttt
acctcc attaaatttt
ttaaat ttgagatttc
Possiveis promotores da sequéncia 203:
ggaatttattttttcaaaaaaaaaaaaaaaaaagtataatataaataaataaataaataaataaacatagaaaaaggtgggcattaaaacactaaaatga
aattta aaaaaaaaaa
taatat taaataaaca
Possiveis promotores da sequéncia 210:
tataacatattttgtctttttaattttaagttagtatattaatttcagacacattaaaaaaaaggtgtctcaaaatgaaacaatacaaatttaaatatat

taacat ttttaagtta
aagtta acacattaaa
Possiveis promotores da sequéncia 214:
tttc ttatagcaag tttttttattgctttttttagagaaaatgctataattttaacgtttattcaaaccatcttataccaaaaaggtt
tcaaaa aaattttttt
aaaaat atttttttat

Possiveis promotores da sequéncia 226:
tggactggccaacgttgttagcattaatcctgatgaaaaaattttaaacttattcgattttataaatgagtatttcataattttcctccataagacttaa
aactta gagtatttca
atttta taattttcct
Possiveis promotores da sequéncia 237:
aagatttctcgctttttaatttttgtgaaattttttataaaaaaataagaaaaatttttattgttcttttaaaattttttgaatataataaattataaat
aaaaat tgttctttta
aaaaat aaaatttttt

Possiveis promotores da sequéncia 240:
tgaactaagtttggttttaaattccgtttttgaagtatcatttttaattgtttttccaaagggaatttcatagatcccattagttcttacaaccgatagt

aagttt ttttgaagta

ttaaat tcatttttaa
Possiveis promotores da sequéncia 242:
ttaaaaaaaccaaggaaattttgctgattctcaaactaaaaaagagaatttttttggctaattaactcttatttttttaattttgtggtataattacatt
tcaaac ttttggctaa
ctctta ggtataatta
Possiveis promotores da sequéncia 255:
ttttttccagetttttttgtttttttgacctttttatttttactattattactaattataactaatttttgaattttattatataaaaaaaacaaaattc
tattat atttttgaat
attata ttattatata
Possiveis promotores da sequéncia 261:
ttttacagttttaagttttgaattttcttttttttctaattcatgcaattttttaaaaagataattggcctgatcaattaggggatcaattttggcttgg
aagttt ttctaattca
tctaat aaaagataat
Possiveis promotores da sequéncia 276:
tgccttattttcttgagaagccatagtgatttttacctattttttattaaatatatataaaaaccactaaacacaacacttctcgatatggctgctatat
ttaaat taaacacaac
aaccac tcgatatggce
Possiveis promotores da sequéncia 277:
aactttaagaacctcttctttggaatttttacaatacctttaattatttttagagaattttttttaaaaatttggaaaatttttgcaaaaatagtaataa
aacctc acaatacctt
aaaaat aaaaatagta
Possiveis promotores da sequéncia 317:
ttttctccttttaattttaaattcgcatttttagactaaaaagagaaaactaaatagattctaaattgattcaaaatctaatgctttcatttacagctaa
ttctcc cgcattttta
ttaaat aaaaagagaa
Possiveis promotores da sequéncia 322:
tttttttcgttcttaaaaatttttatacttttttatttatttttttaatttttgtgggctgttgaaattaaaaactaaatttttaaattattatatcata
aaaaat tttatttttt
tgaaat taaattatta
Possiveis promotores da sequéncia 324:
ataaacctcctaggtaaaatttttgattaaattttaagcaaaaatttttgagatttctaatattgaattataaatttttgtgttataactcggaattttt
acctcc attaaatttt
ttaaat ttgagatttc
Possiveis promotores da sequéncia 328:
ttaattaattattatcagcttttcttttaagttttagttgttcttttctaactttttctttacgagcttcagcacgtaatttgtttttaagtctaactac
tattat gttttagttg
aagttt aactttttct
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Possiveis promotores da sequéncia 333: ATG
tcctcttgaatattacaagtttatcgattacatatttatatacataaataatactatttacttaatatttttatcacattatcacatttttcaaaataat o
aataat tttttatcac
taatat acatttttca

Possiveis promotores da sequéncia 337:
ttcatttttttcacttaaacgctcaaaaaatgttttttgtctttttgccataaattgacctctgcataataaaagtgaataaattcatatttatcaaaat
aaaaat gccataaatt
taataa tatttatcaa
Possiveis promotores da sequéncia 353:
tgtttcctcttttctgcataaaagagtaagactgcttcctagggttaatatttactcaatgatttcaagttacagctttttatactttcaatttgcatta
tcaagt tttcaatttg
aagtta tcaatttgca
Possiveis promotores da sequéncia 360:
ttttgacttactaagttgagtttctaccttttcaatattttctaaaaatgcattatcttgaatttgatttttactgtgaaaattaattgaaaaatcgtct
aagttg aatattttct
atcttg gtgaaaatta
Possiveis promotores da sequéncia 366:
ttcatggaattatatattaaatttaacatatatggctataaataggcaataaacgatattttggtataatttcttaacttatgagggatgtatatgaaaa
attata atatggctat
atatta gctataaata
Possiveis promotores da sequéncia 372:
aatctcctttttaataaatatatgcctaaaaattggccttatataaaataattatacttaaaaaataagccattttttaggcgttaaagcaatttttttg
aaaaat taattatact
attata attttttagg
Possiveis promotores da sequéncia 374:
gaaaactgctttgtttattaatatatgctttaacttattttaatatttttaatgtaaaataatatgactaaataaatgcttaagcttaatttagcaaagc
taatat ttaatatttt
taatat atatgactaa
Possiveis promotores da sequéncia 375:
tgttatatttcctttccttaaaccttgaaatacgcgctaatagtttttctattataacagaaaaacgacttttttagcaataaatttttattattgtata
tattat tttttagcaa
attata ttttagcaat
Possiveis promotores da sequéncia 376:
aatttataaattaaattttttaaattttgatcaaaaataaaacttttaggcttttagtataattttgctgcatcggtcagtagctgcagatgcagaggaa
aattta aaattttgat
ttaaat caaaaataaa
Possiveis promotores da sequéncia 385:
aaataaatccttttattttacgcatcaaaattcgattaagggtctatatttttgtgttttgaattttttaaataatgcgttaaattaaaataactttctc
atttta ttaagggtct
tcaaaa atatttttgt
Possiveis promotores da sequéncia 386:
atcattttgatattgaacttttgttcaatttgtgcgtcagtattaatttgcataaaatttccttttgtgtttttttatgctaaaatacttttgegeecctt
tcaatt atttgcataa
taaaat tttatgctaa
Possiveis promotores da sequéncia 387:
taattttggagcgtttttaactttagattttttataaaaaataacagaacctaaattatctctagatactttaaattcttttggcatatttttctttaat
aaatta aattcttttg
atctct ttttggcata
Possiveis promotores da sequéncia 392:
aggagtttgtgattgagtttgttttttttcaactgtagcttcaggtgaagaaactacttcttctttttttgtattcaaaatgttttecttttagttigtt
tcaact gaaactactt
aactac attcaaaatg
Possiveis promotores da sequéncia 393:
aaacctccttaaattagtagcaatacagtatacactcggtaacaaattaagcatagcagttactgtctaaatgtattgcttttctattataacaaaaact
agcaat taacaaatta
cagtta gcttttctat
Possiveis promotores da sequéncia 395:
tatgcaagtgagagcttgcttttttatttgcctattttggcccaaatttgatataattaattactaataaataaacaaatagataatttaaaaaattgga
tataat aaacaaatag
taataa atttaaaaaa
Possiveis promotores da sequéncia 398:
aattaagttatagctaatttctttatctgaaagttcttcattttcttgtgcttttgcagatgtaaaaacagaagctttgctagctttctttatttctttt
atctga ttgtgctttt
aagttc ttttgcagat
Possiveis promotores da sequéncia 401:
ttttagtaatttattatattatattttatacctaatttacagacataaaaaacttttttatagctttatttttggaaaagattgtataatttttgcagct
attata aatttacaga
aattta tttttatagc
Possiveis promotores da sequéncia 407:
aaaaaacaaaaaaagattttttgtattttattttttagtttgattttttgctaaaaaataaaatatttttttataaaataacaaatatacaacttatatt
atttta ttttgctaaa
aaaaat aaaataacaa
Possiveis promotores da sequéncia 420:
gattaaaaccgcataacgataaccaaatttcaaaacaacaactccacaaagaatagaacctactgctctcaataaagtgatagttcagttggtggaagat
aacgat caacaactcc
aacaac agaacctact
Possiveis promotores da sequéncia 426:
agcaatcctatccttattactagcatgaaaattatttttaaaaataccattgtaagttggtacaaaaaaaagcttttgcgcttttatttttttaattgca
atccta tgaaaattat
aaatta ttgtaagttg
Possiveis promotores da sequéncia 431:
ataattattttttaaaactttattagctctgttattgctaaaaacaaaagagaaacaatttaacgcattctattttattattgattcaacaattaaatta
aacaaa cgcattctat
aacaat ttattattga
Possiveis promotores da sequéncia 438:
atatgacggtattttagctaattatttttagtaaaaagaaatcaaaagataaaaaaatgtttgatactactttttatagagataccaaaaagtaaatcac
atttta taaaaagaaa
aagata ctacttttta
Possiveis promotores da sequéncia 454:
atttatttatctagagatatacttcaattttattttggttcactttaataaattttgctttgtctaaataaggatatttgaagtcaaaaaactgttgcct
tcaatt ttaataaatt
atttta ataaattttg
Possiveis promotores da sequéncia 469:
agtgatttttacctatttttttattaaatatatataaaaaccactaaacacaacacttctcgatatggctgctatatttctatcctgaccaggttacaag
ttaaat taaacacaac
aaccac tcgatatggc
Possiveis promotores da sequéncia 482:
aatataataaattatactttattcttgttaaaacctagaaatttatttttaaatatttaaattcctgttgttctgtaatttagactttaaaaatattgta
aaatta aaaacctaga
aattta attcctgttg
Possiveis promotores da sequéncia 487:
aagatttctcgctttttaatttttgtgaaattttttataaaaaaataagaaaaatttttattgttcttttaaaattttttgaatataataaattataaat

aaaaat tgttctttta
aaaaat aaaatttttt
Possiveis promotores da sequéncia 491:
aattatttggttaacattttttttttttttttttttttttttagttatctatgttaaggctataaaaaggat: ttattttacaacaa gt
taacat Tttt
aacatt ttttttttta

Possiveis promotores da sequéncia 498:
ctttttctecttttttttttttttttttttactaaaaaaataaaaaaactactattttgaatagtagttttaaattttaaatggtgaatttactatatca
ttctcc tttttactaa
aactac ttttaaattt
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Possiveis promotores da sequéncia 506: ATG
gttttttccttatttatatttatatattctttaatctttaaaattattattgatctatatataattataacatgtatttaagaatttttctgaaaatatc
tataat agaatttttc
attata tttttctgaa

Possiveis promotores da sequéncia 515:
ttctctttaattctttaaaaattttagctaatttttggtatttggtttcaaagcttaggggtaaaaaattctttctcgcaatcaaaactacacgaaaatt
aaaaat gtatttggtt
aaaaat aaactacacg
Possiveis promotores da sequéncia 516:
tttagtgttttaatgcctccgtttttttatatttatttatattatactttttttttttttttttgaaaaataaaagaatttattaaaatttaattattac
atatta tttttgaaaa
tattat ttttgaaaaa
Possiveis promotores da sequéncia 518:
tgcgaatctccatttcttttatattaattttgtctattttgagttttggtactaaaaaaacaaaaaattaacaaaatttaattatttttagtaattttac
atctcc attttgtcta
aacaaa gtaattttac
Possiveis promotores da sequéncia 531:
aaattatagcaagaaaaaaatttttttattgctttttttagagaaaatgctataattttagcgtttattcaaaccatctcataccaaaaaggtttaaatc
atttta atctcatacc
tcaaac aggtttaaat
Possiveis promotores da sequéncia 542:
ttttaaaaggaattattataaaaatactcttttttaatccagtttttagttattttccaataaaaatagctaaaaagtggctaatttagttgaaaaaatt
attata aatccagttt
aaaaat agtttttagt
Possiveis promotores da sequéncia 551:
atttaaatcatcattttcttgatttgcaaaagcagcataactattaaattctaaaaaattacttatgctatttgtatcaattttattaatttttttttga
ttaaat atgctatttg
aaatta tcaattttat
Possiveis promotores da sequéncia 564:
ttctaacttcctttttccttatttctcacttatatttaattttttttagtctttttagtcaaaaaaaataaaatctgcaactttttcctaaaattttcct
tcaaaa actttttcct
taaaat aaaattttcc
Possiveis promotores da sequéncia 573:
tttttttcgttcttaaaaatttttatacttttttatttatttttttaatttttgtgggctgttgaaattaaaaactaaatttttaaattattatatcata
aaaaat tttatttttt
tgaaat taaattatta
Possiveis promotores da sequéncia 574:
atgaacctcctaggtaaaatttttgattaaattttaagcaaaaatttttgagatttctaatattgaattataaatttttgtgttataactcggaattttt
acctcc attaaatttt
ttaaat ttgagatttc
Possiveis promotores da sequéncia 581:
aaaaaactacttattttgaaaataagtagtagttacggcataaagcctttttttagtgatgtatcattcttatgtattcttaactgtacatctgtatttc
aactac gtagtagtta
ttctta acatctgtat
Possiveis promotores da sequéncia 583:
aattttctccattctgcaaaacgagaaataaataattctttcaaactttttataatttagtggtttcggtgagcagcactccttacttccagatttaaaa
ttctcc aaataaataa
aataat ataatttagt
Possiveis promotores da sequéncia 600:
ttttctccaataatttatatttaacttattataactaaataattttaattgcctctatgataatagtatttaaactttatataatatttttgtataatca

tattat attgcctcta
atttta atagtattta
Possiveis promotores da sequéncia 606:
aatgtattttctttagtttcattatatataaaaaacagcattttaattccaaaacctaaagtctttatgtic ttctcaaataaaatttaataa
tttcat gcattttaat
atttta gtctttatgt

Possiveis promotores da sequéncia 618:
gaaacttttttgaatagaaactccctacgatagtattaactaacaggtttaaagggtatttctcaaccgcatcagcagtacccctgttccatgcataatt
aactcc ctaacaggtt
aaccgc gttccatgca

Possiveis promotores da sequéncia 634:
tttgtcctcatgtctticttaattttatttaaaaaatgcaattcattagattgaaatagaaatatttttatttctttaactatctctattcacaaaaatta

aaaaat gaaatagaaa

tgaaat tctttaacta
Possiveis promotores da sequéncia 650:
cgatactcctgaattttgctaaaatataaaaatattgaattatagaaatattttaatctataagacaatatataggttagtccttttattctatcattaa
atttta tataggttag
gacaat tttattctat
Possiveis promotores da sequéncia 656:
attttcctttcgtttaattatgtttattttaaaataaataaagatttgcttatatataaattatatacttttttaaagaatagttttaatttaaagattg
aaatta aatagtttta
attata tagttttaat
Possiveis promotores da sequéncia 662:
tatttcattatagcaaaaagcaaaatctatttatattttaacattctaactttttaaacattttcatttagaaaatttatatttaaataatgcatttgca
tttcat aatctattta
aacatt ttttcattta
Possiveis promotores da sequéncia 667:
cttttcctttctagcgtatagctaagtttattatataagttattatttatataacaatatcattatacacttttatttttatcaagacatttaaaaatat
aagttt atttatataa

attata ataacaatat
Possiveis promotores da sequéncia 695:
tggaaactttgtttcttttggtttttcatcttcttgctcttgtttctcttttaatttcttttcttcttctattttcttcttttcttcttcatcatctgtt

tttcat tctcttttaa
atcttc ttttaatttc
Possiveis promotores da sequéncia 696:
ataaaaaccccatttcctggattttagtccgaaatatggggttcgggagataaatactaggtttttttatgctttttactgtcttagtttctaaatatat
aacccc gtccgaaata
atttcc aatatggggt
Possiveis promotores da sequéncia 697:
gaactatttacctttctttaggtaactaattaattacctaatattattttagttcatgtacaagtcctctaaataaaaatgaacgcattttcaaattatt
aactat taactaatta
tattat agtcctctaa
Possiveis promotores da sequéncia 702:
ataaaaaccccatttcctggattttagtccgaaatatggggttcgggagaaatgttggtggttttatatattcttttttattcataaaaaatcctatgct
aacccc gtccgaaata
atttcc aatatggggt
Possiveis promotores da sequéncia 715:
agtgtctttttgattttcaaatacataatttggatctagaatttttaatactacagcatacttaccaatttggttttttcaattttctctaatttcaact
tcaaat agaattttta
taatac aatttggttt
Possiveis promotores da sequéncia 716:
tattttttttaattttgattaatcatttgggaacgaccttcataagttttttactatatcaagcatccatctagttctattattttcaaaatcaaaacct
aatcat ataagttttt
aacgac actatatcaa
Possiveis promotores da sequéncia 731:
aaaacctaaatactctttagtataagatttaaaaaaacattaataagttgtttataaaaaaagtatgatttataatcatactttgctggattgcaaattc
aacatt aaaaaagtat
tatgat gctggattgc

Possiveis promotores da sequéncia 739:
ttattcctacgtttcccacttagtcgcgaaaacactcagttttcagcggctatatttttttataaaaaaatataatttattatgcttttatgcttaaata

aaacac tatatttttt

aacact atattttttt
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Possiveis promotores da sequéncia 752: ATG
ttcttcactactttacaggattaaataatgttataaaacactaaaacacctataaaacacctataaaacactagttatgggattatttataacagtattt o
aaacac acacctataa
aaacac aaaacactag

Possiveis promotores da sequéncia 756:
ataaaaaccccatttcctggattttagtccgaaatatggggttcgggagaaaaagatcttaggaattttttattttgtttaaatgtttaaaaaaggttat
aacccc gtccgaaata
atttcc aatatggggt
Possiveis promotores da sequéncia 757:
tccaattgataagtattcgeccttttttaactcttgctattgatgttcttcattgtctttttacatcatttcttgacttctttacgtctttattatatcat
tccaat ttttttaact
catcat cgtctttatt
Possiveis promotores da sequéncia 759:
aaacccagaattttcttctggtttttaatatcatctacttttttattttatcaatatacttactttttattttagctatatcattttgattaaatattaa
atttta tttattttag
tatcaa ttttagctat
Possiveis promotores da sequéncia 775:
aaaatcaccactttaaaaaaaggagacatagtctccttccagcataggggtgcccgtactctgcacttaatagtacatacgatcaagatattcttcattc
atcacc gacatagtct
taatag tattcttcat
Possiveis promotores da sequéncia 787:
tatattaattttattacattgatttttattaattagggactgctaccctaaaagtaaacacaagaaatatcatttaaattaaaatgattgttagctttat
atatta tttttattaa
aagtaa tttaaattaa
Possiveis promotores da sequéncia 792:
aaatatccctttctgaaaaataatttctaatacaaaagttattatattacataataagtacttattgttgtttttatagaaaatgaaaatttgctaataa
taatac acataataag
aagtta agtacttatt
Possiveis promotores da sequéncia 796:
attccctctaaaagtatttttgtacttattttattaaagaacaattattgatcaatacttgattttttaaatgtgcaactatatacttaaatggcatttt
atttta tgatcaatac
aacaat gattttttaa
Possiveis promotores da sequéncia 834:
atatttactattactattagcctatttatttatgaattaattatatattttattaagtttataaaaagttaaatattaataaaaacataaagctaatatc
attata ataaaaagtt
atttta gttaaatatt
Possiveis promotores da sequéncia 864:
aatctattaattccttagttttattaattctttttaatacactaataaattctattttactttttggttaaagctttagtatttaaaaaattttaagtat
taatac tttacttttt
attcta aaagctttag
Possiveis promotores da sequéncia 865:
gcttcacctgccagtatgtgcatgtacttggtagaggcttaagaattacaatcagtttactagtagatgtgatgcaatctaaacataaacaagtaatctg
aagaat agtagatgtg
tacaat tgtgatgcaa
Possiveis promotores da sequéncia 868:
atatactaaattattttctaagtgttagattaattgatattatacactttatatagtgtctctgtctttatgcatgagtaatatattatatttatatata
atatta gtctctgtct
attata ctctgtcttt
Possiveis promotores da sequéncia 872:
atttttcctagaaattgatttatttaattcttaatttaaatttggttaatgtaaattagtttttacaccctaataaatagtaatattaatattatttaaa
ttctta atgtaaatta
aaatta taaatagtaa
Possiveis promotores da sequéncia 882:
ataaatttattgtttttccactagtatttattttaattaattattttaaatgtaaaaattttttattctcattgataattaatatattaaatttttcttt
aaaaat ataattaata
tctcat taaatttttc
Possiveis promotores da sequéncia 900:
tttaaaaacctaaaataactctttctaatattttagtaaaaactttttactaaaatatttttactaaaaactttttactaaaaagtttttacaaataatt
tctaat ttttactaaa
taaaat tttttactaa
Possiveis promotores da sequéncia 928:
atgtcctcaaatataaaaattaagttattctattttactaaatatttttgcagattcaaagtgcatgcattcttgttttgctatgattattattaaatat
atgtcc aagttattct
tcaaat ttctatttta
Possiveis promotores da sequéncia 935:
atctaaataaatataacataaaaataaaagatacactctttatcccaaagagtgtatctaaatctactcacttttgctaccattctaggtaacttttgeca
atctaa aaataaaaga
atctaa ctaccattct
Possiveis promotores da sequéncia 940:
ataactacctcgtctctttgtgaagagttttctttttgcaattagaacaatacttgtttaattctaacctttcttttctagaagggttagttttggtttt
aactac agagttttct

aacaat acctttcttt
Possiveis promotores da sequéncia 943:
agaactcctagttaaattactgagctactgggcacatgataaagaaatatctttatataaaattaaagcat gaat gattaaactt
aactcc gctactgggc
atcttt ataaaaaaaa

Possiveis promotores da sequéncia 958:
atttatctatttatttttcgctttgattatttaaagttttagtggaaatgaccaactaatataaattctattgctaattgttattttttaaaaaaataaa
taatat ttgttatttt
attcta ttttaaaaaa
Possiveis promotores da sequéncia 967:
agtttactcctaaattcatatagtaaatatatgagctataacatagactcattttttaattatataaataaaaactcagttttaaaaaataggttattaa

taacat ttatataaat
attata ttttaaaaaa
Possiveis promotores da sequéncia 984:
ataatctcctattattaactaattaattttatcaataaattaaatcttatcaagaatattaattatttttt ttttctaattctgttttttaatt
atctta attttttaaa
aagaat aaaaattttc

Possiveis promotores da sequéncia 986:
ttgtacacaaaaatatttgttttacaaacaaatagtctcctttattttttctattttttctttattttatattagccaaaattaaaattcaatgtgaaaa
aacaaa tttctatttt

atatta caatgtgaaa
Possiveis promotores da sequéncia 993:
tttagtaccttcacttattgataattattgttaggcatttaatatacatattattaatttatatattaaatttataatatatataattatatataataca

taatat atatattaaa
atatta taattatata
Possiveis promotores da sequéncia 1004:
tactgttttatagttggttgtgcatttataataattttcttgtgatggatcagtagtagttgtattgttaccatcagtgctattgttgtcattatttcca
tataat gatcagtagt
taataa tcagtagtag
Possiveis promotores da sequéncia 1006:
attactgttatcaatatcaggatttggatttatattttctccattatttccattattatctgtatctggaacttgtggattgttgttattatctccattt
atcaat tatattttct
ttctcc atctgtatct
Possiveis promotores da sequéncia 1010:
aagaattttggataaaaagatatttgtcctatttaatggtttactaattattaatagttctgaaccatcttcaattggggacttataaatatctatagta
aagaat atttgtccta
aagata ggtttactaa
Possiveis promotores da sequéncia 1024:
ttcacaacttcttgatttaattgatcattattttttttatggaacaatttacctaattttttagatgattttttagttttcataaagatcctatttaata
gatcat acaatttacc
aattta gattttttag
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Possiveis promotores da sequéncia 1027: ATG
attatcaattattaaaccttatatctatgcactatatgtattaattttcttttcaattcgtttacctcataccataatcattatttttaaattataaaaa o
atcaat ctatgcacta
acctta tgtattaatt

Possiveis promotores da sequéncia 1031:
tatatattctattcttttaattaaatttttattacataatttagattacaagaaaagatatttaacacatacaaatatcaattagagttaaataaaaaac
aattta tatttaacac
aagata tatcaattag
Possiveis promotores da sequéncia 1032:
acctttaaccctcttttcacccttattttatgtaattaaaattaagatatctgttgttatttctacatttcttgtaatttatatagataaaagaaaggta
aaatta tttctacatt
aagata acatttcttg
Possiveis promotores da sequéncia 1042:
atgtgctagttcaaagcttataaaactgaaaaggtaatagctttatctaactgttacccgacggtattagtttactatcttgatcgttttgaaaacttaa
agctta aatagcttta
aaggta tgttacccga
Possiveis promotores da sequéncia 1045:
aaaggcttaactaattaatagttacagaaatgccttgacacgccgatgcttttatcgtttaaagttttgcagagctgaaaaagtggttttttaaaaaaca
tatcgt gctgaaaaag
aagttt gtggtttttt
Possiveis promotores da sequéncia 1050:
taattagaaattgtgtttaaagttaaattaaatctacttttttttcccaatatttgccaaaaaaatgcaaaattttatttgcaatttgacctaacagcac
aagtta tttttcccaa
aaaaat caatttgacc
Possiveis promotores da sequéncia 1052:
caacagtaaaaatagttcatcaattctgctttttttggaaaagcacgctcaaaaaagaacttcattgaaattttcggttgatttttttcttaaaaaagaa
aaaaat ctttttttgg
atcaat aaagcacgct
Possiveis promotores da sequéncia 1054:
ttttagttaggcaactgtagatgtgtttaaagaaattaaggtaccgttatgaagactcactgaaccttgaccctgggtgctgacttgctgtttaaaggta
tagtta gtttaaagaa
aaatta gactcactga
Possiveis promotores da sequéncia 1058:
caacagtaaaaataactctttaattttgtttttttttggaaaagcaactttaaaaacggaaagctaattgaaatttcggtttgaacattaattaaaaaac
aagcta tgaacattaa
tgaaat aattaaaaaa
Possiveis promotores da sequéncia 1068:
gttatagctaccatcagatagatcttcgattcaggcctttgctgttttaatcttatcttttttcaaatttcttttgaacaaagtaattgaaatttcgegt
tatctt tgaacaaagt
atcttt gaacaaagta
Possiveis promotores da sequéncia 1070:
caataaatagcaatcgtttatggcattaaagttgggtacactaccactagcaacagaggaaatttaaacgagatcttgcaatctcacctaagtttagcaa
aagttg gcaacagagg
aattta tctcacctaa
Possiveis promotores da sequéncia 1082:
taaactagaccgactgggtcaagagaaggatgagctactcgaatttaaggagctcaaagatgaccttaacaacgtgattgtgattgataagagtagtgat
tcgaat atgaccttaa
aattta accttaacaa
Possiveis promotores da sequéncia 1089:
tacacatttattcgctcctatctaaatgaatgtgtaaggagaatttaaagcgccaaacttttttatttgactacgtttctttttttgaacaggtaaataa
atctaa gaatttaaag
aattta ttatttgact
Possiveis promotores da sequéncia 1090:
cagaaattatttttgcaatagcacaaacgatgataatcctcgataacttttttaaagttaaaaactcgttattttctttggtttattgcaggttaataat
aacgat cttttttaaa
aagtta ctttggttta
Possiveis promotores da sequéncia 1091:
cctctttttegttttttcttagtggttttttgtttgctttaaactatcgtgcaaacaacataaggttgtggctaaactcaaaaaagaagtaaagaaataa
ttctta ctttaaacta
tatcgt ttgtggctaa
Possiveis promotores da sequéncia 1092:
agatgactttgatagttattagtaattaattagttaacagcccacttaaggtggttgttttggtttatttattataagtttgggggctgattttgtgggg
tagtta ttaacagccc
tattat ttttgtgggg
Possiveis promotores da sequéncia 1093:
tactgatttttgaccaacaatttttgtaaatgcttcggtttgaccagcagctattacagcaatggcaataatgacagcaatcacaccaccacgtatttca
aacaat ggtttgacca
aataat accacgtatt
Possiveis promotores da sequéncia 1094:
tggtaatttaagtaaataaagttaggcaacacactgatcaagctaaaaaaaccacttgtcacccttctaactaatgaattgcatgagtagagaaaaagtg
aattta gcaacacact
aagtaa acactgatca
Possiveis promotores da sequéncia 1096:
caacgaacgtttagataggtttgaatacaagaaataacatttcttcaacagaaaacgccaacagttaacattcagttagctgttggtattttcattcttt
cagtta ttggtatttt
taacat tattttcatt
Possiveis promotores da sequéncia 1103:
tttttttgttgtagcttaaaatttttcatagcttttgtttaatgtgaaaaaggtctaaattatatttttcaccaaattctttagcaagagtttttactca
agctta tttgtttaat
aaatta tctttagcaa
Possiveis promotores da sequéncia 1106:
atcttttactattttacaaaatatcccataaaaaggccttaaataattaaggcaaaactagctttaaaacttaaaaacaactattttttagaatatagaa
atttta aaaggcctta
aataat tttaaaactt
Possiveis promotores da sequéncia 1107:
atcatcttttgatatttctgaagcaaactttgatttgattaaaacttcacttttatttaaacttaaagctttaattttttctatttcgttttttttctag
atcttt aaactttgat
aactta ctatttcgtt
Possiveis promotores da sequéncia 1114:
ctttttttattaatataataggagttatttaaaacttgattttgattgattttttaagaaataaaaaagccaatctataaatatttatttaagataagta
taatat aaacttgatt
taatag tgattttgat
Possiveis promotores da sequéncia 1115:
aatttatcttggaaaaaagctagcaaaaataaaagctactagcaaaaactaaagacaataaaactcttgctcttttttaggttaaaaaacttagctttta
tatctt aaaataaaag
aaaaat aaactaaaga
Possiveis promotores da sequéncia 1133:
aatataaattttttcctttcttagaattattttgcttatgttttagtactaaaaccaaccaatgtatagactttcaactatatcctatccaattagtcaa
aaccaa tcaactatat
aaccaa ctatatccta
Possiveis promotores da sequéncia 1135:
tgttctcctttgatttgataaataaatagttttaatatatcaataattgatattaaataatttttaacaatgtgactataataacacattttataaaggt
taatat taaataattt
aacaat cattttataa
Possiveis promotores da sequéncia 1143:
taattcctttattatttgattttaaatatattttttagtttgttgaatttcttcccaatggatcatttgactctagcaatttttctcaaaccacacccaa
tattat ttttttagtt
ttaaat ttgaatttct
Possiveis promotores da sequéncia 1153:
cttgttccttttttaatattgaaaataaatttctagttcgataaatattttatactaaaatattgatccttctttgcccaataaaaaagaaaaatttcaa
taatat agttcgataa
atttta ccttctttgc
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Possiveis promotores da seqiiéncia 1200: ATG
aattagtaatatttctcctcgtttttgtaatttagacagagaagataaaagattgatgtaattaaaattattttaccaaagactcgctacgctaatatta o
aaatta gctacgctaa
atttta gctaatatta

Possiveis promotores da sequéncia 1213:
agtttgaatatttgcttatatttctttttatttttgatgaaaaacaaatagttttactaaaaaaatttatattttagttattctttctttgatttaattt
aaaaat tctttctttg
aattta ttctttgatt
Possiveis promotores da sequéncia 1226:
taattttggatttcctgatgcttgatttacatgttttttagtaatttttctcaaaataaagctcaaatattttgtgtttaaattagaattaatgaacttg
atttcc atgtttttta
tcaaaa ttgtgtttaa
Possiveis promotores da sequéncia 1238:
ctctaactcctatattaatataattagggaaaaataattattttgtatgaatataaaacataataaccttttaaatacataataatgctaataattaggt
taatat attattttgt
aataat taaaacataa
Possiveis promotores da sequéncia 1268:
ttattttactcctcttatggatattaatagctaattttgttgttttaaaattagcaagagtgtttagttcaataattattgttgaataaacgttaaaatt
atttta ttaatagcta
aaatta tcaataatta
Possiveis promotores da sequéncia 1279:
accttcttgtattccttatcttttgttttaataattcatttaatatttattagtgattattctttaataaaaagcactaatttattatagttataataca
tatctt atttaatatt
taatat ctttaataaa
Possiveis promotores da sequéncia 1290:
cttctatatccttactatttttatttctatgttaatgatactaattatttctaagtatattttattggtaatcaattatttttatcaaatataaaataag
atatcc ctatgttaat
atttta ttttatcaaa
Possiveis promotores da sequéncia 1291:
attttctccttgattatgtgcaaaattcgctaaattgtcgtaaatatttttaacatactaagcatgttagaaaaatttttactatttttatattatataa
taacat aaaattttta
atgtta tttttatatt
Possiveis promotores da sequéncia 1299:
actctctttttcctttttttgtttgaattatttacttaaaacaacattactaagactcgtaataatgttgtaatataattattaaagttaaacattaatt
taataa attaaagtta
aataat ttaaagttaa
Possiveis promotores da sequéncia 1308:
aattaaccaccacttattaactaaactttaaaaccaaaaataaacaattctggcttttgatcagcactttatttattattttactatatgtgcatatgct
caccac taaaaccaaa
aacaat gcactttatt
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APENDICE G IDENTIFICADORES DE 84 SEQUENCIAS
UNICAS RELATIVAS AO BD OBTIDAS DA APLICACAO
DE FILTROS SOBRE O RESULTADO DO BLASTE A
QUE ORGANISMOS REPRESENTAM

Tabela G1: Relacao dos identificadores da seqiiéncia do campo banco de dados,
resultante da aplicacao de filtros ao resultado do alinhamento com o programa BLAST
sobre regides IGR-B

Identificador da Sequiéncia do BD Organismo
IGR-B-609788-610068-forward M. penetrans
IGR-B-arcB-abc M. mycoides
IGR-B-aspS-MSC_0433 M. mycoides
IGR-B-locus_tag=MSC_0059-tnplS1634bk M. mycoides
IGR-B-locus_tag=MSC_1002-tnplS1634bg M. mycoides
IGR-B-mgtE-tnplS1634bz M. mycoides
IGR-B-MH01202_MHJ0289-MH10073_MHJ0290 M. hyopneumoniae J
IGR-B-MHO01488_rplJ-MH01491_MHJ0621 M. hyopneumoniae J
IGR-B-MH01522_dam-MH21622_MHJ0624 M. hyopneumoniae J
IGR-B-MH01776_parE-MH01768_gap M. hyopneumoniae J
IGR-B-MH02172_MHJ0271-MH01375_pyrG M. hyopneumoniae J
IGR-B-MH10358_MHJ0631-MH05103_plsC M. hyopneumoniae J
IGR-B-MH10362_pdhD-1-MH04436_nagA M. hyopneumoniae J
IGR-B-MH10370_rpsJ-MH13292_MHJ0192 M. hyopneumoniae J
IGR-B-MH12690_MHJ0398-MH12693_MHJ0400 M. hyopneumoniae J
IGR-B-MH12725_MHJ0424-MH03055_efp M. hyopneumoniae J
IGR-B-MH15020_MHJ0322-MH21628_MHJ0323 M. hyopneumoniae J
IGR-B-MH15028_MHJ0502-MH07046_pdhC M. hyopneumoniae J
IGR-B-MH15047_MHJ0021-MH04541_sipS M. hyopneumoniae J
IGR-B-MH16399_MHJ0481-MH06764_MHJ0482 M. hyopneumoniae J




IGR-B-MH19654 _rplK-tRNA-Leu

. hyopneumoniae J

IGR-B-MH19822_MHJ0264-MH02115_pheS

. hyopneumoniae J

IGR-B-MH21626_trpS-MH12995_MHJ0591

. hyopneumoniae J

IGR-B-MH21632_MHJ0092-tRNA-Trp

. hyopneumoniae J

IGR-B-mhp016-mhp017-MH232

. hyopneumoniae 232

IGR-B-mhp027-mhp028-MH232

. hyopneumoniae 232

IGR-B-mhp263-tRNA-His-MH232

. hyopneumoniae 232

IGR-B-mhp311-mhp312-MH232

. hyopneumoniae 232

IGR-B-mhp415-asnS-MH232

. hyopneumoniae 232

IGR-B-mhp429-efp-MH232

. hyopneumoniae 232

IGR-B-mhp502-aceF-MH232

. hyopneumoniae 232

IGR-B-mhp641-mhp642-MH232

. hyopneumoniae 232

IGR-B-MP02505_MHPO095-tRNA-Trp

. hyopneomoniae 7448

IGR-B-MP02569_clpB-MP02573_tpiA

. hyopneomoniae 7448

IGR-B-MP03337_dam-MP10391_MHP0626

. hyopneomoniae 7448

IGR-B-MP03937_trpS-MP10334_MHP0594

. hyopneomoniae 7448

IGR-B-MP05666_ktrA-MP05668_ktrB

. hyopneomoniae 7448

IGR-B-MP06566_MHP0025-MP06560_sipS

. hyopneomoniae 7448

IGR-B-MP09790_MHP0279-MP12688_pyrG

. hyopneomoniae 7448

IGR-B-MP12640_rpsJ-MP10661_MHP0196

. hyopneomoniae 7448

IGR-B-MP12655_rplJ-MP03313_MHP0623

. hyopneomoniae 7448

IGR-B-MP12656_MHP0299-MP12690_MHP0300

. hyopneomoniae 7448

IGR-B-MP12679_parE-MP12678_gap

. hyopneomoniae 7448

IGR-B-MP12691_MHP0016-MP06686_MHP0017

. hyopneomoniae 7448

IGR-B-MP18883_MHP0272-MP12636_pheS

. hyopneomoniae 7448

IGR-B-MP18913_rplK-tRNA-Leu

. hyopneomoniae 7448

IGR-B-MPN467-MPN468 . pneumoniae
IGR-B-MPN505-MPN506 . pneumoniae
IGR-B-MPN654-MPN655 . pneumoniae
IGR-B-MS05312_MS0127-MS05308_secA . Synoviae
IGR-B-MSC_0179-oppB . mycoides
IGR-B-MSC_0248-tnplS1634ag . mycoides

IGR-B-MSC_0574-MSC_0575

SIZYZZ S8kttt g5 58515k

. mycoides
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IGR-B-MSC_0784-tnplS1634am . mycoides
IGR-B-MSC_0813-tnplS1634chbz . mycoides
IGR-B-MSC_0818-MSC_0819 . mycoides
IGR-B-MYPU_0050-MYPU_0060 . pulmoniae
IGR-B-MYPU_0120-MYPU_0130 . pulmoniae
IGR-B-MYPU_1030-MYPU_TRNA LEU 1 . pulmoniae
IGR-B-MYPU_4940-MYPU_4950 . pulmoniae

IGR-B-parE-gap-MH232

. hyopneumoniae 232

IGR-B-pdhD-nagA-MH232

. hyopneumoniae 232

IGR-B-pheS-mhp107-MH232

. hyopneumoniae 232

IGR-B-polC-1-MG032

. genitallium

IGR-B-pyrG-mhp101-MH232

. hyopneumoniae 232

IGR-B-rplJ-mhp639-MH232

. hyopneumoniae 232

IGR-B-rpsF-mhp308-MH232

. hyopneumoniae 232

IGR-B-rRNA-16S-mhp688-MH232

. hyopneumoniae 232

IGR-B-rrnA-16S-tnplS1634bv . mycoides
IGR-B-tnpAIS1296ds-MSC_0906 . mycoides
IGR-B-tnpAlS1296mp-fbaA2 . mycoides
IGR-B-tnpAIS1296px-MSC_0233 . mycoides
IGR-B-tnpBIS1296ji-MSC_0214 . mycoides
IGR-B-tnplS1634ab-MSC_0539 . mycoides
IGR-B-tnplS1634ad-MSC_0521 . mycoides
IGR-B-tnplS1634ax-glk . mycoides
IGR-B-tnplS1634cd-MSC_0922 . mycoides
IGR-B-tnplS1634ce-MSC_0872 . mycoides

IGR-B-tRNA-Ser-mhp460-MH232

. hyopneumoniae 232

IGR-B-tRNA-Trp-mhp284-MH232

. hyopneumoniae 232

IGR-B-trpS-mhp610-MH232

. hyopneumoniae 232

IGR-B-ushA-mhp652-MH232

SIZNZES XSS5tk g5(15(k01(k5 15 <

. hyopneumoniae 232

IGR-B-UU479-UU480

Ureaplasma

IGR-B-tRNA-Tyr-mhp399-MH232

M.

hyopneumoniae 232
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