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GERHARDT, E. Otimização de problemas de engenharia pelo algoritm o colônia artificial 
de abelhas (ABC) . 2011. 22f. Monografia (Trabalho de Conclusão do Curso em Engenharia 
Mecânica) – Departamento de Engenharia Mecânica, Universidade Federal do Rio Grande do 
Sul, Porto Alegre, 2011. 
 
 
RESUMO 
 

Neste trabalho, o desempenho do algoritmo Colônia Artificial de Abelhas (ABC) na 
otimização de problemas de engenharia é comparado ao de outros métodos reportados na 
literatura.  O problema clássico de otimização de uma mola, e o problema de otimização de 
treliças para tamanho e forma com restrições de frequências foram escolhidos para os 
experimentos numéricos. Sabe-se que o desempenho de um algoritmo é dependente do 
problema. Aproveitando sua flexibilidade, e com base em trabalhos relacionados, algumas 
modificações foram implementadas no algoritmo ABC. Os resultados aqui apresentados 
indicam que o algoritmo ABC é um otimizador global eficaz com um relativamente alto custo 
computacional. Entretanto, seu desempenho é comparável aos algoritmos metaheurísticos do 
estado-da-arte. Portanto, a aplicabilidade do algoritmo ABC nos problemas de otimização de 
engenharia está comprometida com sua relação custo-benefício, avaliando as vantagens 
contra as desvantagens de suas características. 

   
 
 
PALAVRAS-CHAVE: Colônia artificial de abelhas, otimização de forma e frequência natural, 
métodos metaheurísticos. 
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GERHARDT, E. Artificial Bee Colony (ABC) Algorithm for Engineeri ng Problem 
Optimization . 2011. 22f. Monografia (Trabalho de Conclusão do Curso em Engenharia 
Mecânica) – Departamento de Engenharia Mecânica, Universidade Federal do Rio Grande do 
Sul, Porto Alegre, 2011. 
 
 
ABSTRACT 
 
  In this work, the performance of the Artificial Bee Colony (ABC) algorithm in engineering 
optimization problems is compared against those of other methods reported in the literature. 
The classic spring design optimization problem, and truss optimization on size and shape with 
frequency constraints problems were chosen for the numerical experiments. It is well knows that 
algorithm performance is problem dependent. Taking advantage of its flexibility, and based on 
related works, some modifications were implemented in the ABC algorithm. The results 
presented herein indicate that ABC algorithm is an effective global optimizer with relative high 
computational cost. However, its performance is comparable to the state-of-the-art 
metaheuristics algorithms. Therefore, the applicability of ABC algorithm in engineering 
optimization problems is compromised with its cost-benefit ratio, by weighing the advantages 
against the disadvantages of its characteristic features.   
 
 
KEYWORDS: Artificial bee colony optimization, shape sizing dynamics optimization, 
methaheuristic methods. 
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1 INTRODUÇÃO 

 Os problemas de otimização em engenharia mecânica e seus métodos de solução 
apresentam grande diversidade e elevada importância, estando presentes em todas as 
disciplinas desta ciência. A seleção do método de solução depende do tipo do problema, 
qualidade requerida da solução, e disponibilidade de recurso computacional e de tempo [Yang, 
2010]. O conhecimento prévio sobre o problema a ser otimizado, em conjunto com as 
características, vantagens e desvantagens de cada método pode ser um fator determinante 
neste processo. 

Com o intuito de promover novas possibilidades ou suprir dificuldades, desenvolvem-se 
muitos métodos, surgindo então a necessidade destes serem estudados. Atualmente, os 
métodos de otimização baseados no conceito de inteligência de enxames têm sido destacados 
na literatura. São métodos baseados no comportamento de inteligência social de grupos de 
insetos ou animais, que possui características de auto-organização e controle descentralizado, 
com múltiplos agentes. A esta classe pertence o algoritmo Colônia Artificial de Abelhas. Deve-
se ressalvar que este método pertence à categoria dos metaheurísticos, que são uma opção 
alternativa quando os métodos determinísticos ou outros mais tradicionais enfrentam 
dificuldades. Akay e Karaboga, 2010, consideram o algoritmo Colônia Artificial de Abelhas um 
método promissor nas aplicações de engenharia, em comparação a métodos do estado-da-arte 
similares, como o Algoritmo Genético (GA), Evolução Diferencial (DE) e Enxame de Partículas 
(PSO). 
 O objetivo deste trabalho será estudar a aplicação do algoritmo Colônia Artificial de 
Abelhas na otimização de problemas de engenharia mecânica. Aproveitando a sua 
flexibilidade, algumas modificações serão implementadas ao algoritmo original, e validadas por 
experimento numérico. Seu desempenho em problemas de otimização reportados na literatura 
será comparado com o de outros métodos.  
 
 
1.1 Otimização em engenharia e os métodos de soluçã o 

Existem diferentes formas de se caracterizar e classificar a variedade dos problemas de 
otimização, bem como a dos algoritmos otimizadores. A figura 1 ilustra uma forma usual de 
classificá-los [Yang, 2010]. 
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Figura 1.1 – Classificação dos problemas e dos algoritmos de otimização. 

 



 

 
 

2 
Os problemas de otimização de engenharia geralmente apresentam-se na forma de 

um problema de otimização não-linear restrito. Podendo então ser definido sob a forma geral: 
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onde, )x(f

r
 é a função-objetivo, x

r
 é o vetor solução, xi  são as variáveis de projeto limitadas 

por xi,mín e xi,máx, ℜn é o espaço de busca n-dimensional, gj  e hj  são as restrições, m é o número 
de restrições. O espaço formado pelos valores da função-objetivo é chamado espaço de 
soluções. O espaço de soluções que satisfaz as restrições é chamado espaço viável, e do 
contrário, espaço inviável. O objetivo da otimização é encontrar o vetor solução que atende ao 
problema, satisfazendo às restrições. 
 Considerando esta generalização, conclui-se que o algoritmo aplicado deve ser um 
otimizador global, que possua a implementação de técnicas para o tratamento das restrições. 
Muitos métodos de otimização já foram propostos para a solução de problemas de engenharia. 
A maioria dos métodos determinísticos enfrenta dificuldades em problemas não-lineares, não-
convexos e de grandes dimensões. Métodos determinísticos baseados em gradientes 
dependem do gradiente da função-objetivo ou que a função-objetivo seja diferenciável. 
Métodos determinísticos não baseados em gradientes podem convergir a um mínimo local, pois 
são muito sensíveis ao vetor solução inicial no processo de otimização [Yang, 2010]. Nas 
situações onde os métodos determinísticos não são adequados, tem-se como alternativa a 
aplicação dos métodos estocásticos.  

Os algoritmos metaheurísticos possuem estratégias de solução mais sofisticadas que a 
dos algoritmos heurísticos. Estes métodos caracterizam-se por produzirem soluções aceitáveis 
para um problema complexo em um tempo relativamente curto. São métodos práticos e de 
vasta aplicação que funcionam bem na maioria dos casos. Estes métodos encontram soluções 
globais próximas do ótimo e de boa qualidade. É fato conhecido que não existe um algoritmo 
universalmente aplicável e ainda eficiente. Sendo assim, deve-se pesquisar o algoritmo mais 
adequado para um dado problema, ou um determinado espectro de problemas.  

Recentemente tem-se destacado na literatura científica a classe de algoritmos 
metaheurísticos, populacionais, baseados na inteligência de enxames. O algoritmo Colônia 
Artificial de Abelhas (ABC, sigla de “Artificial Bee Colony”) é um algoritmo de otimização global 
que faz parte desta classe e possui como atributos ser simples e robusto. Seu desempenho em 
problemas tanto irrestritos como restritos é comparável a de outros algoritmos metaheurísticos 
do estado-da-arte como o Algoritmo Genético (GA), Evolução Diferencial (DE) e Enxame de 
Partículas (PSO) [Karaboga e Akay, 2011]. 
 
 
1.2 Algoritmo Colônia Artificial de Abelhas (ABC) 

O algoritmo ABC foi inicialmente proposto por Karaboga, 2005, inspirado no 
comportamento de inteligência coletiva de um enxame de abelhas durante sua busca por 
provisões. No algoritmo ABC o mimetismo com o comportamento das abelhas baseia-se em 
um modelo simplificado composto por 3 componentes essenciais: fontes de alimento, abelhas 
operárias, e abelhas não-operárias (seguidoras e exploradoras). As fontes de alimento 
representam as soluções do problema, enquanto as abelhas são os agentes de busca da 
solução [Karaboga e Basturk, 2007]. Os parâmetros de entrada do algoritmo são: população da 
colônia (CS), a quantidade de variáveis de projeto (D), o número máximo de ciclos (MCN), o 
limite para o abandono de uma fonte (Limit). No algoritmo, a população total de abelhas da 
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colônia (CS) é dividida igualmente entre operárias e seguidoras. A distribuição inicial das 
fontes é produzida randomicamente sob a forma:  

 
D,...,j;/CS,...,i;)xx)(,(randxx j,mínj,máxj,mínij 12110 ==−+=  (1.2) 

onde, rand(0,1) é um número randômico entre 0 e 1. 
 

Cada operária é alocada em uma fonte (xi) e gera uma solução candidata, para que se 
tenha início o processo de exploração local das fontes, sob a forma: 

 
ik;}/CS,...,,{k;}D,...,,{j;)xx(xv kjijijijij ≠∈∈−+= 22121φ  (1.3) 

onde, φij é um número randômico entre -1 e 1. 
 

Seleciona-se então a melhor entre xi e vi. A avaliação da fonte é feita com base no seu 
valor de ajuste (fit i) em relação à função-objetivo (fi), sob a forma: 
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Caso a solução não apresente melhoria em um número de vezes limitado pelo 

parâmetro Limit esta fonte é abandonada e a abelha operária torna-se uma abelha exploradora 
que randomicamente seleciona uma nova fonte. 

Para cada fonte atual (xi) é calculado o seu valor de probabilidade de recrutamento (pi) 
através da equação 1.5. Desta forma as abelhas seguidoras são probabilisticamente 
recrutadas para as fontes mais promissoras. No comportamento natural das abelhas essa 
etapa é conhecida como a “dança das abelhas”.  
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A abelha seguidora tendo sido recrutada para uma determinada fonte torna-se uma 

operária. E o ciclo iterativo do algoritmo recomeça. O pseudocódigo do algoritmo básico é 
apresentado na figura 1.2. 

 
 

 
 

Figura 1.2 – Pseudocódigo do algoritmo ABC (modificado de Karaboga e Basturk, 2007). 

Dados de entrada:  CS, Limitmáx, MCN, D, [xj,mín ; xj,máx]∀j= 1,...,D. 
Inicialização:  Ciclo=g=1; Distribuição inicial das soluções xi

0 ∀i=1,...,CS/2. 
Enquanto  g < MCN  
 Gera modificações vi

g ;  Se melhorou xi
g = vi

g  e Limit=0 , senão, Limit=Limit+1 
Calcula probabilidades pi

g ; Se pi
g > rand(0,1) recruta seguidora 

Seleção probabilística das soluções xi
g mais promissoras 

Gera modificações vi
g ;  Se melhorou xi

g = vi
g  e Limit=0 , senão, Limit=Limit+1 

Substitui soluções em que Limit atingiu a contagem e faz Limit=0 
Memoriza melhor solução encontrada até o momento 

 g=g+1 
Repete   
Término 
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1.3 Vantagens e desvantagens do ABC 

 Como qualquer outro método, o ABC apresenta vantagens e desvantagens em relação 
aos métodos determinísticos e mesmo outros estocásticos. A tabela 1.1 relaciona algumas. 
  

Tabela 1.1 – Vantagens e desvantagens do algoritmo ABC. 
 

Prós Contras 

Fácil implementação. 
Falta de aproveitamento de informações 

secundárias do problema em questão (gradientes) 
Ampla aplicabilidade, mesmo em funções 

complexas, ou com variáveis contínuas, discretas 
ou mistas. 

- 

Alta flexibilidade, que possibilita adequações e 
introdução de conhecimentos específicos do 

problema por observação da natureza. 

Demanda novos testes sobre adequabilidade dos 
novos parâmetros do algoritmo para melhorar o 

desempenho. 
Não necessita que a função-objetivo seja 
diferenciável, contínua, ou representável 

matematicamente. 

Possibilidade de perder informação relevante do 
comportamento da função a ser otimizada. 

Inicialização robusta, independente de viabilidade 
da solução inicial e distribuição. 

Elevado número de avaliações da função. 

Estrutura do algoritmo propícia para 
processamento paralelizável com ganho de tempo. 

Lentidão quando usado em processamento 
sequencial. 

População de Soluções (paralelismo implícito). 
Possiblidade de criação de regiões de Pareto. 

A população de soluções aumenta o custo 
computacional devido à lentidão, muitas iterações 

e capacidade de memória. 
Capacidade de explorar soluções locais. Lentidão de obter soluções precisas. 

Otimizador global, com eficiente processo de 
busca mesmo sob alta complexidade, e com baixo 

risco de convergência prematura. 

Métodos determinísticos possuem maior precisão 
na obtenção de soluções quando não ficam presos 

em mínimos locais. 
 
 

1.4 Pesquisas e Desenvolvimento do Método 

Desde a sua proposição, o algoritmo ABC vem sendo estudado, estendido e aprimorado 
[Yang, 2010]. O desempenho de um algoritmo é influenciado por seus parâmetros de controle, 
e o ajuste deles em geral é dependente do problema. Isto torna necessário o estudo da 
influência dos parâmetros e a interação entre eles. Em Akay e Karaboga, 2009, foram 
analisados os parâmetros tamanho da colônia (CS), condição de abandono da fonte (Limit), e 
número máximo de iterações (MCN), sendo observado o que se segue. O MCN é uma condição 
de parada definida pelo usuário. CS não precisa ser elevado nem ter ajuste fino, mas um valor 
pequeno é ineficaz. A interação entre CS e Limit torna o algoritmo robusto contra inicialização e 
um otimizador global eficiente mesmo em problemas de alta dimensionalidade.  

Em Karaboga e Basturk, 2007, o método ABC foi estendido para solucionar problemas 
de otimização restritos, através da implementação do método de Deb para o tratamento das 
restrições. O critério de Deb consiste de três regras heurísticas: (1) qualquer solução viável é 
preferível a uma inviável, (2) entre duas viáveis a mais otimizada é preferível e (3) entre duas 
inviáveis, a com menor violação das restrições é preferível. Foram também implementados os 
parâmetros de controle taxa de mutação (MR) ao operador mutacional para aumentar a taxa de 
convergência, e o período de produção das exploradoras (SPP) com o intuito de garantir a 
diversidade nas soluções. 

Embora tenha sido proposto o tratamento das restrições pelo método de Deb, existem 
outros métodos brevemente citados em Akay e Karaboga, 2010. Os métodos que tratam as 
restrições direcionam as soluções para o espaço viável, e influem no desempenho de um 
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algoritmo. Coello, 2002, faz uma análise crítica de diferentes técnicas de tratamento das 
restrições. Este artigo representa uma importante contribuição para a seleção do método mais 
apropriado, e ressalta a necessidade de pesquisa e desenvolvimento nesta área. Segundo 
Coello, 2002, o método de Deb apresenta problemas de diversidade de soluções, e os métodos 
baseados na penalização representam uma primeira escolha simples e eficiente. 

Akay e Karaboga, 2010, atribuem o bom desempenho do ABC principalmente ao fato e 
apresentar um bom balanceamento entre os processos de exploração global e local do espaço 
de busca, e também por empregar em conjunto diferentes operadores de seleção. Isto previne 
a convergência prematura do algoritmo. Com base nisto, os autores atestam a possibilidade do 
algoritmo ABC tornar-se um método populacional guiado, e de se intensificar o operador 
mutacional. Ambas as medidas aumentariam a velocidade de convergência do algoritmo. 

 
 

2 APLICAÇÃO EM PROBLEMAS DE ENGENHARIA 

Em Akay e Karaboga, 2010, o ABC é considerado um método promissor nas aplicações 
de problemas de projeto de engenharia mecânica, baseado no seu desempenho na solução de 
Benchmarks da literatura, em comparação a métodos do estado-da-arte como o PSO e o SCA 
(Algoritmo da Sociedade e Civilização). 
 O algoritmo ABC foi aplicado na otimização das seções de estruturas treliçadas em 
Sonmez, 2011a e 2011b, e Hadidi et al., 2010. Em todas estas aplicações as estruturas são 
solicitadas mecanicamente. Sonmez, 2011a e 2011b, aplicou o ABC com variáveis contínuas e 
discretas. Em Sonmez, 2011b e Hadidi et al., 2010, o método foi aplicado com algumas 
alterações com o intuito de aumentar a taxa de convergência. Fica evidente principalmente em 
Sonmez, 2011a, o excessivo número de avaliações da função-objetivo requerido pelo ABC. No 
entanto, em comparação a outros métodos metaheurísticos, todos concluíram que o ABC 
apresenta desempenho similar, ou melhor, baseados no resultado obtido. 

Pode-se observar que as aplicações citadas não consideram os problemas de otimização 
para seções e forma, otimização topológica ou otimização para frequências, que 
representariam uma maior complexidade, devido à interação entre as variáveis e complicações 
matemáticas.  

 
 

2.1 Otimização estrutural 

A dificuldade na otimização para seções e forma de treliças é reconhecida em Wang, 
2004, que, além disto, aborda o problema de otimização de treliças com restrições de 
frequência. Pelo estudo de Wang, 2004, percebe-se a existência de conceitos teóricos e 
propriedades matemáticas aplicáveis a este tipo de otimização que no algoritmo ABC são 
desconsiderados. Por isso, pode-se esperar que o ABC tenha desempenho inferior a métodos 
que façam uso destas propriedades, principalmente em relação à velocidade de convergência. 

Gomes, 2011, também comenta a necessidade de solução para o problema da 
otimização de seções e forma de estruturas treliçadas com restrições de frequências naturais 
de vibração. Este problema além de altamente complexo, é de relevante importância para o 
desempenho em serviço de uma estrutura treliçada. Em seu trabalho, foram solucionados 
problemas reportados na literatura para a otimização de tamanho e forma de estruturas 
treliçadas com restrições de frequências naturais. No entanto, o método aplicado foi o PSO, 
abrindo desta forma uma oportunidade de comparação com o método ABC. 

Segundo Grandhi et al., 1993, na maioria dos problemas de vibração de baixa frequência 
a resposta da estrutura é função principalmente de sua frequência fundamental e forma modal, 
o que torna a otimização da frequência uma significativa melhora no desempenho da estrutura 
evitando fenômenos como a ressonância. Durante a minimização da massa da estrutura, os 
modos de vibração podem permutar entre flexão e torção, causando mudanças nas 
frequências e assim dificuldades de convergência. Um processo de solução numérica pode 
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originar frequências naturais duplicadas que geram dificuldades matemáticas por não serem 
diferenciáveis. As frequências duplicadas também se originam de simetria estrutural, que 
usualmente está presente nas estruturas reais. 
 
 
2.2 Formulação do problema 

O problema de otimização para seções e forma de treliças, com restrições de 
frequências pode ser formulado sob a forma: 
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onde, )x(f

r
 é a função-objetivo, Li é o comprimento de cada barra, ρi é a densidade 

volumétrica do material da barra, Ai é a área da barra, ϕi são as coordenadas dos nós 
variáveis, gj são as restrições no formato normalizado, m é o número de restrições, ωj  e ωj,adm  
são as frequências naturais e seus limites, NA é o número de seções variáveis, Nϕ  é o número 
de coordenadas variáveis. 
 
 
3 METODOLOGIA 

 O desempenho do algoritmo será avaliado por experimentos numéricos, apresentando 
os dados de seus resultados e de suas estatísticas. A solução obtida, repetições de execução, 
média, desvio-padrão, número de avaliações da função-objetivo e os parâmetros de controle 
de algoritmo farão parte destes dados. De posse destes dados será possível comparar a 
solução com a de outros métodos reportados na literatura. Com base nestas informações serão 
feitas as conclusões a respeito da aplicabilidade do método.  

A partir de um código básico do algoritmo ABC original em MatLab®, foram 
implementadas as modificações propostas neste trabalho. As análises estruturais foram 
efetuadas em um programa de Elementos Finitos usual, no software MatLab®, utilizando 
elementos simples de barras treliçadas com 3 graus de liberdade por nó e matriz de massa 
consistente. As estruturas foram discretizadas com mesma quantidade de elementos de barra e 
conectividade seguindo-se indicação dos exemplos para fins de comparação. O processador 
utilizado foi o Pentium Dual-Core E5400 2,7 GHz. 
 
 
3.1 Configuração do algoritmo ABC implementado  

 O algoritmo ABC original foi alterado para a realização deste trabalho. As restrições 
serão tratadas pelo método da penalização, devido aos problemas encontrados ao se 
implementar o método de Deb. Por conta disto, pode-se eliminar o parâmetro SPP, que tinha 
como propósito suprir a baixa diversidade provocada pelo método de Deb. Tratando as 
restrições pelo método da penalização, altera-se a função objetivo para a forma: 
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onde, )x(F
r

 é a nova função-objetivo, jα  e jβ  são parâmetros de penalização definidos pelo 

usuário.  Estes parâmetros definem a eficácia da penalização e são dependentes do problema.  
  
 O parâmetro Limit será ajustado conforme Akay e Karaboga, 2009, por:  
 

2/D*CSLimit =  (3.2) 

 
 Para que se tenha uma maior taxa de convergência, as soluções candidatas serão 
geradas incluindo o operador mutacional, conforme Karaboga e Basturk, 2007, sob a forma: 
 





≥
<−+

=
MRRse,x

MRRse,)xx(x
v

jij

jkjijijij
ij

φ
 (3.3) 

onde, Rj é um número randômico entre 0 e 1, MR é o parâmetro taxa de mutação que pode ser 
arbitrado entre 0 e 1. 
 

A probabilidade de recrutamento, equação 1.5, foi substituída para permitir um controle 
sobre a pressão de seleção, pela forma:  

 










−
−

=
mínmáx

míni
i FF

FF
p η  (3.4) 

onde, Fmáx é a máxima solução da população atual, Fmín é a mínima solução da população atual, 
η é um fator arbitrário entre 1 e 4 para controlar a pressão de seleção, operador este 
semelhante ao encontrado em algoritmos genéticos. 
 

A etapa referente às abelhas exploradoras foi alterada seguindo-se a proposta de 
Hadidi et al., 2010, pois a característica randômica do operador original torna-o pouco eficiente. 
Nesta proposta, a solução substituta só é aceita se ela for melhor que a solução atual. A 
solução substituta é gerada sob a forma: 

 
))x(std,(Nxx ijij

r
0+=  (3.5) 

onde, ))x(std,(N
r

0  é uma distribuição normal com média zero e desvio-padrão igual ao desvio-
padrão da população atual de soluções.  
 
 
4 EXPERIMENTOS NUMÉRICOS 

4.1 Validação das modificações propostas ( Benchmark  Mola) 

O objetivo deste experimento é validar as modificações propostas, através da 
comparação com os resultados obtidos com algoritmo original por Akay e Karaboga, 2011, para 
o Benchmark da mola. As unidades do problema foram convertidas para o sistema 
internacional (S.I.). Neste problema o objetivo é minimizar o volume de uma mola, representado 
pela função-objetivo que despreza o termo escalar π²/4. O projeto sofre restrições de mínima 
deflexão (g1), tensão de cisalhamento (g2), frequência natural (g3), diâmetro externo (g4). As 
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restrições estão no formato normalizado, portanto são adimensionais. As variáveis de projeto: 
diâmetro do arame (d), diâmetro primitivo (D), e número de espiras ativas (N), são limitadas. 

Para validar as alterações efetuadas no algoritmo, foram efetuados 2 testes. O teste 1 
utiliza a mesma arquitetura que Akay e Karaboga, 2011, mas com o método da penalização 
proposto neste trabalho. O teste 2 utiliza a arquitetura proposta neste trabalho, com as 
modificações e com a penalização. A tabela 4.1 informa os resultados dos testes e da 
literatura. Para este Benchmark a literatura faz referência a um valor ótimo de 207,5422 mm³ 
(0,012665 pol³), obtido por métodos determinísticos (gradientes). Pelo resultado da tabela 4.1 
observa-se que este resultado é um ótimo local e não o global. Nos testes, todas as restrições 
foram respeitadas. A tabela 4.2 mostra as estatísticas e parâmetros dos testes.  
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Figura 4.1 – Dados do problema da mola. 
 
 

Tabela 4.1 – Comparação de resultados do problema mola. 

 

Akay e 
Karaboga 

(2010) 
SCA 

Akay e 
Karaboga 

(2010) 
PSO 

Akay e 
Karaboga 

(2010) 
ABC 

Teste 1 
 

ABC 

Teste 2 
 

ABC 
           d    (mm) 1,3233 1,3129 1,3132 1,2700 1,2700 
           D   (mm) 9,3497 9,0602 9,0957 8,8624 8,8624 
           N   (#) 10,6484 11,2871 11,2037 10,5623 10,5623 
           g1  (-) 0,0000 0,0000 0,0000 0,0000 0,0000 
           g2  (-) 0,0000 0,0000 0,0000 0,0000 0,0000 
           g3  (-) -4,0758 -4,0538 -4,0566 -4,4613 -4,4613 
           g4  (-) -0,7197 -0,7177 -0,7267 -0,7341 -0,7341 
  f(x)  (mm³) 207,6077 207,5422 207,5422 179,5675 179,5675 
 Avaliações 25167 15000 30000 30000 30000 

Estatísticas  
Execuções 30 30 30 30 30 
Melhor 207,6077 207,5422 207,5422 179,5675 179,5675 
Média 211,7700 208,1485 208,2632 180,3144 180,1014 
Desvio-padrão 8,8490 0,6719 0,6555 1,9101 1,2616 
Avaliações 25167 15000 30000 30000 30000 

 
 

Pelos resultados da tabela 4.1, percebe-se a deficiência do método de Deb para o 
tratamento das restrições, que convergiu para o mesmo ótimo local dos métodos 
determinísticos. Tanto para a arquitetura original do algoritmo como para a modificada, o 
método da penalização possibilitou a obtenção de um melhor resultado. A principal deficiência 
do método de Deb está no fato de não permitir a alocação de uma solução inviável caso uma 
solução viável já tenha sido encontrada, isto restringe o processo de busca devido à baixa 
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diversidade proporcionada. As soluções inviáveis podem conter informação valiosa ao 
processo de busca. O aproveitamento deste tipo de informação não está prontamente 
disponível, já que sua interpretação não é óbvia. Entretanto, o método da penalização, de certa 
forma, obtém o aproveitamento destas informações. Para que o método da penalização seja 
empregado de modo eficaz e com razoável eficiência, recomenda-se o uso da “regra da 
mínima penalização”, onde a penalização deve ser a menor possível para que ao fim do 
processo de busca não ocorra o risco de obter-se uma solução inviável [Coello, 2002]. Para 
uma maior eficiência do método da penalização deve-se empregar técnicas auto-adaptativas 
que façam uso das informações adquiridas durante o processo de busca e também do próprio 
problema. Este tema ainda está em fase de pesquisa e desenvolvimento atualmente, com 
muitos trabalhos inconclusivos que revelam as vantagens e desvantagens de cada abordagem. 
Maiores informações recomenda-se a consulta à Coello, 2002. A figura 4 ilustra a convergência 
do problema para uma das execuções do teste 2. 
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Figura 4.2 – Gráfico de convergência. 

 
 

Tabela 4.2 – Estatísticas para execuções independentes do problema mola. 

Teste Exec. Média Desvio-
padrão 

Número 
médio de 

avaliações 
MCN CS Limit MR η  jα  jβ  

1 30 180,3144 1,9101 30000 1000 30 45 0,9 1 1E+20 2 
2 30 180,1014 1,2616 30000 1000 30 45 0,9 1 1E+20 2 

 
O algoritmo proposto neste trabalho obteve as melhores respostas, incluindo um ótimo 

de 179,5675 mm³ (0,010958 pol³), em algumas das execuções. Comparando a tabela 4.1 e a 
figura 4.2, observa-se que foi obtido um resultado melhor que o PSO para um mesmo número 
de avaliações.  

Tendo apresentado o melhor desempenho, o algoritmo proposto com as modificações 
(teste 2) foi validado e será utilizado nos próximos experimentos. 
  
 
4.2 Otimização de treliça plana de 10 barras 

Neste problema deve-se otimizar as seções das barras para a minimização da massa, 
sujeito à restrições de frequências naturais. Foram executados 9 testes variando-se alguns 
parâmetros. A figura 4.3 informa os dados deste problema. A tabela 4.3 apresenta os 
resultados dos testes 6 e 7, e os resultados da literatura referenciados em Gomes, 2011. O 
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teste 6 teve como objetivo obter uma solução com alta qualidade, e o teste 7 uma solução 
com menor custo computacional. A tabela 4.4 apresenta as estatísticas para execuções 
independentes. Em todas as execuções as restrições foram atendidas. 

Pela tabela 4.3, o melhor resultado da literatura pertence ao PSO, enquanto que neste 
estudo o melhor resultado foi obtido pelo ABC. Os resultados da tabela 4.3 demonstram que o 
ABC obtém soluções com ótima qualidade (teste 6), mas sob pena de um alto custo 
computacional (alto número de avaliações da função-objetivo). Pode-se caracterizar então o 
ABC como um método eficaz de baixa eficiência. No entanto, quando se aceita uma solução 
com uma qualidade inferior (teste 7), o método ABC apresenta uma eficiência ligeiramente 
melhor que o método PSO, mas que neste estudo considera-se como idêntica, devido ao baixo 
número de execuções independentes A qualidade da solução obtida pelo ABC no teste 7 é 
melhor que a da solução obtida pelo PSO devido a melhor média e menor desvio-padrão. 

 
 
Dados: 
 
Módulo de elasticidade:  E = 6,98 x1010 N/m² 
Densidade do material: ρ = 2770 kg/m³ 
Massas adicionais: M = 454 kg 
Comprimento: L = 9,144 m 
Número de barras: i = 10 
 
Limites das variáveis de projeto: 

0,6451 x10-4 ≤ Ai ≤ 50,0000 x10-4 m² 
Especificações para frequencias: 

ω1 ≥ 7 Hz, ω2  ≥ 15 Hz, ω3 ≥ 20 Hz 

L L

L
1 2

3 4

5 6
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9

10

M

M

M

M
  

Figura 4.3 – Dados para treliça plana de 10 barras. 
 
 

Tabela 4.3 – Comparação dos resultados da treliça plana de 10 barras. 

 

Wang et 
al. 

(2004) 
ENSM 

Grandhi 
(1993) 

 
OA 

Sedaghati 
et al. 

(2002) 
SQP 

Lingyun 
et al. 

(2005) 
NHGA 

Gomes 
(2011) 

 
PSO 

Teste 6 
 

ABC 

Teste 7 
 

ABC 
A1    (cm²) 32,456 36,584 38,245 42,234 37,712 35,113 37,447 
A2 16,577 24,658 9,916 18,555 9,959 14,904 17,010 
A3 32,456 36,584 38,619 38,851 40,265 35,158 33,751 
A4 16,577 24,658 18,232 11,222 16,788 14,735 15,313 
A5 2,115 4,167 4,419 4,783 11,576 0,657 0,645 
A6 4,467 2,070 4,419 4,451 3,955 4,579 4,859 
A7 22,810 27,032 20,097 21,049 25,308 24,522 25,196 
A8 22,810 27,032 24,097 20,949 21,613 23,912 21,525 
A9 17,490 10,346 13,890 10,257 11,576 12,022 11,072 
A10 17,490 10,346 11,452 14,342 11,186 12,618 13,796 
ω1        (Hz) 7,011 7,059 6,992 7,008 7,000 7,000 7,002 
ω2 17,302 15,895 17,599 18,148 17,786 16,173 16,235 
ω3 20,001 20,425 19,973 20,000 20,000 20,001 20,043 
Massa (kg) 553,8 594,0 537,01 542,75 537,98 528,10 532,59 
Avaliações   637 13777 2000 53426 1954 

Estatísticas  
Execuções - - - 10 5 10 5 
Melhor 553,8 594,0 537,01 542,75 537,98 528,10 532,59 
Média - - - 552,44 540,89 528,51 536,78 
Desvio-padrão - - - 4,86 6,84 0,32 2,77 
Avaliações - - - 13777 2000 53426 1954 
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 Alguns resultados da tabela 4.4 são importantes de se comentar. Percebe-se que 
para as menores populações, o desvio-padrão não diminui com o aumento do número de 
avaliações da função-objetivo. Isto indica que pequenas populações são suscetíveis à 
convergência prematura para algumas das execuções, tendo em vista que há melhoria na 
média das soluções. Com maiores populações, o desvio-padrão diminui com o aumento do 
número de avaliações. Também é importante notar as diferenças que aparecem entre os 
resultados para diferentes parâmetros de penalização. Conforme se sabe, os métodos de 
tratamento das restrições e seus parâmetros influem no processo de busca. 
 Também é importante observar que a aceitação de uma solução de menor qualidade 
pode representar uma economia de custo computacional na ordem de até mesmo 40000 
avaliações da função-objetivo, comparando-se os resultados dos testes 9 e 6, tem-se 12843 
(em 21,5 segundos) contra 53426 avaliações (em 89,4 segundos), respectivamente. Isto de 
fato representaria uma diferença em massa na ordem de 3 a 4 kg numa estrutura de mais de 
500 kg.  
 
 

Tabela 4.4 – Estatísticas para execuções independentes. 

Teste Exec. Média Desvio-
padrão 

Número 
médio de 

avaliações  
MCN CS Limit MR η  jα  jβ  

1 10 532,45 3,75 33744 1000 30 150 0,9 4 1E+04 2 
2 10 530,31 2,29 43739 1000 40 200 0,9 4 1E+04 2 
3 10 529,83 1,78 54551 1000 50 250 0,9 4 1E+04 2 
4 10 531,32 2,58 34160 1000 30 150 0,9 4 5 1 
5 10 528,97 0,95 44301 1000 40 200 0,9 4 5 1 
6 10 528,51 0,32 53426 1000 50 250 0,9 4 5 1 
7 5 536,78 2,77 1984 160 12 60 0,9 1 5 1 
8 5 532,44 2,85 6557 480 12 60 0,9 1 5 1 
9 5 531,92 2,79 12843 500 24 120 0,9 1 5 1 

 
 

A figura 4.4 ilustra a convergência do algoritmo para alguns dos testes. Fica evidente a 
maior taxa de convergência para as menores populações. No entanto, pequenas populações 
são suscetíveis à convergência prematura, e também possuem maior desvio-padrão da 
solução final.  
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Figura 4.4 – Gráfico de convergência. 
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Maiores populações possuem menores taxas de convergência, mas produzem 

resultados mais confiáveis. A predição da eficácia e da eficiência do ABC é dependente do 
problema, dos parâmetros do algoritmo, de sua arquitetura e seus operadores, e do método de 
tratamento das restrições. Mas pode-se concluir que a eficácia e a eficiência podem ser 
medidas através de métricas como tempo requerido, custo computacional, número de 
avaliações da função e qualidade da solução obtida. Neste trabalho a eficácia é representada 
pela qualidade da solução obtida (média e desvio-padrão), e a eficiência pelo custo 
computacional (número de avaliações da função-objetivo necessárias). 
 
4.3 Otimização de treliça espacial de 52 barras 

Neste problema uma treliça espacial é otimizada para seções e forma com restrições de 
frequência naturais. O material das barras possui módulo de elasticidade E=2,1x10¹¹ Pa, e 
densidade ρ=7800 kg/m³. As seções das barras podem variar entre 0,0001 ≤ Ai ≤ 0,0010 m². A 
forma é otimizada simetricamente podendo mover os nós livres ±2m. As barras simétricas 
possuem mesma seção transversal. São adicionadas massas não-estruturais de 50 kg nos nós 
livres. A figura 4.5 demonstra as variáveis de projeto que determinam a simetria da estrutura, 
dimensões da estrutura e a posição das massas adicionais. As frequências naturais devem 
atender as especificações ω1 ≤ 15,916 Hz e ω2 ≥ 28,649 Hz. A tabela 4.5 informa as estatísticas 
para 10 execuções independentes dos testes executados.  
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Figura 4.5 – Treliça espacial de 52 barras. 

 
 

Tabela 4.5 – Estatísticas para execuções independentes. 

Teste Exec. Média Desvio-
padrão 

Número 
médio de 

avaliações  
MCN CS Limit MR η  jα  jβ  

1 10 192,26  0,89 30949 1000 30 195 0,9 4 100 1 
2 10 199,58  5,60 10746 640 16 104 0,9 2 100 1 

 
 
O teste 1 teve como objetivo obter uma solução com alta qualidade, e o teste 2 fornecer 

um resultado com custo computacional similar ao melhor resultado da literatura. Na tabela 4.6, 
são apresentados os resultados obtidos neste trabalho e os da literatura constantes em 
Gomes, 2011. Nos resultados, os pesos não incluem as massas adicionais. Novamente, o 
algoritmo ABC apresentou para uma solução de alta qualidade um alto custo computacional. 
Para obter o melhor resultado aqui apresentado, 191,04 kg, com um desvio-padrão de 0,89 kg, 
o ABC consumiu 30853 avaliações, em um tempo de 364,2 segundos. Mantêm-se válidas 
então as observações posteriormente realizadas a respeito de sua eficácia e eficiência.  
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Com base nos resultados das tabelas 4.5 e 4.6, observa-se que, o ABC teve um 

desempenho superior em comparação aos métodos de Critério de Otimalidade (OC), Algoritmo 
Genético Híbrido com Nichos (NHGA), e Enxame de Partículas (PSO). Para um custo 
computacional de 10964 avaliações, obteve-se um resultado melhor que o obtido pelo método 
PSO em 11270 avaliações, com desvio-padrão similar de 5,60 kg para o ABC e 5,22 kg para o 
PSO. Isto representa dizer que o ABC obteve o melhor resultado para o mesmo custo 
computacional e mesma qualidade requerida. A figura AI.1 do Apêndice I, apresenta as 
configurações obtidas em comparação aos resultados da literatura. 

 
 

Tabela 4.6 – Comparação dos resultados treliça espacial de 52 barras. 

 Projeto 
inicial 

Lin et al. 
(1982) 

OC 

Lingyun et 
al. (2005) 

NHGA 

Gomes 
(2011) 
PSO 

Teste 1   
 

ABC 

Teste 2   
 

ABC 
ZA  (m) 6,0000 4,3201 5,8851 5,5344 5,9596 4,0000 
XB 2,0000 1,3153 1,7623 2,0885 2,5378 2,7526 
ZB 5,7000 4,1740 4,4091 3,9283 3,7081 3,7003 
XF 2,0000 2,9169 3,4406 4,0255 4,1583 4,3057 
ZF 4,5000 3,2676 3,1874 2,4575 2,5021 2,5003 
A1  (cm²) 2,0000 1,0000 1,0000 0,3696 1,0009 1,0000 
A2 2,0000 1,3300 2,1417 4,1912 1,4862 1,4591 
A3 2,0000 1,5800 1,4858 1,5123 1,1131 1,3411 
A4 2,0000 1,0000 1,4018 1,5620 1,2548 1,3686 
A5 2,0000 1,7100 1,9110 1,9154 1,3323 1,1076 
A6 2,0000 1,5400 1,0109 1,1315 1,0025 1,0015 
A7 2,0000 2,6500 1,4693 1,8233 1,3860 1,0140 
A8 2,0000 2,8700 2,1411 1,0904 1,5357 1,9866 
ω1    (Hz) 22,690 15,220 12,810 12,751 14,481 10,850 
ω2 25,170 29,280 28,650 28,649 28,653 28,650 
Massa (kg) 338,69 298,00 236,05 228,38 191,04 193,69 
Avaliações - - 13519 11270 30853 10964 

Estatísticas 
Execuções - - 10 5 10 10 
Melhor - - 236,05 228,38 191,04 193,69 
Média - - 274,16 234,30 192,26 199,58 
Desvio-padrão - - 37,46 5,22 0,89 5,60 
Avaliações - - 13519 11270 30949 10746 

 
 

5 CONCLUSÕES E RECOMENDAÇÕES 

Verificou-se neste trabalho que o algoritmo ABC é um otimizador aplicável a problemas 
de otimização de engenharia não-lineares e com restrições. No entanto sua eficácia e 
eficiência estão comprometidas com o custo computacional e a qualidade da solução 
requerida. De modo geral, pode-se caracterizá-lo como um otimizador global eficaz, mas com 
baixa eficiência. Além da eficácia, outras características o tornam atrativo, como o pequeno 
número de parâmetros, a sua flexibilidade, a sua simplicidade, e o fato de não necessitar dos 
gradientes da função-objetivo. A viabilidade prática da utilização do método fica assim restrita a 
relação custo-benefício de sua aplicação. 

O algoritmo ABC cumpre com sua finalidade suprindo dificuldades apresentadas por 
métodos determinísticos, por ser um eficaz otimizador global. Atribuí-se isto com base no 
resultado obtido para o Benchmark da mola, no qual métodos determinísticos convergem a um 
mínimo local, conforme reporta a literatura para este problema. Sua eficácia foi comprovada 
mesmo em problemas de alta complexidade, que neste trabalho estão representados pelos 
problemas de otimização de seções e forma de treliças com restrições de frequência. As 
soluções obtidas em todos os casos apresentaram ótima qualidade, mas com alto custo 
computacional. Esta eficácia é promovida por ser baseado numa população de soluções e 
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possuir diferentes operadores, balanceando os processos de exploração local e global do 
espaço de busca da solução. As comparações com outros métodos aqui apresentadas, 
demonstram que o ABC possui desempenho similar, ou melhor. Sua aplicabilidade e 
desempenho são então comparáveis aos métodos metaheurísticos do estado-da-arte. Um 
maior rigor nestas últimas afirmações exige a ampliação dos estudos. 
 A seguir são feitas as considerações e recomendações, com base no que foi 
apresentado, de acordo com os tópicos julgados mais importantes para o aprimoramento do 
método. 
� Desempenho:  Caracterizou-se o desempenho do ABC por meio de duas métricas, a 

eficácia e a eficiência, representadas respectivamente pela qualidade da solução e pela 
quantidade de avaliações da função necessárias. Pode-se desenvolver formas mais 
aprimoradas de avaliar o desempenho do algoritmo, e de compará-lo com outros. 

� Eficiência:  Deve-se considerar a possibilidade de reduzir, aproveitar ou dividir o esforço de 
busca. Algumas possibilidades incluem o processamento em paralelo do algoritmo para 
ganho de tempo, emprego de técnicas de re-análise para substituir avaliações por 
estimativas diminuindo o esforço de avaliação, o uso de operadores auto-adaptativos para 
aumento da eficiência do processo de busca. A hibridização do ABC com métodos 
determinísticos pode ser vantajosa devido ao aproveitamento das informações da função a 
ser otimizada. A hibridização com métodos estocásticos pode aproveitar mecanismos mais 
eficientes. Além disto, pode-se desenvolver de forma mais sofisticada o mimetismo do 
comportamento real das abelhas.  

� Eficácia:  Embora tenha se demonstrado eficaz neste estudo, futuras aplicações ou 
alterações do método influirão nesta característica. Como qualquer método estocástico a 
qualidade da solução obtida está sujeita à variância, sendo assim a predição da qualidade 
da solução não é trivial. A pesquisa e o desenvolvimento do método servirão de base para 
futuras conclusões a este respeito. Neste estudo a eficácia do ABC foi caracterizada pela 
média e o desvio-padrão observado para execuções independentes, já que na prática não 
há interesse em repetir mais de uma vez a execução de um algoritmo. 

� Ajuste dos parâmetros:  Como era esperado o ajuste dos parâmetros depende do 
problema a ser resolvido, da estrutura do algoritmo, e do desempenho esperado. Neste 
estudo, estes ajustes foram sendo efetuados intuitivamente com base em pré-execuções do 
algoritmo. A implementação de uma forma de se automatizar este processo é requerida e 
necessária. 

� Tratamento das restrições:  Certamente, os resultados obtidos sofreram influência do 
método de tratamento das restrições. Neste estudo este problema foi suficientemente 
atendido pelo método da penalização. O método de Deb não é o mais adequado para o 
ABC. O fato de bloquear a presença de soluções inviáveis causa a falta de aproveitamento 
do esforço gasto durante a busca. O desenvolvimento de um método de tratamentos das 
restrições irá melhorar o desempenho do ABC. 

� Aplicações:  Futuras aplicações do método ABC permitirão que sejam observadas outras 
de suas características, e feitas novas observações quanto ao seu desempenho.  Neste 
trabalho não foram abordadas possibilidades como a paralelização do processamento, 
criação de frentes de Pareto, e utilização de variáveis discretas ou mistas. 
 
Conclui-se então, que o método ABC necessita ainda ser estudado e aprimorado. A 

pesquisa e desenvolvimento de métodos de otimização é dependente da própria aplicação a 
qual se destina. O desenvolvimento de métodos baseados em comportamentos sócio-
cognitivos observados na natureza é um tema de pesquisa atual e que tem atraído atenção. O 
ABC baseia-se no comportamento das abelhas em busca por provisões, de modo simplificado. 
Este mimetismo pode ser evoluído de modo a conferir maior eficiência ao método. A 
observação do comportamento das abelhas pode ser útil como inspiração para o 
desenvolvimento de novos operadores e parâmetros para o algoritmo. 
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APÊNDICE I 
 
 Pela figura abaixo nota-se a grande diferença estética entre as configurações obtidas, 
para uma pequena diferença em massa, revelando uma das vantagens de se trabalhar com 
uma população de soluções, ao invés de uma única solução exata. 
 
 

   
  236,05 kg - Lingyun et al. (2005)       228,38 kg  - Gomes (2011) 
 

    
   191,04 kg - Teste 1      193,69 kg - Teste 2 
 

Figura AI.1 – Comparação das estruturas obtidas para a treliça espacial de 52 barras. 
 
 

Tabela AI.1 – Dados da figura AI.1. 

 
Lingyun et 
al. (2005) 

NHGA 

Gomes 
(2011) 
PSO 

Teste 1   
 

ABC 

Teste 2   
 

ABC 
ZA  (m) 5,8851 5,5344 5,9596 4,0000 
XB 1,7623 2,0885 2,5378 2,7526 
ZB 4,4091 3,9283 3,7081 3,7003 
XF 3,4406 4,0255 4,1583 4,3057 
ZF 3,1874 2,4575 2,5021 2,5003 
A1  (cm²) 1,0000 0,3696 1,0009 1,0000 
A2 2,1417 4,1912 1,4862 1,4591 
A3 1,4858 1,5123 1,1131 1,3411 
A4 1,4018 1,5620 1,2548 1,3686 
A5 1,9110 1,9154 1,3323 1,1076 
A6 1,0109 1,1315 1,0025 1,0015 
A7 1,4693 1,8233 1,3860 1,0140 
A8 2,1411 1,0904 1,5357 1,9866 
ω1    (Hz) 12,810 12,751 14,481 10,850 
ω2 28,650 28,649 28,653 28,650 
Massa (kg) 236,05 228,38 191,04 193,69 

 


