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RESUMO

Devido às últimas crises e ao aumento do fluxo de negociações no mercado

financeiro, ocorreu um maior interesse da comunidade mundial acerca da gestão de

risco. Assim, este trabalho objetivou comparar diferentes distribuições no modelo

ARMA-GARCH para prever o risco das medidas Valor em Risco (VaR) e Perda

Esperada (ES) do índice S&P 500. Sete distribuições, além do método de Simulação

Histórica (HS) foram utilizadas. Descobriu-se que para a estimação do VaR, a

distribuição Empírica, através do método de Simulação Histórica Filtrada (FHS)

obteve melhor performance. Já para a estimação da ES, a distribuição t Student

foi a mais indicada. Além disso, verificou-se que dependendo do método e quantis

utilizados, os resultados se alteram.

Palavras-chave: VaR; ES; ARMA-GARCH; S&P 500; Distribuições.



ABSTRACT

There has been increased interest in risk management across the world due to the

latest crises and increased trading flow in the financial market. Thus, this work aimed

to compare different distributions in the ARMA-GARCH model to predict the risk

of the Value at Risk (VaR) and Expected Shortfall (ES) measures of the S&P 500

index. Seven distributions, in addition to the Historical Simulation (HS) method were

used. It was found that for the estimation of VaR, the Empirical distribution through

the Filtered Historical Simulation (FHS) method obtained better performance. For

the estimation of ES, the Student t distribution was the most indicated. In addition,

it has been found that depending on the method and quantiles used, the results

change.

Keywords: VaR; ES; ARMA-GARCH; S&P 500; Distributions.



SUMÁRIO

1 INTRODUÇÃO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7

2 ARCABOUÇO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 10

3 METODOLOGIA . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

4 RESULTADOS . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20

5 CONCLUSÃO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27

REFERÊNCIAS . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 29



1 INTRODUÇÃO

As últimas crises financeiras e o aumento do fluxo de negociações no mercado

financeiro são fatores que contribuíram para o maior interesse por parte da comunidade

acadêmica, das instituições e dos investidores acerca da gestão de risco. Nesse

contexto, a previsão do risco torna-se importante, uma vez que é instrumento para

tomada de decisão pelos gestores. A acurácia dessa previsão é essencial e tema

constante de pesquisa. Uma superestimação do risco gera um custo de oportunidade,

pois uma parcela desnecessária de capital terá que ser guardada visando à segurança

do investimento. Por outro lado, uma subestimação do risco pode conduzir à perdas no

investimento, visto que uma parcela insuficiente de capital será alocada para cumprir

com o propósito de segurança.

O Valor em Risco (VaR) é a medida de risco mais utilizada e é definido como a

máxima perda esperada em um dado horizonte de tempo, associado a um intervalo

de confiança. Entretanto, o VaR é criticado por ignorar as perdas ocorridas além do

quantil escolhido e por não ser uma medida coerente de risco1, porque desrespeita

o axioma da subaditividade, ou seja, o risco de um portfólio não necessariamente é

menor do que a soma dos riscos dos ativos individuais que o compõe (ARTZNER et al.,

1999). Para sanar esses problemas, uma alternativa apresentada foi a Perda Esperada

(ES). A ES é definida como o valor esperado das perdas dado que uma perda maior

que o valor do VaR tenha ocorrido, ou seja, considera a magnitude das perdas após o

quantil de interesse. Suas principais vantagens são ser uma medida de risco coerente

e considerar as perdas ocorridas depois do quantil escolhido (ACERBI; TASCHE, 2002).

Embora a ES tenha algumas vantagens sobre o VaR, o último continua sendo a medida

mais utilizada, por diversos motivos, entre eles: o backtesting da ES é mais difícil, a

complexidade computacional da ES é maior que a do VaR e a ES necessita de uma

amostra de dados maior para ser estimada com precisão.

Para estimação das medidas podem ser usados os métodos não-paramétrico,

paramétrico e semi-paramétrico. O método não-paramétrico é aquele onde não há a
1 Uma medida de risco é dita coerente se atende aos quatro axiomas a seguir: invariância de translação,

homogeneidade positiva, subaditividade e monotonicidade (ARTZNER et al., 1999).
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necessidade do conhecimento da distribuição teórica do conjunto de dados. O VaR

obtido por meio desse método considera a distribuição empírica dos dados, sendo a

Simulação Histórica (HS) a técnica mais utilizada. Pérignon e Smith (2010) mostram

em sua pesquisa que aproximadamente 73% dos bancos, que revelaram de que forma

calculam o risco, usam o método HS. O método paramétrico é baseado na estimação

da distribuição subjacente dos retornos. A partir da estimação da distribuição, as previ-

sões do risco são calculadas (DANÍELSSON, 2011). Já o método semi-paramétrico

possui características tanto do não-paramétrico quanto do paramétrico, sendo uma

das técnicas mais comum a Simulação Histórica Filtrada (FHS), que utiliza tanto dados

passados quanto modelos de econometria não-linear para estimar a distribuição, e con-

sequentemente, o risco. O modelo mais utilizado tanto no método paramétrico quanto

no semi-paramétrico é o autorregressivo de médias móveis (ARMA) para modelar a

média condicional e o modelo autorregressivo heterocedástico condicional generalizado

(GARCH) (BOLLERSLEV, 1986) para modelar o desvio padrão condicional. Para o

modelo GARCH as distribuições usualmente utilizadas referem-se as distribuições

Normal e t Student.

Dado o grande número de técnicas de estimação utilizadas na literatura de

gestão de risco, uma classe de estudos compara métodos de estimação do risco para

determinar o melhor modelo, como em Harmantzis et al. (2006). Apesar dos estudos,

percebe-se uma preferência dos autores em ter como foco principal a estimação do

VaR. Ademais, a maioria dos trabalhos não investiga qual é a melhor distribuição do

modelo GARCH para prever medidas de risco, como VaR e ES.

Dessa forma, o objetivo geral deste trabalho é comparar distribuições no modelo

ARMA-GARCH para prever o VaR e a ES do índice S&P 500. Para atingir o objetivo,

é analisado como se comportam os diferentes métodos de estimação para prever o

VaR e a ES, além de descobrir qual modelo e distribuição combinados proporcionam a

melhor previsão do risco. Além disso, é verificado se a escolha do nível de confiança,

seja de 1%, 2,5% ou 5%, altera o resultado obtido. Os resultados obtidos são avaliados

através do procedimento de backtesting e de estatísticas descritivas.

Esses objetivos são importantes porque este trabalho tem o intuito de auxiliar

os agentes do mercado financeiro, que lidam com o índice S&P 500, a identificar a

distribuição mais adequada para modelar o risco incorrido em suas operações. Além
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disso, existem regulamentos, chamados de Acordos de Basileia, criados pelo Comitê

da Basileia (BIS), que exigem que instituições financeiras possuam capital mínimo para

suportar riscos, o qual é calculado com base nas previsões do VaR e ES. Esses regu-

lamentos cobram que as instituições realizem, também, procedimento de backtesting

para averiguar a qualidade dessas previsões. O backtesting é o procedimento através

do qual as previsões são comparadas com o que realmente aconteceu no período

estipulado para se verificar a qualidade do cálculo. Dessa forma, esse trabalho pode

ajudar as instituições em seus deveres regulamentares.

Na literatura, existem inúmeras pesquisas que visam comparar o melhor método

e modelo na estimação do risco. Em grande parte desses estudos e mesmo naqueles

onde se estimam tanto o VaR quanto a ES, o foco principal é no VaR, sendo esse a

medida mais estudada. Exemplos de estudos com esse enfoque são Harmantzis et

al. (2006), Kuester et al. (2006), Angelidis et al. (2004) e Christoffersen e Gonçalves

(2005). Diferentemente dos trabalhos apresentados, esse estudo proporciona a mesma

importância para o VaR e ES, dando enfoque na distribuição e não no modelo. Díaz

et al. (2017) são um dos poucos autores que focam na distribuição e não no modelo,

porém, o fazem somente para a estimação do VaR e com distribuições diferentes das

propostas nesse trabalho. Até o melhor de meu conhecimento, esse trabalho é o único

a comparar ambas medidas de risco com foco na distribuição e não no modelo para o

índice S&P 500. A escolha do índice S&P 500 é relevante pois o mercado financeiro

americano é o mais líquido do mundo e com o maior fluxo de negociações.



2 ARCABOUÇO

Seja X o retorno de um ativo qualquer, sendo que, se X ≥ 0 tem-se um ganho e

se X < 0 tem-se uma perda. Dado um nível de significância α ∈ (0, 1), o VaR é definido

matematicamente como:

VaRα(X) = − inf{x : FX(x) ≥ α} = −F−1
X (α), (2.1)

em que, FX é definida como a função de distribuição acumulada e F−1
X é a sua função

inversa. O sinal de negativo na frente da fórmula deve-se ao fato de o VaR simbolizar

uma perda e, desse modo, quanto maior o valor da medida, maior é a perda. Por o VaR

não ser uma medida coerente e nem contabilizar as perdas ocorridas além do quantil

de interesse, o uso da ES é recomendado para a mensuração do risco, visto que é

uma medida coerente e consegue captar as perdas esperadas que acontecem além do

quantil do VaR. A ES é matematicamente definida como:

ESα(X) = −E[X|X ≤ F−1
X (α)]. (2.2)

Para se estimar o VaR e a ES, o modelo ARMA-GARCH é utilizado. Ele é

matematicamente definido como:

Xt = c+
∑

ϕmXt−m +
∑

θnεt−n + εt, (2.3)

εt = σtzt, zt ∼ i.i.d Fzt(0, 1), (2.4)

σ2
t = ω +

∑
apε

2
t−p +

∑
bqσ

2
t−q, t = 1, · · · , n, (2.5)

em que, Xt é o retorno do ativo no período t; zt representa um ruído branco indepen-

dente e identicamente distribuído (i.i.d), com média 0, variância unitária e que pode

seguir diferentes distribuições de probabilidade Fzt; c, ϕ, θ, ω, a e b são parâmetros,

onde ϕ é o termo autoregressivo, θ o termo de médias móveis, a o componente ARCH e

b o componente GARCH do modelo; εt são os resíduos da média condicional no tempo

t. Existem restrições dos parâmetros ω, a e b aplicadas ao modelo para garantir previ-

sões de volatilidade positivas e estacionariedade de covariância. São elas: ω, a, b > 0 e∑
ap +∑

bq < 1, respectivamente.



11

O método paramétrico é baseado na suposição de que os retornos pertencem a

uma família de distribuições de probabilidade na forma de:

Xt = µt + εt = µt + σtzt, (2.6)

em que, µt é o valor da média condicional Xt e σ2
t é a variância condicional de Xt.

Após modelar os dados com o modelo ARMA-GARCH, pode-se calcular o VaR

e a ES. O VaR é matematicamente definido como:

VaRα
t (X) = −(µt + σtF

−1
zt

(α)), (2.7)

em que F−1
zt

é a função inversa da função Fzt.

Por consequência, a ES é definida como:

ESα
t (X) = −(µt + σtE[zt|zt ≤ F−1

zt
(α)]) = −

(
µt + σt

( 1
α

∫ α

0
F−1
zt

(s)ds
))

. (2.8)

O método semi-paramétrico é uma combinação entre os métodos não-paramétrico

e paramétrico. A técnica utilizada nesse trabalho é a de FHS, proposta por Barone-Adesi

et al. (1998). Nela, primeiramente se modelam os dados com o modelo ARMA-GARCH,

assim como feito no método paramétrico. A diferença acontece na medida que não

se faz suposição acerca da distribuição de zt. Ao invés disso, utiliza-se da distribuição

empírica de zt, assim como feito no método não-paramétrico. Então, o VaR computado

via FHS é definido como:

VaRα
t (X) = −(µt + σtε

−1
zt

(α)), (2.9)

em que ε−1
zt

(α) é o quantil empírico de zt.

Giannopoulos e Tunaru (2005) ampliaram a ideia de Barone-Adesi et al. (1998),

desenvolvendo a técnica FHS para o cálculo da ES. Dessa forma, a ES é definida

como:

ESα
t (X) = −(µt + σtE[zt|zt ≤ ε−1

zt
(α)]). (2.10)

Existem vários estudos referentes ao tema de pesquisa desse trabalho e, os

principais, estão sintetizados na Tabela 2.1 a seguir.
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Tabela 2.1 – Principais estudos na área

Autor Modelagem Metodologia Resultados

Angelidis et al.

(2004)

Família ARCH, Nor-

mal, t Student e Ge-

neralizado do Erro

(GED).

VaR, quantis 1% e

5% para os ativos

S&P 500, Nikkei225,

FTSE100, CAC40,

DAX 30.

Os resultados

sugerem que as

distribuições lepto-

cúrticas produzem

melhores estima-

ções do VaR e

o melhor modelo

depende do ativo

analisado.

Embrechts et al.

(2005)

AR(p), GARCH(1,1),

Hill, EVT, Passeio

Aleatório.

VaR e ES, quantis

1%, 2,5% e 5% para

os ativos S&P 500,

SMI, DAX, FTSE,

NIKKEI, DEM/CHF,

CBP/CH, USD/CHF,

JPY/CHF, títulos do

governo (CH, DE,

UK, US, JP).

Os resultados suge-

rem que o modelo

Passeio Aleatório é o

mais recomendado.

Christoffersen e

Gonçalves (2005)

GARCH, HS, Nor-

mal, Teoria de Valor

Extremo (EVT),

FHS, Expansões

Gram-Charlier e

Cornish-Fisher, Hill.

VaR e ES, quantil 1%

com Simulação de

Monte Carlo.

Os resultados suge-

rem que o FHS é me-

lhor para estimar o

VaR e o Hill é melhor

para estimar a ES.

Continua na próxima página
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Tabela 2.1 – Continuada da página anterior

Autor Modelagem Metodologia Resultados

Harmantzis et al.

(2006)

Empírica, Normal,

Generalizada de

Pareto (GPD), POT,

EVT, Stable.

VaR e ES, quantis

1%, 2,5% e 5% para

os ativos S&P 500,

DAX, CAC, NIKKEI,

TSE, FTSE, moe-

das (US dollar, Euro,

Yen, Pound, Cana-

dian dollar).

Os resultados suge-

rem que os mode-

los que capturam os

eventos raros pre-

veem o VaR melhor

do que os modelos

que não tem caudas

grossas. Para a ES,

HS e POT se mos-

tram melhores.

Kuester et al.

(2006)

GARCH, MN-

GARCH, CAViaR,

EVT, FHS, HS,

Normal, t Student, t

Student Assimétrica.

VaR, quantis 1%,

2,5% e 5% para

o ativo NASDAQ

Composite Index.

Os resultados suge-

rem que os modelos

que utilizam a distri-

buição t Student As-

simétrica performam

melhor que os ou-

tros, em conjunto

com os EVT e FHS.

Marinelli et al.

(2007)

Empírica, Stable,

Gaussian, GPD,

Pickand, Hill, EVT,

POT.

VaR e ES, quan-

tis 1% e 5% para

os ativos S&P 500,

NASDAQ, USD/GBP,

USD/YEN, ações da

Microsoft e Amazon.

Os resultados suge-

rem que α-stable é

melhor para estimar

o VaR e POT é me-

lhor para estimar a

ES. Além disso, mo-

delos semiparamétri-

cos como EVT se

saem bem na estima-

ção do VaR.

Continua na próxima página
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Tabela 2.1 – Continuada da página anterior

Autor Modelagem Metodologia Resultados

Mabrouk e Saadi

(2012)

GARCH,

HYGARCH(1,d,1),

AR(1)-

FIAPARCH(1,d,1),

Normal, t Student, t

Student Assimétrica.

VaR, quantis 1% e

5% para os ativos

DAX, DJIA, NAS-

DAQ, Nikkei, CAC40,

FTSE100, S&P 500.

Os resultados

sugerem que o

modelo AR(1)-

FIAPARCH(1,d,1)

com distribuição t

Student Assimétrica

tem a melhor perfor-

mance entre todos

os analisados.

Zhou (2012) FHS, GARCH(1,1),

EGARCH, GARCH-

EVT, Normal, t Stu-

dent, t Student Assi-

métrica.

VaR e ES, quantis -

0,5%, 1%, 5%, 95%,

99% e 99,5% para o

ativo REITs.

Os resultados mos-

tram que EGARCH

com t Student Assi-

métrica, GARCH t e

GARCH-EVT promo-

vem as melhores es-

timação do risco.

Degiannakis et al.

(2013)

GARCH, FIGARCH,

Empírica, Normal, t

Student Assimétrica.

VaR e ES, quantis

1% e 5% para 20 ín-

dices de ações, en-

tre eles o S&P 500,

além de Simulação

de Monte Carlo.

Os resultados suge-

rem que o FIGARCH

(longo horizonte de

tempo) não melhora

a previsão do risco

em comparação ao

GARCH (curto hori-

zonte de tempo).

Continua na próxima página
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Tabela 2.1 – Continuada da página anterior

Autor Modelagem Metodologia Resultados

Righi e Ceretta

(2015)

CAViaR, CARES,

Normal, t Student, t

Student Assimétrica,

GPD, EVT, Empírica.

VaR e ES, quantis

1% e 5% para os

ativos S&P 500,

DAX, FTSE100,

Nikkei225, Ibovespa,

Hang Seng, além

de títulos do Te-

souro americano e

taxas de câmbio de

moedas.

Os resultados mos-

tram que os mode-

los condicionais, es-

pecialmente os que

representam melhor

os retornos financei-

ros, tem predominân-

cia sobre os outros.

Degiannakis e Po-

tamia (2017)

AR(1)-GARCH(1,1),

AR(1)-HAR-RV, t

Student Assimétrica.

VaR e ES, quantis

1%, 2,5% e 5% para

os ativos S&P 500,

EuroStoxx 50 Index,

FTSE100, HG, SV,

GC, EUR/USD,

GBP/USD,

CAD/USD.

Os resultados suge-

rem que o modelo

GARCH com distri-

buição t Student As-

simétrica é melhor

que o modelo HAR-

RV com distribuição

t Student Assimé-

trica.

Díaz et al. (2017) ARMA-GARCH(1,1),

Normal, t Student,

Generalizada de Pa-

reto (GPD), α-stable

e g-e-h.

VaR, quantis 1% e

5% para os ativos

DJIA, the DJ EuroS-

toxx 50 Index, CBOE

VIX, CHF/USD, the

Bloomberg Commo-

dity Index.

O backtesting mos-

tra que a GPD e a

α-stable performam

melhor que as ou-

tras.

Fonte – Elaborada pelo autor

A partir dos estudos mostrados, percebem-se certos padrões. Há uma predomi-

nância de pesquisas com modelos da família GARCH, principalmente o GARCH(1,1).
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Além disso, as metodologias apresentadas possuem certas semelhanças, como esco-

lha de quantis 1% e 5% e o uso de índices de ações como base de dados. Dito isso, a

principal diferença desse trabalho para os que foram apresentados na tabela é o foco

de pesquisa. Primeiramente, como relatado na introdução, a maioria das pesquisas tem

como foco principal o VaR. Já esse trabalho se propõe a analisar tanto o VaR quanto a

ES de forma que ambos tenham a mesma importância. Há também a questão de que a

maioria dos estudos mostrados tem como objetivo comparar modelos para verificar qual

o melhor na estimação do risco. Por outro lado, esse trabalho não compara modelos,

e sim distribuições. Díaz et al. (2017) são uns dos poucos autores que comparam

distribuições, porém, o fazem apenas na estimação do VaR e utilizam distribuições e

base de dados diferentes das propostas nesse estudo.



3 METODOLOGIA

Nesta seção, são apresentados os procedimentos metodológicos para alcançar

o objetivo proposto. As análises são realizadas em linguagem de programação R

(R Core Team, 2017). O conjunto de dados utilizados como base para os cálculos

dessa pesquisa é o índice S&P 500, uma vez que reflete o mercado mais líquido e

com o maior fluxo de negociações do mundo. O período amostral é de 01/01/2009

até 31/12/2016, perfazendo um total de 1990 observações diárias. Esse período foi

escolhido pois é recente e contém dados de crise e calmaria para o mercado analisado.

Autores como Angelidis et al. (2004), Embrechts et al. (2005), Harmantzis et al. (2006),

Marinelli et al. (2007), Mabrouk e Saadi (2012), Degiannakis et al. (2013), Righi e

Ceretta (2015) e Degiannakis e Potamia (2017) utilizam o índice S&P 500 em seus

trabalhos, evidenciando a importância do mesmo. Uma análise da série, englobando

estatísticas descritivas e testes de diagnóstico, é realizada.

O modelo utilizado para estimar o risco é o modelo ARMA-GARCH, apresentado

no capítulo 2 dessa pesquisa, considerando para zt as distribuições Empírica, Normal,

Normal Assimétrica, t Student, t Student Assimétrica, Generalizado do Erro e Gene-

ralizado do Erro Assimétrica. Além disso, o método de HS também é utilizado. Existe

uma grande variedade de distribuições utilizadas na literatura apresentada, porém,

nenhum estudo utiliza o mesmo conjunto de distribuições que às utilizadas nesse

estudo. Angelidis et al. (2004), Christoffersen e Gonçalves (2005), Harmantzis et al.

(2006), Kuester et al. (2006), Marinelli et al. (2007), Mabrouk e Saadi (2012), Zhou

(2012), Degiannakis et al. (2013), Righi e Ceretta (2015), Degiannakis e Potamia (2017)

e Díaz et al. (2017) utilizam algumas das distribuições selecionadas nesse estudo, mas

em nenhum foram estudadas todas juntas.

As medidas de risco escolhidas para análise são o VaR e a ES, as quais já

foram introduzidas no capítulo 2. Vale ressaltar que ambas as medidas são sugeridas

como medidas complementares de risco pelas agências regulatórias, e na literatura o

foco central dos estudos tem sido o VaR. Os quantis escolhidos são os 1%, 2,5% e 5%.

Justifica-se tal escolha pelo fato de que o BIS recomenda que se utilizem os quantis
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1% e 2,5% para o cálculo do VaR e da ES, respectivamente. Além disso, os quantis

1% e 5% são os mais utilizados na literatura. Embrechts et al. (2005), Harmantzis et

al. (2006), Kuester et al. (2006) e Degiannakis e Potamia (2017) utilizam os mesmos

quantis desse trabalho. A janela de estimação escolhida é de 1000 observações diárias,

ou seja, correspondente a quatro anos de dados, metade da amostra. Essa janela

foi escolhida devido ao fato de ser geralmente utilizada nos estudos que comparam

modelos para prever medidas de risco.

Após a previsão das medidas de risco a qualidade das previsões foi analisada

por meio backtesting. O procedimento de backtesting do VaR feito nesse trabalho é

o proposto por Christoffersen (1998). Sejam uma amostra xt de uma série financeira

Xt e uma sequência de intervalos de previsões (Lt|t−1(α), Ut|t−1(α))
t
, onde Lt|t−1(α) e

Ut|t−1(α) são o limite inferior e superior, respectivamente, do intervalo de previsões ex

ante no tempo t realizado no tempo t− 1 para a probabilidade α. Dadas as informações

das previsões e da série financeira realizada, a análise é realizada da seguinte forma:

It =

 1, se Xt ∈ [Lt|t−1(α), Ut|t−1(α)],

0, se Xt /∈ [Lt|t−1(α), Ut|t−1(α)],
(3.1)

em que, It retorna o valor 0 se o retorno em um dia exceder o valor da previsão do VaR

ou 1 se não exceder. Toda vez que o valor 0 é obtido, tem-se uma violação. Quanto mais

violações, pior é a qualidade das previsões. Para testar a validade das informações

obtidas, realizam-se dois testes, convergência incondicional (TCI) e independência

(TI). O TCI serve para verificar se o número de violações está próximo da quantidade

esperada e o TI serve para verificar a independência delas. Para realizar o TCI, testamos

a hipótese nula E[It] = α contra a hipótese alternativa E[It] 6= α, ou seja, testamos

se o número de violações do VaR é igual ao número de violações esperadas. Já para

realizar o TI, testamos a hipótese nula π̂01 = π̂11 contra a hipótese alternativa π̂01 6= π̂11,

em que π̂01 é o número de violações observadas que foram precedidas por dias sem

violações e π̂11 é o número de violações observadas que foram precedidas por dias

com violações. Assim, a estrutura do backtesting do VaR é:

BackV aR = −2ln
 αn00+n10(1− α)n01+n11

(1− π01)n00πn01
01 (1− π11)n10πn11

11

, (3.2)

Em que nij é o número de observações com o valor i seguido de j e πij = nij∑
j
nij

.
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O procedimento de backtesting da ES feito nesse trabalho é o mesmo proposto

por McNeil e Frey (2000) em seu estudo. Dessa forma, a ES pode ser reescrita como

ESα(Xt) = V aRα(Xt) + (ESα(Xt) − V aRα(Xt)) = V aRα(Xt) + K(Xt), onde K(Xt) =

ESα(Xt)−V aRα(Xt). O VaR pode ser testado da forma explicada anteriormente. Assim,

dado que o VaR passe no teste de backtesting, o componente K(Xt) passa por um

backtesting usando um teste de média zero, onde a hipótese nula é K(Xt) ∼ i.i.d, com

média 0, e a hipótese alternativa é que K(Xt) não tem média 0.



4 RESULTADOS

Neste trabalho, foi examinado o índice S&P 500, o qual representa as 500 ações

mais importantes do mercado americano. O período analisado foi de 1 de janeiro de

2009 até 31 de dezembro de 2016, compreendendo 1990 observações diárias. As

Figuras 4.1 e 4.2 apresentam a ilustração gráfica da série em nível e dos log-retornos,

respectivamente.

Figura 4.1 – Demonstração gráfica dos preços do S&P 500, para o período de 1
de janeiro de 2009 até 31 de dezembro de 2016

Fonte – Elaborada pelo autor
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Figura 4.2 – Demonstração gráfica dos log-retornos do S&P 500, para o período
de 1 de janeiro de 2009 até 31 de dezembro de 2016

Fonte – Elaborada pelo autor

Ao analisar a Figura 4.1, nota-se que os preços do índice apresentam uma

tendência crescente, indicando que a série em nível apresenta indícios de não esta-

cionariedade. Já na Figura 4.2, percebem-se períodos de alta volatilidade, como no

início de 2009, por exemplo, que coincide com o período do final da crise de 2007-2008.

Além disso, há períodos de certa estabilidade, quase sempre seguidos ou precedidos

de períodos de instabilidade, fato característico de séries financeiras e que sugerem

violação da hipótese de variância constante dos dados.

Para corroborar com a análise descritiva da série, na Tabela 4.1 são descritas

estatísticas descritivas dos log-retornos do índice. A assimetria e curtose são de

grande importância para modelar eventos extremos na gestão de risco. A assimetria

corresponde ao grau de assimetria da distribuição dos dados. Uma distribuição normal

possui assimetria zero, ou seja, é simétrica. Já a curtose corresponde ao achatamento

da curva da função de distribuição de probabilidade. Uma distribuição normal possui

curtose 3, independente de sua média e desvio padrão. Se o grau de curtose for maior

do que 3, a distribuição possui caudas grossas, ou seja, é mais provável de eventos
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extremos ocorrerem.

Tabela 4.1 – Estatísticas descritivas e testes de diagnóstico dos log-retornos do

S&P 500, para o período de 1 de janeiro de 2009 até 31 de dezembro

de 2016

Estatísticas descritivas Valores

Média 0,000

Desvio Padrão 0,011

Assimetria -0,254

Curtose 4,505

Teste LB2 33,781
(
0, 028

)
Teste LB ao quadrado 1257

(
< 2, 2e−16)

Fonte – Elaborada pelo autor

A média dos retornos do índice S&P 500 é próxima a zero. A assimetria le-

vemente negativa e a curtose de 4,505 indicam que a distribuição dos dados se

assemelha, provavelmente, a uma distribuição com caudas mais grossas, comparado a

distribuição normal. O teste Ljung-Box aplicado aos log-retornos indica uma dependên-

cia entre as observações, enquanto o mesmo teste efetuado nos retornos ao quadrado

indica que há presença de heterocedasticidade condicional, ou seja, a variância dos

retornos não é constante. Esses resultados retratam a necessidade da utilização de

um modelo que capte essas características, como o modelo ARMA-GARCH.

Depois de calcular o VaR e a ES, uma análise gráfica das medidas de risco com

várias das distribuições utilizadas é uma boa forma de visualizar os resultados obtidos.

Dessa forma, nas Figuras 4.3 e 4.4 abaixo, estão representadas ambas medidas para o

quantil 1%. Por questão de brevidade, optamos por apresentar somente uma ilustração

gráfica de algumas distribuições utilizadas e, caso seja requisitado, os demais gráficos

estão disponíveis para consulta.

2 O teste Ljung-Box (LB) é um teste estatístico que serve para verificar se os dados não possuem
autocorrelação, ou seja, se os dados são i.i.d. Dessa forma, tem-se que a hipótese nula do teste é:
H0 = dados são i.i.d e a hipótese alternativa é H1 = dados não são i.i.d
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Figura 4.3 – Ilustração gráfica VaR do S&P 500, para o período de 28 de fevereiro
de 2013 até 31 de dezembro de 2016

Fonte – Elaborada pelo autor

Figura 4.4 – Ilustração gráfica ES do S&P 500, para o período de 28 de fevereiro
de 2013 até 31 de dezembro de 2016

Fonte – Elaborada pelo autor

Assim, pela análise gráfica, percebem-se alguns fatos importantes. Primeiro, as

distribuições Empírica, Normal e GED acompanham razoavelmente as turbulências do

mercado. Segundo, nota-se que em períodos de alta volatilidade, como nas crises, os

níveis de risco são mais elevados. Entretanto, a HS reage mal às altas volatilidades,
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uma vez que demora a se recuperar, mantendo um nível conservador de risco. Dessa

forma, a técnica de HS superestima o risco em períodos de calmaria e nos períodos de

turbulência subestima o risco, como pode ser observado na ilustração.

Dessa forma, a comparação dos resultados do backtesting de forma que se

verifique a distribuição mais adequada para se prever o VaR e a ES do S&P 500 é ne-

cessária. A hipótese nula do backtesting afirma que o número de violações observadas

são menores ou iguais do que as violações esperadas. Já a hipótese alternativa afirma

que o número de violações observadas é maior que o de observações esperadas.

Neste estudo, o p-valor do backtesting foi usado como critério de comparação das

distribuições, sendo que quanto mais longe de zero o valor estiver, mais adequada a dis-

tribuição para prever a medida de risco. As Tabelas 4.2 e 4.3 descrevem os resultados

obtidos.

Tabela 4.2 – P-valor do Backtesting do VaR para o S&P 500, para o período de 28

de fevereiro de 2013 até 31 de dezembro de 2016

Distribuição 1% 2.5% 5%

HS 0,141 0,012 0,011

FHS 0,250 0,703 0,965

Normal 0,007 0,087 0,114

Normal Assimétrica 0,014 0,121 0,207

t Student 0,000 0,049 0,226

t Student Assimétrica 0,250 0,254 0,207

Generalizado do Erro (GED) 0,236 0,121 0,082

GED Assimétrica 0,250 0,254 0,000

Fonte – Elaborada pelo autor

Quanto ao VaR com α de 1%, percebe-se que as distribuições Empírica,

Student’s t Assimétrica e Erro Generalizado Assimétrica, com p-valores de 0,250

mostraram-se mais adequadas. Esse resultado vai ao encontro dos resultados discuti-

dos por Harmantzis et al. (2006), Kuester et al. (2006) e Righi e Ceretta (2015), nos

quais as distribuições que possuem caudas grossas obtiveram performance superior
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nos testes. Já para os VaR com α de 2,5% e 5%, a distribuição FHS, com p-valores

de 0,703 e 0,965, respectivamente, obteve a melhor performance com grande dispari-

dade das demais analisadas. Christoffersen e Gonçalves (2005) também verificaram

que a distribuição Empírica, através do método FHS, obteve excelentes resultados na

previsão do VaR.

Tabela 4.3 – P-valor do Backtesting da ES para o S&P 500, para o período de 28

de fevereiro de 2013 até 31 de dezembro de 2016

Distribuição 1% 2.5% 5%

HS 0,923 0,646 0,903

FHS 0,203 0,204 0,461

Normal 0,014 0,002 0,003

Normal Assimétrica 0,069 0,026 0,015

t Student 0,738 0,748 0,954

t Student Assimétrica 0,000 0,000 0,000

Generalizado do Erro (GED) 0,118 0,397 0,330

GED Assimétrica 0,000 0,000 0,000

Fonte – Elaborada pelo autor

Diferentemente do VaR, a distribuição que melhor se adequou aos dados para a

ES com um α de 1% foi a HS, com um p-valor de 0,923. A distribuição t Student, com

p-valor de 0,738, foi a segunda colocada no quesito performance. Esse resultado vai ao

encontro com o trabalho de Harmantzis et al. (2006), o qual foi o único dos trabalhos

estudados aqui citados onde a HS também teve uma ótima adequação aos dados no

que se refere ao backtesting da ES. Há uma diferença perceptível desse resultado com

os estudos de autores como Kuester et al. (2006), Mabrouk e Saadi (2012), Zhou (2012)

e Degiannakis e Potamia (2017), nos quais a distribuição t Student Assimétrica teve

melhor colocação. Uma possível explicação a esse fato é que o período analisado e a

base de dados são diferentes nos estudos de forma geral. Outra explicação plausível é

que a HS teve menor número de violações em comparação com as outras distribuições

em análise, em virtude de gerar previsões mais conservadoras, pois o backtesting
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utilizado é um teste unilateral, que só penaliza a subestimação do risco.

Os backtesting da ES com α de 2,5% e 5% tiveram como melhor distribuição a t

Student, com p-valores de 0,748 e 0,954, respectivamente. A HS também obteve bom

resultado, com p-valores de 0,646 e 0,903. O fato de a t Student ser uma distribuição

de caudas grossas pode ter sido a razão dela ser a vencedora quanto à performance.

Após a análise do backtesting, percebeu-se que o método semi-paramétrico

mostrou-se mais adequado, no geral, para se prever o VaR e o método paramétrico

obteve melhor performance, no geral, na previsão da ES. Além disso, notou-se que

de acordo com o quantil escolhido, o resultado mudou. Para o VaR 1% e a ES 1%,

as distribuições que obtiveram melhores resultados não são exatamente as mesmas

dos VaR e ES 2,5% e 5%. Righi e Ceretta (2015), em seu estudo, descobriram que há

maiores variações nos resultados quando o quantil de interesse é 1% do que quanto é

5%, fato que vai de acordo com os resultados obtidos nesse trabalho.



5 CONCLUSÃO

O objetivo geral deste trabalho foi comparar distribuições no modelo GARCH

para prever o VaR e a ES do índice S&P 500. A técnica de HS e o modelo ARMA-

GARCH em que zt segue distribuição Empírica (FHS), Normal, Normal Assimétrica,

t Student, t Student Assimétrica, GED e GED Assimétrica foram utilizados. O índice

S&P 500, uma janela de estimação de 1000 observações diárias e três intervalos de

confiança (1%, 2,5% e 5%) foram considerados para tornar os resultados confiáveis.

Para comparar os diferentes modelos o procedimento de backtesting foi utilizado.

Na estimação do VaR e ES, o resultado empírico, no geral, mostra que dis-

tribuições com caudas grossas, em conjunto com a FHS, se adequam melhor aos

retornos financeiros. Para o VaR 1%, as distribuições FHS, t Student Assimétrica e

GED Assimétrica tiveram melhor performance. No caso do VaR 2,5% e 5%, a FHS foi a

mais adequada. Para a ES 1%, a HS obteve melhor resultado. Já para a ES 2,5% e

5%, a distribuição t Student teve performance superior.

Percebeu-se que dependendo do método e quantil analisados, os resultados se

alteram. No geral, o método semi-paramétrico mostrou-se mais adequado para prever

o VaR e o método paramétrico mostrou-se melhor na previsão da ES. Além disso,

houveram diferenças entre os resultados do quantil 1% do VaR em comparação com

os quantis 2,5% e 5%. O mesmo ocorreu com a ES.

Esses resultados são de grande importância para as instituições financeiras,

uma vez que elas precisam calcular seu capital mínimo para suportar perdas com

base nos valores do risco estimado. Dessa forma, saber a distribuição correta para

cada medida de risco e quantil é uma grande vantagem, pois a estimação tem maior

acurácia e o volume de capital alocado como segurança do investimento é o mais

otimizado possível. Além disso, os demais usuários do mercado financeiro podem

usufruir dessas informações em benefício próprio ao negociar o índice S&P 500 para

que suas decisões sejam mais assertivas.

Neste trabalho, o índice S&P 500 foi utilizado como base de dados nos cálculos

realizados. No entanto, em trabalhos futuros, seria enriquecedor que as distribuições
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analisadas nesse estudo fossem testadas com diferentes bases de dados, janelas de

observação e intervalos de confiança. Além disso, recomenda-se que trabalhos futuros

empreguem Funções de Perda em conjunto com o p-valor para obter resultados mais

confiáveis.
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