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RESUMO

Nos últimos anos, observamos o alvorecer de uma grande quantidade de aplicações
que utilizam robôs autônomos. Para que um robô seja considerado verdadeiramente
autônomo, é primordial que ele possua a capacidade de aprender sobre o ambiente
no qual opera. Métodos de SLAM (Localização e Mapeamento Simultâneos) cons-
troem um mapa do ambiente por onde o robô trafega ao mesmo tempo em que
estimam a trajetória correta do robô. No entanto, para obter um mapa completo
do ambiente de forma autônoma é preciso guiar o robô por todo o ambiente, o que
é feito no problema de exploração. Câmeras são sensores baratos que podem ser
utilizadas para a construção de mapas 3D. Porém, o problema de exploração em
mapas gerados por métodos de SLAM monocular, i.e. que extraem informações de
uma única câmera, ainda é um problema em aberto, pois tais métodos geram mapas
esparsos ou semi-densos, que são inadequados para navegação e exploração. Para
tal situação, é necessário desenvolver métodos de exploração capazes de lidar com a
limitação das câmeras e com a falta de informação nos mapas gerados por SLAMs
monoculares. Propõe-se uma estratégia de exploração que utilize mapas volumétri-
cos locais, gerados através das linhas de visão, permitindo que o robô navegue em
segurança. Nestes mapas locais, são definidos objetivos que levem o robô a explo-
rar o ambiente desviando de obstáculos. A abordagem proposta visa responder a
questão fundamental em exploração: "Para onde ir?". Além disso, busca determinar
corretamente quando o ambiente está suficientemente explorado e a exploração deve
parar. A abordagem proposta é avaliada através de experimentos em um ambiente
simples (i.e. apenas uma sala) e em um ambiente compostos por diversas salas.

Palavras-chave: Exploração 3D, SLAM monocular, Nuvem de pontos.



ABSTRACT

In recent years, we have seen the dawn of a large number of applications that use
autonomous robots. For a robot to be considered truly autonomous, it is primordial
that it has the ability to learn about the environment in which it operates. SLAM
(Simultaneous Location and Mapping) methods build a map of the environment
while estimating the robot’s correct trajectory. However, to autonomously obtain a
complete map of the environment, it is necessary to guide the robot throughout the
environment, which is done in the exploration problem. Cameras are inexpensive
sensors that can be used for building 3D maps. However, the exploration problem in
maps generated by monocular SLAM methods (i.e. that extract information from
a single camera) is still an open problem, since such methods generate sparse or
semi-dense maps that are ill-suitable for navigation and exploration. For such a
situation, it is necessary to develop exploration methods capable of dealing with
the limitation of the cameras and the lack of information in the maps generated by
monocular SLAMs. We proposes an exploration strategy that uses local volumetric
maps, generated using the lines of sight, allowing the robot to safely navigate. In
these local maps, objectives are defined to lead the robot to explore the environment
while avoiding obstacles. The proposed approach aims to answer the fundamental
question in exploration: "Where to go?". In addition, it seeks to determine correctly
when the environment is sufficiently explored and the exploration must stop. The
effectiveness of the proposed approach is evaluated in experiments on single and
multi-room environments.

Keywords: 3D Exploration, Monocular SLAM, Point cloud.
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1 INTRODUÇÃO

Nos últimos anos, observa-se o alvorecer de uma grande quantidade de apli-
cações que utilizam robôs autônomos nas mais diversas áreas, tais como aplicações
humanitárias que visam salvar vidas e evitar riscos a estas (MADHAVAN et al.,
2017; PRESTES et al., 2016; MADHAVAN et al., 2015; OKEREAFOR et al.,
2013), aplicações militares (BHAT; MEENAKSHI, 2014; MAXWELL; LARKIN;
LOWRANCE, 2013; NASKAR et al., 2011) e aplicações civis, como simples aspira-
dores de pó domésticos (HASAN; REZA et al., 2014). Ainda, os recentes avanços
na área de carros autônomos, como os obtidos por Shim et al. (2015), Pettersson e
Karlsson (2015) e Jo et al. (2015), possibilitam que em poucos anos tenhamos estes
sendo utilizados em larga escala (ROSS, 2014).

Ter a capacidade de aprender sobre o ambiente no qual opera, sem inter-
ferência humana, é uma habilidade primordial para que robôs sejam considerados
verdadeiramente autônomos. Segundo Oßwald et al. (2016) e Amigoni (2008), a
aprendizagem de mapas do ambiente é um dos problemas fundamentais na robótica
móvel, pois é necessário nas mais diversas áreas de aplicação que requerem que o
robô conheça o ambiente em que está inserido, como transporte, limpeza, busca e
resgate, localização e monitoramento. Em muitas aplicações, apesar de necessidade,
o mapa do ambiente não está disponível previamente e os robôs devem ser capazes de
contruí-lo de forma autônoma, em um processo de exploração. Inclusive, em diver-
sas aplicações militares e civis, o objetivo do robô é explorar ativamente o ambiente
e fornecer um mapa, podendo ser em 2D ou 3D, a um agente humano (CADENA
et al., 2016).

Segundo Senarathne e Wang (2016), mapas 3D do ambiente são mais desejá-
veis e especialmente vantajosos para robôs que executarem tarefas complexas. Estes
mapas 3D podem ser obtidos utilizando métodos monoculares de reconstrução de
ambientes, com um custo (financeiro e computacional) mínimo de uma câmera sim-
ples, tornando-os um campo de interesse crescente (MOSTEGEL, 2013; SANTOSH;
ACHAR; JAWAHAR, 2008). A ideia de robôs autônomos que utilizam apenas uma
câmera simples não é recente e pode ser observada em trabalhos como Lewis (1998),
Sobey (1994) e Nelson e Aloimonos (1989). Porém, sensores do tipo câmeras pos-
suem um campo de visão limitado e segundo Shen (2014), um dos desafios da ex-
ploração de ambientes 3D com métodos monoculares (i.e. utilizando apenas uma
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câmera) é que estes sensores não conseguem oferecer informações completas e pre-
cisas sobre o ambiente. Por este motivo, é necessário, segundo Kumar e Michael
(2017), focar no desenvolvimento de novos métodos de exploração 3D que sejam
capazes de lidar com as limitações das câmeras.

Esta dissertação aborda o problema de exploração autônoma de ambientes
3D utilizando apenas uma câmera monocular como sensor. Apesar de existirem
diversos trabalhos na literatura que propõem estratégias de exploração, a maio-
ria assume que o mapa do ambiente será denso. Porém, as técnicas de mapea-
mento monocular fornecem mapas esparsos (MUR-ARTAL; MONTIEL; TARDOS,
2015) ou semidensos (ENGEL; SCHÖPS; CREMERS, 2014; KLEIN; MURRAY,
2007). A fim de utilizar métodos de exploração já desenvolvidos, algumas aborda-
gens (NUSKE et al., 2015; SANTOSH; ACHAR; JAWAHAR, 2008) simplificam o
problema de exploração para 2D, enquanto outras (HOPPE et al., 2012; DUNN;
FRAHM, 2009) tentam tornar o ambiente denso utilizando malhas, por exemplo. O
trabalho de Stumberg et al. (2017) propõe um método de exploração 3D monocular,
porém, este é altamente atrelado a técnica monocular utilizada no mapeamento e
deixa diversos pontos abertos para melhorias, tais como a eficiência para permitir
missões mais longas e a redução da necessidade de recursos computacionais per-
mitindo explorações em ambientes grandes e complexos. Segundo Ström, Nenci e
Stachniss (2015), a questão central na exploração é "Para onde ir?" e é esta questão
que busca-se responder nesta dissertação.

1.1 Motivação

1.1.1 Como aprender o mapa de um ambiente?

Em geral, aprender o mapa de um ambiente requer a solução de três proble-
mas: mapeamento, localização e planejamento de caminhos (STACHNISS, 2006).Ma-
peamento se refere ao problema de integrar as informações do ambiente obtidas
pelos sensores do robô em uma representação estruturada, tendo como principais
aspectos a representação do ambiente e a interpretação dos dados dos sensores.
A localização é o problema de estimar a pose1 do robô em relação a um mapa
conhecido a priori. Este problema pode ser dividido em dois tipos, a localização

1Combinação entre a posição e a orientação do robô.
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local, quando o estado inicial do robô é conhecido, e a localização global, quando
o estado inicial é desconhecido. Por último, o planejamento de caminhos é o
problema em que, dado um mapa do ambiente, deve-se guiar o robô do ponto em
que ele se encontra até um destino, considerando a eficiência do trajeto de acordo
com parâmetros definidos.

Segundo Stachniss (2006), estes três problemas não podem ser solucionados
individualmente. Para realizar o mapeamento, por exemplo, o robô precisa associar
suas leituras do ambiente ao mapa que está construindo e, para isso, precisa conhe-
cer a pose, no mapa, que originou estas leituras. Da mesma forma, para determinar
a pose correta de um robô é necessário, em geral, possuir um mapa do ambiente
que possa ser comparado com o que o robô está observando. Os problemas de ma-
peamento e localização devem ser solucionados em paralelo, de forma que o mapa
seja utilizado para localização ao mesmo tempo em que é construído (SIEGWART;
NOURBAKHSH; SCARAMUZZA, 2011). Este problema é conhecido como SLAM
(Simultaneous Localization and Mapping). Técnicas de SLAM que utilizam
apenas uma câmera para obter informações do ambiente, conhecidas como SLAM
monocular, como as apresentadas por Mur-Artal, Montiel e Tardos (2015), Engel,
Schöps e Cremers (2014) e Klein e Murray (2007) obtiveram sucesso em realizar
o mapeamento de ambientes 3D. Porém, são dependentes de saliências na imagem
para extrair a profundidade, fazendo com que gerem mapas esparsos ou semiden-
sos, representados através de uma nuvem de pontos que contém apenas parte da
informação sobre o ambiente.

Quando une-se planejamento de caminhos e mapeamento, temos o problema
conhecido como exploração, que é o principal foco desta dissertação. Este pro-
blema consiste em planejar o movimento do robô de forma a obter mais informações
do ambiente, podendo assim utilizá-las para construir o mapa. Segundo Meng et
al. (2017), conforme aplicações com robôs que navegam autonomamente florescem,
a exploração autônoma e reconstrução de ambientes têm se tornado uma tendência
para a comunidade de pesquisadores. Todo sensor pode ser movido de forma autô-
noma permitindo que o ambiente seja mapeado, a principal questão é qual a melhor
forma de movê-lo.

Apesar da definição de exploração ser a combinação de planejamento de ca-
minhos e mapeamento, na prática, quando um robô deve explorar ambientes reais,
o problema se torna uma combinação de planejamento de caminhos e SLAM.
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Alguns autores, inclusive, dão diferentes nomes para esse problema, tais como Ex-
ploração Integrada ou SLAM Ativo (STACHNISS, 2006). Neste tipo de situação,
muitas vezes as técnicas buscam guiar o robô por regiões que melhorem a qualidade
do mapa, ao invés de simplesmente explorar o mais rápido possível.

Os movimentos do robô durante o processo de construção de mapas, quando
não autônomo, são convencionalmente guiados por um operador humano e estão
sujeitos à habilidade e subjetividade deste (MENG et al., 2017). Neste tipo de
abordagem, a qualidade do mapa pode ser drasticamente afetada dependendo da
movimentação feita pelo robô. Por exemplo, quando o robô permanece muito tempo
andando por áreas com poucas características distinguíveis se torna muito difícil
construir um mapa preciso. Na exploração, quando o processo de mapeamento é
autônomo, o robô deve planejar seus movimentos para reduzir a incerteza sobre
o mapa por meio de visitas a regiões desconhecidas. Espera-se que o robô inicie
sem nenhum conhecimento prévio do ambiente e termine com este completamente
mapeado, sem qualquer interferência de um operador.

1.1.2 Exploração autônoma monocular em ambientes 3D

Para que robôs possam executar tarefas em ambientes 3D complexos, é neces-
sário que o mapa gerado também seja 3D (SENARATHNE; WANG, 2016). Técnicas
de SLAM monoculares permitem a geração de mapas 3D através do uso de apenas
uma câmera (MOSTEGEL, 2013; SANTOSH; ACHAR; JAWAHAR, 2008). Câ-
meras são sensores interessantes por permitirem o desenvolvimento de sistemas de
baixo custo (SANTOSH; ACHAR; JAWAHAR, 2008). Além disso, segundo Engel,
Sturm e Cremers (2014), câmeras são uma fonte rica de informação e, em compa-
ração a sensores de profundidade (e.g. sonares e lasers), não possuem um intervalo
mínimo e máximo de profundidades, permitindo seu uso em ambientes pequenos e
grandes. Entretanto, como demonstrado a seguir, existem alguns desafios devido
a incapacidade de mapear corretamente regiões sem saliências visuais utilizando
apenas câmeras simples.

Para realizar uma exploração 3D, Song e Jo (2017) afirmam que os VANTs
(Veículo Aéreo Não Tripulado) são os robôs ideais por possuírem grande manobrabi-
lidade e poderem alcançar praticamente qualquer pose necessária. Shen (2014), na
mesma linha, afirma que VANTs são a plataforma ideal para uma grande gama de
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aplicações, tanto em ambientes internos quanto externos, devido a seu tamanho re-
duzido, grande mobilidade e capacidade de pairar. Ainda, segundo ele, é necessário
que o VANT tenha capacidade de voar autonomamente, minimizando a necessidade
de um operador. A exploração autônoma usando VANTs é claramente uma área rica
em possibilidades de pesquisa (KUMAR; MICHAEL, 2017). Porém, segundo Heng
et al. (2014), os VANTs são limitados quanto a sua capacidade de carga e bateria,
o que torna as câmeras especialmente adequadas para realizar tarefas de exploração
com estes robôs.

Mapas gerados utilizando apenas uma câmera, através de SLAMs monocu-
lares, são mapas esparsos ou semidensos. A informação fragmentada destes mapas
faz com que estratégias baseadas em fronteiras, muito tradicionais em exploração,
falhem (SHEN; MICHAEL; KUMAR, 2012). Fronteiras são as bordas entre a re-
gião livre e a região desconhecida do mapa, e Yamauchi (1997) propôs a primeira
abordagem de exploração utilizando-as. Diversas variações (COWLEY; TAYLOR;
SOUTHALL, 2011; MOBARHANI et al., 2011; STACHNISS; MOZOS; BURGARD,
2008; VINCENT et al., 2008; MEI et al., 2006) foram propostas para aprimorar os
resultados da exploração baseada em fronteiras. Todas estas, porém, são prejudica-
das pela dificuldade na correta classificação das regiões em livres ou desconhecidas
causada pelas informações incompletas em mapas esparsos ou semi densos (SHEN,
2014). Outro problema é que abordagens monoculares dependem fortemente de
regiões salientes no ambiente para determinar corretamente a existência dos obstá-
culos (ROGGEMAN et al., 2017; SANTOSH; ACHAR; JAWAHAR, 2008). Dessa
forma, é possível que obstáculos com poucas saliências visuais jamais sejam percebi-
dos pelo SLAM. Neste caso, este obstáculo será sempre uma região desconhecida do
mapa, e o robô pode ser, erroneamente, enviado para a fronteira entre o obstáculo
não detectado e o espaço livre, causando uma colisão.

A maioria das abordagens de exploração atuais assumem que o mapa que
está sendo construído é suficientemente consistente para ser utilizado no planeja-
mento dos movimento do robô (STRÖM; BOGOSLAVSKYI; STACHNISS, 2017).
O trabalho de Song e Jo (2017) utiliza uma câmera RGBD e inicialmente deter-
mina o objetivo com base no ganho de informação. Então, define um caminho até
esse objetivo levando em consideração a cobertura da região ao longo do caminho.
executando um algoritmo de inspeção para garantir que nenhuma lacuna (i.e. uma
pequena falha em uma região de obstáculo) será deixada durante o trajeto. Shen,
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Michael e Kumar (2012) simula a expansão de um sistema de partículas virtuais
com dinâmica Newtoniana. O algoritmo determina como próxima fronteira a região
onde o conjunto de partículas foi significativamente expandido. Ambas abordagens,
porém, dependem de mapas densos e consistentes. Hoppe et al. (2012) e Dunn e
Frahm (2009), por outro lado, buscam transformar o mapa esparso em denso, cri-
ando uma malha de triângulos com base na nuvem de pontos existente. Após,
utilizam NBV2 (Next-Best-View) para explorar, visando completar as lacunas da
malha. Estas abordagens, porém, como as anteriores, executam a exploração sobre
um mapa denso, gerado a partir da nuvem de pontos.

Outras abordagens simplificam o problema de mapeamento 3D tomando suas
decisões sobre versões 2D do mapa. O trabalho de Fraundorfer et al. (2012) utiliza
uma câmera estéreo e extrai uma fatia 2D do mapa 3D para executar a exploração,
fixando a altura do voo na altura desta fatia. Então, sobre ela, extrai fronteiras como
nos métodos tradicionais. Este trabalho foi posteriormente expandido por Heng et
al. (2014) que melhorou alguns aspectos, dentre eles, o sistema de mapeamento. O
trabalho proposto por Roggeman et al. (2017) utiliza uma câmera estéreo e visa
evitar, durante a exploração, situações em que a localização possa ser perdida. Ape-
sar de criar um mapa 3D, uma grade 2D é gerada removendo o solo, utilizando
RANSAC (Random Sample Consensus), e projetando os obstáculos restantes sobre
a grade. As decisões, então, são tomadas sobre esta. Chudoba et al. (2016) foca na
exploração para construção de uma mapa que permita a localização de um VANT
utilizando uma câmera apontada para o chão. Durante a exploração, o método
prioriza a escolha de objetivos próximos, permitindo que a estimativa da pose seja
melhorada constantemente através de retornos a áreas bem conhecidas do mapa.
Porém, o mapa gerado é apenas um plano abaixo do robô. Estas abordagens são
explorações 2D e não permitem que o robô modifique sua altura durante a explora-
ção. Isto impede que ambientes 3D sejam explorados na vertical, não sendo possível
obter um mapa realmente completo do ambiente.

2Técnicas baseadas em NBV buscam definir a próxima pose a ser atingida pelo robô que forneça
o melhor ponto de vista do ambiente baseado em uma função de ganho definida.
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1.1.3 Desafios da exploração monocular 3D

Vimos que para robôs serem realmente autônomos estes precisam possuir a
capacidade de mapear o ambiente em que estão inseridos, através de uma explora-
ção. Fica claro, também, que mapas 3D são necessários quando deseja-se que robôs
operem em ambientes complexos (i.e. compostos por diversas salas e objetos). As
câmeras são uma ótima opção de sensor para realizar o mapeamento 3D devido ao
seu baixo custo e fácil acesso no mercado. Além disso, elas são o sensor ideal para
utilização em VANTs (HENG et al., 2014), que são os robôs mais indicados para ex-
ploração 3D dado sua mobilidade (SONG; JO, 2017). Apesar de existirem algumas
técnicas para realizar o SLAM utilizando apenas uma câmera monocular como sen-
sor, ainda existe uma lacuna de abordagens de exploração que são verdadeiramente
pensadas para o tipo de informação fornecida por estes SLAMs. O que vê-se são,
na grande maioria, técnicas baseadas em fronteiras ou NBV, que presumem que o
mapeamento será denso o suficiente para sua execução. Ambientes esparsos, assim
como semidensos, são um desafio aos métodos de exploração por não fornecerem
informações completas. A falta de informação pode acarretar, facilmente, na colisão
do robô com um obstáculo não detectado no ambiente. Pode ainda, prendê-lo em
uma busca incessante pelo fechamento de uma fronteira que não será fechada, uma
vez que a região não possui saliências suficientes.

A grande motivação dessa dissertação é responder a questão central em ex-
ploração, como apontado por Ström, Nenci e Stachniss (2015): "Para onde ir?".
Além desta pergunta, outros pontos importantes devem ser observados. É necessá-
rio que o robô saiba quando parar a exploração, ou seja, quando o ambiente está
suficientemente mapeado. Também, espera-se que o robô não tome decisões que o
levem a colidir com obstáculos. Então, o robô deve ser capaz de explorar o ambiente
completamente, decidindo qual região visitar a cada momento, navegando de forma
segura até esta região. Para isso, apresenta-se uma abordagem que determina a re-
gião livre do ambiente utilizando linhas de visão e define as regiões a serem visitadas
utilizando os obstáculos encontrados.
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1.2 Objetivos

O objetivo desta dissertação é propor um método de exploração 3D com-
patível com técnicas de SLAM monocular que geram representações do ambiente
através de nuvem de pontos. O método deve permitir que robôs criem mapas 3D do
ambiente em que estão inseridos de forma autônoma.

O método de exploração que se está propondo faz uso das linhas de visão
formadas entre a pose que o robô estava quando detectou um ponto da nuvem, e
a posição do próprio ponto visto, gerando um indício de que existe espaço livre ao
longo dessa linha. É possível assumir então que uma região que possua diversos
indícios de espaço livre pode ser atravessada pelo robô. Uma nuvem de pontos,
porém, não é adequada para lidar com esse tipo de informação, pois não armazena
informações sobre áreas livres. Por outro lado, uma grade de voxels3 é adequada,
já que é uma representação volumétrica do ambiente que representa tanto o espaço
livre quanto ocupado e desconhecido. No entanto, gerar e armazenar uma represen-
tação volumétrica global utilizando uma grade de voxels demanda muitos recursos
computacionais. Para contornar este problema, nossa abordagem propõe a utiliza-
ção de um mapa volumétrico local durante a maior parte do processo de exploração.
Este mapa local utiliza as informações da nuvem de pontos (i.e. do mapa global)
para criar uma representação local do ambiente em uma grade de voxels. As li-
nhas de visão são geradas para determinar os voxels livres e os pontos da nuvem
são utilizados para determinar os voxels ocupados. Durante a grande maioria da
exploração, é sobre este mapa local que a escolha da próxima região a ser visitada é
tomada. O mapa global é utilizado, em termos de planejamento, apenas quando o
mapa local não possuir regiões a serem visitadas. Então, o mapa global é utilizado
para determinar se existe algum ponto, globalmente, que ainda tenha regiões em
aberto.

Segundo Shen, Michael e Kumar (2012), o problema da exploração pode ser
dividido em duas partes: definir as regiões que devem ser visitadas para estender o
mapa e navegar de forma autônoma até estas regiões. Para navegar de forma segura
pelo ambiente, o método proposto planeja caminhos que passem apenas pelos voxels
livres do mapa local, utilizando o algoritmo A* (HART; NILSSON; RAPHAEL,
1968), propondo para este algumas modificações tornando o caminho gerado mais

3Um voxel representa um valor em uma grade regular 3D.
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seguro. Para definir qual região visitar, segundo Shade e Newman (2011), um dos
desafios é atribuir um valor numérico a cada região candidata, definindo qual é mais
promissora. O método que se está propondo, visando evitar que o robô seja enviado
para regiões totalmente desconhecidas, utiliza uma abordagem que o move pelo
ambiente para regiões com maior probabilidade de serem alcançáveis. Para definir
esta probabilidade, analisa-se a aglomeração de pontos da nuvem. A região mais
atrativa é considerada aquela que, no mapa local, possui o maior aglomerado de
pontos ainda não visitados. Um ponto é considerado visitado quando o robô chega
a uma certa distância mínima deste ponto. Essa abordagem, porém, define na
maioria dos casos o objetivo como sendo um voxel ocupado. Assim, o planejamento
de caminhos não é feito até o objetivo em si, mas sim até uma região livre próxima
a ele, dentro de uma margem de segurança. Durante a navegação, todos pontos
que estiverem a uma distância do robô menor que essa margem de segurança são
considerados visitados.

O ideal, segundo Mostegel (2013), para evitar que o robô colida durante a
navegação, é que ele se mova apenas para frente, sempre olhando na direção que está
indo. Porém, movendo-se apenas para frente não há um real ganho de informação,
já que o sensor é uma câmera com campo de visão limitado, e esta só estará se
aproximando e reduzindo a área capturada pela imagem. Ainda, mover-se apenas
para a frente pode ser insuficiente para fornecer pontos de vista suficientemente
diferentes que resultem em boas estimativas de profundidade dos pontos pelo SLAM
monocular.

Assim, outro problema a ser abordado é para onde direcionar o sensor durante
a navegação. Esse problema só deve ser respondido para a orientação em torno do
eixo vertical, conhecida como yaw. No escopo deste trabalho, a possibilidade de o
robô mover a câmera em torno dos outros eixos não é contemplada. A abordagem
proposta visa determinar, primeiramente, qual é o ângulo em que o robô deve estar
orientado no último passo do caminho para que esteja olhando diretamente para o
objetivo. Então, determina-se que o robô chegue ao passo final olhando 90o para um
dos lados em relação a este ângulo. O lado é definido através daquele que necessita da
menor rotação para ser atingido, pois, movimentos de rotação tendem a prejudicar os
métodos de SLAM monocular (MOSTEGEL, 2013). Então, pequenas rotações são
distribuídas ao longo do caminho rotacionando o robô enquanto realiza movimentos
de translação pelo ambiente.
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Por fim, o método proposto define que a exploração termina quando uma
quantidade miníma dos pontos do mapa for visitada. É necessário utilizar apenas
uma parte para determinar a completude do processo, uma vez que os mapas gerados
em SLAMs monoculares tendem a possuir muitos outliers. Estes são, normalmente,
pontos que não representam um objeto real e encontram-se em posições inalcançáveis
do ambiente. É possível que em determinado momento não existam novos objetivos
para a exploração no mapa local. Então, o método analisa se existe algum ponto
no mapa global que possua pontos em aberto suficientes para prosseguir com a
exploração, e caso não haja, esta é encerrada.

Em suma, as principais contribuições dessa dissertação são:

• Uma forma de definir para onde ir em uma exploração 3D, utilizando apenas
informações esparsas sobre o ambiente e evitando colocar o robô em situações
de risco.

• Um critério de parada que evite que a exploração termine precocemente, mas
também, consiga, na presença de outliers, determinar que o ambiente foi com-
pletamente explorado.

• Uma abordagem de exploração utilizando mapas locais na maioria do processo,
evitando gerar dispendiosos mapas volumétricos globais, reduzindo assim o
custo computacional do método.

1.3 Organização

Esta dissertação é dividida da seguinte forma. O Capítulo 2 contextualiza e
formaliza os problemas fundamentais no escopo de exploração. Também, apresenta
em detalhes as técnicas utilizadas como base para o trabalho proposto. Por fim,
apresenta alguns trabalhos relacionados.

O Capítulo 3 aborda o método de exploração proposto. Inicialmente é apre-
sentada a estrutura básica do sistema, seguido da explicação a respeito do uso das
linhas de visão para gerar o mapa local. Então, cada etapa do processo de explo-
ração é abordada de forma detalhada. Este capítulo encerra-se com a apresentação
do planejamento de caminhos.

No Capítulo 4 são apresentados e discutidos os experimentos realizados. Inici-
almente, compara-se a geração do mapa local utilizando apenas parte da informação
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do mapa global. Então, são apresentados testes do sistema completo em um ambi-
ente simples, composto por apenas uma sala. Na sequência, testes em um ambiente
complexo, composto por múltiplas salas, é apresentado. Finalizando, o Capítulo 5
contém nossas conclusões, assim como o que pode ser feito para dar continuidade a
este trabalho.
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2 FUNDAMENTAÇÃO TEÓRICA

Neste capítulo serão contextualizados os problemas fundamentais no escopo
de exploração, assim como as técnicas e métodos utilizados para solucioná-los. Ini-
cialmente, na Seção 2.1 é apresentado o problema de Planejamento de Caminhos
e o algoritmo utilizado como base para a solução proposta. Então, nas Seções 2.2
e 2.3 são apresentados os problemas de Mapeamento e Localização, respectivamente.
Estes dois problemas são a base necessária para abordarmos o problema de SLAM,
apresentado na Seção 2.4, juntamente com o método de SLAM Monocular utilizado
neste trabalho. Na Seção 2.5 é apresentado o problema de exploração, foco prin-
cipal desta dissertação. Por fim, na Seção 2.6 são apresentados alguns trabalhos
relacionados.

A Tabela 2.11 apresenta um resumo da formalização matemática utilizada
nesta dissertação.

Tabela 2.1: Nomenclaturas utilizadas.
Termo Significado

x Pose do robô composta pela posição, em coordenadas cartesianas, e
pela orientação em torno do eixo vertical (yaw). Quando associada
a um instante t é descrita como xt, podendo ser agrupadas em um
conjunto de poses discretizadas no tempo de 0 até t, formando uma
trajetória x0:t = {x0,x1,x2, ...,xt}.

X Conjunto de todas possíveis poses x.
Xlivre Conjunto Xlivre ⊆ X formado pelas poses livres de obstáculo.
vi O i-ézimo elemento de um mapa, sendo vi, i = 1, 2, ..., n, a célula

centrada nas coordenadas cartesianas (x, y)T quando 2D, ou o voxel
centrado nas coordenadas cartesianas (x, y, z)T quando 3D.

V Mapa V = {v1, v2, v3, ..., vn} do ambiente representado por uma
grade regular, sendo n o número de elementos.

Vlivre Conjunto Vlivre ⊆ V formado pela região livre.
Vocupado Conjunto Vocupado ⊆ V formado pela região ocupada.

Vdesconhecido Conjunto Vdesconhecido ⊆ V formado pela região desconhecida.
Continua na próxima página

1A notação que será utilizada nesta dissertação para se referir a componentes de variáveis ou
vetores é: componente(variável). Por exemplo, o valor g do elemento v é dado por g(v).



24

Tabela 2.1 – Continua na página anterior
Termo Significado

vp, vd Elementos do mapa representando origem e destino.
g(vi) Custo para chegar em vi partindo de vp.
h(vi) Custo estimado para chegar em vd partindo de vi.
f(vi) f(vi) = g(vi) + h(vi).

d(v, v′) Distância euclidiana entre v e v′.
u(vi) Custo de liberdade para navegação na vizinhança de vi.
ml Posição do l-ézimo landmark. O conjunto de landmarks é definido

por m = {m1,m2, ...,mj}, sendo j o número total de landmarks.
z Leitura, composta por observações do ambiente, obtida pelo sen-

sor do robô. No instante t, zt = {z1,t, z2,t, ..., zj,t}. É possível
especificar uma leitura de um determinado landmark através da
notação zl,t. As leituras podem ser agrupadas, gerando um con-
junto z0:t = {z0, z1, z2, ..., zt}.

ut Informação de controle de movimento que corresponde a mudança
da pose do robô do instante t-1 para o instante t. A sequência
destas informações é representada por u1:t = {u1,u2,u3, ...,ut}.

ka O a-ézimo keyframe.
K Conjunto K = {k1, k2, k3, ..., kr}, sendo r o número de keyframes.
T Pose da câmera. Quando associada a um keyframe ka é descrita

por Ta.
pb O b-ézimo ponto de uma nuvem de pontos.
P Conjunto P = {p1,p2,p3, ...,ps}, sendo s o número de pontos.
P̂a Conjunto P̂a ⊆ P de pontos vistos pelo keyframe ka.
K̂b Conjunto K̂b ⊆ K de keyframes que conseguem ver o ponto pb.
θ Peso de uma aresta no grafo de covisibilidade.
kref O keyframe de referência.
Ka Conjunto Ka ⊆ K de vizinhos de ka no grafo de covisibilidade.
K̂ Conjunto K̂ ⊆ K de keyframes utilizados na geração do mapa local.
ξ Tamanho da aresta de um voxel no mapa local.
κ Quantidade mínima de keyframes para geração do mapa local.
yi Posição em coordenadas cartesianas (x, y, z)T do centro do voxel vi.

Continua na próxima página
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Tabela 2.1 – Continua na página anterior
Termo Significado

βi Quantidade de indícios de que o voxel vi está livre, limitado a β̈.
Pi Os pontos Pi ⊆ P que estão dentro da área do voxel vi.
P̂i Os pontos P̂i ⊆ Pi não visitados.
e(vi) Retorna o estado do voxel vi.
λ Mínimo |Pi| para considerar o voxel vi ocupado.
µ Valor mínimo de βi para considerar o voxel vi livre.

m(ka) Retorna o estado do keyframe ka, pode ser aberto ou fechado.
% Percentual mínimo de pontos não visitados em P̂a para o key-

frame ka ser considerado aberto.
a(vi) Retorna a atratividade do voxel vi.
n(vi) Retorna se um voxel vi é interessante ou não.
α Mínimo |P̂i| para que vi seja interessante.
ϑ Proporção mínima entre |P̂i| e |Pi| para que vi seja interessante.
ψ Orientação em torno do eixo vertical (yaw).

∆ψ Variação mínima em torno do eixo vertical (yaw).
η Distância miníma para considerar um voxel visitado.
Li Subconjunto Li ⊆ V formado pelos vizinhos do voxel vi.
ω Variação aplicada sobre os índices de um voxel formando a vizi-

nhança utilizada na distribuição da atração.
C Caminho C = {v1, v2, v3, ..., vq}, sendo q o número de passos.

2.1 Planejamento de caminhos

Planejamento de caminhos é o problema que consiste em, eficientemente,
guiar um robô da pose que ele se encontra até uma pose específica no ambiente (STA-
CHNISS, 2006). Dado que uma pose do robô no ambiente é representada por x,
pode-se agrupar todas as possíveis poses do robô em X. Então, o problema pode
ser definido como encontrar um conjunto de poses que levem o robô de xp até xd,
sendo estas as poses de partida e destino, respectivamente.

Para resolver este problema, é necessário que o robô possua um mapa do
ambiente a priori. Assumindo um mapa 2D discreto e regular, pode-se representá-
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lo por V = {v1, v2, v3, ..., vn}, onde n é o número de elementos do mapa, e vi,
sendo i = 1, 2, ..., n, é o elemento do mapa nas coordenadas cartesianas (x, y)T .
Cada elemento vi possui um estado, que pode ser: livre, ocupado ou desconhecido.
Pode-se então definir um conjunto Vlivre ⊆ V composto pelos elementos de V que
estejam livres e podem ser visitados pelo robô.

As possíveis poses X podem ser obtidas através de Vlivre, de maneira que
cada x ∈ X possua um equivalente v ∈ V em termos de posição. Então, pode-se
definir Xlivre como o conjunto de poses geradas pelo conjunto Vlivre

2 de elementos
livres do mapa.

Para solucionar o problema de planejamento de caminhos, pode-se criar uma
representação do ambiente em forma de um grafo onde os nodos são os elementos
de Vlivre e uma aresta é criada entre vi ∈ Vlivre e todos os seus vizinhos vi

′ ∈ Vlivre.
Os pontos de partida vp e destino vd são definidos como nodos especiais do grafo.
Então, deve-se encontrar o conjunto de nodos que levem do nodo de partida ao nodo
destino.

2.1.1 Algoritmo A*

Esta subseção apresenta o algoritmoA*, proposto por Hart, Nilsson e Raphael
(1968), que é uma das soluções mais conhecidas para o problema de planejamento de
caminhos sobre uma representação do ambiente em forma de grade. Conforme visto
na Seção anterior, esta grade pode ser representada como um grafo. Este algoritmo,
com algumas modificações descritas no Capítulo 3, foi utilizado na solução proposta
nesta dissertação.

O Algoritmo 1 apresenta o funcionamento do A*. Nele, é necessário manter
duas estruturas globais:

• Vaberto é o conjunto de nodos vi ∈ Vlivre a serem analisados.

• Vfechado é o conjunto de nodos vi ∈ Vlivre que foram analisados anteriormente.

Além disso, para cada vi ∈ Vlivre são utilizados alguns valores:

• g(vi): custo do caminho para chegar em vi partindo de vp.

• h(vi): custo estimado por uma heurística qualquer para chegar em vd partindo
de vi. Normalmente, utiliza-se a distância euclidiana entre vi e vd como heu-

2Diferentes poses podem ser mapeadas para um mesmo elemento v.
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Algoritmo 1: Algoritmo A* para planejamento de caminhos.
Entrada: vp, vd ; // Pontos de partida e destino
Saída: Caminho ; // ∅ caso não exista um caminho

1 Vaberto = ∅ ;
2 Vfechado = ∅ ;
3 g(vp) = 0 ;
4 h(vp) = Heurística(vp, vd) ;
5 f(vp) = g(vp) + h(vp) ;
6 pai(vp) = vp ;
7 Insere vp em Vaberto ;
8 enquanto Vaberto 6= ∅ faça
9 vc = Elemento v de Vaberto que minimize f(v) ;

10 se vc = vd então
11 retorna RastrearCaminho();
12 Remove vc de Vaberto ;
13 Insere vc em Vfechado ;
14 para cada vizinho va ∈ Vlivre de vc faça
15 se va /∈ Vfechado então
16 se va /∈ Vaberto então
17 g(va) =∞ ;
18 Insere va em Vaberto ;
19 custo = g(vc) + d(vc, va) ;
20 se custo < g(va) então
21 g(va) = cost ;
22 pai(va) = vc ;
23 h(va) = Heurística(va, vd) ;
24 f(va) = g(va) + h(va) ;

fim
fim

25 retorna ∅ ;
26 Função RastrearCaminho():
27 Caminho = ∅ ;
28 vc = vd ;
29 Insere vc em Caminho ;
30 enquanto pai(vc) 6= vc faça
31 vc = pai(vc) ;
32 Insere vc em Caminho ;

fim
33 retorna Caminho ;
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rística. É importante que essa heurística nunca superestime a real distância.

• f(vi): custo hipotético para chegar em vd, através de vi, partindo de vp. É
composto pelo custo para ir de vp até vi e pelo custo estimado entre vi e vd,
sendo f(vi) = g(vi) + h(vi)

• pai(vi) é o elemento vi
′ ∈ Vlivre pai de vi. Nele é armazenado o melhor

elemento anterior, ou seja, o vi
′ que minimiza g(vi).

O algoritmo, inicialmente, insere vp em Vaberto, sendo g(vp) = 0 e pai(vp) =
vp, linhas 3 a 7. O valor de h(vp) é obtido através de uma heurística que busca
acelerar o processo, permitindo determinar qual elemento de Vaberto é mais pro-
missor. Normalmente é utilizado como heurística a distância euclidiana até vd. O
algoritmo itera sobre Vaberto até encontrar um caminho que leve a vd ou Vaberto = ∅.
É extraído, a cada iteração, o vc de Vaberto que minimize f(vc), linhas 8 e 9. Para
cada vc são executados os seguintes passos: se vc for igual a vd, então retorna o
caminho e encerra. Caso contrário, remove vc de Vaberto e o insere em Vfechado, uma
vez que ele está sendo analisado. Então, para cada vizinho va ∈ Vlivre de vc que
não esteja em Vfechado são executados os seguintes passos: se va /∈ Vaberto, então ele
é inserido e são determinados seus custos e atribuído pai(va) = vc, linhas 19 a 24.
Se va ∈ Vaberto, linha 20, e o caminho até va gerado por vc minimizar g(va), então
os custos de va são atualizados e vc é atribuído como seu novo pai. Por fim, uma
nova iteração começa analisando um novo elemento de Vaberto. Caso um caminho
seja encontrado, este pode ser recuperado apenas observando o pai de cada elemento
partindo de vd, linhas 26 a 33.

A Figura 2.1 apresenta um exemplo de execução do algoritmo. O ponto de
partida é representado pela célula amarela e o destino pela célula verde. Inicial-
mente, na Figura 2.1(a) o ponto de partida é colocado na lista Vaberto, representado
pelo "A" sobre a célula. Então, na Figura 2.1(b), o melhor elemento (i.e. que mini-
miza f(v)) é retirado de Vaberto e colocado em Vfechado, representado pelo "F" sobre
a célula, assim como o tom cinza do fundo. Então, todos os vizinhos são colocados
em Vaberto. Na Figura 2.1(c) e Figura 2.1(d) o processo é repetido, com um novo
melhor elemento de Vaberto sendo escolhido a cada passo, sendo retirado de Vaberto

e colocado em Vfechado e seus vizinhos sendo colocados em Vaberto caso não estejam
em Vfechado. Na Figura 2.1(e), após repetir mais uma vez o processo, o destino é
colocado em Vaberto. Por fim, na Figura 2.1(f) o destino é selecionado como melhor
elemento de Vaberto, encerrando o processo. O caminho, representado em vermelho,
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é recuperado indo recursivamente, de pai em pai, começando pelo pai do destino.

Figura 2.1: Exemplo de execução do algoritmo A*.

(a) (b) (c)

(d) (e) (f)

2.1.2 Variações do A*

Diversas variações ao algoritmo A* estão disponíveis na literatura. Koenig
e Likhachev (2002b) propõe uma versão incremental do A*, denominada Lifelong
Planning A* (LPA*), que permite replanejar o caminho, quando o ambiente sofre
uma alteração, de forma mais eficiente. Sempre que necessário, um novo caminho
que leve da origaem ao destino é gerado. Para tal, utiliza uma lista de elementos a
serem atualizados, fazendo com que apenas alguns elementos de todo mapa sejam
reprocessador, utilizando nestas atualizações as informações previamente obtidas
no planejamento inicial. Em outro trabalho, Koenig e Likhachev (2002a) propõe
o D*Lite, também visando acelerar o replanejamento de caminhos em ambientes
dinâmicos. Neste, porém, o caminho é gerado sempre entre o elemento do mapa
correspondente a posição do robô e o destino, de forma diferente ao LPA*, que
sempre considera a origem, mesmo nos replanejamentos. Esta abordagem procura
um caminho na direção oposta, ou seja, partindo do destino. Assim, o custo g(vi)
apresentado anteriormente passa a ser a distância até o objetivo.

O trabalho de Daniel et al. (2010) visa reduzir o tamanho do caminho gerado
pelo A*. Quando aplicado sobre grades, o A* considera apenas movimentos em
ângulos de 45◦, ou seja, movimentos para o centro de um de seus oito vizinhos. Da-
niel et al. (2010) propõe considerar, também, movimentos que sejam realizados em
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qualquer ângulo, tornando possível encontrar caminhos menores. Para tal, é per-
mitido que o pai de um elemento seja qualquer outro elemento que possua uma
linha de visão direta com ele, e não apenas um de seus oito vizinhos. O trabalho
de Korf (1990), denominado Real-time A* (RTA*), busca resolver o planejamento
em tempo-real, ou seja, em que o robô possua uma restrição de tempo e deve de-
finir uma ação a ser realizada ao final de cada período. Para tal, a quantidade de
possíveis caminhos considerados é reduzida e uma ação é escolhida em um intervalo
fixo de tempo. Caso um caminho ainda não tenha sido encontrado, como ação, será
escolhido o melhor resultado obtido até então. Sefer, Kuter e Nau (2009) propôs
modificações ao RTA* evitando que seja escolhida uma ação que coloque o robô em
uma situação de falha.

2.2 Mapeamento

No problema de mapeamento, assume-se que o robô possui conhecimento
preciso de sua pose, porém, não possui nenhum conhecimento sobre o ambiente ao
seu redor, ou seja, não possui um mapa. O robô deve, então, construir uma repre-
sentação do ambiente que contenha as informações dele, tais como obstáculos, região
livre, e outras informações que possam ser relevantes (e.g. regiões perigosas, objetos,
etc). A construção do mapa deve ser realizada pelo robô através das informações
obtidas por seus sensores exteroceptivos3, que podem ser câmeras, sonares, lasers,
entre outros.

Para a tarefa de mapeamento, independente do sensor que o robô possua,
cada leitura zt obtida pelo sensor está associada a pose xt em que o robô estava
quando a obteve. Temos, então, um conjunto de poses assumidas pelo robô dis-
cretizadas no tempo de 0 até t, representadas por x0:t = {x0,x1,x2, ...,xt}, e um
conjunto com suas respectivas leituras z0:t = {z0, z1, z2, ..., zt}. É necessário, agora,
representar o ambiente, organizando as informações obtidas pelas leituras z0:t nas
poses x0:t em um mapa.

As leituras z0:t podem ser mapeadas em dois tipos de representação do ambi-
ente: mapas métricos e mapas topológicos. Mapas métricos representam as pro-
priedades do ambiente de forma geométrica e geralmente discretizam o ambiente,

3Sensores exteroceptivos adquirem informações sobre a área de atuação do robô, como medidas
de distância, luminosidade do ambiente, etc.
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podendo ser em uma grade 2D ou um mapa volumétrico 3D. Mapas topológicos
representam regiões do ambiente e suas conexões, geralmente através de um grafo,
onde os nodos são os locais do ambiente (i.e. as poses do robô) e as arestas, a forma
com que eles se conectam. As representações topológicas são uma forma eficiente,
em termos de memória, de representar o ambiente, permitindo seu uso em ambien-
tes grandes e complexos. No entanto, estas não representam diretamente os espaços
livres e desconhecidos do ambiente.

Diferente dos mapas topológicos, que não armazenam informações sobre re-
giões livres ou desconhecidas, mapas métricos discretizados, como uma grade de
ocupação 2D, permitem representar este tipo de informação. Cada célula que com-
põe a grade tem uma probabilidade de estar ocupada. Grades de ocupação são
muito utilizadas com robôs equipados com sensores de alcance, do tipo sonar ou
laser. Assumindo um mapa V, representado por uma grade 2D, e um sensor laser,
é necessário associar cada leitura zt do laser com as células vi ∈ V por ela afetadas
(i.e. células onde o raio do laser incide). Deve-se associar a pose do robô xt com
a célula vi correspondente, diminuindo a probabilidade desta célula estar ocupada.
Então, as células correspondentes a cada obstáculo observado pela leitura zt devem
ter suas probabilidade de ocupação aumentada. Por fim, linhas devem ser traçadas
partindo de xt até a posição de cada obstáculo e as células no caminho devem ter
sua probabilidades de ocupação reduzidas. As células vi ∈ V transpassadas por essa
linha podem ser obtidas utilizando o Algoritmo 2, conhecido como DDA (Digital
Differential Analyzer) (WATT, 1999). Apesar de representarem diretamente as
regiões livres e ocupadas, os mapas em grade de ocupação, especialmente 3D, são
pouco eficientes para representar ambientes grandes e complexos, uma vez que sua
resolução se mantém constante. A Figura 2.2 ilustra o processo de mapeamento de
uma leitura de um sensor laser sobre uma grade de ocupação.

Figura 2.2: Exemplo de geração de uma grade de ocupação. Em (a) a pose xt e a
leitura zt sobrepostas a grade, com a linha de visão em vermelho. Em (b) a grade
alterada, quanto mais verde menor a probabilidade ocupação, quando mais azul,
maior.

(a) (b)
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Algoritmo 2: Algoritmo DDA para linhas 2D
Entrada: v1, v2 ; // Células de origem e destino

1 δx = x(v2)− x(v1) ;
2 δy = y(v2)− y(v1) ;
3 se δx > δy ; // Define os passos pela maior variação

então
4 passos = |δx| ;
5 senão
6 passos = |δy| ;
fim

7 ∆x = δx/passos ; // Calcula incremento em x
8 ∆y = δy/passos ; // Calcula incremento em y
9 va = v1 ; // Variável auxiliar

10 para cada passo de passos faça
11 x(va) = x(va) + ∆x ; // Incrementa coordenada x
12 y(va) = y(va) + ∆y ; // Incrementa coordenada y
13 Ação em va ; // Ação desejada

fim

2.3 Localização

A localização de robôs móveis é, segundo Thrun, Burgard e Fox (2005), o
problema que consiste em estimar, através da leitura zt, a pose xt de um robô em
relação a um mapa V do ambiente previamente conhecido. Este problema pode
ser considerado, de certa forma, o oposto do problema de mapeamento, já que na
localização o mapa do ambiente é previamente conhecido, mas deseja-se estimar a
pose do robô. Existem variações deste problema que estão associadas a diferentes
fatores.

O primeiro fator é o ambiente em que o robô vai operar, podendo este ser
um ambiente estático ou dinâmico. Quando está inserido em um ambiente estático
o robô é o único elemento em movimento. Este problema é mais simples, podendo
ser dificultado caso o mapa esteja desatualizado. Por outro lado, em ambientes
dinâmicos outros elementos também estão em movimento. As mudanças causadas
pelo movimento dos outros elementos torna o problema mais complexos do que em
ambiente estáticos. Ainda, estas mudanças podem ser permanentes, gerando uma
discrepância entre o mapa e o ambiente real, dificultando o processo de localização.

O segundo fator é o conhecimento que o robô possui sobre sua pose inicial, ge-
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rando duas variações do problema de localização com distintos níveis de dificuldade.
Caso o robô conheça sua pose inicial, o problema a ser solucionado é o de locali-
zação local, que é o mais simples, pois necessita apenas que o os movimentos do
robô sejam rastreados de acordo com suas leituras. Uma versão mais complexa do
problema, conhecido como localização global, é quando o robô não conhece sua
pose inicial. Neste, o robô é inserido em um ambiente sem qualquer informação
prévia sobre sua pose e deve, analisando seu entorno, estimar a sua localização.
Existe ainda uma terceira variação, conhecida como problema do robô raptado,
que não está relacionada diretamente com o conhecimento do robô sobre sua pose
inicial. Nesta variação, enquanto o robô se move pelo ambiente, influências externas
podem deslocá-lo para outro lugar sem que ele perceba. O robô deve identificar que
sua estimativa, que até então era gerada por uma localização local, está errada e
iniciar um processo de localização global.

2.4 SLAM

Na maioria das aplicações reais em robótica móvel, o robô não conhece a sua
pose e não possui um mapa do ambiente a priori. Para determinar sua pose, ele
precisa realizar um processo de localização, que depende de um mapa preciso. Por
outro lado, para obter um mapa do ambiente, ele precisa realizar um processo de
mapeamento, que depende de uma localização precisa. Isso gera um problema do
tipo "ovo e galinha", em que a localização depende do mapeamento e o mapeamento
depende da localização. Este problema é conhecido como SLAM (Simultaneous
Localization and Mapping) e para solucioná-lo é necessário estimar a pose do
robô ao mesmo tempo em que o mapa do ambiente é construído.

É necessário introduzir alguns conceitos para formalizar o problema de SLAM:

• ut é a informação de controle de movimento que corresponde a mudança da
pose do robô no instante t− 1 para o instante t, normalmente dada por medi-
das de odometria. A sequência destas informações é representada por u1:t =
{u1,u2,u3, ...,ut}.

• ml é a posição do l-ézimo landmark. O conjunto de landmarks é definido
por m = {m1,m2, ...,mj}, sendo j o número destes.

• zl,t é a observação do landmark ml feita pelo robô no instante de tempo t. O
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conjunto de observações feitas pelo robô no instante de tempo t é representado
por zt = {z1,t, z2,t, ..., zj,t}. As leituras podem ser agrupadas gerando um
conjunto representado por z0:t = {z0, z1, z2, ..., zt}.

A Figura 2.3 apresenta um exemplo do problema. O robô no tempo t − 1
observa os landmarks m1 e m2. Então, as posições de m1 e m2 são estimadas com
base nas leituras z1,t−1 e z2,t−1. Em seguida, a ação ut move o robô da pose xt−1

para xt. O processo é repetido nos passos seguintes. Os landmarks m3 e m4 são
observados no instante t. No instante t + 1, o robô observa m5 e, novamente, m3.
Por fim, m6 é observado no instante t+ 2.

Figura 2.3: Exemplo do problema de SLAM. A pose x real do robô e a posição
dos landmarks m do ambiente são desconhecidas. Ambas são estimadas através das
informações de controle u e das leituras z.

Pode-se então, formular o problema de SLAM como uma Rede Bayesiana
Dinâmica, apresentada na Figura 2.4. As variáveis observadas são as informações
de ações u1:t e as leituras z1:t obtidas pelo robô, enquanto as variáveis que devem
ser estimadas são as poses x1:t e a posição do conjunto de landmarks m.

Um fator importante a ser observado em métodos de SLAM é o fechamento
de loops4. Quando um robô retorna a uma região já visitada, é possível corrigir
erros acumulados ao longo do trajeto. Porém, o SLAM precisa perceber que um loop
foi fechado, pois houve uma revisita. Um SLAM que não feche loops não tira proveito
da informação de revisita para corrigir o mapa. Além disso, está assumindo que o

4Um loop é um laço formado quando o robô sai de um ponto do ambiente, se desloca e então
retorna ao ponto de partida.
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Figura 2.4: Formulação do SLAM como uma Rede Bayesiana Dinâmica. As variáveis
observadas, z e u, são dependentes das variáveis estimadas, x e m.

ambiente é um "corredor infinito", não percebendo as interconexões entre as regiões.
A Figura 2.5 exemplifica a importância do fechamento de loop.

Figura 2.5: Exemplo da importância do fechamento de loop para evitar o problema
do "corredor infinito" e corrigir o mapa. Em (a) o mapa com um "corredor infinito" e
em (b) o mapa correto após o fechamento de um loop. Em (c) o mapa com o erro
dos sensores acumulado ao longo do trajeto e em (d) o mapa corrigido.

(a) (b)

(c) (d)
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2.4.1 SLAM Visual e SLAM Monocular

Um SLAM Visual utiliza apenas sensores passivos5, como uma câmera,
para capturar as informações do ambiente. A utilização de uma câmera como sen-
sor possui vantagens como o baixo custo, a riqueza de informações e a já citada
passividade. Se a câmera utilizada for simples, ou seja, que não capture estimativas
de profundidade, apenas uma imagem, então o SLAM Visual pode ser chamado
de SLAM Monocular.

É possível dividir os SLAMs Monoculares em duas categorias: os métodos
baseados em features6 e os métodos diretos. Os métodos baseados em features
primeiro extraem das imagens um conjunto de primitivas geométricas (e.g. cantos,
retas, pontos, etc) e depois as associam de forma robusta em imagens consecutivas.
As features extraídas são os dados de entrada para o processo de SLAM. Já osméto-
dos diretos utilizam diretamente a intensidade dos pixels da imagem como entrada
para o SLAM, e possuem a vantagem de utilizar toda, ou quase toda, informação
da imagem, mesmo onde não existem primitivas geométricas.

Umas das primeiras abordagens bem sucedidas de SLAM Monocular foi
o PTAM (Parallel Tracking and Mapping), proposto por Klein e Murray
(2007), que utiliza features em um processo que trata localização e mapeamento
paralelamente, gerando um mapa esparso. Mais recentemente, foi proposto por En-
gel, Schöps e Cremers (2014) o LSD-SLAM (Large-Scale Direct Monocular
SLAM ), uma técnica direta que obtém bons resultados, gerando um mapa semi-
denso. Essa técnica, porém, necessita que a câmera mova-se lateralmente, limitando
as ações que o robô pode realizar, impedindo que ele ande olhando para frente,
por exemplo. Já a abordagem proposta por Mur-Artal, Montiel e Tardos (2015),
conhecida como ORB-SLAM, não possui as mesmas restrições de movimento apre-
sentadas no LSD-SLAM. Essa abordagem utiliza features ORB (Oriented FAST and
Rotated BRIEF) e também obtém bons resultados. Sua desvantagem é gerar um
mapa esparso que contém menos informações do ambiente. Sua vantagem, além de
não possuir tantas restrições de movimento, é utilizar as mesmas features em todas
tarefas do SLAM, reduzindo assim o custo computacional, permitindo que ele seja
executado em hardwares com menos capacidade.

5Sensores passivos não emitem energia, apenas recebem energia do ambiente.
6Uma feature é uma características geométrica do ambiente, como um ponto, uma reta, etc.
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2.4.2 ORB-SLAM

Esta subseção apresenta o ORB-SLAM, um SLAM Monocular proposto
por Mur-Artal, Montiel e Tardos (2015), que pertence a categoria de métodos base-
ados em features, extraindo features ORB (RUBLEE et al., 2011) das imagens para
criar um mapa. Este SLAM é considerado estado da arte em SLAM Monocular,
tendo como principais características a capacidade de operar online sem a necessi-
dade de uma GPU (Graphics Processing Unit) e a utilização das mesmas features
em todos subprocessos do SLAM.

O ORB-SLAM cria um mapa topológico representado através de uma nuvem
de pontos. A estrutura deste mapa é formada por um conjunto de keyframes e um
conjunto de pontos. Os keyframes são representados porK = {k1, k2, ..., kr}, sendo r
o número de keyframes. Cada keyframe ka armazena todas as features extraídas
do frame7 que o gerou e a pose da câmera Ta. Os pontos, também chamados de
pontos do mapa, são representados por P = {p1,p2,p3, ...,ps}, sendo s o número
de pontos do mapa. Cada ponto pb armazena sua posição no ambiente 3D através
das coordenadas cartesianas (x, y, z)T e o descritor da feature ORB que o gerou.
Os pontos do mapa estão associados com os keyframes que conseguem os observar,
sendo P̂a ⊆ P os pontos de P visíveis para o keyframe ka.

Adicionalmente ao mapa, o ORB-SLAM constrói um grafo de covisibili-
dade. Este é um grafo não direcionado ponderado onde cada keyframe é um nodo e
uma aresta entre dois keyframes existe se estes observam pontos em comum, sendo θ
o peso da aresta representando a quantidade de pontos em comum. Através deste
grafo de covisibilidade as tarefas de localização e mapeamento são restritas apenas
a uma área local de covisibilidade, independente do tamanho do mapa. Devido a
este grafo poder conter muitas arestas, a otimização do mapa após o fechamento de
um loop é realizada sobre outro grafo, denominado grafo essencial, que mantém
todos os keyframes, porém diminui o número de arestas mantendo apenas as arestas
com maiores θ, algumas arestas de fechamento de loop8 e uma árvore geradora
(spanning tree) que representa um subgrafo com o número mínimo de arestas. A
estrutura do mapa e estes grafos podem ser observados na Figura 2.6.

7Um frame é um quadro de um video.
8Uma aresta de fechamento de loop conecta dois nodos do grafo que foram detectados como

iguais, ou seja, representam a mesma região do ambiente.
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Figura 2.6: Mapa em (a), grafo de covisibilidade em (b), grafo essencial em (c) e
árvore geradora em (d). Adaptado de (MUR-ARTAL; MONTIEL; TARDOS, 2015).

(a) Keyframes em azul, pose da câmera
atual em verde, pontos da nuvem em ver-
melho e preto, pontos do mapa local em
vermelho.

(b) Grafo de covisibilidade com arestas em
verde.

(c) Grafo essencial com arestas de covisibi-
lidade em verde e aresta de loop em verme-
lho.

(d) árvore geradora com arestas de covisi-
bilidade em verde e aresta de loop em ver-
melho.

2.4.2.1 Estrutura geral

A estrutura geral do ORB-SLAM é composta por três threads: Uma para a
localização, uma para o mapeamento e uma para o fechamento de loops. Estas três
tarefas ocorrem em paralelo. A thread de localização é a responsável por localizar a
câmera (i.e. robô) a cada novo frame capturado e decidir quando um novo keyframe
deve ser inserido em K. Inicialmente, uma estimativa da pose é obtida através
de um modelo de movimento de velocidade constante. Então, as features ORB do
novo frame são extraídas e casadas com as dos pontos do mapa presentes no frame
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anterior. Através dos casamentos é realizada uma otimização da pose utilizando
Bundle Adjustment (BA) (TRIGGS et al., 1999). Se a localização é perdida, por
causa de uma oclusão ou movimento brusco, então um processo de relocalização
global é realizado utilizando Bag of Words (GÁLVEZ-LÓPEZ; TARDOS, 2012)
para comparar o frame atual com todos os keyframes de K.

Uma vez que uma estimativa inicial da pose da câmera e do casamento das fe-
atures é obtida, a thread de localização obtém um mapa de visibilidade local uti-
lizando o grafo de covisibilidade. O keyframe do mapa local que possuir maior
similaridade com o frame é o keyframe referência, representado por kref . Então os
pontos do mapa local são reprojetados sobre o frame e a pose é otimizada usando
os casamentos obtidos entre os pontos reprojetados e as features. Por fim, a thread
de localização decide se o frame atual será inserido como um novo keyframe em K.
Para que o frame se torne um keyframe as seguintes condições devem ser atendi-
das: um mínimo de 20 frames processados desde a última inserção; uma quantidade
miníma de 50 pontos rastreados no frame, garantindo assim que ele seja rastreável;
um máximo de 90% dos pontos rastreados no frame em comum com os pontos P̂ref

de kref , garantindo que houve uma mudança visual.
A thread de mapeamento é responsável por processar cada novo keyframe ka

inserido pela thread de localização e realizar ajustes locais para atingir uma re-
construção ótima da região próxima a pose da câmera Ta. Inicialmente, o grafo
de covisibilidade é atualizado adicionando um novo nodo para ka, assim como as
arestas entre ele e seus vizinhos, representados por Ka. Então, a árvore geradora é
atualizada, criando uma aresta entre ka e o keyframe de Ka com mais pontos em
comum (i.e. maior θ). Uma representação de ka através de Bag of Words é extraída
para auxiliar na associação de dados durante a triangularização de novos pontos.
Antes de criar novos pontos, uma política para remover pontos de baixa qualidade é
aplicada, mantendo apenas os pontos de alta qualidade. Para ser mantido no mapa,
o ponto deve cumprir duas condições: ser rastreado em pelo menos 25% dos frames
em que ele deveria estar visível (i.e. obtidos logo após sua criação); ser rastreado
em pelo menos três keyframes, se mais de um keyframe foi inserido após sua criação.
Este processo garante que os pontos que permanecerem no mapa são rastreáveis e
foram corretamente triangularizados.

Então, a thread de mapeamento cria novos pontos do mapa utilizando fea-
tures ORB não casadas (i.e. que não correspondem a um ponto pb ∈ P) de ka e
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as features não casadas de todos seus vizinhos do grafo de covisibilidade, representa-
dos por Ka. Para cada casamento obtido, um novo ponto do mapa é triangularizado
e sua integridade é checada através da profundidade, do erro de reprojeção e da
consistência na escala. Se este ponto for considerado íntegro, ele é inserido em P.
Um novo ponto do mapa é obtido utilizando apenas ka e um keyframe de Ka, po-
rém, após ser inserido, ele é reprojetado sobre o resto dos keyframes vizinhos. Um
processo de otimização é realizado sobre ka, Ka e todos os pontos vistos por estes. É
responsabilidade da thread de mapeamento, também, remover os keyframes redun-
dantes afim de manter uma representação compacta do ambiente. Um keyframe ka

é descartado se Ka possuir pelo menos três keyframes que compartilham 90% ou
mais dos pontos P̂a de ka.

Por fim, a thread de fechamento de loops é responsável por determinar se
existem loops a cada novo keyframe inserido no mapa. A busca de loops é realizada
sobre o último keyframe ka processado pela thread de mapeamento. Inicialmente
um conjunto de candidatos é obtido. Para tal, a menor similaridade entre ka e seus
vizinhos em Ka é calculada utilizando Bag of Words. Então, todos keyframes k ∈
K ∧ k /∈ Ka que possuírem uma similaridade maior que a miníma são considerados
candidatos. Para efetivamente aceitar um keyframe como candidato a loop, a thread
de fechamento de loops deve encontrar três candidatos a loop consecutivos que estão
conectados entre si através do grafo de covisibilidade.

Após determinar os candidatos a loop, é necessário estimar a transforma-
ção de similaridade entre ka e cada keyframe candidato, representado por kc, para
determinar o erro acumulado entre estes. Inicialmente, é encontrada a correspon-
dência entre os pontos do mapa P̂a e P̂c. Com esta correspondência, é realizado
um processo de RANSAC para estimar a transformação de similaridade. Se uma
transformação for suportada por pontos suficientes do mapa, então um loop é efeti-
vamente fechado. Conhecendo o erro acumulado entre ka e kc os dois keyframes são
alinhados, os pontos do mapa duplicados são fundidos e novas arestas são inseridas
no grafo de covisibilidade. Por fim, uma otimização é realizada sobre o grafo es-
sencial para manter o mapa globalmente consistente, distribuindo o erro acumulado
entre ka e kc ao longo do grafo.
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2.4.2.2 Inicialização do mapa

Os processos realizados pelo ORB-SLAM descritos até aqui dependem de
uma estimativa inicial do mapa para serem executados. A localização, por exemplo,
utiliza os pontos do mapa presentes no último frame processado para estimar a pose
da câmera, que é então otimizada utilizando o grafo de covisibilidade. É necessário
estimar um mapa inicial para poder realizar estas tarefas, assim como todas as outras
que dele dependam. A solução não deve depender das características do ambiente,
assim como não deve necessitar de intervenção humana para selecionar dois bons
pontos de vista (i.e. com suficiente paralaxe entre si).

Para inicializar o mapa, o ORB-SLAM estima, em paralelo, dois modelos
geométricos diferentes: uma homografia assumindo uma cena planar e uma matriz
fundamental assumindo uma cena não planar. Para estimar ambos modelos, ini-
cialmente são extraídas as features ORB do frame atual e anterior. Se existirem
casamentos suficientes entre estas, a homografia e a matriz fundamental são esti-
madas utilizando RANSAC com quatro e oito pontos, respectivamente. A melhor
homografia e a melhor matriz fundamental são obtidas através de uma pontuação
baseada no erro de reprojeção. Caso as melhores não possuam pontos suficientes que
as sustentem, o processo é reiniciado utilizando um novo frame. Caso elas possuam,
uma análise é realizada escolhendo a homografia quando a cena for planar ou houver
pouca paralaxe, e escolhendo a matriz fundamental quando a cena não for planar.
Para definir qual das duas escolher, é analisada a mesma pontuação utilizada du-
rante o processo de RANSAC. Após escolher qual das soluções utilizar, hipóteses
do movimento realizado entre as imagens são obtidas e analisadas para evitar que
uma inicialização ocorra com uma paralaxe muito pequena. Se a transformação for
considerada suficientemente boa, o mapa inicial é otimizado utilizando BA.

Esse processo de inicialização utiliza RANSAC, o que gera um fator aleatório.
Por isso, diferentes execuções sobre uma mesma sequência de imagens geram mapas
diferentes, variando em escala e qualidade. Isso dificulta a repetição de testes,
pois diferentes cenários serão gerados a cada nova execução. Também, não permite
definir uma conversão entre a escala do mapa e uma escala métrica compatível com
o ambiente, pois, a cada execução a escala do mapa varia, necessitando de um novo
fator de conversão.
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2.5 Exploração

A exploração autônoma de ambientes, ou simplesmente exploração, é a
união dos problemas de mapeamento e de planejamento de caminhos. O mapea-
mento é responsável por transformar as informações coletadas pelo sensor do robô
em um mapa. Para tal, é necessário que o robô se desloque pelo ambiente para cole-
tar novas leituras, expandindo seu conhecimento. Em outras palavras, é necessário
controlar os movimentos do robô para que ele maximize seu conhecimento sobre o
ambiente. Surge então a principal questão que define o problema de exploração:
"Para onde ir?".

Alguns requisitos devem ser observados em uma abordagem de exploração. É
necessário que o robô explore totalmente o ambiente, evitando encerrar o processo
precocemente. Também, espera-se que o robô não colida com obstáculos enquanto
navega pelo ambiente. Atentando-se a estes dois requisitos, a abordagem deve definir
um conjunto de poses x que o robô deve assumir para explorar o ambiente.

Muitas abordagens propõem utilizar fronteiras para resolver o problema de
exploração. Assumindo um mapa V em forma de grade, uma fronteira é uma borda
entre as células de V classificadas como livres, representadas por Vlivre, e as classi-
ficadas como desconhecidas, representadas por Vdesconhecido. A Figura 2.7 apresenta
um exemplo de fronteiras em uma grade 2D. As abordagens que utilizam frontei-
ras identificam, através delas, as regiões a serem exploradas e determinam que a
exploração foi completada, em geral, quando não existem mais fronteiras.

Figura 2.7: Exemplo de fronteiras em um mapa 2D. Em verde as células livres, em
preto as ocupadas e em branco as desconhecidas. Em vermelho as fronteiras entre
as células livres e desconhecidas.

Em ambientes 3D, no entanto, métodos de exploração baseado em fronteiras
obtém resultados fracos devido ao fato dos sensores adquirirem informações incom-
pletas sobre o seu entorno, dificultando a correta classificação de espaços como des-
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conhecidos ou livres (SHEN, 2014). Além disso, armazenar mapas volumétricos que
contêm a representação de espaço livre e ocupado em grandes ambientes 3D pode
tornar-se computacionalmente intratável devido à grande necessidade de memória.

Abordagens baseadas em fronteiras podem ser consideras um subconjunto de
uma gama de solução baseadas no ganho de informação. Essas abordagens levam
em consideração que na maioria dos métodos de mapeamento o robô mantém uma
crença sobre o mapa, e no caso do SLAM, é mantida também uma crença sobre
a pose do robô. Então, é possível selecionar regiões para serem exploradas que
minimizem a incerteza sobre o mapa, quando apenas mapeamento, e também a
pose do robô, quando em um processo de SLAM.

Assim, o problema pode ser formulado como encontrar, a cada instante de
tempo t, a próxima pose xt+1 a ser assumida. Durante o deslocamento entre a pose xt

e a pose xt+1 o robô obtém uma sequência de observações zt:t+1. Abordagens como as
propostas por Song e Jo (2017), Adler, Xiao e Zhang (2014), Vallvé e Andrade-Cetto
(2014) e Quin et al. (2013), buscam encontrar a pose xt+1 que gera as leituras zt:t+1

que maximizem o ganho de informação. Porém, determinar o ganho de informação
pode ser intratável devido a complexidade do ambiente. Geralmente, são utilizadas
aproximações, e a maneira de obter a aproximação depende de diversos fatores como
o modelo do ambiente e o tipo de dado obtido pelo sensor.

Uma extensão das abordagens que utilizam o ganho de informação são as
abordagens que utilizam funções de utilidade, com as propostas por Ström, Bogos-
lavskyi e Stachniss (2017), Meng et al. (2017), Chudoba et al. (2016), Tabib et al.
(2016) e Heng et al. (2015). Essas abordagens criam funções para relacionar o ganho
de informação com o custo para obtê-la. Uma escolha comum para estimar o custo
é utilizar a distância que o robô deve percorrer. Então, o problema passa a ser
encontrar a pose que maximize o ganhe do informação minimizando o custo para
obtê-la.

2.6 Trabalhos relacionados

O escopo desta dissertação é o problema de exploração de ambientes 3D
utilizando apenas uma câmera como fonte de informação. Busca-se propor uma
abordagem que permita utilizar as técnicas estado da arte de SLAM monocular,
acoplando a estas um algoritmo de exploração. Estes métodos têm por caracterís-
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tica a necessidade de saliências visuais no ambiente para que ele seja corretamente
mapeado. Regiões do ambiente com baixa saliência visual podem não ser mapea-
das, impedindo que abordagens que utilizem fronteiras sejam utilizadas, uma vez que
uma região de baixa saliência seria considerada desconhecida e poderia formar uma
fronteira. Deslocar-se para esta fronteira não faria com que a região fosse mapeada,
apenas causaria uma colisão do robô com o obstáculo que não foi detectado.

O trabalho de Stumberg et al. (2017) aproxima-se do proposto nesta disser-
tação, pois também realiza um processo de exploração utilizando um SLAM mono-
cular, o LSD-SLAM (ENGEL; SCHÖPS; CREMERS, 2014). O mapa gerado por
esse SLAM é semi-denso e representado por uma nuvem de pontos, com estrutura
semelhante ao ORB-SLAM descrito na Subseção 2.4.2. Para explorar, o trabalho
de Stumberg et al. (2017) propõe gerar um mapa de ocupação volumétrico repre-
sentado por uma octree. Cada keyframe ka ∈ K é processado para que os voxels
ocupados sejam obtidos através dos pontos P̂a. Os voxels livres são obtidos tra-
çando linhas de visão que partem de ka e chegam em cada pb ∈ P̂a. Cada voxel, ao
final do processo, possui uma probabilidade de estar ocupado e seu estado é definido
utilizando limiares sobre esta. Este mapa volumétrico deve ser atualizado para in-
cluir as novas informações obtidas ou corrigir as informações quando o SLAM fecha
um loop. Porém, por se tratar de um mapa global, este processo pode demorar e
durante este tempo o robô fica parado esperando.

Como a reconstrução do ambiente é semi-densa, geralmente não é possível
conhecer completamente os obstáculos do ambiente. Também não é possível assu-
mir que as regiões do ambiente sem saliências são planares. É possível, no entanto,
aumentar o conhecimento sobre a região livre através de movimentos laterais da
câmera, como ilustrado na Figura 2.8. Com base no ganho obtido por estes mo-
vimentos, a proposta de Stumberg et al. (2017) é gerar um padrão de movimentos
laterais, formando uma estrela, que passa sempre pela mesma origem. Através desse
padrão, o robô aumenta seu conhecimento local sobre o ambiente. Além disso, essa
abordagem gera movimentos de paralaxe que são ideais para o LSD-SLAM. Durante
o deslocamento, a câmera é movida lateralmente, formando um ângulo de 90o com
a direção do movimento do robô.

Após a execução da exploração local (i.e. o padrão em estrela), um processo
de exploração global é realizado, determinando qual a próxima região onde deve
ocorrer uma exploração local. Para determinar esta nova região, os voxels que esti-
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Figura 2.8: Exemplo do ganho de informação sobre o espaço livre através de movi-
mentos laterais. Os dois obstáculos, em preto, são observados em (a) de uma pose,
gerando as primeiras regiões livres, em verde. Através de deslocamentos laterais
mais regiões livres são observadas. Em (b) e (c) as áreas livres após movimentações.

(a) (b) (c)

verem livres e possuírem uma linha de visão direta para qualquer origem das estrelas
executadas anteriormente são marcados como visitados. Então, aqueles voxels livres
que não foram marcados com visitados são marcados como interessantes. Os voxels
marcados como interessantes são agrupados por proximidade formando blocos. Por
fim, um voxel do maior bloco é escolhido como origem para a próxima estrela. Um
exemplo do processo completo pode ser visto na Figura 2.9.

Figura 2.9: Exemplo do método de exploração proposto por Stumberg et al. (2017).
Em verde claro a região livre, em verde escuro a região de interesse, em azul o robô
e em amarelo a origem anterior da estrela. Adaptado de (STUMBERG et al., 2017)

(a) Estrela inicial. (b) Região livre e
região de interesse
após estrela inicial.

(c) Nova estrela
centrada na região
de interesse.

(d) Região livre e
nova região de inte-
resse.

Os testes realizados por Stumberg et al. (2017) utilizam um VANT como robô.
O primeiro teste demonstra o ganho de informação obtido ao executar a exploração
local através do padrão de estrela. O segundo demonstra que o robô, após executar
a exploração local, identifica corretamente uma nova região a ser visitada. Porém,
este teste foi finalizado antes que o VANT executasse a segunda exploração local
devido ao término da bateria. Apesar de mostrar-se promissora, esta abordagem
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está limitada pela necessidade de um mapa volumétrico global. Gerar este mapa
é um processo computacionalmente custoso e torna-se impraticável para ambientes
grandes e complexos. Além disso, a estratégia de exploração local utilizando a
estrela pode levar o robô a movimentar-se de forma pouco eficiente. Ao entrar em
um corredor, por exemplo, o robô pode acabar navegando por toda extensão do
corredor, indo e voltando.

O trabalho proposto por Mostegel (2013) também utiliza um SLAM mono-
cular, o PTAM (KLEIN; MURRAY, 2007). Esta abordagem visa levar um VANT
até uma posição objetivo, navegando por um ambiente desconhecido (i.e. sem um
mapa a priori). O principal foco da abordagem é evitar que o robô perca a sua lo-
calização. Para tal, é realizada uma avaliação da qualidade na localização fornecida
por cada pose, evitando poses que não favoreçam o processo localização.

Cada ponto pb ∈ P da nuvem de pontos (i.e. mapa) gerada pelo PTAM é
avaliado para determinar uma pontuação referente a sua qualidade geométrica. Essa
pontuação é baseada em dois critérios. O primeiro analisa indiretamente a incerteza
sobre a posição do ponto. Como a profundidade dos pontos é extraída com base em
uma triangularização, aqueles que possuírem um ângulo9 de triangularização muito
pequeno são penalizados. O segundo critério analisa a chance de um ponto pb ser
um outlier, observando quantos keyframes deK conseguem o observar, representados
por K̂b ⊆ K. Os pontos que foram vistos por poucos keyframes possuem uma chance
maior de serem outliers e por isso são penalizados. A pontuação de qualidade
geométrica de um ponto pb é obtida multiplicando as pontuações obtidas em cada
critério, de forma que um ponto só obtém uma pontuação máxima se foi visto
por keyframes suficientes e se possui um ângulo de triangularização suficientemente
grande.

Além da qualidade geométrica dos pontos, é analisada também a probabi-
lidade de um ponto pb ser reconhecido em uma imagem obtida em uma pose x
qualquer. É possível determiná-la analisando dois fatores, um relacionado ao ân-
gulo de visão e outro a escala. O ângulo de visão é analisado, para um ponto pb,
utilizando um keyframe ka ∈ K̂b como referência. Então, calcula-se o ângulo de
triangularização de pb utilizando ka e a pose x. Poses que geram ângulos grandes
possuem baixa probabilidade, pois quanto maior o ângulo, menor a chance do ponto
ser reconhecido. A escala é analisada utilizando novamente um keyframe ka ∈ K̂b

9Em um triângulo formando pelo ponto e dois keyframes que o veem, o ângulo de triangulari-
zação é o ângulo que fica no ponto.



47

como referência. Calcula-se a distância do ponto pb para ka e para a pose x, atri-
buindo a probabilidade de acordo com a diferença nestas distâncias. A probabilidade
de reconhecimento do ponto é então obtida multiplicando a probabilidade associada
ao ângulo e a probabilidade associada a escala.

Então, o frame é dividido em 8x8 partes e cada parte recebe uma qualidade
de localização associada aos pontos do mapa que estão dentro dela. Movimentos que
levem o VANT para regiões com baixa qualidade de localização são evitados. Outro
ponto que Mostegel (2013) cita como importante é a análise do quanto uma região
é promissora para gerar novos pontos. Para tal, as parte do frame que já possuem
muitos pontos (i.e. pontos da nuvem nessa região da imagem) são consideradas
mapeadas. Sobre as partes restantes, é feita uma análise das features rastreadas mas
que ainda não tornaram-se pontos do mapa. Busca-se poses que maximizem o ângulo
de triangularização destas features, respeitando a probabilidade de rastreamento dela
na nova pose, como descrito anteriormente.

Os resultados obtidos por Mostegel (2013) demonstram que a abordagem
é bem sucedida em levar o VANT da pose que ele se encontra até uma pose pré
determinada, mapeando o ambiente durante o trajeto e mantendo baixa a incerteza
sobre a localização do robô. A análise é feita sempre sobre o frame de entrada e
pequenos passos (i.e. movimentos) são calculados a cada instante. Porém, esta não
é uma abordagem de exploração real, pois não responde a principal questão, que é
para onde ir globalmente. Uma pose destino tem que ser definida previamente por
um operador, cabendo a solução proposta por Mostegel (2013) apenas levar o robô
até esta pose.

A abordagem proposta por Palazzolo e Stachniss (2017) realiza uma explora-
ção 3D que pode ser monocular. Nela, é criado um mapa do ambiente representado
por uma octree. Os autores assumem que existe uma bounding box10 conhecida ao
redor do objeto a ser mapeado. A cada iteração, é definida uma pose x que o robô
deve assumir considerando o ganho de informação esperado, a distância até esta
nova pose e a suavidade no caminho para alcançá-la.

Inicialmente é definida uma casca que cerca esta bounding box e durante a ex-
ploração é ajustada conforme informações sobre o objeto são obtidas. A Figura 2.10
apresenta esta casca no momento inicial, em (a), e durante a exploração, em (b) e
(c). Então, um conjunto reduzido de poses candidatas é gerado sobre esta casca e

10Uma bounding box é uma caixa delimitadora, em uma tradução literal. É uma caixa que
delimita uma região em torno de um objeto de interesse.
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sempre olhando para o objeto (i.e. centro da casca). Assim, a cada iteração cem
candidatos são gerados.

Figura 2.10: Exemplo da casca utilizada por Palazzolo e Stachniss (2017). Em (a)
a casca, em vermelho, cercando a bounding box, em preto. Em (b) e (c) a casca
ajustada após parte do ambiente ser mapeado, em azul.

(a) (b) (c)

Cada pose candidata é avaliada através do ganho de informação e de uma
função de custo. O ganho de informação de uma pose é obtido de acordo com a sua
capacidade de reduzir a incerteza sobre os pontos do mapa. Essa redução é estimada
com base no ângulo da triangularização gerado pela nova pose para cada ponto. A
função de custo avalia a distância a ser percorrida para que o VANT chegue até a
pose e a variação na orientação necessária. Além disso, a função de custo também
leva em consideração fatores de segurança que priorizam: caminhos próximos ao
ponto de partida, facilitando o pouso; caminhos que não passam sobre obstáculos,
facilitando pousos de emergência; caminhos próximos ao solo, evitando um grande
impacto caso a bateria acabe. É escolhida como destino a pose que maximize o
ganho de informação minimizando o custo.

Os resultados obtidos por Palazzolo e Stachniss (2017) mostram que a abor-
dagem consegue mapear um ambiente com precisão e de forma rápida. Porém, essa
abordagem assume que existe uma bounding box que cerque o objeto ou construção a
ser mapeada. Mais do que isso, assume que existe uma casca cercando esta bounding
box na qual o robô pode navegar livremente, sem colidir, e gera sobre esta casca po-
ses candidatas sempre olhando para o centro dela. Isso impede que a abordagem seja
utilizada em ambientes internos e complexos, permitindo apenas mapear o exterior
de um prédio, por exemplo.

As três abordagens apresentadas possuem limitações. No trabalho de Stum-
berg et al. (2017), é necessário gerar um mapa volumétrico global, através de um
processo que pode ser longo e faz o VANT ficar pairando no ar até que o mapa
seja gerado. O trabalho de Mostegel, Wendel e Bischof (2014) propõe uma forma
interessante de evitar que o VANT perca a estimativa de sua pose. Porém, esta não



49

é realmente uma exploração, pois é necessário pré-definir um objetivo global. Por
fim, o trabalho de Palazzolo e Stachniss (2017) assume a existência de uma bounding
box ao redor do objeto a ser mapeado e gera uma casca livre para navegar, a priori,
cercando esta bounding box. Além disso, define poses para que o robô sempre olhe
para o centro da casca, impedindo que a exploração seja executada em ambiente
internos e complexos. A abordagem proposta nesta dissertação busca resolver o
problema de exploração monocular 3D sem estas limitações.
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3 EXPLORAÇÃO UTILIZANDO LINHAS DE VISÃO

Neste capítulo apresenta-se a estratégia de exploração de ambientes 3D uti-
lizando SLAM monocular proposta. É importante ressaltar que tais métodos de
SLAM geram mapas esparsos ou semi-densos, pois dependem de saliências visuais
do ambiente. O ORB-SLAM foi o SLAM monocular escolhido para a prova de con-
ceito. Os objetivos da abordagem proposta, como já definidos na Seção 1.2, são:
definir para onde o robô deve ir a cada etapa da exploração, permitindo que ele
mapeie todo o ambiente; definir um critério de parada para que o robô seja capaz de
estimar quando o ambiente está suficientemente explorado; evitar que o robô colida
com obstáculos enquanto se desloca. Um fator que deve ser levado em consideração
é que regiões com baixa saliência visual podem não ser mapeadas, fazendo com que
o mapa possua lacunas associadas a estas. Assume-se que o robô possui as mesmas
capacidades de movimentação de um VANT, pois estes são ideais para exploração
de ambientes 3D complexos.

O método proposto extrai um mapa volumétrico local da nuvem de pontos
gerada pelo ORB-SLAM, estimando neste mapa a região livre pela qual o robô pode
navegar. Depois, tenta-se extrair objetivos locais dentro do mapa local. Quando
não existirem objetivos locais, uma exploração global é realizada definindo objetivos
fora da região do mapa local. Na Seção 3.1 é apresentada a estrutura básica da
exploração. A geração do mapa local é apresentada na Seção 3.2. A movimentação
do robô é abordada na Seção 3.3. O planejador e a lógica de exploração, responsáveis
por definir para onde ir e quando a exploração acabou, são explicados em detalhes na
Seção 3.4. Por fim, na Seção 3.5 é apresentado a variação do algoritmo A* utilizada
para planejar caminhos.

3.1 Estrutura básica da exploração

O processo de exploração proposto utiliza uma série de estados que se rela-
cionam conforme o diagrama apresentado na Figura 3.1. Uma descrição detalhada
dos processos internos de cada estado, assim como as regras de transição, são apre-
sentadas ao longo desde capítulo. Os estados da exploração são:



51

• Aguardando: Estado inicial do sistema, aguarda até que o SLAM inicialize.
Este é também o estado para o qual a exploração retornará caso o SLAM
perca a estimativa da pose.

• Atualizando Mapa Local: Estado responsável por manter o mapa local.

• Planejando: Estado onde um planejador decide qual ação o robô deve realizar
para prosseguir explorando. O planejador pode definir uma posição alvo para
o robô ou um movimento circular para que o mesmo olhe ao seu redor. Além
disso, o planejador é o responsável por determinar quando a exploração está
completa.

• Navegando: Estado responsável por rastrear o movimento do robô marcando
as regiões visitadas do mapa.

• Olhando ao Redor : Estado responsável por rastrear a rotação do robô.

• Finalizado: Estado final da exploração, alcançado quando o planejador define
que a exploração está completa.

Figura 3.1: Relações entre os estados da exploração.

O ciclo de estados da exploração pode ser interrompido a qualquer momento
de acordo com o que está acontecendo no SLAM. Se o SLAM perder a estimativa
sobre a pose do robô, a exploração retorna, não importando em qual estado ela es-
teja, para o estado Aguardando até que uma estimativa volte a ser obtida. Também,
quando um loop é fechado pelo SLAM, e consequentemente a nuvem de pontos é cor-
rigida, a exploração retorna para o estado Atualizando Mapa Local. Um fechamento
de loop torna o mapa local obsoleto e pode causar grande alteração na estimativa
sobre a pose do robô, o que causaria um comportamento incorreto do sistema. Além
disso, caso o robô saia da região representada no mapa local, a exploração retorna
para o estado Atualizando Mapa Local.
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3.2 Linhas de visão e mapa local

O ORB-SLAM gera um mapa esparso do ambiente, representado por uma
nuvem de pontos, assim como a maioria dos SLAMs monoculares. Ele é composto
por um conjunto de keyframes K, associados às poses x ∈ X que a câmera (i.e. o
robô) assumiu, e um conjunto de pontos P, associados aos obstáculos observados.
Esse mapa não representa o espaço livre do ambiente e não está em um formato
adequado para navegação e exploração.

Propõe-se utilizar um mapa local gerado a partir deste mapa global. O
mapa local, representado por V = {v1, v2, v3, ..., vn}, é uma grade regular 3D que
contém n = 1003 voxels. Cada voxel contém um estado referente à região que ele
engloba, de tamanho ξ3, podendo este estado ser: livre, ocupado ou desconhecido.
Cada voxel vi ∈ V armazena as seguintes informações:

• yi: Posição em coordenadas cartesianas (x, y, z)T do centro do voxel.

• βi: Quantidade de indícios de que o voxel está livre, limitado a β̈.

• Pi: Pontos Pi ⊆ P que estão dentro da área discretizada pelo voxel.

Antes de definir como o mapa local é gerado, é necessário esclarecer que
o ORB-SLAM fornece, a todo momento, um keyframe de referência kref . Este é
o keyframe mais similar ao frame atual. O kref é utilizado como base para a geração
do mapa local.

Quando o estado da exploração passa a ser Atualizando Mapa Local, é ini-
ciado o processo de geração do mapa local. Inicialmente, é formado um conjunto
de keyframes vizinhos a kref , representado por K̂ ⊆ K. Ele é obtido através do
grafo de covisibilidade e é composto por uma quantidade miníma κ de keyframes.
Todos os vizinhos de kref no grafo de covisibildiade, representados por Kref , são
colocados em K̂. Enquanto o número de elementos em K̂ for menor que κ, o me-
lhor vizinho ka ∈ Kref é escolhido, e todos os keyframes de Ka são inseridos em K̂.
Repete-se esse processo utilizando o melhor vizinho de ka até existirem pelo menos κ
elementos em K̂ ou não existirem mais keyframes a serem colocados.

Após definir K̂, um conjunto de processos é aplicado para cada ka ∈ K̂.
Inicialmente, o voxel que engloba a posição do keyframe ka é considerado livre.
Então, cada ponto pb ∈ P̂a que esteja dentro da área do mapa local é associado
ao voxel vi que engloba sua posição e é inserido em Pi. Por fim, uma linha de visão
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é traçada entre ka e pb utilizando o algoritmo DDA. Cada voxel na linha de visão
recebe um indício de que está livre, aumentando seu valor β. A Figura 3.2 apresenta
um exemplo do processo de criação do mapa local, em 2D para melhor visualização.

Figura 3.2: Exemplo de geração do mapa. Em (a) encontra-se sobre o mapa o
primeiro keyframe, os pontos por ele visto e as linhas de visão, representados res-
pectivamente pelo triangulo, pelas bolas e pelas linhas vermelhas. Em (b) os voxels
processados. Quanto mais indícios de que um voxel está livre, mais verde. Da
mesma forma, quanto maior o número de pontos associados, mais preto. Em (c) e
(d) o estado do mapa após alguns keyframes serem processados.

(a) (b)

(c) (d)

Após processar todos keyframes de K̂ o mapa local está completo. Então, é
possível determinar o estado de cada voxel vi ∈ V através de

e(vi) =



ocupado , se |Pi| ≥ λ

livre , se βi ≥ µ ∧ |Pi| < λ

desconhecido , caso contrário

, (3.1)

sendo |Pi|1 a quantidade de pontos em Pi, λ o número mínimo de pontos para
considerar o voxel ocupado, βi a quantidade de indícios de livre e µ o número mínimo
de indícios para considerar o voxel livre.

1A notação que será utilizada nesta dissertação para se referir a quantidade de elementos em
conjuntos é: |conjunto|. Por exemplo, a quantidade de elementos em Pi é dada por |Pi|.
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Como cada voxel representa um volume do ambiente, é possível que um vo-
xel vi possua diversos pontos em Pi e diversos indícios de liberdade. Por isso, para
que ele seja considerado livre é preciso que |Pi| < λ seja verdadeiro. São utili-
zados dois acumuladores diferentes, um para ocupado e outro para livre, pois em
casos específicos a quantidade de indícios de livre pode ser suficientemente maior
que o |Pi|, o que tornaria o voxel livre erroneamente, caso apenas um acumulador
fosse utilizado.

3.3 Navegando e olhando ao redor

Quando a exploração encontra-se nos estados Navegando ou Olhando ao Re-
dor, o sistema passa a rastrear a movimentação do robô conforme estimada pelo
ORB-SLAM, analisando se ele já chegou no objetivo. Não está no escopo desta
dissertação o controle do robô para que ele execute a rotação do estado Olhando
ao Redor ou o deslocamento do estado Navegando. Além de rastrear o movimento,
o sistema mantém atualizado o conjunto Pi de cada voxel vi ∈ V, adicionando a
ele os novos pontos da nuvem descobertos durante a movimentação. Também, du-
rante a movimentação, os pontos da nuvem que se encontrarem a uma distância
menor que η do robô são marcados como visitados. Essa análise é feita utilizando
os voxels do mapa local V. A pose xt do robô é associada a um voxel vi ∈ V pela
posição em coordenadas cartesianas. Então, os pontos Pc de cada voxel vc ∈ V em
que d(vi, vc) < η são marcados como visitados.

Se o estado da exploração for Olhando ao Redor, o objetivo do robô é apenas
atingir uma variação de orientação em torno do eixo vertical, representada por ∆ψ.
Cabe ao sistema apenas detectar quando o robô rotacionou o suficiente. Já quando o
estado for Navegando, o planejador, que será abordado na Seção 3.4, define um voxel
destino para o robô, assim como um caminho para que ele o alcance. Cabe ao sistema
rastrear os movimentos do robô, detectando quando ele chega ao destino. Quando
o robô atinge o objetivo, esteja ele Olhando ao Redor ou Navegando, o estado da
exploração passa a ser Atualizando Mapa Local.
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3.4 Planejador e a lógica de exploração

O planejador é o elemento central do processo de exploração proposto nesta
dissertação. Cabe a ele, a cada iteração, decidir qual é a melhor ação a ser tomada
para prosseguir explorando. Além disso, é sua função decidir se a exploração está
completa. Quando o estado da exploração passa para Planejando, um fluxograma
é executado para definir o próximo estado da exploração (i.e. a próxima ação).
As decisões são tomadas baseadas na decisão anterior, no mapa local e, quando
necessário, no mapa global. O resultado do planejador é sempre um novo estado
para a exploração. Quando o resultado final for o estado Navegando, também fica
definido o objetivo e o caminho a ser seguido. Já quando for Olhando ao Redor, fica
definido para qual direção rodar. Por fim, se o resultado for o estado Finalizado o
processo de exploração é finalizado e nenhum novo ciclo é executado.

A Figura 3.3 apresenta o fluxograma do planejador. A cor verde representa
as decisões que compõem a lógica de exploração, a cor amarela representa os proces-
sos que suportam essa lógica e em azul estão representadas as mudanças de estado.
Nesta seção será abordado em detalhes os processos que suportam a lógica de ex-
ploração, representados em amarelo no fluxograma.

3.4.1 Confere estado dos keyframes

No inicio do processo de decisão, todos os keyframes ka ∈ K são analisados
de acordo com o conjunto de pontos P̂a visíveis de ka. Cada keyframe ka ∈ K
pode estar aberto, caso P̂a possua um percentual mínimo % de pontos não visitados,
ou fechado caso não possua. É considerado um percentual mínimo devido ao ruido
presente no mapa, o qual gera pontos inalcançáveis, que impediriam a exploração de
finalizar caso fosse exigido que todos pontos do mapa fossem visitados. Os pontos
da nuvem são marcados como visitados quando eles se encontram a uma distância
menor ou igual a η do robô, conforme abordado na Seção 3.3. Após avaliar o
estado dos keyframes, se todos eles estiverem fechados o processo de exploração está
completo e o planejador define o estado da exploração como Finalizado. Caso pelo
menos um keyframe esteja aberto, o processo de decisão prossegue.
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Figura 3.3: Fluxograma do Planejador. Em verde as decisões que compõem a lógica,
em amarelo os processos que suportam essa lógica e em azul as mudanças de estado.
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3.4.2 Define objetivo local

Enquanto existirem keyframes abertos, o planejador busca por objetivos para
prosseguir explorando. A primeira tentativa é realizada sobre o mapa local V.
Gera-se uma vizinhança composta por todos voxels que estão ω-distantes de vi,
representada por Li ⊆ V. A atratividade de um voxel vi é obtida através de

a(vi) =
∑
vc∈Li

a∗(vc)
1 + d(vi, vc)

, (3.2)
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sendo d(vi, vc) a distância euclidiana entre dois voxels e a∗(vc) a atratividade indi-
vidual de um voxel vc, obtida através de

a∗(vc) =
∑

pb∈P̂c

|K̂b| , (3.3)

sendo P̂c ⊆ Pc os pontos da nuvem associados a vc que ainda não foram visitados
e |K̂b| a quantidade de keyframes que observam um ponto pb.

A atratividade é calculada utilizando uma vizinhança para agrupar os vo-
xels que são atrativos individualmente e estão próximos. Assim, o objetivo tende a
ser um ponto intermediário que englobe alguns voxels atrativos. Para que um vo-
xel vi ∈ V seja um candidato a objetivo, ele deve ser, além de atrativo, interessante.
Um voxel vi é definido como interessante através de

n(vi) =


verdadeiro , se |P̂i| > α ∧ |P̂i|

|Pi|−|P̂i|
> ϑ

falso , caso contrário
, (3.4)

sendo α a quantidade mínima de pontos não visitados e ϑ a proporção mínima entre
pontos visitados e não visitados. Assim, o voxel que maximiza a atração, dentre
aqueles que são interessantes, é definido como o objetivo vd. Se um objetivo local
for encontrado o planejador busca então um caminho para ele. Se não existir um
objetivo local, ele analisa sua última decisão e caso ela tenha sido Olhar ao Redor,
ele busca definir um objetivo global. Caso contrário, ele passa a exploração para o
estado Olhar ao Redor, visando aumentar as informações locais.

3.4.3 Define caminho para objetivo local

Se o planejador encontrar um objetivo local, ele analisa então se existe um
caminho possível que leve o robô até este objetivo. O algoritmo utilizado para
o planejamento de caminhos é uma versão modificada do A* (HART; NILSSON;
RAPHAEL, 1968) e é apresentado em detalhes na Seção 3.5. Neste ponto, é impor-
tante adiantar apenas que a busca por um caminho para o objetivo vd é na verdade
a busca por um caminho que leve o robô até uma distância mínima η de vd. Essa é
a mesma distância utilizada para determinar que um ponto foi visitado, como abor-
dado na Seção 3.3. Isso visa evitar que o robô seja levado até um obstáculo, uma



58

vez que os objetivos locais são extraídos com base em pontos não visitados associ-
ados a features do ambiente, ou seja, obstáculos. Se um caminho for encontrado,
então, o planejador passa o estado da exploração para Navegando. Se não existir
um caminho, o planejador analisa sua última decisão e caso ela tenha sido Olhar ao
Redor, ele busca definir um objetivo global. Caso contrário, ele passa a exploração
para o estado Olhar ao Redor, visando aumentar as informações locais.

3.4.4 Define objetivo global

Quando não existe um caminho até o objetivo local, ou não existe o próprio
objetivo, o planejador inicialmente define que o robô deve olhar ao seu redor, bus-
cando aumentar seu conhecimento sobre o ambiente. Após finalizar a ação de olhar
ao redor, o ciclo da exploração inicia novamente, um novo mapa local é gerado e uma
nova decisão é tomada pelo planejador. Se, mesmo tendo olhado ao seu redor, não
for possível encontrar um objetivo local ou um caminho até ele, então o planejador
busca por um objetivo global.

Inicialmente, busca-se um keyframe ka ∈ K, dentre todos que ainda este-
jam abertos, para ser o objetivo global. Caso existam diversos keyframes abertos é
escolhido aquele que está mais próximo do keyframe de referência kref . Após definir
o keyframe ka que será objetivo global, é necessário encontrar um caminho para
aproximar-se dele. Se posição de ka estiver dentro do mapa V basta encontrar um
caminho até o voxel correspondente.

Em determinados momentos o objetivo global pode estar fora da região co-
berta pelo mapa local V. Isso ocorre, por exemplo, quando uma sala foi completa-
mente explorada mas outra sala visitada anteriormente ainda possui pontos a serem
explorados. Como a navegação do robô é realizada através do mapa local V, é ne-
cessário encontrar um keyframe intermediário que esteja dentro dele. Para tal, um
caminho sobre o grafo de covisibilidade é gerado entre kref e ka. Esse caminho é
obtido utilizando a versão original do algoritmo A*, pois busca apenas determinar
o conjunto de passos sobre os keyframes que conectam kref a ka.

Uma vez conhecendo esse caminho, basta seguí-lo de trás para frente, ou
seja, partindo de ka, analisando cada keyframe até encontrar um que esteja dentro
do mapa local V. Assim, é obtido aquele mais distante no caminho até ka que ainda
esteja dentro de V. Este então passa a ser o novo objetivo global ka. No caso pouco
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provável de não existir um keyframe intermediário, a exploração é encerrada. Esse
caso é pouco provável pois o mapa local cobre uma área do ambiente suficientemente
grande para englobar a posição de diversos keyframe.

3.4.5 Define caminho para objetivo global

Após obter o objetivo global ka, o planejador busca então um caminho no
mapa local até ele. O algoritmo utilizado é a mesma versão modificada do algoritmo
A* utilizada para encontrar o caminho até um objetivo local, apresentado em deta-
lhes na Seção 3.5. Porém, existe uma diferença em relação a busca de caminho para
o objetivo local, abordada na Subseção 3.4.3. Aqui, não utiliza-se uma margem de
segurança η e o caminho deve levar o robô até o voxel correspondente a ka. Se existir
um caminho, o planejador define o próximo estado da exploração como Navegando.
Caso contrário, o estado da exploração passa a ser Finalizado e ela é encerrada.

3.5 Caminhos no mapa local

O planejamento de caminhos sobre o mapa local é realizado utilizando uma
versão modificada do algoritmo A* (HART; NILSSON; RAPHAEL, 1968), apre-
sentado na Subseção 2.1.1. O objetivo é encontrar um conjunto de poses x ∈ X
que levem o robô do voxel em que ele se encontra ao voxel destino, representados
por vp e vd respectivamente. Note que o planejamento é feito sobre os voxels do
mapa V e não sobre todas possíveis poses do robô, representadas por X. Dessa
forma, o processo de geração de caminhos é simplificado a encontrar um conjunto
de voxels que levem o robô até o destino, representado por C = {v1, v2, v3, ..., vq},
sendo q o número de passos (i.e. voxels) do caminho. Após encontra esse caminho,
uma pose x ∈ X pode ser extraída a partir das coordenadas do centro de cada voxel
de C, associando a cada passo um angulo ψ que é a orientação em torno do eixo
vertical (yaw).

Para gerar caminhos seguros, apenas os voxels v ∈ Vlivres são considerados
candidatos ao caminho. No A* original, apresentado no Algoritmo 1, o custo do ca-
minho é definido apenas pela distância euclidiana entre os voxels v ∈ C. A distância
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euclidiana entre dois voxels v e v′ é obtida através de

d(v, v′) =
√

(x− x′) + (y − y′) + (z − z′), (3.5)

então, o custo do caminho até um voxel vi ∈ C por ser obtido através de

g(vi) = d(v1, v2) + d(v2, v3) + ...+ d(vi−1, vi), (3.6)

que pode ser reescrito como

g(vi) = g(vi−1) + d(vi−1, vi) (3.7)

Essa abordagem encontra o menor caminho, em termos de deslocamento,
entre a origem e o destino. Porém, o menor caminho não será, necessariamente, o
caminho mais seguro. Propõe-se nessa dissertação acrescentar um novo custo a este
cálculo, considerando a liberdade para navegar na vizinhança dos voxels. Gera-se
uma vizinhança Li ⊆ V composta por todos voxels que estão δ-distantes de vi,
conforme já abordado na Subseção 3.4.2. O custo de liberdade de navegação de
um voxel vi, dado a vizinhança Li, é obtido através de

u(vi) = ζ
∑
vc∈Li

u∗(vc)
1 + d(vi, vc)

, (3.8)

sendo ζ um fator normalizador e

u∗(vc) =



2β̈ , se e(vc) = ocupado

β̈ , se e(vc) = desconhecido

β̈ − βc , se e(vc) = livre

, (3.9)

sendo β̈ o limite máximo de indícios de livre que um voxel pode ter, βc a quantidade
de indícios de livre e e(vc) o estado do voxel vc. A Figura 3.4 apresenta um exemplo
do custo de liberdade em um mapa 2D, para melhor visualização.

Este novo custo é somado ao custo da distância euclidiana utilizado na versão
original do A*. Então, o custo do caminho até um voxel vi ∈ C apresentado na
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Equação 3.7 passa agora a ser obtido através de

g(vi) = g(vi−1) + d(vi−1, vi)︸ ︷︷ ︸
original

+u(vi)︸ ︷︷ ︸
modificação

(3.10)

Assim, a versão modificada prioriza caminhos que possuam voxels com mais indícios
de liberdade e que estejam distantes de obstáculos e regiões desconhecidas, sem
deixar de considerar a distância a ser percorrida.

Figura 3.4: Exemplo do custo de liberdade proposto para o A*. Em (a) um mapa
com os voxels ocupados em preto, desconhecidos em azul e livres em verde, sendo
mais verde os voxels com mais indícios de liberdade. Em (b) o custo de liberdade
representado em vermelho, sendo mais vermelho os voxels com maior custo.

(a) (b)

Conforme abordado na Seção 3.4, o planejador gera caminhos em dois casos
distintos. O primeiro caso é quando uma região do mapa local é atrativa o suficiente
para continuar a exploração, gerando um voxel destino. O segundo caso é quando um
objetivo global é gerado para que o robô retorne a uma região que ficou em aberto,
gerando um keyframe destino. Para o primeiro caso, propõe-se nessa dissertação
mais uma modificação ao A* original. Uma vez que consideramos para determinar a
atratividade de um voxel a quantidade de pontos não visitados associados a ele, nosso
objetivo vd será provavelmente um voxel ocupado, ou próximo a voxels ocupados.
Não seria sensato criar um caminho que leve o robô a esse vd. Então, propõe-
se encontrar um caminho que leve o robô até uma distância miníma η de vd. O
Algoritmo 3 apresenta as modificações propostas, ressaltando que as modificações
nas linhas 7, 11 a 13, 29 e 30 só são utilizadas quando planeja-se um caminho para
uma região atrativa do mapa local.

Após obter um caminho C até o destino vd, é necessário definir uma orienta-
ção em torno do eixo vertical (yaw) para cada vi ∈ C, representada por ψi. Olhar
na direção do movimento não é uma boa escolha quando o objetivo é aumentar o
conhecimento sobre o ambiente. Para tal, é preciso olhar para outras regiões. Uma
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Algoritmo 3: Algoritmo A* modificado. Em vermelho as linhas
modificadas em relação a versão original, apresentada no algoritmo 1.

Entrada: vp, vd ; // Pontos de partida e destino
Saída: Caminho ; // ∅ caso não exista um caminho

1 Vabertos = ∅ ;
2 Vfechados = ∅ ;
3 g(vp) = 0 ;
4 h(vp) = Heurística(vp, vd) ;
5 f(vp) = g(vp) + h(vp) ;
6 pai(vp) = vp ;
7 g(vd) =∞ ;
8 Insere vp em Vabertos ;
9 enquanto Vabertos 6= ∅ faça

10 vc = Elemento v de Vabertos que minimize f(v) ;
11 se d(vc, vd) ≤ η ∧ g(vc) < g(vd) então
12 g(vd) = g(vc) ;
13 pai(vd) = vc ;
14 Remove vc de Vabertos ;
15 Insere vc em Vfechados ;
16 para cada vizinho va ∈ Vlivres de vc faça
17 se va /∈ Vfechados então
18 se va /∈ Vabertos então
19 g(va) =∞ ;
20 Insere va em Vabertos ;
21 custo = g(vc) + d(vc, va) + u(vc) ;
22 se custo < g(va) então
23 g(va) = cost ;
24 pai(va) = vc ;
25 h(va) = Heurística(va, vd) ;
26 f(va) = g(va) + h(va) ;

fim
fim

27 retorna RastrearCaminho() ;
28 Função RastrearCaminho():
29 se g(vd) ==∞ então
30 retorna ∅ ;
31 Caminho = ∅ ;
32 vc = vd ;
33 Insere vc em Caminho ;
34 enquanto pai(vc) 6= vc faça
35 vc = pai(vc) ;
36 Insere vc em Caminho ;

fim
37 retorna Caminho ;
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alternativa custosa seria analisar a situação atual da nuvem e definir a orientação ψi

que minimiza a incerteza sobre o mapa. Como deseja-se uma abordagem simples,
propõe-se definir uma orientação ψ̂ final e associar a cada passo um ângulo inter-
mediário que leve o robô da orientação em que ele se encontra à orientação final.
Novamente existem diferenças entre o planejamento realizado para uma região atra-
tiva ou para um keyframe do mapa global. Se o destino for um keyframe, o ψ̂ é a
orientação deste.

Quando o destino é um voxel atrativo do mapa local, primeiro, encontra-se a
orientação que faça o robô olhar diretamente para vd, lembrando que o último passo
do caminho não será o próprio voxel vd, mas sim um voxel a uma distância máxima η
dele. Após encontrar essa orientação, são criadas duas orientações candidatas que
ficam paralelas a esta. A Figura 3.5(a) mostra a orientação para olhar diretamente
para vd e as duas candidatas. É escolhida como ψ̂ a candidata que estiver mais
próxima da orientação atual do robô, evitando assim grandes rotação.

Após definir ψ̂, é necessário calcular a orientação ψi intermediária associada
a cada vi ∈ C. Para tal, é necessário dividir a diferença entre ψ̂ e orientação atual do
robô em |C| − 1 passos criando uma variação. Então, ao primeiro passo é associada
a orientação atual do robô e para cada passo subsequente é adicionada a variação,
fazendo com que o último passo seja associado a ψ̂. Assim, ao longo do caminho o
robô fará uma transição suave da orientação em que se encontra para a orientação
destino. A Figura 3.5(b) apresenta um exemplo da orientação ao longo do caminho.

Figura 3.5: Processo para definir a orientação ao longo do caminho. O voxel ver-
melho é vd, o caminho C em cinza, a orientação atual em verde, os candidatos a ψ̂
são representados pelas setas azuis e as setas pretas são as orientações ao longo do
caminho.

(a) (b)
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4 EXPERIMENTOS E DISCUSSÃO

Neste capítulo serão discutidos os testes que foram realizados para avaliar
o método de exploração proposto que utiliza linhas de visão e mapas locais. Ini-
cialmente, na Seção 4.1, será discutida a geração do mapa local utilizando apenas
alguns keyframes do mapa global, avaliando a possibilidade de utilizar todos os key-
frames. Em seguida, na Seção 4.2, são demonstrados os testes do processo completo
de exploração em um ambiente simples (i.e. apenas uma sala). São discutidos,
em detalhes, pontos relevantes da exploração como: os mapas gerados; o efeito do
ruído no mapa do SLAM; a trajetória; a efetividade do critério de parada e o tempo
de processamento. Por fim, na Seção 4.3, são demonstrados os experimentos em
um ambiente com múltiplas salas, avaliando a capacidade da exploração de levar
robô em segurança de um ambiente para o outro. Todos os testes foram realizados
utilizando os parâmetros apresentados na Tabela 4.1.

Tabela 4.1: Parâmetros utilizados nos testes.
Parâmetro Valor Descrição

κ 30 Quantidade mínima de keyframes para gerar o mapa local.
λ 5 Mínimo |Pi| para considerar o voxel vi ocupado.
µ 5 Valor mínimo de βi para considerar o voxel vi livre.
% 20% Percentual mínimo de pontos não visitados em P̂a para

o keyframe ka ser considerado aberto.
α 5 Mínimo |P̂i| para que vi seja interessante.
β̈ 10 Quantidade máxima de indícios de livre que um voxel pode

possuir.
ϑ 1.05 Proporção mínima entre |P̂i| e |Pi| para que vi seja inte-

ressante.
∆ψ 90◦ Variação mínima em torno do eixo vertical (yaw).
η 4 Distância miníma para considerar um voxel visitado.
ω 1 Variação aplicada sobre os índices de um voxel formando a

vizinhança utilizada na distribuição da atração.
δ 2 Variação aplicada sobre índices de um voxel formando a

vizinhança utilizada no planejamento de caminhos.
ξ 0.15 Tamanho da lateral de um voxel do mapa local, sendo igual

valor para altura e profundidade.



65

4.1 Tempo para gerar o mapa local

O primeiro experimento visa analisar a viabilidade de processar todos os key-
frames que compõem o mapa global na geração do mapa local. Conforme abor-
dado na Seção 3.2, durante o processo de geração do mapa local apenas uma parte
dos keyframes são utilizados. Como consequência, há possivelmente menos informa-
ção disponível no mapa local, mas, por outro lado, isso permite que ele seja gerado
de forma mais rápida. O experimento foi realizado utilizando a sequência 00 do da-
taset KITTI Monocular (GEIGER; LENZ; URTASUN, 2012), em um computador
equipado com 16GB de memória RAM e um processador Intel Core i7-6700 3.4GHz.

A inicialização do mapa gerado pelo ORB-SLAM possui elementos aleató-
rios, conforme abordado na Subseção 2.4.2.2. Por isso, não é possível repetir exa-
tamente o mesmo experimento, uma vez que o mapa global muda a cada execução
do ORB-SLAM. Então, o experimento foi realizado executando duas vezes o pro-
cesso de exploração. Na primeira execução o mapa local foi gerado utilizando todos
os keyframes, enquanto na segunda foi utilizado um número mínimo de κ keyframes
conforme descrito na Seção 3.2. Por utilizar um dataset, apenas o processo de gera-
ção do mapa local é avaliado, uma vez que o robô não responde as ações definidas
pela exploração. Sempre que o robô sai da área representada pelo mapa local, um
novo mapa é gerado.

A Figura 4.1 apresenta os resultados obtidos. Em azul, observa-se a quanti-
dade de keyframes que compõem o mapa global e em vermelho o tempo gasto para
gerar o mapa local. Observa-se que a quantidade de keyframes totais pode sofrer
pequenas variações devido ao processo de inicialização do mapa. Em termos de per-
formance, o tempo gasto para gerar o mapa local, quando todos os keyframes são
utilizados, cresce conforme o número de keyframes aumenta, chegando a levar 3,36
segundos. Por outro lado, quando apenas uma parte desses keyframes é utilizada, o
tempo permanece estável, com média 0,11 ± 0,033 segundos, tendo seu máximo em
0,189 segundos.

Fica evidenciado que utilizar todos os keyframes acarreta em um atraso no
processo de exploração devido ao tempo de processamento, que tende a crescer con-
forme o mapa global aumenta. Assim, como o processo de exploração demanda
decisões online, a manutenção de um mapa voumétrico local usando todos os key-
frames se torna proibitiva. Por isso, utilizar uma quantidade κ de keyframes, é
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Figura 4.1: Comparativo do tempo de execução para gerar o mapa local utilizando
30 keyframes e todos keyframes. Em azul o número de keyframes no mapa global e
em vermelho o tempo de execução.

uma solução interessante que mantém o tempo de processamento dentro de uma
margem conhecida, independente do tamanho do mapa global. Quanto maior for κ,
mais informação será utilizada, porém, mais tempo será gasto na geração do mapa.
É importante relembrar que o mapa não será gerado necessariamente com ape-
nas κ keyframes, mas sim com um valor levemente maior ou igual a κ, conforme
descrito na Seção 3.2.

4.2 Exploração em ambiente simples

A utilização das linhas de visão para gerar mapas locais e assim explorar um
ambiente foi avaliada, inicialmente, utilizando um ambiente simples, contendo ape-
nas uma sala. Neste experimento, as imagens foram capturadas com uma câmera
modelo Logitech C2701 e o processamento foi realizado em um notebook Samsung
Expert X512, equipado com 8GB de memória RAM e um processador Intel Core i7-
7500U 2.70GHz. Nestes primeiros testes para avaliar a proposta, o método não foi
aplicado diretamente sobre um VANT autônomo situado em um ambiente indoor,
reduzindo-se assim os riscos e a complexidade do processo experimental. Como o
objetivo principal era validar o funcionamento da estratégia de exploração, a movi-
mentação da câmera foi realizada por uma pessoa, respeitando as ações indicadas

1http://www.logitech.com/product/hd-webcam-c270
2http://www.samsung.com/br/pc/notebook-expert-x51-np500r5m-xw2br
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pelo sistema de decisão. A tela vista pelo operador da câmera é apresentada na Fi-
gura 4.2. Nesta, apenas o mapa global e o caminho no mapa local são demonstrados,
evitando despender recursos para desenhar o mapa local por completo.

Figura 4.2: Tela vista pelo operador. A esquerda, na parte superior, um menu
contendo diversas configurações e, na parte inferior, o estado da exploração. Ao
centro/direita está o mapa global, o caminho em azul, o voxel destino em verde e
o voxel em que a câmera se encontra em preto. As linhas azuis apontam a direção
em que a câmera deve olhar, enquanto a linha vermelha aponta a direção em que a
câmera está olhando.

O operador da câmera deve observar alguns indicativos de movimento dis-
poníveis no sistema de exploração durante a navegação. Quando o estado da ex-
ploração for Olhar ao Redor, o movimento deve ser feito com um certo balanço,
evitando girar sobre o eixo da câmera, pois rotações puras são ruins para SLAMs
Monoculares (MOSTEGEL, 2013). Durante a navegação, se o ORB-SLAM perder
a estimativa sobre a pose da câmera, o operador deve voltar para a última pose em
que a estimativa era conhecida.

O ambiente foi preparado para facilitar o funcionamento do ORB-SLAM, com
a inserção de diversas marcações nas regiões sem saliência já que este SLAM depende
de features e seu ponto fraco são as regiões homogêneas. A Figura 4.3 apresenta fotos
do ambiente explorado. Foram realizadas quatro execuções de exploração no ambi-
ente, denominadas: Lab-R1, Lab-R2, Lab-R3 e Lab-R4 3. Cada execução foi realizada

3Vídeos: Lab-R1 , Lab-R2 , Lab-R3 e Lab-R4 .

https://youtu.be/pvOPs84W3YA
https://youtu.be/vyDZ6hC4tHU
https://youtu.be/s0oqaWKXBvY
https://youtu.be/iXmpJi8oszY
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até a exploração estar completa, ou o ORB-SLAM falhar. O experimento Lab-R1
foi executado com sucesso até o final, diferente dos experimentos Lab-R2 e Lab-R3,
que foram finalizados pois o ORB-SLAM estimou pontos do mapa em posições tão
incorretas que perdeu a capacidade de detectar o movimento realizado pela câmera.
O experimento Lab-R4 foi encerrado no momento em que a exploração definiu como
a próxima região a ser explorada um voxel que se encontrava fora do perímetro real
do ambiente. Isso ocorreu devido a pontos ruidosos presentes no mapa global que
estavam erroneamente posicionados fora do perímetro.

Figura 4.3: Fotos da sala utilizada nos experimentos em ambiente simples.

4.2.1 Mapas gerados

O resultado esperado, após um processo de exploração, é um mapa com-
pleto do ambiente. No entanto, não é possível analisar, de forma quantitativa, a
completude de mapas esparsos, pois regiões de baixa saliência visual permanecerão
desconhecidas e não existirão no mapa. Portanto, considera-se um mapa completo
aquele que contemple o máximo possível de informação sobre o ambiente.

A Figura 4.4 apresenta o mapa final gerado nos quatro experimentos de explo-
ração, sobrepostos pela planta baixa do ambiente. É possível observar que os mapas
gerados representam o ambiente de forma satisfatória. Na Figura 4.4(a), observa-se
o mapa gerado pelo experimento Lab-R1, que apesar de completo, detalha pouco as
formas dos objetos. Este foi o experimento mais curto dos quatro, o que explica o
menor detalhamento do ambiente. Na Figura 4.4(b) e Figura 4.4(d) observa-se os
mapas gerados nos experimentos Lab-R2 e Lab-R4, respectivamente. Apesar dos
mapas estarem mais detalhados, estes contêm uma quantidade maior de ruído fora
dos limites reais do ambiente. Não seria possível visitar os que estão mais distantes,
o que impede a exploração de prosseguir corretamente. Na Figura 4.4(c) é possível
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observar o mapa mais distorcido dentre os quatro, gerado no experimento Lab-R3.
Essas variações obtidas no mapa final dependem de diversos fatores, dentre eles a
trajetória desenvolvida pelo robô, conforme mostrado a seguir.

Figura 4.4: Mapas gerados nos quatro experimentos realizados em um ambiente
simples, contendo apenas uma sala. A linha tracejada em azul representa as paredes
da sala, ignorando os móveis internos. Em preto, os pontos visitados e, por último,
os pontos em vermelho correspondem aos pontos abertos.

(a) Lab-R1 (b) Lab-R2

(c) Lab-R3 (d) Lab-R4

4.2.2 Trajetória

Os mapas finais dos quatro experimentos diferem entre si, pois foram gerados
utilizando diferentes trajetórias. A cada execução, pequenos detalhes iniciais como
a pose inicial da câmera e a inicialização do mapa geram diferentes resultados nas
decisões do planejador. Como não possuímos um ground truth da trajetória para
comparação, será utilizado a trajetória em keyframes gerada pelo próprio ORB-
SLAM durante as execuções. Esta trajetória apresenta apenas a pose dos keyframes



70

que compõem o mapa ao final da exploração, ordenados pela sua ordem de inser-
ção. Não é armazenado o deslocamento realizado pela câmera entre a obtenção
destes keyframes.

As Figuras 4.5 e 4.6 apresentam uma comparação entre os experimentos.
Cada linha destas figuras corresponde a um experimento e cada coluna a um instante
de tempo. Assim, é possível observar as diferenças nas trajetórias ao longo da
exploração. Os experimentos Lab-R1 e Lab-R2, apresentados na Figura 4.5, iniciam
em poses similares, porém, após 20 segundos de exploração, já encontram-se em
situações distintas. O mesmo comportamento é observado nos experimentos Lab-R3
e Lab-R4, apresentados na Figura 4.6.

Figura 4.5: Trajetória dos keyframes nos experimentos Lab-R1 e Lab-R2. Cada
linha corresponde a um experimento e cada coluna a um instante de tempo. Os
pontos são os keyframe já visitados. As linhas são apenas um guia para a sequência
de passos, não representando o real deslocamento realizado. Em azul o keyframe
mais atual e a direção em que ele olha.

(a) Lab-R1 aos 20 segundos. (b) Lab-R1 aos 90 segundos. (c) Lab-R1 ao final.

(d) Lab-R2 aos 20 segundos. (e) Lab-R2 aos 90 segundos. (f) Lab-R2 ao final.

4.2.3 Critério de parada

Um ponto importante para a exploração é a capacidade de determinar quando
o ambiente foi completamente explorado, para então encerrar o processo. Para o sis-
tema de exploração proposto, o critério de parada está relacionado com a quantidade
de keyframes abertos, sendo o encerramento determinado quando todos keyframes
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Figura 4.6: Trajetória dos keyframes nos experimentos Lab-R3 e Lab-R4. Cada
linha corresponde a um experimento e cada coluna a um instante de tempo. Os
pontos são os keyframe já visitados. As linhas são apenas um guia para a sequência
de passos, não representando o real deslocamento realizado. Em azul o keyframe
mais atual e a direção em que ele olha.

(a) Lab-R3 aos 20 segundos. (b) Lab-R3 aos 90 segundos. (c) Lab-R3 ao final.

(d) Lab-R4 aos 20 segundos. (e) Lab-R4 aos 90 segundos. (f) Lab-R4 ao final.

estiverem fechados. Para que um keyframe seja considerado fechado, é necessário
que, no mínimo, 80% dos pontos que ele observa sejam visitados, o que acontece
quando a câmera se aproxima destes pontos. Se esta porcentagem não for atingida,
o keyframe é dito aberto e ainda é necessário executar o sistema de exploração.
Esta margem busca lidar com o ruído presente no mapa, conforme observado na
Figura 4.4, permitindo que o processo encerre mesmo que alguns pontos não sejam
visitados, o que acontece com os pontos outliers que são inseridos do lado externo
das paredes. Porém, a margem não deve ser tão grande que encerre o processo antes
do ambiente estar completamente explorado.

A Figura 4.7 apresenta a quantidade total de keyframes e quantos estão aber-
tos. Na Figura 4.7(a), é mostrado o experimento Lab-R1, que foi o único experimento
a finalizar através do critério de parada. O experimento Lab-R2, apresentado na Fi-
gura 4.7(b), chegou próximo de encerrar, tendo apenas quatro keyframes abertos do
instante 617 a 638 segundos. Na Figura 4.7(c), observa-se o experimento Lab-R3,
que chegou a ter apenas seis keyframes abertos entre 314 e 328 segundos. Este ex-
perimento novamente chegou próximo do final aos 392 segundos, possuindo apenas
três keyframes abertos. Por fim, na Figura 4.7(d), observa-se o experimento Lab-R4,



72

que chegou a ter apenas um keyframe aberto entre 307 e 344 segundos.

Figura 4.7: Evolução na quantidade de keyframes totais e abertos.

(a) Lab-R1 (b) Lab-R2

(c) Lab-R3 (d) Lab-R4

Os testes Lab-R2, Lab-R3 e Lab-R4 aproximaram-se do necessário para o
critério de parada decidir encerrar a exploração, porém, seguiram adiante pois no-
vos pontos surgiram. Na sequência, o ORB-SLAM acabou falhando e impedindo
que os novos pontos fossem visitados e a exploração encerrasse. Em um primeiro
momento, a ideia de aumentar o percentual mínimo de pontos não visitados para
definir um keyframe como aberto pode parecer interessante. Porém, observa-se que
no experimento Lab-R4, aos 74 e 168 segundos, apenas dois keyframes estavam aber-
tos, quase encerrando, precocemente, o processo de exploração. Isso demonstra que
uma margem maior pode ocasionar o encerramento da exploração antes do ambiente
estar completamente explorado.

É importante destacar que o critério de parada proposto utiliza o percentual
de pontos abertos sobre os pontos que cada keyframe observa e não sobre o total
de pontos do mapa global. Isso justifica-se pois se fosse utilizado um percentual
sobre o total, assim que o mapa crescesse a exploração acabaria sendo encerrada
pela quantidade de pontos fechados, ignorando o fato de existir uma região com
uma concentração de pontos abertos. A Figura 4.8 apresenta a quantidade total
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de pontos, assim como quantos encontram-se abertos, ao longo dos experimentos.
Observa-se, em todos os casos, que a quantidade de pontos abertos mantém-se baixa
mesmo com o aumento na quantidade total ao longo da exploração.

Figura 4.8: Evolução na quantidade de pontos totais e abertos (i.e. não visitados).

(a) Lab-R1 (b) Lab-R2

(c) Lab-R3 (d) Lab-R4

4.2.4 Tempo de processamento

A abordagem proposta utiliza mapas locais visando reduzir o tempo de pro-
cessamento, permitindo que a aplicação seja executada online. As tarefas mais
complexas dessa abordagem são: gerar o mapa local, planejar a próxima ação e
definir o caminho no mapa local. A Tabela 4.2 apresenta o tempo de processamento
médio destas três tarefas nos quatro experimentos. É possível observar que os expe-
rimentos obtiveram resultados similares. O experimento Lab-R1 apresenta a menor
média tanto para geração do mapa local, quanto para o planejamento. Nele, devido
a inicialização, cada voxel acabou representando um volume maior do ambiente, o
que simplificou parte das tarefas. Além disso, é o experimento com menor dura-
ção, sendo completado com 124 segundos, enquanto que Lab-R2, Lab-R3 e Lab-R4
encerraram aos 821, 442 e 558 segundos, respectivamente.
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Tabela 4.2: Tempo de processamento das tarefas mais complexas.

Experimento
Tempo em Milissegundos

Mapa Local Planejador Caminho
Média D. P. Média D. P. Média D. P.

Lab-R1 97 32 145 56 67 13
Lab-R2 125 33 197 43 64 15
Lab-R3 131 41 202 47 60 13
Lab-R4 137 44 208 57 69 22

O planejamento no experimento Lab-R4 levou, em média, 208 ± 57 milisse-
gundos para decidir a próxima ação, sendo esta a maior média dentre os experimen-
tos. É importante ressaltar que o tempo necessário para gerar o caminho encontra-se
incluído no cálculo do tempo de planejamento, pois gerar caminhos é uma subtarefa
solicitada pelo planejador. Seria necessário, então, menos de meio segundo para
gerar o mapa local e planejar a próxima ação. Isto permite que o robô, assim que
complete o objetivo atual, defina rapidamente o próximo objetivo, evitando ficar
parado aguardando o processamento.

4.3 Exploração em ambiente com múltiplas salas

Para analisar a capacidade do método de explorar ambientes mais desafia-
dores, foram realizados experimentos em um ambiente com múltiplas salas. Nestes,
as imagens foram capturadas utilizando a mesma câmera modelo Logitech C270
e o processamento foi realizado em um notebook Dell Vostro 3550 equipado com
4GB de memória RAM e um processador Intel Core i5-2410M 2.30GHz. A câmera
foi movimentada por uma pessoa, seguindo o mesmo procedimento apresentado na
Seção 4.2.

O ambiente foi preparado inserindo diversas marcações nas regiões sem saliên-
cia, a Figura 4.9 apresenta o mapa e fotos do ambiente explorado. Foram realizadas
três rodadas de exploração no ambiente, denominadas: Multi-R1, Multi-R2 e Multi-
R3 4. Durante os três experimentos o método guiou o movimento da câmera pelas
diferentes sala, mas não completou a exploração adequadamente de acordo com o
critério de parada. Nos três casos, o processo foi interrompido após o ORB-SLAM
não conseguir estimar corretamente o movimento do robô, ou criar novos pontos do
mapa. Por isso, não foi possível analisar a eficácia do critério de parada.

4Vídeos: Multi-R1 , Multi-R2 e Multi-R3 .

https://youtu.be/dBNV_N7bfYw
https://youtu.be/L3ceY1xE0kc
https://youtu.be/Y2g47-ynLFI
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Figura 4.9: Planta baixa do ambiente em (a). Fotos do ambiente em (b), (c) e (d),
obtidas através das poses destacadas na planta baixa.

(a) Planta baixa do ambiente. (b) Foto obtida na pose marcada em (a) na
cor azul.

(c) Foto obtida na pose marcada em (a) na
cor vermelha.

(d) Foto obtida na pose marcada em (a) na
cor verde.

Durante toda execução, os experimentos foram comprometidos pelo desem-
penho abaixo do esperado do ORB-SLAM. Este desempenho é diretamente influen-
ciado pela qualidade de câmera, uma vez que é necessário extrair e casar features do
ambiente através das imagens. No decorrer da exploração, em diversos momentos,
o SLAM não foi capaz de casar corretamente as features, consequentemente não
incluindo novos pontos no mapa, acarretando na perda da localização. Devido a
estes problemas, os mapas estimados, apresentados na Figura 4.10, também tive-
ram sua qualidade comprometida. Os três mapas ficaram bastante deformados não
representando corretamente o ambiente. Ainda, no caso dos experimentos Multi-R2
e Multi-R3, os mapas estão incompletos pois, o ORB-SLAM falhou antes de todas
as salas serem exploradas.

Apesar dos mapas ruins, a exploração mostrou-se capaz de navegar entre
as salas do ambiente. A Figura 4.11 apresenta a trajetória do experimento Multi-
R1. O desenho desta trajetória foi reconstruído manualmente, uma vez que não
possuímos o ground truth. Observa-se, na Figura 4.11(a) que a exploração iniciou
navegando pela sala superior direita, e depois dirigiu-se a sala inferior direita. Na
Figura 4.11(b), a segunda sala foi explorada e a câmera retornou para a primeira
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Figura 4.10: Mapas gerados no ambiente com múltiplas salas. Em preto os pontos
visitados, em vermelho os pontos não visitados, em azul e cinza os keyframes abertos
e fechados, respectivamente. Em verde, a conexão entre os keyframes e seus melhores
vizinhos.

(a) Multi-R1 (b) Multi-R2 (c) Multi-R3

sala. Na Figura 4.11(c) a sala restante, à esquerda, está sendo explorada. Por fim,
na Figura 4.11(d) observa-se a câmera retornando para a sala inicial, após explorar
as três salas do ambiente. Este experimentos demonstram que, apesar da baixa
qualidade na informação gerada pelo ORB-SLAM, a exploração permanece capaz
de navegar por todo ambiente. Observa-se no mapa final, apresentado em na Fi-
gura 4.10(a), que uma grande quantidade de pontos não visitados (em vermelho) são
ruído e estão em pontos inalcançáveis do ambiente, o que provavelmente impediria
a exploração de finalizar corretamente.

Uma amostra das trajetórias nos experimentos Multi-R2 e Multi-R3 é apre-
sentada na Figura 4.12. É possível observar, novamente, que a trajetória entre os
experimentos varia, devido a pose inicial e a inicialização do mapa. Na Figura 4.12(a)
e Figura 4.12(c) observa-se a trajetória após cinco minutos de exploração de Multi-
R2 e Multi-R3, respectivamente. Enquanto Multi-R2 ainda explorava a primeira
sala, Multi-R3 já encontrava-se na segunda sala. Na Figura 4.12(b) e Figura 4.12(d)
observa-se a trajetória após dez minutos, com cada experimento explorando uma sala
diferente. Estes experimentos foram encerrados antes de explorarem todas as salas
do ambiente, devido ao desempenho baixo do SLAM, porém, é possível observar que
eles estavam navegando entre estas.



77

Figura 4.11: Trajetória, em azul, do experimento Multi-R1 em diferentes instantes
de tempo. A seta não representa a direção em que a câmera está olhando e deve ser
utilizada apenas para compreender a sequência de passos.

(a) Multi-R1 aos 5 minutos. (b) Multi-R1 aos 10 minutos.

(c) Multi-R1 aos 15 minutos. (d) Multi-R1 aos 20 minutos.

Figura 4.12: Trajetória, em azul, do experimento Multi-R2, em (a) e (b), e do
experimento Multi-R3, em (c) e (d). A seta não representa a direção em que a
câmera está olhando e deve ser utilizada para compreender a sequência de passos.

(a) Multi-R2 aos 5 minutos. (b) Multi-R2 aos 10 minutos.

(c) Multi-R3 aos 5 minutos. (d) Multi-R3 aos 10 minutos.
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5 CONCLUSÃO

Neste trabalho, foi proposta uma estratégia de exploração monocular 3D
utilizando SLAM monocular. Estes métodos de SLAM geram mapas esparsos ou
semi-densos, geralmente representados por nuvens de pontos, que não são adequadas
para exploração e navegação. Para lidar com estes mapas, propõe-se a geração de
mapas volumétricos locais a partir da nuvem de pontos, utilizando as linhas de
visão para estimar a região livre. Sobre este mapa local são definidos os objetivos
da exploração. Caso não exista um objetivo local, um objetivo global é definido.
A proposta foi executada por meio de testes em um ambiente simples, com apenas
uma sala, e um ambiente mais complexo, composto por diversas salas.

Inicialmente, testou-se a necessidade de utilizar apenas parte dos keyframes
para gerar o mapa local. Observou-se que a utilização de todos os keyframes impede
o sistema de escalar juntamente com o mapa, pois quanto maior o mapa global, mais
tempo é necessário para o processamento. Assim, definiu-se que utilizar apenas um
conjunto reduzido de keyframes permite que o sistema opere também em ambientes
grandes e mais estruturados sem consumir muito tempo de processamento.

Em seguida, quatro experimentos com o sistema de exploração completo fo-
ram realizados em um ambiente simples (i.e. apenas uma sala). De início, analisou-se
os mapas gerados, observando que apesar de deformações e da presença de ruído,
estes representavam bem o ambiente. Então, analisou-se as trajetórias de cada ex-
perimento, observando que devido a variação na pose inicial e na inicialização do
mapa, cada experimento desloca-se pelo ambiente de maneira diferente, gerando
assim, mapas diferentes. Em seguida, foi analisado o critério de parada proposto.
Apenas em um experimento este efetivamente encerrou a exploração, sendo que nos
outros três foi necessário encerrar o sistema por falha do ORB-SLAM. Porém, foi
possível observar que o critério é capaz de determinar que a exploração está com-
pleta, dado os critérios definidos, desde que o SLAM funcione por tempo suficiente.
Também, observou-se que utilizar um percentual de pontos não visitados menos
rígido pode acarretar no encerramento precoce da exploração. Por fim, o tempo
necessário para processar as tarefas complexas foi analisado, concluindo que, dado
o hardware utilizado, é possível realizar todo ciclo de tomada de decisão em menos
de meio segundo, evitando que o robô fique parado aguardando.

Um último experimento foi realizado para observar o comportamento da es-
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tratégia de exploração em um ambiente com múltiplas salas. Através das trajetórias
obtidas nas três rodadas de exploração deste experimento, observa-se que a explo-
ração é capaz de navegar entre as salas do ambiente, levando o robô a mapeá-lo por
completo. Infelizmente, os resultados do ORB-SLAM foram abaixo do esperado,
não sendo possível realizar uma análise sobre o critério de parada.

De maneira geral, os resultados obtidos foram satisfatórios, demonstrando
que a estratégia consegue deslocar o robô pelo ambiente em segurança, descobrindo
novas regiões a serem exploradas. Um problema nos experimentos foi a qualidade
do ORB-SLAM, que está diretamente associada com a qualidade das imagens cap-
turadas. A baixa qualidade nos mapas gerados prejudicou o processo de exploração,
impedindo-o de prosseguir até encerrar. Além disso, em diversos momentos a difi-
culdade do ORB-SLAM em mapear determinadas regiões fez com que ele perdesse
a estimativa sobre a pose do robô.

Ao analisar os trabalhos relacionados, que já foram discutidos na Seção 2.6, é
possível observar algumas vantagens da abordagem proposta nesta dissertação. No
trabalho de Stumberg et al. (2017), é necessário gerar um mapa volumétrico global,
através de um processo que demora e faz o VANT ficar pairando no ar até que
mapa seja gerado. Isto não é necessário em nossa abordagem, devido a utilização
de mapas locais. Já o trabalho de Mostegel, Wendel e Bischof (2014) propõe uma
forma interessante de evitar que o VANT perca a estimativa de sua pose. Porém, esta
não é realmente uma exploração, pois é necessário pré-definir um objetivo global.
Nossa proposta não necessita de objetivos pré-definidos e determina como continuar
explorando a cada iteração. Por fim, o trabalho de Palazzolo e Stachniss (2017)
assume a existência de uma bounding box livre para navegar ao redor do objeto a
ser mapeado. Além disso, define poses para que o robô sempre olhe para o centro
desta bounding box. Isso impede a exploração de ser executada em ambiente internos
e complexos. Nossa abordagem, por outra lado, permite explorar qualquer tipo de
ambiente, estimando em tempo de execução as áreas livres para navegar.

Apesar de termos uma prova de conceito para a estratégia de exploração
proposta, existem pontos em abertos e possibilidades de melhora. O impacto de
cada um dos parâmetros do sistema, apresentados na Tabela 4.1, não foi avaliado
individualmente e uma configuração paramétrica diferente pode obter melhores re-
sultados. Outro ponto que deve ser analisado em detalhes é o cálculo da atratividade
de um voxel utilizando uma vizinhança. É possível que este não proporcione um
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ganho que compense seu custo. Se este for o caso, o cálculo pode ser simplificado
considerando apenas o próprio voxel.

Uma questão importante a ser desenvolvida é a inicialização da escala. Neste
trabalho, um valor de escala foi obtido empiricamente. Porém, é necessário utilizar
alguma técnica para estimá-lo. No entanto, para tal, é necessário utilizar algum
outro sensor além da câmera. Além desta questão, outro ponto não abordado é
como lidar com uma situação em que o mapa local seja pequeno de mais para
englobar um keyframe e alguns de seus pontos abertos. Apesar de pouco provável,
neste caso, não seria possível gerar um caminho para estes pontos. Na proposta
atual, o sistema não possui ferramentas para lidar com essa situação.

Apesar de simples e funcional, a definição da direção para qual o robô deve
olhar, apresentado na Seção 3.5, mostrou-se um pouco limitada. Em diversos mo-
mentos dos experimento, a câmera acabou olhando em direção a uma parede muito
próxima a ela, limitando seu campo de visão. É necessário um estudo de outras
formas de definir esta direção, talvez baseando-se em ideias como as do trabalho
de Palazzolo e Stachniss (2017), que utiliza uma função de ganho. Seria possível
utilizar uma função de ganho para olhar na direção com mais espaço livre, ou algo
do gênero, evitando focar em objetos próximos. Outra desvantagem observada na
abordagem proposta para definir a orientação é associar, inicialmente, a direção em
que a câmera deve olhar com cada passo do caminho. Nos momentos em que o
SLAM não é capaz de gerar novos pontos do mapa, continuar mudando a orientação
pode causar a perda da estimativa da pose. Uma solução seria analisar a qualidade
de localização na imagem, como proposto por Mostegel, Wendel e Bischof (2014).
Porém, isso torna o método mais acoplado ao SLAM escolhido.

A câmera foi movida por um operador humano nos testes realizados. É
necessário testar essa abordagem utilizando um robô, preferencialmente um VANT,
pela sua capacidade de movimentação. Para tal, as correções acima citadas devem
ser realizadas, permitindo que o mesmo voe com mais segurança. É interessante,
também, realizar alguns testes utilizando outro SLAM monocular, como o PTAM
ou o LSD-SLAM.
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