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RESUMO

Seres humanos são capazes de desenvolver complexas estruturas de conhecimento que

podem ser utilizadas de modo flexível para lidar com o ambiente de maneira apropriada.

Estas estruturas de conhecimento constituem um núcleo que suporta processos cognitivos,

tais como a percepção, a categorização, o planejamento, etc. A Inteligência Artificial, en-

quanto área de investigação, ocupa-se de desenvolver meios que viabilizem a reprodução

destas capacidades cognitivas em agentes artificiais. Por este motivo, a investigação de

abordagens que permitam a representação de conhecimento de um modo flexível se revela

altamente relevante.

Com o objetivo de superar algumas das limitações típicas da teoria clássica, que é ado-

tada por várias abordagens propostas na Inteligência Artificial, este trabalho propõe um

arcabouço cognitivamente inspirado para representação de conhecimento e raciocínio que

integra aspectos de três diferentes teorias cognitivas a respeito de como conceitos são re-

presentados na cognição humana: teoria clássica, teoria do protótipo e teoria do exem-

plar. O arcabouço resultante é capaz de suportar a composicionalidade, a tipicalidade,

a representação de instâncias atípicas dos conceitos, e a representação da variabilidade

de indivíduos classificados por cada conceito. Consequentemente, o arcabouço proposto

também suporta raciocínio lógico e baseado em similaridade.

As principais contribuições deste trabalho são a concepção teórica e a formalização de

um arcabouço cognitivamente inspirado para representação de conhecimento e raciocínio.

Uma outra contribuição deste trabalho é uma abordagem de raciocínio para classificação

que utiliza a abordagem de representação de conhecimento proposta. Além disso, este

trabalho também apresenta duas abordagens para seleção de exemplares representativos

de cada conceito e uma abordagem para extração de protótipos de conceitos.

Nesta tese também é apresentado um sistema para interpretação automática de processos

deposicionais que adota o arcabouço proposto. Experimentos realizados em uma tarefa de

classificação sugerem que o arcabouço proposto é capaz de oferecer classificações mais

informativas que as oferecidas por uma abordagem puramente clássica.

Palavras-chave: Representação de conhecimento e raciocínio. Abordagem híbrida para

representação de conhecimento. Abordagem híbrida para raciocínio. Similaridade. Abor-

dagens para seleção de instâncias.





ABSTRACT

Human beings can develop complex knowledge structures that can be used for dealing

with the environment in suitable ways. These knowledge structures constitute a core that

supports several cognitive processes, such as perception, categorization, planning, etc.

The Artificial Intelligence, as a research field, aims at developing approaches for mim-

icking these cognitive capabilities in machines. Due to this, it is important to investigate

approaches that allow representing the knowledge in flexible ways.

In order to overcome some limitations of the classical theory of knowledge representa-

tion, which is adopted by several approaches proposed in the Artificial Intelligence field,

this work proposes a cognitively-inspired framework for knowledge representation and

reasoning which integrates aspects from three different cognitive theories about concept

representation in the human cognition: classical theory, prototype theory and exemplar

theory. The resulting framework can support compositionality, typicality, representation

of atypical instances of concepts, and representation of the variability of the individuals

classified by each concept. Consequently, the proposed framework also supports logical

reasoning and similarity-based reasoning.

The main contributions of this work are the formalization of a cognitively-inspired frame-

work for knowledge representation and reasoning, two approaches for selecting repre-

sentative exemplars of each concept and an approach of reasoning for classification that

integrates logical reasoning and similarity-based reasoning and that is supported by defi-

nitions, prototypes and exemplars of concepts.

This thesis also presents a system for automatic interpretation of depositional processes

application that adopts the proposed framework. The experiments, which were performed

on a classification task, suggest that the proposed framework provides classifications that

are more informative than the ones provided by a classical approach.

Keywords: knowledge representation and reasoning, instance-based classification, in-

stance selection approaches.
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1 INTRODUÇÃO

Nesta tese, é proposto um arcabouço híbrido para representação de conhecimento
e raciocínio. Nas próximas seções serão apresentados o contexto em que esta tese se
insere, as motivações, as hipóteses e objetivos, os resultados alcançados e a estrutura
geral da tese.

1.1 Contexto

É notória a capacidade que o ser humano possui de processar o constante fluxo de
estímulos não estruturados que chegam do ambiente a sua volta através dos sentidos, ge-
rando conhecimento estruturado, que pode ser utilizado de modo flexível para lidar com
o ambiente da maneira apropriada. Estas estruturas de conhecimento constituem a base
que suporta processos cognitivos realizados por seres humanos, tais como a percepção,
a categorização, o planejamento, etc. A Inteligência Artificial, enquanto área de inves-
tigação, ocupa-se de desenvolver meios que viabilizem a reprodução destas capacidades
cognitivas em máquinas. Por este motivo, a investigação de abordagens que permitam a
representação de conhecimento de um modo flexível se revela altamente relevante.

Em geral, assume-se que o conhecimento, em um nível abstrato, é constituído por
unidades denominadas conceitos e por relações entre conceitos (MURPHY, 2002). No
entanto, a natureza da noção de conceito ainda está em debate nas ciências cognitivas,
apesar do protagonismo que esta noção exerce nos estudos da área (PICCININI; SCOTT,
2006; WEISKOPF, 2009; GONNERMAN; WEINBERG, 2010; KEIL, 2010; SCARAN-
TINO, 2010; VICENTE; MANRIQUE, 2014). De acordo com (MURPHY, 2002), atual-
mente, existem diversas teorias a respeito do que são os conceitos. Dentre estas teorias, a
chamada teoria clássica é uma das mais intuitivas, de modo que costuma ser adotada em
concepções ingênuas a respeito da cognição. Esta teoria remete à concepção aristotélica
a respeito dos conceitos e afirma que conceitos são definições, estabelecidas em termos
de condições necessárias e suficientes que as entidades devem atender para serem consi-
derados instâncias dos conceitos. Entre as principais vantagens desta teoria, está o fato
de que ela oferece um suporte direto para raciocínio lógico e para a composicionalidade

(capacidade que permite definir o significado de conceitos em termos dos significados de
outros conceitos).

No entanto, estudos realizados pelas ciências cognitivas, tais como os apresen-
tados em (ROSCH, 1973; ROSCH; MERVIS, 1975; ROSCH, 1975b; ROSCH, 1975a;
ROSCH; SIMPSON; MILLER, 1976; ROSCH, 1978), vêm levantando diversas objeções
à adoção desta concepção como uma teoria a respeito da natureza dos conceitos. Por
exemplo, para a maior parte dos conceitos, encontrar condições necessárias e suficientes



18

é uma tarefa não trivial. Além disso, em geral, estudos (ROSCH; SIMPSON; MILLER,
1976) sugerem que os seres humanos tendem a considerar algumas instâncias de um con-
ceito mais típicas que outras e que tendem a raciocinar com base em informações típicas.
Este tipo de comportamento, relacionado à noção de tipicalidade, não é explicada pela
teoria clássica. Outras fontes de evidência (CANTOR et al., 1980) também sugerem que
seres humanos são capazes de realizar classificação de novos objetos com base na simi-
laridade destes objetos com objetos previamente conhecidos ou com protótipos (objetos
ideais de uma determinada categoria). No entanto, a concepção clássica também não
oferece uma boa base para classificação com base em similaridades.

Devido às dificuldades encontradas pela teoria clássica em lidar com diversos
fenômenos cognitivos, teorias alternativas à teoria clássica vêm sendo propostas nas ci-
ências cognitivas (MURPHY, 2002). Por exemplo, a teoria do protótipo estabelece que
cada conceito é representado por um ou mais protótipos e que a classificação de um novo
objeto ocorre com base na similaridade entre o objeto e os protótipos dos conceitos. Já a
teoria do exemplar estabelece que cada conceito é representado por um conjunto de ob-
jetos que exemplificam este conceito e que a classificação de um novo objeto é suportada
pela similaridade entre o objeto e os exemplares dos conceitos. No entanto, nenhuma das
teorias propostas têm se mostrado capaz de explicar a ampla gama de fenômenos cogniti-
vos e de capacidades que os conceitos devem ser capazes de suportar. Propostas recentes
sinalizam na direção de teorias híbridas, que concebem conceitos como entidades que
integram diferentes tipos de informações.

Neste contexto, é interessante notar que a concepção clássica do conceito é adotada
em muitas abordagens amplamente utilizadas na Inteligência Artificial. Em particular,
muitos dos formalismos de representação de conhecimento utilizados atualmente (como
lógicas de descrição e OWL) adotam esta concepção (GÄRDENFORS, 2004c). Devido
a isto, apesar destes formalismos herdarem muitas das vantagens da concepção clássica
dos conceitos, eles também herdam muitas das limitações desta concepção. Isto sugere
que, apesar das abordagens clássicas suportarem com sucesso aspectos importantes da
cognição, tais como o raciocínio lógico, tais abordagens não são suficientes para viabilizar
processos com flexibilidade similar aos processos cognitivos humanos.

Do ponto de vista pragmático, as características do paradigma clássico limitam
as possibilidades de inferências que as abordagens computacionais de representação de
conhecimento são capazes de realizar. Por exemplo, uma vez que para um indivíduo i
ser classificado em um determinado conceito c, é necessário que ele satisfaça todas as
condições necessárias e suficientes de c, caso a descrição de i seja imperfeita (isto é,
caso não sejam informadas todos os atributos e relações necessários para i atender às
condições de c), não é possível inferir que i é instância de c. No entanto, cenários em que
a descrição dos indivíduos é imperfeita são muito comuns em problemas reais. Isto ocorre,
por exemplo, em cenários nos quais os indivíduos devem ser caracterizados diretamente
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por meio de medidas de sensores, como em sistemas de visão computacional. Além
disso, uma abordagem baseada no paradigma clássico também não é capaz de inferir que
i é instância de c em casos em que a definição de c não está completamente especificada.
No entanto, conforme discutido em (PRESTES et al., 2013), em geral, a maior parte
dos conceitos em modelos de conhecimento clássicos são definidos apenas em termos
de condições necessárias. Em cenários como esses, abordagens baseadas na concepção
clássica dos conceitos não são capazes de realizar inferências informativas.

1.2 Motivação

Nas últimas décadas, tem havido um aumento acelerado da quantidade de da-
dos produzidos e disponibilizados para uso. Isto se deve a diversos fatores, tais como
o aumento da capacidade de processamento e armazenamento, o aperfeiçoamento das
tecnologias de redes e comunicação de dados, a popularização de plataformas sociais
de publicação e compartilhamento de dados, a popularização de dispositivos capazes de
coletar dados (como os smartphones), adoção em larga escala de sensores remotos, etc
(CHE; SAFRAN; PENG, 2013; KAISLER et al., 2013; KATAL; WAZID; GOUDAR,
2013; CHEN; MAO; LIU, 2014; HASHEM et al., 2015). Além do volume de dados de-
safiar a capacidade analítica disponível, muitos desses dados são incompletos e ruidosos.
Tal cenário demanda soluções automatizadas para análise e classificação de dados em
larga escala. Tais soluções devem necessariamente ser robustas, resilientes e flexíveis,
para produzir interpretações inteligentes desses dados, que sejam significativas para os
especialistas humanos.

Além disso, a própria promessa da Web Semântica (BERNERS-LEE et al., 2001;
SHADBOLT; BERNERS-LEE; HALL, 2006), bem como a própria atividade de busca de
informações na web (SIEG; MOBASHER; BURKE, 2007; KASNECI et al., 2008), colo-
cam a necessidade de soluções versáteis para representação de conhecimento e raciocínio.
Em (GÄRDENFORS, 2004c), argumenta-se que a noção de web semântica, tal como foi
originalmente proposta, herda diversas limitações típicas das abordagens de representação
que seguem o paradigma clássico. Entre tais limitações, pode-se destacar, por exemplo, a
impossibilidade de se classificar objetos com descrição imperfeita (em que nem todos os
atributos são descritos) ou quando nem todos os conceitos são completamente definidos
em termos de condições necessárias e suficientes (LIETO, 2012).

Do mesmo modo, na área da robótica, tem havido um aumento da complexidade
dos comportamentos dos robôs, em diferentes tipos de tarefas, que incluem desde coleta
de dados, até vigilância e resgate. Tais tarefas envolvem uma capacidade crescente de
cooperação entre robôs e entre robôs e humanos, bem como flexibilidade e adaptação
para lidar com um ambiente dinâmico (BAYAT et al., 2016). Tais objetivos demandam
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a capacidade de representação de conhecimento complexo (TENORTH; BEETZ, 2009;
PRESTES et al., 2013; CARBONERA et al., 2013; JORGE et al., 2015; FIORINI et
al., 2015; BAYAT et al., 2016) e raciocínio flexível sobre os dados sensoriais captura-
dos do ambiente (SUH et al., 2007; JOHNSTON et al., 2008; TENORTH et al., 2012).
Por exemplo, em abordagens baseadas em conhecimento para reconhecimento visual de
objetos em robôs, tais como as apresentadas em (STANTON; WILLIAMS, 2003; MEN-
DOZA; WILLIAMS, 2005; LIM; SUH; SUH, 2011), é de fundamental importância a
adoção de abordagens de raciocínio para classificação capazes de lidar com dados rui-
dosos, objetos com descrição imperfeita e com conceitos cujas definições não incluem
condições necessárias e suficientes.

É importante também salientar que mesmo os sistemas baseados em conheci-
mento, de modo geral, poderiam ser beneficiados com abordagens mais flexíveis de repre-
sentação de conhecimento e raciocínio. Em geral, sistemas baseados em conhecimento
adotam uma abordagem top-down, na qual o conhecimento relevante para a resolução de
problemas é explicitamente representado (geralmente em um paradigma clássico de re-
presentação) de uma forma computacionalmente processável e o processo de resolução de
problemas envolve o processamento deste conhecimento representado. Esta abordagem
pode ser aplicada em casos nos quais não há dados disponíveis para aplicar abordagens
botton-up, como as técnicas típicas de aprendizado de máquina. No entanto, sistemas
baseados em conhecimento, que adotam um paradigma clássico de representação, costu-
mam ser pouco resilientes (SMOLENSKY, 1987). Ou seja, sistemas deste tipo costumam
não lidar adequadamente com casos que não se ajustam bem às restrições estabelecidas
na representação de conhecimento adotada. Um dos aspectos apontados em (GÄRDEN-
FORS, 2004b) como sendo um dos responsáveis pela falta de resiliência dos sistemas
baseados em conhecimento é a rigidez típica da abordagem clássica de representação de
conhecimento.

Os casos aqui discutidos constituem meros exemplos de um cenário mais amplo,
no qual se faz presente a necessidade de abordagens de representação de conhecimento
e raciocínio flexíveis e robustas, capazes de extrair o máximo de informação dos dados
disponíveis, e capazes de possibilitar a realização de inferências mesmo em contextos nos
quais os dados são ruidosos ou com descrição imperfeita e com modelos de conhecimento
incompletos, nos quais nem todos os conceitos possuem definições estabelecidas em ter-
mos de condições necessárias e suficientes. Com inspiração nas evidências levantadas na
Ciências Cognitivas, trabalhos como (FRANCONI; MAGNINI; STOCK, 1992; LIETO et
al., 2015) buscam desenvolver abordagens para representação de conhecimento e raciocí-
nio capazes de atender tais demandas, integrando informações clássicas sobre conceitos,
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com protótipos e/ou exemplares. Tais abordagens podem ser consideradas como passos
importantes para o desenvolvimento de uma abordagem híbrida efetiva para representa-
ção de conhecimento e raciocínio, no entanto, tais abordagens possuem pontos fracos que
podem ser melhorados. O objetivo geral desta tese é contribuir neste sentido.

1.3 Hipóteses e objetivos

Neste trabalho, assumimos como hipótese principal que um arcabouço compu-
tacional para representação de conhecimento que concebesse conceitos como unidades
que integram diferentes tipos de informação, suportaria a realização de tarefas intensivas
em conhecimento de maneira mais flexível que as abordagens puramente clássicas. Esta
flexibilidade se traduziria, por exemplo, na possibilidade do arcabouço lidar com con-
textos nos quais nem todos os conceitos possuem conjuntos de condições necessárias e
suficientes completamente especificados, ou com contextos nos quais os objetos possuem
descrição imperfeita. Tal capacidade seria viabilizada pela utilização de informações re-
lativas a protótipos e exemplares, que suportariam raciocínio baseado em similaridade

que, por sua vez, seria capaz de lidar com casos com os quais o raciocínio clássico não
seria capaz de lidar.

Considerando a hipótese principal deste trabalho, assume-se como principal ob-
jetivo deste trabalho o desenvolvimento de um arcabouço cognitivamente inspirado para
representação de conhecimento e raciocínio, que integre os principais aspectos das princi-
pais teorias cognitivas a respeito da representação de conceitos na cognição humana. Para
alcançar este objetivo geral, a seguir, são enumerados os principais objetivos específicos
que devem ser alcançados:

• Desenvolvimento de uma concepção teórica de como o conhecimento é represen-
tado, integrando diferentes tipos de aspectos sugeridos por diferentes teorias cogni-
tivas.

• Formalização de um arcabouço híbrido para representação de conhecimento e raci-
ocínio que supere as limitações das abordagens oferecidas pela literatura.

• Desenvolvimento de um procedimento de raciocínio capaz de manipular as repre-
sentações propostas. Este trabalho foca especificamente em métodos de raciocínio
para a tarefa de classificação de objetos, uma vez que esta tarefa surge como passo
intermediário em diversas outras tarefas, tais como reconhecimento visual de obje-
tos (STANTON; WILLIAMS, 2003; MENDOZA; WILLIAMS, 2005; LIM; SUH;
SUH, 2011), planejamento (SCHLENOFF et al., 2003; GALINDO et al., 2008),
diagnóstico (BERNARAS et al., 1996), etc.

• Avaliação do arcabouço desenvolvido.
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Deste modo, o presente trabalho tem o intuito de contribuir para a linha de in-
vestigação desenvolvida em trabalhos como os discutidos em (FRANCONI; MAGNINI;
STOCK, 1992; LIETO et al., 2015), complementando e aperfeiçoando algumas das no-
ções e abordagens desenvolvidas nesses trabalhos.

1.4 Escopo

Uma vez que esta tese adota uma postura interdisciplinar, focando nas bordas de
diversas áreas do conhecimento, tais como Inteligência Artificial, Psicologia Cognitiva e
Filosofia, é importante estabelecer o escopo de abrangência da tese. Assim, apesar desta
tese desenvolver um arcabouço cognitivamente inspirado para representação de conheci-
mento e raciocínio, não assumimos que o arcabouço resultante deve ser compreendido
como uma formalização da cognição humana. O objetivo primário da tese é desenvolver
meios que permitam o desenvolvimento de sistemas computacionais inteligentes capazes
de manipular o conhecimento de modo flexível e robusto, de um modo que se assemelhe
à performance cognitiva humana. Ou seja, pode-se compreender esta tese como um em-
preendimento primariamente pragmático. Deste modo, espera-se que esta tese contribua
primeiramente para a área da Inteligência Artificial. A validade das abordagens desenvol-
vidas nesta tese para outras áreas do saber deve ser investigada em trabalhos futuros.

1.5 Contribuições

Entre as principais contribuições da tese, pode-se destacar a discussão teórica a
respeito da integração de definições, exemplares e protótipos em representações de con-
ceitos. Desta discussão, resulta outra contribuição importante da tese, que é a própria
formalização de um arcabouço híbrido para representação de conhecimento e raciocínio.
Esta formalização especifica a estrutura formal das bases de conhecimento estendidas, de
acordo com os requisitos teóricos. É importante salientar que trabalhos anteriores que
buscaram investigar este tema, tais como os apresentados em (FRANCONI; MAGNINI;
STOCK, 1992; LIETO et al., 2015), não ofereceram uma caracterização formal geral da
abordagem de representação adotada. Esta caracterização é importante para permitir a
utilização geral do arcabouço em múltiplas aplicações computacionais.

Uma terceira contribuição desta tese é a estratégia de raciocínio híbrido para clas-
sificação, que adota o arcabouço de representação de conhecimento proposto nesta tese.
Esta abordagem de raciocínio permite classificar indivíduos mesmo em contextos nos
quais as informações que descrevem o indivíduo estão incompletas, ou nas quais os con-
ceitos não possuem definições completas (com todas as condições necessárias e suficien-
tes). A ideia geral da abordagem é utilizar o raciocínio clássico (baseado em condições
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necessárias e suficientes) parar gerar uma primeira classificação e, caso esta classifica-
ção não seja a mais específica (e informativa) possível, realizar ciclos de refinamento das
classificações e de verificação de consistência das novas classificações obtidas. O ciclo
se repete até que sejam alcançadas as interpretações mais específicas possíveis, ou não
seja mais possível refinar as classificações. Nestes ciclos, o refinamento é realizado com
base nas informações de exemplares e protótipos, enquanto a verificação de consistên-
cia é realizada com base nas definições clássicas dos conceitos, utilizando-se raciocínio
clássico. Ou seja, nesta abordagem de raciocínio, assume-se uma postura mais arriscada,
abrindo-se mão da segurança garantida pelo raciocínio puramente baseado em lógica, para
alcançar classificações mais informativas. É importante salientar que, diferentemente da
abordagem proposta em (FRANCONI; MAGNINI; STOCK, 1992), a abordagem de ra-
ciocínio proposta nesta tese utiliza de modo combinado tanto as definições dos conceitos,
quanto os protótipos e exemplares. Além disso, diferentemente da abordagem proposta
em (LIETO et al., 2015), a abordagem aqui proposta permite a classificação de uma ins-
tância em múltiplos conceitos.

Outras contribuições da tese são dois algoritmos para seleção de exemplares: o
LDIS e o ASBI. Ambos os algoritmos podem ser utilizados para selecionar os exempla-
res (indivíduos representativos) dos conceitos em bases de conhecimento estendidas. O
LDIS seleciona os exemplares de cada conceito que possuem a maior densidade local em
uma dada vizinhança. Já o ASBI seleciona os exemplares limítrofes de cada conceito. É
importante também salientar que tais algoritmos também podem ser utilizados para rea-
lizar seleção de instâncias, em etapas de pré-processamento de tarefas de Mineração de
dados. A performance desses algoritmos nesta atividade também é avaliada neste traba-
lho.

Finalmente, esta tese também apresenta uma aplicação do arcabouço proposto para
o desenvolvimento de um sistema para interpretação automática de processos deposici-
onais. A interpretação de processos deposicionais é uma tarefa realizada no domínio da
Estratigrafia Sedimentar (que é uma subárea da Geologia), que é fundamental para deter-
minar interpretações de ambientes sedimentares e para determinar a localização de reser-
vas de recursos minerais. A aplicação desenvolvida ilustra como o arcabouço desenvol-
vido nesta tese pode ser utilizado para desenvolver sistemas baseados em conhecimento
mais robustos e flexíveis. A aplicação foi avaliada em um conjunto de experimentos,
utilizando-se um conjunto de dados reais, selecionados da literatura da área. Os resul-
tados dos experimentos sugerem que o arcabouço proposto nesta tese possibilita que a
aplicação ofereça interpretações mais informativas que as interpretações oferecidas por
uma abordagem completamente clássica de representação de conhecimento e raciocínio.
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1.6 Estrutura da tese

A presente tese possui a seguinte estrutura:

• O Capítulo 2 apresenta uma revisão da literatura, onde são discutidas noções e
abordagens que são relevantes para este trabalho. Neste capítulo são apresentados
os fundamentos cognitivos que nortearão o desenvolvimento teórico da proposta.
Além disso, este capítulo também discute abordagens para representação de conhe-
cimento propostas na Ciência da Computação, bem como abordagens para seleção
de instâncias e abordagens para classificação baseada em instâncias.

• O Capítulo 3 apresenta as principais contribuições desta tese. Este capítulo discute
a proposta do arcabouço híbrido para representação de conhecimento e raciocínio,
apresenta a formalização do arcabouço de representação, bem como a abordagem
de raciocínio híbrido para classificação e as abordagens para seleção de protótipos
e seleção de exemplares.

• O capítulo 4 apresenta uma aplicação para interpretação automática de processos
deposicionais, que foi desenvolvida adotando-se o arcabouço para representação de
conhecimento e raciocínio proposto nesta tese. Inicialmente, este capítulo oferece
uma visão geral a respeito do domínio da Estratigrafia Sedimentar e da tarefa de
interpretação de processos deposicionais. A seguir, apresenta-se uma descrição do
sistema desenvolvido.

• O capítulo 5 apresenta a avaliação da abordagem proposta nesta tese. Este capítulo
descreve os resultados de experimentos conduzidos para avaliar os resultados alcan-
çados pela aplicação descrita no Capítulo 4 durante a interpretação de um conjunto
de descrições de fácies sedimentares reais.

• No Capítulo 6 são discutidas as principais conclusões desta tese, bem como algumas
perspectivas de trabalhos futuros.
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2 REVISÃO DA LITERATURA

Neste capítulo serão discutidos conceitos importantes da literatura que são relaci-
onadas à proposta desta tese.

Na Seção 2.1 serão discutidas noções das Ciência Cognitivas que serão utilizadas
como fonte de inspiração para o desenvolvimento deste trabalho.

Na Seção 2.2 serão discutidos os principais conceitos relacionados à área de re-

presentação de conhecimento, que é foco principal deste trabalho. Nesta Seção serão
discutidos os principais formalismos de representação de conhecimento que seguem a
chamada abordagem clássica: a lógica de descrição (do inglês description logics) e OWL
(Web Ontology Language). Além disso, esta seção também discutirá abordagens desen-
volvidas para lidar com as dificuldades encontradas nas abordagens clássicas.

Finalmente, uma vez que nesta tese são propostas abordagens para seleção de
exemplares, na Seção 2.3 serão discutidas as principais abordagens para seleção de ins-
tâncias disponíveis na literatura.

2.1 Fundamentos cognitivos

Conforme estabelecido no Capítulo 1, este trabalho busca desenvolver um arca-
bouço formal integrado para representação de conhecimento e raciocínio, capaz de per-
mitir a realização computacional de tarefas que em geral são realizadas por seres humanos
usando seu conhecimento. Devido a isto, este trabalho busca inspiração nas concepções
desenvolvidas nas Ciências Cognitivas a respeito de como o conhecimento é representado.
Assim, na Seção 2.1.1 são discutidas as perspectivas elaboradas pelas Ciências Cognitivas
sobre noções importantes para este trabalho, como a noção de conceito, para identificar
um conjunto de requisitos desejáveis para um arcabouço computacional de representação
de conhecimento. Já na Seção 2.1.2 são discutidas as principais teorias elaboradas pelas
Ciências Cognitivas sobre como o conhecimento (com foco em conceitos) é representado
na cognição humana.

2.1.1 Conceitos

Uma investigação sobre como humanos utilizam seu conhecimento para realizar
tarefas cognitivas necessariamente deve incluir uma investigação sobre a natureza dos
conceitos, visto que intuitivamente eles são considerados as unidades que constituem o
conhecimento e os blocos de construção do pensamento (FODOR et al., 1980).
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Surpreendentemente, apesar da notória importância que a noção de conceito pos-
sui quando pensamos em fenômenos cognitivos, nas Ciências Cognitivas ainda persiste
um intenso debate sobre o que são conceitos e qual a sua estrutura (como são representa-
dos).

Uma das visões mais aceitas sobre os conceitos é a de que eles constituem re-

presentações mentais de classes de indivíduos, que além de estabelecer o conteúdo pro-
priamente dito (o que é representado), também especifica como esta informação é usada
durante os processos de categorização (SMITH, 1989). De acordo com esta visão, as no-
ções de conceito e classe (ou categoria) são diferenciadas, de modo que conceito se refere
a uma ideia ou noção possuída mentalmente por alguém, enquanto classe (ou categoria)
refere-se a um conjunto de entidades (do qual o conceito constitui uma representação
mental). Assim, o conceito de Cachorro diz respeito a algum estado psicológico sobre
cachorros, enquanto a categoria Cachorro consiste no conjunto de todas as entidades
no mundo real que são apropriadamente consideradas como cachorros. No entanto, há
controvérsias a respeito da questão de se categorias determinam conceitos ou vice-versa
(GOLDSTONE; KERSTEN, 2003).

Segundo (GOLDSTONE; KERSTEN, 2003), um outro aspecto relevante relacio-
nado aos conceitos é que eles estabelecem classes de equivalência. Ou seja, diferentes
entidades, abstraídas por um mesmo conceito podem ser tratadas de modo equivalente,
por alguma razão. Por exemplo, um biólogo que possui o conceito de Mamífero pode
tratar cachorros e baleias como equivalentes sob diversos aspectos. Assim, a posse men-
tal de um conceito nos permite enfatizar certos aspectos enquanto ignoramos outros, de
modo que entidades perceptualmente muito distintas podem ser consideradas equivalen-
tes. Este é o caso no exemplo fornecido por (BARSALOU, 1983) do conceito de Coisas

para tirar de casa em um incêndio, que pode incluir desde joias a crianças.
Além disso, (GOLDSTONE; KERSTEN, 2003) também destaca que conceitos

nos permitem realizar predições indutivas, nas quais somos capazes de generalizar nossas
experiências com alguns objetos para outros objetos da mesma categoria. Por exemplo,
se sabemos que uma determinada entidade pertence à categoria dos cachorros, então nós
sabemos que ela provavelmente possui 4 patas, 2 olhos, late, etc.

Finalmente, conceitos podem ser vistos como um meio de viabilizar uma razoável
economia cognitiva, uma vez que o armazenamento de conceitos é muito menos dispen-
dioso do que armazenar cada estímulo bruto abstraído pelo conceito. De acordo com
(MARKMAN, 1991), os conceitos nos permitem simplificar o ambiente a nossa volta,
atuando como uma espécie de filtro através do qual capturamos apenas os aspectos re-
levantes do ambiente, reduzindo a sobrecarga de memória e nos permitindo armazenar
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e recuperar informações de modo eficiente. Se percebêssemos cada aspecto do mundo
como único, seríamos sobrecarregados pela diversidade do mundo e, considerando as
nossas limitações cognitivas, não seríamos capazes de lembrar do que encontramos em
uma fração de segundos.

Na Seção 2.1.2, serão discutidas as principais teorias que tentam explicar como os
conceitos são representados na cognição humana.

2.1.2 Teorias sobre representação de conceitos

Nas Ciências Cognitivas há um grande debate a respeito de como os conceitos
são representados na cognição humana. As três teorias mais conhecidas e debatidas são
as chamadas teoria clássica, teoria do protótipo e teoria do exemplar. A seguir, as três
teorias serão apresentadas em mais detalhes.

2.1.2.1 Teoria clássica

De acordo com (SMITH; MEDIN, 1981), a chamada teoria clássica dos concei-
tos estabelece que conceitos são representados por definições que devem especificar as
condições individualmente necessárias e conjuntamente suficientes para um determinado
indivíduo ser considerado membro da classe representada pelo conceito. Em geral, tais
condições são estabelecidas em termos de características do indivíduo, de modo que a
teoria clássica assume que a definição de um conceito c é especificada em função de ca-
racterísticas que são comuns a todas as instâncias do conceito c e que são consideradas
como necessárias e suficientes. Assim, quando dizemos condições individualmente ne-

cessárias, isto significa que cada instância do conceito (ou membro da classe representada
pelo conceito) deve necessariamente possuir tais características. Por outro lado, quando
dizemos condições conjuntamente suficientes, isto significa que toda e qualquer entidade
possuindo o conjunto de características definido por estas condições necessariamente deve
ser instância do conceito definido por elas. Deste modo, de acordo com a teoria clássica,
por exemplo, o conceito de Cachorro deveria especificar todas as características que são
necessárias a todos os cachorros e que, conjuntamente, apenas cachorros possuem. Neste
sentido ser um animal pode ser visto como uma condição (ou característica) necessária
para todo cachorro, mas não é suficiente, porque existem animais que não são cachor-
ros. Em geral, as características que são individualmente necessárias e conjuntamente
suficientes são chamadas de características definidoras (ou definicionais ou definitórias).
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Em (MURPHY, 2002) também é discutido que as definições dos conceitos podem
envolver múltiplas características que estão relacionadas de uma forma complexa, através
de conectivos lógicos como OU e E. Assim, eventualmente as definições são descritas
como regras de classificação, que estabelecem se um dado indivíduo é ou não membro de
uma categoria.

A teoria clássica também assume que, dados dois conceitos C1 e C2 , represen-
tando respectivamente as categorias cat1 e cat2 , e se cat2 ⊆ cat1 , então as características
definidoras de C2 incluem as características definidoras de C1 (SMITH; MEDIN, 1981).
Assim, por exemplo, as características definidoras do conceito de Cachorro devem incluir
as características definidoras do conceito de Animal. Note que a relação de subconjunto
entre as categorias tem como consequência uma relação de subsunção entre os conceitos
que as representam. Assim, seguindo o exemplo anterior, dizemos que C1 subsume C2 ,
e que toda instância de C2 é também uma instância de C1 , pois satisfaz as condições
necessárias e suficientes de ambos os conceitos. De acordo com (MURPHY, 2002), este
é geralmente apontado como um ponto forte da teoria clássica, visto que a ordenação

hierárquica dos conceitos tende a ser algo assumido intuitivamente quando pensamos em
conceitos e a teoria clássica explica como os conceitos são hierarquicamente ordenados.

Além disso, outra suposição assumida pela teoria clássica é a de que toda entidade
é ou não é membro da categoria representada por um dado conceito (MURPHY, 2002).
Ou seja, não há meio-termo para o pertencimento de uma entidade a uma categoria.

Em (MURPHY, 2002; MARGOLIS; LAURENCE, 2014) é dito que entre as prin-
cipais vantagens da teoria clássica destaca-se o fato dela oferecer uma explicação inte-
grada para o processo de categorização e de aquisição de conceitos. O processo de cate-
gorização de um determinado item, de acordo com a teoria clássica, envolveria verificar a
quais condições necessárias e suficientes o item atende.

Já a aquisição de conceitos pode ser compreendida na teoria clássica como um
processo no qual novos conceitos complexos podem ser obtidos pela combinação de seus
constituintes definicionais. Relacionada a este processo de aquisição de conceitos está a
noção de composicionalidade. Em um sistema de representações composicionais, exis-
tem elementos simples (primitivos ou atômicos) e elementos complexos. Em tais siste-
mas, elementos complexos são construídos a partir dos elementos simples e o significado
dos elementos complexos depende do significado dos elementos simples. A linguagem
natural é um exemplo paradigmático de sistema composicional, onde as palavras podem
ser combinadas para formar sentenças complexas. Conforme discutido em (MURPHY,
2002; SZABÓ, 2013), alguns autores consideram a teoria clássica uma teoria adequada
para explicar a composicionalidade do pensamento, pois as representações assumidas por
esta teoria são composicionais.
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Segundo (SMITH; MEDIN, 1981; MURPHY, 2002), a teoria clássica é ampla-
mente assumida, mesmo que implicitamente, pelo senso comum. Na Filosofia a teoria,
clássica é comumente adotada de modo explícito, desde Aristóteles, pelo menos. Na
Psicologia, a teoria clássica tem sido considerada de modo explícito para explicar a re-
presentação de conceitos desde 1920, pelo menos. No entanto, nas últimas décadas, a
teoria clássica vem sofrendo muitas críticas. Uma série de estudos desenvolvidos pela
pesquisadora Eleanor Rosch, na década de 70 (ROSCH, 1973; ROSCH; MERVIS, 1975;
ROSCH, 1975b; ROSCH, 1975a; ROSCH; SIMPSON; MILLER, 1976; ROSCH, 1978;
ROSCH, 1999), levantaram uma série argumentos teóricos e de dados difíceis de explicar
dentro do arcabouço da teoria clássica, constituindo um duro golpe contra esta teoria.

Um dos problemas da teoria clássica, que hoje é amplamente reconhecido, é o fato
de que é notoriamente difícil encontrar definições baseadas em condições necessárias e
suficientes para a maioria dos conceitos que utilizamos diariamente (SMITH; MEDIN,
1981; MURPHY, 2002; GÄRDENFORS, 2004b). Este problema foi colocado de modo
enfático pelo filósofo Wittgentein (WITTGENSTEIN, 1953). Ele explorou a dificuldade
de se encontrar condições necessárias e suficientes para o conceito de jogo. De acordo
com o filósofo, em geral, não há conjuntos de características comuns a todas as instân-
cias de um dado conceito e que são suficientes para identificar uma dada entidade como
uma instância de um conceito. Em vez disso, consideramos todas as instâncias de um
conceito como sendo instâncias de um mesmo conceito porque todas as instâncias es-
tão conectadas entre si por uma série de similaridades sobrepostas, estabelecendo o que
Wittgenstein chamou de uma semelhança de família entre as instâncias do conceito. A
expressão semelhança de família evoca o fato de que, em geral, em uma família, não
há nenhuma característica comum a todos os membros, mas os membros compartilham
entre si diferentes traços. Na Figura 2.1 ilustra-se o conceito de semelhança de família
considerando-se 4 objetos dados, cada qual com 3 características. É possível perceber na
Figura que qualquer par do conjunto de objetos compartilha 2 características, mas nenhum
das características é comum a todos os objetos. Assim, seria esta rede de similaridades
entre pares de objetos que manteria a coesão dos conceitos e não o fato de haver algum
conjunto comum de condições necessárias e suficientes. Note que neste exemplo há um
grau constante de semelhança entre quaisquer dois objetos do conjunto, mas em outros
casos este grau pode não ser constante e mesmo assim a semelhança de família poderia se
manifestar no conjunto.
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Figura 2.1: Esquema ilustrando um caso de semelhança de família. Há uma semelhança
de família entre os 4 objetos porque os objetos de qualquer par do conjunto compartilham
2 características em comum, mas nenhuma característica é comum a todos os objetos.

A B C1

B C D2

A C D 3

A B D 4

Fonte: Produzida pelo autor.

Autores como (SMITH; MEDIN, 1981; MURPHY, 2002) afirmam que o fato de
ser difícil encontrar definições baseadas em condições necessárias e suficientes para os
conceitos não significa que tais definições não existam. No entanto, apesar desta ob-
servação ser verdadeira, esta dificuldade sugere que não representamos mentalmente os
conceitos através de definições deste tipo. E mesmo quando encontramos um conjunto
de condições necessárias e suficientes para um dado conceito, é possível argumentar que
estas condições são obtidas por um processo de racionalização realizado sobre o conceito
e que este poderia ter se estabelecido originalmente por meio de semelhanças de família
entre os membros da categoria. Por este motivo, a teoria clássica não seria uma teoria
adequada para explicar a representação cognitiva dos conceitos.

Um outro ponto que geralmente é apontado como um problema da teoria clássica
é a existência dos chamados efeitos de tipicalidade, que é evidenciada em diversos estu-
dos realizados pelas Ciências Cognitivas nas últimas décadas (ROSCH, 1975a; SMITH;
MEDIN, 1981; GÄRDENFORS, 2004b; MURPHY, 2002), e que não são explicados pela
teoria clássica. Os chamados efeitos de tipicalidade são marcados pela aparente existên-
cia de instâncias preferenciais, que são exemplos mais representativos (ou melhores, em
um sentido vago), do que outras instâncias de um determinado conceito. Por exemplo,
em geral, quando pedimos para pessoas pensarem em uma Ave, em geral, elas pensam
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em algum pássaro, do porte de um canário, capaz de voar, etc. Em geral, estes tipos de
aves são considerados mais representativos da ideia de ave do que, por exemplo, emas
e pinguins. Neste sentido, algumas instâncias de um conceito seriam consideradas mais
típicas, enquanto outras seriam consideradas mais atípicas.

Em (MURPHY, 2002) são discutidas algumas fontes de evidências para os efeitos
de tipicalidade. Por exemplo, foi demonstrado que pessoas tendem a concordar entre si
sobre quais são os membros mais típicos de uma categoria, pessoas tendem a classificar
mais rapidamente instâncias mais típicas, pessoas concordam menos sobre a classificação
de instâncias atípicas, pessoas aprendem antes os itens mais típicos em experimentos de
aprendizagem de categorias artificiais, inferências realizadas sobre instâncias típicas são
facilitadas, há diversas influências da tipicalidade no aprendizado linguístico, etc. Em
(ROSCH; MERVIS, 1975), os autores explicam os efeitos da tipicalidade em função da
noção de semelhança de família. Neste sentido, itens mais típicos teriam uma semelhança
de família mais alta com os membros da sua categoria e teriam uma semelhança de família
menor com os membros de outras categorias. Deste modo, membros mais típicos de uma
categoria tendem a possuir atributos que ocorrem com mais frequência entre os membros
da categoria e tende a não possuir atributos de membros de outras categorias. É importante
notar que todas essas evidências não são bem explicadas pela teoria clássica. Devido a
isso, os efeitos de tipicalidade costumam ser considerados a principal razão pela qual a
teoria clássica não pode ser considerada uma teoria adequada sobre a representação de
conceitos.

Conforme (MEDIN; SMITH, 1984), se o pertencimento de um objeto a uma cate-
goria é julgado de acordo com um conjunto de propriedades definicionais, os limites das
categorias deveriam ser claros e precisos. No entanto, diversos experimentos demonstram
diversos casos em que as pessoas não têm certeza a respeito do pertencimento de um dado
objeto a uma categoria. Por exemplo, em relação à questão de se um tapete deve ser con-
siderado como um exemplo de mobília, diferentes pessoas oferecem respostas diferentes,
e a mesma pessoa pode oferecer respostas diferentes em diferentes contextos.

Outro problema da teoria clássica discutido em (MEDIN; SMITH, 1984) é o fato
de que diversos estudos evidenciaram que a maioria das propriedades que as pessoas lis-
tam para os objetos não são comuns para todos os membros da categoria. Isto é, tais
propriedades não seriam necessárias para o pertencimento à categoria. Tais estudos tam-
bém sugerem que tais propriedades não necessárias também são utilizadas para realizar
a categorização. Este fato contrastaria com a suposição assumida pela teoria clássica
de que são as propriedades definicionais (necessárias e suficientes) que são utilizadas na
categorização.

Nas Seções 2.1.2.2 e 2.1.2.3 serão apresentadas duas teorias alternativas à teoria
clássica, que são bem-sucedidas em explicar algumas das evidências que são problemáti-
cas para a teoria clássica.
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2.1.2.2 Teoria do protótipo

A teoria do protótipo, na verdade é uma família de teorias, desenvolvidas a partir
dos trabalhos da pesquisadora Eleanor Rosch, nos quais foram levantadas diversas evi-
dências para a existência de efeitos de tipicalidade (MEDIN; SMITH, 1984; MURPHY,
2002). Um dos principais pontos em comum entre estas diferentes teorias é o fato de que
elas assumem que algumas instâncias são mais típicas (ou prototípicas) de um conceito do
que outras. Neste sentido, as teorias baseadas em protótipos assumem como fundamental
um efeito que a teoria clássica não é capaz de explicar.

Uma outra suposição que é assumida pela maior parte das teorias baseadas em
protótipos é a de que conceitos são abstrações ou representações compactas da variabili-
dade de membros possíveis de um conceito. Além disso, ao contrário do que é assumido
pela teoria clássica, as teorias baseadas em protótipos assumem que para uma caracte-
rística (ou propriedade) ser incluída na representação de um conceito, ela não precisa ser
necessariamente comum a todas as suas instâncias; basta que ela tenha uma probabilidade
substancial de ocorrer em instâncias do conceito (MEDIN; SMITH, 1984).

Em geral, as teorias baseadas em protótipos assumem que os conceitos são re-
presentados por um protótipo, que seria uma espécie de instância ideal do conceito, que
possuiria todas as características típicas entre os membros da classe representada pelo
conceito (GÄRDENFORS, 2004a). Note que, devido a isto, o protótipo de um conceito
não é necessariamente uma instância real. De acordo com (MEDIN; SMITH, 1984), em
algumas formulações, o protótipo de um conceito não é exatamente uma instância (ideal
ou real), mas uma lista das propriedades típicas, ou um modelo probabilístico que associa
a cada característica a probabilidade de ela ocorrer entre os membros de categoria. Neste
sentido, o conceito de Cachorro seria representado por uma representação compacta que
incluiria as propriedades tipicamente encontradas em cachorros, mas que podem não ser
necessárias, tampouco suficientes. Por exemplo, cachorros tipicamente têm pelos, têm 4
patas, têm uma cauda, latem, etc.

Para (MEDIN; SMITH, 1984), o fato de que as teorias baseadas em protótipos não
assumem que conceitos são representados por definições também confere uma vantagem
sobre a teoria clássica em relação ao fato de que é notoriamente difícil encontrar defini-
ções (baseadas em propriedades necessárias e suficientes) para conceitos. Deste modo, as
teorias baseadas em protótipo não carregam o ônus de explicar esta dificuldade.

Uma vez que as teorias baseadas em protótipos não assumem que conceitos são
representados por definições, o processo de categorização, de acordo com essas teorias,
não envolve verificar se instâncias atendem aos critérios especificados pelas definições
dos conceitos. Em vez disso, em geral a categorização é determinada em função da si-

milaridade entre um objeto observado e os protótipos dos conceitos (MEDIN; SMITH,
1984). A similaridade pode ser utilizada de diversas formas. Por exemplo, pode-se as-
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sumir que o conceito que categoriza um novo objeto é aquele cujo protótipo tem a maior
similaridade com o objeto, dentre os conceitos considerados. Outra alternativa é assumir
que basta que a similaridade entre o objeto e um protótipo possua um valor superior a um
dado limiar, para classificar o objeto com o conceito associado ao protótipo.

O fato de a categorização ser realizada com base na similaridade também permite
explicar a falta de concordância na classificação de certas instâncias (MEDIN; SMITH,
1984). Por exemplo, um objeto que possui um grau de similaridade próximo em relação
aos protótipos de diferentes conceitos pode gerar dúvidas no processo de categorização.

A categorização baseada em similaridade também oferece uma base sólida para
explicar os efeitos de tipicalidade. Os membros mais típicos de um conceito seriam aque-
les que possuem as características típicas dos membros da categoria. Tais membros seriam
mais similares ao protótipo do conceito do que membros atípicos.

No entanto, apesar de oferecer diversas vantagens em relação à teoria clássica, há
diversos estudos que também criticam a teoria dos protótipos. Uma das principais críticas
está relacionada ao fato de que protótipos não suportam a composicionalidade, que seria
um fenômeno bem explicado sob a perspectiva da teoria clássica, visto que as definições
dos conceitos são composicionais. Jerry Fodor, um dos maiores críticos da teoria do
protótipo, sustenta que, uma vez que conceitos são composicionais e que protótipos não
são composicionais, logo, conceitos não podem ser protótipos (FODOR; LEPORE, 1996).

Uma outra crítica à teoria do protótipo, discutida em (MEDIN; SMITH, 1984) é
a de que esta teoria não captura de modo adequado o conhecimento que as pessoas têm
sobre os conceitos. Por exemplo, além das pessoas saberem quais são as propriedades
típicas de um conceito, em geral, as pessoas também sabem qual é o intervalo de valores
possíveis que uma dada propriedade pode assumir nos membros da categoria e também
possuem conhecimento sobre a correlação entre as propriedades. Por exemplo, pessoas
sabem que aves geralmente são pequenas e cantam, e também sabem que estas proprie-
dades são correlacionadas, na medida em que aves grandes tipicamente não cantam. Há
evidências de que a correlação entre propriedades é usada pelas pessoas durante o pro-
cesso de categorização (SLOUTSKY, 2010). Este fato foi explorado em (CARBONERA;
ABEL, 2014a; CARBONERA; ABEL, 2015a) para projetar um algoritmo de aprendizado
não supervisionado.

Em (MEDIN; SMITH, 1984) a teoria do protótipo também é criticada por ser
excessivamente vaga em diversos aspectos, de modo que ela pode se tornar tão flexível
que perde a capacidade explanatória.
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2.1.2.3 Teoria do exemplar

A teoria do exemplar também é uma família de teorias que, em geral, assumem
que, pelo menos em parte, conceitos consistem em descrições separadas de alguns de
seus exemplares (MEDIN; SMITH, 1984). Ou seja, em geral, não há uma representação
unificada abstrata da categoria como um todo. Neste sentido, o conceito de Cachorro

seria representado por um conjunto de cachorros que o sujeito lembra (ou o conjunto de
experiências envolvendo cachorros que a pessoa lembra).

Segundo (MEDIN; SMITH, 1984), as teorias baseadas em exemplares também
não assumem que conceitos possuem definições (baseadas em condições necessárias e
suficientes). A ausência de definições também coloca a necessidade de a teoria do exem-
plar explicar de um modo alternativo como ocorre a categorização de objetos. Em geral,
nas teorias baseadas em exemplares, o processo de categorização de um objeto é realizado
com base em comparações (julgamentos de similaridade) entre o objeto e os exemplares
da categoria. Deste modo, um determinado indivíduo i poderia ser categorizado pelo
conceito cujos exemplares são mais similares a i.

A falta de acordo entre as pessoas em relação à categorização de certos objetos,
que constitui um problema para a teoria clássica, é perfeitamente explicável pela teoria
do exemplar. Objetos de classificação controversa seriam aqueles que são igualmente
similares a exemplares de mais de uma categoria ou que não são suficientemente similares
a exemplares de qualquer categoria (como o cavalo marinho) (MEDIN; SMITH, 1984).

Os efeitos de tipicalidade também são explicados nas teorias baseadas em exem-
plares (MEDIN; SMITH, 1984). Por exemplo, tais efeitos podem ser o resultado do fato
de que as pessoas tendem a representar apenas os exemplares mais típicos, ou simples-
mente porque os exemplares mais típicos são mais similares a outros exemplares armaze-
nados.

Além disso, as teorias baseadas em exemplar também possuem algumas vantagens
em relação à teoria baseada em protótipos. Por exemplo, a representação de exemplares
é capaz de capturar informação relacionada ao intervalo de valores possíveis que uma
propriedade pode possuir entre os membros de uma categoria, além de informações rela-
cionadas a correlações entre as propriedades dos membros da categoria (MEDIN; SMITH,
1984).

No entanto, de modo similar ao que ocorre com as teorias baseadas em protótipos,
alguns autores também criticam as teorias baseadas em exemplares por serem excessiva-
mente vagas. Por exemplo, há poucas restrições nestas teorias em relação ao que pode
contar como uma propriedade. Em (MURPHY, 2002) discute-se que a própria noção de
exemplar é vaga. Há poucas restrições na teoria sobre o que pode ser considerado como
um exemplar e o que não deve ser considerado.
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2.1.2.4 Teorias híbridas e pluralistas

Conforme visto na Seções 2.1.2.1, 2.1.2.2 e 2.1.2.3, a noção de conceito é mobi-
lizada para explicar uma ampla variedade de fenômenos cognitivos e, devido a isto, há
uma variedade de caracterizações teóricas desta noção e de como ela é cognitivamente
representada. No entanto, segundo (WEISKOPF, 2009; VICENTE; MANRIQUE, 2014),
nenhuma das principais caracterizações teóricas propostas é capaz de explicar todos os
fenômenos estudados e amplamente documentados pelas Ciências Cognitivas, embora
cada uma delas seja bem-sucedida em explicar um subconjunto restrito de fenômenos.
Por exemplo, diferentemente da teoria clássica, as teorias baseadas em protótipos e exem-
plares não oferecem boas explicações para o fato de que somos capazes de desenvolver
definições para conceitos e raciocinar com base em tais definições (com base na lógica
dedutiva); tampouco são capazes de oferecer uma boa base para a aparente natureza com-
posicional dos conceitos. Por outro lado, a teoria clássica não oferece suporte para expli-
car os fenômenos relacionados à tipicalidade, a existência de instâncias de classificação
controversa e as evidências de que pessoas tendem a utilizar propriedades não definicio-
nais durante a classificação. As teorias baseadas em protótipos, por outro lado, oferecem
explicações para tais fenômenos, mas não afirmam nada a respeito do fato de que muitas
vezes realizamos classificações com base em exemplares conhecidos de uma categoria
e também não oferecem uma boa base para capturar o conhecimento dos domínios de
valores que as propriedades de um conceito pode possuir.

Segundo (VICENTE; MANRIQUE, 2014), diante deste cenário, há duas posições
possíveis: a posição pluralista, defendida em trabalhos como (PICCININI; SCOTT, 2006;
WEISKOPF, 2009) ou a posição hibridista, defendida em (GONNERMAN; WEINBERG,
2010; KEIL, 2010; SCARANTINO, 2010). A posição pluralista assume que existem di-
versas representações cognitivas para uma determinada categoria e cada uma destas repre-
sentações seria na verdade um conceito separado, representado e armazenado de forma
independente, capaz de operar de forma independente e que seria usualmente utilizado
em tarefas distintas. A posição hibridista, por outro lado, assume que as diferentes repre-
sentações são, na verdade, constituintes de uma única representação do conceito de uma
dada categoria. Todas estas representações seriam armazenadas na memória de longo
prazo como uma totalidade funcional, e todas as representações poderiam em princípio
atuar na mesma tarefa, pelo menos em algum grau. Por exemplo, a categoria dos cachor-
ros poderia ser representada por um protótipo, um conjunto de exemplares, uma definição,
etc. O que diferencia ambas as posições é que para um pluralista, cada uma dessas repre-
sentações seria um conceito independente da categoria do cachorros, enquanto para um
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hibridista, todas as representações seriam constituintes de uma representação do conceito
de cachorro. É importante salientar que ambas as posições reconhecem a necessidade de
múltiplas representações para acomodar as evidências empíricas levantadas nos estudos
realizados pelas Ciências Cognitivas.

Nesta tese, consideramos que a visão conhecida como core + identification pro-

cedure (CIP), discutida em (MILLER; JOHNSON-LAIRD, 1976; OSHERSON; SMITH,
1981; SMITH; MEDIN, 1981), pode ser considerada como um exemplo de concepção hí-
brida dos conceitos. Esta concepção pode ser vista como uma extensão da teoria clássica,
mas capaz de lidar com alguns dos fenômenos que esta teoria não é capaz de explicar
originalmente. A ideia geral subjacente a esta visão, segundo (MEDIN; SMITH, 1984),
é a de que conceitos possuem núcleos e procedimentos de identificação. Os núcleos dos
conceitos representariam as propriedades necessárias (embora não necessariamente sufi-
cientes) para os membros da categoria e as relações que o conceito possui com outros
conceitos. Os procedimentos de identificação, por outro lado, representariam proprie-
dades, geralmente típicas, utilizadas para categorizar objetos. Assim, por exemplo, o
conceito de Cachorro poderia representar a relação que este conceito possui com o con-
ceito de Animal (ou Canídeo) em seu núcleo, enquanto o procedimento de identificação

poderia incluir a caracterização típica de um cachorro, como ter pelo, ter 4 patas, ter

uma cauda, latir, etc. Ou seja, esta teoria assume que é possível que um mesmo conceito
possua um núcleo clássico (semelhante a uma definição) e protótipos (ou representações
de propriedades típicas).

2.2 Representação de conhecimento e raciocínio na Ciência da Computação

De acordo com (BRACHMAN; LEVESQUE, 2004) a área de representação de

conhecimento e raciocínio é uma subárea da inteligência artificial que se dedica a investi-
gar como um agente usa o que ele conhece para decidir o que fazer. Em geral, nesta área
adota-se uma perspectiva top-down, onde o conhecimento é explicitamente representado
de uma forma processável por máquina e as tarefas são resolvidas por meio de mecanis-
mos de raciocínio, que processam o conhecimento representado para realizar um processo
de inferência, no qual novo conhecimento pode ser inferido.

Nesta área, em geral, assume-se que o conhecimento é uma entidade abstrata
(como um conjunto de proposições) que é representada de modo concreto (como senten-
ças em uma linguagem), computacionalmente processável. De modo geral, as represen-
tações de conhecimento adotadas são também chamadas de representações simbólicas,
visto que são constituídas por símbolos, os quais são entidades formais concretas. Deste
modo, o raciocínio, em Inteligência Artificial, pode ser visto como um processo em que
ocorre o processamento formal de símbolos, representando uma coleção de proposições
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nas quais um agente acredita, para produzir representações de novas proposições. Neste
contexto, segundo (BRACHMAN; LEVESQUE, 2004), um tipo de inferência particular-
mente importante na Inteligência Artificial é a inferência lógica, onde o conteúdo propo-
sicional das representações geradas pela inferência, são conclusões lógicas do conteúdo
proposicional das representações processadas na inferência.

Segundo (BRACHMAN; LEVESQUE, 2004), sistemas baseados em conheci-

mento são sistemas nos quais os comportamentos inteligentes são ancorados em represen-
tações simbólicas de conhecimento e constituem o resultado de processos de raciocínio
realizados sobre a base de conhecimento do sistema. Neste contexto, a base de conhe-
cimento de um sistema baseado em conhecimento seria o conjunto das representações
simbólicas adotadas pelo sistema.

Historicamente, abordagens pioneiras para representação de conhecimento em IA
buscaram considerar aspectos da cognição humana. Este é o caso, por exemplo, das re-

des semânticas (QUILLAN, 1963) e frames (MINSKY, 1975), que foram propostas como
alternativas ao uso da lógica para representação de conhecimento e que permitiam a carac-
terização de conceitos com base em informações típicas (ou prototípicas). No entanto, tais
abordagens careciam de uma semântica formal bem definida. Segundo (LIETO, 2012),
a busca por fundamentos formais sólidos para as abordagens de representação de conhe-
cimento revelou que este objetivo não seria facilmente conciliado com a necessidade de
se representar informações típicas. Devido a isto, muitas abordagens desenvolvidas nas
últimas décadas, incluindo as atuais lógicas de descrição, optaram por sacrificar a tipica-
lidade, para preservar a composicionalidade e uma semântica formal bem definida.

De acordo com (SMITH; WELTY, 2001), por muitos anos, a pesquisa em IA
focou-se em formalismos de representação e mecanismos de raciocínio, capazes de ma-
nipular o conhecimento representado por tais formalismos. Assim, até recentemente, o
conteúdo das bases de conhecimento não era considerado digno de relevância científica.
Deste modo, em geral, o conhecimento era arbitrariamente representado do modo mais
adequado para a realização da tarefa. Este comportamento, comum aos projetistas de
sistemas baseados em conhecimento, revelava elevados níveis de promiscuidade ontoló-

gica (GENESERETH; NILSSON, 1987), visto que não havia uma preocupação com os
tipos de entidades com cuja existência o sistema se comprometia. Deste modo, segundo
(GUARINO, 1997), neste período da IA, o principal critério de avaliação de uma base
de conhecimento, era a utilidade funcional. Ou seja, o aspecto mais importante era que
a base de conhecimento permitisse que o sistema realizasse a tarefa em mãos. Assim, a
fidelidade da base de conhecimento a uma conceitualização era um aspecto secundário.
No entanto, ao longo dos anos, parte da comunidade passou a investigar o próprio con-
teúdo das bases de conhecimento. Este movimento foi motivado por diversos fatores. Por
exemplo, os formalismos de representação e mecanismos de raciocínio se tornaram mais
estáveis (SMITH; WELTY, 2001). Além disso, agentes inteligentes artificiais passaram
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a interagir entre si e com humanos em ambientes mais vastos e variados (como a web)
(GUARINO, 1997). Neste caso, se tornou mais evidente a necessidade de se desenvolver
bases de conhecimento que aproximassem uma conceitualização compartilhada da reali-
dade e que pudesse ser adotada por múltiplos agentes, capazes de se comunicar e trocar
informações. Note que, desta forma, a fidelidade da base de conhecimento a uma con-
ceitualização da realidade passa a ganhar importância. Além disso, devido a questões de
custo do desenvolvimento de bases de conhecimento, o reuso de conhecimento passou a
ganhar mais importância. Este aspecto também favoreceu a criação de bases de conheci-
mento que refletissem uma conceitualização comum em uma área, pois uma base deste
tipo teria um potencial de reuso maior do que uma base de conhecimento elaborada com o
único propósito de satisfazer os requisitos de uma única aplicação específica. De acordo
com (CHANDRASEKARAN; JOSEPHSON; BENJAMINS, 1999), atualmente grande
parte da pesquisa em IA ainda é dedicada ao que ele chama de teorias de mecanismos,
que é focada em formalismos de representação e mecanismos de raciocínio; mas há uma
grande quantidade de pesquisa direcionado ao que ele chama de teorias de conteúdo, que
é focada na investigação do próprio conteúdo das bases de conhecimento. Atualmente,
esta linha de pesquisa em IA relacionada a teorias de conteúdo tem adotado a noção de
ontologia como uma representação formal e explícita de uma conceitualização comparti-
lhada (STUDER; BENJAMINS; FENSEL, 1998). Devido a isto, ontologias se tornaram
uma forma de representação de conhecimento bastante importante na IA. E com a popula-
rização da noção de ontologia, populariza-se também a OWL; uma família de linguagens
projetadas para a representação de ontologias no contexto da Web Semântica.

Nas próximas seções serão discutidas abordagens recentes para representação de
conhecimento oferecidas pela literatura da Ciência da Computação. Na Seção 2.2.1 se-
rão discutidas as abordagens clássicas mais importantes em uso na IA atualmente. Na
Seção 2.2.2 serão discutidos alguns trabalhos que propõem formalismos de representa-
ção que estendem algum dos formalismos que adotam a abordagem clássica, buscando
transcender algumas das limitações destes formalismos. Já na Seção 2.2.3, serão discuti-
dos trabalhos que propõem abordagens híbridas, que combinam abordagens clássicas com
outras abordagens, também com o objetivo de superar algumas limitações das abordagens
clássicas.
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2.2.1 Abordagens clássicas para representação de conhecimento

Na computação, em geral, o paradigma clássico, discutido na Seção 2.1.2.1, é ado-
tado em formalismos de representação amplamente utilizados atualmente, como a OWL
e as lógicas de descrição. Tais formalismos constituem linguagens que podem ser utiliza-
das para expressar conhecimento formalmente, de tal modo que este conhecimento possa
ser manipulado computacionalmente (por raciocinadores), viabilizando a inferência de
novo conhecimento. Na Seção 2.2.1.1 será apresentada uma visão geral sobre lógicas de
descrição, enquanto na Seção 2.2.1.2 será apresentada uma visão geral sobre OWL.

2.2.1.1 Lógica de descrição

De acordo com (BAADER; HORROCKS; SATTLER, 2009), as lógicas de des-
crição são uma família de linguagens de representação de conhecimento que podem ser
utilizadas para representar o conhecimento de um domínio de aplicação de uma forma es-
truturada e formalmente bem compreendida. O nome lógica de descrição é motivado pelo
fato de que as noções importantes do domínio são especificadas por descrições de concei-

tos, que são expressões construídas a partir de conceitos (que são predicados unários) e
papéis (que são predicados binários). Além disso, as lógicas de descrição diferenciam-se
das abordagens de representação de conhecimento propostas anteriormente, como redes

semânticas (QUILLIAN, 1968) e frames (MINSKY, 1975), por possuírem uma semântica

formal baseada em lógica.
De modo geral, existem diversas lógicas de descrição, tais como a ALC e a

SHIQ. A maioria das lógicas de descrição é baseada em fragmentos decidíveis da
lógica de primeira ordem (que não é decidível) (BAADER; HORROCKS; SATTLER,
2009). Assim, as lógicas de descrição costumam ser projetadas para manter um compro-
misso, entre expressividade semântica e eficiência computacional, sacrificando algumas
capacidades de representação para proporcionar eficiência computacional. Deste modo, o
raciocínio em lógicas com alta expressividade semântica tende a ser menos eficiente que
o raciocínio em lógicas com expressividade semântica menor. É importante notar que os
diversos tipos de lógica de descrição diferem entre si em termos de quais capacidades de
representação são sacrificadas e quais são oferecidas, para manter a decidibilidade.

Uma base de conhecimento desenvolvida com uma lógica de descrição possui
dois componentes distintos: o componente terminológico (terminological box ou TBox)
e o componente assercional (assertional box ou ABox). O componente terminológico
permite a descrição das noções estáveis do domínio, declarando propriedades de conceitos
e papéis, bem como relações entre tais componentes. Este componente é análogo a um
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esquema de banco de dados e, em geral, especifica a porção invariante do conhecimento de
domínio. Neste componente, é possível definir novos conceitos nomeando uma descrição
de conceito. No exemplo a seguir, define-se o conceito HomemFeliz, em função de outros
conceitos e papéis.

HomemFeliz ≡Pessoa u ¬Femea u ∃casadoCom.PessoaHonestau

(≥ 5temFilho) u ∀temFilho.Professor
(2.1)

A descrição 2.1 define HomemFeliz como Um homem que é casado com uma pes-

soa honesta, que tem pelo menos 5 filhos, dos quais todos são professores. Esta descrição
emprega os construtos booleanos de conjunção (u), que é interpretado como interseção

de conjuntos; e negação (¬), que é interpretado como complemento de conjunto. Ela
também emprega o construto de restrição existencial (∃R.C), o construto de restrição de

valor (∀R.C) e o construto de restrição de número (≥ nR). Um indivíduo João pertence
a ∃casadoCom.PessoaRica se existe um indivíduo que é casado com João (ou seja, está
relacionado à João através do papel casadoCom) e que é uma pessoa honesta (ou seja,
pertence ao conceito PessoaHonesta). Do mesmo modo, João pertence a (≥ 5temFilho)

se ele tem pelo menos 5 filhos, e ele pertence a ∀temFilho.Professor se todos os seus
filhos (indivíduos relacionados a João através do papel temFilho) forem professores (ou
seja, se pertencerem ao conceito Professor).

O componente assercional de uma base de conhecimento, por outro lado, é utili-
zado para descrever situações específicas (ou estados de coisas específicos), declarando
propriedades e relações entre indivíduos. O componente assercional é análogo aos da-
dos em um banco de dados. A seguir, são apresentadas três asserções de um possível
componente assercional de uma base de conhecimento:

HomemFeliz(Joao)

temFilho(Joao,Mariana)

¬Engenheiro(Mariana)

(2.2)

Estas asserções representam, respectivamente que João é um homem feliz, Mari-

ana é filha de João e Mariana não é engenheira.
Os sistemas de lógica de descrição modernos oferecem serviços de raciocínio ca-

pazes de deduzir conhecimento implícito a partir do conhecimento explicitamente repre-
sentado na base de conhecimento. Idealmente, tais serviços de raciocínio sempre resul-
tam em respostas corretas em um tempo finito. Estes serviços de raciocínio consideram
ambos os componentes, o terminológico e o assercional. Tipicamente, os serviços de
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raciocínio incluem determinação de subsunção, que computa as relações subconceito-
superconceito; determinação de instanciação que determina de que conceitos cada indiví-
duo é instância; e checagem de consistência, que determina se uma base de conhecimento
está livre de contradições.

As especificações formais da sintaxe e a semântica de algumas lógicas de descri-
ção podem ser encontradas em (BAADER, 2003; BAADER IAN HORROCKS, 2008;
BAADER; HORROCKS; SATTLER, 2009).

Apesar das lógicas de descrição oferecerem uma base bem fundamentada e com
expressividade razoável para representação de conhecimento, proporcionando a compo-

sicionalidade dos conceitos, elas sofrem de todas as limitações de uma abordagem que
segue o paradigma clássico de representação de conhecimento, discutido em 2.1.2.1. Por
exemplo, as DL assumem que os conceitos são descritos em termos de condições neces-

sárias e suficientes, e o processo de raciocínio para classificação de instâncias explora tais
condições, para verificar quais conceitos possuem as suas condições atendidas para cada
indivíduo. No entanto, constata-se que é notoriamente difícil determinar tais conjuntos de
condições para a maior parte dos conceitos utilizados cotidianamente. Além disso, as DL
convencionais não oferecem uma base para lidar com efeitos de tipicalidade, visto que
tais frameworks não preveem a existência de indivíduos mais ou menos típicos para um
dado conceito.

2.2.1.2 OWL

De acordo com (ANTONIOU; HARMELEN, 2009), a OWL (Ontology Web Lan-

guage) é, na verdade, uma família de linguagens de representação de conhecimento es-
pecialmente projetadas para o desenvolvimento de ontologias. Além disso, conforme
dito em (HORROCKS; PATEL-SCHNEIDER; HARMELEN, 2003), a OWL foi conce-
bida para ser adotada no contexto da Web Semântica, onde ontologias desempenhariam
o papel de estabelecer o significado do vocabulário utilizado para descrever o conteúdo
e as funcionalidades de recursos na web, de tal modo que agentes artificiais pudessem
interpretar o significado destes termos de modo não ambíguo. Deste modo, para permi-
tir a especificação formal e explícita de conceitualizações a respeito de um domínio, a
OWL foi projetada para satisfazer alguns requisitos, tais como: possuir uma sintaxe bem
definida, possuir uma semântica bem definida, suportar raciocínio eficiente, possuir po-
der expressivo suficiente e ser fácil de usar para expressar conhecimento (HORROCKS;
PATEL-SCHNEIDER; HARMELEN, 2003). Além disso, assim como ocorre com as
lógicas de descrição, a OWL também possui semântica formal baseada em lógica, permi-
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tindo interpretações precisas do conhecimento representado. Também é importante notar
que a especificação formal da OWL foi influenciada pela lógica de descrição. Em relação
à sintaxe, a OWL possui sintaxe concreta baseada em XML/RDF e uma sintaxe abstrata
baseada em frames (HORROCKS; PATEL-SCHNEIDER; HARMELEN, 2003).

Segundo (HORROCKS; PATEL-SCHNEIDER; HARMELEN, 2003), a OWL com-
bina a capacidade do RDF(KLYNE; CARROLL, 2006) de declarar fatos e a capacidade
do RDF Schema (ou RDFS)(BRICKLEY; GUHA, 2004) de declarar classes e proprieda-
des de objetos, e estende tais conjuntos de capacidades. Além de permitir a declaração
de classes, a OWL também permite organizar estas classes em hierarquias de subsunção,
assim como o RDFS. No entanto, em OWL, Classes, podem ser especificadas como com-
binações lógicas (interseções, uniões e complementos) de outras classes, ou como enu-
merações de objetos especificados. Além disso, em OWL também é possível especificar a
disjunção entre classes. Tais capacidades transcendem as capacidades do RDFS. A OWL
também oferece a capacidade de especificar propriedades, de organizá-las em hierarquias
e de especificar domínios e contradomínio destas propriedades, assim como o RDFS. No
entanto, o OWL transcende as capacidades do RDFS, ao permitir que se defina proprieda-
des como transitivas, reflexivas, simétricas e/ou funcionais. Outra grande diferença entre
a OWL e o RDFS é a possibilidade de se especificar restrições de cardinalidade em OWL.

Conforme foi discutido no contexto das lógicas de descrição, a complexidade com-
putacional envolvida nos processos de raciocínio sobre o conhecimento representado com
uma linguagem é diretamente proporcional ao poder expressivo da linguagem (HOR-
ROCKS; PATEL-SCHNEIDER; HARMELEN, 2003). No caso da OWL, os construtos de
representação e tipos de axiomas possíveis foram cuidadosamente escolhidos, com base
na experiência de anos de pesquisa em lógicas de descrição, para equilibrar requisitos de
expressividade semântica de aplicações típicas e requisitos de eficiência computacional
dos processos de raciocínio suportados.

Assim como ocorre com as lógicas de descrição, a OWL suporta diversos tipos
de raciocínio, que incluem: classificação de indivíduos, determinação de equivalência de
classes, verificação de consistência, etc.

Detalhes da OWL podem ser encontrados em (HORROCKS; PATEL-SCHNEIDER;
HARMELEN, 2003; MCGUINNESS; HARMELEN et al., 2004; GRAU et al., 2008;
ANTONIOU; HARMELEN, 2009; GROUP, 2009; MOTIK et al., 2009).

De forma análoga ao que ocorre com as lógicas de descrição, apesar da OWL
oferecer uma base bem fundamentada e com expressividade razoável para representação
de conhecimento, proporcionando a composicionalidade dos conceitos, ela sofre de todas
as limitações de uma abordagem que segue o paradigma clássico de representação de
conhecimento, discutido em 2.1.2.1.
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2.2.2 Extensões de abordagens clássicas

Conforme discutido na Seção 2.2.1, as principais abordagens atuais desenvolvidas
na IA seguem o paradigma clássico de representação, discutido na Seção 2.1.2.1. As-
sim, tais abordagens possuem limitações intrínsecas, no que diz respeito à capacidade
de permitir uma manipulação flexível do conhecimento em processos de raciocínio. Al-
gumas destas limitações são decorrentes principalmente do fato de que tais abordagens
buscam representar os conceitos em termos de condições necessárias e suficientes, igno-
rando, por exemplo, o fenômeno da tipicalidade (GÄRDENFORS, 2004c). No entanto,
atualmente existem abordagens que buscam estender alguns formalismos que adotam o
paradigma clássico, para transcender algumas da limitações de tais abordagens, tais como
a representação de predicados vagos (BOBILLO; STRACCIA, 2009), representação de
conhecimento probabilístico (LUKASIEWICZ, 2008), a representação de conhecimento
sobre o que é típico em um domínio, etc. Esta seção foca principalmente em extensões
que buscam representar aspectos que são considerados por paradigmas de representação
de conhecimento não clássicos (como os baseados em protótipos e exemplares), tais como
conhecimento sobre o que é típico. Uma vez que existem diversos trabalhos na área, nesta
seção serão discutidos apenas os mais relevantes para o trabalho, sobretudo os mais re-
centes ou mais representativos.

2.2.2.1 Integração entre lógica de descrição e lógica default

Em (BAADER; HOLLUNDER, 1995) discute-se formas de integrar a lógica de-

fault de Reiter a uma lógica de descrição. A lógica default de Reiter é uma lógica não
monotônica que permite representar e raciocinar sobre suposições padrão (defaults). Ou
seja, esta lógica pode representar conhecimento que é assumido como verdadeiro por
padrão, mas que pode revelar-se falso em alguns casos. Esta lógica pode representar co-
nhecimento sobre o que é típico, assumindo-o como verdadeiro por padrão. Por exemplo,
é possível assumir que, por padrão, Todas as aves voam, uma vez que aves tipicamente
voam. No entanto, isto é obviamente falso para o caso do Pinguim, por exemplo. De
acordo com esta lógica, por exemplo, sabendo-se que Polly é uma ave, se não há ne-
nhuma informação sobre a capacidade de Polly voar ou sobre Polly ser um Pinguim (ou
outra ave que sabidamente não voa), pode-se concluir por padrão que Polly voa. Esta ló-
gica é não monotônica porque, se for incluída alguma informação que nos permite inferir
que Polly não voa ou que Polly é um Pinguim (ou outra ave que sabidamente não voa),
esta conclusão deve ser revista.
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Os autores apontaram dificuldades semânticas (conclusões não intuitivas) e com-
putacionais (raciocínio indecidível) resultantes da integração de DL e lógica default. De-
vido a isto, os autores desenvolveram uma versão restrita da semântica, na qual as regras

default são aplicadas apenas para indivíduos explicitamente representados na base de co-
nhecimento.

Em (MOODLEY; MEYER; SATTLER, 2014), por outro lado, investiga-se a ge-
neralização da abordagem preferencial do raciocínio não monotônico para a lógica DL
ALC. Segundo os autores, esta generalização permite a representação intuitiva de afir-
mações revogáveis, bem como a inferência de conclusões revogáveis desejáveis. Além
disso, tal abordagem também possui a vantagem de manter a complexidade computaci-
onal do raciocínio no pior caso equivalente à complexidade da ALC clássica. A abor-
dagem investigada pelos autores permite a interpretação de subsunções revogáveis, do
tipo As aves mais típicas são animais voadores (ou no caso geral Os C’s mais típicos

são D’s). Ou seja, esta abordagem também permite estabelecer raciocínios sobre o que é
típico no domínio e tais conclusões podem ser revogadas, caso novas informações sejam
consideradas.

É importante notar que as abordagens apresentadas em (BAADER; HOLLUN-
DER, 1995; MOODLEY; MEYER; SATTLER, 2014) não utilizam a informação de exem-
plares para fundamentar a classificação de novos indivíduos. Além disso, a tipicalidade,
conforme considerada nos estudos cognitivos, possui uma natureza gradual que não é
capturada nestes formalismos. Finalmente, ambas as abordagens não oferecem um meio
natural de suporte para raciocínio baseado em similaridade.

2.2.2.2 Extensão de lógica de descrição com circunscrição

Em (BONATTI; LUTZ; WOLTER, 2006) é proposta uma lógica de descrição es-
tendida com circunscrição. A circunscrição é uma abordagem desenvolvida por John
McCarthy (MCCARTHY, 1980) para formalizar a suposição do senso comum de que as
coisas são como esperadas, a menos que seja especificado o contrário. Deste modo, pre-
dicados circunscritos são predicados para os quais assume-se que apenas os indivíduos
para os quais pode-se demonstrar que possuem tais predicados são todos os indivíduos
que efetivamente possuem tais predicados. Deste modo, a circunscrição seria semelhante
à suposição de mundo fechado, em função da qual assume-se como falsas as declarações
que não são sabidamente verdadeiras. A ideia fundamental que permite representar o que
é típico e o que é atípico é introduzir predicados de anormalidade para representar casos
(ou indivíduos) que não satisfazem um critério de normalidade (ou tipicalidade). Para
capturar a ideia de que a anormalidade é excepcional, os predicados de anormalidade são
circunscritos. Isto é, os indivíduos para os quais pode ser demonstrado que são anormais,
são efetivamente todos os indivíduos anormais que há. Assim, por exemplo, é possível
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representar que mamíferos ou habitam a terra ou são mamíferos anormais e que baleias

não habitam a terra. Assumindo que o predicado de normalidade é circunscrito, pode-se
inferir que baleias são mamíferos anormais e que mamíferos anormais são mamíferos que

não habitam a terra.
Esta abordagem também não utiliza a informação de exemplares para fundamentar

a classificação de novos indivíduos. Além disso, esta abordagem também não é capaz de
capturar a natureza gradual da tipicalidade e não oferece um meio natural de suporte para
raciocínio baseado em similaridade.

2.2.2.3 Lógica de descrição com operador de tipicalidade

Em (GIORDANO et al., 2013), é proposta uma extensão da lógica de descrição
ALC, que permite representar (e raciocinar sobre) conhecimento sobre o que é típico no
domínio e herança com exceções. A lógica não monotônica resultante é obtida pela adi-
ção de um operador de tipicalidade T à ALC. Este operador é utilizado para representar
as instâncias mais típicas (ou mais normais) de um conceito. Deste modo é possível re-
presentar relações de subsunção na forma de T (B) v A, que expressa que instâncias

típicas de B são também instâncias de A. Deste modo, seria possível representar que
tipicamente, aves são animais voadores através de T (Ave) v AnimalV oador e que
pinguins são aves que não voam (Pinguim v Ave u ¬AnimalV oador). Com isso,
sabendo-se que Polly é uma ave (Ave(Polly)) é possível inferir que Polly é um animal

voador (AnimalV oador(Polly)), se estiver ausente qualquer informação que nos per-
mita concluir que Polly não é um animal voador. No entanto, em um cenário em que
novas informações incluídas na base de conhecimento permitissem a conclusão de que
Polly é um pinguim (Pinguim(Polly)), a conclusão anterior deveria pode ser substituída
pela nova conclusão, de que Polly não voa (¬AnimalV oador(Polly)).

Os autores discutem que a lógica resultante possui limitações para lidar com he-
rança múltipla. Nestes casos, as inferências resultantes podem ser bastante diferentes das
esperadas. Além disso, esta abordagem também não utiliza a informação de exemplares
para fundamentar a classificação de novos indivíduos. Esta abordagem também não é
capaz de capturar a natureza gradual da tipicalidade e não oferece um meio natural de
suporte para raciocínio baseado em similaridade.
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2.2.3 Abordagens híbridas

Nesta Seção, serão discutidas abordagens para representação de conhecimento
que buscam superar algumas limitações relacionadas à adoção de formalismos clássicos
(como a DL e a OWL), mas que não constituem extensões destes formalismos. Assim,
nesta seção serão consideradas principalmente abordagens híbridas, que utilizam aborda-
gens clássicas como apenas um dos componentes.

2.2.3.1 Integração de abordagem clássica com protótipos

Em (FRANCONI; MAGNINI; STOCK, 1992) é proposta uma abordagem para
representação de conhecimento e raciocínio que combina uma abordagem clássica com
protótipos. Os protótipos são representados por coleções de pares atributo-valor que abs-
traem o conjunto de instâncias de um dado conceito.

O raciocínio de classificação proposto pela abordagem é guiado pelo componente
terminológico (no qual os conceitos são descritos em termos de condições necessárias).
Deste modo, considerando-se um determinado indivíduo i que deve ser classificado, em
um primeiro passo, verifica-se quais conceitos têm suas condições necessárias atendidas
por i. Este passo resulta em um conjunto de conceitos candidatos C. Para decidir quais
conceitos em C classificam o indivíduo i, utiliza-se a informação relacionada aos protóti-
pos destes conceitos e raciocínio baseado em similaridade. Assim, verifica-se a similari-
dade entre i e o protótipo de cada conceito em C e seleciona-se os conceitos para os quais
a similaridade entre o protótipo e o indivíduo i for maior que um dado limiar l. Dentre
os conceitos selecionados, o indivíduo é classificado em todos os conceitos não disjuntos
e, no caso de grupos de conceitos disjuntos, seleciona-se o conceito cujo protótipo é mais
similar a i.

Esta abordagem adota uma postura conservadora, assumindo que o conhecimento
capturado no componente terminológico tem prioridade e é mais confiável do que as in-
ferências baseadas em similaridade. É importante também notar que esta abordagem
utiliza apenas definições e informações relativas a protótipos, de modo que não utiliza
informações relativas a exemplares durante o raciocínio baseado em similaridade. Consi-
derando que diversos trabalhos (HUANG et al., 2010; DING et al., 2013; DOHNÁLEK
et al., 2014) apontam que abordagens computacionais de classificação que consideram
exemplares (tais como o K-nearest neighbors) resultam em uma acurácia maior do que a
acurácia resultante de abordagens baseadas em protótipos, assumimos como hipótese que
esta abordagem poderia ser aperfeiçoada se considerasse também informações de exem-
plares.
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2.2.3.2 Ontologias com múltiplos protótipos

Em (CAI; LEUNG; FU, 2008) é proposto o que os autores chamam de modelo
cognitivo de ontologia. Neste modelo, os conceitos possuem múltiplos protótipos e é
possível determinar a tipicalidade de uma determinada instância de um dado conceito.
O objetivo do modelo é permitir a classificação de novas instâncias de um modo que se
aproxime da performance cognitiva humana.

A abordagem utiliza múltiplos protótipos porque representam melhor conceitos

disjuntivos, que seriam conceitos definidos por disjunções (por exemplo, a necessidade
de uma propriedade A ou de uma propriedade B, tal como o conceito de objeto que é

vermelho ou verde) (COLMAN, 2015). Para obter os múltiplos protótipos de um conceito
c, assume-se que as instâncias de c podem ser agrupadas em n diferentes grupos de objetos
que são mais similares entre si, do que são similares a objetos de outros grupos. Deste
modo, define-se um protótipo para cada um dos n grupos de c, onde cada protótipo é
uma representação abstrata extraída de um dos grupos. Como resultado, cada conceito é
representado por uma lista de n protótipos. Nesta abordagem, cada protótipo e cada objeto
(instância) é definido por um vetor de propriedades e valores, onde cada valor varia de 0

a 1 e representa o grau com que o objeto possui a propriedade. Além disso, a abordagem
estabelece a possibilidade de determinar a similaridade entre um objeto e um protótipo
como uma função decrescente da distância entre os vetores. A dissimilaridade, por outro
lado, é definida como o complemento da similaridade.

De acordo com a abordagem, há dois fatores que influenciam a tipicalidade de um
objeto em relação a um conceito: a tendência central do objeto em relação a um conceito
e a frequência de instanciação de um grupo representado por um protótipo. A tendência
central de um objeto é determinada por uma função da similaridade interna e da dissimi-

laridade externa. Neste contexto, a similaridade interna de um objeto o em relação a um
conceito c é determinada pela similaridade entre o e o protótipo de c que é mais similar
a o. Já a dissimilaridade externa é considerada como a média das dissimilaridades entre
o objeto o e os protótipos mais próximos de o de cada conceito ci diferente de c. Já a
frequência de instanciação é definida para cada protótipo p de cada conceito c, como a
razão entre o número de instâncias do grupo abstraído por p e o número de instâncias
total do conceito c. O objetivo deste fator é representar a saliência de um protótipo, assu-
mindo que as pessoas considerariam mais típicas as instâncias de um conceito que seriam
mais similares a um protótipo com alta saliência (representando um grupo com mais ins-
tâncias). Deste modo, a tipicalidade de um objeto a para um conceito c é uma função
da tendência central de a para o conceito c e da saliência (relacionada à frequência de
instanciação) do protótipo de c mais similar a a. De modo que, quanto maior a tendência
central de a em relação a c e quanto maior a saliência relacionada ao protótipo de c mais
similar a a, maior é a tipicalidade de a em relação a c.
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O trabalho não esclarece como define-se o grau com que um objeto possui uma
determinada propriedade. Além disso, também não está claro se e como a abordagem
utiliza as definições dos conceitos durante os processos de raciocínio para classificação.
Também não fica claro como a utilização das definições é combinada com a noção de
tipicalidade durante a classificação. Além disso, a quantidade de protótipos deve ser arbi-
trariamente selecionada. Apesar da flexibilidade que esta decisão proporciona, a seleção
do número adequado de protótipos provavelmente varie para cada conceito, em cada apli-
cação. Deste modo, a seleção do número de protótipos pode ser uma tarefa não trivial.
Também é importante salientar que esta abordagem faz um uso incipiente de informa-
ções sobre exemplares. A única informação sobre exemplares utilizada é a informação
utilizada para determinar a frequência de instanciação. Deste modo, as propriedades dos
exemplares não são consideradas.

2.2.3.3 Representação de tipicalidade e significados vagos em ontologias

Em (YEUNG; LEUNG, 2006; YEUNG; LEUNG, 2008), discute-se uma aborda-
gem para representação de conceitos com significados vagos e tipicalidade em ontologias.
Basicamente, os autores utilizam lógica nebulosa (fuzzy) para representar conceitos com
significado vago e utilizam protótipos para representar a tipicalidade de cada conceito da
ontologia.

Nesta proposta, a cada conceito c da ontologia é associado um vetor característico

de n valores entre 0 e 1, cada qual representando o grau de importância de cada uma das
n propriedade de c. Além disso, a cada indivíduo é associado um vetor de propriedades

de n valores entre 0 e 1, cada qual representando o grau com que o indivíduo possui a
propriedade. O trabalho também propõe uma alternativa para determinar a subsunção
entre dois conceitos c1 e c2 , em função dos seus vetores característicos. Assim, c2 seria
subsumido por c1 se c2 tivesse em seu vetor característico, valores maiores que os valores
do vetor característico de c1 .

Além disso, o trabalho também define likeness como sendo o grau de pertenci-
mento de um indivíduo a um conceito, variando entre 0 e 1. A função proposta para
medir o likeness de um indivíduo a pra um conceito x segue alguns axiomas propostos
pelos autores e é representada por λx (a) = min li , onde

li =


pa,i + (1− cx ,i)× (1− px ,i), cx ,i > 0, pa,i > 0

0, cx ,i > 0, pa,i = 0

1, cx ,i = 0

(2.3)

, considerando-se que pa,i é o i-ésimo valor do vetor de propriedades do indivíduo a e cx ,i
é i-ésimo valor do vetor característico do conceito c.
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Já a tipicalidade de um indivíduo a para um conceito c é determinada em função
do protótipo de c. Os autores definem um vetor de protótipo para cada conceito c (definido
como tc), como sendo um vetor com n valores entre 0 e 1, onde o i-ésimo valor é dado pela
média dos i-ésimos valores dos vetores característicos dos conceitos que especializam c.
Com isso, a tipicalidade de um indivíduo a para um conceito c é dada por:

Tx (a) =
pa.tx∑n
i=1 tx ,i

(2.4)

No entanto, o trabalho não esclarece como é definido na prática o grau com que um
objeto possui suas propriedades. Também não fica claro como a tipicalidade e o likeness

são utilizados efetivamente em processos de raciocínio. Além disso, apesar da aborda-
gem assumir que a ontologia possui definições para os conceitos, não fica claro como
as definições são efetivamente utilizadas pela abordagem e como elas interagem com a
tipicalidade e o likeness dos objetos durante os processos de raciocínio. Outro ponto que
pode ser visto como uma desvantagem é o fato de que o trabalho não explora informa-
ções relacionadas a outros exemplares para auxiliar na classificação de novos exemplares.
Além disso, a abordagem também limita os tipos de propriedades que podem ser atribuí-
das a conceitos e indivíduos a propriedades que os autores chamam de proposicionais, tais
como tem asas, tem cauda, voa, etc. Assim, a abordagem não permite a representação de
propriedades de outros tipos, como as propriedades numéricas ou categoriais.

2.2.3.4 Integração de abordagem clássica, protótipos e exemplares

Em (LIETO et al., 2015), é proposta uma abordagem de representação de conhe-
cimento e raciocínio que combina uma abordagem clássica com informações relativas a
protótipos e informações relativas a exemplares em um processo de raciocínio de clas-
sificação baseado nas teorias duais de raciocínio, tais como as discutidas em (EVANS,
2006; EVANS, 2008; EVANS; FRANKISH, 2009). Assim, de acordo com esta aborda-
gem, cada conceito teria uma definição clássica, um protótipo e todas as instâncias deste
conceito seriam consideradas exemplares.

Neste modelo, para classificar um dado indivíduo i, primeiramente um sistema de

raciocínio heurístico (S1 ) realiza um julgamento heurístico e determina qual conceito C
é o mais adequado para classificar i. A seguir, um sistema de raciocínio analítico (S2 )
verifica se há inconsistências lógicas caso i seja considerado como instância do conceito
C (determinado pelo sistema S1 ), considerando-se o conhecimento capturado em uma
ontologia (que descreve os conceitos classicamente, em termos de definições). Caso não
exista inconsistência, assume-se C como o conceito que classifica i. Caso seja detectada
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uma inconsistência lógica, o sistema S1 avalia um conjunto fixo de n novos candidatos.
Se todas as n classificações forem consideradas inconsistentes, o sistema S2 determina,
utilizando raciocínio lógico, qual é o conceito C que classifica o indivíduo i de modo
adequado, de modo consistente com a ontologia.

Os processos realizados pelo sistema S2 são analiticamente dirigidos e suportados
por uma ontologia que define logicamente cada um dos conceitos em termos de condições
necessárias e/ou suficientes. Já os processos realizados pelo componente S1 são supor-
tados por julgamento de similaridade e utilizam informações relacionadas a protótipos e
exemplares. Este componente determina a similaridade s entre o indivíduo i e o exemplar
e mais similar na base de conhecimento. Se s > l, onde l é um limiar de similaridade,
o conceito C representado pelo exemplar e é considerado um conceito candidato para
classificar i. Caso contrário, o componente determina qual é o protótipo p mais similar
a i na base de conhecimento e retorna o conceito C representado por p. É importante
notar também que o componente S1 considera a lista L de conceitos candidatos que fo-
ram considerados inconsistentes enquanto classificações de i. Deste modo, ao analisar
a similaridade de exemplares e protótipos em relação a i, ele recupera os exemplares e
protótipos mais similares e cujos conceitos não estão em L.

A principal limitação desta abordagem está no fato de que ela só é capaz de classi-
ficar um dado indivíduo em um e somente um conceito. Isto constitui uma limitação por-
que, em geral, seres humanos são capazes de classificar a mesma instância em múltiplos
conceitos e esta capacidade é desejável em sistemas que realizam classificação automá-
tica. Outra possível limitação da abordagem está no fato de adotar os espaços conceituais

(GÄRDENFORS, 2004b) como forma de representar exemplares e protótipos. Isto pode
ser uma limitação porque a representação em espaços conceituais requer um conjunto de
dimensões, cujos valores devem ser parcialmente ordenados. Deste modo, representar
atributos categoriais (ou nominais) torna-se um desafio, visto que não há qualquer or-
dem intrínseca entre valores deste tipo (ANDRITSOS; TSAPARAS, 2010). Também é
possível notar que a informação relativa aos protótipos é utilizada apenas em último caso
durante a classificação, de modo que ela pode ser subutilizada na maior parte dos casos.
Além disso, é importante salientar que o julgamento de similaridade entre o objeto que
se deseja classificar e cada um dos exemplares, é realizado individualmente. Ou seja,
é adotado um procedimento de classificação equivalente ao nearest neighbor classifier

(COVER; HART, 1967), que é bastante sensível ao ruído (AGGARWAL, 2014). As-
sim, a qualidade do resultado da abordagem como um todo pode ser comprometida caso
a base de exemplares contenha ruído. Este problema poderia ser contornado pela ado-
ção de procedimentos mais sofisticados, projetados para serem mais resistentes a ruído,
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tais como os apresentados em (MITANI; HAMAMOTO, 2006; ZENG; YANG; ZHAO,
2009). Acrescenta-se também que, uma vez que a abordagem adota todo o conjunto de
instâncias de um conceito como seus exemplares, ela pode se tornar difícil de ser aplicada
em casos em que os conceitos possuem muitas instâncias.

2.3 Abordagens para seleção de instâncias

De acordo com (GARCÍA; LUENGO; HERRERA, 2015), a seleção de instân-

cias é uma tarefa que consiste em escolher um subconjunto do conjunto total de dados
(instâncias) disponíveis para realizar o propósito original de uma dada aplicação (geral-
mente de mineração de dados ou aprendizado de máquina) de modo que a performance
resultante seja igual ou próxima da performance obtida se fossem considerados todos os
dados disponíveis. Em geral, esta tarefa é realizada por uma família de métodos que bus-
cam selecionar o melhor subconjunto possível de exemplares dos dados originais, usando
alguma heurística. Assim, o resultado ótimo da tarefa de seleção de instâncias seria sele-
cionar o subconjunto mínimo de dados com o qual é possível realizar uma dada tarefa sem

perda de performance. Deste modo, toda estratégia de seleção de instâncias deve manter
um bom compromisso entre a redução do conjunto de dados e a qualidade da performance

(CHOU; KUO; CHANG, 2006).
Em geral, a seleção de instâncias pode ser utilizada para reduzir o conjunto de da-

dos original para um subconjunto menor e mais fácil de gerenciar, gerando uma redução
dos recursos computacionais (em termos de tempo de processamento e espaço de arma-
zenamento) que são necessários para realizar uma tarefa (LIU; MOTODA, 2002; LIN
et al., 2015; LEYVA; GONZÁLEZ; PÉREZ, 2015; GARCÍA; LUENGO; HERRERA,
2015). Além disso, algoritmos de seleção de instâncias podem também ser aplicados
para remover instâncias redundantes ou ruído, antes de utilizar os dados na tarefa em
questão. Devido a isso, quando a seleção de instâncias é aplicada como um passo de
pré-processamento em uma tarefa de aprendizado de máquina, a acurácia dos modelos
aprendidos pode aumentar (LIU; MOTODA, 2002; GARCÍA; LUENGO; HERRERA,
2015).

Nesta Seção, serão discutidos alguns dos principais e mais recentes algoritmos
de seleção de instâncias. Para a maioria dos algoritmos apresentados, T representará o
conjunto original de instâncias e S, onde S ⊆ T , representará o conjunto reduzido de
instâncias, resultante da aplicação de um algoritmo de seleção de instâncias.

Em (HART, 1968) é proposta uma abordagem chamada Condensed Nearest Neigh-

bor (CNN). Esta abordagem seleciona aleatoriamente uma instância que pertence a cada
classe de T e a adiciona em S. No próximo passo, cada instância em T é classificada
usando apenas as instâncias em S. Se uma instância é classificada incorretamente, ela é



52

adicionada a S, para garantir que ela será classificada corretamente. Este processo é re-
petido até que nenhuma instância em T seja classificada de modo incorreto. É importante
notar que esta abordagem pode incluir em S instâncias que constituem ruído, causando
efeitos negativos na acurácia da classificação. Além disso, esta abordagem é dependente
da ordem em que as instâncias são avaliadas. A complexidade temporal desta abordagem
é O(|T |2), onde |T | é o tamanho do conjunto de dados original.

O algoritmo chamado Reduced Nearest Neighbor (RNN) (GATES, 1972), adici-
ona todas as instâncias de T em S, em um primeiro passo. A seguir remove-se cada
instância de S, até que nenhuma instância em T seja classificada de modo incorreto pelas
instâncias em S. O RNN produz subconjuntos S que são menores que os subconjun-
tos produzidos pelo algoritmo CNN. Além disso, o RNN é menos sensível a ruído do
que o CNN. No entanto a complexidade temporal do RNN é O(|T |3), que é maior que a
complexidade temporal do CNN.

Em (CHOU; KUO; CHANG, 2006), os autores propõem uma extensão do algo-
ritmo CNN, chamado Generalized Condensed Nearest Neighbor (GCNN). Esta aborda-
gem é bastante similar ao algoritmo CNN. No entanto, o algoritmo GCNN inclui apenas
instâncias que satisfazem um critério de absorção. Considerando-se dN(x) como a dis-
tância entre x e seu vizinho mais próximos, e dE(x) como sendo a distância entre x seu
inimigo mais próximo (uma instância que pertence a uma classe que é diferente da classe
a que x pertence); x é incluído em S apenas se dN(x) − dE(x) > ρ, onde ρ é um limiar
arbitrário. O algoritmo GCNN é capaz de produzir subconjuntos S que são menores que
os conjuntos produzidos pelo algoritmo CNN. No entanto, determinar o valor de ρ não é
uma tarefa trivial.

No algoritmo ENN (Edited Nearest Neighbor) (WILSON, 1972), todas as ins-
tâncias de T são incluídas em S, em um primeiro passo. Então, cada instância em S é
removida se ela não concorda com o rótulo da maioria dos seus k vizinhos mais próxi-
mos. Este algoritmo é muito utilizado para remover de ruído e melhorar a performance
em aplicações de aprendizado de máquina. Diferentemente de outros algoritmos de se-
leção de instâncias, o ENN mantém instâncias internas, enquanto remove instâncias das
bordas. Deste modo, o ENN não é capaz de reduzir o conjunto de dados tanto quanto
outros algoritmos disponíveis. A literatura também oferece algumas extensões ao ENN,
tais como (TOMEK, 1976).

Em (WILSON; MARTINEZ, 2000), os autores propõem uma família de 5 aborda-
gens, conhecidos como Decremental Reduction Optimization Procedure (DROP). Nestes
algoritmos, para cada instância x são mantidos os k vizinhos mais próximos, e as ins-
tâncias que possuem x como um dos seus k vizinhos mais próximos são chamados de
associados de x. Entre os algoritmos propostos, o DROP3 é o que possui o melhor com-



53

promisso entre redução do conjunto de dados e acurácia de classificação. No passo inicial,
o DROP3 aplica um algoritmo para remoção de ruído, como o ENN. Então, ele remove
uma instância x se os seus associados em T podem ser corretamente classificados sem x.
O principal problema do DROP3 é a sua complexidade temporal elevada.

O algoritmo ICF (Iterative Case Filtering algorithm) (BRIGHTON; MELLISH,
2002) é baseado nas noções de conjunto de cobertura e conjunto alcançável. O conjunto
de cobertura de uma instância x é o conjunto de instâncias em T cuja distância de x é
menor que a distância entre x e seu inimigo mais próximo (instância que pertence a uma
classe diferente). O conjunto alcançável de uma instância x é o conjunto de instâncias
em T que possuem x em seus respectivos conjuntos de cobertura. Neste método, uma
dada instância x é removida de S se |Alcançável(x)| > |Cobertura(x)|, isto é, quando o
número de instâncias que conseguem classificar x corretamente é maior que o número de
instâncias que x pode classificar corretamente.

Recentemente, em (LEYVA; GONZÁLEZ; PÉREZ, 2015), os autores propõem 3
métodos complementares para seleção de instâncias que são baseados na noção de con-

junto local. Neste contexto, o conjunto local de uma dada instância x é o conjunto de
instâncias contidas na maior hiperesfera centrada em x, de tal modo que ela não conte-
nha nenhuma instância de qualquer outra classe diferente da classe a que x pertence. O
LSSm (local set-based smoother) foi proposto para remover instâncias que são prejudici-
ais, isto é, instâncias que classificam incorretamente mais instâncias do que aquelas que
elas classificam corretamente. Este algoritmo usa duas noções para guiar o processo de
remoção: utilidade e nocividade. A utilidade u(x) de uma dada instância x é o número
de instâncias que possuem x entre os membros do seu conjunto local, e a nocividade h(x)
é o número de instâncias que possuem x como seu inimigo mais próximo. Para cada
instância x em T , o algoritmo inclui x em S se u(x) ≥ h(x). A complexidade temporal
de LSSm é O(|T |2). O segundo algoritmo, o LSCo (Local Set-based Centroids Selector

method), primeiramente aplica o LSSm para remover ruído e então aplica um método de
agrupamento (clustering) baseado em conjunto locais (CAISES et al., 2011) para identi-
ficar cluster em T sem pontos invasivos (instâncias que estão cercadas de instâncias de
uma classe diferente). O algoritmo mantém em S apenas os centroides dos agrupamen-
tos resultantes. Finalmente, o terceiro algoritmo, o LSBo (Local Set Border Selector),
primeiramente aplica o algoritmo LSSm para remover ruído e, a seguir, ele computa os
conjuntos locais de cada instância em T . Então, as instâncias em T são ordenadas de
modo ascendente em relação à cardinalidade de seus conjuntos locais. No último passo,
o LSBo verifica, para cada instância x in T se algum membro do seu conjunto local está
contido em S, para garantir a classificação apropriada de x. Se este não for o caso, x
é incluído em S para assegurar sua correta classificação. A complexidade temporal das
três abordagens é proporcional a O(|T |2). Entre os três algoritmos, o LSBo apresenta o
melhor equilíbrio entre redução e acurácia.
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Outras abordagens são discutidas em trabalhos de revisão, tais como (HAMID-
ZADEH; MONSEFI; YAZDI, 2015; LEYVA; GONZÁLEZ; PÉREZ, 2015; GARCÍA;
LUENGO; HERRERA, 2015).
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3 ABORDAGEM COGNITIVAMENTE INSPIRADA PARA REPRESENTAÇÃO DE

CONHECIMENTO E RACIOCÍNIO

Neste capítulo são apresentadas as principais propostas desta tese. Na Seção 3.1
é apresentada uma visão geral da proposta deste trabalho. Na Seção 3.2 apresenta-se a
formalização de um arcabouço híbrido para representação de conhecimento que combina
as vantagens da teoria clássica, da teoria do protótipo e da teoria dos exemplares. A Seção
3.3 apresenta um procedimento que integra raciocínio lógico tradicional (que utiliza re-
presentações clássicas) com raciocínio baseado em similaridade (que utiliza informações
a respeito de protótipos e exemplares), em um modelo híbrido de raciocínio para classi-
ficação. Além disso, como esta abordagem adota protótipos e exemplares como compo-
nentes de representação de conhecimento, na Seção 3.4 são apresentadas abordagens para
extração de protótipos e seleção de exemplares.

3.1 Visão geral da proposta

Os sistemas baseados em conhecimento (SBC) são atualmente uma tecnologia
madura que vem sendo aplicada em diversos cenários. Em geral, os SBC são caracte-
rizados por uma abordagem top-down, onde o conhecimento relevante para solução de
uma classe de problemas é explicitamente representado de uma forma computacional-
mente processável e o processo de resolução de problemas realizado pelo sistema é su-
portado por este conhecimento. Na área de representação de conhecimento e raciocínio
(KR, de Knowledge representation and reasoning), que pode ser vista como uma subárea
da Inteligência Artificial, são investigadas abordagens para representar o conhecimento
incorporado em SBCs.

Muitos trabalhos na área de representação de conhecimento e raciocínio têm pro-
posto linguagens formais baseadas em lógica, tais como as lógicas de descrição (DL de
Description logics) e a OWL (Web Ontology Language), como linguagens para repre-
sentar conhecimento. De acordo com (GÄRDENFORS, 2004c), tais abordagens adotam
implicitamente a teoria clássica de representação de conceitos, na qual os conceitos são
definidos em função de suas condições necessárias e suficientes. Apesar da populariza-
ção de tais abordagens de representação, é bem estabelecido tanto nas Ciências Cognitivas
quanto na Ciência da Computação, que encontrar condições necessárias e suficientes para
a maioria dos conceitos que utilizamos cotidianamente não é uma tarefa trivial (FRAN-
CONI; MAGNINI; STOCK, 1992; GÄRDENFORS, 2004b; LIETO, 2012; PRESTES et
al., 2013; LIETO et al., 2015). Devido a isto, em muitos casos, são utilizadas nas defini-
ções de conceitos apenas condições necessárias, que não são conjuntamente suficientes.
Isto é, são especificadas apenas as condições que necessariamente devem ser atendidas
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para um indivíduo i ser classificado em um dado conceito c, mas tais condições não são
suficientes para estabelecer de modo unívoco que i é classificado por c. Por exemplo, em
(PRESTES et al., 2013), os autores discutem as dificuldades de se estabelecer condições
que sejam necessárias e suficientes para definir o que é um Robô. A abordagem ado-
tada pelos autores foi estabelecer um conjunto de condições necessárias, mas que não são
suficientes para considerar um dado indivíduo como um Robô.

Além desta dificuldade relacionada às abordagens clássicas, existem diversas fon-
tes de evidências de que tais abordagens não são capazes de acomodar outras competên-
cias que são típicas da cognição humana. Isto pode ser uma desvantagem, considerando-
se que a reprodução das habilidades cognitivas humanas costuma ser um objetivo sub-
jacente ao uso de tais abordagens. Por exemplo, em (GÄRDENFORS, 2004c; GÄR-
DENFORS, 2004b) sugere-se que, em muitas tarefas de classificação, os seres humanos
classificam objetos com base na similaridade com instâncias típicas (protótipos) ou exem-
plares de conceitos. De acordo com (GÄRDENFORS, 2004c), esta flexibilidade é uma
característica importante que falta às abordagens clássicas, enquanto abordagens de repre-
sentação de conhecimento, para que sejam capazes de suportar classificação de um modo
mais flexível, e que se assemelhe à performance humana. Desta falta de flexibilidade
decorrem algumas consequências que podem ser limitantes em certas aplicações. Uma
destas limitações é a própria impossibilidade de se classificar indivíduos como instâncias
de um determinado conceito, caso a definição do conceito não determine quais são as
condições suficientes para um indivíduo ser considerado sua instância.

Além disso, em certos contextos, as descrições dos indivíduos que se deseja clas-
sificar são carentes de informação importante para suportar a classificação, seja por ig-
norância (no caso do valor de uma determinada propriedade não ser conhecido), seja por
negligência de propriedades importantes no momento da descrição de um indivíduo. Nes-
tes casos, caso seja adotada uma classificação clássica, baseada em condições necessárias
e suficientes, a falta de alguma informação poderia afetar muito o resultado da classifica-
ção. Isto torna as abordagens baseadas no paradigma clássico pouco resilientes. Um mo-
delo de classificação que considere a similaridade para suportar a decisão poderia fornecer
classificações estimadas ainda que não fossem descritas todas as informações necessárias,
desde que o indivíduo a ser classificado fosse suficientemente similar ao protótipo ou aos
exemplares de um determinado conceito.

Estas limitações das abordagens de representação de conhecimento que seguem
a concepção clássica (baseada em condições necessárias e suficientes) também foram
discutidas pelas Ciências Cognitivas, que buscam teorias para explicar e predizer a per-
formance humana em diversas tarefas cognitivas. Nesta área, foram propostas teorias
alternativas à teoria clássica, visando a superação de tais dificuldades e a consideração
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de múltiplas fontes de evidências empíricas sobre como os humanos realmente realizam
tarefas cognitivas como a classificação. Devido a isto, nesta tese buscamos inspiração em
estudos das Ciências Cognitivas para desenvolver uma abordagem para representação de
conhecimento capaz de lidar com essas dificuldades.

Nas ciências cognitivas, os conceitos são considerados entidades que participam
de diversos processos cognitivos, tais como categorização, planejamento, raciocínio, etc.
Segundo (MURPHY, 2002), apesar da teoria clássica ter sido praticamente abandonada
como uma teoria geral sobre como os conceitos são representados na cognição humana, as
principais teorias a respeito da natureza dos conceitos, até o momento, não foram capazes
de explicar de modo satisfatório todos os aspectos relacionados aos conceitos. Conforme
visto na Seção 2.1.2, a teoria clássica é capaz de explicar a composicionalidade dos
conceitos e como os conceitos participam de inferências lógicas dedutivas, no entanto,
falha em explicar os fenômenos de tipicalidade, por exemplo. Estes, por sua vez, são
explicados de modo adequado pela teoria do protótipo e pela teoria do exemplar, que por
outro lado, não são capazes de explicar a composicionalidade dos conceitos.

Diante deste panorama, nos últimos anos, trabalhos como (VICENTE; MANRI-
QUE, 2014) têm sugerido uma concepção híbrida dos conceitos. De acordo com es-
tas concepções, os conceitos seriam corpos de conhecimento que integrariam diversos
tipos de informações, tais como definições, protótipos e exemplares. Algumas destas
abordagens, como as discutidas em (MILLER; JOHNSON-LAIRD, 1976; OSHERSON;
SMITH, 1981; SMITH; MEDIN, 1981), assumem que o conceito é formado por um nú-

cleo e um procedimento de identificação. Nesta visão, chamada de core + identification

procedure (CIP), o núcleo incluiria um conjunto de condições necessárias e relações com
outros conceitos, enquanto o procedimento de identificação incluiria a informação (típica)
necessária para classificar instâncias do conceito. Por exemplo, segundo esta abordagem,
o conceito de Cachorro seria representado por um núcleo que definiria que todo o Ca-

chorro é necessariamente um Canídeo (com todas as suas propriedades necessárias), e
que tipicamente possui 4 patas, possui uma cauda, late, etc. Note que, segundo estas for-
mulações, o procedimento de identificação seria suportado por informações relativas ao
protótipo, de modo que as informações relativas a exemplares não seriam consideradas.

Abordagens recentes, como a proposta em (LIETO, 2012; LIETO et al., 2015),
também buscam estabelecer uma caracterização de conceitos que permita realizar compu-
tacionalmente a mesma gama de tarefas cognitivas que são realizadas por seres humanos.
Estas abordagens diferenciam-se das abordagens CIP pelo fato de que, além de incluírem
definições e protótipos, também buscam integrar informações relativas a exemplares na
representação de conceitos.
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Nesta tese, apresentamos uma abordagem híbrida para representação de conheci-
mento que é baseada nas teorias híbridas desenvolvidas nas Ciências Cognitivas. Esta
abordagem combina as vantagens das abordagens que adotam a teoria clássica, como on-
tologias, com a possibilidade de representar características típicas dos conceitos (através
de protótipos) bem como características que constituem exceções ao que é típico (através
de exemplares). Assim, de acordo com a abordagem proposta, cada conceito pode incluir
três tipos básicos de informações: informações clássicas, que incluem uma definição que
estabelece um conjunto de condições necessárias (embora possa incluir condições sufici-
entes), bem como relações com outros conceitos; um protótipo que define as característi-
cas típicas de uma instância do conceito; e um conjunto de exemplares que representam a
variabilidade de instâncias do conceito. Tal abordagem possui a vantagem de suportar ra-

ciocínio lógico e raciocínio baseado em similaridade em um mesmo arcabouço represen-
tacional integrado e permitir, simultaneamente, tanto a composicionalidade de conceitos
quanto a consideração de efeitos de tipicalidade.

É importante salientar também que, apesar de intuições sobre a combinação de
definições, protótipos e exemplares serem discutidas na literatura das Ciências Cogniti-
vas, a literatura em Ciência da Computação ainda carece de um arcabouço formal que
permita a utilização destas informações para o desenvolvimento de sistemas computaci-
onais. Deste modo, como proposta desta tese, na Seção 3.2, apresentamos a noção de
base de conhecimento estendida, como um arcabouço formal híbrido para representação
de conhecimento. A Figura 3.1 representa, de modo esquemático, a relação dos princi-
pais elementos da representação do conceito de Cachorro, de acordo com a abordagem
aqui proposta. O conceito Cachorro é representado por uma definição parcial, que in-
clui apenas suas condições necessárias (e suficientes, se possível) e relações com outros
conceitos; um protótipo, que representa as características típicas de um cachorro; e um
conjunto de exemplares, que representam instâncias reais de cachorro que são represen-
tativas do conceito de cachorro.
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Figura 3.1: Esquema ilustrando uma representação híbrida do conceito de cachorro, in-
cluindo definição, protótipos e exemplares.

Conceito

Definição

Um cachorro é 

um canídeo

...

Protótipo Exemplares

Cachorro

Fonte: Produzida pelo autor utilizando imagens disponibilizadas em <https://en.wikipedia.org/

wiki/Dog>.

Uma vez que a abordagem proposta nesta tese utiliza protótipos e exemplares, é
importante estabelecer como as noções de protótipo e exemplar são compreendidas neste
contexto. Um exemplar de um dado conceito c, no contexto desta tese, é compreendido
como um indivíduo real, que pertence à extensão de c e que é representativo de conjun-
tos de indivíduos que são instâncias de c. É importante notar que, para alguns conceitos,
nem todas as suas instâncias serão necessariamente consideradas como exemplares. Já o
protótipo de um conceito c é compreendido como sendo a instância ideal de c. Isto é, o
protótipo de c pode não ser idêntico a qualquer indivíduo real. Além disso, assumindo-
se que a dissimilaridade entre indivíduos pode ser vista como uma distância entre esses
indivíduos (GÄRDENFORS, 2004b), o conjunto das distâncias entre os indivíduos resul-
tantes do julgamento de similaridades/dissimilaridades entre eles nos permite conceber
tais indivíduos como estando espacialmente distribuídos (conforme representado na Fi-
gura 3.2). Com isto em mente, neste trabalho, assumimos que o protótipo de c pode ser
visto como o centroide do conjunto de indivíduos que formam a extensão de c. Esta ca-
racterização do protótipo é adotada em diversos trabalhos, tais como (MURPHY, 2002;
PALMERI; NOELLE, 2003; GÄRDENFORS, 2004b).

De acordo com (NEWELL, 1982), uma abordagem de representação de conhe-
cimento só é útil se existir algum procedimento capaz de processá-la adequadamente.
Deste modo, nesta tese também é proposta uma abordagem de raciocínio híbrido, que
adota a abordagem de representação híbrida proposta nesta tese. O principal objetivo
desta abordagem é permitir a classificação de novos indivíduos, com base nas informa-
ções combinadas de exemplares, protótipos e definições de conceitos. Este método de
raciocínio é apresentado na Seção 3.3.

https://en.wikipedia.org/wiki/Dog
https://en.wikipedia.org/wiki/Dog
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Figura 3.2: Exemplo de representação espacial de indivíduos. O grau de dissimilaridade d
entre os indivíduosM eB pode ser interpretada como a distância entre tais indivíduos em
um espaço abstrato. Assim, o conjunto das dissimilaridades entre todos os indivíduos de
um conjunto, tomados dois a dois, induz uma distribuição espacial de todos os indivíduos.

A

G

C

B

DE

F
H

I

J
K

R

T

U
V

P

L

M

N O

Q

S

d

Fonte: Produzida pelo autor.

Devido à adoção de protótipos e exemplares na abordagem de representação pro-
posta nesta tese, neste trabalho também apresentamos propostas para extração de protóti-
pos e seleção de exemplares a partir do conjunto de indivíduos representados pelo sistema.
O método para extração de protótipos é uma consequência direta da definição de protó-
tipo como sendo o centroide do conjunto de instâncias de um conceito. Além disso, como
contribuição desta tese, também são propostas duas abordagens para seleção de exem-
plares: uma baseada em seleção de instâncias limítrofes e a outra baseada em densidade

local. As abordagens propostas para extração de protótipos e seleção de exemplares são
apresentadas na Seção 3.4.

Salienta-se que as abordagens para raciocínio híbrido, para extração de protóti-
pos e para seleção de exemplares propostas nesta tese são completamente independentes.
Deste modo, é possível adotar o processo de raciocínio, sem utilizar as abordagens para
seleção de exemplares e extração de protótipos, por exemplo, desde que sejam fornecidos
exemplares e protótipos adequados para a base de conhecimento estendida que suporta o
processo de raciocínio híbrido. No entanto,as 3 abordagens podem também ser utilizadas
em conjunto, conforme é ilustrado na Seção 4.2.

3.2 Arcabouço híbrido para representação de conhecimento

Uma das principais propostas desta tese é o desenvolvimento de um arcabouço
híbrido para representação de conhecimento, que suporte a realização de raciocínio, com-
binando raciocínio lógico com raciocínio baseado em similaridade. Deste modo, para
viabilizar a realização de raciocínio lógico, fundamentado em condições necessárias e
suficientes, o arcabouço aqui proposto inclui um componente de representação de conhe-
cimento baseado no paradigma clássico. Além desde componente clássico, o arcabouço
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proposto também inclui representações baseadas em protótipos e baseadas em exempla-
res, bem como relações entre as representações clássicas e não clássicas. Com isto em
mente, nesta tese definimos a noção de base de conhecimento estendida (KBχ), como
um aperfeiçoamento das propostas discutidas em outros trabalhos do autor, tais como
(CARBONERA; ABEL, 2015b; CARBONERA; ABEL, 2015c; CARBONERA; ABEL,
2015e).

Definição 3.1. Uma base de conhecimento estendida (KBχ) é uma tupla, tal que:

KBχ = (C,≤,R,P, ↪→,D, dom,A, def, I, val, p, ext, E , ex,P , prot) (3.1)

, onde1:

• C é um conjunto C = {c1 , c2 , ..., cn} de n símbolos que representam conceitos
(ou classes), onde cada ci é uma representação simbólica de um conceito específico.

• ≤ é uma ordem parcial sobre C, isto é, ≤ é uma relação binária ≤⊆ C×C, que
é reflexiva, transitiva, e antisimétrica. Assim, ≤ representa a relação de subsunção

entre conceitos.

• R é um conjunto R = {r1 , r2 , ..., rm} de m símbolos que representam relações,
onde cada ri é uma representação simbólica de uma dada relação.

• P é um conjunto P = {p1 , p2 , ..., pl} de l símbolos que representam propriedades
(ou atributos), onde cada pi é uma representação simbólica de uma dada proprie-
dade.

• ↪→ é uma relação binária que relaciona propriedades em P a conceitos em C, tal
que ↪→⊆ P × C. Assim pi ↪→ cj representa que pi ∈ P é uma propriedade do
conceito cj , no sentido de que pi caracteriza cj .

• D é o conjunto de todo valor possível de toda e qualquer propriedade pi ∈ P.

• dom : P → 2D é uma função que mapeia uma dada propriedade ai ∈ P em um
conjunto Dai ⊆ D, que é seu domínio de valores. Note queD =

⋃l
i=1 dom(pi).

• A é um conjunto de axiomas, expressos em alguma linguagem formal L.

• def : C → 2A é uma função que mapeia um dado conceito ci ∈ C em um con-
junto de axiomas A′, tal que A′ ⊆ A, que constituem uma definição para ci . Isto
é,A′ constitui um conjunto de condições necessárias e/ou suficientes para um dado
indivíduo i ∈ I ser membro de ext(ci).

• I é um conjunto I = {i1 , i2 , ..., ip} de p símbolos que representam indivíduos,
onde cada ij representa um dado indivíduo.

1Note que 2S representa o powerset do conjunto S, isto é, o conjunto de todos os subconjuntos do
conjunto S (incluindo o conjunto vazio e o próprio conjunto S).
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• val : I×P→ D é uma função que mapeia um dado indivíduo ij ∈ I e uma dada
propriedade ai ∈ P para o valor específico val ∈ D que a propriedade ai assume
em ij .

• p : C → 2P é uma função que mapeia um dado conceito cj ∈ C em um conjunto
Pcj ⊆ P, que representa o conjunto das propriedades que caracterizam o conceito
cj , isto é p(cj ) = {∀x ∈ P|x ↪→ cj}.
• ext : C→ 2I é uma função que mapeia um dado conceito ci ∈ C em um conjunto
Ici ⊆ I, que representa sua extensão (o conjunto de indivíduos classificado pelo
conceito).

• E é um conjunto E = {e1 , e2 , ..., en} de n conjuntos de indivíduos, onde cada
ei ∈ E representa o conjunto de exemplares de um dado conceito ci ∈ C. Note que
E ⊆ 2I.

• ex : C → E é uma função que mapeia um conceito ci ∈ C em seu conjunto de
exemplares ei ∈ E .

• P é um conjunto P = {p1 , p2 , ..., pn} de n protótipos, onde cada pi ∈ P repre-
senta o protótipo de um dado conceito ci ∈ C.

• prot : C → P é uma função que mapeia um dado conceito ci ∈ C em seu protó-
tipo pi ∈ P .

Além disso, em uma KBχ, todo protótipo deve necessariamente ser o protótipo de
um conceito. Isto é:

∀x (x ∈ P) → ∃c (c ∈ C ∧ prot(c) = x) (3.2)

Do mesmo modo, em uma KBχ, todos os conjuntos de exemplares devem ser conjuntos
de exemplares de algum conceito. Isto é:

∀e (e ∈ E) → ∃c (c ∈ C ∧ ex(c) = e) (3.3)

Também assume-se que, em uma KBχ, todo o exemplar de um conceito c deve necessa-
riamente ser instância deste conceito c.

∀c (c ∈ C) → (∀e (e ∈ ex(c)) → e ∈ ext(c)) (3.4)

Uma versão mais forte da teoria apresentada nesta tese poderia se comprometer
com outros dois axiomas. O primeiro deles estabelece que, em uma KBχ, todo o conceito
deve necessariamente possuir um protótipo. Isto é:

∀c (c ∈ C) → ∃x (x ∈ P ∧ prot(c) = x) (3.5)
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O segundo, estabelece que, em uma KBχ, todo o conceito deve necessariamente possuir
um conjunto de exemplares. Isto é:

∀c (c ∈ C) → ∃e (e ∈ E ∧ ex(c) = e) (3.6)

No entanto, a proposta desta tese não se compromete com os axiomas 3.5 e 3.6, assumindo
uma posição mais flexível em relação a estes aspectos. Esta posição é justificada do
ponto de vista pragmático, pois um dos objetivos desta tese é desenvolver um arcabouço
que permita o desenvolvimento de aplicações computacionais e, do ponto de vista de
aplicação, em alguns domínios, é possível que não exista a necessidade de se considerar
protótipos e exemplares para todos os conceitos. Além disso, esta liberdade facilita a
integração e reuso de bases de conhecimento clássicas (que não incluem protótipos e
exemplares), como partes de uma base de conhecimento estendida.

Os elementos C, ≤, R, P e A geralmente são considerados como constituin-
tes de definições formais de uma ontologia, conforme pode ser visto em trabalhos como
(KALFOGLOU; SCHORLEMMER, 2002; XU; ZHANG; DONG, 2006; LOZANO et
al., 2014). Neste sentido, conforme discutido em (CARBONERA; ABEL, 2015e), a no-
ção de representação de conhecimento estendida proposta nesta tese, pode ser vista como
uma extensão da abordagem representacional adotada tradicionalmente em ontologias.

Também é importante destacar que a abordagem proposta nesta tese não se com-
promete com a existência de qualquer relação direta explícita entre protótipos de conceitos
relacionados por relações de subsunção. Assim, por exemplo, considerando que o con-
ceito de Cachorro é subsumido pelo conceito de Mamífero, nesta tese, não é assumida a
existência de nenhuma relação explícita direta entre os protótipo ou exemplares de am-
bos os conceitos. Deste modo, no contexto da concepção defendida por esta tese, não
é possível afirmar, por exemplo, que o protótipo do conceito de Cachorro é idêntico ao
protótipo do conceito de Mamífero. No entanto, uma vez que o protótipo de um conceito
C pode ser compreendido como o centroide da extensão de C, que abstrai as informações
das instâncias possíveis de C, é possível afirmar que há uma relação indireta entre os
protótipos de conceitos relacionados por uma relação de subsunção, no sentido de que o
protótipo do conceito mais geral necessariamente deve considerar as informações abstraí-
das pelo protótipo do conceito mais específico, uma vez que ele abstrai as informações de
um conjunto de instâncias que inclui o conjunto de instâncias possíveis do conceito mais
específico. Assim, indiretamente, o protótipo do conceito de Mamífero considera as infor-
mações abstraídas pelo protótipo do conceito de Cachorro. No caso dos exemplares, esta
tese assume que não é possível afirmar que um exemplar de um conceito mais específico
(como Cachorro) deve necessariamente ser considerado um exemplar do conceito mais
geral (como Mamífero). Conforme discutido na Seção 3.4.2, esta tese apenas assume que
o exemplar de um conceito deve ser uma instância real representativa do conceito, mas
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não se compromete com uma teoria específica que estabelece quais das instâncias de um
conceito devem ser considerados seus exemplares. Ou seja, a proposta aqui elaborada
permite acomodar diferentes teorias sobre quais instâncias de um conceito deveriam ser
considerados seus exemplares. Deste modo, a existência de uma relação direta entre os
exemplares de conceitos relacionados através de uma relação de subsunção depende da
teoria que estabelece quais exemplares representam cada conceito.

3.3 Estratégia de raciocínio híbrido para classificação

Nesta seção, é discutida a proposta de uma estratégia de raciocínio híbrido para
classificação, que utiliza, de modo combinado, informações relativas aos protótipos, exem-
plares e definições de cada conceito. Em relação a estes objetivos, a abordagem proposta
nesta seção combina aspectos das abordagens propostas em trabalhos como (FRANCONI;
MAGNINI; STOCK, 1992; LIETO et al., 2015), e busca evitar deficiências de ambas.

De modo geral, a estratégia geral adotada nesta abordagem é semelhante à estra-
tégia proposta por (FRANCONI; MAGNINI; STOCK, 1992). A principal diferença da
abordagem proposta nesta tese, em relação ao trabalho em questão, reside na estratégia
adotada para determinar classificações mais específicas, nas situações em que o racio-
cínio clássico não é suficiente. Em (FRANCONI; MAGNINI; STOCK, 1992), quando
o raciocínio clássico não é suficiente para determinar classificações mais específicas,
utiliza-se apenas uma medida de distância simples entre i e o protótipo de um conceito c,
assumindo-se como classificação para i o conceito c cujo protótipo possui a menor dis-
tância em relação a i (uma abordagem semelhante à adotada pelo Nearest prototype clas-

sifier). Na abordagem discutida nesta tese, por outro lado, utiliza-se a noção de medida

de adequação conceitual (formalizada no Algoritmo 1) para avaliar quando um indivíduo
i deve ser incluído na extensão de um determinado conceito c, com base nas informações
a respeito de protótipos e exemplares, considerados de modo integrado. Esta proposta
assume a hipótese de que a consideração de informações relativas a exemplares melhora
a acurácia em tarefas de classificação. Esta hipótese é suportada por diferentes linhas de
evidência, como os trabalhos que comparam a performance do Nearest prototype classi-

fier e do K-nearest neighbors (HUANG et al., 2010; DING et al., 2013; DOHNÁLEK et
al., 2014) e trabalhos na área das Ciências Cognitivas, tais como (MEDIN; SCHAFFER,
1978; SMITH, 2014), que sugerem que seres humanos utilizam a informação combinada
de protótipos e exemplares para suportar a classificação de objetos.

Por outro lado, a principal diferença da proposta desta tese em relação à abor-
dagem apresentada em (LIETO et al., 2015) reside no fato de que a abordagem aqui
apresentada foi projetada para lidar com a necessidade de se classificar indivíduos em
múltiplos conceitos distintos. Além disso, neste trabalho, não assumimos nenhuma res-
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trição específica em relação à possibilidade de se representar atributos categoriais (com
valores qualitativos). A única restrição assumida é a de que a função2 de similaridade ou
dissimilaridade (ou distância) entre objetos deve ser capaz de lidar com os tipos de atribu-
tos incluídos na representação. A abordagem aqui apresentada também se diferencia da
abordagem de Lieto, na medida em que neste trabalho, informações de protótipos e exem-
plares são considerados de modo integrado para determinar o grau com que um determi-
nado conceito é adequado para classificar um determinado objeto. A abordagem proposta
nesta tese também se diferencia da abordagem proposta por Lieto por buscar mitigar os
efeitos do ruído na classificação. Isto é realizado através da inclusão de informações de
vizinhança (conforme apresentado na Seção 3.3.1). Ou seja, em vez de considerar ape-
nas o exemplar mais próximo do indivíduo que se deseja classificar, na abordagem aqui
apresentada considera-se um número variável (parametrizável) de exemplares.

A abordagem híbrida de raciocínio apresentada nesta tese, conforme já mencio-
nado, combina raciocínio lógico com raciocínio baseado em similaridade. Assim como
ocorre em (FRANCONI; MAGNINI; STOCK, 1992; LIETO et al., 2015), neste trabalho
assume-se que as informações representadas no componente clássico (através de axiomas)
possuem prioridade mais elevada em relação às informações capturadas por protótipos e
exemplares. Do ponto de vista computacional, esta posição é justificada na medida em
que o conhecimento capturado pelo componente clássico geralmente é resultante de um
processo sistemático de engenharia, que visa eliciar, modelar e representar o conheci-
mento de especialistas na área de interesse. Por isso, este componente, em geral, torna
explícitas diversas restrições gerais do domínio, sob o ponto de vista de um especialista.
As informações capturadas por protótipos e exemplares, por outro lado, capturam mani-
festações individuais ou típicas de características de interesse do domínio, sem atentar
para as restrições gerais do domínio. Por este motivo, nesta abordagem, assumimos que
uma inferência estabelecida com base nas informações relativas a protótipos e exemplares
não pode contradizer o que é estabelecido pelo componente clássico.

Devido a esta precedência do componente clássico, o processo de raciocínio pro-
posto aqui é guiado pelo componente clássico do conhecimento representado. O conheci-
mento representado neste componente clássico é manipulado por processos de raciocínio
lógico. As informações relativas a protótipos e exemplares, por sua vez, são utilizadas
apenas quando o raciocínio lógico não é capaz de oferecer classificações detalhadas (ou
mais informativas). Neste caso, realiza-se um processo de raciocínio baseado em simi-
laridade, onde o indivíduo que se deseja classificar é comparado com os protótipos e
exemplares de conceitos mais específicos, visando a inferência de classificações mais es-
pecíficas (ou detalhadas) do que as alcançadas pelo raciocínio lógico. Deste modo, abre-se

2O Apêndice A apresenta um exemplo de função de distância capaz de acomodar atributos quantitativos
e qualitativos. Uma revisão extensa sobre funções de distância pode ser encontrada em (DEZA; DEZA,
2009).
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mão da segurança conferida pelo conhecimento representado no componente clássico e
pelo raciocínio lógico, e assume-se o risco de se realizar inferências baseadas em similari-
dade, visando o estabelecimento de uma classificação mais informativa. No entanto, nesta
abordagem, as classificações sugeridas pelo raciocínio baseado em similaridade não são
automaticamente consideradas como conclusões válidas. Antes disso, verifica-se se há
alguma contradição entre as classificações obtidas e os axiomas representados pelo com-
ponente clássico. Caso não exista nenhuma contradição, o processo de raciocínio híbrido
assume como válidas as conclusões obtidas.

Conforme já mencionado, o processo de raciocínio híbrido utiliza julgamento de
similaridade entre o indivíduo que se quer classificar e protótipos e exemplares de concei-
tos candidatos, durante o processo de refinamento da classificação obtida através do raci-
ocínio lógico. Neste trabalho, em vez de adotarmos um cálculo de similaridade simples,
como o adotado em trabalhos como (FRANCONI; MAGNINI; STOCK, 1992; LIETO et
al., 2015), adotou-se a noção de medida de ajustamento conceitual (MAC), que mede o

grau com que um dado conceito c é adequado para classificar um dado indivíduo i. Esta
medida integra informações relativas à similaridade entre i e o protótipo de c, bem como
informações relativas às similaridades entre i e os exemplares de c.

Como a noção de MAC é adotada em nossa abordagem híbrida para raciocínio, na
Seção 3.3.1 apresentaremos em detalhes como a MAC é determinada. A seguir, na Seção
3.3.2, será apresentada em detalhes a estratégia híbrida para raciocínio para classificação.

3.3.1 Medida de ajustamento conceitual

A medida de ajustamento conceitual (MAC) é adotada nesta tese para medir o

grau com que um dado conceito c é adequado para classificar um dado indivíduo i. Esta
medida integra informações relativas à similaridade entre i e o protótipo de c, bem como
informações relativas às similaridades entre i e os exemplares de c.

Para determinar a MAC, utilizamos a noção de centroide local, proposta por (MI-
TANI; HAMAMOTO, 2006). Um centroide local, neste contexto, consiste em uma abs-

tração de um conjunto de exemplares. Dizemos que ele é local, porque, assumindo que
queremos classificar um novo indivíduo i, a abstração é extraída a partir do conjunto de
exemplares (de um dado conceito candidato) mais próximos de i e não de todos os exem-
plares do conceito. Caso a abstração fosse extraída a partir de todos os exemplares de
um conceito, o resultado seria o protótipo do conceito. Em (MITANI; HAMAMOTO,
2006), para determinar o peso de cada conceito em um processo de classificação, em vez
de se utilizar os exemplares, são utilizados os centroides locais. Com isto, elimina-se a
influência de instâncias que constituem ruído e que podem prejudicar a classificação.
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Na abordagem aqui proposta, a partir dos n exemplares mais próximos de um novo
indivíduo i que se deseja classificar, são gerados n agrupamentos destes exemplares, de
modo que cada agrupamento inclua os j exemplares mais próximos de i, onde 1 ≤ j ≤ n.
A partir de cada um destes agrupamentos, é extraído um centroide local, de modo que
o j-ésimo centroide local abstrai informações dos j exemplares mais próximos de i. A
Figura 3.3 ilustra o processo de extração de centroides locais a partir do conjunto de n
exemplares (de um dado conceito candidato) mais próximos de um dado indivíduo i. Em
A ilustra-se o conjunto inicial dos n exemplares mais próximos do novo indivíduo i. Em
B, são apresentados diferentes agrupamentos destes exemplares, onde cada agrupamento
inclui os j exemplares mais próximos de i. Em C, são apresentados os n centroides locais
extraídos, cada qual de um dos agrupamentos apresentados em B.

Figura 3.3: Exemplo que ilustra a extração de 4 centroides locais a partir do conjunto de 4
exemplares (de um dado conceito candidato) mais próximos de um dado indivíduo i que
se deseja classificar.
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Fonte: Produzida pelo autor.

Com a noção de centroide local em mente, podemos formalizar a determinação da
MAC através do algoritmo 1. O algoritmo recebe como entradas um dado conceito c ∈ C,
um dado indivíduo i ∈ I que deve ser classificado e um valor n ∈ N1 , que determina o
tamanho da vizinhança de i que é avaliada (quantos exemplares em c, mais próximos de
i, serão considerados); e retorna um valor mac ∈ R que indica o quanto o conceito c é
adequado para classificar o indivíduo i.

Inicialmente, o algoritmo inicializa mac e soma e totalDistProt com zero, en-
quanto o conjunto selecionados é inicializado como um conjunto vazio. No próximo
passo, determina-se o conjunto vizinhos, dos n exemplares de c mais próximos de i, or-
denados de modo ascendente, em função das distância em relação a i, de modo que cada
vizinhosi ∈ vizinhos representa o i-ésimo exemplar mais próximo de i. A seguir, no
primeiro laço, com j variando de 1 a n, em cada passo, inclui-se o j-ésimo exemplar mais
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próximo de i em selecionados; determina-se o j-ésimo centroide local (clj ) utilizando-se
o Algoritmo 4 aplicado sobre o conjunto selecionados (que inclui os j exemplares mais
próximos de i); calcula-se a distância distProtj entre clj e o protótipo de c (prot(c)); e
acumula-se distProtj em totalDistProt. Note que neste laço são criados os n centroides
locais mais próximos, seguindo a estratégia representada na Figura 3.3. Este passo utiliza
a função extraiCentroide, definida no Algoritmo 4 para extrair centroides de conjuntos de
indivíduos. No segundo laço, o principal objetivo é determinar a contribuição parcial (cp)
de cada centroide local para o MAC, onde cp é basicamente a distância entre i e um dado
centroide local clj , multiplicada por um peso p. O peso p é determinado como a média de
dois pesos p1 e p2 . O peso p1 , proposto em (ZENG; YANG; ZHAO, 2009) é basicamente
um fator que visa penalizar menos as distâncias dos centroides locais mais distantes no
MAC, para que os centroides locais mais distantes influenciem menos a tomada de deci-
são do que os mais próximos. Deste modo, define-se p1 = 1/j, onde j é a posição de um
dado centroide local clj no conjunto vizinhos, em termos de distância de i. Ou seja, cl1
representa o primeiro centroide local mais próximo, cl2 o segundo e clj o j-ésimo. Já o
peso p2 , proposto nesta tese, visa penalizar menos as distâncias dos centroides mais pró-
ximos do protótipo do conceito, pois é assumido que tais centroides tendem a representar
informação mais típica do conceito. Assim, define-se p2 = distProtj/totalDistProt,
quando totalDistProt > 0 e p2 = 1, quando totalDistProt = 0. Nota-se também que,
no segundo laço, soma acumula a soma das contribuições parciais de cada centroide lo-
cal. Considerando-se que cada contribuição parcial é uma medida de distância (ponderada
por um peso) entre um centroide local e i, constata-se que soma representa um valor de
inadequação do conceito c para classificar i, pois quanto maior o valor de soma, maiores
são as medidas de dissimilaridade (representada pela distância) entre os centroides locais
e i. A MAC, por outro lado, é uma medida de adequação e, por conta disso, ela é definida
como o inverso de soma + 1, quando soma > 0; ou seja, mac = 1/(soma + 1). Por
outro lado, quando soma = 0, assumimosmac = 1 (o valor máximo possível). Note que,
quando soma > 0 a constante 1 é adicionada à soma, para garantir que mac ∈ [0, 1].
Sem a adição da constante, em casos em que 0 < soma < 1, o inverso de soma resultaria
em um número superior a 1.

De uma perspectiva geral, pode-se compreender o MAC de um conceito c ∈ C,
considerando-se um indivíduo i ∈ I e um valor de vizinhança n ∈ N1 como o inverso da
soma ponderada das distâncias entre i e os n centroides locais mais próximos de i.

Uma vez que a determinação da MAC de um conceito envolve identificar os exem-
plares (do conceito) mais próximos da instância avaliada, naturalmente pode-se levantar
questões relacionadas à eficiência do procedimento que calcula a MAC. NEste sentido, a
identificação das instâncias mais próximas poderia ser suportada por estruturas de índices,
tais como a proposta em (JAGADISH et al., 2005), que permitem realizar esta tarefa de
forma bastante eficiente.
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Algoritmo 1: MAC (Medida de ajustamento conceitual)
Input: Um dado conceito c ∈ C, um dado indivíduo i ∈ I que deve ser classificado e um

valor n ∈ N1 , que determina o tamanho da vizinhança de i que é avaliada.
Output: Um valor mac ∈ R que indica o quanto o conceito c é adequado para classificar o

indivíduo i.
begin

mac← 0;
soma← 0;
totalDistProt← 0;
selecionados← ∅;
vizinhos← sequência dos n exemplares em ex(c) mais próximos de i, ordenados de
modo ascendente, em função da distância com i, onde cada vizinhosi ∈ vizinhos
representa o i-ésimo exemplar mais próximo de i;
for j ← 1 to n do

selecionados← selecionados ∪ {vizinhosj};
clj ← extraiCentroide(selecionados, p(c));
distProtj ← d(clj , prot(c));
totalDistProt← totalDistProt+ distProtj ;

for j ← 1 to n do
p1 ← 1

j ;

p2 ←

{
1, totalDistProt = 0
distProtj

totalDistProt , totalDistProt > 0
;

p← (p1+p2 )
2 ;

dist← d(i, clj ), onde clj é o j-ésimo centroide local;
cp = dist× p;
soma← soma+ cp;

mac←

{
1, soma = 0

1
soma+1 , soma > 0

;

return mac;
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3.3.2 Combinando informações clássicas, protótipos e exemplares

O método de raciocínio híbrido proposto nesta tese é formalizado pelo Algoritmo
2. Ele aperfeiçoa a abordagem discutida pelo autor em trabalhos como (CARBONERA;
ABEL, 2015e; CARBONERA; ABEL, 2015c; CARBONERA; ABEL, 2015b). Segundo
a abordagem aqui proposta, o processo de raciocínio é suportado por uma combinação de
informações clássicas, protótipos e exemplares. Em uma visão geral, durante o processo,
inicialmente é a realizada uma etapa de raciocínio clássico, que determina uma classifi-
cação logicamente suportada para o indivíduo que se deseja classificar. Esta etapa utiliza
informações relativas às definições clássicas dos conceitos. A seguir, caso a classificação
resultante do raciocínio clássico não seja a mais específica possível, é realizado um pro-
cesso cíclico de refinamento da classificação e checagem de consistência da classificação
refinada. O refinamento da classificação é realizado em função da similaridade entre o
indivíduo que se deseja classificar e os exemplares e protótipos de conceitos candidatos.
O processo finaliza quando não é mais possível realizar refinamentos. Esta visão geral do
processo está representada na Figura 3.4.

Figura 3.4: Visão geral do processo de raciocínio. Os retângulos cinzas representam as
grandes etapas realizadas durante o processo de raciocínio. As figuras geométricas azuis
com cantos arredondados representam tipos de informações utilizadas em cada etapa do
processo. As setas pretas indicam a sequência das etapas realizadas durante o processo
de raciocínio. As setas azuis indicam quais informações são utilizadas em cada etapa do
processo.
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Fonte: Produzida pelo autor.

O Algoritmo 2 recebe como entrada um indivíduo i que se deseja classificar; uma
base de conhecimento estendida KBχ; um conjunto de conceitos que definem uma clas-
sificação padrão inicial para o indivíduo i; um valor n ∈ N1 , que determina o tamanho da
vizinhança considerado na avaliação da MAC de cada conceito; e um valor limiar ∈ R,
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que define o valor limiar da MAC, utilizado para definir se um determinado conceito
classifica um indivíduo de modo adequado. O algoritmo busca encontrar uma classifica-
ção adequada dos indivíduos em I. É importante salientar que a classificação resultante
é sempre um conjunto de um ou mais conceitos, uma vez que o indivíduo i pode ser
classificado em mais de um conceito da base de conhecimento.

O Algoritmo 2 inicialmente inclui o indivíduo i que se quer classificar na base
de conhecimento estendida KBχ, nas respectivas extensões dos conceitos em CP , que
definem uma classificação inicial padrão para i. A seguir, é realizado um processo de
raciocínio clássico sobre a base de conhecimento KBχ para determinar uma classifica-

ção logicamente suportada de i, considerando-se os axiomas em A. Esta classificação é
basicamente um conjunto de conceitos, cujas condições necessárias e suficientes foram
satisfeitas por i. Se este conjunto for vazio, isto significa que foi detectada alguma in-
consistência lógica na base de conhecimento. Caso contrário, o algoritmo tenta refinar a
classificação determinada via raciocínio lógico, chamando a função refinaClassificacao,
formalizada no Algoritmo 3.

Algoritmo 2: Classificador Híbrido
Input: Um indivíduo i que se deseja classificar, uma base de conhecimento estendida KBχ,

um conjunto de conceitos CP ⊆ C que representam uma classificação padrão para i,
um valor n ∈ N1 e um valor limiar ∈ [0, 1].

Output: Um conjunto classificacao ⊆ C de conceitos que classificam i
begin

Inclui-se i em KBχ, como instância de cada conceito em CP ;
classificacao←conceitos que classificam i, como resultado da aplicação de raciocínio
clássico;
if classificacao 6= ∅ then

classificacao← refinaClassificacao(i, classificacao, limiar, n);
return classificacao;

O Algoritmo 3, por sua vez, consiste em um algoritmo recursivo que busca refinar
sistematicamente uma dada classificação (dada por um conjunto de conceitos) para um
dado indivíduo i. O algoritmo tem como entrada um indivíduo i que se deseja classificar,
uma representação estendida KBχ, um conjunto de conceitos ci ⊆ C que representa uma
classificação inicial para i, um valor n ∈ N1 e um valor limiar ∈ R; e tem como saída
um conjunto de conceitos cf ⊆ C que representa uma classificação final (refinada) de i.

Inicialmente, o Algoritmo 3 inicializa cf como um conjunto vazio. A seguir, veri-
fica se todos os conceitos em ci são folhas na hierarquia de conceitos. Se esta condição for
verdadeira, atribui ci a cf , uma vez que não é possível realizar refinamentos adicionais.
Caso contrário, o algoritmo tenta refinar a classificação em ci. Neste caso, inicialmente,
determina-se um conjunto de conceitos candidatos que sejam mais específicos que os
conceitos em ci e que podem classificar i. Para isso, inicialmente inicializa-se candidatos
como um conjunto vazio. A seguir, para cada conceito c em ci recupera-se um conjunto de
conceitos filhos de c, que são conceitos imediatamente subsumidos por c. A seguir, para



72

cada conceito f em filhos, verifica-se se a sua MAC é superior ao limiar considerado.
Caso esta condição seja verdadeira, f é incluído no conjunto de candidatos. Caso o con-
junto candidatos permaneça vazio, isto significa que não foi possível determinar nenhum
candidato adequado. Neste caso, atribui-se ci à cf , indicando que não foi possível refinar
a classificação inicial, de modo que a classificação final permanece idêntica à inicial. Por
outro lado, se o conjunto candidatos não estiver vazio, o algoritmo tenta determinar qual
subconjunto de conceitos no conjunto de candidatos é o mais adequado para classificar
o indivíduo i. Para isso, inicialmente classCandset é inicializado como um conjunto va-
zio. É importante notar que classCandset é um conjunto de conjuntos, onde cada um
dos seus elementos é um subconjunto particular do conjunto de candidatos, constituído
por conceitos não disjuntos entre si. Para determinar o conjunto classCandset, analisa-se
cada conceito c em candidatos. Para cada conceito c é criado um novo conjunto cand
(candidatos) que inclui c e cada conceito x em candidatos que não é disjunto de c. A
seguir, determina-se o conjunto cc (classificações candidatas) como o conjunto potência

(conjunto de todos os subconjuntos) de cand. A seguir, para cada classificação candidata
em cc, verifica-se se ela já pertence ao conjunto classCandset. Caso ela não pertença, a
classificação candidata é incluída em classCandset. A seguir, o conjunto classCandset
é ordenado, em ordem decrescente, de acordo com a MAC total de cada um de seus ele-
mentos. Sendo cada cc um conjunto de conceitos, onde cada conceito possui uma MAC

associada, a MAC total de cada cc é dada pela soma da MAC de cada x ∈ cc. Assim,
considera-se que a MAC total de um conjunto de conceitos é capaz de medir o grau global

com que tais conceitos são adequados para classificar conjuntamente o indivíduo i. A se-
guir, percorre-se o conjunto classCandset (observando-se a ordenação do passo anterior),
analisando cada um dos seus elementos. Para cada conjunto cc em classCandset, atribui-
se o indivíduo i à extensão de cada conceito em cc e verifica-se a consistência lógica
da base de conhecimento estendida. Caso seja detectada alguma inconsistência lógica, a
base de conhecimento é revertida ao seu estado anterior e executa-se a próxima iteração
do laço. Por outro lado, se a base de conhecimento permanecer consistente, assume-se
a classificação como válida. A seguir, verifica-se se todos os conceitos em cc são folhas
na hierarquia de conceitos. Se este for o caso, isto significa que não é possível refinar
ainda mais a classificação e, neste caso, atribui-se cc à cf e o processo de análise de clas-
sificações candidatas em classCandset é interrompido. Caso exista algum conceito que
não é folha em cc, o algoritmo tenta realizar refinamentos adicionais desta classificação,
realizando uma chamada recursiva a si mesmo, adotando-se cc como a classificação ini-
cial. O resultado deste processo é atribuído ao conjunto cf e o processo de análise das
classificações candidatas em classRefinada é interrompido. Ao fim do laço, caso ne-
nhuma classificação de interesse tenha sido encontrada ainda, atribui-se ci à cf . Neste
caso, não é possível refinar a classificação inicial. Finalmente, o conjunto cf , contendo a
classificação final (refinada), é retornado.
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É importante notar que o conjunto cc é definido como o conjunto potência do con-
junto cand para garantir que, caso algum dos conceitos em cand seja inconsistente com i,
os demais conceitos em cand não sejam descartados. É possível que apenas subconjuntos
de cand sejam classificações consistentes com i.

A Figura 3.5 apresenta um exemplo esquemático abstrato (focando nos aspectos
gerais, sem considerar os detalhes) do processo realizado durante o raciocínio híbrido
para classificar um determinado indivíduo. Neste exemplo, assume-se que os indivíduos
pertencem ao domínio da Biologia. O primeiro passo do processo consiste na realização
do raciocínio lógico que é realizado com base na taxonomia adotada (e assumida como
um componente clássico da representação). Neste exemplo, constata-se que o indivíduo
foi classicamente classificado como Cachorro. Nota-se que, de acordo com a hierarquia
de conceitos assumida, Cachorro não é a classificação mais específica possível. Esta clas-
sificação genérica poderia resultar do fato de que as subclasses de Cachorro não possuem
definições completas, em termos de condições necessárias e suficientes, ou devido a de-
ficiências relacionadas à correta descrição do indivíduo que se quer classificar. Devido a
isto, no passo seguinte são identificadas classificações candidatas mais específicas (con-
ceitos imediatamente subsumidos por Cachorro, neste caso): Beagle, Bulldog americano,
etc. A seguir, é realizada a análise da medida de adequação conceitual (MAC) para cada
classificação e verifica-se qual dos candidatos resulta na maior MAC. Note que, uma vez
que todas as hipóteses são conceitos disjuntos, apenas um dos conceitos será selecionado
em cada classificação candidata. Neste cenário, o conceito mais adequado para classificar
o indivíduo poderia ser Beagle, por exemplo. No entanto, não é possível assumir este
conceito como sendo uma classificação válida, até que seja realizada uma verificação de
consistência. Se for logicamente consistente assumir Beagle como sendo a classe do indi-
víduo testado, então este conceito é efetivamente considerado como a classificação final
do indivíduo.

É importante notar que o Algoritmo 2 sempre resulta em classificações consisten-

tes para o indivíduo i, ou uma classificação vazia (que não contém nenhum conceito).
Isso pode ser constatado, verificando-se inicialmente que o Algoritmo 2 faz uma cha-
mada do Algoritmo 3 apenas quando o conjunto classificacao não for vazio, indicando
que existe um conjunto de conceitos que classificam o indivíduo i de modo consistente.
O Algoritmo 3, por sua vez opera sobre uma classificação logicamente consistente até o
laço de repetição em que são testadas as classificações alternativas elaboradas pelo algo-
ritmo. Este laço repete até que seja encontrada uma classificação consistente (ou até que
todas as classificações tenham sido testadas). Neste laço existe a possibilidade de uma
inconsistência ocorrer. No entanto, antes de entrar no laço de repetição referido, a base
de conhecimento está consistente. Ao entrar no laço, verifica-se se a classificação testada
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Algoritmo 3: Refina classificação
Input: Um indivíduo i que se deseja classificar, uma representação estendida KBχ, um

conjunto de conceitos ci ⊆ C que representa uma classificação inicial para i, um
valor n ∈ N1 e um valor limiar ∈ [0, 1].

Output: Um conjunto de conceitos cf ⊆ C que representa uma classificação refinada de i
begin

cf ← ∅;
if Todos os conceitos em ci são folhas then

cf ← ci;
else

candidatos← ∅;
foreach c ∈ ci do

filhos← filhos (subclasses) diretos de c;
foreach f ∈ filhos do

MAC ←MAC(i, f, n);
if MAC ≥ limiar then

candidatos← candidatos ∪ {f};
if candidatos 6= ∅ then

classCandset ← ∅;
foreach c ∈ candidatos do

cand← {c} ∪ {∀x ∈ candidatos|x e c não são disjuntos };
cc← o conjunto potência de cand;
foreach classCand ∈ cc do

if classCand não pertence a classCandset then
classCandset ← classCandset ∪ {cc};

Ordena-se o conjunto classCandset, em ordem decrescente, pela MAC total
de cada cc ∈ classCandset. Sendo cada cc um conjunto de conceitos, cada
qual com uma MAC associada, a MAC total de cada cc é dada pela soma da
MAC de cada x ∈ cc;
intEncontrada← falso;
j ← 0;
while intEncontrada = falso e j < |classCandset| do

cc← j-ésimo elemento de classCandset;
Atribui-se o indivíduo i à extensão de cada conceito em cc;
if KBχ é logicamente consistente then

intEncontrada = verdadeiro;
if Todos os conceitos em cc são folhas then

cf ← cc;
else

cf ← refinaClassificacao(i,KBχ, cc, n, limiar);
else

Reverte-se KBχ ao estado anterior à atribuição de i à extensão de
cada conceito em cc;

j ← j + 1;
if intEncontrada = falso then

cf ← ci;
else

cf ← ci;
return cf ;
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Figura 3.5: Exemplo que ilustra a classificação de um dado indivíduo, de acordo com a
estratégia híbrida proposta nesta tese.
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Fonte: Produzida pelo autor.

é consistente, caso não seja, a base de conhecimento é revertida ao estado anterior, elimi-
nando a possibilidade de inconsistências serem propagadas. Deste modo, ao sair do laço,
o algoritmo mantém a consistência da base. Assim, garante-se que a abordagem nunca
gere uma classificação inconsistente.

Em relação à performance do Algoritmo 2, é importante salientar que a cada etapa
de refinamento, o algoritmo apenas considera novos candidatos que especializam a classi-
ficação atual e que possuem MAC superior ao limiar. Deste modo, em geral, o algoritmo
é capaz de podar ramos inteiros de possibilidades. Assim, o algoritmo percorre a hierar-
quia de classes, considerando apenas os ramos mais promissores e ignorando os demais.
Com isso, evita-se a ocorrência de uma explosão combinatória.
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Os parâmetros n e limiar desempenham papéis importantes no Algoritmo 3. O
parâmetro n estabelece quantos dos exemplares mais próximos do indivíduo i (que se
quer classificar) serão considerados para realizar a determinação da MAC de um determi-
nado conceito c ∈ C em relação a i. Quanto maios o valor n, maior será a quantidade de
exemplares e, consequentemente, maior será a quantidade de informação da vizinhança
de i que será considerada para determinar a MAC. Deste modo, espera-se que um mesmo
valor para n possa ter resultados diferentes, dependendo da distribuição dos exemplares
dos conceitos. O parâmetro limiar, por outro lado, determina o valor mínimo de MAC
que um determinado conceito c ∈ C deve possuir, em relação ao indivíduo i, para ser con-
siderado uma classificação candidata de i. Ou seja, quanto maior o valor de limiar, maior
é o valor mínimo de MAC necessário para um conceito ser considerado uma classificação
candidata de i. Deste modo, quanto menor o valor de limiar, menor é o valor mínimo de
MAC necessário para um conceito ser considerado uma classificação candidata e, devido
a isso, mais arriscadas são as classificações resultantes.

A principal vantagem da estratégia proposta nesta seção é permitir a classificação
de indivíduos em contextos nos quais não é possível especificar todo o conjunto de condi-
ções necessárias e suficientes para todos os conceitos, mas é possível extrair informações
das instâncias de tais conceitos. Nestes casos, para um dado indivíduo i que se quer classi-
ficar, através de um processo de raciocínio lógico, seria possível determinar uma primeira
classificação que pode ser pouco específica, mas que atende aos axiomas definidos no
componente clássico de representação dos conceitos e, a partir desta classificação, seria
possível determinar classificações mais refinadas, com base no MAC de cada conceito.

Uma outra vantagem consiste na possibilidade de utilizar a abordagem em casos
nos quais nem todos os conceitos possuem definições. Uma vez que a definição dos con-
ceitos depende de processos de aquisição de conhecimento, que são notoriamente caros,
demorados e propensos a erros, é possível que uma parte dos conceitos possa não ser
devidamente definida por diversos motivos. Isto é, devido a problemas ou restrições na
condução do processo de aquisição de conhecimento, algumas das condições necessárias
e/ou suficientes para alguns dos conceitos podem ser negligenciadas. Além disso, a abor-
dagem também pode ser utilizada em cenários nos quais é preciso ampliar a quantidade
de conceitos com os quais um dado sistema lida, mas não é possível realizar prontamente
a aquisição de conhecimento para determinar as definições dos novos conceitos. Nestes
casos, se existirem instâncias destes conceitos, a abordagem aqui proposta pode suge-
rir classificações mesmo com insuficiência ou total ausência de informações relativas a
definições de conceitos. Sob esta perspectiva, pode-se ver a abordagem aqui proposta
como uma integração de abordagens top-down, dirigidas por conhecimento explícito, e
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abordagens botton-up, dirigidas por dados. Com isso, por exemplo, é possível combinar
a confiança do conhecimento especialista explicitamente representado, com a flexibili-
dade permitida pelo raciocínio baseado em similaridade, que pode ser usado quando o
conhecimento explícito não é suficiente.

É importante ter em mente que a noção de base de conhecimento estendida é
relativamente independente da abordagem de raciocínio desenvolvida nesta seção. Ou
seja, esta abordagem de raciocínio constitui apenas uma das possibilidades de raciocínio
sobre bases de conhecimento estendidas. Outras abordagens podem ser investigadas em
trabalhos futuros.

3.4 Abordagens para extração de protótipos e seleção de exemplares

Conforme dito na Seção 3.2, a abordagem de representação de conhecimento es-

tendida, proposta nesta tese, combina descrições de conceitos, protótipos e exemplares.
As descrições conceituais, que constituem a representação, podem ser explicitamente atri-
buídas aos respectivos conceitos, como resultado de um processo que inclui a consulta de
especialistas do domínio, utilizando-se técnicas convencionalmente empregadas na área
de Engenharia do Conhecimento, tais como as apresentadas em (SCHREIBER et al.,
1999), e na área de Engenharia de Ontologias, tais como as discutidas em (GÓMES-
PÉREZ; FERNÁNDEZ-LÓPEZ; CORCHO, 2004). Assume-se também que é possível
atribuir explicitamente aos conceitos protótipos e exemplares definidos com o auxílio de
especialistas de domínio. No entanto, também assumimos que é possível estimar automa-
ticamente o protótipo e os exemplares de cada conceito. Deste modo, nesta tese também
são propostas abordagens para extração automática de protótipos e seleção automática de
conjuntos de exemplares dos conceitos.

Na subseção 3.4.1 apresenta-se uma abordagem simples para extração de protóti-
pos a partir de instâncias de conceitos. Na subseção 3.4.2 são apresentadas duas aborda-
gens para seleção de exemplares.

3.4.1 Abordagem para extração de protótipos

Conforme discutido na Seção 2.1, em geral, nos estudos realizados pelas Ciências
Cognitivas, tais como os discutidos em (MURPHY, 2002), foram levantadas diversas evi-
dências de que os conceitos apresentam efeito de tipicalidade. Ou seja, existem diferentes
fontes de evidências que sugerem que algumas instâncias dos conceitos são consideradas
mais típicas que outras, de modo que os conceitos apresentariam um gradiente de tipi-
calidade, das instâncias mais típicas para as mais atípicas. Em geral, a instância ideal

mais típica do conceito é chamada de protótipo do conceito. É importante salientar que o
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protótipo não é necessariamente uma instância real, previamente percebida e memorizada
por um sujeito. De acordo com (MURPHY, 2002) o protótipo pode ser uma espécie de
média das instâncias do conceito ou uma instância ideal que as pessoas abstraem do con-
junto de instâncias da categoria que elas conhecem. Devido a isto, diversos trabalhos, tais
como (MURPHY, 2002; PALMERI; NOELLE, 2003), costumam caracterizar o protótipo
como a tendência central no gradiente de tipicalidade do conceito, ou como centroide (ou
baricentro) do conceito, em um espaço psicológico (GÄRDENFORS, 2004b).

Em geral, a literatura apresenta variações no modo de representar os protótipos de
um conceito. Uma forma muito comum de representar protótipos, conforme discutido em
(LIETO, 2012), é através de uma simples lista de pares atributo-valor que especificam,
para cada atributo considerado, qual é o valor típico que ele assume entre as instâncias do
conceito. Neste trabalho, nós adotamos esta mesma visão a respeito da natureza dos pro-
tótipos e de como eles são extraídos a partir das instâncias particulares de cada conceito.
Com base nesta visão, neste trabalho adotamos um procedimento simples que extrai cen-
troides de um conjunto de indivíduos I′ ⊆ I, considerando um conjunto de propriedades
P′ ⊆ P. O centroide resultante é uma q-upla com os valores típicos de cada propriedade
pi ∈ P′, onde q = |P′|. Esta estratégia é representada pelo Algoritmo 4.

Algoritmo 4: extraiCentroide
Input: Um conjunto de indivíduos I′ ⊆ I e um conjunto P′ ⊆ P de propriedades que

descrevem os indivíduos I′.
Output: Uma q-upla de valores, representando o centroide de I′, onde q = |P′|.
begin

Inicializar prot como uma q-tupla, onde q = |p(c)|, tal que prot = (prot0 , ..., proti), onde
proti representa o valor da i-ésima propriedade de prot e que é inicializado com 0, caso o
atributo seja quantitativo e com null, caso o atributo seja qualitativo;
foreach pi ∈ p(c) do

Determinar o valor típico val da propriedade pi das instâncias em ext(c), e atribuir val
para proti (o valor relativo à propriedade pi em prot). Se o atributo for qualitativo, o
valor típico será considerado o mais frequente (a moda). Se o atributo for numérico, o
valor típico será considerado a média;

return prot;

Basicamente, o Algoritmo 4 determina o centroide de um determinado conjunto
de indivíduos de uma forma similar à maneira como os centroides de agrupamentos são
determinados por algoritmos como o K-Means (MACQUEEN et al., 1967) ou o k-Modes

(HUANG, 1997a).
Note que a extração do protótipo de um determinado conceito c ∈ C pode ser

realizada através do Algoritmo 4, com extraiCentroide(ext(c), p(c)), de modo que o
protótipo de c será o centroide da extensão de c representado como uma tupla de valores
típicos para cada propriedade em p(c).
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3.4.2 Abordagens para seleção de exemplares

Conforme discutido no capítulo 2.1.2.3, uma das teorias propostas para explicar a
natureza dos conceitos é a teoria do exemplar. O principal postulado desta teoria é que
os conceitos são constituídos por descrições individuais de algumas de suas instâncias
(MEDIN; SMITH, 1984).

Há diferentes modelos cognitivos de categorização que seguem esta teoria, e que
adotam diferentes visões a respeito de quais das instâncias do conceito seriam conside-
radas como representativas (MURPHY, 2002; GOLDSTONE; KERSTEN, 2003). Con-
forme discutido em (SMITH; MINDA, 2002), alguns modelos assumem que todas as
instâncias conhecidas pelo agente são adotadas como exemplares dos seus respectivos
conceitos. No entanto, esta suposição não se ajusta ao princípio da economia cognitiva,
que estabelece que os processos cognitivos tendem a minimizar esforços de processa-
mento e recursos (COLMAN, 2015), uma vez que a representação explícita de informa-
ções de todas as instâncias já encontradas por um sujeito seria muito dispendiosa, consi-
derando os recursos cognitivos limitados que seres humanos possuem. Além disso, uma
vez que, segundo a teoria do exemplar, a categorização de uma nova instância é realizada
comparando-a com os exemplares do conceito, a inclusão de toda instância conhecida por
um determinado sujeito como um exemplar também levaria a um aumento nos esforços
cognitivos necessários no processo de categorização.

É importante notar que, mesmo do ponto de vista puramente computacional, tam-
bém é preferível adotar um conjunto reduzido de instâncias como exemplares represen-
tativos de cada conceito. Além da redução de instâncias implicar em uma redução na
quantidade de memória necessária para representá-los, também implica em uma redução
de tempo de processamento, visto que é necessário um número menor de comparações
para categorizar uma nova instância. A literatura da área de Ciência da Computação (com
ênfase em Aprendizado de Máquina e Mineração de Dados) busca sanar exatamente es-
tas necessidades com trabalhos que investigam abordagens para seleção de instâncias,
tais como (WILSON, 1972; WILSON; MARTINEZ, 2000; BRIGHTON; MELLISH,
2002; NIKOLAIDIS; GOULERMAS; WU, 2011; LIN et al., 2015; LEYVA; GONZÁ-
LEZ; PÉREZ, 2015; CARBONERA; ABEL, 2015d). Basicamente, segundo (GARCÍA;
LUENGO; HERRERA, 2015), o resultado ótimo de uma abordagem de seleção de instân-
cias seria um subconjunto mínimo do conjunto de dados original que permita a realização
da tarefa em foco, sem que ocorra degeneração da performance.

A concepção teórica desenvolvida nesta tese é neutra a respeito de quais instân-
cias de um conceito devem ser consideradas como exemplares. Deste modo, a teoria é
capaz de acomodar diferentes concepções a respeito de quais exemplares devem ser sele-
cionados, incluindo a visão que considera que todas as instâncias são exemplares dos seus
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respectivos conceitos. Esta liberdade é desejável do ponto de vista de desenvolvimento de
sistemas, uma vez que dependendo dos recursos computacionais à disposição, e depen-
dendo das características da tarefa, diferentes restrições podem ser adotadas a respeito de
quais instâncias serão consideradas como exemplares.

Por outro lado, uma vez que o conjunto de exemplares adotado pode impactar na
eficiência do processamento de uma base de conhecimento estendida, nesta tese também
foram propostas duas abordagens para seleção de exemplares a partir das extensões dos
conceitos. Na seção 3.4.2.1, é apresentada uma abordagem que assume que os exemplares
de um conceito são suas instâncias limítrofes, isto é, instâncias atípicas do conceito e que
representam a informação necessária para diferenciá-lo de conceitos similares. Na Seção
3.4.2.2, é apresentada uma abordagem que assume que os exemplares de um conceito
são as instâncias que representam a informação de uma grande quantidade de instâncias
similares. De modo geral, ambas as abordagens assumem que os indivíduos de um con-
ceito que devem ser selecionados como seus exemplares são os que, sozinhos, conseguem
garantir uma boa performance na classificação de novas instâncias, quando se adota uma
classificação baseada em similaridade.

3.4.2.1 Abordagem para identificação de instâncias limítrofes

A abordagem apresentada nesta seção assume que as instâncias limítrofes dos con-
ceitos incorporam informação suficiente sobre o conceito para permitir a classificação de
novas instâncias, pois tais instâncias representam as bordas de seus conceitos e demar-
cam a separação de conceitos semelhantes. Este mesmo critério de seleção é adotado
por outras abordagens de seleção de instâncias, tais como a apresentada em (LEYVA;
GONZÁLEZ; PÉREZ, 2015). A abordagem aqui apresentada diferencia-se das demais
abordagens que também selecionam instâncias limítrofes devido a adoção de critérios
adicionais que tais instâncias devem obedecer para serem selecionadas e pela estratégia
adotada para realizar a seleção.

A abordagem aqui proposta, é baseada no conceito de conjunto local (CL), pro-
posto por (BRIGHTON; MELLISH, 2002).

Definição 3.2. O conjunto local de uma instância i ∈ I, denotado por CL(i), é o conjunto
de todas as instâncias contidas na maior hiperesfera centrada na instância i, de tal modo
que apenas instâncias da mesma classe que i sejam incluídas na hiperesfera. Ou seja,
sendo x ∈ I o indivíduo mais próxima de i e que não pertence à extensão do mesmo
conceito que i, então CL(i) = {y|d(i, y) < d(i, x)}, onde d é uma dada função de

distância.
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A Figura 3.6 ilustra a noção de conjunto local. Neste exemplo, estão representadas
duas classes: círculos vazados e círculos escuros. O conjunto local da instância A é
dado por CL(A) = {A,B,C,D,E, F,G}. Note que as instâncias I , J , K, L e M não
podem ser incluídas devido às restrições impostas pela instância R no tamanho máximo
da hiperesfera (representada como um círculo tracejado). Se a hiperesfera fosse maior,
ela incluiria a instância R, que é de uma classe diferente da instância A.

Figura 3.6: Representação do conceito de conjunto local. O conjunto local da instância
A é tal que CL(A) = {A,B,C,D,E, F,G}.
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Fonte: Produzida pelo autor.

A noção de conjunto local nos permite definir diretamente a noção de internali-

dade, que também é importante para a abordagem aqui proposta.

Definição 3.3. A internalidade de um indivíduo i ∈ I, denotada por internalidade(i), é
igual à cardinalidade do conjunto local de i. Isto é Internalidade(i) = |CL(i)|.

Note que quanto mais próximo das bordas de um conceito um indivíduo está,
menor tende a ser a sua distância em relação a indivíduos de outras classes e, consequen-
temente, menor tende a ser a cardinalidade do seu conjunto local. Assim, a internalidade
de um indivíduo pode ser utilizada para estimar o quão próximo das bordas de um con-
ceito ele se encontra, de modo que quanto menor a internalidade de um indivíduo, mais
próximo das bordas do conceito ele está localizado.

A Figura 3.7 ilustra a noção de internalidade de um indivíduo. Neste exemplo,
estão representadas as mesmas duas classes representadas na Figura 3.6. Neste cenário, a
internalidade de A é 7, pois internalidade(A) = |CL(A)| = |{A,B,C,D,E, F,G}| =
7. Já a internalidade de C é 1, pois internalidade(C) = |CL(C)| = |{C}| = 1.

Além destas noções, também adotamos o conceito de nível de ruído potencial

(NRP) de uma instância.

Definição 3.4. O nível de ruído potencial de uma instância i ∈ I, dado por NRP (i), é
o número de instâncias em I de conceitos diferentes do conceito de i, para as quais i é a
instância mais próxima de uma instância de outro conceito.
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A Figura 3.7 também pode ser utilizada para ilustrar a noção de nível de ruído
potencial. Neste exemplo, nota-se que NRP (R) = 2, porque existem duas instâncias
(A e C) em I para as quais R é a instância mais próxima, de um conceito diferente. É
importante notar que assumimos que quanto maior o NRP (i), maiores são as chances de
que a instância i represente ruído e seja prejudicial para a classificação de novas instâncias
da sua classe.

Figura 3.7: Representação do conceito de internalidade e de nível de ruído potencial. A
internalidade de A é 7, pois internalidade(A) = |CL(A)| = |{A,B,C,D,E, F,G}| =
7. Já a internalidade de C é 1, pois internalidade(C) = |CL(C)| = |{C}| = 1. Note
também que NRP (R) = |{A,C}| = 2.

A

G

C

B

DE

F
H

I

J
K

R

T

U
V

P

L

M

N O

Q

S

Fonte: Produzida pelo autor.

Além disso, outras noções importantes para esta abordagem são as de coerência e
de seletividade.

Definição 3.5. A coerência de uma instância i ∈ I é dada por coerencia(i) = |{x|x ∈
I∧ i ∈ CL(x)}|. A coerência de um indivíduo i é basicamente uma medida da frequência
com que este indivíduo é incluído nos conjuntos locais de outros indivíduos. Ela pode ser
considerada como uma medida indireta do quanto um determinado indivíduo é coerente
com a informação abstraída pela sua classe.

Definição 3.6. A seletividade de uma instância i ∈ I é dada por:

seletividade(i) =
coerencia(i)

internalidade(i)
(3.7)

Neste contexto, quanto maior o valor de seletividade(i), mais elevada é a prioridade
com que o indivíduo i deve ser considerado como candidato no processo de seleção de
exemplares.

Note que, de acordo com esta formulação da seletividade, são priorizados os indi-
víduos que possuem uma alta coerência e baixa internalidade. Deste modo, esta heurís-
tica tende a atribuir valores mais altos para os indivíduos limítrofes (que estão nas bordas
do conceito), pois eles possuem baixa internalidade. E dentre os indivíduos limítrofes,
são priorizados os que são mais coerentes com a classe, por representarem melhor a in-
formação interna da classe.
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Com base nestes conceitos, o Algoritmo 5 formaliza a abordagem para seleção de

instância limítrofes (ASBI, do inglês Approach for selection of border instances). O algo-
ritmo recebe como parâmetro um conjuntoC′ ⊆ C, em uma dada representação estendida
KBχ e retorna um conjunto E de conjuntos de indivíduos, onde cada conjunto ei ∈ E

representa o conjunto de exemplares do conceito ci ∈ C′. No primeiro passo do algo-
ritmo, cria-se um conjunto I′ que inclui todas as instâncias de cada um dos conceitos em
C′. A seguir, aplica-se um algoritmo de remoção de ruído sobre o conjunto I′, gerando o
conjunto I−. Nesta abordagem, adotamos o algoritmo LSSm (LocalSet-based Smoother)
(LEYVA; GONZÁLEZ; PÉREZ, 2015), devido à sua boa performance e facilidade de
implementação. A seguir, para cada instância A em I−, verifica-se se a internalidade de
A é maior que seu nível de ruído potencial. Se este for o caso, A é incluído na lista
de candidatos. Se A não cumprir esta condição, isto significa que o indivíduo é limí-
trofe, mas a sua capacidade de representar informação de indivíduos vizinhos é inferior
ao seu nível de ruído potencial. Por esta razão, o indivíduo é considerado potencialmente
prejudicial para classificação de novas instâncias e é descartado. Esse passo pode ser
visto como um passo adicional de filtragem de candidatos, onde são pré-selecionados os
indivíduos que são mais típicos da sua classe, e com baixo potencial de prejudicar a clas-
sificação. A seguir, ordena-se o conjunto candidatos, de forma descendente, em função
da seletividade de cada instância. A seguir, inicializa-se a variável Resultante como um
conjunto vazio. Esta variável é utilizada para armazenar o conjunto de instâncias em I−,
que efetivamente representam os indivíduos limítrofes selecionados e que, por isso, serão
consideradas como os exemplares dos conceitos emC. No próximo passo, para cada ins-
tância A em candidatos, verifica-se se já foi incluída em Resultantes alguma instância
do conjunto local de I (verificando-se se a interseção entre Resultante e CL(A)) é va-
zia). Caso a intersecção seja vazia, a instânciaA é incluída emResultantes, para garantir
que A e instâncias próximas de A sejam corretamente classificadas. A seguir, cria-se um
conjunto E, com |C′| conjuntos vazios, onde cada ei ∈ E representa os exemplares do
conceito ci ∈ C′. No passo final, atribui-se para cada ei ∈ E, todas as instâncias em
Resultantes que são instâncias do conceito ci .

Nota-se que a seletividade desempenha um papel importante na ordem da ava-
liação de quais instâncias devem ser conservadas como exemplares e quais devem ser
descartadas. A abordagem aqui apresentada avalia preferencialmente as instâncias com
maior coerência e menor internalidade. Isso tem como efeito o aumento das chances de se
selecionar indivíduos próximos das bordas (indivíduos de baixa internalidade), mas que
sejam capazes de representar mais informação de indivíduos vizinhos (indivíduos com
alta coerência), descartando instâncias potencialmente mais ruidosas e menos representa-
tivas da classe.
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Algoritmo 5: ASBI (Approach for selection of border instances)
Input: Um conjunto C′ ⊆ C em uma dada KBχ.
Output: Um conjunto E de conjuntos de indivíduos, onde cada conjunto ei ∈ E representa

os exemplares do conceito ci ∈ C′.
begin
I′ ←

⋃
c∈C′ ext(c);

I− ← Resultado da aplicação de LSSm sobre I′;
candidatos← ∅;
foreach A ∈ I− do

if internalidade(A) > NRP (A) then
candidatos← candidatos ∪ {A};

Ordenar indivíduos em candidatos, de forma descendente, em função da sua seletividade;
Resultantes← ∅;
foreach A ∈ candidatos do

if CL(A) ∩Resultantes = ∅ then
Resultantes← Resultantes ∪ {A};

E ← {e1 , ..., e|C′|}, onde cada ei ← ∅;
foreach ci ∈ C′ do
ei ← {∀A ∈ Resultantes|A ∈ ext(ci)};

return E;

Na Figura 3.8 apresenta-se um exemplo de aplicação do algoritmo ASBI em um
dado conjunto de instâncias, separadas em duas categorias: círculos vazados e círculos
escuros. Nota-se que apenas as instâncias que demarcam os limites das duas categorias
são selecionadas pelo algoritmo.

Figura 3.8: Exemplo ilustrativo de aplicação do algoritmo ASBI em um conjunto artificial
de instâncias.
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Fonte: Produzida pelo autor.

Analisando o Algoritmo 5, é possível notar que os seus passos mais custosos são
a aplicação do algoritmo para remoção de ruído (LSSm) e o processo de se determinar os
conjuntos locais. O algoritmo LSSm tem complexidade temporal de O(|I′|2). A determi-
nação dos conjuntos locais também pode ser realizada com uma complexidade temporal
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O(|I−|2). Neste sentido, podemos assumir que a complexidade temporal do algoritmo
ASBI é proporcional a O(|I′|2). Esta complexidade é equivalente à complexidade de ou-
tros algoritmos de seleção de instâncias disponíveis na literatura, tais como (BRIGHTON;
MELLISH, 2002; LEYVA; GONZÁLEZ; PÉREZ, 2015).

É importante notar também que o algoritmo ASBI é projetado para selecionar as
instâncias limítrofes entre conceitos diferentes, cujas extensões não possuam sobreposi-
ções, assumindo que cada indivíduo é classificado por um único conceito. Devido a isto,
é necessário que o conjunto C′ ⊆ C, que ele recebe como parâmetro, contenha apenas
conceitos cujas extensões sejam disjuntas. Esta característica pode ser vista como uma li-
mitação fundamental da estratégia adotada pelo algoritmo, visto que, como consequência,
o algoritmo não é adequado para ser aplicado para selecionar exemplares em contextos
nos quais existem relações hierárquicas entre conceitos. No entanto, este algoritmo é per-
feitamente aplicável aos problemas típicos de seleção de instâncias como os tratados em
(WILSON, 1972; WILSON; MARTINEZ, 2000; BRIGHTON; MELLISH, 2002; NIKO-
LAIDIS; GOULERMAS; WU, 2011; LIN et al., 2015; LEYVA; GONZÁLEZ; PÉREZ,
2015; CARBONERA; ABEL, 2015d), apresentando uma performance comparável ou
superior aos algoritmos no estado da arte (como pode ser visto no Apêndice A).

3.4.2.2 Abordagem baseada em densidade local para identificação de instâncias repre-

sentativas

Na Seção 3.4.2.1 apresentou-se uma abordagem para seleção de exemplares que
adota como estratégia básica a seleção de instâncias limítrofes dos conceitos. Esta mesma
estratégia é adotada por grande parte das abordagens de seleção de instâncias disponíveis
na literatura, tais como (BRIGHTON; MELLISH, 2002; LEYVA; GONZÁLEZ; PÉREZ,
2015). No entanto, apesar da seleção de instâncias de borda geralmente resultar em con-
juntos de instâncias que suportam classificação com grande acurácia, esta estratégia cos-
tuma acarretar um alto custo computacional. Isto se deve ao fato de que, em geral, estas
estratégias precisam realizar uma busca global pelas instâncias de borda. Neste processo
de busca é necessário realizar comparações entre todos os pares de instâncias em I. O
resultado é uma complexidade temporal proporcional a O(|I|2).

Nesta Seção, apresenta-se uma abordagem que adota uma estratégia diferente para
selecionar instâncias. Em vez de identificar instâncias de borda, esta abordagem identi-
fica instâncias que possuem uma alta concentração de instâncias em sua vizinhança, si-
milares a ela. Esta estratégia assume que tais instâncias conseguiriam representar mais
informações da vizinhança do que suas instâncias vizinhas e, por isso, seriam mais repre-
sentativas. Além disso, em vez de buscar estas instâncias em todo o conjunto I, esta nova
abordagem busca as instâncias representativas dentro da extensão de cada conceito em
C, separadamente. A adoção desta estratégia de busca local garante tempos de execução
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menores que os tempos de execução das abordagens que identificam bordas (que envolve
realizar comparações de todas as instâncias com todas as instâncias). A abordagem aqui
proposta, resultante de adoção desta estratégia, chama-se de seleção de instâncias base-

ada em densidade local (LDIS, do inglês Local density-based instance selection). Esta
abordagem foi previamente apresentada pelo autor em (CARBONERA; ABEL, 2015d) e
aperfeiçoa a abordagem discutida pelo autor em (CARBONERA; ABEL, 2015e; CAR-
BONERA; ABEL, 2015c; CARBONERA; ABEL, 2015b).

Conforme dito anteriormente, a abordagem proposta estabelece que instâncias re-
presentativas são aquelas que possuem uma alta concentração de outras instâncias em
sua vizinhança próxima. Para medir esta concentração, utilizamos a noção de densidade,
adaptada de (BAI et al., 2012; CARBONERA; ABEL, 2015b; CARBONERA; ABEL,
2015c; CARBONERA; ABEL, 2015e), que pode ser formalizada pela função Dens:

Dens(x, P ) = − 1

|P |
∑
y∈P

d(x, y) (3.8)

, onde x é uma dada instância, P = {x0 , x1 , ..., xq} é um conjunto de q instâncias, x ∈ P ,
e d é uma dada função de distância. É importante notar queDens(x, P ) mede a densidade
de uma instância x, em relação ao conjunto P de instâncias. Desta forma, quando P é
apenas um subconjunto de I,Dens(x, P ) representa a densidade local de x, considerando
P .

A abordagem aqui proposta também adota a noção de k-vizinhança parcial, inici-
almente apresentada em (CARBONERA; ABEL, 2015d):

Definição 3.7. A k-vizinhança parcial de uma dada instância x ∈ ext(c), tal que c ∈ C,
considerando um dado k ∈ N1 , é o conjunto de k instâncias mais próximas de x e que
também pertencem à ext(c) (excetuando-se o próprio x). A noção de k-vizinhança parcial

é dada pela função pkn : I× N1 → 2I, que mapeia uma dada instância xi ∈ I e um dado
k ∈ N1 (k ≥ 1) para um dado conjunto S, tal que S ⊆ C, onde x ∈ ext(C).

O algoritmo LDIS assume que a densidade, Dens(x, P ), de uma determinada
instância x em um conjunto P , onde ci ∈ C e P = ext(ci), é proporcional à representati-

vidade de x para ci e, logo, proporcional à utilidade de x para classificar novas instâncias
de ci . Esta suposição é baseada no fato de que a instância localmente mais densa em
uma dada vizinhança representa mais informação desta vizinhança do que as instâncias
menos densas. Considerando isto, para cada ci ∈ C, o algoritmo LDIS verifica, para cada
x ∈ ext(ci), se há alguma instância y ∈ pkn(x, k) (onde k é arbitrariamente definido),
tal que Dens(y, ext(ci)) > Dens(x, ext(ci)). Caso não exista nenhuma instância y que
satisfaça tais requisitos, isso significa que x é a instância localmente mais densa na sua
k-vizinhança parcial e, devido a isso, x deve ser incluída no conjunto final de instâncias
exemplares. O Algoritmo 6 formaliza esta estratégia.
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Assim como ocorre com o algoritmo ASBI, o algoritmo LDIS também recebe
como parâmetro um conjunto C′ ⊆ C, em uma dada representação estendida KBχ e um
dado valor k ∈ N1 , usado para determinar o tamanho da k-vizinhança parcial; e também
retorna um conjunto E de conjuntos de indivíduos, onde cada conjunto ei ∈ E representa
os exemplares do conceito ci ∈ C′. Salienta-se também que quando |ext(c)| ≤ k, é
necessário considerar k = |ext(c)| − 1 para calcular a k-vizinhaça parcial de x.

Algoritmo 6: LDIS (Local Density-based Instance Selection)
Input: Um conjunto C′ ⊆ C em uma dada KBχ e um valor k ∈ N1 usado para definir o

tamanho da k-vizinhança parcial.
Output: Um conjunto E de conjuntos de indivíduos, onde cada conjunto ei ∈ E representa o

conjunto dos exemplares do conceito ci ∈ C′.
begin

E ← {e1 , ..., e|C′|}, onde cada ei ← ∅;
foreach ci ∈ C′ do

foreach x ∈ ext(ci) do
maisDensoEncontrado← false;
foreach vizinho ∈ pkn(x, k) do

if Dens(x, ext(ci)) < Dens(vizinho, ext(ci)) then
maisDensoEncontrado← true;

if ¬maisDensoEncontrado then
ei ← ei ∪ {x};

return E;

Na Figura 3.9 apresenta-se um exemplo de aplicação do algoritmo LDIS, usando
k = 3, em um dado conjunto de instâncias, separadas em duas categorias: círculos va-
zados e círculos escuros. Basicamente, as instâncias selecionadas são as que possuem
densidade mais alta que suas vizinhas na k-vizinhança parcial estabelecida.

Figura 3.9: Exemplo ilustrativo de aplicação do algoritmo LDIS em um conjunto de arti-
ficial de instâncias, usando k = 3.

LDIS

Conjunto inicial de instâncias Conjunto de instâncias selecionadas

Fonte: Produzida pelo autor.

Nota-se que os passos de maior custo computacional do algoritmo LDIS são os que
envolvem determinar a densidade parcial e a k-vizinhança parcial de cada instância de um
dado conceito ci ∈ C. Determinar a densidade parcial de cada instância de um conceito
ci é um processo cuja complexidade temporal é proporcional a O(|ext(ci)|2). A com-
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plexidade temporal do processo de determinar a k-vizinhança parcial é equivalente. Uma
implementação eficiente3 do algoritmo 6 poderia calcular a k-vizinhança parcial e a densi-

dade parcial de cada instância de cada conceito apenas uma vez, como um primeiro passo
dentro do laço principal, e usar esta informação para os cálculos adicionais. Considerando
isto, a complexidade temporal do LDIS seria proporcional a O(

∑
ci∈C′ |ext(ci)|2). Esta

complexidade temporal é mais vantajosa que a complexidade temporal do algoritmo ASBI
(O(|I′|2)).

É importante notar que, diferentemente do que ocorre com o algoritmo ASBI,
o algoritmo LDIS não assume que o conjunto de conceitos em C′ ⊆ C deve ser dis-
junto. Deste modo, o LDIS constitui uma alternativa viável para selecionar exemplares
em contextos nos quais os conceitos considerados possuem relações hierárquicas entre si.
Além disso, assim como ocorre com o ASBI, o algoritmo LDIS é perfeitamente aplicável
aos problemas típicos de seleção de instâncias como os tratados em (WILSON, 1972;
WILSON; MARTINEZ, 2000; BRIGHTON; MELLISH, 2002; NIKOLAIDIS; GOU-
LERMAS; WU, 2011; LIN et al., 2015; LEYVA; GONZÁLEZ; PÉREZ, 2015; CAR-
BONERA; ABEL, 2015d), apresentando uma performance comparável ou superior aos
algoritmos no estado da arte (como pode ser visto no Apêndice A).

3Uma implementação eficiente do algoritmo LDIS pode ser encontrada em <http://www.inf.ufrgs.br/
~jlcarbonera/?page_id=122>.

http://www.inf.ufrgs.br/~jlcarbonera/?page_id=122
http://www.inf.ufrgs.br/~jlcarbonera/?page_id=122


4 APLICAÇÃO DA ABORDAGEM PROPOSTA

Nesta Seção será descrita uma aplicação das abordagens propostas no capítulo 3
à tarefa de interpretação de processos deposicionais, que é desempenhada por especi-
alistas no domínio da Estratigrafia Sedimentar; uma subárea da Geologia. A tarefa de
interpretação de processos deposicionais é de fundamental importância para determinar
as condições de geração e atual distribuição espacial de depósitos minerais, especialmente
os de origem orgânica como carvão e petróleo.

Antes de descrever como a abordagem proposta nesta tese foi aplicada à tarefa
de interpretação de processos deposicionais, na Seção 4.1 será apresentada uma visão
geral do domínio da Estratigrafia Sedimentar, em que serão evidenciados os principais
conceitos, objetivos do domínio, bem como a tarefa específica que constitui o foco de
aplicação da abordagem aqui proposta.

4.1 Visão geral da Estratigrafia Sedimentar

A Estratigrafia Sedimentar, consiste em uma subárea da Geologia que, em sua
concepção tradicional, é voltada à descrição, correlação e classificação dos estratos de ro-
chas sedimentares(PRESS et al., 2004). Esta visão é totalmente centrada na rocha, que é
compreendida como um registro de eventos do passado. Deste modo, este domínio inves-
tiga as exposições rochosas, que podem ser afloramentos ou testemunhos de sondagem,
buscando explicar os processos de formação de sucessões sedimentares, geradas pela de-
sagregação, transporte e deposição de sedimentos originados de outras rochas. As Figuras
4.1 e 4.2 apresentam um exemplo de afloramento rochoso e um exemplo de testemunho
de sondagem, respectivamente.

Figura 4.1: Exemplo de afloramento de rocha.

Fonte: Wikipedia1.
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Figura 4.2: Exemplo de testemunho de sondagem.

Fonte: (CASTRO; PERINOTTO; CASTRO, 1999).

Os resultados alcançados através das investigações realizadas pela Estratigrafia Se-
dimentar são cruciais para a compreensão de ocorrências de reservas de recursos naturais,
tais como o petróleo. É através de informações levantadas neste domínio que se pode in-
ferir a localização das acumulações de certos recursos naturais ao longo da extensão (em
superfície ou subsuperfície) do planeta, bem como determinar a possível geometria de
reservatórios subterrâneos destes recursos, determinar a possível quantidade de recursos
armazenados nestes reservatórios e, consequentemente, permitir a realização de estudos
de viabilidade econômica de extração destes recursos, bem como conduzir este processo
de extração de uma maneira informada.

Os conceitos de fácies sedimentar, estrutura sedimentar, de processo deposicio-

nal e ambiente sedimentar são fundamentais para as atividades do domínio. Um ambiente
sedimentar corresponde a uma área da superfície terrestre com características físicas, quí-
micas e biológicas que a distinguem das áreas adjacentes. Os ambientes sedimentares são
classificados de acordo com a predominância dos processos que ocorrem neles. Neste
sentido, ambientes sedimentares podem ser: (a) erosivos, quando predominam proces-
sos erosivos; (b) neutros, quando a região apresenta processos erosivos e deposicionais
pouco significativos; ou (c) deposicionais, quando predominam processos de acumulação
(deposição) de sedimentos. Os ambientes sedimentares também são conhecidos como
ambientes de sedimentação ou ambientes deposicionais, e são caracterizados e classifica-
dos em função dos diversos processos deposicionais que ocorrem neles. As características
físicas dos ambientes englobam as variações de velocidade e sentido do meio de trans-
porte, que pode ser vento, onda ou água corrente; bem como características climáticas de
diversos tipos. As propriedades químicas abrangem a composição da água nos ambientes
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subaquáticos e a geoquímica das rochas. As propriedades biológicas estão ligadas às as-
sociações de flora e fauna, uma vez que animais e vegetais influenciam as taxas de erosão
e deposição ou as propriedades físico-químicas dos sedimentos já depositados (SUGUIO,
2003).

Os ambientes sedimentares são agrupados de acordo com sua localização e con-
dições ambientais. Sua localização pode ser nos continentes, nas regiões costeiras ou nos
oceanos. As condições ambientais incluem o tipo e quantidade de água (oceano, lago, rio
e terra árida), o relevo (terras baixas, montanhas, planícies costeiras e oceano raso ou pro-
fundo) e a atividade biológica (PRESS et al., 2004). A Figura 4.3 apresenta um esquema
em que são representados os diversos ambientes sedimentares e suas localizações.

Figura 4.3: Esquema em que são representados os diversos ambientes sedimentares e suas
localizações.

Fonte: (PRESS et al., 2004).

O ambiente sedimentar constitui o objeto final de estudo da Estratigrafia Sedimen-
tar. Ou seja, todo processo de interpretação conduzido no domínio tem como objetivo
interpretar o ambiente sedimentar no qual os registros analisados se formaram.

Fácies Sedimentar (do latin facies, que significa face) corresponde à menor uni-
dade que compõe um pacote de rochas sedimentares e corresponde ao conjunto de aspec-
tos litológicos e paleontológicos de um depósito sedimentar (FÁVERA, 2001). Assim, é
possível compreender a fácies sedimentar como uma determinada porção de rocha que
apresenta certo grau de homogeneidade em seu aspecto, e que se distingue das porções
de rocha adjacentes a ela em um mesmo corpo de rochas, em função da identificação de
heterogeneidades significativas em um ou mais dos seus atributos (PROTHERO, 1991).
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Assume-se que cada fácies constitui o resultado direto da ocorrência de um processo
deposicional, de modo que facies sedimentares registram e permitem a reconstrução in-
terpretativa do seu processo deposicional formador. Na Figura 4.4 apresenta-se um teste-
munho de sondagem em escala, com duas fácies destacadas.

Figura 4.4: Exemplo de testemunho de sondagem, em escala, com duas fácies destacadas.

Fonte: (LORENZATTI, 2009).

As estruturas sedimentares correspondem a padrões geométricos externamente vi-
síveis que indicam padrões de arranjos espaciais de grãos de uma fácies. As estruturas
são organizadas em uma taxonomia com diversos tipos que correspondem a abstrações
de padrões geométricos registrados nas rochas, de modo recorrente no domínio. Neste
sentido, estas entidades são ricas em informações visuais e são de difícil caracterização,
de modo que existem dificuldades intrínsecas em explicitar através de símbolos linguís-
ticos uma caracterização completa de uma estrutura. Estas dificuldades foram relatadas
em (CARBONERA, 2012). Existem diversos tipos de estruturas sedimentares, tais como:
biogênicas, químicas e diagenéticas, de deformação, de topo e base de camada, e depo-
sicionais. O arranjo espacial dos grãos que caracteriza o aspecto visual de uma estrutura
sedimentar registra diretamente a dinâmica da ocorrência do processo deposicional que a
gerou. Nas Figuras 4.5, 4.6 e 4.7 são apresentados exemplos de estruturas sedimentares.

Processos deposicionais são os processos responsáveis por transportar partícu-
las clásticas (fragmentos de outras rochas) até o local de sedimentação. Estes processos
correspondem a interações complexas entre diversas forças físicas e sedimentos em um
dado ambiente, e são considerados os responsáveis diretos pela organização espacial das
partículas clásticas transportadas e depositadas, gerando os padrões visuais que definem
estruturas sedimentares. Assim, processos deposicionais correspondem a dinâmicas que
ocorrem no ambiente, responsáveis pelo transporte e deposição de sedimentos que, ao
longo do tempo, consolidam-se em rochas, originando fácies sedimentares. Neste sen-
tido, assume-se no domínio que cada fácies sedimentar corresponde ao resultado direto
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Figura 4.5: Exemplo da estrutura sedimentar.

Fonte: (COLLINSON, 2005).

Figura 4.6: Exemplo de estrutura sedimentar.

Fonte: (COLLINSON, 2005).

da ocorrência de um único processo deposicional. Os processos deposicionais podem ser
de diversos tipos com características próprias. Cada tipo de processo deposicional des-
creve diferentes maneiras gerais de transporte e deposição de sedimentos, que ocorrem
em função de diferentes condições ambientais e forças físicas atuando.

A tarefa específica do domínio que constitui o foco deste trabalho é a interpretação

de processos deposicionais a partir da inspeção visual de fácies sedimentares. Os objeti-
vos finais das investigações estratigráficas são a interpretação do ambiente sedimentar e a
elaboração de uma narrativa histórica coerente, onde os registros observados (exposições
rochosas) são explicados como sendo resultados da sucessão de ocorrências de processos
deposicionais nas condições ambientais que propiciaram esta ocorrência. Assim, a tarefa
de interpretação de processos deposicionais insere-se neste contexto, como uma etapa a
ser cumprida para alcançar este objetivo. Por exemplo, um ambiente deposicional fluvial
(associado à existência de um ou mais rios) terá como principal processo deposicional as
correntes trativas, onde a água é o meio que transporta os sedimentos por arrasto. Deste
modo, a constatação da ocorrência de um processo de correntes trativas pode ser utilizada
para evidenciar um ambiente fluvial. O presente trabalho restringe-se apenas à tarefa de
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Figura 4.7: Exemplo de estrutura sedimentar.

Fonte: (COLLINSON, 2005).

interpretação de processos deposicionais, de modo que a interpretação de ambientes de-
posicionais não será abordada. No entanto, espera-se que a abordagem proposta neste
trabalho possa ser considerada como um passo inicial para um tratamento computacional
da interpretação de ambientes sedimentares.

A investigação estratigráfica inicia com a observação dos registros, que neste caso
podem ser corpos de rocha de dois tipos: afloramentos ou testemunhos de sondagem. Es-
tes corpos de rocha, por sua vez, são segmentados em unidades que correspondem a fácies
sedimentares. Esta segmentação é realizada através da constatação de descontinuidades
significativas nos atributos descritivos ao longo do corpo de rochas observado. Uma vez
determinado o conjunto de fácies, o geólogo as descreve uma a uma, atribuindo valores
específicos para cada um dos seus atributos descritivos. Finalmente, a partir da descrição
de cada fácies, o geólogo interpreta o possível processo deposicional responsável pela sua
formação. O processo deposicional interpretado deve explicar as feições visuais observa-
das na fácies. Assim, o geólogo assume que as características visuais da fácies sedimentar
registram as características dos seus respectivos processos deposicionais geradores. Cada
tipo de processo deposicional é relacionado a um conjunto de propriedades diagnósticas
que estão presentes nas fácies sedimentares resultantes. Deste modo, a interpretação do
processo deposicional responsável por gerar uma determinada fácies envolve a verificação
da presença de um conjunto de propriedades diagnósticas na fácies.

A Figura 4.8 ilustra esquematicamente o processo de interpretação, apresentando
o fluxo de tarefas realizadas bem como as informações produzidas em cada tarefa, par-
tindo do corpo de rocha analisado pelo geólogo e resultando na interpretação do processo
deposicional de cada uma das fácies identificadas neste corpo de rocha.

Embora a Estratigrafia Sedimentar inclua a descrição de rochas siliciclásticas, quí-
micas, biológicas e, eventualmente, vulcânicas, este trabalho restringe o escopo, conside-
rando apenas o estudo das rochas siliciclásticas, com a hipótese de que as contribuições
realizadas possam ser estendidas às demais classes de rochas.
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Figura 4.8: Esquema do processo de interpretação de processos deposicionais.
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Fonte: Produzida pelo autor.

4.2 Uma abordagem para interpretação de processos deposicionais

Nesta Seção, será discutido como a abordagem apresentada no Capítulo 3 pode
ser aplicada à tarefa de interpretação automática de processos deposicionais. A aplicação
discutida nesta Seção permite a descrição de instâncias individuais de fácies sedimentares
utilizando conceitos, relações e propriedades utilizadas pelos geólogos. Para cada fácies
sedimentar específica descrita, a aplicação é capaz de fornecer uma interpretação do tipo
do processo deposicional responsável pela sua geração. É importante notar que esta Se-
ção não descreve um sistema completo, mas simplesmente uma aplicação da abordagem
proposta, que tem como objetivo demonstrar o uso da abordagem desenvolvida em uma
tarefa prática.

A tarefa de interpretação de processos deposicionais já foi abordada em trabalhos
prévios do autor, tais como (CARBONERA et al., 2011; CARBONERA, 2012; CARBO-
NERA et al., 2013; CARBONERA; ABEL; SCHERER, 2015). Tais trabalhos adotam
uma abordagem de interpretação totalmente guiada por ontologias e realizada através de
um processo de raciocínio baseado em regras. A aplicação desenvolvida nesta Seção
diferencia-se da abordagem utilizada anteriormente, uma vez que adota a noção de base

de conhecimento estendida e um processo de raciocínio híbrido para realizar a interpre-
tação. Ou seja, na aplicação aqui apresentada, os conceitos relevantes do domínio são
representados por um componente clássico (definições, em termos de condições necessá-
rias e suficientes, e relações entre conceitos), protótipos e exemplares. A o processo de
interpretação de processos deposicionais foi modelado como um problema de classifica-
ção, passível de ser resolvido pela estratégia de raciocínio híbrido proposta nesta tese.
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Na Figura 4.9 é apresentado um esquema abstrato da arquitetura de componentes
que constituem a aplicação para interpretação automática de processos deposicionais, uti-
lizando a proposta de representação de conhecimento e raciocínio propostos nesta tese.
Nesta arquitetura nota-se a existência de 4 componentes principais: o banco de dados do

usuário, o componente dirigido por conhecimento explícito, o componente dirigido por

dados e o mecanismo de interpretação.

• O banco de dados do usuário armazena instâncias de fácies sedimentares (interpre-
tadas e não interpretadas) descritas pelo usuário.

• O componente dirigido por conhecimento explícito (à esquerda) inclui uma base de
conhecimento clássico, que descreve conceitos em termos de axiomas. Esta base de
conhecimento clássico também estabelece a estrutura da base de dados do usuário.
Além disso, o componente dirigido por conhecimento explícito também inclui um
mecanismo de raciocínio clássico, que realiza um processo de raciocínio baseado
em lógica para processar o conhecimento clássico e estabelecer conclusões.

• O componente dirigido por dados (à direita) inclui diversos subcomponentes neces-
sários para permitir a utilização de protótipos e exemplares extraídos e selecionados
da base de dados do usuário. Além de um conjunto de exemplares e de um conjunto
de protótipos, este componente também inclui o extrator de protótipos (que imple-
menta o Algoritmo 4, apresentado na Seção 3.4.1), o seletor de exemplares (que
implementa as abordagens discutidas na Seção 3.4.2), bem como o analisador de

MAC (que implementa o Algoritmo 1 discutido na Seção 3.3.1). Além disso, con-
forme indicado na Figura, o analisador de MAC utiliza protótipos e exemplares para
determinar a medida de adequação conceitual de um dado conceito para classificar
um dado indivíduo.

• O mecanismo de interpretação (que implementa o Algoritmo 2, discutido na Seção
2), utiliza o mecanismo de raciocínio lógico bem como o analisador de MAC para
realizar interpretações de cada uma das fácies sedimentares armazenadas no banco
de dados do usuário.

É importante notar que o esquema apresentado na Figura 4.9 representa de modo
abstrato a arquitetura dos componentes de software da aplicação. Deste modo, os ele-
mentos de uma base de conhecimento estendida, discutidos na Seção 3.2 não possuem
representação direta neste esquema, visto que não constituem necessariamente compo-
nentes de software no sentido aqui compreendido. No entanto, os elementos de uma
base de conhecimento estendida estão representados de maneira distribuída ao longo dos
componentes da arquitetura apresentada na Figura 4.9. Assim, por exemplo, a base de
conhecimento clássico representa os componentes clássicos dos conceitos, tais como de-
finições (representadas através de axiomas), relações, propriedades, etc. Por outro lado,
o conjunto de exemplares e o conjunto de protótipos representam respectivamente os ele-
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Figura 4.9: Representação esquemática da arquitetura do sistema para interpretação de
processos deposicionais.
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mentos E e P , que constituem uma base de conhecimento estendida. As relações entre
cada conceito representado na base de conhecimento estendida e sua definição e seus
exemplares e protótipos são representadas por meio de índices identificadores que são
manipulados pela aplicação.

Nesta aplicação, a base de conhecimento clássico é basicamente um modelo de
conhecimento implementado em OWL 2. A OWL foi adotada principalmente devido à
ampla aceitação da linguagem na comunidade, devido às suas propriedades bem conhe-
cida e à disponibilidade de mecanismos de raciocínio eficientes. Como consequência da
adoção da OWL, a base de dados do usuário, nesta aplicação, é basicamente uma base

de instâncias OWL. Deste modo, cada fácies sedimentar descrita pelo usuário é represen-
tada como uma instância OWL descrita por meio dos conceitos, relações e propriedades
definidos no modelo OWL que constitui a base de conhecimento clássico. Também é
importante notar que a adoção da OWL também possibilitou a adoção de um mecanismo
de raciocínio OWL como mecanismo de raciocínio clássico. Na versão atual da aplica-
ção adotou-se o mecanismo de raciocínio Hermit2, devido à sua eficiência (SHEARER;
MOTIK; HORROCKS, 2008).

2<http://www.hermit-reasoner.com/>

http://www.hermit-reasoner.com/
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O modelo de conhecimento que constitui a base de conhecimento clássico da apli-
cação incorpora e estende a ontologia de domínio para Estratigrafia Sedimentar proposta
inicialmente em (LORENZATTI, 2009) e aperfeiçoada em (CARBONERA, 2012). Tal
modelo é apresentado em detalhes no Apêndice B. Conforme visto na Seção 4.1, o con-
ceito mais importante do domínio da Estratigrafia e que integra este modelo de conheci-
mento é o conceito de Fácies Sedimentar. A aplicação permite a descrição e a interpre-
tação de instâncias deste conceito, buscando determinar o tipo do processo deposicional
responsável por formar cada uma delas. Cada instância de fácies sedimentar é descrita
através de 11 atributos, os quais são: granulometria, esfericidade, seleção, arredonda-

mento, cor, gradação de lâmina, gradação de camada, ocorrência de grãos específicos,
orientação de fábrica, suporte de fábrica e litologia. Além disso, durante a descrição
de uma fácies sedimentar, também são descritas as diferentes estruturas sedimentares

que ela pode possuir. Na aplicação, as estruturas sedimentares de uma instância f de
Fácies Sedimentar são representadas por instâncias de especializações do conceito Es-

trutura Sedimentar (cada qual representando um tipo especifico de estrutura sedimentar),
devidamente relacionadas a f por uma relação tem estrutura sedimentar. É importante
também notar que o modelo de conhecimento clássico utilizado pela aplicação incorpora
uma taxonomia de tipos de estruturas sedimentares. Além disso, uma vez que a aplica-
ção busca interpretar o tipo do Processo Deposicional responsável pela gênese de cada
fácies sedimentar, o modelo de conhecimento adotado também inclui uma taxonomia de
processos deposicionais. O modelo também assume que existe uma relação entre Fácies

Sedimentar e Processo Deposicional, chamada gerada por, que relaciona uma instância
da fácies sedimentar f e uma instância de processo deposicional p, indicando que f foi
gerada por p.

A Figura 4.10 representa o núcleo do modelo de conhecimento clássico adotado
na aplicação proposta. A Figura 4.12 representa a taxonomia de tipos de Estruturas Se-
dimentares. A Figura 4.11 representa a taxonomia de tipos de processos deposicionais
considerados no modelo de conhecimento clássico adotado. Atualmente, esta taxonomia
detalha apenas os tipos de correntes trativas subaquosas, mas inclui categorias gerais
de correntes trativas subaéreas, fluxos gravitacionais, processos oscilatórios e proces-

sos suspensivos. No futuro, tais categorias gerais também podem ser detalhadas, através
da inclusão de novos subtipos. Ambas as taxonomias constituem extensões das taxono-
mias propostas em (CARBONERA, 2012; CARBONERA et al., 2013; CARBONERA;
ABEL; SCHERER, 2015).

Uma vez que a abordagem de raciocínio híbrido proposta nesta tese (e apresen-
tada na Seção 3.3) foi concebida para lidar com a tarefa de classificação, a aplicação
desta abordagem na tarefa de interpretação de processos deposicionais envolve caracteri-
zar esta tarefa (ou ao menos parte dela) como uma tarefa de classificação. Deste modo, na
aplicação proposta, a interpretação do processo deposicional responsável por gerar uma
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Figura 4.10: Diagrama de classes UML que representa o núcleo do modelo de conheci-
mento clássico adotado na aplicação para interpretação de processos deposicionais. Os
três principais conceitos deste modelo são Fácies Sedimentar, Estrutura Sedimentar e
Processo Deposicional. A relação tem estrutura sedimentar, mantida entre uma instância
f de Fácies sedimentar e uma instância e de Estrutura Sedimentar, indica que e é parte de
f . A relação gerada por, mantida entre uma instância f de Fácies Sedimentar e uma uma
instância p de processo deposicional, indica que f foi gerada por p.

Fonte: Produzida pelo autor.

fácies envolve classificar uma determinada instância de fácies em uma classe que indica
o seu processo deposicional gerador. Por esta razão, além das taxonomias apresentadas
nas Figuras 4.11 e 4.12, o modelo de conhecimento clássico adotado pela aplicação tam-
bém inclui uma taxonomia de Fácies Sedimentares. Cada tipo de processo deposicional na
taxonomia de processos deposicionais possui uma subclasse de Fácies Sedimentar corres-
pondente, de modo que as estruturas das duas taxonomias são equivalentes. A taxonomia
de Fácies Sedimentar inclui conceitos como Fácies Gerada Por Corrente Trativa, Fácies

Gerada por Migração de Dunas 3D, etc. Além disso, cada um desses conceitos é defi-
nido em termos de condições necessárias e suficientes para uma fácies ser considerada
como sua instância. Estas definições são formuladas para atender aos critérios utiliza-
dos pelos especialistas para realizar a interpretação de processos deposicionais. Uma vez
que estes critérios são baseados nas características visuais das fácies, as definições destas
subclasses de Fácies Sedimentares são formuladas em termos dos 11 atributos de fácies
sedimentares mencionados anteriormente e pela presença de certas estruturas deposicio-
nais. Deste modo, a abordagem de raciocínio híbrido proposta nesta tese pode ser aplicada
para classificar uma dada fácies sedimentar em uma das subclasses do conceito de Fácies
Sedimentar.

Também é importante salientar que o modelo de conhecimento clássico adotado na
aplicação também inclui regras que estabelecem relações entre cada subclasse de Fácies
Sedimentar e o tipo de Processo Deposicional correspondente, estabelecendo que uma
fácies classificada em uma determinada subclasse de Fácies Sedimentar foi gerada por
um processo deposicional de um determinado tipo. Por exemplo, uma destas regras é:

∀f ∀p FaciesGeradaPorMigracaoDeDunas3D(f) ∧ geradaPor(f, p) →

MigracaoDeDunas3D(p) (4.1)
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Figura 4.11: Representação da taxonomia de Processos Deposicionais incluída no modelo
de conhecimento clássico adotado na aplicação para interpretação de processos deposici-
onais.

Fonte: Produzida pelo autor.

Ou seja, esta regra diz que para toda instância f e toda instância p, se f é uma Fácies

Gerada Por Migração de Dunas 3D e f foi gerada por p, então p é uma instância de
Migração de Dunas 3D (uma subclasse de processo deposicional). Assim, uma vez que
uma dada fácies possui uma classificação, regras deste tipo permitem que seja possível
determinar o tipo do processo deposicional que gerou a fácies.

Conforme já mencionado, o modelo de conhecimento discutido até o momento é
responsável pela representação do componente clássico do conhecimento utilizado pela
aplicação. No entanto, este constitui apenas um dos componentes de base de conheci-
mento. Uma outra parcela do conhecimento é representada através de exemplares e pro-
tótipo. Para representar protótipos e exemplares nesta aplicação, adotou-se um modelo
de vetor de características, tal como o adotado em trabalhos como (GARCIA; CARBO-
NERA; ABEL, 2013; CARBONERA; ABEL, 2014b; GARCIA; CARBONERA; ABEL,
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Figura 4.12: Representação da taxonomia de Estruturas Sedimentares incluída no modelo
de conhecimento clássico adotado na aplicação para interpretação de processos deposici-
onais.

Fonte: Produzida pelo autor.

2014; CARBONERA; ABEL, 2015a). Deste modo, cada protótipo ou exemplar é repre-
sentado por um vetor de n posições, cada qual representando o valor de uma determi-
nada característica (em geral, atributos). Nesta aplicação específica, deve-se representar
exemplares e protótipos do conceito de Fácies Sedimentar. Deste modo, os exemplares
e protótipos são representados por vetores com até 26 posições3. Destas 26 posições,
11 representam valores para os 11 atributos de fácies sedimentares. As 15 posições re-
manescentes são utilizadas para representar as relações do exemplar ou protótipo com
estruturas sedimentares. São consideradas 15 posições porque cada posição está relacio-
nada a um dos tipos de estruturas sedimentares considerados no modelo de conhecimento
adotado. Deste modo, cada uma destas 15 posições remanescentes representa se existe ou
não uma relação tem estrutura sedimentar com umas das 15 subclasses mais específicas
(folhas da taxonomia) de estruturas sedimentares. As 15 posições utilizadas para repre-
sentar as relações com instâncias dos diferentes tipos de estruturas sedimentares podem
assumir o valor T (de true), que indica que existe a relação, ou F (de false), que indica
que não existe a relação. Desta forma, por exemplo, se o protótipo do conceito de Fácies
Sedimentar indica que tipicamente, instâncias de fácies possuem uma relação tem estru-

tura sedimentar com instâncias de Laminação paralela, então a posição correspondente à
estrutura Laminação paralela, no vetor de características que representa o protótipo, rece-

3Os vetores podem possuir menos posições, em função das necessidades de cada aplicação. Em deter-
minadas aplicações, certas características podem ser irrelevantes e, devido a isso, as posições dos vetores
que seriam necessárias para representar tais características poderiam não ser necessárias.
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berá o valor T . É importante salientar que todos os atributos dos vetores de características
resultantes são categoriais (possuem valores categoriais) ou booleanos (possuem valores
booleanos). Além disso, para cada um dos atributos, também é adotado um valor especial,
representado pelo símbolo ?, que representa um valor desconhecido (ou não informado).

Nesta abordagem, os exemplares são selecionados dentre os indivíduos da base de
conhecimento estendida, os quais são representados como indivíduos OWL na aplicação.
Por este motivo, quando um exemplar é selecionado, é realizado um processo de conver-
são de um indivíduo OWL para um vetor de características. Além disso, um indivíduos
OWL também é convertido para um vetor de características quando é necessário julgar
sua similaridade com um protótipo ou exemplar. A Figura 4.13 ilustra um exemplo de
processo de conversão de um indivíduo OWL (do banco de dados do usuário) para um
vetor de características.

Figura 4.13: Exemplo de conversão de um indivíduo OWL para um vetor de caracterís-
ticas. As posições em azul do vetor representam os atributos do indivíduo f1, enquanto
demais posições representam as relações de f1 com diferentes tipos de estruturas sedi-
mentares. Neste caso, apenas a posição correspondente à Laminação paralela recebe T
como valor. As demais (que não são detalhadas) recebem F .
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Fonte: Produzida pelo autor.

Conforme visto no Capítulo 3, a abordagem proposta utiliza uma função de dis-
tância/dissimilaridade para realizar seleção de exemplares e para calcular a MAC de um
conceito para um dado indivíduo. Nesta aplicação, adotou-se a função de distância/dissi-
milaridade d : V × V → R, adotada em (HUANG, 1997b), onde V representa o conjunto
de todos os vetores de características considerados pela aplicação. A função d é formali-
zada da seguinte forma:

d(x, y) =

f∑
j=1

θ(xj , yj ) (4.2)
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onde

θ(xj , yj ) =

1, se xj 6= yj

0, se xj = yj
(4.3)

, onde xj representa o valor do atributo j do vetor de características x ∈ V , e θ é uma
função que mapeia dois valores categoriais xj e yj em um valor v ∈ {0, 1} que repre-
senta a distância entre x e y, em relação ao atributo j. Além disso, a função adota f
como o tamanho dos vetores de característica considerados, que, no caso desta aplicação
específica é 26. Esta função foi selecionada por ser comumente utilizada em casos nos
quais todos os atributos considerados são categoriais (ou booleanos). É importante notar
que esta função também é capaz de lidar com os casos nos quais os valores dos atributos
são desconhecidos (representados por ?). Assim, por exemplo, considerando-se um dado
atributo j, se xj =? e yj 6=? (ou vice-versa), então θ(xj , yj ) = 1. Por outro lado, se xj =?

e yj =?, então θ(xj , yj ) = 0.
No Capítulo 5 são discutidos os resultados de experimentos realizados para avaliar

a aplicação descrita nesta Seção (e, indiretamente, a abordagem teórica que a suporta).
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5 AVALIAÇÃO

Nesta Seção, serão discutidos os resultados de experimentos conduzidos para ava-
liar a aplicação da abordagem descrita na Seção 4.2 para interpretação automática de
processos deposicionais. Os objetivos destes experimentos incluem:

• Comparar os resultados alcançados pela abordagem descrita neste trabalho com os
resultados alcançados por uma abordagem puramente clássica de representação de
conhecimento e raciocínio. O principal objetivo desta comparação é demonstrar as
vantagens que a abordagem híbrida possui em relação à abordagem clássica.

• Analisar os efeitos dos parâmetros n e limiar, adotados pela estratégia de raciocí-
nio híbrido na qualidade das classificações.

• Analisar os efeitos da seleção de exemplares realizada pelo algoritmo LDIS na qua-
lidade das classificações.

• Comparar a qualidade das classificações resultantes da abordagem proposta, que
combina informações sobre exemplares e protótipos para definir a MAC, com
a qualidade das classificações de abordagens que definem versões alternativas da
MAC, utilizando apenas protótipos ou exemplares.

Nos experimentos conduzidos neste trabalho, a abordagem descrita na Seção 4.2
foi aplicada para interpretar fácies sedimentares reais, devidamente descritas por geólo-
gos e disponíveis em relatórios técnicos de estudos geológicos acessíveis na literatura.
O conjunto de dados utilizado nestes experimentos (e disponível1 no Apêndice C) in-
clui as descrições de fácies provenientes de 9 corpos de rocha distintos, que foram des-
critos em (JO; CHOUGH, 2001; MORAIS et al., 2006; GHAZI; MOUNTNEY, 2009;
ZECCHIN; MELLERE; RODA, 2006; SARKAR et al., 2012; JENSEN; PEDERSEN,
2010; MARTINS-NETO, 2000; KAAKINEN; LUNKKA, 2003; GANI; ALAM, 2004).
O conjunto de dados resultante totaliza 95 descrições de fácies sedimentares, cada qual
associada ao tipo do respectivo processo deposicional gerador.

Para elaborar o conjunto de dados utilizado nestes experimentos, inicialmente foi
necessário selecionar casos significativos da literatura da Estratigrafia Sedimentar. Este
processo foi realizado por um especialista na área. Foram selecionados casos que, na
avaliação do especialista, estivessem corretamente descritos e que possuíssem caracte-
rísticas tipicamente encontradas na Estratigrafia Sedimentar. Uma vez selecionados os
casos, que são descritos em texto livre na literatura da área, foi realizado um processo de
tradução destas descrições, com suporte de um geólogo. Neste processo, a descrição ori-
ginal da fácies foi adequada à terminologia capturada pela ontologia de domínio adotada
(apresentada na Seção 4.2 e detalhada no Apêndice B). Este processo resultou em um

1O conjunto de dados utilizado nestes experimentos também está disponível em formato ARFF em
<http://www.inf.ufrgs.br/~jlcarbonera/?page_id=151>

http://www.inf.ufrgs.br/~jlcarbonera/?page_id=151
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conjunto de 95 indivíduos da ontologia de domínio, cada qual representando uma instân-
cia do conceito de Fácies Sedimentar efetivamente descrito em função dos atributos que
caracterizam este conceito e associado ao tipo do processo deposicional gerador (consi-
derado como a interpretação de cada fácies). É importante notar que as interpretações
relacionadas às fácies variam em termos de especificidade. A maior parte das interpre-
tações constituem interpretações específicas, correspondendo às folhas da taxonomia de
processos deposicionais (apresentada na Figura 4.11). No entanto, em diversos casos, a
interpretação oferecida é mais geral, correspondendo a conceitos de nível intermediário
na taxonomia de processos deposicionais.

Figura 5.1: Representação da quantidade de instâncias de cada tipo de processo deposici-
onal presente no conjunto de dados. Cada classe C inclui todas as instâncias das classes
que especializam C.
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Fonte: Produzida pelo autor.

A Figura 5.1 apresenta a quantidade de instâncias de cada uma das classes pre-
sentes no conjunto de dados utilizado nos experimentos. Uma vez que um indivíduo que
é instância de uma classe c também é instância de todas as classes que generalizam c, a
interpretação de cada indivíduo de fácies sedimentar pode estar classificada em mais de
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uma classe (sua classe específica e todas as superclasses). Por este motivo, por exemplo,
uma vez que toda fácies sedimentar é necessariamente gerada por um subtipo de processo
deposicional, a classe Processo Deposicional inclui as 95 fácies sedimentares; que corres-
ponde ao total de indivíduos do conjunto de dados. Também é importante notar que, em
alguns casos, o total de instâncias de uma classe C é maior do que a soma das instâncias
das classes que especializam C. Um exemplo deste fato ocorre com a classe Corrente

trativa, que possui mais instâncias que as classes Corrente trativa subaérea e Corrent

trativa subaquosa, que a especializam. Isto ocorre porque as interpretações de algumas
das descrições foram estabelecidas níveis mais gerais, na fonte da qual ela foi obtida.

É importante também notar que o total de descrições de fácies não é uniforme-
mente distribuído ao longo do conjunto de classes. Este fato também deve ser considerado
na interpretação dos resultados, uma vez que esta característica dos dados tende a im-
pactar negativamente na performance de classificadores baseados em instâncias (WANG;
DING; HUANG, 2010). Além disso, algumas das classes possuem um número extrema-
mente reduzido de instâncias, como é o caso das classes Migração De Dunas Transver-

sais, Processo Oscilatório e Preenchimento De Pequenos Canais. Também espera-se que
a existência de um número tão pequeno de instâncias impacte negativamente na perfor-
mance da abordagem. Finalmente, também deve-se salientar que, conforme pode ser visto
no Apêndice C, um número bastante elevado de instâncias do conjunto de dados adotado
possui descrição imperfeita, uma vez que não possui valores atribuídos para diversos dos
atributos. Conforme discutido nos Capítulos 3 e 1, quando faltam informações relacio-
nadas às condições necessárias e suficientes estabelecidas pelas definições dos conceitos
isso pode impactar negativamente nos resultados obtidos pelo raciocínio clássico.

Os experimentos realizados envolveram a interpretação de cada uma das descri-
ções de fácies pela aplicação desenvolvida e a comparação da interpretação alcançada
com a interpretação originalmente associada à fácies (tal como fora informada pela litera-
tura). Nestes experimentos, consideramos que as interpretações oferecidas pela aplicação
podem ser classificadas em 4 categorias, dependendo da sua relação com a interpreta-
ção original: Interpretação correspondente, Interpretação mais geral, Interpretação mais

específica e Interpretação incorreta. Tais categorias são caracterizadas da seguinte forma.

1. Interpretação correspondente: Classe das interpretações oferecidas pela aplica-
ção que correspondem exatamente às interpretações originais, conforme descritas
na literatura. Por exemplo, se a interpretação determinada pela aplicação for Mi-

gração de dunas 3D e a interpretação original for também Migração de dunas 3D,
então a interpretação determinada pelo sistema pode ser considerada uma Interpre-

tação correspondente à interpretação original.
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2. Interpretação mais geral: Classe das interpretações oferecidas pela aplicação que
são mais gerais que as interpretações originais, conforme descritas na literatura.
Por exemplo, se a interpretação determinada pela aplicação for Corrente trativa

subaquosa com regime de fluxo inferior e a interpretação original for Migração

de dunas 3D, então a interpretação determinada pelo sistema pode ser considerada
uma Interpretação mais geral que a interpretação original.

3. Interpretação mais específica: Classe das interpretações oferecidas pela aplicação
que são mais específicas que as interpretações originais, conforme descritas na li-
teratura e que constituem interpretações corretas, do ponto de vista do especialista.
Por exemplo, se a interpretação determinada pela aplicação for Migração de dunas

3D e a interpretação original for Corrente trativa subaquosa com regime de fluxo

inferior, isto indica que a aplicação alcançou uma interpretação mais informativa
do que a oferecida pela literatura. Por este motivo, este resultado deve ser analisado
pelo especialista, que deve verificar se a interpretação oferecida pode ser susten-
tada. Em caso positivo, então a interpretação determinada pelo sistema pode ser
considerada uma Interpretação mais específica que a interpretação original.

4. Interpretação incorreta: Classe das interpretações oferecidas pela literatura que
não correspondem às interpretações oferecidas pela literatura, não constituem sub-
classes ou superclasses das interpretações oferecidas pela literatura, ou constituem
subclasses das interpretações originais, mas a interpretação não pode ser conside-
rada correta, do ponto de vista do especialista. Então, por exemplo, se a interpreta-
ção determinada pela literatura for Corrente trativa subaquosa com regime de fluxo

inferior e a interpretação oferecida pela aplicação for qualquer classe de processos
deposicionais que não seja subclassse ou superclasse de Corrente trativa subaquosa

com regime de fluxo inferior, a interpretação oferecida pela aplicação pode ser con-
siderada uma Interpretação incorreta. Isto também ocorreria se, por exemplo, a
interpretação determinada pela aplicação for Migração de dunas 3D e o especia-
lista não encontrar razões que sustentem tal interpretação.

As interpretações classificadas na categorias 1, 2 e 3 são consideradas Interpreta-

ções satisfatórias, enquanto as interpretações classificadas na categoria 4 são considera-
das Interpretações insatisfatórias.

Neste trabalho foram realizados 4 experimentos. O primeiro experimento, apre-
sentado na Seção 5.1, verifica os efeitos do parâmetro limiar nos resultados da aplicação.
Já o segundo experimento, apresentado na Seção 5.2, verifica os efeitos do parâmetro n
nos resultados da aplicação. O terceiro experimento, apresentado na Seção 5.3, verifica
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os efeitos da aplicação do algoritmo LDIS nos resultados da aplicação. E, finalmente,
o quarto experimento, apresentado na Seção 5.4, compara as classificações obtidas pela
abordagem proposta, que combina protótipos e exemplares para definir a MAC, com as
classificações obtidas por abordagens que utilizam apenas protótipos ou exemplares.

5.1 Experimento 1

No primeiro experimento realizado, buscou-se verificar os efeitos do parâmetro
limiar nos resultados alcançados pela aplicação ao interpretar as 95 descrições de fácies
do conjunto de dados adotado. Para isso, o valor de limiar foi variado no intervalo [0, 1] a
uma taxa de 0, 1, e para cada valor de limiar, analisaram-se os resultados da interpretação
realizada pela aplicação de cada fácies do conjunto de dados.

É importante salientar que foi adotado um esquema de validação cruzada leave-

one-out. Deste modo, considerando-se CD como o conjunto total de dados com as 95
fácies, para cada fácies f interpretada pela aplicação, considerou-se o conjunto CD−{f}
como o conjunto de treinamento. Neste contexto, o conjunto de treinamento é adotado
como o conjunto I (de indivíduos) da base de conhecimento estendida adotada pela apli-
cação. Deste conjunto são determinados os conjuntos P (dos protótipos) e E (dos exem-
plares).

Neste primeiro experimento considerou-se que, para um dado conceito c ∈ C,
ex(c) = ext(c). Ou seja, considerou-se que o conjunto de exemplares de um determinado
conceito é exatamente idêntico ao conjunto de indivíduos que constitui a extensão deste
conceito.

Também é importante destacar que, neste experimento, considerou-se n = 4, uma
vez que, segundo os testes empíricos realizados, este valor resultou no menor número de
interpretações incorretas entre os valores testados.

Além disso, neste experimento, os resultados obtidos pela aplicação desenvolvida
(com base na abordagem híbrida para representação de conhecimento e raciocínio) tam-
bém foram comparados com os resultados obtidos por uma abordagem completamente
clássica. Neste contexto, o que se considerou como interpretações obtidas por uma abor-
dagem clássica foram as classificações geradas diretamente por um raciocinador OWL
(que, neste caso, foi o raciocinador Hermit2 (SHEARER; MOTIK; HORROCKS, 2008)).

Os resultados deste experimento são apresentados na Tabela 5.1 e na Figura 5.2.
Os resultados apresentados na Tabela 5.1 demonstram que conforme o valor de

limiar aumenta, diminui a quantidade das interpretações incorretas, das interpretações
mais específicas e das interpretações correspondentes; enquanto aumenta a quantidade
das interpretações mais gerais. Esta tendência fica ainda mais clara na Figura 5.2. Es-

2<http://www.hermit-reasoner.com>

http://www.hermit-reasoner.com
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Tabela 5.1: Variação da quantidade de interpretações em cada classe obtidas pela abor-
dagem híbrida proposta na tese, em função da variação dos valores do parâmetro limiar,
adotando-se o parâmetro n = 4. Tais resultados também são comparados com as inter-
pretações obtidas por uma abordagem puramente clássica.

Interpretações
Abordagem híbrida Abordagem

clássicaValor do limiar
0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0

Satisfatórias
Correspondentes 85 85 82 77 65 64 55 52 48 48 47 46
Mais específicas 9 9 8 7 6 5 5 5 5 5 5 5
Mais gerais 0 0 4 11 24 26 35 38 42 42 43 44

Insatisfatórias Incorretas 1 1 1 0 0 0 0 0 0 0 0 0

tes resultados sugerem que quanto menor o valor do parâmetro limiar, mais arriscadas

tendem a ser as interpretações, e quanto maior o valor de limiar, mais conservadoras

tendem a ser as interpretações. Também é possível constatar que quanto maior o valor
adotado para o parâmetro limiar, mais os resultados se aproximam dos resultados al-
cançados pela abordagem clássica que, no contexto desta análise, pode ser vista como a
abordagem que não assume nenhum risco nas interpretações.

Os resultados apresentados na Tabela 5.1 sugerem que, de modo geral, os resulta-
dos fornecidos pela abordagem híbrida tendem a ser mais informativos do que os resul-
tados fornecidos pela abordagem puramente clássica. Isto é refletido em uma quantidade
maior de interpretações correspondentes ou mais específicas. Por outro lado, nota-se tam-
bém que a abordagem híbrida cometeu um erro de interpretação. Neste sentido, pode-se
dizer que a abordagem híbrida é capaz de oferecer interpretações mais informativas, mas
isto envolve um risco de obter-se interpretações incorretas (mesmo que em um número
reduzido, como neste caso). Este trade-off é controlado pelo parâmetro limiar.

Neste experimento, constatou-se a ocorrência de interpretações incorretas em ca-
sos para os quais havia uma quantidade pequena de exemplares (da classe correta) para
suportar uma interpretação satisfatória. Ou seja, em grande medida, a ocorrência de inter-
pretações incorretas se deve ao fato da base de dados não garantir a representatividade es-
tatística adequada de instâncias para todas as classes consideradas. Em geral, abordagens
baseadas em similaridade, tais como a proposta nesta tese e as apresentadas em (CO-
VER; HART, 1967; ALTMAN, 1992; WU; AI, 2008; MITANI; HAMAMOTO, 2006;
ZENG; YANG; ZHAO, 2009; GOU; XIONG; KUANG, 2011) tendem a ser sensíveis à
representatividade dos dados no conjunto de treinamento.
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Figura 5.2: Gráfico ilustrando a variação da quantidade de interpretações em cada classe
obtidas pela abordagem híbrida proposta na tese, em função do parâmetro limiar.
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Fonte: Produzida pelo autor.

5.2 Experimento 2

No segundo experimento realizado, buscou-se verificar os efeitos do parâmetro
n nos resultados alcançados pela aplicação ao interpretar as 95 descrições de fácies do
conjunto de dados adotado. Para isso, o valor de n foi variado no intervalo [1, 10] a uma
taxa de 1, e para cada valor de n, analisaram-se os resultados da interpretação realizada
pela aplicação de cada fácies do conjunto de dados.

Neste experimento também foi adotado um esquema de validação cruzada leave-

one-out, do mesmo modo que foi adotado no experimento anterior. Neste experimento
também considerou-se que, para um dado conceito c ∈ C, ex(c) = ext(c). Ou seja,
considerou-se que o conjunto de exemplares de um determinado conceito é exatamente
idêntico ao conjunto de indivíduos que constitui a extensão deste conceito.

Além disso, neste experimento, considerou-se limiar = 0.0. Este valor foi seleci-
onado para induzir um comportamento mais arriscado na aplicação de interpretação. Este
comportamento mais arriscado tende a gerar resultados de diferentes categorias (incluindo
interpretações incorretas), o que permite evidenciar melhor os efeitos do parâmetro n.

Os resultados deste experimento são apresentados na Tabela 5.2.
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Tabela 5.2: Variação da quantidade de interpretações em cada classe obtidas pela abor-
dagem híbrida proposta na tese, em função da variação dos valores do parâmetro n,
adotando-se o parâmetro limiar = 0.0.

Interpretações Valor de n
1 2 3 4 5 6 7 8 9 10

Satisfatórias
Correspondentes 80 82 82 84 82 82 82 83 83 84
Mais específicas 9 9 9 9 9 9 9 9 9 9
Mais gerais 0 0 0 0 0 0 0 0 0 0

Insatisfatórias Incorretas 6 4 4 2 4 4 4 3 3 2

Conforme discutido na Seção 4, o parâmetro n determina a quantidade dos exem-
plares de um conceito c ∈ C mais próximos de i (onde i representa um indivíduo que
se deseja classificar) que serão considerados para determinar a MAC de c em relação a
i. Deste modo, quanto maior o valor de n, maior é a quantidade de informações relati-
vas a exemplares que é considerada para determinar a MAC. No entanto, conforme pode
ser visto na Tabela 5.2 não é possível afirmar que o aumento do valor de n implica em
melhores resultados.

Nota-se que quando n = 1, o número de interpretações incorretas atinge o seu
maior valor, dentre os valores de n considerados. Este resultado é esperado, visto que um
único exemplar constitui pouca informação para determinar a classificação de uma nova
instância. Neste caso, a classificação fica bastante suscetível à presença de ruído.

Nota-se também que, apesar do número de interpretações incorretas diminuir, com
n = 2, esta tendência não é verificada à medida que o valor de n aumenta. As menores
quantidades de interpretações incorretas são obtidas com n = 4 e n = 10. Ou seja, não há
uma correlação entre o valor de n e a qualidade dos resultados obtidos pelo abordagem.
Estes resultados sugerem que o valor de n interage de modo complexo com a distribuição
dos exemplares. Esta é uma característica comum a outras abordagens para classificação
de indivíduos com base na proximidade (ou similaridade) destes indivíduos com outros
indivíduos previamente classificados, tais como o algoritmo KNN (k-nearest neighbor)
(ALTMAN, 1992; WU; AI, 2008). Assim, o valor ideal de k depende da tarefa e, por este
motivo, ele deve ser empiricamente ajustado.

5.3 Experimento 3

No terceiro experimento, buscou-se analisar o efeito da seleção de instâncias com
o algoritmo LDIS sobre a performance da aplicação. É importante notar que o algoritmo
ASBI não foi considerado no experimento por não ser capaz de lidar com conceitos não
disjuntos (e, consequentemente, indivíduos classificados em múltiplos conceitos).
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Neste experimento também adotou-se um esquema de validação cruzada leave-

one-out. No entanto, diferentemente dos experimentos anteriores, neste experimento não

considerou-se o conjunto de exemplares de um determinado conceito como sendo idên-
tico ao conjunto de indivíduos que constitui a extensão deste conceito. Em vez disso,
neste experimento, para cada conceito c ∈ C, adotou-se ex(c) como sendo o conjunto
de exemplares selecionados pelo algoritmo LDIS, a partir do conjunto de indivíduos que
constitui a extensão de c. Deste modo, para verificar os efeitos do parâmetro k do al-
goritmo LDIS sobre a performance da aplicação, o parâmetro k foi variado no intervalo
[1, 10] a uma taxa de 1, e para cada valor de k foi realizada a interpretação de todas as
fácies sedimentares do conjunto de dados adotado.

Os parâmetros limiar e n foram fixados em 0 e 4 respectivamente. O parâmetro
limiar foi fixado em 0 para forçar a aplicação a realizar interpretações mais arriscadas,
viabilizando a obtenção de diversas categorias de resultados (interpretações precisas, in-
corretas, mais gerais e mais específicas). O parâmetro n foi fixado em 4 devido ao fato
deste valor resultar em interpretações melhores, de acordo com os experimentos.

Além disso, é importante notar que o LDIS reduz a quantidade de exemplares
disponíveis. Com isto em mente, para cada valor de k, mediu-se também o percentual
de redução média do conjunto de exemplares. Esta medida é, para um dado valor de k,
uma média da redução obtida pelo algoritmo LDIS ao selecionar exemplares do conjunto
total de indivíduos, para a cada fácies sedimentar interpretada no esquema leave-one-out.
Ou seja, para um dado valor do parâmetro k (utilizado pelo LDIS), todas as fácies do
conjunto de dados são interpretadas. Para cada fácies f que é interpretada, f é retirada do
conjunto de treinamento. A partir do conjunto de treinamento restante, o algoritmo LDIS
seleciona os exemplares de cada conceito da base de conhecimento estendida. Neste
ponto, é possível medir a redução do conjunto de exemplares. Como este processo é
repetido para cada uma das fácies do conjunto de dados, ao fim do processo, é possível
determinar a redução média, a partir das reduções individuais.

Os resultados deste experimento são apresentados na Tabela 5.3.

Tabela 5.3: Variação da quantidade de interpretações em cada classe obtidas pela abor-
dagem híbrida proposta na tese, em função da variação dos valores do parâmetro k do
algoritmo LDIS, adotando-se o parâmetro limiar = 0.0 e o parâmetro n = 4. Tam-
bém são apresentadas as taxas de redução média do conjunto de exemplares obtidas pela
aplicação do algoritmo LDIS, com cada valor de k, bem como os resultados das interpre-
tações realizadas sem a utilização do algoritmo LDIS e os resultados das interpretações
realizadas pela abordagem clássica.

Interpretações
Abordagem híbrida com LDIS Abordagem

híbrida sem
LDIS

Abordagem
clássicaValor do k do LDIS

1 2 3 4 5 6 7 8 9 10

Satisfatórias
Correspondentes 77 76 76 75 75 80 78 78 78 78 85 46
Mais específicas 9 9 9 9 9 9 8 8 8 8 9 5
Mais gerais 0 0 0 0 0 0 0 0 0 0 0 44

Insatisfatórias Incorretas 9 10 10 11 11 6 9 9 9 9 1 0
Redução média do conjunto de
exemplares 31% 46% 52% 52% 56% 58% 63% 65% 65% 65% 0% 0%
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Os resultados do experimento, apresentados na Tabela 5.3 demonstram que, à me-
dida que o valor de k aumenta, o percentual de redução média do conjunto de exemplares
também aumenta. Este comportamento é esperado, uma vez que o parâmetro k deter-
mina o tamanho da k-vizinhança parcial considerada pelo LDIS. E, considerando-se que
o algoritmo LDIS mantém apenas os indivíduos cuja densidade local é a maior dentre os
indivíduos da sua k-vizinhança parcial, quanto maior o valor de k, menor tende a ser o
número de indivíduos selecionados.

A partir dos resultados apresentados na Tabela 5.3, constatou-se que a melhor per-
formance da aplicação foi atingida adotando-se k = 6. Constata-se também, a partir
destes resultados, que não há uma correlação entre o parâmetro k e a qualidade da per-
formance da abordagem. Ou seja, não é possível afirmar que o aumento do valor de k,
sozinho, implica na degeneração da qualidade dos resultados obtidos pela aplicação, ou
que a diminuição do valor de k implica em uma melhor qualidade das interpretações.
Apesar do aumento do valor de k implicar na redução da quantidade de informações dis-
poníveis para a aplicação utilizar para realizar interpretações, o impacto desta diminuição
de informações não é necessariamente negativo, conforme os dados da Tabela 5.3 suge-
rem. Isto ocorre sobretudo porque, eventualmente, no processo de seleção de exemplares
realizado pelo LDIS, podem ser descartados exemplares pouco representativos ou ruido-
sos, que prejudicam a interpretação.

Os dados da Tabela 5.3 também demonstram que, em comparação com os resul-
tados obtidos pela abordagem híbrida sem utilizar o LDIS e com os resultados obtidos
pela abordagem clássica, os resultados obtidos pela aplicação utilizando o LDIS apre-
sentam uma maior incidência de interpretações incorretas. Isto ocorre devido à relação
entre as características do conjunto de dados considerado e as suposições incorporadas
pelo algoritmo LDIS. O algoritmo LDIS assume que a densidade local de um indivíduo
é um indicativo da representatividade deste indivíduo para um dado conceito. No en-
tanto, em alguns casos, a representatividade real de um indivíduo no domínio pode não
estar efetivamente correlacionada com a densidade deste exemplar no conjunto de treina-
mento adotado. Nestes casos, um exemplar que seria realmente representativo no domínio
poderia não ser selecionado pelo algoritmo LDIS. Ou seja, a representatividade dos exem-
plares selecionados pelo LDIS é afetada pelas características do conjunto de indivíduos
adotado como conjunto de treinamento. O conjunto de treinamento deve, idealmente, ser
estatisticamente representativo da variabilidade das instâncias do domínio.

No entanto, apesar da adoção do LDIS resultar em um aumento de interpretações
incorretas realizadas pela aplicação, é importante notar que a aplicação também realizou
um número maior de interpretações correspondentes e interpretações mais específicas,
em comparação com a abordagem clássica. Além disso, o número de interpretações mais
específicas alcançado, adotando-se o LDIS, é idêntico ao número de interpretações mais
específicas alcançado sem adotar o LDIS. Mesmo quando considera-se as interpretações
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correspondentes, adotando-se o LDIS, o número de interpretações nesta categoria é muito
semelhante ao alcançado pela abordagem sem adotar o LDIS. Este resultado sugere que
o LDIS é efetivo em selecionar exemplares representativos. Esta conclusão é reforçada
pelos resultados dos experimentos discutidos no Apêndice A, onde verifica-se a perfor-
mance dos algoritmos propostos na tarefa de seleção de instâncias.

5.4 Experimento 4

Neste experimento, buscou-se verificar o impacto de se considerar as informações
sobre exemplares e protótipos individualmente ou de modo combinado no cálculo da
MAC. Deste modo, comparou-se a performance da abordagem proposta nesta tese, com
a performance de versões modificadas desta abordagem, nas quais a MAC foi definida de
modo alternativo. Em uma das versões alternativas, a MAC foi substituída pela noção
de MACP (Medida de ajustamento conceitual baseada em protótipos), que é definida
conforme estabelecido pelo Algoritmo 7. A noção deMACP é definida unicamente como
o inverso da distância entre o indivíduo i que se deseja classificar e o protótipo do conceito
c. Com isso, quanto mais similar (ou mais próximo) o indivíduo i é do protótipo de c,
maior é o valor da MAC. Na outra versão alternativa, a MAC foi substituída pela noção
de MACE (Medida de ajustamento conceitual baseada em exemplares), que é definida
conforme estabelecido pelo Algoritmo 8. Nesta versão, o valor da MACE é definida
unicamente como o inverso da distância entre o indivíduo i que se deseja classificar e o
exemplar do conceito cmais próximo de i. Assim, quanto mais similar (ou mais próximo)
o indivíduo i é do exemplar de c mais próximo de i, maior é o valor da MAC. O resultado
da comparação pode ser visto na Tabela 5.4.

Algoritmo 7: MACP (Medida de ajustamento conceitual baseada em protóti-
pos)

Input: Um dado conceito c ∈ C e um dado indivíduo i ∈ I que deve ser classificado.
Output: Um valor mac ∈ R que indica o quanto o conceito c é adequado para classificar o

indivíduo i, utilizando apenas informações sobre protótipos.
begin

distancia← d(i, prot(c));

MACP ←

{
1, distancia = 0

1
distancia , distancia > 0

;

return MACP ;

Segundo os resultados apresentados na Tabela 5.4 é possível constatar que a abor-
dagem que combina informações sobre protótipos e exemplares resulta em um número
maior de interpretações correspondentes e em um número menor de interpretações in-

corretas, em comparação com as abordagens que utilizam exclusivamente informações
sobre protótipos ou exemplares.
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Algoritmo 8: MACE (Medida de ajustamento conceitual)
Input: Um dado conceito c ∈ C e um dado indivíduo i ∈ I que deve ser classificado.
Output: Um valor mac ∈ R que indica o quanto o conceito c é adequado para classificar o

indivíduo i, utilizando apenas informações sobre o exemplar mais próximo.
begin

e← exemplar de c mais próximo de i;
distancia← d(i, e);

MACE ←

{
1, distancia = 0

1
distancia , distancia > 0

;

return MACE ;

Tabela 5.4: Comparação da performance de 4 abordagens: a abordagem proposta (ado-
tando a MAC), a abordagem que adota a MACP , a abordagem que adota a MACE e a
abordagem clássica.

Interpretações Abordagem com
MAC

Abordagem com
MACE

Abordagem com
MACP

Abordagem
clássica

Satisfatórias
Correspondentes 85 78 61 46
Mais específicas 9 9 9 5
Mais gerais 0 0 0 44

Insatisfatórias Incorretas 1 8 25 0

Este experimento também oferece subsídios para comparar as decisões incorpora-
das na propostas desta tese, com as suposições assumidas nas abordagens propostas em
(LIETO et al., 2015) e (FRANCONI; MAGNINI; STOCK, 1992). Neste sentido, é im-
portante lembrar que, para classificar um dado indivíduo i, na abordagem proposta em
(LIETO et al., 2015) utiliza-se unicamente a distância entre i com o seu exemplar mais
próximo, enquanto na abordagem proposta em (FRANCONI; MAGNINI; STOCK, 1992)
utiliza-se unicamente a distância entre i com o protótipo mais próximo. Ou seja, a abor-
dagem proposta em (LIETO et al., 2015) adota uma abordagem semelhante à MACE ,
enquanto a abordagem proposta em (FRANCONI; MAGNINI; STOCK, 1992) adota uma
abordagem semelhante à MACP .

5.5 Discussão dos resultados

De modo geral, os resultados dos três experimentos apresentados neste capítulo
demonstram que a abordagem proposta nesta tese foi capaz de oferecer interpretações
mais informativas que a abordagem puramente clássica. Além disso, constata-se também
que a abordagem proposta nesta tese demonstrou-se mais robusta que a abordagem clás-
sica nestes experimentos, uma vez que foi capaz de oferecer interpretações informativas,
mesmo em situações nas quais os dados possuíam descrição imperfeita. Estes resultados
corroboram a hipótese inicial assumida neste trabalho e discutida no Capítulo 1.
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Os experimentos demonstram também, no entanto, que a abordagem incorpora
um compromisso entre o grau da especificidade das interpretações alcançadas e o risco
de se obter interpretações incorretas. Este compromisso pode ser ajustado através do
parâmetro limiar, adotado pela estratégia de raciocínio híbrido. Quanto menor este valor,
mais arriscado tende a ser o comportamento do processo de raciocínio, uma vez que mais
informativas tendem a ser as interpretações obtidas pela abordagem, mas também maiores
são as chances da abordagem obter interpretações incorretas. Por outro lado, quanto maior
este valor, mais conservador tende a ser o comportamento do processo de raciocínio,
aproximando-se do comportamento exibido por uma abordagem clássica. Neste caso, os
riscos de se obter interpretações incorretas tendem a ser menores, mas as interpretações
obtidas também tendem a ser menos informativas.

Também foi possível verificar que o algoritmo LDIS é capaz de selecionar exem-
plares representativos dos conceitos, uma vez que em todos os experimentos, a abordagem
de interpretação utilizando o LDIS foi capaz de gerar interpretações mais específicas que
as oferecidas pela abordagem clássica. No entanto, os experimentos também sugerem
que a performance do algoritmo LDIS pode degenerar quando a distribuição dos dados de
treinamento não reflete a distribuição estatística real dos objetos do domínio.

Constatou-se também que não há uma correlação entre o parâmetro n, da aborda-
gem híbrida de raciocínio, e a qualidade dos resultados alcançados pela abordagem. O
mesmo pode ser dito em relação ao parâmetro k , do algoritmo LDIS. Os valores destes
parâmetros devem ser empiricamente ajustados, dependendo da tarefa, do domínio e do
conjunto de dados de treinamento.

Durante os experimentos, não foram realizadas comparações experimentais entre
os resultados da abordagem aqui proposta com a performance de outras abordagens hí-
bridas, uma vez que tais abordagens possuem limitações, em relação à abordagem aqui
proposta, do ponto de vista conceitual. Por exemplo, a abordagem proposta em (LIETO
et al., 2015) é incapaz de lidar diretamente com atributos categoriais. Uma vez que o
conjunto de dados adotado neste experimento possui apenas atributos categoriais, esta
abordagem sequer poderia ser aplicada sobre tais dados. Além disso, é importante lem-
brar que, diferentemente da abordagem proposta nesta tese, a abordagem proposta em
(LIETO et al., 2015) não é capaz de classificar indivíduos em múltiplas classes. A abor-
dagem proposta em (FRANCONI; MAGNINI; STOCK, 1992), por outro lado, utiliza
apenas protótipos para realizar os refinamentos, sem considerar exemplares. No entanto,
trabalhos como (HUANG et al., 2010; DING et al., 2013; DOHNÁLEK et al., 2014) de-
monstram que abordagens baseadas em exemplares resultam em maior acurácia do que
abordagens baseadas em protótipos.



118

No entanto, apesar de não serem realizadas comparações explícitas entre a abor-
dagem aqui proposta e as abordagens propostas em (LIETO et al., 2015) e (FRANCONI;
MAGNINI; STOCK, 1992), na Seção 5.4 realizou-se um experimento para investigar o
impacto das suposições subjacentes a estas abordagens na qualidade das interpretações.
Os resultados deste experimento sugerem que o uso combinado das informações sobre
protótipos e exemplares resulta em uma performance superior em comparação com a per-
formance das abordagens que utilizam exclusivamente informações sobre protótipos ou
exemplares.
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6 CONCLUSÃO

A Inteligência Artificial, enquanto área de pesquisa, investiga abordagens que per-
mitam que agentes artificiais sejam capazes de se comportar de modo inteligente no am-
biente. Na subárea da IA conhecida como Representação de conhecimento e raciocínio,
assume-se que o comportamento inteligente pode ser alcançado dotando-se os agentes
artificiais com uma representação do conhecimento sobre o mundo e com meios de pro-
cessar tal conhecimento para estabelecer conclusões que possibilitem que o agente lide
com o mundo de modo adequado.

Tradicionalmente, as abordagens desenvolvidas para representação de conheci-
mento e raciocínio na Inteligência Artificial adotam (mesmo que implicitamente) uma
perspectiva clássica a respeito dos conceitos. Nesta perspectiva, um conceito é caracte-
rizado por uma definição, que estabelece as condições necessárias e suficientes que uma
determinada entidade deve atender para ser classificada pelo dado conceito.

No entanto, diversos trabalhos vêm demonstrando diversas limitações da perspec-
tiva clássica dos conceitos, no que tange à sua capacidade de explicar a notória flexibi-
lidade e robustez com que os seres humanos utilizam o conhecimento nas mais diversas
tarefas cognitivas, tais como a percepção, a categorização, o planejamento, etc. Entre os
alegados problemas da perspectiva clássica é possível citar a dificuldade de se encontrar
definições em termos de condições necessárias e suficientes para a maioria dos conceitos;
a falta de suporte e explicação para os chamados efeitos de tipicalidade (marcados pela
existência de instâncias de um dado conceito mais típicas que outras); dificuldades para
lidar com conceitos que possuem limites vagos; dificuldades para explicar o fato de que,
geralmente, em processos de classificação, as pessoas utilizam atributos que não partici-
pam da definição do conceito (não são necessários, no sentido definicional); ausência de
suporte para julgamento de similaridade entre objetos, etc.

É interessante notar que estes problemas da perspectiva clássica dos conceitos
também são herdados pelas abordagens de representação de conhecimento que adotam
este paradigma. Por esta razão, nesta tese assumimos que, para viabilizar comportamen-
tos inteligentes mais flexíveis e robustos em agentes artificiais, é necessário desenvolver
abordagens de representação de conhecimento e raciocínio que transcendam essas limi-
tações impostas pela perspectiva clássica. Com isso em mente, nesta tese, foi proposto
um arcabouço híbrido, cognitivamente inspirado, para representação de conhecimento e
raciocínio que visa superar algumas das limitações da perspectiva clássica dos conceitos.
De modo geral, os resultados demonstraram que o arcabouço proposto é capaz de suportar
a tarefa de classificação de um modo mais flexível que abordagens puramente clássicas.
Este resultado concorda com a hipótese inicial assumida nesta tese.

Na Seção 6.1 serão discutidas as principais contribuições desta tese, enquanto na
Seção 6.2 serão discutidas perspectivas para trabalhos futuros.



120

6.1 Principais contribuições

Esta tese possui 4 grupos de contribuições principais: uma concepção teórica
acerca da representação de conceitos e a formalização desta concepção em um arcabouço
para representação de conhecimento; uma abordagem híbrida para raciocínio que uti-
liza o arcabouço de representação proposto nesta tese; duas abordagens para seleção de
exemplares; e uma aplicação para interpretação de processos deposicionais, que adota o
arcabouço proposto. A seguir, cada uma dessas contribuições será brevemente discutida.

6.1.1 Abordagem híbrida para representação de conhecimento

Conforme previamente mencionado, uma das principais contribuições desta tese
consiste em uma abordagem para representação de conhecimento que transcende as li-
mitações da concepção clássica. O desenvolvimento desta abordagem envolveu o desen-
volvimento de uma concepção teórica acerca da representação de conceitos e a posterior
formalização de um arcabouço para representação de conhecimento, que é fundamentado
pela concepção teórica desenvolvida e que pode ser utilizado de modo geral em aplicações
diversas.

Inspirada em estudos realizados nas Ciências Cognitivas, a abordagem para repre-
sentação de conhecimento desenvolvida nesta tese busca combinar características de três
teorias cognitivas a respeito da representação de conceitos: a própria teoria clássica, a
teoria do protótipo e a teoria do exemplar. Assim, do ponto de vista teórico, nesta tese
assumimos que conceitos são entidades multifacetadas, que integram diferentes tipos de
informação tais como: informações clássicas, que incluem uma definição que estabelece
um conjunto de condições necessárias (embora possa incluir condições suficientes), bem
como relações com outros conceito; um protótipo que define as características típicas de
uma instância do conceito; e um conjunto de exemplares que representam a variabilidade
de instâncias do conceito. Deste modo, a concepção teórica desenvolvida nesta tese pode
ser vista como uma concepção híbrida, segundo os critérios adotados em (VICENTE;
MANRIQUE, 2014).

Esta concepção teórica desenvolvida foi utilizada como fundamento para a for-
malização da noção de base de conhecimento estendida. Uma base de conhecimento
estendida foi formalmente definida como uma tupla e um conjunto de axiomas que carac-
terizam formalmente os diferentes tipos de informação que constituem um conceito, bem
como as relações entre esses diferentes tipos de informações.
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Além desta abordagem permitir a realização de inferência de modo mais flexível,
também é importante notar que é possível converter facilmente um modelo de conheci-
mento clássico em uma base de conhecimento estendida, sem a necessidade de se repre-
sentar o modelo de conhecimento em um novo formalismo. Deste modo, esta abordagem
promove o reuso de componentes de conhecimento.

6.1.2 Abordagem híbrida para raciocínio

Uma vez que uma abordagem para representação de conhecimento só é útil se
houver um mecanismo capaz de processar as representações resultantes para estabelecer
conclusões úteis, nesta tese também foi proposta uma abordagem híbrida para raciocínio
que processa bases de conhecimento estendidas. No escopo desta tese, o foco do processo
de raciocínio desenvolvido foi na tarefa de classificação, na qual é necessário decidir,
dentre um conjunto de conceitos (ou classes), quais classificam um determinado indivíduo
(ou de quais conceitos um determinado indivíduo é instância).

Esta abordagem de raciocínio permite classificar indivíduos mesmo em contextos
nos quais as informações que descrevem o indivíduo estão incompletas, ou nas quais os
conceitos não possuem definições completas (com todas as condições necessárias e sufi-
cientes). De modo geral, a abordagem utiliza o raciocínio clássico (baseado em condições
necessárias e suficientes) parar gerar uma primeira classificação e, caso esta classificação
não seja a mais específica (e informativa) possível, a abordagem realiza ciclos de refina-
mento das classificações e de verificação de consistência das novas classificações obtidas.
O ciclo se repete até que sejam alcançadas as interpretações mais específicas possíveis, ou
não seja mais possível refinar as classificações. Nestes ciclos, o refinamento é realizado
com base nas informações de exemplares e protótipos, enquanto a verificação de consis-
tência é realizada utilizando-se raciocínio clássico, com base nas definições clássicas dos
conceitos. Deste modo, esta abordagem de raciocínio assume uma postura mais arriscada,
abrindo mão da segurança garantida pelo raciocínio puramente baseado em lógica, para
alcançar classificações mais informativas.

A abordagem de raciocínio híbrido desenvolvida nesta tese aperfeiçoa abordagens
previamente propostas na literatura, tais como as apresentadas em (FRANCONI; MAG-
NINI; STOCK, 1992; LIETO et al., 2015). Entre as principais diferenças da abordagem
proposta nesta tese destaca-se a capacidade de classificar indivíduos em mais de um con-
ceito, e a capacidade de utilizar de modo combinado definições clássicas, exemplares e
protótipos para realizar a classificação.
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6.1.3 Abordagens para seleção de exemplares

Conforme já mencionado, o arcabouço desenvolvido nesta tese inclui aspectos da
teoria do exemplar (além de aspectos da teoria clássica e da teoria do protótipo). Deste
modo, assume-se que a representação de um conceito inclui informações sobre seus exem-
plares. No entanto, existem diferentes modelos cognitivos de categorização que são fun-
damentados pela teoria do exemplar, e que adotam diferentes visões a respeito de quais
das instâncias do conceito seriam consideradas como representativas (MURPHY, 2002;
GOLDSTONE; KERSTEN, 2003). Conforme discutido em (SMITH; MINDA, 2002), al-
guns modelos assumem que todas as instâncias conhecidas pelo agente são adotadas como
exemplares dos seus respectivos conceitos. No entanto, esta suposição não se ajusta ao
princípio da economia cognitiva, que estabelece que os processos cognitivos tendem a mi-
nimizar esforços de processamento e recursos (COLMAN, 2015), porque a representação
explícita de informações de todas as instâncias já encontradas por um sujeito seria muito
dispendiosa, considerando os recursos cognitivos limitados que seres humanos possuem.

A concepção teórica desenvolvida nesta tese não estabelece nenhuma restrição a
respeito de quais instâncias de um conceito devem ser consideradas como exemplares.
Esta liberdade é desejável do ponto de vista de engenharia, uma vez que dependendo dos
recursos computacionais à disposição, e dependendo das características da tarefa, dife-
rentes restrições podem ser adotadas a respeito de quais instâncias serão consideradas
como exemplares. Neste sentido, a teoria aqui desenvolvida é capaz de acomodar dife-
rentes concepções sobre quais exemplares devem ser selecionados, incluindo a visão que
considera que todas as instâncias são exemplares dos seus respectivos conceitos.

Por outro lado, uma vez que o conjunto de exemplares adotado pode impactar na
eficiência do processamento de uma base de conhecimento estendida, nesta tese também
foram propostas duas abordagens para seleção de exemplares. Inspiradas pelo princípio
da economia cognitiva, ambas as abordagens visam selecionar um conjunto de exemplares
relativamente menor que o conjunto total de indivíduos da base de conhecimento esten-
dida, mas que capture informação suficientemente representativa das instâncias de cada
conceito para auxiliar na classificação de novos indivíduos.

A primeira abordagem, chamada ASBI (approach for selection of border instan-

ces), assume que os exemplares mais representativos são as instâncias que constituem as
bordas dos conceitos, isto é, as instâncias que são bastante similares a instâncias de outros
conceitos. Assim, sob uma perspectiva geral, esta abordagem assume que as instâncias li-
mítrofes dos conceitos incorporam informação suficiente sobre o conceito para permitir a
classificação de novas instâncias, pois tais instâncias são capazes de demarcar a separação
de conceitos semelhantes. Esta suposição é compartilha por algumas abordagens para se-

leção de instâncias (na área de Mineração de dados), tais como a abordagem apresentada
em (LEYVA; GONZÁLEZ; PÉREZ, 2015).
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O algoritmo ASBI possui uma complexidade temporal de O(|I|2), onde I é o con-
junto de instâncias a partir do qual o algoritmo seleciona os exemplares. Esta complexi-
dade é equivalente à complexidade da maior parte dos algoritmos de seleção de instâncias
disponíveis na literatura. Uma das limitações desta abordagem é o fato do algoritmo só
ser aplicável a conceitos cujas extensões são conjuntos disjuntos. Ou seja, o algoritmo
ASBI é incapaz de lidar com instâncias classificadas em múltiplos conceitos.

A segunda abordagem, chamada LDIS (Local density-based instance selection),
assume que os exemplares mais representativos são as instâncias que possuem uma densi-
dade mais alta que a das instâncias vizinhas. Neste contexto, a densidade de uma instância
x é o oposto da média das distâncias entre x e todas as demais instâncias do mesmo con-
ceito. Assim, para um dado valor k (escolhido pelo usuário), o algoritmo LDIS verifica
para cada instância x se entre os seus k vizinhos mais próximos (considerando apenas
instâncias do mesmo conceito que x) há alguma instância mais densa que x. Caso não
existam instâncias mais densas que x, o algoritmo LDIS seleciona esta instância como
um exemplar. Adotando esta estratégia, não é necessário que o algoritmo LDIS realize
uma busca global, como no caso do algoritmo ASBI, uma vez que é possível lidar com as
instâncias de cada conceito separadamente, realizando buscas locais.

A complexidade temporal do algoritmo LDIS é equivalente aO(
∑

ci∈C |ext(ci)|
2),

onde C é o conjunto dos conceitos considerados. Ou seja, o tempo de execução do al-
goritmo LDIS aumenta proporcionalmente à soma dos quadrados das cardinalidades das
extensões dos conceitos considerados. Deste modo, para a grande maioria dos casos, o al-
goritmo LDIS é mais eficiente que o algoritmo ASBI (e outros algoritmos que possuem a
mesma complexidade temporal). Isto é consequência do fato do LDIS buscar exemplares
de cada conceito separadamente, adotando uma estratégia de busca local.

Em experimentos realizados para avaliar a performance de ambos os algoritmos
em uma tarefa de seleção de instâncias, verificou-se que ambos possuem uma perfor-
mance superior ou comparável aos algoritmos no estado-da-arte. A performance, nesses
experimentos, foi medida em termos de acurácia, taxa de redução do conjunto de dados e
eficiência (dada pela multiplicação da acurácia pela taxa de redução). Além disso, tam-
bém foi constatado que os tempos de execução do algoritmo ASBI são semelhantes aos
de outros algoritmos no estado-da-arte. Já os tempos de execução do LDIS são significa-
tivamente menores que os dos demais algoritmos comparados.

6.1.4 Aplicação para interpretação de processos deposicionais

Nesta tese também foi desenvolvida uma aplicação para interpretação automática
de processos deposicionais, que utiliza o arcabouço para representação de conhecimento
e raciocínio aqui proposto.
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A interpretação de processos deposicionais é uma tarefa realizada no domínio da
Estratigrafia Sedimentar (que é uma subárea da Geologia), que é fundamental para deter-
minar interpretações de ambientes sedimentares e para determinar a localização de reser-
vas de recursos minerais. A aplicação desenvolvida ilustra como o arcabouço desenvol-
vido nesta tese pode ser utilizado para desenvolver sistemas baseados em conhecimento
mais robustos e flexíveis.

A aplicação desenvolvida foi avaliada em um conjunto de experimentos, utilizado-
se um conjunto de dados reais, selecionados da literatura da área da Estratigrafia Sedi-
mentar. Os resultados dos experimentos sugerem que o arcabouço proposto nesta tese
possibilita que a aplicação ofereça interpretações mais informativas que as interpretações
oferecidas por uma abordagem completamente clássica de representação de conhecimento
e raciocínio.

Como resultado dos experimentos realizados, também foi constatado que o pa-
râmetro limiar, utilizado pelo raciocínio híbrido, possui efeitos significativos sobre o
comportamento do sistema. Quanto menor o valor de limiar, mais arriscadas (e mais
informativas) tendem a ser as interpretações geradas; e quanto maior o valor, mais con-
servadoras tendem a ser as interpretações (aproximando-se do comportamento assumido
pela abordagem clássica). No entanto, é importante salientar que quando a aplicação
adota um comportamento mais arriscado, aumentam as chances de surgirem interpreta-
ções incorretas.

Além disso, em relação ao parâmetro n, utilizado pela abordagem de raciocínio
híbrido para determinar o número de exemplares que são considerados para o cálculo da
medida de ajuste conceitual (MAC), os experimentos sugerem que não há uma relação
direta entre o seu valor e a qualidade das interpretações resultantes. Estes resultados suge-
rem que o valor de n interage de modo complexo com a distribuição dos exemplares. Esta
é uma característica comum a outras abordagens para classificação de indivíduos com
base na proximidade (ou similaridade) destes indivíduos com outros indivíduos previa-
mente classificados, tais como o algoritmo KNN (k-nearest neighbor) (ALTMAN, 1992;
WU; AI, 2008). Assim, o valor ideal de k depende da tarefa e, por este motivo, ele deve
ser empiricamente ajustado.

Os experimentos realizados também permitiram determinar o impacto da adoção
do algoritmo LDIS nas interpretações geradas pelo sistema. Estes experimentos sugerem
que também não há uma relação direta entre o valor do parâmetro k, do algoritmo LDIS, e
a qualidade das interpretações resultantes. Ou seja, apesar de, com o aumento do valor de
k, o conjunto de exemplares selecionados pelo LDIS ser menor, não há necessariamente
uma degradação na qualidade das interpretações do sistema. Isto ocorre porque, em al-
guns casos, com o aumento do valor de k, pode ocorrer a remoção de exemplares menos
representativos (e possivelmente ruidosos), que prejudicavam a classificação.
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Também foi possível constatar, através dos resultados experimentais, que a com-
binação de informações de exemplares e de protótipos para definir a MAC resultam em
interpretações com qualidade superior às interpretações fornecidas por abordagens que
utilizam versões alternativas da MAC, definidas unicamente em função de protótipos ou
exemplares.

O desenvolvimento da aplicação também demandou um estudo da área da Estra-
tigrafia Sedimentar. Este estudo envolveu a identificação do conhecimento relevante da
área, bem como a compreensão da tarefa de interpretação de processos deposicionais.
Este estudo teve como resultados uma extensão da ontologia de domínio previamente
proposta em (LORENZATTI, 2009) e estendida em (CARBONERA, 2012), e um con-
junto de dados interpretados de fácies sedimentares, que pode ser utilizado em trabalhos
futuros. Estes resultados também podem ser considerados contribuições do trabalho rea-
lizado.

6.2 Perspectivas de trabalhos futuros

Esta tese partiu de hipóteses iniciais e buscou oferecer respostas adequadas para
diversas questões que surgiram ao longo do seu desenvolvimento. No entanto, este traba-
lho também resulta em novas questões e novas possibilidades de investigação que podem
ser explorados em trabalhos futuros.

Uma parte considerável desta tese envolveu a concepção teórica e a formalização
da noção de base de conhecimento estendida, que assume que conceitos articulam dife-
rentes tipos de informação, como definições, protótipos e exemplares. Ou seja, o foco
principal da tese foi em estabelecer as bases conceituais e formais de uma abordagem
híbrida para representação de conhecimento. No entanto, bases de conhecimento são
atualizadas ao longo do tempo (pela inclusão, exclusão ou modificação de conceitos, ou
inclusão e remoção de instâncias) e, nesta tese, não foram discutidos os aspectos relacio-
nados aos mecanismos e processos envolvidos na atualização de bases de conhecimento
estendidas. Deste modo, há toda uma gama de novas questões que surgem quando pensa-
mos em um cenário onde o conhecimento muda. Estas questões motivam toda uma linha
de investigações futuras.

Um dos pontos fortes de sistemas baseados em conhecimento, que adotam o pa-
radigma clássico, é a possibilidade de oferecerem justificativas e explicações para as in-
ferências realizadas. As inferências realizadas pela abordagem proposta nesta tese, no
entanto, consideram também informações não clássicas, tais como informações relativas
a protótipos e exemplares, processadas por meio de raciocínio baseado em similaridade.
Este cenário coloca a necessidade de se investigar novas abordagens para elaboração de
justificativas e explicações das inferências realizadas.



126

Em relação à noção de base de conhecimento estendida, é possível pensar em
caracterizações alternativas dos seus elementos constituintes. Por exemplo, a noção de
protótipo adotada neste trabalho a identifica ao centroide do conjunto de indivíduos de
um dado conceito. Este centroide é determinado considerando-se os valores típicos de
cada um dos atributos que caracterizam o conceito. Quando o atributo é numérico, o
valor típico é considerado como sendo a média dos valores assumidos pelas instâncias
do conceito. Quando o atributo é categorial, o valor típico é considerado o mais fre-
quente (a moda). Em trabalhos futuros poderia ser investigado o impacto da adoção de
caracterizações mais sofisticadas da noção de centroide (como a apresentada em (CHEN;
WANG, 2013)) na abordagem desenvolvida. Outra possibilidade seria considerar, em vez
de um, diversos protótipos. Esta possibilidade já é discutida em trabalhos como (GÄR-
DENFORS, 2004b; CAI; LEUNG; FU, 2008). O impacto da adoção desta abordagem
poderia também ser investigado em trabalhos futuros.

Conforme discutido na Seção 3.3.2, a noção de base de conhecimento estendida
é relativamente independente da abordagem híbrida de raciocínio para classificação de-
senvolvida nesta tese. Por este motivo, também é possível investigar em trabalhos futuros
outras abordagens de raciocínio para classificação sobre bases de conhecimento estendi-
das. Também é possível investigar versões mais eficientes do algoritmo proposto.

Além disso, é importante ter em mente que a abordagem de raciocínio desenvol-
vida nesta tese teve como foco a tarefa de classificação de indivíduos. No entanto, ser-
viços de raciocínio tradicionalmente oferecidos para bases de conhecimento puramente
clássicas incluem, além da classificação, também a computação da subsunção, verifica-
ção de equivalência entre classes, etc. Deste modo, naturalmente surge a questão de como
a informação adicional incorporada aos conceitos (como exemplares e protótipos), em ba-
ses de conhecimento estendidas, afetaria o modo como esses outros serviços de raciocínio
tradicionalmente são realizados. Estas questões motivam todo um conjunto de investiga-
ções futuras.

Na Seção 3.4.2.1 apresentou-se o algoritmo ASBI, para seleção de exemplares.
Discutiu-se nesta mesma seção que este algoritmo não foi projetado para lidar com bases
de conhecimento em que os indivíduos são classificados em mais de um conceito. Esta
constitui uma limitação fundamental do algoritmo. No entanto, é possível desenvolver
uma versão do algoritmo capaz de lidar com os casos que são problemáticos para a versão
atual. Este tópico também poderia ser investigado em trabalhos futuros.

Em relação ao algoritmo LDIS, apresentado na Seção 3.4.2.2, também existem
diversas possibilidades de investigações futuras. A questão mais evidente diz respeito à
possibilidade de se desenvolver uma abordagem para estimar automaticamente o melhor
valor do parâmetro k, considerando-se a estrutura dos dados de entrada do algoritmo.
Isto permitiria eliminar a necessidade de intervenção do usuário na seleção do valor deste
parâmetro. Além disso, trabalhos futuros também poderiam investigar versões do LDIS
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que, em vez apenas eliminar as instâncias que são menos densas em uma dada vizinhança,
abstrair as instâncias da vizinhança em um centroide local. Uma abordagem deste tipo já
não poderia mais ser vista como uma abordagem de seleção de exemplares, mas poderia
gerar instâncias virtuais que abstraem as informações da vizinhança e que poderiam auxi-
liar na classificação de novas instâncias. A efetividade de abordagens deste tipo poderia
ser investigada. Além disso, a boa performance (em termos de tempo de execução) do
algoritmo LDIS encoraja novas pesquisas que investiguem a utilização de outras proprie-
dades locais (além da densidade local) para selecionar instâncias. Uma possibilidade seria
utilizar medidas de centralidade desenvolvidas no campo emergente da Ciência das redes

(Network Science) (BRANDES et al., 2013). Também é possível aperfeiçoar o algoritmo
LDIS, investigando-se outras caracterizações da densidade de um indivíduo, conforme a
discussão levantada em (CARBONERA, 2016).

Tendo em mente as discussões realizadas em trabalhos como (CARBONERA;
ABEL, 2014b; CARBONERA; ABEL, 2015a; CARBONERA; ABEL, 2014a), também
é possível investigar abordagens para seleção de exemplares que realizem a busca de
exemplares em subespaços do espaço total. Consideramos a hipótese de que os exem-
plares selecionados poderiam ser mais representativos de suas respectivas classes, se con-
siderarmos que cada classe pode ser vista como um subespaço diferente e que, em cada
subespaço as dimensões podem possuir diferentes pesos.

A discussão em (CARBONERA; ABEL, 2015e) levanta também a possibilidade
de se utilizar a noção de base de conhecimento estendida para auxiliar na tarefa de ali-
nhamento de ontologias. O que motiva a consideração desta possibilidade é o fato de que,
diferentemente do que ocorre nas ontologias puramente clássicas, nas bases de conhe-
cimento estendidas os conceitos integram também informações a respeito de protótipos
e exemplares. Estas informações adicionais poderiam ser utilizadas em abordagens que
buscam determinar a equivalência entre conceitos de ontologias diferentes. Uma vez que
ontologias e bases de conhecimento estendidas são diferentes, para que seja possível uti-
lizar tais informações adicionais no alinhamento de ontologias, antes tais ontologias de-
veriam ser convertidas em bases de conhecimento estendidas. Esta possibilidade também
deveria ser investigada em trabalhos futuros.

Por fim, é importante notar que a aplicação desenvolvida nesta tese para interpre-
tação de processos deposicionais constitui apenas um exemplo de aplicação do arcabouço
aqui desenvolvido. Deste modo, existe a possibilidade de se investigar a aplicabilidade
desta abordagem em outros domínios e tarefas. Alguns exemplos de tarefas em que, hipo-
teticamente, este arcabouço também poderia ser utilizado incluem o diagnóstico médico
e interpretação de imagens.
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APÊNDICE A — AVALIAÇÃO DOS ALGORITMOS LDIS E ASBI NA TAREFA

DE SELEÇÃO DE INSTÂNCIAS

Nesta Seção serão discutidos os resultados dos experimentos realizados para ava-
liar a performance dos algoritmos ASBI e LDIS, apresentados respectivamente nas Seções
3.4.2.1 e 3.4.2.2. Conforme discutido na Seção 3.4.2, o objetivo destes algoritmos é se-
lecionar um conjunto reduzido de instâncias representativas o suficiente para servirem de
suporte para a classificação de novas instâncias. Neste sentido, ambos os algoritmos po-
dem ser vistos como abordagens para seleção de instâncias, como as discutidas na Seção
2.3. Por este motivo, os experimentos cujos resultados serão discutidos nesta seção foram
realizados para comparar a performance dos algoritmos ASBI e LDIS com a performance
dos algoritmos discutidos na Seção 2.3. Assim, o principal objetivo dos experimentos re-
alizados nesta seção é demonstrar a efetividade dos algoritmos propostos, comparando a
performance destes algoritmos com os métodos de seleção de instância no estado da arte.

O experimento discutido nesta seção foi conduzido com base em 27 conjuntos de
dados bem conhecidos e tradicionalmente utilizados em experimentos de abordagens de
seleção de instâncias. Os conjuntos de dados são: audiology, breast cancer, cardiotoco-
graphy, cars, dermatology, diabetes, e. coli, glass, heart statelog, ionosphere, iris, landsat,
letter, lung cancer, lymph, mushroom, optdigits, page-blocks, parkinsons, genetic promo-
ters, segment, soybean1, spambase, splice-junction gene sequences, voting, wine e zoo.
Todos os conjuntos de dados foram obtidos do UCI Machine Learning Repository2. A
Tabela A.1 apresenta os detalhes de cada conjunto de dados.

1Este conjunto de dados combina ambos os conjuntos de dados de treinamento e de teste do conjunto
de dados soybean.

2<http://archive.ics.uci.edu/ml/>

http://archive.ics.uci.edu/ml/
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Tabela A.1: Detalhes dos conjuntos de dados utilizados nos experimentos.
Conjunto de dados Instâncias Atributos Classes

Audiology 226 70 24
Breast cancer 286 10 2
Cardiotocography 2126 21 10
Cars 1728 6 4
Dermatology 358 35 6
Diabetes 768 9 2
E. Coli 336 8 8
Glass 214 10 7
Heart statelog 270 14 2
Ionosphere 351 35 2
Iris 150 5 3
Landsat 4435 37 6
Letter 20000 17 26
Lung cancer 32 57 3
Lymph 148 19 4
Mushroom 8124 23 2
Optdigits 5620 65 10
Page-blocks 5473 11 5
Parkinsons 195 23 2
Promoters 106 58 2
Segment 2310 20 7
Soybean 683 36 19
Spambase 4601 58 2
Splice 3190 61 3
Voting 435 17 2
Wine 178 14 3
Zoo 101 18 7

O experimento foi realizado para comparar 3 medidas de avaliação de performance
diferentes: acurácia, redução e eficiência. Seguindo (LEYVA; GONZÁLEZ; PÉREZ,
2015), nós assumimos que

acurácia =
Sucesso(Teste)

|Teste|
(A.1)

e
redução =

|T | − |S|
|T |

(A.2)

, onde Teste é um dado conjunto de instâncias que são selecionadas para serem testadas
em uma tarefa de classificação, e Successo(Teste) é o número de instâncias em Teste

corretamente classificadas na tarefa de classificação. Além disso, neste trabalho nós tam-
bém consideramos eficiência como uma medida do grau com que um algoritmo de sele-
ção de instâncias é capaz de produzir um conjunto reduzido de instâncias que permite a
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classificação de novas instâncias com alta acurácia. Assim, assumimos que eficiência =

acurácia × redução. Ou seja, quanto maior a redução de conjunto de instâncias original
e quanto maior for a acurácia suportada pelo conjunto de instâncias resultante, maior é a
eficiência do algoritmo.

Para avaliar a acurácia da classificação de novas instâncias (com base nas instân-
cias selecionadas pelos algoritmos testados), foi aplicado o algoritmo KNN (k-Nearest

Neighbors) (COVER; HART, 1967), considerando k = 3, assim como foi considerado
em (LEYVA; GONZÁLEZ; PÉREZ, 2015). Além disso, a acurácia e a redução foram
avaliadas em um esquema de validação cruzada n-fold, onde n = 10. Neste esquema, pri-
meiramente o conjunto de instâncias original é particionado aleatoriamente em 10 subcon-
juntos com o mesmo número de instâncias. Destes subconjuntos, um único subconjunto
desempenha o papel de dados de validação (Teste), enquanto a união dos 9 subconjuntos
restantes é considerado o conjunto de treinamento iniciais (CTI). A seguir, um algoritmo
de seleção de instâncias é aplicado para reduzir o CTI , produzindo o conjunto de treina-

mento reduzido (CTR). Neste ponto, é possível medir a redução do conjunto de dados.
Finalmente, o CTR é usado como conjunto de treinamento para o algoritmo KNN, para
avaliar as instâncias em Teste. Neste ponto, é possível medir a acurácia alcançada pelo
KNN, usando o CTR como conjunto de treinamento. O processo de validação cruzada
é repetido 10 vezes, de modo que cada subconjunto é utilizado uma vez como Teste. É
obtida a média dos 10 valores de acurácia e redução para produzir, respectivamente, a
acurácia média (AM ) e a redução média (RM ). A eficiência média (EM ) é calculada
considerando-se AM e RM . Este esquema é representado na Figura A.1. As Tabelas
A.2, A.3 e A.4 apresentam, respectivamente, os valores de AM , RM e EM resultantes
de cada combinação de conjunto de dados e algoritmo de seleção de instâncias. Nestas
tabelas, os melhores resultados para cada conjunto de dados são marcados em negrito.
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Figura A.1: Esquema de validação cruzada adotada.
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Fonte: Produzida pelo autor.

Além disso, adotou-se uma função de distância d : V ×V → R, onde V representa
o conjunto de todos os ventores de características considerados em um conjunto de dados
e cada instância x de cada conjunto de dados avaliado é representado por um vetor de
características que pertence a V . Tal função de distância é formalizada da seguinte forma:

d(x, y) =

f∑
j=1

θj (x, y) (A.3)

onde

θj (x, y) =

α(xj , yj ), se j é um atributo categorial ou booleano

|xj − yj |, se j é um atributo numérico
(A.4)

onde

α(xj , yj ) =

1, se xj 6= yj

0, se xj = yj
(A.5)
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Tabela A.2: Comparação da acurácia alcançada pelo conjunto de instâncias selecionado
por cada algoritmo de seleção de instâncias em cada um dos conjuntos de dados.

Algoritmo LDIS ASBI LSBo DROP3 ICF ENN LSSm Média
Audiology 0,367 0,424 0,485 0,441 0,444 0,470 0,537 0,453
Breast cancer 0,694 0,727 0,613 0,731 0,717 0,741 0,736 0,708
Cardiotocography 0,542 0,547 0,557 0,610 0,598 0,657 0,684 0,599
Cars 0,759 0,739 0,655 0,750 0,755 0,762 0,757 0,740
Dermatology 0,712 0,729 0,734 0,781 0,776 0,822 0,841 0,771
Diabetes 0,688 0,725 0,709 0,725 0,703 0,726 0,722 0,714
E. Coli 0,853 0,815 0,798 0,828 0,814 0,861 0,847 0,831
Glass 0,606 0,561 0,563 0,624 0,615 0,653 0,710 0,619
Heart statelog 0,695 0,675 0,676 0,682 0,686 0,693 0,690 0,685
Ionosphere 0,827 0,886 0,894 0,870 0,874 0,889 0,903 0,878
Iris 0,960 0,935 0,937 0,965 0,944 0,967 0,956 0,952
Landsat 0,868 0,882 0,864 0,887 0,851 0,898 0,901 0,879
Letter 0,772 0,759 0,748 0,872 0,804 0,918 0,920 0,827
Lung cancer 0,383 0,380 0,320 0,313 0,407 0,340 0,447 0,370
Lymph 0,749 0,789 0,777 0,726 0,750 0,789 0,791 0,767
Mushroom 1,000 1,000 1,000 1,000 0,998 1,000 1,000 1,000
Optdigits 0,936 0,919 0,908 0,968 0,913 0,979 0,980 0,943
Page-blocks 0,943 0,974 0,945 0,954 0,950 0,959 0,957 0,955
Parkinsons 0,800 0,847 0,852 0,831 0,807 0,853 0,855 0,835
Promoters 0,762 0,740 0,718 0,790 0,724 0,792 0,818 0,763
Segment 0,906 0,860 0,866 0,933 0,911 0,950 0,954 0,911
Soybean 0,782 0,611 0,629 0,848 0,835 0,897 0,906 0,787
Spambase 0,762 0,823 0,839 0,821 0,822 0,838 0,848 0,822
Splice 0,745 0,760 0,754 0,714 0,703 0,728 0,759 0,738
Voting 0,914 0,914 0,892 0,917 0,913 0,922 0,924 0,914
Wine 0,689 0,769 0,778 0,705 0,726 0,735 0,762 0,738
Zoo 0,824 0,682 0,706 0,908 0,880 0,884 0,900 0,826
Média 0,761 0,758 0,749 0,785 0,775 0,805 0,819 0,779

, onde xj representa o valor do atributo j, da instância x; θj é uma função que mapeia dois
vetores de características (x ∈ V e y ∈ V ) em um valor (que pertence a R) que representa
a distância entre x e y em relação ao atributo j; α é uma função que mapeia dois valores
categoriais (xj e yj ) em um valor que pertence a {0, 1} e representa a distância entre tais
valores; e f representa o tamanho dos vetores de característica (ou número de atributos
considerado em cada conjunto de dados.).

Também é importante notar que, neste experimento, adotou-se k = 3 para DROP3,
ENN, ICF e LDIS.

A Tabela A.2 demonstra que o algoritmo LSSm apresenta a maior acurácia na
maior parte dos conjuntos de dados e a maior acurácia média. No entanto, é importante
notar que o LSSm foi projetado principalmente para remover ruído e, devido a isto, ele
não oferece uma boa taxa de redução; consequentemente, ele também não é tão eficiente
quanto outros algoritmos. Isto fica claro nos resultados apresentados nas Tabelas A.3 e
A.4. Também é importante notar que, apesar dos algoritmos ASBI e LDIS não oferecerem
as maiores medidas de acurácia, eles alcançam níveis de acurácia maiores que a média, em
diversos conjuntos de dados. O algoritmo ASBI resultou nas maiores medidas de acurácia
para 3 conjuntos de dados (Mushroom, Page-blocks e Splice), e o algoritmo LDIS também
apresentou as maiores medidas de acurácia para 2 conjuntos de dados (Heart statelog e
Mushroom). Além disso, constata-se também que a acurácia média dos algoritmos ASBI
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Tabela A.3: Comparação da redução alcançada por cada algoritmo de seleção de instân-
cias em cada um dos conjuntos de dados.

Algoritmo LDIS ASBI LSBo DROP3 ICF ENN LSSm Média
Audiology 0,742 0,723 0,603 0,713 0,772 0,353 0,079 0,569
Breast cancer 0,876 0,840 0,728 0,766 0,855 0,285 0,138 0,641
Cardiotocography 0,855 0,800 0,696 0,699 0,711 0,309 0,126 0,599
Cars 0,859 0,849 0,742 0,875 0,824 0,185 0,118 0,636
Dermatology 0,883 0,807 0,729 0,653 0,682 0,155 0,123 0,576
Diabetes 0,906 0,844 0,758 0,770 0,858 0,306 0,128 0,653
E. Coli 0,899 0,887 0,821 0,714 0,861 0,163 0,092 0,634
Glass 0,901 0,815 0,716 0,759 0,687 0,323 0,137 0,620
Heart statelog 0,921 0,805 0,685 0,728 0,783 0,301 0,144 0,624
Ionosphere 0,899 0,893 0,859 0,799 0,917 0,111 0,042 0,646
Iris 0,893 0,945 0,931 0,717 0,579 0,041 0,061 0,595
landsat 0,916 0,911 0,875 0,721 0,904 0,098 0,052 0,640
Letter 0,826 0,871 0,832 0,676 0,804 0,051 0,036 0,585
Lung cancer 0,846 0,741 0,517 0,702 0,743 0,593 0,175 0,617
Lymph 0,904 0,802 0,747 0,694 0,800 0,187 0,111 0,606
Mushroom 0,864 0,995 0,995 0,861 0,941 0,000 0,002 0,665
Optdigits 0,913 0,925 0,901 0,713 0,921 0,016 0,021 0,630
Page-blocks 0,862 0,974 0,963 0,714 0,953 0,043 0,031 0,649
Parkinsons 0,810 0,902 0,872 0,707 0,751 0,152 0,116 0,616
Promoters 0,842 0,739 0,598 0,601 0,703 0,179 0,046 0,530
Segment 0,825 0,934 0,913 0,687 0,827 0,037 0,038 0,609
Soybean 0,779 0,868 0,831 0,678 0,581 0,090 0,048 0,554
Spambase 0,832 0,863 0,814 0,738 0,806 0,156 0,076 0,612
Splice 0,813 0,705 0,591 0,658 0,759 0,229 0,053 0,544
Voting 0,773 0,921 0,885 0,789 0,922 0,074 0,041 0,629
Wine 0,868 0,852 0,781 0,710 0,784 0,227 0,098 0,617
Zoo 0,646 0,893 0,876 0,647 0,326 0,059 0,059 0,501
Média 0,850 0,856 0,787 0,722 0,780 0,175 0,081 0,607

e LDIS é superior à acurácia média de algoritmos recentes, como o LSBo. Observando-se
as Tabelas A.3 e A.4, verifica-se que a acurácia levemente inferior dos algoritmos ASBI
e LDIS é compensada pela taxa de redução que eles alcançam e, consequentemente, pela
eficiência resultante. A Tabela A.3 mostra que o LDIS e o ASBI superam, os demais
algoritmos em termos de taxa de redução; eles apresentam as maiores taxas de redução

na maior parte dos conjuntos de dados, e também apresentam a maior taxa de redução
média. Finalmente, a Tabela A.4 mostra que os algoritmos ASBI e LDIS também superam
os demais algoritmos em termos de eficiência; eles apresentam as maiores medidas de
eficiência na maior parte dos conjuntos de dados, e apresentam a maior eficiência média.
Assim, os resultados mostram que apesar dos algoritmos ASBI e LDIS não apresentarem
as maiores medidas de acurácia, eles apresentam as maiores taxas de redução e as maiores
medidas de eficiência (que busca medir o compromisso entre acurácia e redução).

Além de comparar acurácia, redução e eficiência, também foram comparados os
tempos de execução dos algoritmos anteriormente citados, em 3 dos maiores conjuntos de
dados considerados: letter, splice-junction gene sequences e mushroom. Estes conjuntos
de dados foram selecionados por possuírem, além de uma grande quantidade de instân-
cias, uma grande quantidade de atributos e quantidades variáveis de classes. A execução
dos algoritmos foi realizada em um laptop Intel R© CoreTM i5-3210M com uma CPU de 2.5
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Tabela A.4: Comparação da eficiência alcançada por cada algoritmo de seleção de instân-
cias em cada um dos conjuntos de dados.

Algoritmo LDIS ASBI LSBo DROP3 ICF ENN LSSm Média
Audiology 0,272 0,306 0,293 0,314 0,342 0,166 0,042 0,248
Breast cancer 0,608 0,611 0,446 0,560 0,613 0,211 0,101 0,450
Cardiotocography 0,463 0,437 0,387 0,427 0,425 0,203 0,086 0,347
Cars 0,651 0,627 0,486 0,656 0,622 0,141 0,089 0,468
Dermatology 0,629 0,589 0,535 0,510 0,529 0,128 0,104 0,432
Diabetes 0,623 0,612 0,538 0,558 0,603 0,222 0,093 0,464
E. Coli 0,766 0,722 0,655 0,592 0,701 0,141 0,078 0,522
Glass 0,546 0,457 0,403 0,474 0,422 0,211 0,097 0,373
Heart statelog 0,640 0,543 0,463 0,497 0,537 0,209 0,100 0,427
Ionosphere 0,744 0,791 0,767 0,695 0,801 0,099 0,038 0,562
Iris 0,857 0,884 0,873 0,693 0,547 0,040 0,058 0,564
landsat 0,795 0,803 0,756 0,640 0,769 0,088 0,047 0,557
Letter 0,638 0,661 0,622 0,590 0,646 0,047 0,034 0,463
Lung cancer 0,324 0,281 0,165 0,220 0,302 0,202 0,078 0,225
Lymph 0,677 0,633 0,581 0,504 0,600 0,148 0,088 0,461
Mushroom 0,864 0,995 0,995 0,861 0,939 0,000 0,002 0,665
Optdigits 0,855 0,851 0,818 0,690 0,841 0,015 0,021 0,585
Page-blocks 0,813 0,949 0,910 0,681 0,905 0,041 0,030 0,618
Parkinsons 0,648 0,764 0,743 0,588 0,607 0,130 0,099 0,511
Promoters 0,641 0,547 0,430 0,475 0,509 0,142 0,038 0,397
Segment 0,748 0,803 0,791 0,641 0,753 0,035 0,036 0,544
Soybean 0,609 0,530 0,523 0,576 0,485 0,081 0,043 0,407
Spambase 0,634 0,710 0,683 0,606 0,662 0,131 0,065 0,499
Splice 0,606 0,536 0,445 0,470 0,534 0,167 0,040 0,400
Voting 0,706 0,842 0,789 0,723 0,842 0,068 0,038 0,573
Wine 0,598 0,656 0,607 0,501 0,569 0,167 0,075 0,453
Zoo 0,532 0,609 0,619 0,588 0,287 0,052 0,053 0,391
Média 0,648 0,657 0,605 0,568 0,607 0,122 0,062 0,467

GHz e 6 GB de RAM. Os tempos de execução dos algoritmos são apresentados na Figura
A.2. De acordo com esta figura, é possível constatar que o algoritmo LDIS consistente-
mente apresenta os menores tempos de execução, dentre os algoritmos considerados. Este
resultado é uma consequência do fato de que o algoritmo LDIS lida com os conjuntos de
instâncias de cada classe separadamente. Esta estratégia requer um número muito menor
de comparações entre instâncias do que o número de comparações realizados por algorit-
mos que selecionam instâncias de borda (como o ICF, o LSBo e o ASBI). Além disso é
possível constatar que algoritmos como o LSSm e o ENN, mais utilizados para remoção
de ruído, possuem tempos de execução inferiores aos tempos de execução de algoritmos
como o DROP3, ICF, LSBo e ASBI. Este resultado confirma o esperado, visto que os
algoritmos DROP3, ICF, LSBo e ASBI utilizam algoritmos de redução de ruído. Além
disso, também é possível constatar que o algoritmo ASBI apresenta tempos de execução
semelhantes aos tempos de execução do algoritmo LSBo. Ou seja, além do algoritmo
ASBI apresentar medidas de acurácia, redução e eficiência melhores que os apresentados
pelo LSBo, ele também possui tempos de execução inferiores. Por fim, também é possível
constatar que os tempos de execução do algoritmo ASBI são razoavelmente inferiores aos
tempos de execução dos algoritmos DROP3 e ICF.
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Figura A.2: Comparação do tempo de execução dos algoritmos de seleção de instâncias.
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Fonte: Produzida pelo autor.

Além disso, uma vez que o algoritmo LDIS adota um parâmetro k que especifica
a quantidade de vizinhos que são considerados para determinar a k − vizinhanaparcial,
também foram realizados experimentos para avaliar o impacto do parâmetro k na per-
formance do algoritmo LDIS. As Tabelas A.5, A.6 e A.7 apresentam, respectivamente, a
acurácia, a redução e a eficiência do algoritmo LDIS, com o parâmetro k assumindo os
valores 1, 2, 3, 5, 10 e 20. Estes resultados mostram que a variação de k tem um impacto
significativo na performance do algoritmo. Os resultados sugerem que, em geral, con-
forme o valor de k aumenta, a acurácia tende a diminuir, a redução tende a aumentar, e a
eficiência tende a aumentar até um ponto a partir do qual ela diminui. Ou seja, ajustando-
se o parâmetro k, sacrifica-se a acurácia para ganhar em redução. Além disso, a Tabela
A.5 mostra algumas exceções à regra geral comentada anteriormente, como no caso dos
conjuntos de dados breast cancer, diabetes e heart statelog. Uma possível explicação
para estas exceções é que com o aumento do valor de k é possível que mais ruído tenha
sido removido do conjunto de dados, resultando em um aumento da acurácia com o au-
mento do valor de k. Finalmente, estas tabelas também mostram que a acurácia alcançada
pelo algoritmo LDIS pode aproximar-se da acurácia alcançada por algoritmos conserva-
dores, como o LSSm e o ENN, quando adota-se um valor de k baixo. Por exemplo, Na
tabela A.2, constata-se que a acurácia média do algoritmo LSSm é de 0, 819, enquanto na
Tabela A.5, constata-se que a acurácia média do algoritmo LDIS, com k = 1 é de 0, 812;
um valor muito próximo. No entanto, mesmo neste caso, o algoritmo LDIS (com k = 1)
apresenta taxas de redução e eficiência (0, 577 e 0, 463, respectivamente) maiores que as
apresentadas pelo LSSm (0, 081 e 0, 062, respectivamente).
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Tabela A.5: Comparação da acurácia alcançada pelo algoritmo LDIS, com diferentes
valores de k, para cada conjunto de dados.

Conjunto de dados K=1 K=2 K=3 K=5 K=10 K=20 Média
Audiology 0,659 0,441 0,367 0,273 0,245 0,236 0,370
Breast cancer 0,686 0,693 0,694 0,668 0,561 0,611 0,652
Cardiotocography 0,707 0,617 0,542 0,443 0,361 0,290 0,493
Cars 0,746 0,770 0,759 0,736 0,663 0,533 0,701
Dermatology 0,797 0,731 0,712 0,597 0,537 0,566 0,657
Diabetes 0,705 0,695 0,688 0,708 0,658 0,612 0,678
E. Coli 0,818 0,824 0,853 0,809 0,803 0,806 0,819
Glass 0,681 0,610 0,606 0,486 0,414 0,433 0,538
Heart statelog 0,659 0,689 0,695 0,641 0,704 0,693 0,680
Ionosphere 0,874 0,854 0,827 0,829 0,797 0,691 0,812
Iris 0,947 0,967 0,960 0,933 0,893 0,927 0,938
landsat 0,891 0,881 0,868 0,831 0,644 0,581 0,783
Letter 0,934 0,870 0,772 0,598 0,326 0,189 0,615
Lung cancer 0,467 0,367 0,383 0,367 0,533 0,433 0,425
Lymph 0,764 0,829 0,749 0,700 0,679 0,679 0,733
Mushroom 1,000 1,000 1,000 1,000 0,991 0,990 0,997
Optdigits 0,976 0,960 0,936 0,875 0,483 0,457 0,781
Page-blocks 0,954 0,947 0,943 0,924 0,907 0,465 0,857
Parkinsons 0,868 0,774 0,800 0,805 0,716 0,726 0,782
Promoters 0,800 0,730 0,762 0,670 0,580 0,690 0,705
Segment 0,964 0,936 0,906 0,826 0,541 0,417 0,765
Soybean 0,775 0,776 0,782 0,768 0,769 0,769 0,773
Spambase 0,817 0,786 0,762 0,724 0,678 0,703 0,745
Splice 0,774 0,755 0,745 0,717 0,668 0,614 0,712
Voting 0,928 0,937 0,914 0,914 0,877 0,874 0,907
Wine 0,776 0,776 0,689 0,724 0,712 0,759 0,739
Zoo 0,950 0,870 0,824 0,720 0,650 0,630 0,774
Média 0,812 0,781 0,761 0,714 0,644 0,606 0,720
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Tabela A.6: Comparação da redução alcançada pelo algoritmo LDIS, com diferentes va-
lores de k, para cada conjunto de dados.

Conjunto de dados K=1 K=2 K=3 K=5 K=10 K=20 Média
Audiology 0,473 0,628 0,742 0,801 0,813 0,807 0,711
Breast cancer 0,581 0,774 0,876 0,947 0,976 0,988 0,857
Cardiotocography 0,561 0,761 0,855 0,934 0,982 0,993 0,848
Cars 0,508 0,740 0,859 0,940 0,987 0,995 0,838
Dermatology 0,637 0,816 0,883 0,936 0,975 0,981 0,871
Diabetes 0,629 0,835 0,906 0,959 0,982 0,992 0,884
E. Coli 0,679 0,843 0,899 0,951 0,966 0,968 0,884
Glass 0,620 0,830 0,901 0,949 0,967 0,968 0,873
Heart statelog 0,658 0,859 0,921 0,969 0,988 0,992 0,898
Ionosphere 0,670 0,847 0,899 0,960 0,990 0,994 0,893
Iris 0,599 0,816 0,893 0,950 0,978 0,976 0,868
landsat 0,607 0,833 0,916 0,972 0,992 0,997 0,886
Letter 0,514 0,723 0,826 0,914 0,971 0,988 0,823
Lung cancer 0,696 0,807 0,846 0,870 0,874 0,889 0,830
Lymph 0,652 0,819 0,904 0,943 0,960 0,960 0,873
Mushroom 0,491 0,750 0,864 0,962 0,996 0,997 0,843
Optdigits 0,641 0,838 0,913 0,965 0,990 0,996 0,890
Page-blocks 0,528 0,755 0,862 0,949 0,993 0,998 0,847
Parkinsons 0,469 0,689 0,810 0,913 0,957 0,985 0,804
Promoters 0,652 0,787 0,842 0,903 0,944 0,974 0,850
Segment 0,439 0,697 0,825 0,926 0,976 0,994 0,809
Soybean 0,783 0,780 0,779 0,787 0,774 0,783 0,781
Spambase 0,567 0,748 0,832 0,906 0,951 0,973 0,829
Splice 0,512 0,714 0,813 0,901 0,962 0,986 0,815
Voting 0,556 0,734 0,773 0,849 0,942 0,980 0,806
Wine 0,574 0,765 0,868 0,960 0,978 0,980 0,854
Zoo 0,277 0,447 0,646 0,692 0,723 0,743 0,588
Média 0,577 0,764 0,850 0,915 0,948 0,958 0,835
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Tabela A.7: Comparação da eficiência alcançada pelo LDIS, com diferentes valores de k,
para cada conjunto de dados.

Conjunto de dados K=1 K=2 K=3 K=5 K=10 K=20 Média
Audiology 0,312 0,277 0,272 0,218 0,200 0,191 0,245
Breast cancer 0,399 0,536 0,608 0,633 0,547 0,603 0,554
Cardiotocography 0,396 0,469 0,463 0,414 0,355 0,288 0,398
Cars 0,379 0,570 0,651 0,692 0,655 0,530 0,579
Dermatology 0,508 0,597 0,629 0,559 0,524 0,555 0,562
Diabetes 0,443 0,580 0,623 0,679 0,646 0,607 0,596
E. Coli 0,555 0,695 0,766 0,769 0,776 0,780 0,724
Glass 0,422 0,506 0,546 0,461 0,401 0,420 0,459
Heart statelog 0,434 0,592 0,640 0,621 0,696 0,687 0,612
Ionosphere 0,586 0,724 0,744 0,795 0,789 0,687 0,721
Iris 0,567 0,788 0,857 0,887 0,873 0,904 0,813
landsat 0,541 0,733 0,795 0,808 0,639 0,580 0,683
Letter 0,480 0,629 0,638 0,546 0,317 0,187 0,466
Lung cancer 0,325 0,296 0,324 0,319 0,466 0,385 0,353
Lymph 0,499 0,679 0,677 0,660 0,652 0,651 0,636
Mushroom 0,491 0,750 0,864 0,962 0,987 0,987 0,840
Optdigits 0,625 0,804 0,855 0,845 0,478 0,456 0,677
Page-blocks 0,503 0,715 0,813 0,877 0,901 0,464 0,712
Parkinsons 0,407 0,533 0,648 0,735 0,685 0,715 0,621
Promoters 0,522 0,574 0,641 0,605 0,548 0,672 0,594
Segment 0,423 0,653 0,748 0,765 0,528 0,415 0,589
Soybean 0,607 0,606 0,609 0,604 0,595 0,603 0,604
Spambase 0,464 0,588 0,634 0,656 0,645 0,684 0,612
Splice 0,396 0,539 0,606 0,646 0,643 0,605 0,573
Voting 0,516 0,688 0,706 0,776 0,826 0,857 0,728
Wine 0,446 0,594 0,598 0,695 0,696 0,744 0,629
Zoo 0,263 0,389 0,532 0,498 0,470 0,468 0,437
Média 0,463 0,596 0,648 0,656 0,612 0,582 0,593
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APÊNDICE B — MODELO DE CONHECIMENTO CLÁSSICO

A seguir, apresenta-se o modelo de conhecimento clássico adotado na aplicação
apresentada no Capítulo 4. Este modelo1, implementado em OWL, será apresentado aqui
utilizando a sintaxe Manchester.

Prefix: : <http://www.semanticweb.org/estratigrafia/ontologies/2016/1/facies#>

Prefix: owl: <http://www.w3.org/2002/07/owl#>

Prefix: rdf: <http://www.w3.org/1999/02/22-rdf-syntax-ns#>

Prefix: rdfs: <http://www.w3.org/2000/01/rdf-schema#>

Prefix: swrl: <http://www.w3.org/2003/11/swrl#>

Prefix: swrlb: <http://www.w3.org/2003/11/swrlb#>

Prefix: xml: <http://www.w3.org/XML/1998/namespace>

Prefix: xsd: <http://www.w3.org/2001/XMLSchema#>

Ontology: <http://www.semanticweb.org/estratigrafia/ontologies/2016/1/facies>

Datatype: rdf:PlainLiteral

Datatype: xsd:string

ObjectProperty: geradaPor

Characteristics:

Functional,

Irreflexive,

Asymmetric

Domain:

FaciesSedimentar

Range:

ProcessoDeposicional

ObjectProperty: temEstruturaSedimentar

1Este modelo está disponível em OWL em <http://www.inf.ufrgs.br/~jlcarbonera/?page_id=153>

http://www.inf.ufrgs.br/~jlcarbonera/?page_id=153 
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Characteristics:

Irreflexive,

Asymmetric

Domain:

FaciesSedimentar

Range:

EstruturaSedimentar

DataProperty: arredondamento

Characteristics:

Functional

Domain:

FaciesSedimentar

Range:

xsd:string

DataProperty: cor

Characteristics:

Functional

Domain:

FaciesSedimentar

Range:

xsd:string

DataProperty: esfericidade

Characteristics:

Functional
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Domain:

FaciesSedimentar

Range:

xsd:string

DataProperty: gradacaoDeCamada

Characteristics:

Functional

Domain:

FaciesSedimentar

Range:

xsd:string

DataProperty: gradacaoDeLamina

Characteristics:

Functional

Domain:

FaciesSedimentar

Range:

xsd:string

DataProperty: granulometria

Characteristics:

Functional

Domain:

FaciesSedimentar

Range:

xsd:string
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DataProperty: litologia

Characteristics:

Functional

Domain:

FaciesSedimentar

Range:

xsd:string

DataProperty: ocorrenciaDeGraosEspecificos

Characteristics:

Functional

Domain:

FaciesSedimentar

Range:

xsd:string

DataProperty: orientacaoDeFabrica

Characteristics:

Functional

Domain:

FaciesSedimentar

Range:

xsd:string

DataProperty: selecao

Characteristics:
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Functional

Domain:

FaciesSedimentar

Range:

xsd:string

DataProperty: suporteDeFabrica

Characteristics:

Functional

Domain:

FaciesSedimentar

Range:

xsd:string

Class: CorrenteTrativa

SubClassOf:

ProcessoDeposicional

Class: CorrenteTrativaSubAerea

SubClassOf:

CorrenteTrativa

Class: CorrenteTrativaSubAquosa

SubClassOf:

CorrenteTrativa

Class: CorrenteTrativaSubAquosaComRegimeDeFluxoInferior
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SubClassOf:

CorrenteTrativaSubAquosaMovendoAreiaESilte

Class: CorrenteTrativaSubAquosaComRegimeDeFluxoSuperior

SubClassOf:

CorrenteTrativaSubAquosaMovendoAreiaESilte

Class: CorrenteTrativaSubAquosaMovendoAreiaESilte

SubClassOf:

CorrenteTrativaSubAquosa

Class: CorrenteTrativaSubAquosaMovendoCascalho

SubClassOf:

CorrenteTrativaSubAquosa

Class: EstratificacaoCruzada

SubClassOf:

EstruturaDeposicional

Class: EstratificacaoCruzadaAcanalada

SubClassOf:

EstratificacaoDeAltoAngulo

Class: EstratificacaoCruzadaDeMedioEGrandePorte

SubClassOf:

EstratificacaoCruzada

Class: EstratificacaoCruzadaDePequenoPorte
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SubClassOf:

EstratificacaoCruzada

Class: EstratificacaoCruzadaHummocky

SubClassOf:

EstratificacaoOndulada

Class: EstratificacaoCruzadaPlanar

SubClassOf:

EstratificacaoDeAltoAngulo

Class: EstratificacaoCruzadaSigmoidal

SubClassOf:

EstratificacaoDeAltoAngulo

Class: EstratificacaoCruzadaTangencial

SubClassOf:

EstratificacaoDeAltoAngulo

Class: EstratificacaoDeAltoAngulo

SubClassOf:

EstratificacaoCruzadaDeMedioEGrandePorte

Class: EstratificacaoDeBaixoAngulo

SubClassOf:

EstratificacaoCruzadaDeMedioEGrandePorte
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Class: EstratificacaoOndulada

SubClassOf:

EstruturaDeposicional

Class: EstratificacaoPlanoParalela

SubClassOf:

EstruturaDeposicional

Class: EstruturaDeposicional

SubClassOf:

EstruturaSedimentar

Class: EstruturaSedimentar

Class: FaciesGeradaPorCorrenteTrativa

EquivalentTo:

FaciesSedimentar

and ((temEstruturaSedimentar some EstratificacaoCruzada)

or (temEstruturaSedimentar some EstratificacaoPlanoParalela))

SubClassOf:

FaciesSedimentar

DisjointWith:

FaciesGeradaPorFluxoGravitacional

Class: FaciesGeradaPorCorrenteTrativaSubAerea

SubClassOf:

FaciesGeradaPorCorrenteTrativa

DisjointWith:



161

FaciesGeradaPorCorrenteTrativaSubAquosa

Class: FaciesGeradaPorCorrenteTrativaSubAquosa

EquivalentTo:

FaciesGeradaPorCorrenteTrativa

and (((gradacaoDeLamina value "Ausente")

or (gradacaoDeLamina value "Normal"))

or ((ocorrenciaDeGraosEspecificos value "ExtraClastos")

or (ocorrenciaDeGraosEspecificos value "IntraClastos"))

or (selecao value "MalSelecionado"))

SubClassOf:

FaciesGeradaPorCorrenteTrativa

DisjointWith:

FaciesGeradaPorCorrenteTrativaSubAerea

Class: FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoInferior

EquivalentTo:

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoAreiaESilte

and (temEstruturaSedimentar some EstratificacaoDeAltoAngulo)

SubClassOf:

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoAreiaESilte

DisjointWith:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoSuperior

Class: FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoSuperior

EquivalentTo:

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoAreiaESilte

and ((temEstruturaSedimentar some EstratificacaoDeBaixoAngulo)

or (temEstruturaSedimentar some EstratificacaoPlanoParalela))

SubClassOf:
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FaciesGeradaPorCorrenteTrativaSubAquosaMovendoAreiaESilte

DisjointWith:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoInferior

Class: FaciesGeradaPorCorrenteTrativaSubAquosaMovendoAreiaESilte

EquivalentTo:

FaciesGeradaPorCorrenteTrativaSubAquosa

and ((litologia value "Arenito")

or (litologia value "Siltito"))

SubClassOf:

FaciesGeradaPorCorrenteTrativaSubAquosa

DisjointWith:

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoCascalho

Class: FaciesGeradaPorCorrenteTrativaSubAquosaMovendoCascalho

EquivalentTo:

FaciesGeradaPorCorrenteTrativaSubAquosa

and (litologia value "Conglomerado")

SubClassOf:

FaciesGeradaPorCorrenteTrativaSubAquosa

DisjointWith:

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoAreiaESilte

Class: FaciesGeradaPorFluxoGravitacional

SubClassOf:

FaciesSedimentar

DisjointWith:

FaciesGeradaPorCorrenteTrativa



163

Class: FaciesGeradaPorMigracaoDeAntiDunas

EquivalentTo:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoSuperior

and (temEstruturaSedimentar some EstratificacaoDeBaixoAngulo)

SubClassOf:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoSuperior

DisjointWith:

FaciesGeradaPorMigracaoDeFormasDeLeitoPlanos

Class: FaciesGeradaPorMigracaoDeDunas2D

EquivalentTo:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoInferior

and (temEstruturaSedimentar some EstratificacaoCruzadaPlanar)

SubClassOf:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoInferior

Class: FaciesGeradaPorMigracaoDeDunas3D

EquivalentTo:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoInferior

and (temEstruturaSedimentar some EstratificacaoCruzadaAcanalada)

SubClassOf:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoInferior

Class: FaciesGeradaPorMigracaoDeDunasLinguoides

EquivalentTo:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoInferior

and (temEstruturaSedimentar some EstratificacaoCruzadaSigmoidal)

SubClassOf:
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FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoInferior

Class: FaciesGeradaPorMigracaoDeDunasLongitudinais

EquivalentTo:

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoCascalho

and (temEstruturaSedimentar some EstratificacaoPlanoParalela)

and (orientacaoDeFabrica value "Imbricada")

SubClassOf:

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoCascalho

Class: FaciesGeradaPorMigracaoDeDunasTransversais

EquivalentTo:

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoCascalho

and (temEstruturaSedimentar some EstratificacaoCruzadaPlanar)

SubClassOf:

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoCascalho

Class: FaciesGeradaPorMigracaoDeFormasDeLeitoPlanos

EquivalentTo:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoSuperior

and (temEstruturaSedimentar some EstratificacaoPlanoParalela)

SubClassOf:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoSuperior

DisjointWith:

FaciesGeradaPorMigracaoDeAntiDunas

Class: FaciesGeradaPorMigracaoDeRipples

EquivalentTo:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoInferior
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and (temEstruturaSedimentar some LaminacaoCruzadaDeMarcasDeCorrente)

SubClassOf:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoInferior

Class: FaciesGeradaPorPreenchimentoDePequenosCanais

EquivalentTo:

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoCascalho

and (temEstruturaSedimentar some EstratificacaoCruzadaAcanalada)

SubClassOf:

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoCascalho

Class: FaciesGeradaPorProcessoOscilatorio

SubClassOf:

FaciesSedimentar

Class: FaciesGeradaPorProcessoSuspensivo

SubClassOf:

FaciesSedimentar

Class: FaciesSedimentar

Class: FluxoGravitacional

SubClassOf:

ProcessoDeposicional

Class: LaminacaoCruzadaCavalgante

SubClassOf:

EstratificacaoDeAltoAngulo
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Class: LaminacaoCruzadaComMarcasOnduladasEAnguloDeCavalgamentoCritico

SubClassOf:

EstratificacaoCruzadaDePequenoPorte

Class: LaminacaoCruzadaComMarcasOnduladasEAnguloDeCavalgamentoSubCritico

SubClassOf:

EstratificacaoCruzadaDePequenoPorte

Class: LaminacaoCruzadaComMarcasOnduladasEAnguloDeCavalgamentoSupercritico

SubClassOf:

EstratificacaoCruzadaDePequenoPorte

Class: LaminacaoCruzadaDeMarcasDeCorrente

SubClassOf:

EstratificacaoDeAltoAngulo

Class: LaminacaoCruzadaDeMarcasOnduladasDeOndas

SubClassOf:

EstratificacaoOndulada

Class: LaminacaoCruzadaSwaley

SubClassOf:

EstratificacaoOndulada

Class: LaminacaoParalela

SubClassOf:
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EstruturaDeposicional

Class: Macica

SubClassOf:

EstruturaDeposicional

Class: MigracaoDeAntiDunas

SubClassOf:

CorrenteTrativaSubAquosaComRegimeDeFluxoSuperior

Class: MigracaoDeDunas2D

SubClassOf:

CorrenteTrativaSubAquosaComRegimeDeFluxoInferior

Class: MigracaoDeDunas3D

SubClassOf:

CorrenteTrativaSubAquosaComRegimeDeFluxoInferior

Class: MigracaoDeDunasLinguoides

SubClassOf:

CorrenteTrativaSubAquosaComRegimeDeFluxoInferior

Class: MigracaoDeDunasLongitudinais

SubClassOf:

CorrenteTrativaSubAquosaMovendoCascalho

Class: MigracaoDeDunasTransversais
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SubClassOf:

CorrenteTrativaSubAquosaMovendoCascalho

Class: MigracaoDeFormasDeLeitoPlanos

SubClassOf:

CorrenteTrativaSubAquosaComRegimeDeFluxoSuperior

Class: MigracaoDeRipples

SubClassOf:

CorrenteTrativaSubAquosaComRegimeDeFluxoInferior

Class: PreenchimentoDePequenosCanais

SubClassOf:

CorrenteTrativaSubAquosaMovendoCascalho

Class: ProcessoDeposicional

Class: ProcessoOscilatorio

SubClassOf:

ProcessoDeposicional

Class: ProcessoSuspensivo

SubClassOf:

ProcessoDeposicional

DisjointClasses:

FaciesGeradaPorMigracaoDeDunas2D,

FaciesGeradaPorMigracaoDeDunas3D,

FaciesGeradaPorMigracaoDeDunasLinguoides,
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FaciesGeradaPorMigracaoDeRipples

DisjointClasses:

FaciesGeradaPorMigracaoDeDunasLongitudinais,

FaciesGeradaPorMigracaoDeDunasTransversais,

FaciesGeradaPorPreenchimentoDePequenosCanais

Rule:

CorrenteTrativa(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorCorrenteTrativa(?f)

Rule:

CorrenteTrativaSubAerea(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorCorrenteTrativaSubAerea(?f)

Rule:

CorrenteTrativaSubAquosa(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorCorrenteTrativaSubAquosa(?f)

Rule:

CorrenteTrativaSubAquosaComRegimeDeFluxoInferior(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoInferior(?f)

Rule:

CorrenteTrativaSubAquosaComRegimeDeFluxoSuperior(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoSuperior(?f)

Rule:

CorrenteTrativaSubAquosaMovendoAreiaESilte(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoAreiaESilte(?f)

Rule:

CorrenteTrativaSubAquosaMovendoCascalho(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoCascalho(?f)
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Rule:

FaciesGeradaPorCorrenteTrativa(?f),

geradaPor(?f, ?p) ->

CorrenteTrativa(?p)

Rule:

FaciesGeradaPorCorrenteTrativaSubAerea(?f),

geradaPor(?f, ?p) ->

CorrenteTrativaSubAerea(?p)

Rule:

FaciesGeradaPorCorrenteTrativaSubAquosa(?f),

geradaPor(?f, ?p) ->

CorrenteTrativaSubAquosa(?p)

Rule:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoInferior(?f),

geradaPor(?f, ?p) ->

CorrenteTrativaSubAquosaComRegimeDeFluxoInferior(?p)

Rule:

FaciesGeradaPorCorrenteTrativaSubAquosaComRegimeDeFluxoSuperior(?f),

geradaPor(?f, ?p) ->

CorrenteTrativaSubAquosaComRegimeDeFluxoSuperior(?p)

Rule:

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoAreiaESilte(?f),

geradaPor(?f, ?p) ->

CorrenteTrativaSubAquosaMovendoAreiaESilte(?p)

Rule:

FaciesGeradaPorCorrenteTrativaSubAquosaMovendoCascalho(?f),

geradaPor(?f, ?p) ->

CorrenteTrativaSubAquosaMovendoCascalho(?p)

Rule:

FaciesGeradaPorFluxoGravitacional(?f),

geradaPor(?f, ?p) ->

FluxoGravitacional(?p)
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Rule:

FaciesGeradaPorMigracaoDeAntiDunas(?f),

geradaPor(?f, ?p) ->

MigracaoDeAntiDunas(?p)

Rule:

FaciesGeradaPorMigracaoDeDunas2D(?f),

geradaPor(?f, ?p) ->

MigracaoDeDunas2D(?p)

Rule:

FaciesGeradaPorMigracaoDeDunas3D(?f),

geradaPor(?f, ?p) ->

MigracaoDeDunas3D(?p)

Rule:

FaciesGeradaPorMigracaoDeDunasLinguoides(?f),

geradaPor(?f, ?p) ->

MigracaoDeDunasLinguoides(?p)

Rule:

FaciesGeradaPorMigracaoDeDunasLongitudinais(?f),

geradaPor(?f, ?p) ->

MigracaoDeDunasLongitudinais(?p)

Rule:

FaciesGeradaPorMigracaoDeDunasTransversais(?f),

geradaPor(?f, ?p) ->

MigracaoDeDunasTransversais(?p)

Rule:

FaciesGeradaPorMigracaoDeFormasDeLeitoPlanos(?f),

geradaPor(?f, ?p) ->

MigracaoDeFormasDeLeitoPlanos(?p)

Rule:

FaciesGeradaPorMigracaoDeRipples(?f),

geradaPor(?f, ?p) ->

MigracaoDeRipples(?p)

Rule:
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FaciesGeradaPorPreenchimentoDePequenosCanais(?f),

geradaPor(?f, ?p) ->

PreenchimentoDePequenosCanais(?p)

Rule:

FaciesGeradaPorProcessoOscilatorio(?f),

geradaPor(?f, ?p) ->

ProcessoOscilatorio(?p)

Rule:

FaciesGeradaPorProcessoSuspensivo(?f),

geradaPor(?f, ?p) ->

ProcessoSuspensivo(?p)

Rule:

FluxoGravitacional(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorFluxoGravitacional(?f)

Rule:

MigracaoDeAntiDunas(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorMigracaoDeAntiDunas(?f)

Rule:

MigracaoDeDunas2D(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorMigracaoDeDunas2D(?f)

Rule:

MigracaoDeDunas3D(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorMigracaoDeDunas3D(?f)

Rule:

MigracaoDeDunasLinguoides(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorMigracaoDeDunasLinguoides(?f)

Rule:

MigracaoDeDunasLongitudinais(?p),
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geradaPor(?f, ?p) ->

FaciesGeradaPorMigracaoDeDunasLongitudinais(?f)

Rule:

MigracaoDeDunasTransversais(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorMigracaoDeDunasTransversais(?f)

Rule:

MigracaoDeFormasDeLeitoPlanos(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorMigracaoDeFormasDeLeitoPlanos(?f)

Rule:

MigracaoDeRipples(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorMigracaoDeRipples(?f)

Rule:

PreenchimentoDePequenosCanais(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorPreenchimentoDePequenosCanais(?f)

Rule:

ProcessoOscilatorio(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorProcessoOscilatorio(?f)

Rule:

ProcessoSuspensivo(?p),

geradaPor(?f, ?p) ->

FaciesGeradaPorProcessoSuspensivo(?f)
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APÊNDICE C — CONJUNTO DE DADOS SOBRE FÁCIES SEDIMENTARES

A seguir, apresenta-se o conjunto de dados1 sobre fácies sedimentares utilizado
nos experimentos realizados no Capítulo 4 para avaliar a performance do sistema para
interpretação automática de processos deposicionais. Os conjunto de dados está repre-
sentado no formato ARFF.

1Este conjunto de dados está disponível no formato ARFF em <http://www.inf.ufrgs.br/~jlcarbonera/
?page_id=151>

http://www.inf.ufrgs.br/~jlcarbonera/?page_id=151
http://www.inf.ufrgs.br/~jlcarbonera/?page_id=151
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