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Diego Leban, Diego Marcon, Nicolau, Avelino, que tive o imenso prazer de con-

hecer na faculdade, mas que levarei para toda a vida. Um abraço especial ao meu

colega de quarto Rodrigo Lima, que sempre colaborou para que eu pudesse estudar.

Agradecimentos especiais para as doutorandas Taiane e Raquel, que deram valiosas

sugestões na elaboração deste texto.
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Resumo

O presente trabalho apresenta os resultados das estimações realizadas nos pro-

cessos advindos da solução da equação de Langevin clássica, com rúıdo movimento

Browniano, e generalizada, cujo rúıdo possui distribuição α-estável. Realizamos a

estimação do parâmetro λ vinculado à função memória presente em tais processos

e do parâmetro α nos casos em que o rúıdo é um processo com distribuição α-

estável. A estimação de λ é obtida através do método de máxima verossimilhança,

do método dos mı́nimos quadrados e da função de autocovariância amostral do

processo. Discutimos os tipos de rúıdos que podem ser associados à Equação de

Langevin e apresentamos o Teorema de Existência e Unicidade de Kannan e a Fór-

mula de Representação de Kannan, que provam a existência e unicidade da solução

para a equação de Langevin generalizada e apresenta critérios para a forma de tal

solução.

Abstract

This paper presents the results of the estimations made in the process arising

from the solution of classical Langevin equation with Brownian motion noise, and

generalized, with α-stable noise. We perform the estimation of the parameter λ

related to the memory function of such processes and the parameter α when the

noise is a process with α-stable distribution. The estimation of λ is obtained

from the maximum likelihood method, the ordinary least squares method and from

the sample autocovariance function of the process. We discuss the types of noise

that may be associated to the Langevin equation and present the Existence and

Uniqueness theorem of Kannan and Kannan representation formula, which prove

the existence and uniqueness of the solution for the generalized Langevin equation



and presents criteria for the form of such solution.
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Caṕıtulo 1

Introdução

O estudo das Equações de Langevin iniciou com o matemático francês Paul

Langevin, em 1908, com o objetivo de modelar a dinâmica do movimento irregular

e impreviśıvel de uma part́ıcula imersa em um meio fluido. A equação de Langevin

clássica é dada por mdXt = −λXtdt+ ηt

X (0) = 0,

(1.1)

onde m representa a massa da part́ıcula, λ é a constante de atrito e {ηt}t≥0 é

um processo rúıdo, proveniente da colisão entre a part́ıcula e as moléculas do meio

flúıdo. Neste trabalho, bem como na literatura, adotamosm = 1 e, para todo t ≥ 0,

ηt = σdBt, onde {Bt}t≥0 é o processo movimento Browniano e σ2 é conhecido como

parâmetro de difusão. Essa foi a primeira equação diferencial estocástica, e seu

estudo motivou muito do que se conhece hoje em Probabilidade.

O processo estocástico {Xt}t≥0 solução da equação (1.1) é chamado processo de

Ornstein-Uhlenbeck, nome esse dado devido aos f́ısicos teóricos Leonard Ornstein

e George Eugene Uhlenbeck.

O estudo dos processos de Ornstein-Uhlenbeck foi reimpulsionado pelo advento

de séries temporais financeiras como uma importante ferramenta para modelar

taxas de juros, taxas de câmbio, preços de mercadorias, etc.
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Surgiram diversas derivações do processo de Ornstein-Uhlenbeck, tais como os

modelos propostos por Barndorff-Nielsen e Shephard (2000), que apresentam a

aplicação destes processos com rúıdo dado pelo processo de Lévy para modelar

séries temporais nas áreas de finanças e econometria.

Devido a presença de longa dependência, outra variação de grande aplicabilidade

é o processo de Ornstein-Uhlenbeck fracionário (ver Önalan, 2010), cujo rúıdo é o

movimento Browniano fracionário.

Uma generalização do modelo proposto por Langevin surge em 1965, com Ha-

zime Mori, e em 1966, com Ryogo Kubo, conhecida como equação de Langevin

generalizada, para uma part́ıcula de massa unitária, dada por
V ′ (t) = −

∫ t

0

γ (t− s)V (s) ds+ η (t)

V (0) = V0

(1.2)

onde V = {V (t)}t≥0 é um processo estocástico que representa a velocidade da

part́ıcula e η = {η (t)}t≥0 é um processo rúıdo branco, representando a força alea-

tória resultante das colisões entre as moléculas e a part́ıcula.

A função γ (·), que aparece no interior da integral em (1.2), é chamada de

função memória, e representa o efeito de memorização na evolução do movimento

da part́ıcula. Essa equação foi estudada via Teoria da Probabilidade por Kannan

(1977), considerando-se o rúıdo {ηt}t≥0 como sendo um processo estocástico com

segundo momento finito. Trabalhos mais recentes na área realizados por Medino

(2005) tem suposto o modelo (1.2) com rúıdo possuindo o segundo momento infinito

(processos de Lévy, por exemplo).

O objetivo desse trabalho é a estimação do parâmetro vinculado à função

memória presente nos processos estocásticos obtidos a partir da solução da equação

de Langevin generalizada. A estimação é obtida através do método de máxima ve-

rossimilhança, do método dos mı́nimos quadrados e da função de autocovariância

amostral do processo. Os estimadores de máxima verossimilhança e o de mı́nimos

quadrados foram propostos por Kutoyants (2004). Neste trabalho comparamos o
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estimador de máxima verossimilhança com os dois estimadores propostos por Val-

divieso et al. (2009) e que são obtidos através da função de autocorrelação amostral.

Desejamos também analisar a existência de longa dependência (ver Lopes, 2008)

nestes processos.

Iniciamos este trabalho introduzindo os conceitos necessários ao estudo dos

processos estocásticos resultantes da solução da equação de Langevin clássica e

generalizada. Apresentamos também diversas famı́lias de processos estocásticos,

como o movimento Browniano, os processos de Lévy, os processos auto-similares e

o movimento Browniano fracionário. No final do caṕıtulo apresentamos uma breve

introdução à integral de Itô.

O Caṕıtulo 3 trata do estudo dos processsos estocásticos advindos da solução

da equação de Langevin, inicialmente no caso clássico, com rúıdo movimento Brow-

niano e movimento Browniano fracionário. Na Seção 3.4 apresentamos a equação

de Langevin generalizada e enunciamos o Teorema de Existência e Unicidade de

Kannan e a Fórmula de Representação de Kannan, que apresentam critérios para

a obtenção da solução da equação de Langevin generalizada.

No Caṕıtulo 5 apresentamos simulações para a estimação do parâmetro de pro-

cessos obtidos da solução da equação de Langevin, tanto no caso clássico como no

caso generalizado.

No Caṕıtulo 6, estimamos os parâmetros do processo de Ornstein-Uhlenbeck

modelado a partir dos dados extráıdos das geleiras da Groelândia para estudar a

temperatura na Terra ao longo dos séculos.

As conclusões finais referentes a este trabalho são apresentadas no Caṕıtulo 7.
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Caṕıtulo 2

Conceitos Preliminares

Neste caṕıtulo, apresentamos noções básicas e preliminares, além dos resultados

necessários para a análise de processos estocásticos e equações diferenciais estocás-

ticas.

Ao longo deste trabalho utilizamos a seguinte notação:

1)
D→ denota convergência em distribuição;

2)
D
= denota igualdade em distribuição;

3) as derivadas parciais são denotadas por

f
i
(u, v) =

[
∂

∂xi
f (x1, x2)

]
(x1,x2)=(u,v)

, i = 1, 2,

f
ij
(u, v) =

[
∂

∂xi

∂

∂xj
f (x1, x2)

]
(x1,x2)=(u,v)

, i, j = 1, 2.

4) Z+ é o conjunto dos números inteiros não negativos, ou seja, Z+ = N ∪ {0}.
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2.1 Processos Estocásticos e σ-álgebra

Definição 2.1 (σ-álgebra). Dado um espaço amostral Ω, uma σ-álgebra F em Ω

é uma coleção de subconjuntos de Ω satisfazendo as seguintes condições

i) Ω ∈ F .

ii) Se A ∈ F , então Ac ∈ F .

iii) Se A1, A2, · · · ∈ F , então

∞∪
i=1

Ai ∈ F .

Exemplo 2.1. Seja Ω = X, onde X é uma conjunto qualquer não vazio. Então,

F = {∅, X} é uma σ-álgebra. Basta notarmos que os ı́tens i) ii) e iii) da Definição

2.1 são trivialmente satisfeitos, já que, em Ω, Xc = ∅ e ∅c = X. Essa é a menor

σ-álgebra em Ω contendo X.

Exemplo 2.2. Seja Ω = X, onde X é um conjunto enumerável não vazio. Então,

F = P (X) é uma σ-álgebra, onde P (X) é o conjunto das partes de X. Essa é a

maior σ-álgebra em Ω contendo X.

Exemplo 2.3. Seja Ω em conjunto qualquer não vazio. Se F e G são duas σ-

álgebras de subconjuntos de Ω, então F ∩ G também é uma σ-álgebra.

Portanto, a σ-álgebra de subconjuntos de Ω pode ser um conjunto muito pe-

queno, como no Exemplo 2.1, ou muito grande, como mostra o Exemplo 2.2. Dado

um subconjunto C ⊂ Ω, estamos interessados na σ-álgebra que contenha C, mas

que seja a menor σ-álgebra posśıvel.

Definição 2.2. Seja C uma classe não vazia de subconjuntos de Ω. A σ-álgebra

gerada por C, denotada por σ (C), é a menor σ-álgebra que contém C.

Exemplo 2.4. A σ-álgebra gerada pela classe dos subconjuntos abertos de Rn é

chamada σ-álgebra de Borel e seus elementos são chamados de borelianos.
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Exemplo 2.5. Extendendo-se a idéia do Exemplo 2.3, pode-se mostrar que se

{Ai}i∈J é um conjunto de σ-álgebras de subconjuntos de Ω, onde J é um conjunto

qualquer de ı́ndices, então
∩
i∈J

Ai também é uma σ-álgebra.

Seja Ω um conjunto enumerável e C uma classe de subconjuntos não vazia de Ω.

Queremos obter a menor σ-álgebra contendo C. Sabemos que existe pelo menos

uma σ-álgebra contendo C, que é P (Ω). Se {Ai}i∈J é o conjunto de todas as σ-

álgebras contendo C, então
∩
i∈J

Ai trivialmente é a menor σ-álgebra de subconjuntos

de Ω contendo C.

Neste trabalho nos interessam as σ-álgebras geradas por processos estocásticos.

Definição 2.3 (Espaço de Probabilidade). Um espaço de probabilidade é a terna

(Ω,F ,P), onde

a) Ω é um conjunto não vazio;

b) F é uma σ-álgebra de subconjuntos de Ω. Seus elementos são chamados de

eventos aleatórios;

c) P é uma probabilidade definida sobre os elementos de F .

Definição 2.4. Uma variável aleatória X em um espaço de probabilidade (Ω,F ,P)

é uma função real definida no espaço Ω tal que [X ≤ x] := {ω ∈ Ω : X (ω) ≤ x} é

evento aleatório para todo x ∈ R.

Definição 2.5 (Processo Estocástico). Um processo estocástico é uma coleção de

variáveis aleatórias

{Xt}t∈T = (Xt (ω) , t ∈ T , ω ∈ Ω) , (2.1)

todas elas definidas no mesmo espaço (Ω,F ,P), onde T ⊂ R é um conjunto qual-

quer de ı́ndices.

Observação 2.1. Quando T = {0, · · · , n}, a sequência {Xt}nt=0 é chamada Série

Temporal.
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Definição 2.6 (σ-álgebra Gerada por um Processo Estocástico). SejaX = {Xt}t∈T
um processo estocástico. A σ-álgebra gerada por X, denotada por σ (X), é a menor

σ-álgebra contendo todos os conjuntos da forma

{ω ∈ Ω : Xt (ω) pertence a C}, onde t ∈ T e C é um boreliano.

Para uma variável aleatória, ou um vetor aleatório ou um processo estocástico

X em Ω, a σ-álgebra σ (X) gerada por X contém as informações essenciais sobre

a estrutura de X como uma função de ω ∈ Ω. Como X gera a σ-álgebra, dizemos

que X carrega a informação σ (X).

Sejam X e Y duas variáveis aleatórias ou dois processos estocásticos em um

mesmo espaço (Ω,F ,P), onde F é a σ-álgebra em Ω. Então dizemos que

• A informação de Y está contida em F ou Y não contém mais informações do

que aquelas contidas em F se σ (Y ) ⊂ F .

• X contém mais informações que Y se σ (Y ) ⊂ σ (X).

Para compreendermos um pouco mais a estrutura e a definição de martingales,

útil neste trabalho e a ser dada na Seção 2.9, é importante tratarmos da esperança

condicional de uma variável aleatória X condicionada a outra variável Y . Para

leitores com familiaridade na teoria da medida, recomendamos o livro do Billingsley

(1995). Caso contrário, James (2008) apresenta a esperança condicional sem a

necessidade de um prévio conhecimento da teoria da medida.

Definição 2.7 (Esperança Condicional). Sejam X e Y variáveis aleatórias em

(Ω,F ,P). A esperança condicional de X dado que Y = y é dada por

E (X|Y = y) =

∫
x dFX (x|Y = y) .

Exemplo 2.6. Seja X uma variável aleatória discreta, que assume os valores

x1, x2, · · · , xn. Seja Y uma variável aleatória tal que P (Y = y) > 0. Então, a
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esperança condicional de X dado Y = y é dada por

E (X|Y = y) =
n∑

i=1

xi
P ({ω : X (ω) = xi} ∩ Y = y)

P (Y = y)

=
n∑

i=1

xiP (X = xi|Y = y) .

Exemplo 2.7. Seja X variável aleatória cont́ınua, com função densidade f
X
(·).

Seja Y uma variável aleatória tal que P (Y = y) > 0. Então, a esperança condicional

de X dado Y = y é dada por

E (X|Y = y) =
1

P (Y = y)

∫ ∞

−∞
xf

X,Y
(x, y) dx.

Proposição 2.1. Sejam X1, X2, X variáveis aleatórias quaisquer e Y uma variável

aleatória qualquer. Então, valem as seguintes propriedades

i) A esperança condicional é linear, ou seja, dadas a e b constantes reais, então

E (aX1 + bX2|Y = y) = aE (X1|Y = y) + bE (X2|Y = y) ;

ii) As esperanças de E (X|Y = y) e de X são as mesmas, ou seja

E [E (X|Y = y)] = E (X) ;

iii) Se X e Y são independentes, então

E (X|Y = y) = E (X) e E (Y |X = x) = E (Y ) .

Demonstração: Ver Billingsley (1995), página 447. �

Definição 2.8 (Esperança Condicional em Relação à uma σ-Álgebra). Sejam X

e Y variáveis aleatórias quaisquer. A variável aleatória Y é chamada a esperança

condicional de X dada a σ-álgebra F se

i) σ (Y ) ⊂ F ;
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ii) Y satisfaz a relação

E (XIA) = E (Y IA) , para todo A ∈ F .

Teorema 2.1. Sejam X e Y variáveis aleatórias (ou vetores aleatórios ou proces-

sos estocásticos) em (Ω,F ,P) e σ (Y ) a σ-álgebra gerada por Y . Então, vale a

igualdade

E (X|Y ) = E (X|σ (Y )).

Demonstração: Ver Billingsley (1995), página 447. �
Assim, a esperança de uma variável aleatória condicionada a uma outra variável

aleatória é o mesmo que condicionar a uma σ-álgebra. Logo, é razoável herdar

algumas propriedades da teoria de probabilidade.

Proposição 2.2. Sejam X e Y variáveis aleatórias quaisquer. Então, valem as

seguintes propriedades.

i) Se X e a σ-álgebra F são independentes, então

E (X|F) = E (X) ; (2.2)

ii) Se σ (X) é a σ-álgebra gerada por X e σ (X) ⊂ F , onde F é σ-álgebra

qualquer, então

E (X|F) = X. (2.3)

Em particular, se X é uma função de Y , ou seja, σ (X) ⊂ σ (Y ), então

E (X|Y ) = X; (2.4)

iii) Seja F uma σ-álgebra. Então,

E (X) = E [E (X|F)] ; (2.5)

iv) Sejam F e G duas σ-álgebras, tais que F ⊂ G. Então,

E (X|F) = E (E (X|G) |F) = E (E (X|F) |G) . (2.6)
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Demonstração: Ver Billingsley (1995), página 447. �

Teorema 2.2 (Teorema da Convergência Dominada de Lebesgue). Se {Xn}n∈N
é uma sequência de variáveis aleatórias uniformemente limitada, e X = lim

n→∞
Xn

com probabilidade 1, então

E (X) = E
(
lim
n→∞

Xn

)
= lim

n→∞
E (Xn) . (2.7)

Demonstração: Ver Billingsley (1995), página 77. �
Dado um processo estocástico {Xt}t∈T , onde T ∈ R é um conjunto de ı́ndices

quaisquer, nos interessa conhecer qual o ńıvel de dependência entre as variáveis

aleatórias geradas pelo processo ao longo do tempo. Esse ńıvel de dependência é

calculado pela função de autocovariância.

Definição 2.9 (Função de Autocovariância). Seja {Xt}t∈T um processo estocás-

tico, onde T ⊂ R é um conjunto de ı́ndices quaisquer, tal que V ar (Xt) <∞, para

todo t ∈ T . Então, a função de autocovariância γ
X
(·, ·) de {Xt}t∈T é definida por

γ
X
(r, s) = Cov (Xr, Xs) = E [(Xr − E (Xr)) (Xs − E (Xs))] , r, s ∈ T . (2.8)

Definição 2.10 (Estacionariedade Fraca). O processo estocástico {Xt}t∈Z é fraca-

mente estacionário se

i) E (|Xt|2) <∞, para todo t ∈ Z,

ii) E (Xt) = c, para todo t ∈ Z,

iii) γ
X
(r, s) = γ

X
(r + h, s+ h) , para todo r, s, t ∈ Z.

Quando o processo estocástico é fracamente estacionário, considerando h = −s

no item iii) temos que

γ
X
(r, s) = γ

X
(r − s, s− s) = γ

X
(r − s, 0) , para todo r, s ∈ Z.

Portanto, a função de autocovariância depende apenas da distância entre as

variáveis aleatórias consideradas. Assim, é conveniente redefinir a função de auto-

covariância para os processos fracamente estacionários como uma função de apenas

uma variável.
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Definição 2.11. Seja {Xt}t∈Z um processo estocástico fracamente estacionário. A

função de autocovariância γ
X
(·) é definida como

γ
X
(h) := γ

X
(h, 0) = Cov (Xt+h, Xt) = E (Xt+hXt)− E (Xt+h)E (Xt) ,

para todo t, h ∈ Z.

Definição 2.12 (Função de Autocorrelação). Seja {Xt}t∈Z um processo estocástico

fracamente estacionário. A função de autocorrelação ρ
X
(·) é definida como

ρ
X
(h) = Corr (Xt+h, Xt) :=

γ
X
(h)

γ
X
(0)

, para todo t, h ∈ Z,

onde γ
X
(0) = Cov (Xt, Xt) = V ar (Xt).

Definição 2.13 (Estacionariedade Forte). O processo estocástico {Xt}t∈Z é um

processo estacionário forte se

(Xt1 , Xt2 , · · · , Xtk)
′ D
= (Xt1+h, Xt2+h, · · · , Xtk+h)

′ ,

para toda escolha de k ∈ N, para todo t1, · · · , tk, h ∈ Z.

Observação 2.2. Ao longo do texto, sempre que falarmos em estacionariedade es-

tamos nos referindo à estacionariedade forte, salvo nos casos em que especificarmos

o contrário.

Em particular, considerando k = 1 na Definição 2.13, temos que se um processo

{Xt}t∈Z é estacionário, então Xt tem a a mesma distribuição, para cada t ∈ Z.

Logo, se E (|Xt|2) < ∞, então E (Xt) e V ar (Xt) são constantes, para todo t ∈ Z.

Ainda, considerando k = 2 na Definição 2.13, temos que Xt+h e Xt tem a mesma

distribuição conjunta, o que implica que a covariância é a mesma para todo h ∈ Z.

Então, se um processo é estacionário e possui segundo momento finito, isso implica

que ele é fracamente estacionário. No entanto a rećıproca não é verdadeira, como

mostra o exemplo a seguir.

Os processos ergódigos (ver Dudley, 2004, página 268) são casos particulares dos

processos estacionários fortes. Sob tais condições, o Teorema Ergódico de Birkhoff
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assegura que se pode obter médias espaciais a partir de médias temporais. No

Caṕıtulo 5 estimamos propriedades dos processos estocásticos através de médias

temporais. Sendo assim, estamos implicitamente assumindo que os processos aqui

considerados são ergódicos.

Exemplo 2.8. Seja {Xt}t∈Z+
um processo estocástico definido por

Xt =

W, se t é par,

Y, se t é impar,

onde W ∼ N (1, 1) e Y ∼ E (1) são independentes. Então, {Xt}t∈Z+
é fracamente

estacionário, com

γ
X
(h) =

1, se h = 0,

0, se h ̸= 0.

No entanto, no caso particular t = 1 e t = 2, temos que X1 = Y e X2 = W , o

que implica que X1 e X2 têm distribuições diferentes. Logo, {Xt}t∈Z+
não pode ser

estacionário.

Temos um caso especial em que estacionariedade fraca (Definição 2.10) implica

em estacionariedade (Definição 2.13).

Definição 2.14 (Processo Gaussiano). O processo estocástico {Xt}t∈Z é um pro-

cesso Gaussiano se e somente se para toda escolha de k e para todo t1, t2, · · · , tk ∈

Z, (X1, X2, · · · , Xk)
′ tem distribuição normal multivariada.

Então, se {Xt}t∈Z é um processo Gaussiano fracamente estacionário, não é

dif́ıcil ver que, {Xt}t∈Z é também um processo estacionário. Basta notar que

para todo k ∈ N e para todo h, t1, · · · , tk ∈ Z, temos que os vetores aleatórios

(Xt1 , Xt2 , · · · , Xtk)
′ e (Xt1+h, Xt2+h, · · · , Xtk+h)

′ tem a mesma média e a mesma

matriz de covariância. Logo, possuem a mesma distribuição.

Definição 2.15. Sejam X1, X2, · · · , Xn observações de um processo estocástico

{Xt}t∈T .

12



i) A média amostral de {Xt}t∈T é

X :=
1

n

n∑
t=1

Xt. (2.9)

ii) A função de autocovariância amostral de {Xt}t∈T é

γ̂
X
(h) :=

1

n

n−|h|∑
t=1

(
Xt+|h| −X

) (
Xt −X

)
, −n < h < n. (2.10)

iii) A função de autocorrelação amostral de {Xt}t∈T é

ρ̂
X
(h) =

γ̂
X
(h)

γ̂
X
(0)

, h ∈ N. (2.11)

2.2 Teoria Espectral de Processos Estacionários

Seja {Xt}t∈Z um processo real estacionário com função de autocovariância absoluta-

mente somável, ou seja,
∞∑

k=−∞

|γ
X
(k) | <∞. Então, pode-se mostrar (ver Brockwell

e Davis, 1991) que a transformada de Fourier de γ
X
(·) existe e é dada por

f
X
(ω) =

1

2π

∞∑
k=−∞

γ
X
(k) e−iωk =

1

2π

∞∑
k=−∞

γ
X
(k) [cos (ωk) + i sen (ωk)]

=
1

2π

∞∑
k=−∞

γ
X
(k) cos (ωk)

=
1

2π
γ

X
(0) +

1

2π

−1∑
k=−∞

γ
X
(k) cos (ωk) +

1

2π

∞∑
k=1

γ
X
(k) cos (ωk)

=
1

2π
γ

X
(0) +

1

π

∞∑
k=1

γ
X
(k) cos (ωk) , −π ≤ ω ≤ π, (2.12)

onde usamos as igualdades

γ
X
(k) = γ

X
(−k) , sen (−ωk) = − sen (ωk) e cos (−ωk) = cos (ωk) .

Definição 2.16 (Função Densidade Espectral). Seja {Xt}t∈Z um processo real

estacionário tal que
∞∑

k=−∞

|γ
X
(k) | <∞. A função f

X
(·) obtida em (2.12) é chamada

função densidade espectral do processo {Xt}t∈Z.
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Através do Teorema de Herglotz (ver Brockwell e Davis, 1991, página 117)

mostra-se que a função de autocovariância pode ser obtida a partir de sua trans-

formada de Fourier fX (·) aplicando-se a transformada inversa de Fourier

γ
X
(k) =

∫ π

−π

f
X
(ω) eiωk dω. (2.13)

Proposição 2.3. Seja {Xt}t∈Z um processo real estacionário com função de auto-

covariância absolutamente somável. A transformada de Fourier f
X
(·) de γ

X
(·),

definida em (2.12), possui as seguintes propriedades

i) f
X
(·) é função real cont́ınua não negativa;

ii) f
X
(·) é periódica de peŕıodo 2π;

iii) A variância de Xt, para todo t ∈ Z, é dada por

V ar (Xt) = γ
X
(0) =

∫ π

−π

f
X
(ω) dω. (2.14)

Demonstração: Ver Brockwell e Davis (1991).

Exemplo 2.9. Seja γ
X
(·) a função de autocovariância de um processo estacionário,

dada por

γ
X
(h) =


1, se h = 0,

ρ, se h = ±1,

0, caso contrário,

onde |ρ| ≤ 1
2
.

Como γ
X
(·) é absolutamente somável, temos que a função densidade espectral

do processo estocástico é dada por

f
X
(ω) =

1

2π

∞∑
k=−∞

eiωkγ
X
(k)

=
1

2π
γ

X
(0) +

1

π

∞∑
k=1

γ
X
(k) cos (ωk)

=
1

2π
[1 + 2ρ cos (ω)] .
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Nota que a função de densidade espectral, obtida na equação (2.12), é dada

somente para os casos em que a função de autocovariância é absolutamente somável.

Caso contrário, temos o seguinte resultado.

Corolário 2.1. Uma função γ
X
(·) : Z → C é a função de autocovariância de um

processo estacionário {Xt}t∈Z se e somente se ocorre uma das seguintes situações:

i) γ
X
(h) =

∫ π

−π

eiωh dF
X
(ω), para todo h ∈ Z, onde F

X
é uma função limitada

definida em [−π, π], cont́ınua à direita, não decrescente e com F
X
(−π) = 0;

ii)
n∑

i,j=1

aiγX
(i− j) aj ≥ 0, para todo n ∈ Z+ e para todo a = (a1, · · · , an)′ ∈ Cn.

A função F
X
(·) é chamada função de distribuição espectral e sua respectiva

densidade, quando ela existe, é chamada função de densidade espectral.

Demonstração: Ver Brockwell e Davis (2006), página 119. �

Definição 2.17 (Função Periodograma). Seja {Xt}nt=1 uma série temporal gerada

a partir de um processo estocástico {Xt}t∈R, com função de autocovariância não

necessariamente absolutamente convergente. A função

In (ω) =
1

n

∣∣∣∣∣
n∑

t=1

Xte
−itω

∣∣∣∣∣
2

, para todo ω ∈ (0, π] , (2.15)

é chamada função periodograma da série temporal {Xt}nt=1.

Brockwell e Davis (1991) mostram que (2.15) é equivalente a

In (ω) =


n
∣∣X∣∣2 , se ω = 0,∑

|k|<n

γ̂
X
(k) e−itω, se ω ∈ (0, π] ,

(2.16)

ondeX é a média amostral e γ̂
X
(·) é a função de autocovariância amostral definidos,

respectivamente, em (2.9) e (2.11).

Da expressão (2.16), um estimador natural para a função densidade espectral

f
X
(ω) é

In (ω)

2π
, para todo ω ∈ (0, π].
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Na prática, a função periodograma só pode ser calculada para um número

finito de frequências ω ∈ (0, π]. Pode-se mostrar que (2.15) fica completamente

determinada por seus valores nas frequências de Fourier ωj = 2πj
n
, para j ∈{

0, 1, · · · ,
⌊
n
2

⌋}
.

Brockwell e Davis (1991) provam que
In (·)
2π

é um estimador assintoticamente

não-viciado, porém inconsistente, para a função densidade espectral, isto é,

lim
n→∞

E
(
In (ω)

2π

)
= f

X
(ω) e

lim
n→∞

V ar

(
In (ω)

2π

)
̸= 0,

para ω ∈ (0, π].

Em vista disso, aplicamos uma suavização na função periodograma, através

de uma função de ponderação, obtendo assim a função periodograma suavizado,

que é um estimador não-viciado e consistente para a função densidade espectral

(Brockwell e Davis, 1991).

Definição 2.18 (Função Periodograma Suavizado). Seja {Xt}nt=1 uma série tem-

poral gerada a partir de um processo estocástico {Xt}t∈R, com função de autoco-

variância não necessariamente absolutamente convergente. A função periodograma

suavizado, denotada por Ĩn (·), é dada por

Ĩn (ω) =
1

2π

∑
|k|≤m

Λ

(
k

m

)
γ̂

X
(k) e−ikω, para ω ∈ (0, π] , (2.17)

onde m = nβ, para 0 ≤ β ≤ 1 e Λ (·) é uma função par, cont́ınua por partes e

satisfazendo as condições

i) 0 ≤ Λ (x) ≤ Λ (0) = 1;

ii) Λ (−x) = Λ (x) , para todo x;

iii) Λ (x) = 0, para |x| > 1.
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A função Λ (·) é chamada função de ponderação ou núcleo. Nesse trabalho,

utilizamos o núcleo da Bartlett, que é dado por

Λm (h) =

1− |h|
m
, se |h| ≤ m,

0, se |h| > m,

(2.18)

onde m é chamado ponto de truncamento.

2.3 Processos Estocásticos com Longa Dependên-

cia

A primeira noção de longa dependência em análise de dados surgiu a partir de 1906

com Harold Edwin Hurst, durante seu trabalho para predizer o ńıvel de inundação

do rio Nilo, no Egito. Ele desenvolveu um teste para a dependência de longo

alcance e encontrou correlações significativas a longo prazo entre as vazões do Rio

Nilo e descreveu as correlações em termos de leis de potência. Essa estat́ıstica ficou

conhecida como estat́ıstica R/S. Nos anos 60, surgem estudos mais importantes

nessa área, realizados por Mandelbrot (1963) e Mandelbrot e Wallis (1969). Foi

devido à influência dessas publicações e dos artigos subsequentes de Mandelbrot que

a longa dependência tornou-se também associada com o comportamento fractal.

Atualmente tem-se intensificado os estudos dos processos de longa dependência,

devido à sua grande aplicabilidade na área de finanças (ver Olbermann et al., 2006

e Lopes, 2008), econometria, sequenciamento de DNA (ver Lopes e Nunes, 2006),

etc.

Assim como apresentamos neste trabalho, é padrão na teoria de processos es-

tocásticos aplicar a noção de longa dependência somente à processos estacionários.

No entanto, artigos recentes tem expandido o estudo à processos não-estacionários

(ver Lopes et al., 2004).

Há diversos critérios diferentes para determinar se um processo possui longa

dependência. Apresentamos neste trabalho os critérios de longa dependência pro-
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postos por Lopes e Nunes (2006) e Lopes (2008).

Definição 2.19 (Longa Dependência). Seja ρ
X
(·) a função de autocorrelação de

um processo estocástico estacionário {Xt}t∈Z. O processo {Xt}t∈Z possui longa

dependência se existe um número real d ∈
(
0, 1

2

)
tal que

ρ
X
(h) ≈ C h2d−1, C não nulo, quando h→ ∞, (2.19)

ou, equivalentemente, se f
X
(·) é a função de densidade espectral do processo, o

processo {Xt}t∈Z possui longa dependência se existe um número real d ∈
(
0, 1

2

)
tal

que

f
X
(ω) ≈ ω−2d, quando ω → 0.

Observação 2.3. Palma (2007) mostra que, nos casos em que o processo estocás-

tico {Xt}t∈Z pode ser escrito na forma

Xt =
∞∑
j=0

ψjξt−j, (2.20)

onde ψ0 = 1,
∞∑
j=0

ψ2
j < ∞ e {ξt}t∈Z é um rúıdo branco com variância constante,

então, se γ
X
(·) é a função de autocovariância de {Xt}t∈Z, a ocorrência de (2.19)

implica que
∞∑

h=−∞

|γ
X
(h) | = ∞. (2.21)

2.4 Movimento Browniano

A primeira noção de movimento Browniano surgiu a partir das observações do

célebre botânico Robert Brown, em 1827, enquanto estudava a vida das plantas

no mares do sul. Ele observou que os grãos de pólem, em uma substância aquosa,

mantinham um rápido movimento errático. O movimento Browniano tem um papel

fundamental na Teoria da Probabilidade, nos Processos Estocásticos, na F́ısica,

etc, e é uma ferramenta fundamental nesse trabalho. Nesta seção iniciamos com a

definição e algumas propriedades importantes desse processo.
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Definição 2.20 (Movimento Browniano). Um processo estocástico B = {Bt}t≥0 é

chamado movimento Browniano ou processo de Wiener se

i) B0 = 0 com probabilidade 1 e Bt é cont́ınua em t = 0;

ii) possui incrementos independentes, isto é, para toda escolha de ti ∈ [0,∞),

para i = 1, · · · , n, com t1 < · · · < tn e n ≥ 1, temos que

Bt2 −Bt1 , · · · , Btn −Btn−1

são variáveis aleatórias independentes;

iii) os incrementos Bt −Bs tem distribuição N (0, t− s), para todo t > s.

Da Definição 2.20 obtemos que o processo B = {Bt}t≥0 possui incrementos

estacionários, Bt ∼ N (0, t), para todo t > 0, e B = {Bt}t≥0 possui trajetórias

cont́ınuas quase certamente (ver Karlin e Taylor, 1975, caṕıtulo 7).

Proposição 2.4. Seja B = {Bt}t≥0 o processo movimento Browniano. Então,

para todo s, t ≥ 0 temos que a função de autocorrelação de {Bt}t≥0 é dada por

γ
B
(s, t) = E (BsBt) = min (s, t) . (2.22)

Demonstração: Considere s, t ≥ 0 tais que s ≤ t. Então, da independência dos

incrementos do movimento Browniano, temos que

γ
B
(s, t) = E (BsBt)

= E
[
Bs (Bt −Bs) + (Bs)

2]
= E [Bs (Bt −Bs)] + E

(
B2

s

)
= E [(Bs −B0) (Bt −Bs)] + V ar (Bs)

= E (Bs −B0)E (Bt −Bs) + s = s.

Análogo para o caso t ≤ s. �

19



2.5 Processos de Lévy

Nesta seção vamos definir os processos de Lévy e apresentar algumas das suas

propriedades.

Definição 2.21 (Processo de Lévy). Um processo estocástico {Xt}t≥0 é um pro-

cesso de Lévy se

i) X0 = 0;

ii) possui incrementos independentes e estacionários;

iii) possui trajetórias cont́ınuas à direita, com limites à esquerda finitos.

Exemplo 2.10. Descrevemos aqui três exemplos de processos de Lévy.

i) O processo movimento Browniano é um processo de Lévy.

ii) Seja X ∼ G (α, β) uma variável aleatória com distribuição gama. Sua função

densidade é dada por

f
X
(x) =

1

βαΓ (α)
xα−1e−

x
β , x > 0,

onde Γ (·) denota a função gama usual.

O processo gama com parâmetros µ e ν, denotado por {Gµ,ν (t)}t≥0, é um

processo cont́ınuo, com incrementos independentes e estacionários, tais que,

para todo t e todo h > 0,

Gµ,ν (t+ h)−Gµ,ν (t) ∼ G
(
µ2h,

ν

µ

)
.

Logo, o processo gama {Gµ,ν (t)}t≥0 é um processo de Lévy.

iii) Um exemplo de processo de Lévy não cont́ınuo é o processo de Poisson (ver

Karlin e Taylor, 1975, páginas 22 e 118), cuja função de distribuição contém

saltos.
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2.6 Distribuições Estáveis

As distribuições estáveis são uma classe de distribuições probabiĺısticas, caracteri-

zadas por Paul Lévy em meados de 1920 ao estudar a soma de variáveis aleatórias

independentes e identicamente distribúıdas. Tem como principais caracteŕısticas

a possibilidade de possuir cauda pesada (uma distribuição possui cauda pesada se

P (|X| > x) ∼ x−ς , quando x → ∞, 0 < ς < 2) e assimetria. Uma das consequên-

cias de uma variável aleatória possuir cauda pesada é a não existência de todos os

momentos finitos. Nesse trabalho, o r-ésimo momento absoluto de uma variável

aleatória X é definido como

E (|X|r) =
∫ ∞

0

P (|X|r > x) dx, (2.23)

onde r ∈ R.

Um dos incovenientes das distribuições estáveis é a ausência de uma fórmula

fechada para a grande maioria das funções de distribuição e densidade. No en-

tanto, com o avanço dos recursos computacionais, temos hoje programas confiáveis

que nos possibilitam a aplicação das distribuições estáveis em diversos problemas

práticos, como, por exemplo, sistemas econômicos (Mandelbrot, 1963), sistemas de

comunicação (Stuck e Kleiner, 1974), etc.

Definição 2.22 (Estabilidade, Estabilidade Estrita e Estabilidade Simétrica). Uma

variável aleatória X é estável se dadas duas amostras aleatórias independentes X1

e X2 de X e quaisquer a, b constantes reais positivas, existem c, d ∈ R tais que

aX1 + bX2
D
= cX + d. (2.24)

Se d = 0 para toda escolha de a e b, dizemos que X é estritamente estável.

No caso em que X é estável e X
D
= −X, dizemos que X é simetricamente estável.

Embora a Definição 2.22 seja extremamente intuitiva, temos uma definição

equivalente de estabilidade mais interessante, pois nos permite conhecer a estrutura
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da variável aleatória. A demonstração da equivalência pode ser vista em Gnedenko

e Kolmogorov (1954).

Definição 2.23. Uma variável aleatória X é α-estável se existe um ı́ndice de es-

tabilidade α ∈ (0, 2], um parâmetro de assimetria β ∈ [−1, 1], um parâmetro de

escala σ∗ > 0 e um parâmetro de locação µ ∈ R tal que X tem função caracteŕıstica

dada por

φ
X
(t) = E

(
eitX

)
=

exp
{
−σ∗|t|

[
1 + iβ 2

π
S (t) ln (|t|)

]
+ iµt

}
, se α = 1,

exp
{
−σ∗α|t|α

[
1− iβS (t) tan

(
πα
2

)]
+ iµt

}
, caso contrário,

(2.25)

onde S (·) é a função sinal, definida por

S (t) =


−1, se t < 0,

0, se t = 0,

1, se t > 0.

(2.26)

Como a distribuição estável requer quatro parâmetros, quando X é α-estável dize-

mos que X ∼ Sα (σ
∗, β, µ).

No caso em que β = µ = 0, dizemos que X é α-estável simétrica, denotada por

SαS, e sua função caracteŕıstica é dada por

φ
X
(t) = e−σ∗α|t|α . (2.27)

Exemplo 2.11. Algumas distribuições conhecidas são α-estáveis e possuem uma

forma fechada para representar sua função densidade.

i) Se X é uma variável aleatória com função de distribuiçãoN (µ, σ2), entãoX ∼

S2

(
σ√
2
, β, µ

)
. Nota que no caso que α = 2, temos sempre uma distribuição

Gaussiana, onde µ é a média, σ√
2
é a variância e β é irrelevante.

ii) Se X tem distribuição Cauchy(µ, σ), ou seja, se X tem função densidade

f
X
(x) =

1

π

σ

(x− µ)2 + σ2
, x ∈ R, µ ∈ R e σ > 0, (2.28)

então X ∼ S1 (σ, 0, µ).
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iii) Se X tem distribuição Lévy(σ, µ), ou seja, se X tem função densidade

f
X
(x) =

( σ
2π

) 1
2 1

(x− µ)
3
2

e−
σ

2(x−µ) , para todo x ∈ R, x > µ, (2.29)

então X ∼ S 1
2
(σ, 1, µ).

Uma caracteŕıstica essencial para as distribuições α-estáveis é que a soma de

variáveis aleatórias independentes α-estáveis também é α-estável, embora apresente

diferentes parâmetros, como mostra a proposição a seguir.

Proposição 2.5. Sejam X1 e X2 variáveis aleatórias independentes tais que Xi ∼

Sα (σ
∗
i, βi, µi), i = 1, 2, conforme a Definição 2.23. Então, X1+X2 ∼ Sα (σ

∗, β, µ),

onde

σ∗ = (σ∗α
1 + σ∗α

2 )
1
α , β =

β1σ
∗α
1 + β2σ

∗α
2

σ∗α
1 + σ∗α

2

e µ = µ1 + µ2.

Demonstração: Suponha que α ̸= 1. Se φ
Xi

(·) representa a função caracteŕıstica

de Xi, para i = 1, 2, então pela independência obtemos que

ln
(
φ

X1+X2
(t)
)

= ln
(
φ

X1
(t)φ

X2
(t)
)
= ln

(
φ

X1
(t)
)
+ ln

(
φ

X2
(t)
)

= − (σ∗α
1 + σ∗α

2 ) |t|α + i|t|αS (t) tan
(πα

2

)
(β1σ

∗α
1 + β2σ

∗α
2 )

+it (µ1 + µ2)

= − (σ∗α
1 + σ∗α

2 ) |t|α
[
1− i

β1σ
∗α
1 + β2σ

∗α
2

σ∗α
1 + σ∗α

2

S (t) tan
(πα

2

)]
+it (µ1 + µ2) .

Logo,

φ
X1+X2

(t) = e
−(σ∗α

1+σ∗α
2 )|u|α

[
1−i

β1σ
∗α
1 +β2σ

∗α
2

σ∗α
1 +σ∗α

2
S(t) tan(πα

2 )
]
+it(µ1+µ2)

.

No caso em que α for igual a um, a demonstração é análoga. �
A seguir apresentamos algumas importantes propriedades das distribuições es-

táveis.

Proposição 2.6. Seja X ∼ Sα (σ
∗, β, µ). Valem as seguintes propriedades.

i) Se a ∈ R é uma constante, então X + a ∼ Sα (σ
∗, β, µ+ a).
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ii) Se a é uma constante real não nula, então

aX ∼ S1

(
|a|σ∗, S (a) β, aµ− 2a

π
ln (|a|)σ∗β

)
, se α = 1,

aX ∼ Sα (|a|σ∗, S (a) β, aµ) , caso contrário. (2.30)

iii) Se 0 < α < 2, então X ∼ Sα (σ
∗, β, 0) se e somente se −X ∼ Sα (σ

∗,−β, 0).

iv) X ∼ Sα (σ
∗, β, µ) é simétrica sobre µ se e somente se β = 0.

v) Se α ̸= 1, então X ∼ Sα (σ
∗, β, µ) é estritamente estável se e somente se

µ = 0. Se α = 1, então X ∼ Sα (σ
∗, β, µ) é estritamente estável se e somente

se β = 0.

Demonstração:

i) Suponha que α ̸= 1. Pela propriedade das funções caracteŕısticas, temos que

φ
X+a

(t) = eitaφ
X
(t). Logo, de (2.25) temos que

φ
X+a

(t) = exp {ita} exp
{
−σ∗α|t|α

[
1− iβS (t) tan

(πα
2

)]
+ itµ

}
= exp

{
(ita)− σ∗α|u|α

[
1− iβS (t) tan

(πα
2

)]
+ itµ

}
= exp

{
−σ∗α|t|α

[
1− iβS (t) tan

(πα
2

)]
+ it (µ+ a)

}
.

Portanto, X + a ∼ Sα (σ
∗, β, µ+ a). O caso α = 1 é análogo.

ii) Suponha que α ̸= 1. Da propriedade das funções caracteŕısticas, temos que

φ
aX

(t) = φ
X
(at). Então, de (2.25) obtemos que

ln (φ
aX

(t)) = ln (φ
X
(at))

= −|at|ασ∗α
[
1− iβS (at) tan

(πα
2

)]
+ i (at)µ

= − (σ∗|a|)α |t|α
[
1− iβS (a)S (t) tan

(πα
2

)]
+ it (µa) .

Logo,

φ
aX

(t) = exp
{
− (σ∗|a|)α |t|α

[
1− iβS (a)S (t) tan

(πα
2

)]
+ itµa

}
.

O caso α = 1 é análogo.
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iii) Decorre da expressão (2.25).

iv) Das propriedades das funções caracteŕısticas, sabemos que uma variável alea-

tória X é simétrica se e somente se φ
X
(·) é real. Por (2.25), temos que isso

ocorre se e somente se β = 0 e µ = 0, o que prova a primeira afirmação.

Utilizando o item i), temos demonstrada a segunda afirmação. �

Como citamos anteriormente, uma importante caracteŕıstica dos processos α-

estáveis é a possibilidade de não existir todos os momentos finitos. A proposição a

seguir apresenta esse resultado.

Proposição 2.7. Seja X ∼ Sα (σ
∗, β, µ), com 0 < α < 2. Se E (|X|r) é definido

por (2.23), então

E (|X|r) <∞, para todo 0 < r < α,

E (|X|r) = ∞, para todo r ≥ α.

Demonstração: Ver Samorodinitsky e Taqqu (1994), página 18. �
Quando 0 < α < 2, X ∼ Sα (σ

∗, β, µ) tem variância infinita. No caso em que

0 < α ≤ 1, E (|X|) = ∞, ou seja, a esperança não está definida.

Quando 1 < α ≤ 2, Samorodinitsky e Taqqu (1994) mostram que a média de

X ∼ Sα (σ
∗, β, µ) é definida pelo parâmetro de locação µ, ou seja, E (X) = µ.

2.7 Auto-Similaridade

A idéia básica de auto-similaridade é muito antiga, embora somente tenha sido

introduzida em um contexto teórico por Kolmogorov (1941). Sua relevância na Es-

tat́ıstica foi observada nos trabalhos de Mandelbrot e van Ness (1968) e Mandelbrot

e Wallis (1969).

Nessa seção consideramos T = R ou T = R+.

Definição 2.24 (Processo Auto-Similar). Um processo estocástico real {Xt}t∈T
é auto-similar com ı́ndice H > 0 (denotamos por H-ss) se para qualquer p ≥ 1,
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t1, · · · , tp ∈ T e qualquer a > 0,

(X (at1) , X (at2) , · · · , X (atp))
′ D
=
(
aHX (t1) , a

HX (t2) , · · · , aHX (tp)
)′
. (2.31)

Por abuso de notação, quando (2.31) ocorre, dizemos que

{X (at)}t∈T
D
=
{
aHX (t)

}
t∈T . (2.32)

Quando considerarmos a variável aleatória unidimencional X (t) para um t fixo,

diremos que X (at)
D
= aHX (t).

Exemplo 2.12. O movimento Browniano {Bt}t∈T , apresentado na Seção 2.4, é um

processo auto-similar com ı́ndice H = 1
2
(ver Samorodnitsky e Taqqu, 1994, página

331).

Considere {X (t)}t∈T um processo H-ss, tal que 0 ∈ T . Então, para todo a > 0,

temos que

X (0) = X (a0)
D
= aHX (0) . (2.33)

Logo, para todo processo H-ss, temos que X (0) = 0 quase certamente.

O próximo resultado apresenta uma importante relação entre os processos H-ss

e os processos estacionários.

Proposição 2.8. Se {X (t)}t≥0 é um processo H-ss, então o processo {Y (t)}t∈R
dado por

Y (t) = e−tHX
(
et
)

(2.34)

é estacionário.

Analogamente, se {Y (t)}t∈R é um processo estocástico estacionário, então o

processo {X (t)}t≥0 dado por

X (t) = tHY (ln (t)) (2.35)

é um processo H-ss.
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Demonstração: Sejam θ1, · · · , θk ∈ R. Se {X (t)}t≥0 é um processo H-ss, então,

para quaisquer t1, · · · , tk ∈ R e h > 0, temos

k∑
j=1

θjY (tj + h) =
k∑

j=1

θje
−(tj+h)HX

(
etj+h

)
=

k∑
j=1

θje
−tjHe−hHX

(
etjeh

)
D
=

k∑
j=1

θje
−tjHe−hHehHX

(
etj
)
=

k∑
j=1

θje
−tjHX

(
etj
)

=
k∑

j=1

θjY (tj) .

Logo,
k∑

j=1

θjY (tj + h)
D
=

k∑
j=1

θjY (tj) , (2.36)

ou seja, {Y (t)}t∈R é um processo estacionário.

Analogamente, temos que se {Y (t)}t∈R é um processo estacionário, então para

quaisquer t1, · · · , tk > 0 e a > 0, considerando X (t) = tHY (ln (t)), para todo

t ≥ 0, temos que

k∑
j=1

θjX (atj) =
k∑

j=1

θj (atj)
H Y (ln (atj)) =

k∑
j=1

θja
HtHj Y (ln (a) + ln (tj))

D
=

k∑
j=1

θja
Htj

HY (tj) =
k∑

j=1

θja
HX (tj) .

Portanto, {X (t)}t≥0 é um processo H-ss. �

Exemplo 2.13. Seja {Bt}t≥0 o processo movimento Browniano. Pelo exemplo

2.12 temos que {Bt}t≥0 é um processo H-ss com H = 1
2
, Gaussiano e com média

0. Logo, denotando Bt = B (t), temos que o processo {Y (t)}t∈R, onde

Y (t) = e
−t
2 B

(
et
)
, para todo t ∈ R,

é um processo Gaussiano estacionário com média zero e função de autocovariância

dada por

γB (r, s) = E [Y (r)Y (s)] = e−
1
2
(r+s)E [B (er)B (es)]

= e−
1
2
(r+s)min (er, es)

= e−
1
2
|s−r|.
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Definição 2.25. Se um processo {X (t)}t∈T possui incrementos estacionários e é

auto-similar com parâmetro H, diremos que {X (t)}t∈T é um processo H-sssi.

Um exemplo de processoH-sssi é o processo movimento Browniano, comH = 1
2
.

O corolário a seguir nos mostra a relação entre os processos que são α-estáveis

e H-sssi.

Corolário 2.2. Seja {X (t)}t∈R um processo não degenerado α-estável, 0 < α ≤ 2,

H-sssi. Então,

α < 1 ⇒ 0 < H ≤ 1

α
,

α ≥ 1 ⇒ 0 < H ≤ 1.

Demonstração: Ver Samorodnitsky e Taqqu (1994), página 316. �

2.8 Movimento Browniano Fracionário

O movimento Browniano fracionário é uma famı́lia de processos Gaussianos, in-

dexado por um parâmetro H ∈ (0, 1), chamado de parâmetro de Hurst. Foi intro-

duzido por Kolmogorov (1940) e posteriormente estudado por Mandelbrot e Van

Ness (1968). A primeira aplicação desse processo foi realizada por Hurst (1951)

para estudar a capacidade de armazenamento a longo prazo dos reservatórios ao

longo do rio Nilo. Posteriormente, Mandelbrot usou esses processos para modelar

séries temporais aplicadas à economia e, mais recentemente, Leland e Taqqu (1994)

estudaram aplicações na área de modelagem do tráfego de telecomunicações. Uma

importante caracteŕıstica do processo estocástico gerado pelo movimento Browni-

ano fracionário é, sob certas circunstâncias, a presença de longa dependência.

Definição 2.26 (Movimento Browniano Fracionário). Um movimento Browniano

fracionário com parâmetro de Hurst ou ı́ndice de similaridade 0 < H < 1 é um

processo BH =
{
BH

t

}
t∈R tal que

i)
{
BH

t

}
t∈R é um processo Gaussiano;
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ii) BH
0 = 0;

iii) a função de autocovariância é dada por

γ
BH

(r, s) =
σ2

2

(
r2H + s2H − |r − s|2H

)
, onde σ > 0. (2.37)

Uma consequência da Definição 2.26 é que BH
t ∼ N

(
0, σ2t2H

)
, para todo t ∈ R

e σ > 0. Observe que para t = 1, temos σ2 = V ar
[
BH (1)

]
. O resultado a

seguir apresenta uma forte ligação entre os processos auto-similares estacionários

de variança finita e o processo Browniano fracionário.

Lema 2.1. Seja {X (t)}t∈R um processo H-sssi de variância finita não degenerado.

Então,

i) 0 < H ≤ 1;

ii) X (0) = 0 quase sempre;

iii) a função de autocovariância é dada por

γ
X
(r, s) =

V ar (X (1))

2

(
r2H + s2H − |r − s|2H

)
; (2.38)

iv) se 0 < H < 1, então E (X (t)) = 0, para todo t ∈ R;

v) se H = 1, temos que X (t) = tX (1).

Demonstração: Ver Samorodnitsky e Taqqu (1994), página 319. �
Assim, é possivel definir o processo movimento Browniano fracionário com base

nos processos H-sssi, equivalente à Definição 2.26.

Definição 2.27. Um processo Gaussiano H-sssi, com 0 < H < 1 é chamado movi-

mento Browniano fracionário com parâmetro de Hurst ou ı́ndice de similaridade

H, e é denotado por
{
BH

t

}
t∈R.

Proposição 2.9. Seja BH =
{
BH

t

}
t∈R o processo movimento Browniano fra-

cionário. Então,
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i) os incrementos de BH são estacionários;

ii) as trajetórias de BH são não diferenciáveis quase certamente. No entanto,

são Hölder cont́ınuas quase sempre, ou seja, existe uma constante c > 0 tal

que

|BH
r −BH

s | ≤ c|r − s|H−ε, para todo ε > 0;

iii) se H ∈
(
1
2
, 1
)
, então BH apresenta longa dependência.

Demonstração: Ver Nualart (2006). �

Proposição 2.10. Seja {Zn}n≥1 o processo formado a partir dos incrementos de

um processo movimento Browniano fracionário, onde, para cada n ≥ 1, Zn =

BH
n −BH

n−1. Então,

i) Zn ∼ N (0, σ2);

ii) o processo {Zn}n≥1 é estacionário e possui função de autocovariância dada

por

γ
Z
(h) =

σ2

2

[
(h+ 1)2H + (h− 1)2H − 2h2H

]
;

iii) para H > 1
2
, o processo {Zn}n≥1 possui longa dependência.

Demonstração:

i) Da distribuição de BH
t , decorre que {Zn}n≥1 é um processo Gaussiano com

média zero e variância dada por

V ar (Zn) = E
[(
BH

n −BH
n−1

)2]
= E

[(
BH

n

)2]
+ E

[(
BH

n−1

)2]− 2E
(
BH

n )BH
n−1

)
= σ2n2H + σ2 (n− 1)2H

−2
σ2

2

(
n2H + (n− 1)2H − |n− (n− 1) |2H

)
= σ2.

Ou seja, Zn ∼ N (0, σ2), para todo n ≥ 1.
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ii) A função de autocovariância do processo {Zn}n≥1 é dada por

γ
Z
(h) = E (ZnZn+h) = E

[(
BH

n −BH
n−1

) (
BH

n+h −BH
n+h−1

)]
= E

(
BH

n B
H
n+h −BH

n B
H
n+h−1 −BH

n−1B
H
n+h

)
+E

(
BH

n−1B
H
n+h−1

)
= E

(
BH

n B
H
n+h

)
− E

(
BH

n B
H
n+h−1

)
− E

(
BH

n−1B
H
n+h

)
+E

(
BH

n−1B
H
n+h−1

)
= γ

BH
(n, n+ h)− γ

BH
(n, n+ h− 1)− γ

BH
(n− 1, n+ h)

+γ
BH

(n− 1, n+ h− 1)

=
σ2

2

(
n2H + (n+ h)2H − h2H

)
−σ

2

2

(
n2H + (n+ h− 1)2H − (h− 1)2H

)
−σ

2

2

[
(n− 1)2H + (n+ h)2H + (h+ 1)2H

]
+
σ2

2

[
(n− 1)2H + (n+ h− 1)2H − h2H

]
=

σ2

2

[
(h+ 1)2H + (h− 1)2H − 2h2H

]
.

Do item i), decorre que {Zn}n≥1 é um processo Gaussiano fracamente esta-

cionário, ou seja, {Zn}n≥1 é estacionário.

iii) Aplicando a expansão em polinômios de Taylor na função de autocovariância

do processo {Zn}n≥1, obtemos

(h+ 1)2H = h2H + 2Hh2H−1 +H (2H − 1)h2H−2 + r1 (h) ,

(h− 1)2H = h2H − 2Hh2H−1 +H (2H − 1)h2H−2 + r2 (h) ,

onde ri(h)
h

→ 0, quando h→ ∞, para i = 1, 2. Então, obtemos que

γ
Z
(h) =

σ2

2

[
(h+ 1)2H + (h− 1)2H − 2h2H

]
≈ σ2H (2H − 1)h2H−2 → 0, quando h→ ∞.
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Logo, se H > 1
2
, temos que

∞∑
h=1

γ
Z
(h) = ∞, ou seja, o processo {Zn}n≥1

possui longa dependência. �

Proposição 2.11. Seja BH =
{
BH

t

}
t∈R o processo movimento Browniano fra-

cionário. Se

i) H > 1
2
, então os incrementos de BH são positivamente correlacionados;

ii) H < 1
2
, então os incrementos de BH são negativamente correlacionados;

iii) H = 1
2
, então BH é o movimento Browniano visto na Seção 2.4.

Demonstração: Decorre da demonstração da Proposição 2.10, item iii), onde

obtemos que

γ
Z
(h) ≈ σ2H (2H − 1)h2H−2 → 0, quando h→ ∞.

�

Observação 2.4. O parâmetro H vinculado ao movimento Browniano fracionário

possui relação com o parâmetro de longa dependência d visto em (2.19). Mais

precisamente, H = 1
2
+ d.

2.9 Martingales

A noção de martingales é muito importante para compreendermos e fundamen-

tarmos a integral estocástica de Itô. Assumimos que {Ft}t≥0 é uma coleção de

σ-álgebras no mesmo espaço Ω e que Ft ⊂ F , para todo t ∈ R+, onde F é σ-

álgebra em Ω.

Definição 2.28 (Filtragem). Uma coleção {Ft}t≥0 de σ-álgebras em Ω é uma

filtragem se

Fs ⊂ Ft, para todo 0 ≤ s ≤ t.
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Definição 2.29 (Processo Adaptado a uma Filtragem). Um processo estocástico

{Xt}t≥0 é dito ser um processo adaptado a uma filtragem {Ft}t≥0 se

σ (Xt) ⊂ Ft, para todo t ≥ 0,

onde σ (X) é a σ-álgebra gerada por X.

Ou seja, se um processo {Xt}t≥0 é adaptado a uma filtragem {Ft}t≥0, isso sig-

nifica que Xt não carrega mais informações que Ft.

O processo estocástico {Xt}t≥0 é sempre adaptado à filtragem natural gerada

por si mesmo, isto é, {Xt}t≥0 é adaptado à filtragem {Ft}t≥0, onde cada Ft é dado

por

Ft = σ (Xs, s ≤ t).

Por exemplo, se {Bt}t≥0 é o processo movimento Browniano e {Ft}t≥0 a fil-

tragem natural correspondente, então todo processo estocástico da forma

Xt = f (t, Bt), para todo t ≥ 0,

é adaptado à filtragem (Ft, t ≥ 0), onde f é função de duas variáveis.

Se um processo estocástico {Xt}t≥0 é adaptado à filtragem natural Browniana

{Ft}t≥0, dizemos que {Xt}t≥0 é adaptado ao movimento Browniano. Isso significa

que {Xt}t≥0 é função de Bs, para todo s ≤ t.

Definição 2.30 (Martingale à Tempo Discreto). O processo estocástico {Xn}n∈Z+

é chamado martingale à tempo discreto com respeito à filtragem {Fn}n∈Z+
se

i) E (|Xn|) <∞, para todo n ∈ Z+ .

ii) {Xn}n∈Z+
é adaptado à {Fn}n∈Z+

.

iii) E (Xn+k|Fn) = Xn, para todo n, k ∈ Z+ , isto é, Xn é o melhor preditor de

Xn+k dado Fn.
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Na verdade, no item iii) da Definição 2.30 é suficiente requerer

E (Xn+1|Fn) = Xn.

De fato, invocando a igualdade (2.6), obtemos que

E (Xn+1|Fn) = E (E (Xn+2|Fn+1) |Fn) = E (Xn+2|Fn)

= E (E (Xn+3|Fn+2) |Fn) = E (Xn+3|Fn)

= · · · = E (Xn+k|Fn) . (2.39)

A soma de variáveis aleatórias independentes com média zero é um clássico

exemplo de martingale à tempo discreto.

Exemplo 2.14. Sejam X0 = 0 e X1, X2, · · · variáveis aleatórias independentes,

com E (|Xk|) < ∞ e E (Xk) = 0, para todo k ≥ 0. Sejam S0 = 0 e Sn =
n∑

i=1

Xi,

para n ≥ 1. Então, considerando

Fm = σ (Sr, r ≤ m) ,

temos que {Si}ni=0 é martingale à tempo discreto com respeito à filtragem {Fi}ni=0.

De fato, temos que

E (|Sn|) ≤ E (|X1|) + · · ·+ E (|Xn|) <∞,

o que prova o item i). Ainda,

E (Sn+1|Fn) = E (Sn +Xn+1|Fn) = E (Sn|Fn) + E (Xn+1|Fn)

= Sn + E (Xn+1)

= Sn

onde a terceira igualdade vale pela independência das variáveis Xi, para todo i ∈

Z+ .

Podemos facilmente estender a idéia de martingale à tempo cont́ınuo.
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Definição 2.31 (Martingale à Tempo Cont́ınuo). Um processo X = {Xt}t≥0 é

chamado martingale à tempo cont́ınuo com respeito à filtragem {Ft}t≥0, e denotado

por (X, (Ft)), se

i) E (|Xt|) <∞, para todo t ≥ 0.

ii) X é adaptado a {Ft}t≥0.

iii) E (Xt|Fs) = Xs, para todo 0 ≤ s < t, isto é, Xs é o melhor preditor de Xt

dado Fs.

Uma importante propriedade é que todo martingale tem esperança constante.

De fato, usando o item iii) da Definição 2.31, temos que E (Xt|Fs) = Xs, para

s < t, e pela igualdade (2.5), obtemos

E (Xs) = E (E (Xt|Fs)) = E (Xt) , para todo s e t. (2.40)

Um clássico exemplo de martingale é o movimento Browniano.

Exemplo 2.15. Seja B = {Bt}t≥0 o processo movimento Browniano dado na

Definição 2.20. Seja

Ft = σ (B) = σ (Bs, s ≤ t).

Essa é a menor σ-álgebra contendo as informações essenciais sobre a estrutura

de B em [0, t]. Queremos calcular E (Bt|Fs) = E (Bt|Bk, k ≤ s), para s ≤ t, isto é,

E (Bt|Fs) = E ((Bt −Bs) +Bs|Fs) = E (Bt −Bs|Fs) + E (Bs|Fs) . (2.41)

Como o movimento Browniano possui incrementos independentes, então temos

que (Bt −Bs) é independente de (Bs −B0) = Bs. Logo, Fs não acrescenta ne-

nhuma informação em (Bt −Bs), o que implica que (Bt −Bs) é independente de

Fs. Logo, E (Bt −Bs|Fs) = E (Bs −Bs) = 0. Assim, a expressão (2.41) pode ser

reescrita como
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E (Bt|Fs) = E (Bs|Fs) = Bs.

Como E (Bt) = 0, para todo t ≥ 0, então, de fato, o movimento Browniano é

uma martingale à tempo cont́ınuo.

2.10 Integral de Riemann-Stieltjes

A partir desta seção, sempre que falarmos em uma partição τn = {s0, s1, s2, · · · , sn}

de um intervalo real finito [a, b], estamos convencionando que a = s0 < s1 < s2 <

· · · < sn = b.

Seja τn = {s0, s1, s2, · · · , sn} uma partição de tamanho n do intervalo [0, t] e

seja πn = {y1, y2, · · · , yn} uma partição intermediária de τn tal que

πn : si−1 ≤ yi ≤ si, para i = 1, · · · , n.

Dadas f e g duas funções reais definidas em [0, t], definimos a soma de Riemann-

Stieltjes correspondente a τn e πn como sendo

Sn := Sn(τn, πn) =
n∑

i=1

f (yi) [g (si)− g (si−1)]. (2.42)

Se existe o limite

S = lim
n→∞

Sn = lim
n→∞

n∑
i=1

f (yi) [g (si)− g (si−1)],

quando sup
0≤j≤n

|sj − sj−1| → 0, e S é independente da escolha da partição τn e da

sua partição intermediária πn, então S é chamada de integral de Riemann-Stieltjes

de f com respeito a g em [0, t]. Escrevemos

S =

∫ t

0

f (s) dg (s) . (2.43)

Nos interessa saber agora quais são as condições suficientes para a existência da

integral de Riemann-Stieltjes. Primeiramente, estendemos a definição de função de

variação limitada.
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Definição 2.32 (Função de p-Variação Limitada). Uma função real f : [0, t] → R

tem variação p-limitada para algum p > 0 se

sup
τ

n∑
i=1

|f (xi)− f (xi−1) |p <∞,

onde o supremo é tomado sobre todas as partições τ de [0, t].

Observação 2.5. Note que no caso especial em que p = 1, f é dita ser de variação

limitada.

Em geral, na literatura é apresentado que a condição suficiente para a existên-

cia da integral de Riemann-Stieltjes (2.43) é que f e g não tenham pontos de

descontinuidade em comum no intervalo [0, t], f seja cont́ınua e g seja de variação

limitada.

Observação 2.6. A variação limitada de g não é um critério necessário para a

existência da integral de Riemann-Stieltjes (2.43).

No entanto, nesse trabalho, estamos interessados no caso em que g (x) = Bx,

isto é, que o integrador seja um movimento Browniano. A proposição a seguir

mostra que o movimento Browniano não é um processo de variação limitada.

Proposição 2.12. Seja {Bt}t≥0 um processo movimento Browniano. Então,

sup
τ

n∑
i=1

|Bsi −Bsi−1
| = ∞,

onde o supremo é tomado sobre todas as partições τ de [0, t].

Demonstração: Ver Mikosch (1998), página 189. �
Logo, precisamos de uma condição mais forte para justificar a existência da

integral de Riemann-Stieltjes para o caso em que g é um movimento Browniano.

Nesse caso, Dudley e Norvaisa (1998) nos apresentam um critério mais abrangente

para averiguar a existência da integral de Riemann-Stieltjes.

Proposição 2.13. A integral de Riemann-Stieltjes, dada em (2.43), existe se as

seguintes condições estão satisfeitas
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i) As funções f e g não têm descontinuidade no mesmo ponto x ∈ [0, t];

ii) A função f tem variação p-limitada e a função g tem variação q-limitada,

para algum p > 0 e q > 0, tais que p−1 + q−1 > 1.

Demonstração: Ver Dudley e Norvaisa (1998), página 136. �
A partir dessa nova condição suficiente, conseguimos provar a existência da

integral de Riemann-Stieltjes para diversos casos quando temos um movimento

Browniano como integrador.

Proposição 2.14. Seja f uma função determińıstica e diferenciável, com derivada

limitada em [0, t]. Então, existe a integral de Riemann-Stieltjes

I (t) =

∫ t

0

f(s) dBs (ω) , (2.44)

para toda trajetória amostral Browniana Bt(ω).

Demonstração: É conhecido que trajetórias aleatórias do movimento Browniano

tem variação p-limitada em qualquer intervalo finito, desde que p > 2, e ilimitada

para p ≤ 2 (ver Taylor, 1972).

Então, pelas condições de existência da integral de Riemann-Stieltjes, dada f(·)

uma função determińıstica em [0, t], podemos definir a integral I (t) desde que f

seja de q-variação limitada, para q < 2, ou seja, basta que f seja de variação

limitada (q = 1).

Suponhamos que f seja função diferenciável, com derivada limitada em [0, t].

Logo, pelo teorema do valor médio, existe uma constante K > 0 tal que

|f(s)− f(r)| ≤ K(s− r), para todo r, s ∈ R, r < s.

Então,

sup
τ

n∑
i=1

|f (xi)− f (xi−1) | ≤ K
n∑

i=1

(xi − xi−1) = K (xn − x0) = Kt <∞,

já que x0 = 0 e xn = t, provando que f é de variação limitada. Portanto, a integral

I (·) dada por (2.44) existe. �
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2.11 Integral de Itô

As Proposições 2.13 e 2.14 sugerem que podemos definir a integral de Riemann-

Stieltjes I (·) para diversas funções f . No entanto, há casos em que não é posśıvel o

cálculo da integral de Riemann-Stieltjes. A seguir apresentamos um exemplo clás-

sico, quando o integrando e o integrador são um processo movimento Browniano.

Exemplo 2.16. Denote B = {Bt}t≥0 um processo movimento Browniano. Dese-

jamos calcular

I (t) =

∫ t

0

Bs (ω) dBs (ω) . (2.45)

Consideramos τn = {t0, t1, t2, · · · , tn} uma partição de tamanho n do intervalo

[0, t], e seja πn = {y1, y2, · · · , yn} uma partição intermediária de τn tal que

πn : ti−1 ≤ yi ≤ ti, para i = 1, · · · , n.

Como podemos selecionar qualquer partição intermediária, consideramos yi = ti

para i = 1, · · · , n, ou seja, tomamos os pontos à direita da partição. Logo, πn =

{t1, t2, · · · , tn}. Obtemos a soma de Riemann-Stieltjes correspondente, dada por

Sn := Sn(τn, πn) =
n∑

i=1

Bti

(
Bti −Bti−1

)
.

Suponha que existe o limite

S = lim
n→∞

Sn = lim
n→∞

n∑
i=1

Bti

(
Bti −Bti−1

)
,

quando sup
0≤i≤n

|ti − ti−1| → 0. Dizemos que S = S (τn, πn) é a integral de Riemann-

Stieltjes de I (·) quando o valor de S independe da escolha da partição τn e sua

partição intermediária πn.

Aplicando as propriedades da esperança de uma variável aleatória, as pro-

priedades do movimento Browniano e o Teorema 2.2 (Convergência de Lebesgue),
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obtemos que

E (S) = E

[
lim
n→∞

n∑
i=1

Bti

(
Bti −Bti−1

)]
= lim

n→∞
E

[
n∑

i=1

Bti

(
Bti −Bti−1

)]

= lim
n→∞

n∑
i=1

E
[
Bti

(
Bti −Bti−1

)]
= lim

n→∞

n∑
i=1

[
E
(
B2

ti

)
− E

(
BtiBti−1

)]
= lim

n→∞

n∑
i=1

[V ar (Bti)− γB (ti, ti−1)] = lim
n→∞

n∑
i=1

(ti − ti−1)

= lim
n→∞

(tn − t0) = t.

Considerando a mesma partição τn = {t0, t1, · · · , tn} adotada anteriormente,

definimos uma partição intermediária πn = {t0, · · · , tn−1}, ou seja, tomamos os

pontos à esquerda de cada intervalo [ti−1, ti], para i = 1, · · · , n.

Suponha que existe o limite

S = lim
n→∞

Sn = lim
n→∞

n∑
i=1

Bti−1

(
Bti −Bti−1

)
.

Aplicando as propriedades da esperança de uma variável aleatória, as pro-

priedades do movimento Browniano e o Teorema 2.2 (Convergência de Lebesgue),

obtemos que

E
(
S
)

= E

[
lim
n→∞

n∑
i=1

Bti−1

(
Bti −Bti−1

)]
= lim

n→∞
E

[
n∑

i=1

Bti−1

(
Bti −Bti−1

)]

= lim
n→∞

n∑
i=1

E
[
Bti−1

(
Bti −Bti−1

)]
= lim

n→∞

n∑
i=1

E
[(
Bti−1

−B0

) (
Bti −Bti−1

)]
= lim

n→∞

n∑
i=1

E
(
Bti−1

−B0

)
E
(
Bti −Bti−1

)
= 0.

Logo, temos que S ̸= S, ou seja, o valor de S depende da partição intermediária

escolhida. Portanto, I (·) não pode ser calculada pela integral de Riemann-Stieltjes.
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Este exemplo nos mostra a necessidade de introduzirmos um novo método de

integração, que contemple um número maior de casos. Há uma grande variedade

de integrais estocásticas que solucionam esse tipo de questão. Apresentamos, neste

trabalho, as integrais de Itô.

Vamos definir a integral de Itô inicialmente para um tipo de processo chamado

processo simples. No Lema 2.2, mostramos que dada uma função que cumpra

certas condições, existe uma sequência de processos simples que converge em média

quadrática para ela. Assim, definimos a integral de Itô para essa função como o

limite das integrais dessa sequência.

2.11.1 Integral de Itô para Processos Simples

Seja B = {Bt}t≥0 o processo movimento Browniano. Seja

Ft = σ (Bs, s ≤ t), t ≥ 0,

a filtragem natural correspondente. Todos os processos a partir daqui serão con-

siderados no intervalo [0, T ].

Definição 2.33 (Processo Simples). O processo C = {Ct}t∈[0,T ] é dito simples

se existe uma partição τn = {s0, s1, · · · , sn} de [0, T ] e uma sequência {Zi}ni=1 de

variáveis aleatórias tais que, para cada t ∈ [0, T ], o processo é dado por

Ct =

Zn, se t = T

Zi, se si−1 ≤ t < si, i = 1, 2, · · · , n.

A sequência {Zi}ni=1 é adaptada à {Ft}t∈[0,T ], isto é, Zi é função do movimento

Browniano até ti−1, e satisfaz E (Z2
i ) <∞.

Exemplo 2.17. Considere a função determińıstica

fn (t) =



n− 1

n
, se t = T

i− 1

n
, se

i− 1

n
≤ t <

i

n
, para todo i = 1, · · · , n.
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Observe que f (·) é uma função escada. Logo, C = {fn (t)}t∈[0,T ] é um processo

simples.

Exemplo 2.18. A partir do processo movimento Browniano B = {Bt}t∈[0,T ], defi-

nimos o processo

Ct =

Btn−1 , se t = T,

Bti−1
, se ti−1 ≤ t ≤ ti, para todo i = 1, . . . , n,

para uma partição τn de [0, T ]. Este é um processo simples. De fato, suas trajetórias

são constantes por partes, e Ct é uma função do movimento Browniano até o tempo

t.

Definição 2.34 (Integral de Itô para um Processo Simples). A integral de Itô para

um processo simples C em [0, t], tk−1 ≤ t ≤ tk é dada por

It (C) ≡
∫ t

0

Cs dBs :=
k−1∑
i=1

Zi∇i (B) + Zk

(
Bt −Btk−1

)
, (2.46)

onde ∇i (B) := Bti −Bti−1
, para i = 1, · · · , k − 1.

Portanto, o valor da integral (2.46) nada mais é do que a soma de Riemann-

Stieltjes do processo C, calculada nos pontos à esquerda dos intervalos da partição

[ti−1, ti], com respeito ao movimento Browniano.

Proposição 2.15. O processo estocástico {It (C)}t∈[0,T ] dado em (2.46) é um mar-

tingale com respeito à filtragem natural Browniana {Ft}t∈[0,T ].

Demonstração: Basta provar os três itens da Definição 2.31. Temos que, pela

expressão (2.46),

E (It (C)) = E
(∫ t

0

Cs dBs

)
= E

(
k−1∑
i=1

Zi∇i (B) + Zk

(
Bt −Btk−1

))
.

Como Zi e ∇i (B) são independentes, temos que

E (It (C)) =
k−1∑
i=1

E (Zi∇i (B)) + E
[
Zk

(
Bt −Btk−1

)]
= 0,
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pois os incrementos do movimento Browniano tem esperança zero. Logo, o item i)

da Definição 2.31 está satisfeito.

Agora, notamos que, para s, t ∈ [tk−1, tk], s < t, temos

It (C) =

∫ t

0

Cs dBs =
k−1∑
i=1

Zi∇i (B) + Zk

(
Bt −Btk−1

)
= Ik−1 (C) + Zk

(
Bt +Bs −Bs −Btk−1

)
= Ik−1 (C) + Zk

(
Bs −Btk−1

)
+ Zk (Bt −Bs) = Is (C) + Zk (Bt −Bs) ,

onde Bt −Bs é independente de Fs e Is (C) e Zk são funções do movimento Brow-

niano até o tempo s. Então,

E (It (C) |Fs) = E [Is (C) + Zk (Bt −Bs)| Fs] = E [Is (C) + Zk (Bt −Bs)]

= Is (C) + Zk E (Bt −Bs) = Is (C) ,

e o item iii) da Definição 2.31 está satisfeito.

Já o item ii) vem do fato que, até o tempo t, as variáveis aleatórias {Zi}ki=1,

{∇i (B)}ki=1, e Bt − Btk−1
em (2.46) são todas funções do movimento Browniano

até o tempo t. �
Da demonstração da Proposição 2.15, extráımos um resultado que nos será de

grande importância posteriormente.

Corolário 2.3. A integral estocástica It (·) de Itô, definida em (2.46), tem espe-

rança zero.

A seguir, apresentamos algumas propriedades básicas da integral estocástica de

Itô para processos simples.

Teorema 2.3. Sejam c1 e c2 constantes reais e C(1) e C(2) processos simples em

[0,T]. Então, valem as seguintes propriedades.

i) A integral estocástica de Itô é linear, isto é,∫ t

0

[
c1C

(1)
s + c2C

(2)
s

]
dBs = c1

∫ t

0

C(1)
s dBs + c2

∫ t

0

C(2)
s dBs.
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ii) A integral estocástica de Itô é linear em intervalos adjacentes, isto é,∫ T

0

Cs dBs =

∫ t

0

Cs dBs +

∫ T

t

Cs dBs.

iii) A integral estocástica de Itô para processos simples satisfaz a propriedade da

isometria

E
(∫ t

0

Cs dBs

)2

=

∫ t

0

E
(
Cs

2
)
ds, para todo t ∈ [0, T ]. (2.47)

iv) O processo It (C) é cont́ınuo.

Demonstração: Ver Mikosch (1998), página 106. �

2.11.2 Caso Geral da Integral de Itô

Na seção anterior, introduzimos a integral estocástica de Itô para processos simples,

isto é, para processos cujas trajetórias são funções escada. No que segue, seja

C = {Ct}t∈[0,T ] o processo integrador.

Suposição 2.1. Vamos supor que as seguintes condições sobre C estão satisfeitas:

H1. C é adaptado ao movimento Browniano em [0, T ], isto é, Ct é função de Bs,

para todo s, t, com s ≤ t;

H2. A integral

∫ T

0

E
(
C2

s

)
ds é finita.

Observe que as condições acima são trivialmente satisfeitas pelos processos sim-

ples. Outra classe de integrandos admisśıveis consiste na das funções determińıs-

ticas c (·) em [0, T ] tais que

∫ T

0

c2 (t) dt < ∞. Isso inclui as funções cont́ınuas em

[0, T ].

O Lema 2.2 a seguir nos garante que os processos simples
{
C(n)

}
n∈N convergem,

em média quadrática, para C. Como C(n) são processos simples, para cada n ∈ N,

então podemos calcular a integral estocástica It
(
C(n)

)
de Itô, dada em (2.46), para

todo n ∈ N e todo t ∈ [0, T ]. Mais ainda, a expressão (2.48) nos garante que{
C(n)

}
n∈N é uma sequência de Cauchy em L2.
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Lema 2.2. Se C = {Ct}t∈[0,T ] é um processo satisfazendo as condições H1 e H2 da

Suposição 2.1, então existe uma sequência
{
C(n)

}
n∈N de processos simples tal que∫ T

0

E
[
Cs − C(n)

s

]2
ds→ 0. (2.48)

Demonstração: Ver Kloeden e Platen (1992), lema 3.2.1. �
O Lema 2.5 apresenta uma cota superior para

E
(

sup
0≤t≤T

[
It
(
C(n+k)

)
− It

(
C(n)

)]2)
,

que será útil na aplicação da desigualdade de Chebyshev a seguir.

Lema 2.3 (Desigualdade de Chebyshev). Seja X uma variável aleatória e c uma

constante real tal que E
[
(X − c)2

]
é finito. Então,

P [|X − c| ≥ ε] ≤ E (X − c)2

ε2
, para todo ε > 0. (2.49)

Demonstração: Ver Billingsley (1995), página 80. �

Lema 2.4 (Lema de Borel-Cantelli). Sejam A1, A2, · · · eventos aleatórios definidos

em (Ω,F ,P).

i) Se
∞∑
n=1

P (An) converge, então P
(
lim sup

n
An

)
= 0.

ii) Se A1, A2, · · · são eventos aleatórios independentes e
∞∑
n=1

P (An) diverge, en-

tão P
(
lim sup

n
An

)
= 1.

Demonstração: Ver Billingsley (1995), página 59. �

Lema 2.5. Seja C = {Ct}t∈[0,T ] um processo satisfazendo as condições H1 e H2 da

Suposição 2.1. Seja
{
C(n)

}
n∈N uma sequência de processos simples tal que valha a

expressão (2.48). Então, para todo k, n ∈ N, temos que

E
(

sup
0≤t≤T

[
It
(
C(n+k)

)
− It

(
C(n)

)]2) ≤ 4E
(∫ T

0

[
C

(n+k)
t − C

(n)
t

]2
dt

)
. (2.50)
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Demonstração: Denotamos I (·) como sendo o processo {It (·)}t∈[0,T ]. Então,

como I
(
C(n+k)

)
e I
(
C(n)

)
são martingales com respeito ao movimento Browniano.

Assim, I
(
C(n+k)

)
− I

(
C(n)

)
= I

(
C(n+k) − C(n)

)
é uma martingale com respeito a

{Ft}t≥0, que é a filtragem natural do processo movimento Browniano. Para uma

martingale (M, (Ft)) em [0, T ], a inequação de Doob (ver Dellacherie e Meyer, 1982)

nos diz que

E
(

sup
0≤t≤T

M2
t

)
≤ 4E (M2

T ).

Em particular,

E
(

sup
0≤t≤T

[
It
(
C(n+k) − C(n)

)]2) ≤ 4E[IT
(
C(n+k) − C(n)

)
]2. (2.51)

Pela propriedade da isometria dos martingales, aplicado ao processo simples

IT
(
C(n+k) − C(n)

)
, temos que

E[IT
(
C(n+k) − C(n)

)
]2 = E

(∫ T

0

[
C

(n+k)
t − C

(n)
t

]2
dt

)
. (2.52)

De (2.51) e (2.52), segue o resultado desejado. �
Como

{
C(n)

}
n∈N é uma sequência de Cauchy, isso implica que, em particular, o

lado direito da desigualdade (2.50) converge a zero. Logo, podemos encontrar uma

subsequência (kn)n∈N dos naturais tal que

E
(

sup
0≤t≤T

[
It
(
C(kn+1) − C(kn)

)]2) ≤ 1

2n
. (2.53)

A desigualdade (2.53), em conjunto com a desigualdade de Chebyshev, implica

que, para qualquer ε > 0,

∞∑
n=1

P
(

sup
0≤t≤T

|It
(
C(kn+1)

)
− It

(
C(kn)

)
| > ε

)
≤ 1

ε2

∞∑
n=1

E
(

sup
0≤t≤T

[
It
(
C(kn+1)

)
− It

(
C(kn)

)]2)
<

1

ε2

∞∑
n=1

1

2n
<

1

ε2
<∞.

46



Logo, pelo Lema de Borel-Cantelli, temos que o processo
{
I
(
C(kn)

)}
n∈N con-

verge no sentido L2 uniformemente em [0, T ] para um processo estocástico I (C)

com probabilidade 1. Se tomarmos k → ∞ em (2.50), temos que It
(
Cn+k

)
→ It (C)

e que Cn+k
t → Ct. Logo, conclúımos que

E
(

sup
0≤t≤T

[
It (C)− It

(
C(n)

)]2) ≤ 4E
(∫ T

0

[
Ct − C

(n)
t

]2
dt

)
. (2.54)

Pelo Lema 2.2, o lado direito da desigualdade (2.54) converge a zero quando

n → ∞. Então, temos que o limite I (C) não depende de uma escolha particular

de uma subsequência de
{
C(n)

}
n∈N.

Definição 2.35 (Integral Estocástica de Itô). Seja C = {Ct}t∈[0,T ] um processo

satisfazendo as condições H1 e H2 da Suposição 2.1. O processo limite I (C) =

{It (C)}t∈[0,T ] = lim
n→∞

I
(
C(n)

)
é chamado integral estocástica de Itô de C, e é deno-

tado por

It (C) =

∫ t

0

Cs dBs, para cada t ∈ [0, T ] .

Assim como no caso em que o integrando é uma função simples, no caso geral

também temos que a integral estocástica de Itô é um martingale. Isto será mostrado

na proposição a seguir.

Proposição 2.16. O par (I (C) , (Ft)) constitui um martingale.

Demonstração: Sabemos, pela Proposição 2.15, que
(
I
(
C(n)

)
, (Ft)

)
constitui

um martingale, para todo n ∈ N. Então, vale que

E
(
It
(
C(n)

)
|Fs

)
= Is

(
C(n)

)
, para s < t.

Assim, passando se necessário para uma subsequência (kn)n∈N tal que It
(
C(kn)

)
converge uniformemente para It (C), com probabilidade 1, obtemos

lim
n→∞

E
(
It
(
C(kn)

)
|Fs

)
= lim

n→∞

[
I
(
C(kn)

)]
= Is (C) .
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Mas, pelo Teorema 2.2 (Convergência de Lebesgue), temos

lim
n→∞

E
(
It
(
C(kn)

)
|Fs

)
= E

(
lim
n→∞

(
It
(
C(kn)

)
|Fs

))
= E (It (C) |Fs)

Logo,

E (It (C) |Fs) = Is (C) .

Portanto, (I (C) , (Ft)) é um martingale. �
Uma importante caracteŕıstica da integral estocástica dada na Definição 2.35 é

que ela herda diversas propriedades da integral de Itô para processos simples.

Proposição 2.17. Seja I (C) a integral estocástica de Itô dada na Definição 2.35.

Então, valem as seguintes propriedades

i) O processo estocástico {It (C)}t∈[0,T ] tem esperança zero, para todo t ∈ [0, T ];

ii) A integral estocástica de Itô é linear, isto é,∫ t

0

[
c1C

(1)
s + c2C

(2)
s

]
dBs = c1

∫ t

0

C(1)
s dBs + c2

∫ t

0

C(2)
s dBs;

iii) A integral estocástica de Itô é linear em intervalos adjacentes, isto é,∫ T

0

Cs dBs =

∫ t

0

Cs dBs +

∫ T

t

Cs dBs;

iv) A integral estocástica de Itô satisfaz a propriedade da isometria,isto é,

E
(∫ t

0

Cs dBs

)2

=

∫ t

0

E
(
Cs

2
)
ds, para todo t ∈ [0, T ] ; (2.55)

v) O processo {It (C)}t∈[0,T ] é cont́ınuo.

Demonstração: Ver Mikosch (1998), página 192. �
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2.11.3 Lema de Itô

Na última seção vimos que a integral It (C) está bem definida, mas, com excessão

dos casos em que Cs é um processo simples, calcular essa integral pode ser uma

tarefa um tanto árdua sem ferramentas adicionais. Nessa seção, apresentamos uma

ferramenta que será bastante útil nessa tarefa, a saber, o Lema de Itô.

Vamos iniciar relembrando a regra da cadeia para funções determińısticas na

forma integral.

Proposição 2.18. Sejam f e g duas funções reais diferenciáveis. Então,

f (g (t))− f (g (0)) =

∫ t

0

f
′
(g (s)) g

′
(s) ds =

∫ t

0

f
′
(g (s)) dg (s) ,

onde f
′
e g

′
são as derivadas de f e g, respectivamente.

Demonstração: Ver Lima (2004). �
A validade dessa proposição segue basicamente do fato que, sob certas condições,

podemos escrever f (g (t)) na expansão de Taylor através de

f (g (t)− dg (t))− f (g (s)) = f
′
(g (s)) dg (t)

+
1

2
f

′′
(g (s)) [dg (t)] + · · · , (2.56)

onde dg (t) = g (t+ dt)− g (t).

Ainda sob condições apropriadas, o termo de segunda ordem e os de ordem

superior na expansão (2.56) são despreźıveis, para um dt suficientemente pequeno.

Agora, vamos assumir que f é função duas vezes diferenciável, e consideramos

g (t) = Bt, onde B = {Bt}t≥0 denota o processo movimento Browniano. Escreve-

mos dBt = Bt+dt−Bt para os incrementos de B em [t, t+ dt]. Então, reescrevemos

a expressão (2.56) como

f (Bt + dBt)− f (Bt) = f
′
(Bt) dBt +

1

2
f

′′
(Bt) [dBt]

2 + · · · . (2.57)

Diferentemente do caso determińıstico, a contribuição do termo de segunda ordem

não é despreźıvel (ver Mikosch, 1998).
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Integrando ambos os lados de (2.57) e desprezando os termos de ordem 3 ou

maiores, obtemos, para s < t,∫ t

s

df (Bx) := f (Bt)− f (Bs)

=

∫ t

s

f
′
(Bx) dBx +

1

2

∫ t

s

f
′′
(Bx) dx. (2.58)

A primeira integral de (2.58) é a integral de Itô de f
′
(B), e a segunda integral

pode ser interpretada como a equação de Riemann de f
′′
(B).

Teorema 2.4 (Forma Simples do Lema de Itô). Seja f função duas vezes diferen-

ciável, com derivadas cont́ınuas. Então, a forma simples do Lema de Itô é dada

por

f (Bt)− f (Bs) =

∫ t

s

f
′
(Bx) dBx +

1

2

∫ t

s

f
′′
(Bx) dx, para todo s < t. (2.59)

Demonstração: Ver Protter (1992), página 78. �
A seguir, damos um exemplo da aplicação da forma simples do lema de Itô.

Exemplo 2.19. Seja f : R → R a função dada por f (t) = t2. Então, f
′
(t) = 2t e

f
′′
(t) = 2. Pelo Teorema 2.4, o lema de Itô resulta em

B2
t −B2

s =

∫ t

s

2Bx dBx +
1

2

∫ t

s

2 dx

= 2

∫ t

s

Bx dBx +

∫ t

s

dx, para todo s < t. (2.60)

Fazendo s = 0, a primeira integral do lado direito da expressão (2.60) pode ser

escrita por ∫ t

0

Bx dBx =
1

2

[(
B2

x − x
)]t

0
=

1

2

(
B2

t − t
)
.

De maneira análoga, podemos estender o Lema de Itô de diveras maneiras. As

demonstrações de tais extensões podem ser encontradas em Protter (1992).
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Teorema 2.5 (Extensão I do Lema de Itô). Seja f (t, x) função cujas derivadas

parciais de segunda ordem são cont́ınuas. Então, para todo s < t,

f (t, Bt)− f (s,Bs) =

∫ t

s

[
f1 (x,Bx) +

1

2
f22 (x,Bx)

]
dx

+

∫ t

s

f2 (x,Bx) dBx, (2.61)

onde

f
i
(t, x) =

[
∂

∂xi
f (x1, x2)

]
(x1,x2)=(t,x)

, i = 1, 2,

f22 (t, x) =

[
∂2

(∂x2)
2f (x1, x2)

]
(x1,x2)=(t,x)

,

são as derivadas parcias de f .

Apresentamos a seguir uma versão mais geral do Lema de Itô. Para isso, consi-

deramos a seguinte definição.

Definição 2.36 (Processo de Itô). Se Xt é dado por

Xt = X0 +

∫ t

0

A(1)
s ds+

∫ t

0

A(2)
s dBs, (2.62)

onde A(1) =
(
A

(1)
t , t ≥ 0

)
e A(2) =

(
A

(1)
t , t ≥ 0

)
são processos adaptados ao movi-

mento Browniano, então dizemos que X = (Xt, t ≥ 0) é um processo de Itô.

Então, utilizando argumentos similares àqueles para justificar o Lema de Itô

(ver Teorema 2.4), obtemos uma nova extensão do Teorema 2.5.

Teorema 2.6 (Extensão II do Lema de Itô). Seja X = (Xt, t ≥ 0) um processo de

Itô com representação dada pela expressão (2.62) e seja f (t, x) uma função cujas

derivadas parciais de segunda ordem são cont́ınuas. Então, para todo s < t,

f (t,Xt)− f (s,Xs) =

∫ t

s

[
f1 (y,Xy) + A(1)

y f2 (y,Xy) +
1

2

[
A(2)

y

]2
f22 (y,Xy)

]
dy

+

∫ t

s

A(2)
y f2 (y,By) dBy, (2.63)
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onde A
(1)
y e A

(2)
y estão definidos na expressão (2.62) e

f
i
(t, x) =

[
∂

∂xi
f (x1, x2)

]
(x1,x2)=(t,x)

, i = 1, 2,

f22 (t, x) =

[
∂2

(∂x2)
2f (x1, x2)

]
(x1,x2)=(t,x)

,

são as derivadas parcias de f .

Com o Lema de Itô, e suas respectivas extensões, possúımos ferramentas sufi-

cientes para o estudo da solução da equação de Langevin, a ser visto no Caṕıtulo

3.1.
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Caṕıtulo 3

Equação de Langevin

Para complementar e generalizar os resultados sobre o movimento Browniano

e a dinâmica do movimento irregular e impreviśıvel de uma part́ıcula imersa em

um meio ĺıquido obtidos por Albert Einstein, o f́ısico francês Paul Langevin iniciou

uma série de estudos a respeito.

Paul Langevin iniciou escrevendo a equação do movimento da part́ıcula Brow-

niana de acordo com a segunda lei de Newton, assumindo que a sua trajetória é

influenciada por duas forças: uma força de atrito, regida por um coeficiente λ, e

uma força de flutuação ηt, que é devido ao impacto das moléculas do ĺıquido com

a part́ıcula. Langevin assume ainda que a força de atrito segue a lei de Stokes, que

afirma que a força de atrito desacelerando uma part́ıcula esférica é proporcional

ao coeficiente de viscosidade do fluido. Assume ainda que ηt é independente da

velocidade Xt, e que a variação de ηt é extremamente rápida quando comparada

com a variação de Xt. Dessa forma, é obtida a equação de Langevin apresentada

em (3.1) a seguir.

Uma variação da equação de Langevin clássica é a equação de Langevin clássica

fracionária, que apresenta um rúıdo movimento Browniano fracionário. Nesse caso,

o processo estocástico gerado a partir da solução da equação de Langevin clássica
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fracionária não possui mais uma função de covariância com decaimento exponencial,

mas sim um decaimento mais lento, que permite a aplicação da teoria de séries

temporais com caracteŕıstica de longa dependência.

Em 1965 com Hazime Mori e em 1966 com Ryogo Kubo, surge uma generaliza-

ção do modelo proposto por Langevin, a chamada equação de Langevin generali-

zada.

3.1 Equação de Langevin Clássica e sua Solução

Consideramos o processo estocástico {Xt}t∈[0,T ] dado pela equação diferencial es-

tocástica linear dXt = −λXtdt+ σdBt

X(0) = X0,

(3.1)

onde λ e σ são constantes positivas, {Bt}t∈[0,T ] é o movimento Browniano e X0 é

independente de Bt, para todo t ∈ [0, T ].

Podemos reescrever a equação diferencial (3.1) na forma

Xt = X0 − λ

∫ t

0

Xs ds+ σ

∫ t

0

dBs. (3.2)

Observe que (3.2) é um processo de Itô. Assim, realizamos a mudança de

variável

Yt = eλtXt, para todo t ∈ [0, T ]. (3.3)

Os processos {Xt}t∈[0,T ] e {Yt}t∈[0,T ] têm a mesma condição inicial X0 = Y0.

Assim, aplicando o Teorema 2.6, visto na Subseção 2.11.3, com f(t, x) = eλtx,

A
(1)
s = −λXs e A

(2)
s = σ, notamos que

f1(s,Xs) = λf(s,Xs), f2(s,Xs) = eλs, f22 = 0.
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Assim, substituindo na expressão (2.63), obtemos

Yt − Y0 =

∫ t

0

[
f1(s,Xs)− λXsf2(s,Xs) +

1

2
σ2f22(s,Xs)

]
ds+

∫ t

0

σf2(s,Xs) dBs

=

∫ t

0

(
λeλsXs − λeλsXs

)
ds+

∫ t

0

σeλs dBs

=

∫ t

0

(λYs − λYs) ds+

∫ t

0

σeλs dBs

=

∫ t

0

σeλs dBs. (3.4)

Logo, da igualdade (3.4), temos

Yt = Y0 +

∫ t

0

σeλs dBs.

Pela expressão (3.3) e do fato que X0 = Y0, obtemos a solução da equação (3.1)

dada por

Xt = X0e
−λt + σe−λt

∫ t

0

eλs dBs. (3.5)

Definição 3.1 (Processo de Ornstein-Uhlenbeck). O processo {Xt}t∈[0,T ], dado

pela expressão (3.5), solução da equação diferencial (3.1), para uma condição inicial

X0, é chamado processo de Ornstein-Uhlenbeck (ou processo O-U).

A seguir apresentamos algumas propriedades do processo {Xt}t∈[0,T ], dado pela

expressão (3.5). Apresentamos também sua forma recursiva, que será essencial para

obtermos uma forma discreta desse processo.

Proposição 3.1. Seja {Xt}t∈[0,T ] o processo O-U dado na expressão (3.5). Então,

i) a esperança do processo é dada por

E (Xt) = e−λt E(X0), para todo t ∈ [0, T ];

ii) a variância do processo é dada por

V ar (Xt) = e−2λt

[
V ar(X0)−

σ2

2λ

]
+
σ2

2λ
, para todo t ∈ [0, T ];

55



iii) a forma recursiva da equação (3.5) é dada por

Xt+h = e−λh

(
Xt + σe−λt

∫ t+h

t

eλs dBs

)
, para h ∈ R tal que h > 0; (3.6)

iv) se X0 ∼ N
(
0, σ

2

2λ

)
, então Xt ∼ N

(
0, σ

2

2λ

)
;

v) se X0 ∼ N
(
0, σ

2

2λ

)
, o processo é estacionário e tem função de autocovariância

dada por

γ
X
(h) = e−λ|h|

[
e−2λt

(
V ar (X0)−

σ2

2λ

)
+
σ2

2λ

]
=

σ2e−λ|h|

2λ
, para todo h ∈ [0, T ] ; (3.7)

vi) a função de autocorrelação do processo é dada por

ρ
X
(h) = Corr (Xt+h, Xt) = e−λ|h|, para todo t, t+ h ∈ [0, T ] ; (3.8)

vii) a função de densidade espectral do processo é dada por

f
X
(ω) =

σ2

4πλ

(
e2λ − 1

1 + e2λ − 2eλ cos (ω)

)
, para todo ω ∈ [0, π] . (3.9)

Demonstração:

i) Da expressão (3.5) obtemos que

E (Xt) = E
(
X0e

−λt + σe−λt

∫ t

0

eλs dBs

)
= E

(
X0e

−λt
)
+ E

(
σe−λt

∫ t

0

eλs dBs

)
= e−λtE(X0),

pois, como visto na Proposição 2.17, a integral estocástica de Itô tem espe-

rança zero.
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ii) Para calcular a variância do processo, utilizamos a expressão (3.5), e obtemos

V ar (Xt) = E
(
Xt

2)− [E(Xt)
]2

= E
(
X0e

−λt + σe−λt

∫ t

0

eλs dBs

)2

−
[
e−λtE (X0)

]2
= E

(
X0

2e−2λt + 2X0σe
−2λt

∫ t

0

eλs dBs + e−2λt

(
σ

∫ t

0

eλs dBs

)2
)

−e−2λt [E (X0)]
2

= e−2λtE
(
X0

2
)
+ 2σe−2λtE

(
X0

∫ t

0

eλs dBs

)
+e−2λtσ2E

(∫ t

0

eλs dBs

)2

− e−2λt [E (X0)]
2 .

Temos que X0 e Bt são independentes, para todo t ∈ [0, T ]. Logo, obtemos

que

E
(
X0

∫ t

0

eλs dBs

)
= E (X0)E

(∫ t

0

eλs dBs

)
= 0.

Pelo Teorema 2.3, podemos aplicar a propriedade da isometria da integral de

Itô. Assim, para todo t ∈ [0, T ], obtemos

V ar (Xt) = e−2λtE
(
X2

0

)
+ e−2λtσ2

∫ t

0

e2λs ds− e−2λt [E (X0)]
2

= e−2λtV ar (X0) + e−2λtσ2

[
e2λs

2λ

]t
0

= e−2λtV ar (X0) + e−2λt

(
σ2

2λ
e2λt − σ2

2λ

)
= e−2λt

(
V ar (X0)−

σ2

2λ

)
+
σ2

2λ
.
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iii) Para obter a forma recursiva, basta notar que

Xt+h = e−λ(t+h)

(
X0 + σ

∫ t+h

0

eλs dBs

)
= e−λh

(
X0e

−λt + σe−λt

∫ t+h

0

eλs dBs

)
= e−λh

[
X0e

−λt + σe−λt

(∫ t

0

eλs dBs +

∫ t+h

t

eλs dBs

)]
= e−λh

[
X0e

−λt + σe−λt

∫ t

0

eλs dBs +

(
σe−λt

∫ t+h

t

eλs dBs

)]
= e−λh

(
Xt + σe−λt

∫ t+h

t

eλs dBs

)
.

iv) Temos que

∫ t

0

eλs dBs é um processo Gaussiano (ver Klebaner, 1999, página

107). De fato, basta verificar que, assumindo Y m
t =

m∑
i=1

eλsi
(
Bsi −Bsi−1

)
,

onde τm = {s0, · · · , sm} é uma partição igualmente espaçada do intervalo

[0, t], temos que Y m
t → Yt no sentido L2, onde Yt =

∫ t

0

eλs dBs.

Para todo t ∈ [0, T ], Y m
t =

m∑
i=1

eλsi
(
Bsi −Bsi−1

)
é a soma de processos com

distribuição normal. Portanto, também é normal. Como convergência em

L2 implica em convergência em distribuição, temos que Y m
t

D→ Yt, ou seja,∫ t

0

eλs dBs tem distribuição normal. Portanto, Xt é a soma de dois processos

Gaussianos e, consequentemente, é um processo Gaussiano, com média e

variância obtidas nos itens i) e ii).

v) Para obter a função de autocovariância do processo, calculamos primeira-

mente E (XtXt+h), dada por

E
[(
X0e

−λt + σe−λt

∫ t

0

eλs dBs

)(
X0e

−λ(t+h) + σe−λ(t+h)

∫ t+h

0

e−λs dBs

)]
.
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Multiplicando e aplicando a propriedade de linearidade da esperança, obtemos

E (XtXt+h) = E
(
e−λ(2t+h)X2

0

)
+ E

(
e−λtX0e

−λ(t+h)σ

∫ t+h

0

eλs dBs

)
+E

(
e−λtX0e

−λ(t+h)σ

∫ t

0

eλs dBs

)
+E

[(
σe−λt

∫ t

0

eλs dBs

)(
σe−λ(t+h)

∫ t+h

0

eλs dBs

)]
.

Pela independência de X0 e Bt, e como a integral de Itô tem esperança zero,

obtemos

E (XtXt+h) = E
(
e−λ(2t+h)X2

0

)
+σ2e−λ(2t+h)E

[(∫ t

0

eλs dBs

)(∫ t+h

0

eλs dBs

)]
= E

(
e−λ(2t+h)X0

2
)

+σ2e−λ(2t+h)E
[(∫ t

0

eλs dBs

)(∫ t

0

eλs dBs +

∫ t+h

t

eλs dBs

)]
= E

(
e−λ(2t+h)X0

2
)

+σ2e−λ(2t+h)

[
E
(∫ t

0

eλs dBs

)2
]

+σ2e−λ(2t+h)

[
E
(∫ t

0

eλs dBs

)(∫ t+h

t

eλs dBs

)]
. (3.10)

Na expressão (3.10) aplicamos a propriedade da isometria, dada por (2.55),

isto é,

E
(∫ t

0

eλs dBs

)2

=

∫ t

0

e2λs ds (3.11)

e a propriedade de martingales, isto é,

E
[(∫ t

0

eλs dBs

)(∫ t+h

t

eλs dBs

)]
= 0. (3.12)

Assim, utilizando (3.11) e (3.12), a expressão (3.10) pode ser reescrita como

E (XtXt+h) = e−λ(2t+h)E
(
X2

0

)
+ σ2e−λ(2t+h)

∫ t

0

e2λs ds

= e−λ(2t+h)E
(
X2

0

)
+ σ2e−λ(2t+h)

[
e2λs

2λ

]t
0

= e−λ(2t+h)E
(
X2

0

)
+
σ2e−λh

2λ
− σ2e−λ(2t+h)

2λ
. (3.13)
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Então, a partir da expressão (3.13) e o item i) desta proposição, conclúımos

que

γ
X
(h) = Cov (Xt+h, Xt)

= e−λ(2t+h)E
(
X2

0

)
+
σ2e−λh

2λ

−σ
2e−λ(2t+h)

2λ
−
(
e−λtE (X0) e

−λ(t+h)E (X0)
)

= e−λ(2t+h)
(
E
(
X0

2
)
− [E (X0)]

2)+ σ2e−λh

2λ
− σ2e−λ(2t+h)

2λ

= e−λ(2t+h)

(
V ar (X0)−

σ2

2λ

)
+
σ2e−λh

2λ

= e−λh

[
e−2λt

(
V ar (X0)−

σ2

2λ

)
+
σ2

2λ

]
.

Como γ
X
(−h) = γ

X
(h) e V ar (X0) =

σ2

2λ
, então

γ
X
(h) = e−λ|h|

[
e−2λt

(
V ar (X0)−

σ2

2λ

)
+
σ2

2λ

]
=

σ2e−λ|h|

2λ
. (3.14)

É fácil ver que o processo {Xt}t∈[0,T ] é fracamente estacionário. Então, como

{Xt}t∈[0,T ] é um processo Gaussiano fracamente estacionário, também é esta-

cionário.

vi) Temos que a função de autocorrelação do processo é dada por

ρ
X
(h) = Corr (Xt+h, Xt) =

γ
X
(h)

γ
X
(0)

, para todo h ∈ [0, T ] ,

onde γ
X
(·) é a função de autocovariância do processo {Xt}t∈[0,T ].

Portanto,

ρ
X
(h) =

γ
X
(h)

γ
X
(0)

=

σ2e−λ|h|

2λ
σ2

2λ

= e−λ|h|, para todo h ∈ [0, T ] . (3.15)

Logo, obtemos o resultado desejado.
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vii) Como o processo {Xt}t∈[0,T ] é real, temos por (2.12) que a função densidade

espectral é dada por

f
X
(ω) =

1

2π
γ

X
(0) +

1

π

∞∑
k=1

γ
X
(k) cos (ωk)

=
1

2π
γ

X
(0) +

1

π

∞∑
k=1

σ2e−λk

2λ
cos (ωk)

=
σ2

4πλ
+

σ2

2πλ

∞∑
k=1

e−λk cos (ωk)

=
σ2

4πλ
+

σ2

2πλ

(
eλ cos (ω)− 1

1 + e2λ − 2eλ cos (ω)

)
=

σ2

4πλ

(
1 +

2eλ cos (ω)− 2

1 + e2λ − 2eλ cos (ω)

)
=

σ2

4πλ

(
e2λ − 1

1 + e2λ − 2eλ cos (ω)

)
,

pois
∞∑
k=1

e−λk cos (ωk) =
eλ cos (ω)− 1

1 + e2λ − 2eλ cos (ω)
(ver Gradshteyn e Ryzhik, 2000,

página 47).

�
Nos itens v) e vi) da Proposição 3.1 apresentamos as funções de autocova-

riância e de autocorrelação definidas para um intervalo de tempo real, que é um

contexto diferente ao que estamos habituados nos processos estocásticos discretos,

onde γ
X
(h) e ρ

X
(h) estão definidos apenas para h ∈ Z.

Quando estudamos aplicações dos processos estocásticos cont́ınuos, em particu-

lar o processo {Xt}t∈[0,T ] apresentado na Definição 3.1, utilizamos amostras obtidas

deste processo, separadas por um espaço de tempo fixo h ∈ R+. Isto é, analisamos

o processo discreto

S = {X0, Xh, X2h, · · · , Xkh, · · · , XT} =
{
S0, S1, · · · , ST

h

}
≡ {St}

⌊T
h ⌋

t=0 . (3.16)

Dado um elemento Xt ∈ S, os k-ésimos elementos seguintes são

Xt, Xt+h, Xt+2h, Xt+3h, · · · , Xt+kh,
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para h ∈ R+. Assim, para analisar a função de autocovariância entre os elementos

de S, calculamos, para h ∈ R+,

γ
S
(k) = Cov (St, St+k) = Cov (Xt, Xt+kh) = γ

X
(kh) , para todo k ∈ Z.

Obtemos, assim, a seguinte proposição.

Proposição 3.2. Seja {Xt}t∈[0,T ] o processo advindo da solução da equação de

Langevin clássica. Considerando h ∈ R+, seja S o conjunto de observações discre-

tas do processo {Xt}t∈[0,T ], dado na expressão (3.16). Então,

i) a função de autocovariância de S, para h ∈ R+ fixo, é dada por

γ
S
(k) =

σe−λ|k|h

2λ
, para todo k ∈ Z; (3.17)

ii) a função de autocorrelação de S, para h ∈ R+ fixo, é dada por

ρ
S
(k) = e−λ|k|h, para todo k ∈ Z. (3.18)

Demonstração: A demonstração é semelhante à dos itens iv) e v) da Proposição

3.1, bastando substituir h por kh nas expressões. �

3.2 Forma Discreta da Solução da Equação de

Langevin Clássica

Para facilitar a conexão entre a teoria e a implementação computacional do processo

{Xt}t∈[0,T ], dado pela expressão (3.6), é importante obtermos uma forma discreta

da solução da equação de Langevin clásssica. De Valdivieso et al. (2009) obtemos

a seguinte proposição.

Proposição 3.3. Seja {Zt}t≥0 um processo de Lévy. Então, para todo t, h > 0,

e−λt

∫ t+h

t

eλs dZs
D
=

∫ h

0

eλs dZs. (3.19)
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Demonstração: A demonstração desta proposição segue da regra de integração

por partes para semimartingales (ver Protter, 1990). No caso em que Zt = Bt, para

t ≥ 0, ou seja, quando o processo considerado é o movimento Browniano, temos,

pela fórmula de integração por partes, que∫ b

a

f (s) dBs = f (b)Bb − f (a)Ba −
∫ b

a

Bsf
′ (s) ds.

Logo, obtemos que

e−λt

∫ t+h

t

eλsdBs =

∫ t+h

t

eλ(s−t)dBs = eλhBt+h −Bt −
∫ t+h

t

Bsλe
λ(s−t)ds

= eλhBt+h −Bt −
∫ h

0

Bt+ue
λud (λu)

= eλhBt+h −Bt −
∫ h

0

(Bt+u −Bt) e
λud (λu)−

∫ h

0

Bte
λud (λu)

= eλh (Bt+h −Bt)−
∫ h

0

(Bt+h −Bt) e
λud (λu) ,

onde, na terceira igualdade acima, consideramos u = s− t. Como Bt+h −Bt
D
= Bh

e Bt+u −Bt
D
= Bu, então

e−λt

∫ t+h

t

eλsdBs
D
= eλhBh −

∫ h

0

Buλe
λudu =

∫ h

0

eλsdBs,

novamente pela fórmula de integração por partes. �
Como o processo movimento Browniano é um processo de Lévy, da Proposição

3.3 podemos reescrever a solução (3.6) na forma

Xt+h
D
= e−λh

(
Xt + σ

∫ h

0

eλs dBs

)
. (3.20)

Pela Proposição 2.14, considerando que f (x) = eλx é diferenciável e com

derivada limitada em [0, t], a integral de Riemann-Stieltjes

∫ h

0

eλs dBs existe e está

bem definida. Desta forma, (3.20) nos sugere considerar uma expressão discretizada

dada por

Xt+h = e−λh lim
m→∞

(
Xt + σ

m∑
i=0

eλsi−1
(
Bsi −Bsi−1

))
(3.21)

onde a sequência de números reais (si)
m
i=0 é uma partição, igualmente espaçada, do

intervalo [0, h].
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3.3 Equação de Langevin Clássica Fracionária

Consideramos a equação integral estocástica

XH
t = XH

0 − λ

∫ t

0

XH
s ds+ σBH

t , (3.22)

onde t ∈ [0, T ], σ e λ são constantes positivas e
{
BH

t

}
t∈[0,T ]

é o processo movimento

Browniano fracionário com parâmetro de Hurst H ∈ (0, 1]. A equação (3.22) é

chamada equação de Langevin Clássica Fracionária, e sua solução é dada por

XH
t = e−λt

(
XH

0 + σ

∫ t

0

eλs dBH
s

)
, (3.23)

conforme verificamos na Proposição 3.4 a seguir.

Proposição 3.4. Seja
{
BH

t

}
t∈[0,T ]

o processo movimento Browniano fracionário

com parâmetro de Hurst H ∈ (0, 1] e XH
0 ∈ L0 (Ω). Sejam −∞ ≤ a < ∞ e

λ, σ > 0. Então, para quase todo ω ∈ Ω, temos que

i) a integral ∫ t

a

eλs dBH
s

é integrável à Riemann-Stieltjes, para todo t > a, e vale que∫ t

a

eλs dBH
s = eλtBH

t − eλaBH
a − λ

∫ t

a

eλsBH
s ds;

ii) para t > a, a função

y (t) =

∫ t

a

eλs dBH
s

é cont́ınua.

iii) o único processo estocástico cont́ınuo que soluciona a equação de Langevin

clássica fracionária, definida em (3.22), é dada por

XH
t = e−λt

(
XH

0 + σ

∫ t

0

eλs dBH
s

)
, (3.24)

onde t > 0. O processo estocástico
{
XH

t

}
t∈[0,T ]

, gerado por (3.24), é chamado

de processo de Ornstein-Uhlenbeck fracionário.
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No caso especial em que XH
0 = σ

∫ 0

−∞
eλs dBH

s , temos que a única solução

cont́ınua de (3.22) é dada por

XH
t = σ

∫ t

−∞
e−λ(t−s) dBH

s , (3.25)

para t > 0.

Demonstração: Os itens i) e ii) podem ser vistos em Cheridito et al. (2003).

Para provar o item iii), observe que uma função cont́ınua XH
t soluciona (3.22) se e

somente se a função

z (t) =

∫ t

0

XH
u du, (3.26)

para t > 0, soluciona a equação diferencial linearz
′ (t) = −λz (t) +XH

0 + σBH
t

z (0) = 0,

(3.27)

cuja única solução é facilmente obtida, e é dada por

z (t) = e−λt

∫ t

0

eλs
(
XH

0 + σBH
s

)
ds, (3.28)

para t > 0. Logo, substituindo em (3.27) obtemos que

XH
t = −λe−λt

∫ t

0

eλs
(
XH

0 + σBH
s

)
ds+XH

0 + σBH
t . (3.29)

Pelo item i), ∫ t

0

eλs dBH
s = eλtBH

t − eλ0BH
0 − λ

∫ t

0

BH
u e

λu du,

o que implica que ∫ t

0

BH
u e

λu du = −1

λ

(∫ t

0

eλsdBH
s + eλtBH

t

)
.
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Substituindo em (3.29),

XH
t = −λe−λt

[
XH

0

∫ t

0

eλu du+
σ

λ

(
eλtBH

t −
∫ t

0

eλs dBH
s

)]
+XH

0 + σBH
t

= −λe−λt

[
XH

0

λ

(
eλt − 1

)
+
σ

λ

(
eλtBH

t −
∫ t

0

eλs dBH
s

)]
+XH

0 + σBH
t

= −e−λt

[
XH

0

(
eλt − 1

)
+ σ

(
eλtBH

t −
∫ t

0

eλs dBH
s

)]
+XH

0 + σBH
t

= −XH
0 + e−λtXH

0 − σBH
t + σe−λt

∫ t

0

eλs dBH
s +XH

0 + σBH
t

= e−λt

(
XH

0 + σ

∫ t

0

eλs dBH
s

)
.

�
No caso em queXH

0 = σ

∫ 0

−∞
eλs dBH

s , segue imediatamente da estacionariedade

e da normalidade dos incrementos do movimento Browniano fracionário que (3.24)

é um processo estocástico estacionário Gaussiano.

O teorema a seguir apresenta a forma aproximada da função de autocovariância

do processo de Ornstein-Uhlenbeck fracionário.

Teorema 3.1. Sejam H ∈
{(

0, 1
2

)
∪
(
1
2
, 1
]}
, N ∈ N e

{
XH

t

}
t∈[0,T ]

o processo de

Ornstein-Uhlenbeck fracionário com a condição inicial XH
0 = σ

∫ 0

−∞
e−λs dBH

s dado

em (3.25). Então, para t fixo e h→ ∞, a função de autocovariância de
{
XH

t

}
t∈[0,T ]

é dada por

γ
X
(h) =

1

2
σ2

N∑
n=1

λ−2n

[
2n−1∏
k=0

(2H − k)

]
h2H−2n + o

(
h2H−2N−2

)
.

Demonstração: Ver Cheridito et al. (2003), página 8. �

3.4 Equação de Langevin Generalizada e sua So-

lução

A equação de Langevin generalizada é uma equação ı́ntegro-diferencial estocástica,

surgida em 1965 com Hazime Mori e em 1966 com Ryogo Kubo, que modela a
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dinâmica de uma part́ıcula Browniana em um meio fluido no qual a massa das

moléculas não seja muito menor comparada à massa da part́ıcula. Sua equação,

para uma part́ıcula de massa unitária, é dada por


V ′ (t) = −

∫ t

0

γ (t− s)V (s) ds+ η (t)

V (0) = V0,

(3.30)

onde V = {V (t)}t≥0 é um processo estocástico que representa a velocidade da

part́ıcula e η = {η (t)}t≥0 é um processo rúıdo branco, representando a força alea-

tória resultante das colisões entre as moléculas e a part́ıcula. A função γ (·), que

aparece no interior da integral em (3.30), é chamada de função memória, e repre-

senta o efeito de memorização na evolução do movimento da part́ıcula.

Quando a função memória é dada por

γ (t− s) = γδ (t− s) =

λ, se t = s,

0, caso contrário,

(3.31)

onde λ > 0 e η = {η (t)}t≥0 é o processo movimento Browniano, recáımos na

equação de Langevin Clássica que estudamos na Seção 3.1.

Em 1977, Kannan estudou as equações de Langevin generalizadas utilizando

o contexto da análise no espaço de Hilbert L2 (Ω,F ,P) das variáveis aleatórias

quadrado integráveis, sendo (Ω,F ,P) um espaço de probabilidade completo.

Assim, dada a equação generalizada de Langevin apresentada em (3.30), o autor

supôs que

i) o rúıdo η (t) é uma função η : (0,∞) → L2 (Ω,F ,P), ou seja, E [η2 (t)] é

finita, para todo t ≥ 0;

ii) η (t) é uma função localmente integrável, para todo t ≥ 0;

iii) E (V 2
0 ) é finita.
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A abordagem adotada por Kannan tem como vantagem contextualizar o estudo

das equações de Langevin generalizadas na teoria das equações ı́ntegro-diferenciais

em espaços de Banach, mais especificamente, no espaço de Hilbert L2 (Ω,F ,P) das

variáveis aleatórias quadrado integráveis.

O teorema a seguir apresenta critérios suficientes para que a equação (3.30)

possua um solução e que ela seja única.

Teorema 3.2 (Teorema de Existência e Unicidade de Kannan). Sejam V0 ∈

L2 (Ω,F ,P), η ∈ L [R+, L
2 (Ω,F ,P)] e γ ∈ L∞ [R+,R], onde L é o espaço de

todas as funções localmente integráveis de R+ em L2 (Ω,F ,P) e L∞ é o espaço de

todas as funções reais essencialmente limitadas em [0, T ], para cada T > 0. Então,

(3.30) possui uma única solução em média quadrática.

Demonstração: Ver Kannan (1977). �
Kannan (1977) obtém uma forma expĺıcita para tal solução.

Teorema 3.3 (Fórmula de Representação de Kannan). Supondo válida as hipóteses

do Teorema 3.2, então V (t) é uma solução em média quadrática da equação de

Langevin generalizada (3.30) se e somente se

V (t) = ρ (t)V0 +

∫ t

0

ρ (t− s) dη (s) , (3.32)

onde a função ρ (·) satisfaz a seguinte equação ı́ntegro-diferencial determińıstica
ρ′ (t) = −

∫ t

0

γ (t− s) ρ (s) ds

ρ (0) = 1.

(3.33)

Demonstração: Ver Kannan (1977). �

Exemplo 3.1. Consideramos a equação de Langevin generalizada
X ′

t = −
∫ t

0

γ (t− s) Xs ds+ dBt

X (0) = X0,

(3.34)
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para t ∈ [0, T ], com função memória dada por

γ (t− s) =

k (λ) , se t = s

0, caso contrário,

(3.35)

onde k (λ) é uma constante real positiva indexada por um parâmetro λ positivo.

Pelo Teorema 3.3, temos que a solução de (3.34) é dada por

Xt = ρ (t)X0 +

∫ t

o

ρ (t− s) dBs,

onde a função ρ (·) satisfaz a equação ı́ntegro-diferencial
ρ′ (t) = −

∫ t

0

γ (t− s) ρ (s) ds

ρ (0) = 1.

(3.36)

Substituindo (3.35) na equação (3.36), obtemos a equação diferencialρ
′ (t) = −k (λ) ρ (t)

ρ (0) = 1,

cuja solução é dada por

ρ (t) = e−k(λ)t. (3.37)

Logo, a solução de (3.34) é dada por

Xt = e−k(λ) tX0 + e−k(λ) t

∫ t

0

ek(λ)sdBs. (3.38)

A equação de Langevin Clássica (3.1), considerada no Caṕıtulo 3, é equivalente

à equação (3.34), apresentada no Exemplo 3.1, com k (λ) = λ.
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Caṕıtulo 4

Estimação

Neste caṕıtulo apresentamos os estimadores que utilizamos nas simulações apre-

sentadas no Caṕıtulo 5. Para a estimação do parâmetro λ, na solução da equação

de Langevin clássica, apresentamos os estimadores advindos da função de auto-

correlação amostral, o de mı́nimos quadrados (lse) e o de máxima verossimilhança

(mle). Na Seção 4.2 apresentamos um método para estimar o ı́ndice de estabilidade

α do rúıdo do processo advindo da solução da equação de Langevin generalizada

quando ele tem distribuição α-estável.

4.1 Estimação de λ na Solução da Equação de

Langevin Clássica

4.1.1 Estimadores Advindos da Função de Autocorrelação

Amostral

Seja {Xt}t∈[0,T ] o processo advindo da solução da equação de Langevin clássica.

Considerando h ∈ R, seja S o conjunto de observações discretas do processo
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{Xt}t∈[0,T ], tal que

S = {X0, Xh, X2h, · · · , Xkh, · · · , XT} =
{
S0, S1, · · · , ST

h

}
≡ {St}

⌊T
h ⌋

t=0 .

Na Proposição 3.2 vimos que a função de autocorrelação de S é dada por

ρ
S
(k) = e−λ|k|h. (4.1)

Isolando o parâmetro λ em (4.1), obtemos o estimador λ̂ em termos da função

de autocorrelação amostral do processo {St}
⌊T

h ⌋
t=0 dado por

λ̂ = − ln (|ρ̂
S
(k) |)

|k|h
. (4.2)

Considerando k = 1 (o processo é um autoregressivo de ordem 1), obtemos o

primeiro estimador de λ proposto por Valdivieso et al. (2009)

λ̂1 = − ln (|ρ̂
S
(1) |)

h
, (4.3)

onde ρ̂
S
(·) é a função de autocorrelação amostral (2.11) para o processo {St}

⌊T
h ⌋

t=0 .

Outro estimador proposto por Valdivieso et al. (2009) consiste em calcular o λ

que minimiza a soma do quadrado da diferença entre a função de autocorrelação

amostral de {St}
⌊T

h ⌋
t=0 e e−λkh, ou seja,

λ̂2 = argmin
λ

m∗∑
k=1

(
ρ̂

S
(k)− e−λkh

)2
, para algum m∗ tal que m∗ < n, (4.4)

onde ρ̂
S
(·) é a função de autocorrelação amostral (2.11) e n =

⌊
T
h

⌋
.

4.1.2 Estimador de Mı́nimos Quadrados

No método de regressão por mı́nimos quadrados, o objetivo é escrever uma sequên-

cia de variáveis aleatórias {Xt}nt=1 como uma combinação afim de uma sequência

de dados {Yt}nt=1, ou seja

Xt = aYt + b+ εt, (4.5)

onde {εt}nt=1 é o conjunto de erros, independente e identicamente distribúıdos.
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O objetivo é estimar a e b de forma a minimizar a soma dos erros ao quadrado,

ou seja, calcular

min
a,b

n∑
t=1

ε2t = min
a,b

n∑
t=1

(Xt − aYt − b)2 , (4.6)

o que equivale a solucionar as equações

∂ (Xt − aYt − b)2

∂a
= 0 e

∂ (Xt − aYt + b)2

∂b
= 0. (4.7)

Da segunda equação em (4.7) obtemos que

n∑
t=1

2 (Xt − aYt − b) (−1) = 0 ⇔
n∑

t=1

Xt − â
n∑

t=1

Yt − n b̂ = 0

⇔ nX − â n Y = n b̂

⇔ b̂ = X − â Y ,

onde X = 1
n

n∑
t=1

Xt e Y = 1
n

n∑
t=1

Yt. Da primeira equação em (4.7) obtemos que

n∑
t=1

2 (Xt − aYt − b) (−Yt) = 0 ⇔
n∑

t=1

XtYt − â
n∑

t=1

Y 2
t − b̂

n∑
t=1

Yt = 0

⇔
n∑

t=1

XtYt − â
n∑

t=1

Y 2
t −

(
X − â Y

) n∑
t=1

Yt = 0

⇔ â

(
n∑

t=1

Y 2
t − nY

2

)
=

n∑
t=1

XtYt − nX Y

⇔ â =

n∑
t=1

XtYt − nX Y

n∑
t=1

Y 2
t − nY

2

=

n∑
t=1

(
Xt −X

) (
Yt − Y

)
n∑

t=1

(
Yt − Y

)2 . (4.8)

Neter e Wasserman (1974) mostram que o estimador não viciado da variância

σ2
ε do processo rúıdo {εt}t∈[0,T ] é dado por

σ̂2
ε =

n∑
t=1

(Xt − aYt − b)2

n− 2
, (4.9)
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ou, equivalentemente,

σ̂2
ε =

1

(n− 2)

 n∑
t=1

X2
t −

1

n

(
n∑

t=1

Xt

)2

− â

 .

Considere o processo de Ornstein-Uhlenbeck {Xt}t∈[0,T ], para algum T ∈ R+,

solução da equação de Langevin clássica (3.1), apresentado em (3.5). Na Proposição

3.1 obtemos uma forma recursiva para a solução (3.5), dada por

Xt+h = e−λh

(
Xt + σe−λt

∫ t+h

t

eλs dBs

)
, para h ∈ R+. (4.10)

Considerando

εt+h = σe−λ(t+h)

∫ t+h

t

eλs dBs, a = e−λh e b = 0, (4.11)

podemos reescrever (4.10) como

Xt+h = aXt + b+ εt+h, para h ∈ R+, (4.12)

ou seja,

Xt = aXt−h + εt, para h ∈ R+. (4.13)

Apresentamos a seguir um importante lema que mostra que o processo {εt}t∈[0,T ],

dado em (4.11), é um rúıdo branco Gaussiano.

Lema 4.1. O processo {εt}t∈[0,T ] é um rúıdo branco Gaussiano.

Demonstração: Observe que as variáveis aleatórias εt, para todo t ∈ [0, T ], pos-

suem distribuição Gaussiana, tais que

E (εt) = E
(
σe−λt

∫ t

t−h

eλhdBs

)
= σe−λtE

(∫ t

t−h

eλhdBs

)
= 0 (4.14)

e

V ar (εt) = V ar

(
σe−λt

∫ t

t−h

eλs dBs

)
= σ2e−2λV ar

(∫ t

t−h

eλs dBs

)
. (4.15)
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Como a integral de Itô tem esperança zero, aplicando a propriedade da isometria

(2.55) na expressão (4.15), obtemos

V ar (εt) = σ2e−2λtE

[(∫ t

t−h

eλs dBs

)2
]

= σ2e−2λt

∫ t

t−h

e2λs ds = σ2e−2λt

(
e2λt

2λ
− e2λ(t−h)

2λ

)
=

σ2

2λ

(
1− e−2λh

)
,

ou seja, a variância de εt, para todo t ∈ [0, T ], não depende de t. Logo, {εt}t∈[0,T ] é

um processo estocástico constitúıdo por variáveis aleatórias independentes e iden-

ticamente distribúıdas, com distribuição comum Gaussiana. Ou seja, {εt}t∈[0,T ] é

um rúıdo branco Gaussiano. �
Voltando à equação de regressão linear dada pela expressão (4.5), consideramos

X = {Xt}Tt=1 e Y = {Xt−1}Tt=1. Desta forma, o estimador â em (4.8) pode ser

reescrito por

â =

T∑
t=1

(
Xt −X

) (
Xt−1 − Y

)
T∑
t=1

(
Xt−1 − Y

)2 ,

onde X = 1
T

T∑
t=1

Xt e Y = 1
T

T∑
t=1

Xt−1.

Como a = eiλh, o estimador de mı́nimos quadrados para o parâmetro λ, quando

h = 1, é dado por

λ̂ = − ln


T∑
t=1

(
Xt −X

) (
Xt−1 − Y

)
T∑
t=1

(
Xt−1 − Y

)2
 . (4.16)
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No caso geral, para h ∈ R+, temos que

λ̂ = −1

h
ln



⌊T
h ⌋∑

k=1

(
Xk h −X

) (
X(k−1)h − Y

)
⌊T

h ⌋∑
k=1

(
X(k−1)h − Y

)2

 . (4.17)

Da demonstração do Lema 4.1 obtemos que

V ar (εt) =
σ2

2λ

(
1− e2λh

)
,

o que implica em um estimador de σ2 dado por

σ̂2 =
2λ̂V̂ ar (εt)

1− e−2λ̂h
, (4.18)

onde

V̂ ar (εt) =
1

(n− 2)

 T
h∑

k=1

X2
k h −

1

n

 T
h∑

k=1

Xk h

2

− â

 .

4.1.3 Estimador de Máxima Verossimilhança

Seja {Xt}t∈[0,T ] o processo advindo da solução da equação de Langevin clássica.

Considerando {St}
⌊T

h ⌋
t=0 o processo definido em (3.16), dado o ponto inicial S0 = s0,

temos que

E (S1|S0) = E
(
e−λhs0 + e−λhσ

∫ h

0

eλs dBs

)
= e−λhs0.

Com cálculos equivalentes aos efetuados em (4.15) obtemos que

V ar (S1|S0) = V ar

(
e−λhσ

∫ h

0

eλs dBs

)
=
σ2

2λ

(
1− e−2λh

)
.

Logo, S1|S0 ∼ N
(
e−λhs0,

σ2

2λ

(
1− e−2λh

))
.

Consequentemente, estendendo para um 0 < t ≤
⌊
T
h

⌋
qualquer, obtemos que

St|St−1 ∼ N
(
µst−1, ϕ

2
)
, (4.19)
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onde µ = e−λh e ϕ2 =
σ2

2λ

(
1− e−2λh

)
.

Logo, a função de verossimilhança do processo {St|St−1}
⌊T

h ⌋
t=1 é dada por

L
(
µ, ϕ2

)
=

n∏
i=1

f
Si|Si−1

(si) =
(
2πϕ2

)−n
2

n∏
i=1

exp

{
(si − µsi−1)

2

2ϕ2

}
, (4.20)

onde n =
⌊
T
h

⌋
.

Dessa forma, a função de log-verossimilhança é dada por

L
(
µ, ϕ2

)
= −n

2
ln
(
2πϕ2

)
−

n∑
i=1

(si − µsi−1)
2

2ϕ2
.

Para estimar os parâmetros µ e ϕ2, desejamos maximizar a função L (µ, ϕ2), o

que equivale a solucionar as equações

∂L (µ, ϕ2)

∂µ
= 0 e

∂L (µ, ϕ2)

∂ϕ2
= 0.

Por exemplo, para obter o estimador µ̂, temos que

∂L (µ, ϕ2)

∂µ
= 0 ⇔

n∑
i=1

∂
[
(si − µsi−1)

2]
∂µ

= 0

⇔
n∑

i=1

2 (si − µ̂si−1) (−si−1) = 0 ⇔
n∑

i=1

(
sisi−1 − µ̂s2i−1

)
= 0

⇔ µ̂
n∑

i=1

s2i−1 =
n∑

i=1

sisi−1 ⇔ µ̂ =

n∑
i=1

sisi−1

n∑
i=1

s2i−1

.

Da expressão (4.19), como µ = e−λh, temos que

λ̂ = −1

h
ln


∣∣∣∣∣∣∣∣∣∣

n∑
i=1

sisi−1

n∑
i=1

s2i−1

∣∣∣∣∣∣∣∣∣∣

 , (4.21)

ou, escrevendo em termos do processo {Xth}
⌊T

h ⌋
t=1 ,

λ̂ = −1

h
ln


∣∣∣∣∣∣∣∣∣∣

n∑
i=1

XihX(i−1)h

n∑
i=1

X2
(i−1)h

∣∣∣∣∣∣∣∣∣∣

 , (4.22)
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onde n =
⌊
T
h

⌋
.

Observação 4.1. No caso em que os rúıdos possuem distribuição normal, temos

que os métodos de estimação por mı́nimos quadrados e de máxima verossimilhança

são equivalentes.

4.2 Estimação de α na Solução da Equação de

Langevin com Rúıdo α-estável

Seja {Xt}t∈[0,T ] o processo advindo da solução da equação de Langevin com rúıdo

α-estável, dado por

Xt+h = e−λhXt + σe−λh

∫ h

0

eλs dZs, (4.23)

onde {Zt}t∈[0,T ] é um processo α-estável, ou seja, Z ∼ Sα (σ
∗, β, µ).

Da expressão (4.23) obtemos que

Xt+h − e−λhXt = σe−λh

∫ h

0

eλs dZs,

ou seja,

eλhXt+h −Xt = σ

∫ h

0

eλs dZs. (4.24)

Aproximando a integral

∫ h

0

eλs dZs por um somatório, obtemos a forma discreta

σ

∫ h

0

eλs dZs ≈ σ

m∑
i=1

eλsi
(
Zsi − Zsi−1

)
,

para m suficientemente grande, onde a sequência de números reais (si)
m
i=0 é uma

partição, igualmente espaçada, do intervalo [0, h]. Consideramos aqui si =
1

i
, ou

seja, a partição é formada por pontos equidistantes.

Aplicando as Proposições 2.5 e 2.6, obtemos que σ
m∑
i=1

eλsi
(
Zsi − Zsi−1

)
tam-

bém é um processo α-estável, com o mesmo ı́ndice de estabilidade α do processo

{Zt}t∈[0,T ].
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Dessa forma, a partir da expressão (4.24), o objetivo é estimar o valor do

parâmetro α do processo rúıdo {Zt}t∈[0,T ], através de um algoritmo de dois passos,

descrito a seguir.

Algoritmo de Dois Passos para Estimar α:

Passo 1: Estimamos o parâmetro λ, obtendo λ̂;

Passo 2: Estimamos o parâmetro α através da expressão eλ̂hXt+h−Xt = σ

∫ h

0

eλ̂s dZs.

Para estimar o parâmetro λ, podemos utilizar qualquer um dos estimadores

propostos na Seção 4.1. Para estimar o parâmetro α, apresentamos o estimador

proposto por Press (1972).

Vimos na Definição 2.23 que se X ∼ Sα (σ, β, µ), então sua função caracteŕıstica

é dada por

φ
X
(t) = E

(
eitX

)
=

exp
{
−σ|t|

[
1 + iβ 2

π
S (t) ln (|t|)

]
+ iµt

}
, se α = 1,

exp
{
−σα|t|α

[
1− iβS (t) tan

(
πα
2

)]
+ iµt

}
, caso contrário,

(4.25)

onde S (·) é a função sinal, definida por

S (t) =


−1, se t < 0,

0, se t = 0,

1, se t > 0.

(4.26)

Para todo α ̸= 1 obtemos que

|φ
X
(t) | = |exp

{
−σα|t|α

[
1− iβS (t) tan

(πα
2

)]
+ iµt

}
|

= |exp (−σα|t|α) exp
{
−iσα|t|αβS (t) tan

(πα
2

)
+ iµt

}
|

= e−σα|t|α .

Ou seja,

σα|t|α = − ln (|φ
X
(t) |) . (4.27)
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Dados 0 < t1 < t2, da expressão (4.27) obtemos o seguinte sistema de duas

equações. σ
α|t1|α = − ln (|φ

X
(t1) |)

σα|t2|α = − ln (|φ
X
(t2) |) .

(4.28)

Dividindo a primeira equação do sistema (4.28) pela segunda equação do mesmo

sistema, obtemos (
|t2|
|t1|

)α

=
ln (|φ

X
(t2) |)

ln (|φ
X
(t1) |)

. (4.29)

Aplicando o logaŕıtmo neperiano em ambos os lados da igualdade (4.29), obtemos

um estimador para α, dado por

α̂ =

ln

(
ln(|φ̂X

(t1)|)
ln(|φ̂X

(t2)|)

)
ln
(

t1
t2

) , (4.30)

onde φ̂
X
(·) é a função caracteŕıstica amostral do processo {Xt}t∈[0,T ], dada por

φ̂
X
(t) =

1

n

n∑
j=1

eitXj . (4.31)
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Caṕıtulo 5

Simulações

Nesse caṕıtulo apresentamos simulações do processo advindo da solução da

equação de Langevin clássica e da equação de Langevin generalizada. Apresentamos

os resultados da estimação do parâmetro λ através dos estimadores propostos por

Valdivieso et al. (2009), do estimador de máxima verossimilhança e do estimador de

mı́nimos quadrados. Através das funções de autocorrelação e periodograma, ana-

lisamos a existência de longa dependência no processo dado pela expressão (3.5).

Na Seção 5.3 apresentamos os resultados da estimação do parâmetro α no processo

advindo da solução da equação de Langevin generalizada com rúıdo α-estável. A

parte computacional deste caṕıtulo foi realizada através do aplicativo R-project.

5.1 Estimação de λ na Solução da Equação de

Langevin Clássica

Para a simulação de processo (3.5) no intervalo [0, T ], consideramos a sua versão

recursiva e discreta dada por

Xt+h = e−λh lim
m→∞

(
Xt + σ

m∑
i=1

eλsi
(
Bsi −Bsi−1

))
, (5.1)

80



onde a sequência de números reais (si)
m
i=0 é uma partição, igualmente espaçada, do

intervalo [0, h], apresentada em (3.21).

Como o processo obtido da solução da equação de Langevin clássica é cont́ınuo,

é interessante simular o processo para pontos tão próximos quanto se queira. Assim,

consideramos o processo (3.5) na forma

Xth = e−λh

(
X(t−1)h + σ

m∑
i=1

eλsi
(
Bsi −Bsi−1

))
, (5.2)

para m suficientemente grande, onde a sequência de números reais (si)
m
i=0 é uma

partição, igualmente espaçada, do intervalo [0, h]. Consideramos aqui si =
1

i
, ou

seja, a partição é formada por pontos equidistantes.

Os estimadores (4.3) e (4.4) propostos por Valdivieso et al. (2009), denotados

por λ̂1,j e λ̂2,j, respectivamente, são definidos por

λ̂1,j = − ln (|ρ̂
X
(1) |)

h
,

λ̂2,j = argmin
λ

m∗∑
k=1

(
ρ̂

X
(k)− e−λkh

)2
, para algum m∗ = m∗ (n) tal que m∗ < n,

onde ρ̂
X
(·) é a função de autocorrelação amostral (2.11) e o j indica a aplicação

na j-ésima replicação do processo {Xth}nt=0, onde n =
⌊
T
h

⌋
.

O estimador de máxima verossimilhança definido em (4.22), denotado por λ̂3,j,

é definido por

λ̂3,j = −1

h
ln


∣∣∣∣∣∣∣∣∣∣

n∑
i=1

XihX(i−1)h

n∑
i=1

X2
(i−1)h

∣∣∣∣∣∣∣∣∣∣

 ,

onde n =
⌊
T
h

⌋
e j indica a aplicação na j-ésima replicação do processo.

Consideramos re o número de replicações do processo simulado. Portanto, de-
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finimos os estimadores

λ̂1 =
1

re

re∑
j=1

λ̂1,j, (5.3)

λ̂2 =
1

re

re∑
j=1

λ̂2,j, (5.4)

λ̂3 =
1

re

re∑
j=1

λ̂3,j. (5.5)

O estimador λ̂2 depende de um ponto de truncamento m∗, que por sua vez depende

do tamanho amostral n. Dessa forma, para encontrarmos o m∗ ideal, plotamos o

gráfico de m∗ versus λ̂2 (m
∗).

(a) (b) (c)

Figura 5.1: Análise do Estimador λ̂2 (m
∗) para Séries Temporais do Processo

{Xt}1000t=1 , com h = 1, σ = 1 e m = 1000: (a) λ = 0.1; (b) λ = 0.4; (c) λ = 0.9.

A Figura 5.1 mostra que, para h = 1, λ̂2 (m
∗) é uma função crescente e, com

excessão do caso λ = 0.1, onde é posśıvel avaliar pela Figura 5.1 que o m∗ ideal

localiza-se entre 20 e 50, a cota superior da função ficou muito aquém do esperado.

Ou seja, m∗ depende do valor de λ. Dessa forma, consideramos m∗ = 1000, ou

seja, o maior posśıvel.

As simulações do processo (5.2) foram realizadas para t ∈ [0, T ]. Consideramos

três valores distintos de h: 1, 0.1 e 0.05. No caso h = 1, temos que n = 1000, onde n
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representa o tamanho amostral. Para h = 0.1 e h = 0.5 obtemos, respectivamente,

n = 10000 e n = 20000.

O parâmetro λ varia entre 0.1 e 0.9, com incrementos de tamanho 0.1. Consi-

deramos o parâmetro σ fixo e igual a 1. O processo é simulado com 100 e 500

replicações.

Apresentamos os gráficos do processo simulado, da função de autocorrelação

amostral e da função periodograma suavizado, onde a função de ponderação uti-

lizada é o núcleo de Bartlett (2.18), para λ ∈ {0.1, 0.4, 0.9}. Todas as tabelas

deste caṕıtulo apresentam os valores estimados, com v́ıcio e erro médio quadrático

(denotado por mse), onde os estimadores λ̂i, para i ∈ {1, 2, 3} são obtidos à partir

das expressões (5.3), (5.4) e (5.5), respectivamente, e

v́ıcio
(
λ̂i

)
=

1

re

re∑
j=1

(
λ̂i,j − λ

)
e

mse
(
λ̂i

)
=

1

re

re∑
j=1

(
λ̂i,j − λ

)2
,

para todo i ∈ [1, 2, 3}.

A seguir, apresentamos as simulações para os casos n ∈ {1000, 10000, 20000}.

Caso n = 1000.
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(a) (b) (c)

Figura 5.2: Geração do Processo (5.2) para λ = 0.1, n = 1000, h = 1, σ = 1 e m = 1000:

(a) Série Temporal Simulada; (b) Função de Autocorrelação Amostral; (c) Função Periodograma

Suavizado.

(a) (b) (c)

Figura 5.3: Geração do Processo (5.2) para λ = 0.4, n = 1000, h = 1, σ = 1 e m = 1000:

(a) Série Temporal Simulada; (b) Função de Autocorrelação Amostral; (c) Função Periodograma

Suavizado.
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(a) (b) (c)

Figura 5.4: Geração do Processo (5.2) para λ = 0.9, n = 1000, h = 1, σ = 1 e m = 1000:

(a) Série Temporal Simulada; (b) Função de Autocorrelação Amostral; (c) Função Periodograma

Suavizado.

Tabela 5.1: Estimação do Parâmetro λ, quando n = 1000, σ = 1, h = 1, m = 1000 e

m∗ = 1000.

λ λ̂1 v́ıcio
(
λ̂1

)
mse

(
λ̂1

)
λ̂2 v́ıcio

(
λ̂2

)
mse

(
λ̂2

)
λ̂3 v́ıcio

(
λ̂3

)
mse

(
λ̂3

)
re = 100

0.1 0.1063 0.0063 0.0003 0.1006 0.0016 0.0003 0.1022 0.0022 0.0002

0.2 0.2071 0.0071 0.0006 0.1757 -0.0242 0.0012 0.2037 0.0037 0.0005

0.3 0.3072 0.0072 0.0009 0.2449 -0.0550 0.0040 0.3040 0.0040 0.0008

0.4 0.4022 0.0022 0.0016 0.3002 -0.0997 0.0113 0.3982 -0.0017 0.0016

0.5 0.5049 0.0049 0.0016 0.3569 -0.1430 0.0217 0.5009 0.0009 0.0015

0.6 0.6085 0.0085 0.0026 0.4098 -0.1901 0.0377 0.6040 0.0039 0.0025

0.7 0.7013 0.0013 0.0024 0.4610 -0.2389 0.0585 0.6970 -0.0029 0.0024

0.8 0.8037 0.0037 0.0049 0.5114 -0.2885 0.0858 0.7999 -0.0000 0.0049

0.9 0.9183 0.0183 0.0070 0.5623 -0.3376 0.1171 0.9140 0.0140 0.0067

re = 500

0.1 0.1045 0.0045 0.0002 0.0985 -0.0014 0.0004 0.1016 0.0016 0.0002

0.2 0.2047 0.0047 0.0005 0.1772 -0.0227 0.0012 0.2011 0.0047 0.0005

0.3 0.3050 0.0050 0.0008 0.2415 -0.0584 0.0043 0.3015 0.0015 0.0008

0.4 0.4073 0.0073 0.0011 0.3046 -0.0953 0.0103 0.4039 0.0039 0.0011

0.5 0.5061 0.0061 0.0016 0.3619 -0.1380 0.0204 0.5023 0.0023 0.0016

0.6 0.6077 0.0077 0.0023 0.4151 -0.01848 0.0359 0.6037 0.0037 0.0023

0.7 0.7084 0.0084 0.0031 0.4641 -0.2358 0.0573 0.7041 0.0041 0.0031

0.8 0.8125 0.0125 0.0041 0.5148 -0.2851 0.0836 0.8082 0.0082 0.0042

0.9 0.9095 0.0095 0.0051 0.5646 -0.3353 0.1148 0.9051 0.0051 0.0051

85



Como podemos observar nas Figuras 5.2, 5.3 e 5.4, os processos simulados pos-

suem uma função de autocorrelação amostral com decaimento exponencial mais

lento quando λ = 0.1 e mais rápido à medida que aumenta o valor de λ. Através

da função periodograma suavizado fica evidenciado a ausência de longa dependên-

cia.

Na Tabela 5.1 podemos verificar que os estimadores λ̂1 e λ̂3 apresentam bons

resultados, com um v́ıcio e erro médio quadrático (mse) muito pequenos. Observe

que, conforme aumentamos o valor de λ, há um pequeno aumento no v́ıcio, tanto

para o estimador λ̂1 quanto para λ̂3. Observamos que o aumento do número de

replicações não obteve melhora significativa na estimação.

No caso do estimador λ̂2, obtivemos um resultado razoável apenas para λ = 0.1.

Para os demais valores de λ, os resultados não são satisfatórios, pois apresentam

v́ıcio e mse muito elevados.

Caso n = 10000.

(a) (b) (c)

Figura 5.5: Geração do Processo (5.2) para λ = 0.1, n = 10000, h = 0.1, σ = 1 e m = 1000:

(a) Série Temporal Simulada; (b) Função de Autocorrelação Amostral; (c) Função Periodograma

Suavizado.
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(a) (b) (c)

Figura 5.6: Geração do Processo (5.2) para λ = 0.4, n = 10000, h = 0.1, σ = 1 e m = 1000:

(a) Série Temporal Simulada; (b) Função de Autocorrelação Amostral; (c) Função Periodograma

Suavizado.

(a) (b) (c)

Figura 5.7: Geração do Processo (5.2) para λ = 0.9, n = 10000, h = 0.1, σ = 1 e m = 1000:

(a) Série Temporal Simulada; (b) Função de Autocorrelação Amostral; (c) Função Periodograma

Suavizado.
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Novamente, para encontrarmos o m∗ ideal para o estimador λ̂2, plotamos o

gráfico de m∗ versus λ̂2 (m
∗).

(a) (b) (c)

Figura 5.8: Análise do Estimador λ̂2 (m
∗) para Séries Temporais do Processo {Xth}10000t=1 ,

com h = 0.1, σ = 1 e m = 1000: (a) λ = 0.1; (b) λ = 0.4; (c) λ = 0.9.

Nesse caso, temos que para λ = 0.1 um m∗ entre 25 e 35 apresenta um bom

resultado, enquanto que para λ = 0.4, para valores de m∗ muito grandes, λ̂2 se

aproxima de 0.4, enquanto que no caso λ = 0.9, temos que mesmo para valores

elevados de m∗ o estimador não se aproxima do seu valor nominal. Dessa forma,

novamente não há um m∗ ideal que contemple todos os casos. Assim, consideramos

m∗ = 2000.
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Tabela 5.2: Estimação do Parâmetro λ, quando n = 10000, σ = 1, h = 0.1, m∗ = 2000 e

m = 1000.

λ λ̂1 v́ıcio
(
λ̂1

)
mse

(
λ̂1

)
λ̂2 v́ıcio

(
λ̂2

)
mse

(
λ̂2

)
λ̂3 v́ıcio

(
λ̂3

)
mse

(
λ̂3

)
re = 100

0.1 0.1027 0.0027 0.0002 0.1076 0.0076 0.0006 0.0997 -0.0002 0.0001

0.2 0.2046 0.0046 0.0004 0.2050 0.0050 0.0011 0.2014 0.0014 0.0003

0.3 0.3063 0.0063 0.0007 0.3070 0.0070 0.0015 0.3033 0.0033 0.0006

0.4 0.4134 0.0134 0.0012 0.4009 0.0009 0.0030 0.4098 0.0098 0.0011

0.5 0.5054 0.0054 0.0008 0.4875 -0.0124 0.0029 0.5027 0.0027 0.0008

0.6 0.6011 0.0011 0.0010 0.5650 -0.0349 0.0035 0.5985 -0.0014 0.0010

0.7 0.7020 0.0020 0.0013 0.6641 -0.0358 0.0056 0.6963 -0.0006 0.0013

0.8 0.8060 0.0060 0.0016 0.7615 -0.0384 0.0054 0.8026 0.0026 0.0016

0.9 0.9103 0.0103 0.0022 0.8346 -0.0653 0.0089 0.9071 0.0071 0.0020

re = 500

0.1 0.1042 0.0042 0.0002 0.1103 0.0103 0.0008 0.1011 0.0011 0.0002

0.2 0.2046 0.0046 0.0004 0.2046 0.0046 0.0013 0.2015 0.0015 0.0003

0.3 0.3062 0.0062 0.0006 0.3031 0.0031 0.0018 0.3033 0.0033 0.0006

0.4 0.4067 0.0067 0.0009 0.3957 -0.0042 0.0024 0.4037 0.0037 0.0009

0.5 0.5039 0.0039 0.0012 0.4876 -0.0123 0.0032 0.5008 0.0008 0.0011

0.6 0.6047 0.0047 0.0013 0.5730 -0.0269 0.0042 0.6016 0.0016 0.0012

0.7 0.7030 0.0030 0.0014 0.6626 -0.0373 0.0053 0.6998 -0.0001 0.0014

0.8 0.8063 0.0063 0.0018 0.7503 -0.0496 0.0071 0.8033 0.0033 0.0018

0.9 0.9048 0.0048 0.0019 0.8384 -0.0615 0.0085 0.9017 0.0014 0.0019

Considerando o espaçamento entre os dados igual a 0.1, esperávamos uma me-

lhora na estimação do parâmetro λ. Podemos observar na Tabela 5.2 que houve

melhoras na estimação de λ em todos os casos, com v́ıcio e mse menores que os

observados na Tabela 5.1. Observe também uma melhora do estimador λ̂2, que

obteve bons resultados para valores de λ de 0.1 até 0.4. O aumento do número de

replicações não apresentou melhoras significativas na estimação do parâmetro.

Caso n = 20000.
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(a) (b) (c)

Figura 5.9: Geração do Processo (5.2) para λ = 0.1, n = 20000, h = 0.05, σ = 1 e m = 1000:

(a) Série Temporal Simulada; (b) Função de Autocorrelação Amostral; (c) Função Periodograma

Suavizado.

(a) (b) (c)

Figura 5.10: Geração do Processo (5.2) para λ = 0.4, n = 20000, h = 0.05, σ = 1 e m = 1000:

(a) Série Temporal Simulada; (b) Função de Autocorrelação Amostral; (c) Função Periodograma

Suavizado.
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(a) (b) (c)

Figura 5.11: Geração do Processo (5.2) para λ = 0.9, n = 20000, h = 0.05, σ = 1 e m = 1000:

(a) Série Temporal Simulada; (b) Função de Autocorrelação Amostral; (c) Função Periodograma

Suavizado.

Tabela 5.3: Estimação do Parâmetro λ, quando n = 20000, σ = 1, h = 0.05, m∗ = 2000 e

m = 1000.

λ λ̂1 v́ıcio
(
λ̂1

)
mse

(
λ̂1

)
λ̂2 v́ıcio

(
λ̂2

)
mse

(
λ̂2

)
λ̂3 v́ıcio

(
λ̂3

)
mse

(
λ̂3

)
re = 100

0.1 0.1020 0.0020 0.0002 0.1088 0.0088 0.0007 0.0992 -0.0007 0.0001

0.2 0.2045 0.0045 0.0004 0.2056 0.0056 0.0014 0.2013 0.0013 0.0003

0.3 0.3058 0.0058 0.0005 0.3049 0.0049 0.0015 0.3033 0.0033 0.0005

0.4 0.4019 0.0019 0.0007 0.3967 -0.0032 0.0018 0.3988 -0.0011 0.0007

0.5 0.5051 0.0051 0.0008 0.4993 -0.0006 0.0036 0.5018 0.0018 0.0008

0.6 0.6046 0.0046 0.0010 0.5925 -0.0074 0.0034 0.6011 0.0011 0.0010

0.7 0.7071 0.0071 0.0011 0.6874 -0.0125 0.0036 0.7038 0.0038 0.0011

0.8 0.7997 -0.0002 0.0021 0.7793 -0.0206 0.0053 0.7973 -0.0026 0.0021

0.9 0.9092 0.0092 0.0018 0.8744 -0.0255 0.0071 0.9058 0.0058 0.0018

re = 500

0.1 0.1039 0.0039 0.0002 0.1107 0.0107 0.0007 0.1008 0.0008 0.0002

0.2 0.2068 0.0068 0.0004 0.2093 0.0093 0.0013 0.2038 0.0038 0.0004

0.3 0.3049 0.0049 0.0006 0.3064 0.0065 0.0019 0.3017 0.0017 0.0006

0.4 0.4047 0.0047 0.0008 0.4041 0.0041 0.0026 0.4019 0.0019 0.0008

0.5 0.5056 0.0056 0.0011 0.5009 0.0009 0.0032 0.5024 0.0024 0.0010

0.6 0.6046 0.0046 0.0012 0.5910 -0.0089 0.0037 0.6016 0.0016 0.0012

0.7 0.7086 0.0086 0.0017 0.6891 -0.0108 0.0043 0.7055 0.0055 0.0016

0.8 0.8034 0.0034 0.0017 0.7774 -0.0225 0.0058 0.8003 0.0003 0.0017

0.9 0.9053 0.0053 0.0018 0.8765 -0.0234 0.0058 0.9018 0.0018 0.0018
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Considerando o espaçamento entre os dados igual a 0.05, podemos observar na

Tabela 5.3 que houve significativa melhora na estimação do parâmetro λ em todos

os casos, com v́ıcio e mse menores que os observados nas Tabelas 5.1 e 5.2. Observe

também que ocorre o melhor desempenho do estimador λ̂2, que apresentou bons

resultados para valores de λ de 0.1 até 0.6. O aumento do número de replicações

não apresentou melhoras significativas na estimação do parâmetro.

5.2 Estimação de λ na Solução da Equação de

Langevin com Rúıdo α-estável

Nessa seção, apresentamos a simulação da solução da equação de Langevin com

rúıdo α-estável, dada por

Xt+h = e−λhXt + e−λhσ

∫ h

0

eλs dZs, (5.6)

onde {Zt}t∈R é um processo α-estável, ou seja, Z ∼ Sα (σ
∗, β, µ).

Também apresentamos os resultados da estimação de λ através dos estimadores

(5.3) e (5.4) propostos por Valdivieso et al. (2009) e do estimador de máxima

verossimilhança (5.5). Através das funções de autocorrelação e periodograma, ana-

lisamos a existência de longa dependência no processo dado pela expressão (5.6).

Para a simulação do processo (5.6) no intervalo [0, T ], consideramos a versão

recursiva e discreta dada por

Xt+h = e−λh lim
m→∞

[
Xt + σ

m∑
i=1

eλsi
(
Zsi − Zsi−1

)]
, (5.7)

onde a sequência de números reais (si)
m
i=0 é uma partição, igualmente espaçada,

do intervalo [0, h]. Consideramos aqui si =
1

i
, ou seja, a partição é formada por

pontos equidistantes. Em todas as simulações aqui realizadas, T = 1000, e n é o

tamanho amostral da série temporal simulada no intervalo [0, T ].

As simulações do processo (5.6) foram realizadas para t ∈ [0, T ]. Consideramos

dois valores distintos de h: 1 e 0.1. No caso h = 1, temos que n = 1000, onde n

92



representa o tamanho amostral, e no caso h = 0.1 obtemos n = 10000.

O parâmetro λ varia entre 0.1 e 0.9, com incrementos de tamanho 0.1. Consi-

deramos o parâmetro σ fixo e igual a 1. O processo é simulado com 100 e 500 repli-

cações. Apresentamos os rúıdos α-estáveis com parâmetros σ∗ = 1, β = 0, µ = 0 e

o parâmetro α assumindo dois valores distintos, 1.1 e 1.5, ou seja, Zt ∼ Sα (1, 0, 0),

α ∈ {1.1, 1.5}.

Apresentamos os gráficos do processo simulado, da função de autocorrelação

amostral e da função periodograma suavizado, onde a função de ponderação uti-

lizada é a janela de Bartlett, para λ=0.1, 0.4 e 0.9. Enfim, apresentamos as tabelas

com o valores estimados, v́ıcio e erro médio quadratico.

Como na seção anterior, consideramos o estimador λ̂2 com m∗ = 1000.

Caso n = 1000, α = 1.1.

(a) (b) (c)

Figura 5.12: Geração do Processo (5.2) para α = 1.1, β = 0, µ = 0, σ∗ = 1, λ = 0.1,

n = 1000, h = 1, σ = 1 e m = 1000: (a) Série Temporal Simulada; (b) Função de Autocorrelação

Amostral; (c) Função Periodograma Suavizado.
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(a) (b) (c)

Figura 5.13: Geração do Processo (5.2) para α = 1.1, β = 0, µ = 0, σ∗ = 1, λ = 0.4,

n = 1000, h = 1, σ = 1 e m = 1000: (a) Série Temporal Simulada; (b) Função de Autocorrelação

Amostral; (c) Função Periodograma Suavizado.

(a) (b) (c)

Figura 5.14: Geração do Processo (5.2) para α = 1.1, β = 0, µ = 0, σ∗ = 1, λ = 0.9,

n = 1000, h = 1, σ = 1 e m = 1000: (a) Série Temporal Simulada; (b) Função de Autocorrelação

Amostral; (c) Função Periodograma Suavizado.
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Tabela 5.4: Estimação do Parâmetro λ, quando n = 1000, σ = 1, h = 1, m∗ = 1000,

m = 1000 e Z ∼ S1.1 (1, 0, 0).

λ λ̂1 v́ıcio
(
λ̂1

)
mse

(
λ̂1

)
λ̂2 v́ıcio

(
λ̂2

)
mse

(
λ̂2

)
λ̂3 v́ıcio

(
λ̂3

)
mse

(
λ̂3

)
re = 100

0.1 0.1043 0.0043 0.0001 0.0978 -0.0021 0.0003 0.1017 0.0017 0.0001

0.2 0.2065 0.0065 0.0003 0.1740 -0.0259 0.0010 0.2037 0.0037 0.0003

0.3 0.3075 0.0075 0.0013 0.2424 -0.0575 0.0043 0.3050 0.0050 0.0013

0.4 0.4126 0.0125 0.0025 0.3089 -0.0910 0.0098 0.4048 0.0048 0.0011

0.5 0.5047 0.0047 0.0005 0.3558 -0.1441 0.0216 0.5015 0.0015 0.0004

0.6 0.6052 0.0052 0.0021 0.4138 -0.1861 0.0363 0.6019 0.0019 0.0020

0.7 0.7089 0.0089 0.0018 0.4698 -0.2301 0.0540 0.7054 0.0054 0.0017

0.8 0.8146 0.0146 0.0038 0.5216 -0.2783 0.0806 0.8104 0.0104 0.0038

0.9 0.9048 0.0048 0.0055 0.5604 -0.3395 0.1175 0.9012 0.0012 0.0055

re = 500

0.1 0.1045 0.0045 0.0001 0.0991 -0.0008 0.0003 0.1013 0.0013 0.0001

0.2 0.2040 0.0040 0.0003 0.1744 -0.0255 0.0010 0.2008 0.0008 0.0002

0.3 0.3035 0.0035 0.0005 0.2404 -0.0595 0.0040 0.3009 0.0009 0.0005

0.4 0.4045 0.0045 0.0007 0.3029 -0.0970 0.0100 0.4017 0.0017 0.0006

0.5 0.5060 0.0060 0.0019 0.3587 -0.1412 0.0207 0.5018 0.0018 0.0013

0.6 0.6078 0.0078 0.0110 0.4159 -0.1840 0.0400 0.6039 0.0039 0.0104

0.7 0.7025 0.0025 0.0009 0.4605 -0.2394 0.0583 0.6988 -0.0011 0.0008

0.8 0.8115 0.0115 0.0311 0.5138 -0.2861 0.0873 0.7991 -0.0008 0.0017

0.9 0.9046 0.0046 0.0023 0.5598 -0.3401 0.1171 0.9004 0.0004 0.0021
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Caso n = 10000, α = 1.1.

(a) (b) (c)

Figura 5.15: Geração do Processo (5.2) para α = 1.1, β = 0, µ = 0, σ∗ = 1, λ = 0.1, n =

10000, h = 0.1, σ = 1 e m = 1000: (a) Série Temporal Simulada; (b) Função de Autocorrelação

Amostral; (c) Função Periodograma Suavizado.
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(a) (b) (c)

Figura 5.16: Geração do Processo (5.2) para α = 1.1, β = 0, µ = 0, σ∗ = 1, λ = 0.4, n =

10000, h = 0.1, σ = 1 e m = 1000: (a) Série Temporal Simulada; (b) Função de Autocorrelação

Amostral; (c) Função Periodograma Suavizado.

(a) (b) (c)

Figura 5.17: Geração do Processo (5.2) para α = 1.1, β = 0, µ = 0, σ∗ = 1, λ = 0.9, n =

10000, h = 0.1, σ = 1 e m = 1000: (a) Série Temporal Simulada; (b) Função de Autocorrelação

Amostral; (c) Função Periodograma Suavizado.
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Tabela 5.5: Estimação do Parâmetro λ, quando n = 10000, σ = 1, h = 0.1, m∗ = 2000,

m = 1000 e Z ∼ S1.1 (1, 0, 0).

λ λ̂1 v́ıcio
(
λ̂1

)
mse

(
λ̂1

)
λ̂2 v́ıcio

(
λ̂2

)
mse

(
λ̂2

)
λ̂3 v́ıcio

(
λ̂3

)
mse

(
λ̂3

)
re = 100

0.1 0.1037 0.0037 0.0001 0.1089 0.0089 0.0004 0.1012 0.0012 0.0000

0.2 0.2037 0.0037 0.0004 0.2060 0.0060 0.0012 0.2017 0.0017 0.0004

0.3 0.3033 0.0033 0.0002 0.3001 0.0001 0.0010 0.3008 0.0008 0.0002

0.4 0.4039 0.0039 0.0009 0.3938 -0.0061 0.0021 0.4012 0.0012 0.0009

0.5 0.5048 0.0048 0.0002 0.4844 -0.0155 0.0009 0.5021 0.0021 0.0002

0.6 0.6133 0.0133 0.0052 0.5877 -0.0122 0.0161 0.6048 0.0048 0.0009

0.7 0.7025 0.0025 0.0006 0.6652 -0.0347 0.0043 0.7005 0.0005 0.0005

0.8 0.8017 0.0017 0.0007 0.7466 -0.0533 0.0045 0.7993 -0.0006 0.0005

0.9 0.9010 0.0010 0.0015 0.8409 -0.0590 0.0110 0.8989 -0.0010 0.0015

re = 500

0.1 0.1065 0.0065 0.0026 0.1122 -0.0122 0.0046 0.1014 0.0014 0.0001

0.2 0.2073 0.0073 0.0031 0.2092 -0.0092 0.0050 0.2005 0.0005 0.0002

0.3 0.3043 0.0043 0.0018 0.2993 -0.0006 0.0043 0.2998 -0.0001 0.0003

0.4 0.4057 0.0057 0.0009 0.3952 -0.0047 0.0019 0.4031 0.0031 0.0009

0.5 0.5066 0.0066 0.0037 0.4862 -0.0137 0.0027 0.5014 0.0014 0.0006

0.6 0.6060 0.0060 0.0011 0.5754 -0.0245 0.0028 0.6032 0.0032 0.0010

0.7 0.7045 0.0045 0.0014 0.6586 -0.0417 0.0053 0.7007 0.0007 0.0010

0.8 0.8047 0.0047 0.0009 0.7490 -0.0509 0.0049 0.8020 0.0020 0.0008

0.9 0.9015 0.0015 0.0022 0.8275 -0.0724 0.0076 0.8989 -0.0010 0.0021
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Caso n = 1000, α = 1.5.

(a) (b) (c)

Figura 5.18: Geração do Processo (5.2) para α = 1.5, β = 0, µ = 0, σ∗ = 1, λ = 0.1,

n = 1000, h = 1, σ = 1 e m = 1000: (a) Série Temporal Simulada; (b) Função de Autocorrelação

Amostral; (c) Função Periodograma Suavizado.
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(a) (b) (c)

Figura 5.19: Geração do Processo (5.2) para α = 1.5, β = 0, µ = 0, σ∗ = 1, λ = 0.4,

n = 1000, h = 1, σ = 1 e m = 1000: (a) Série Temporal Simulada; (b) Função de Autocorrelação

Amostral; (c) Função Periodograma Suavizado.

(a) (b) (c)

Figura 5.20: Geração do Processo (5.2) para α = 1.5, β = 0, µ = 0, σ∗ = 1, λ = 0.9,

n = 1000, h = 1, σ = 1 e m = 1000: (a) Série Temporal Simulada; (b) Função de Autocorrelação

Amostral; (c) Função Periodograma Suavizado.
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Tabela 5.6: Estimação do Parâmetro λ, quando n = 1000, σ = 1, h = 1, m∗ = 1000,

m = 1000 e Z ∼ S1.5 (1, 0, 0).

λ λ̂1 v́ıcio
(
λ̂1

)
mse

(
λ̂1

)
λ̂2 v́ıcio

(
λ̂2

)
mse

(
λ̂2

)
λ̂3 v́ıcio

(
λ̂3

)
mse

(
λ̂3

)
re = 100

0.1 0.1057 0.0057 0.0002 0.1006 0.0006 0.0005 0.1020 0.0020 0.0001

0.2 0.2051 0.0051 0.0004 0.1765 -0.0234 0.0011 0.2020 0.0020 0.0003

0.3 0.3028 0.0038 0.0006 0.2407 -0.0592 0.0044 0.3011 0.0011 0.0005

0.4 0.4120 0.0120 0.0017 0.3094 -0.0905 0.0090 0.4054 0.0054 0.0008

0.5 0.5084 0.0084 0.0015 0.3667 -0.1332 0.0195 0.5037 0.0037 0.0012

0.6 0.6143 0.0143 0.0026 0.4165 -0.1834 0.0357 0.6108 0.0108 0.0024

0.7 0.7006 0.0006 0.0020 0.4634 -0.2365 0.0570 0.6972 -0.0027 0.0020

0.8 0.8050 0.0050 0.0050 0.5116 -0.2883 0.0853 0.8015 0.0015 0.0050

0.9 0.9013 0.0013 0.0023 0.5557 -0.3442 0.1200 0.8983 -0.0016 0.0023

re = 500

0.1 0.1050 0.0050 0.0002 0.0993 -0.0006 0.0004 0.1015 0.0015 0.0001

0.2 0.2056 0.0056 0.0007 0.1760 -0.0239 0.0012 0.2022 0.0022 0.0004

0.3 0.3066 0.0066 0.0005 0.2437 -0.0562 0.0038 0.3032 0.0032 0.0005

0.4 0.4063 0.0063 0.0009 0.3025 -0.0974 0.0104 0.4031 0.0031 0.0008

0.5 0.5042 0.0042 0.0013 0.3569 -0.1430 0.0212 0.5003 0.0003 0.0010

0.6 0.6056 0.0056 0.0021 0.4141 -0.1858 0.0357 0.6017 0.0017 0.0020

0.7 0.7078 0.0078 0.0021 0.4657 -0.2342 0.0562 0.7042 0.0042 0.0020

0.8 0.8088 0.0088 0.0039 0.5157 -0.2842 0.0824 0.8047 0.0047 0.0038

0.9 0.9074 0.0074 0.0036 0.5615 -0.3384 0.1161 0.9037 0.0037 0.0034
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Caso n = 10000, α = 1.5.

(a) (b) (c)

Figura 5.21: Geração do Processo (5.2) para α = 1.5, β = 0, µ = 0, σ∗ = 1, λ = 0.1, n =

10000, h = 0.1, σ = 1 e m = 1000.: (a) Série Temporal Simulada; (b) Função de Autocorrelação

Amostral; (c) Função Periodograma Suavizado.
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(a) (b) (c)

Figura 5.22: Geração do Processo (5.2) para α = 1.5, β = 0, µ = 0, σ∗ = 1, λ = 0.4, n =

10000, h = 0.1, σ = 1 e m = 1000: (a) Série Temporal Simulada; (b) Função de Autocorrelação

Amostral; (c) Função Periodograma Suavizado.

(a) (b) (c)

Figura 5.23: Geração do Processo (5.2) para α = 1.5, β = 0, µ = 0, σ∗ = 1, λ = 0.9, n =

10000, h = 0.1, σ = 1 e m = 1000: (a) Série Temporal Simulada; (b) Função de Autocorrelação

Amostral; (c) Função Periodograma Suavizado.
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Tabela 5.7: Estimação do Parâmetro λ, quando n = 10000, σ = 1, h = 0.1, m∗ = 2000,

m = 1000 e Z ∼ S1.5 (1, 0, 0).

λ λ̂1 v́ıcio
(
λ̂1

)
mse

(
λ̂1

)
λ̂2 v́ıcio

(
λ̂2

)
mse

(
λ̂2

)
λ̂3 v́ıcio

(
λ̂3

)
mse

(
λ̂3

)
re = 100

0.1 0.1021 0.0021 0.0001 0.1039 0.0039 0.0004 0.0994 -0.0005 0.0001

0.2 0.2064 0.0064 0.0003 0.2095 0.0095 0.0009 0.2036 0.0036 0.0003

0.3 0.3079 0.0079 0.0011 0.3028 0.0028 0.0016 0.3027 0.0027 0.0005

0.4 0.4032 0.0032 0.0006 0.3988 -0.0011 0.0019 0.4003 0.0003 0.0006

0.5 0.5100 0.0100 0.0046 0.4974 -0.0025 0.0052 0.5011 0.0011 0.0017

0.6 0.6078 0.0078 0.0012 0.5736 -0.0263 0.0032 0.6050 0.0050 0.0011

0.7 0.7065 0.0065 0.0013 0.6604 -0.0395 0.0056 0.7033 0.0033 0.0012

0.8 0.8048 0.0048 0.0022 0.7365 -0.0634 0.0067 0.8022 0.0022 0.0022

0.9 0.9098 0.0098 0.0016 0.8373 -0.0626 0.0067 0.9072 0.0072 0.0016

re = 500

0.1 0.1043 0.0043 0.0001 0.1088 0.0088 0.0005 0.1013 0.0013 0.0001

0.2 0.2060 0.0060 0.0004 0.2065 0.0065 0.0010 0.2032 0.0032 0.0004

0.3 0.3048 0.0048 0.0008 0.3013 0.0013 0.0021 0.3010 0.0010 0.0005

0.4 0.4050 0.0050 0.0007 0.3942 -0.0057 0.0018 0.4017 0.0017 0.0006

0.5 0.5046 0.0046 0.0010 0.4842 -0.0157 0.0026 0.5014 0.0014 0.0009

0.6 0.6022 0.0022 0.0010 0.5697 -0.0302 0.0033 0.5997 -0.0002 0.0010

0.7 0.7052 0.0052 0.0013 0.6644 -0.0355 0.0045 0.7027 0.0027 0.0013

0.8 0.8040 0.0040 0.0013 0.7526 -0.0473 0.0056 0.8009 0.0009 0.0011

0.9 0.9045 0.0045 0.0016 0.8354 -0.0645 0.0086 0.9016 0.0016 0.0015
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Podemos verificar, em todos os casos analisados, a ausência de longa dependên-

cia. Como no caso em que o rúıdo é o processo movimento Browniano, quanto

menor o valor de λ mais lento é o decaimento da função de autocorrelação. Apli-

cando os mesmos estimadores utilizados na Seção 5.1, obtivemos bons resultados

para λ̂1 e λ̂3, tanto para h = 1 quanto para h = 0.1. O estimador λ̂2 apresentou

resultados ruins para h = 1, obtendo uma significativa melhora no caso h = 0.1.

Como podemos verificar nas Tabelas 5.4 a 5.7, o valor de α não influenciou nos

resultados. O aumento do número de replicações não representou significativa me-

lhora na estimação.

5.3 Estimação de α na Solução da Equação de

Langevin com Rúıdo α-estável

Seja {Xt}t∈[0,T ] o processo solução da equação de Langevin com rúıdo α-estável

apresentado em (5.6). Apresentamos a estimação do parâmetro α nestes processos.

Para realizar a estimação, utilizamos o método de dois passos apresentado na Seção

4.2. No primeiro passo, estimamos λ através do estimador de máxima verossimi-

lhança (4.22). No segundo passo, utilizamos o método de estimação proposto por

Press (1972), considerando t1 = 0.2 e t2 = 0.8.

Nas simulações, consideramos o processo {Zt}t∈[0,T ] com distribuição Sα (1, β, 0),

onde α ∈ {1, 1.1, 1.5, 1.75, 1.9}, β ∈ {0, 0.5}. Utilizamos a forma discreta (5.7),

com m = 1000 e h ∈ {0.1, 1}.

Foram realizadas 100 replicações do processo e o estimador é obtido através da

média

α̂ =
1

100

100∑
j=1

α̂j, (5.8)

onde α̂j é o estimador proposto por Press (1972) e apresentado na Seção 4.2, apli-

cado na j-ésima replicação do processo.

105



Tabela 5.8: Estimação do Parâmetro α para Diferentes Valores do λ, quando n = 1000,

σ = 1, h = 1, m = 1000 e Z ∼ Sα (1, 0, 0).

α λ λ̂ α̂ v́ıcio(α̂) mse(α̂)

1 0.1 0.1037 1.0006 0.0006 0.0036

1 0.4 0.4031 0.9986 -0.0014 0.0065

1 0.9 0.9008 0.9265 -0.0735 0.0230

1.1 0.1 0.1039 1.1011 0.0011 0.0043

1.1 0.4 0.4077 1.0846 -0.0154 0.0050

1.1 0.9 0.9047 1.0519 -0.0481 0.0148

1.5 0.1 0.1042 1.4995 -0.0005 0.0037

1.5 0.4 0.4080 1.4947 -0.0053 0.0043

1.5 0.9 0.9011 1.4508 -0.0492 0.0120

1.75 0.1 0.0998 1.7490 -0.0010 0.0029

1.75 0.4 0.4055 1.7569 0.0069 0.0034

1.75 0.9 0.9124 1.6563 -0.0937 0.0208

1.9 0.1 0.1039 1.9039 0.0039 0.0014

1.9 0.4 0.4042 1.9014 0.0014 0.0031

1.9 0.9 0.9084 1.7716 -0.1284 0.0298
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Tabela 5.9: Estimação do Parâmetro α para Diferentes Valores do λ, quando n = 10000,

σ = 1, h = 0.1, m = 1000 e Z ∼ Sα (1, 0, 0).

α λ λ̂ α̂ v́ıcio(α̂) mse(α̂)

1 0.1 0.1029 0.9984 -0.0016 0.0009

1 0.4 0.4035 1.0012 0.0012 0.0004

1 0.9 0.9020 0.9994 -0.0006 0.0005

1.1 0.1 0.1032 1.0966 -0.0034 0.0005

1.1 0.4 0.4033 1.1049 0.0049 0.0004

1.1 0.9 0.9009 1.1011 0.0011 0.0003

1.5 0.1 0.1014 1.4978 -0.0022 0.0003

1.5 0.4 0.4025 1.4998 -0.0002 0.0003

1.5 0.9 0.9094 1.4993 -0.0007 0.0003

1.75 0.1 0.1045 1.7496 -0.0004 0.0003

1.75 0.4 0.4021 1.7476 -0.0024 0.0003

1.75 0.9 0.9018 1.7521 0.0021 0.0002

1.9 0.1 0.1008 1.8991 -0.0009 0.0002

1.9 0.4 0.4019 1.9010 0.0010 0.0002

1.9 0.9 0.9011 1.8980 -0.0020 0.0001
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Tabela 5.10: Estimação do Parâmetro α para Diferentes Valores do λ, quando n = 1000,

σ = 1, h = 1, m = 1000 e Z ∼ Sα (1, 0.5, 0).

α λ λ̂ α̂ v́ıcio(α̂) mse(α̂)

1 0.1 0.1032 0.9832 -0.0168 0.0047

1 0.4 0.4014 0.9841 -0.0159 0.0049

1 0.9 0.9084 0.9761 -0.0239 0.0161

1.1 0.1 0.1016 1.1106 0.0106 0.0032

1.1 0.4 0.4019 1.0859 -0.0141 0.0051

1.1 0.9 0.9135 1.0635 -0.0365 0.0169

1.5 0.1 0.1055 1.4928 -0.0072 0.0040

1.5 0.4 0.4051 1.4910 -0.0090 0.0045

1.5 0.9 0.9048 1.4736 -0.0264 0.0163

1.75 0.1 0.1039 1.7495 -0.0005 0.0024

1.75 0.4 0.4010 1.7450 -0.0050 0.0050

1.75 0.9 0.8926 1.6714 -0.0786 0.0230

1.9 0.1 0.1059 1.8997 -0.0003 0.0014

1.9 0.4 0.4049 1.9045 0.0045 0.0030

1.9 0.9 0.9077 1.7522 -0.1478 0.0340
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Tabela 5.11: Estimação do Parâmetro α para Diferentes Valores do λ, quando n = 10000,

σ = 1, h = 0.1, m = 1000 e Z ∼ Sα (1, 0.5, 0).

α λ λ̂ α̂ v́ıcio(α̂) mse(α̂)

1 0.1 0.1023 0.9883 -0.0117 0.0006

1 0.4 0.4014 0.9833 -0.0167 0.0007

1 0.9 0.8998 0.9831 -0.0169 0.0006

1.1 0.1 0.1047 1.1007 0.0007 0.0006

1.1 0.4 0.4002 1.0988 -0.0012 0.0003

1.1 0.9 0.8987 1.0998 -0.0002 0.0004

1.5 0.1 0.1055 1.4999 -0.0001 0.0003

1.5 0.4 0.3992 1.4991 -0.0009 0.0003

1.5 0.9 0.8955 1.5020 0.0020 0.0003

1.75 0.1 0.1019 1.7505 0.0005 0.0003

1.75 0.4 0.4097 1.7477 -0.0023 0.0002

1.75 0.9 0.9018 1.7521 0.0021 0.0002

1.9 0.1 0.1022 1.8997 -0.0003 0.0001

1.9 0.4 0.4073 1.8983 -0.0017 0.0002

1.9 0.9 0.9014 1.8982 -0.0018 0.0001

Na Tabela 5.8 podemos constatar que a variação de α não causou influência

significativa no erro quadrático médio (mse) de α̂, que, para cada valor de λ ∈

{0.1, 0.4, 0.9}, mostrou-se razoavelmente estável. No entanto, é posśıvel verificar

que conforme aumentamos o valor de λ, maior o erro quadrático médio de α̂.

Conforme verificamos na Seção 5.2, conforme aumentamos o valor de λ, maior o

mse de λ̂. É razoável que essa variação do mse de λ̂ influencie na estimação de α

no caso h = 1.

No entanto, na Tabela 5.9, onde apresentamos as simulações para processos

gerados com h = 0.1, o mse do estimador α̂ mantém-se praticamente estável para

todos os valores de λ e α, o que mostra que para h pequeno a estimação de α
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apresenta ótimos resultados através do algoritmo de dois passos.

Nas Tabelas 5.10 e 5.11 apresentamos as estimações para processos gerados com

β = 0.5. Essa modificação no valor de β não causou alterações significativas nas

estimações de α.
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Caṕıtulo 6

Aplicação

Neste caṕıtulo apresentamos a aplicação da teoria do processo advindo da solu-

ção da equação de Langevin clássica nos dados obtidos de perfurações realizadas do

gelo da Groelândia pela Greeland Icecore Project (GRIP). Essas perfurações tem

se tornado cada vez mais importantes para a compreensão do clima do passado.

A Groelândia está coberta por uma capa de gelo de mais de 2km de altura. Essa

capa tem uma estrutura em forma de camadas, e cada camada contém informações

sobre as condições atmosféricas existentes na época. Mais interessante ainda, é que

podemos obter o ano em que cada camada se formou.

Nas amostras de gelo obtidas na perfuração, estudam-se as bolhas de ar en-

voltas entre os cristais de gelo, que são amostras da atmosfera daquele tempo, e as

concentrações relativas de isótopo de hidrogênio e de oxigênio, que fornecem dados

sobre a temperatura da época.

Nesse trabalho analisamos o isótopo 18O contido nos cristais de gelo. Mais

precisamente, analisamos o ı́ndice δ18O, que é a diferença entre o 18O obtido

das perfurações no gelo e o 18O contido em amostras atuais da água do oceano.

Ditlevsen et al. (2002) mostram que esses dados podem ser modelados através

das equações diferenciais estocásticas, mais precisamente através do processo de
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Ornstein-Uhlenbeck, aplicado em determinados sub-intervalos onde podemos su-

por estacionariedade.

Os dados aqui apresentados remetem à 60000 anos atrás, em intervalos de 20

anos, ou seja, temos 3000 dados. Larios e Sorensen (2010) propõem a análise

dividida em três subintervalos: [-60000,-30000], [-30000,-10000] e [-10000,0]. Aqui,

dividiremos os dados originais nestes três subintervalos.

Figura 6.1: δ18O medido nas amostras extráıdas das escavações no gelo da

Groelândia.

(a) (b) (c)

Figura 6.2: (a) [-60000,-30000]; (b) [-30000,-10000]; (c) [-10000,0].

Consideramos então as séries temporais {Xt}1500t=1 , {Yt}
1000
t=1 e {Zt}500t=1 represen-

tando, respectivamente, o processo nos três subintervalos considerados. A Figura
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6.2 representa estas três séries temporais, respectivamente, nos gráficos (a), (b) e

(c).

Nas estimações consideramos h = 1 e utilizamos os estimadores (5.3) e (5.4)

para λ e o estimador (4.18) para σ. Para estimar a média, utilizamos o estimador

X apresentado em (2.9). Os resultados obtidos são apresentados na Tabela 6.1.

Tabela 6.1: Estimação de λ e σ2 dos dados δ18O.

[-60000,-30000] [-30000,-10000] [-10000,0]

λ̂1 0.1738 0.1487 0.8455

λ̂3 0.1728 0.1411 0.8450

σ̂ 1.0951 1.2907 0.5766

Média -41.3121 -41.5727 -34.9306

Pela Tabela 6.1 observamos que λ̂1 e λ̂3 apresentam valores bem próximos entre

si para o parâmetro λ em todos os intervalos analisados.
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Caṕıtulo 7

Conclusão

Apresentamos, no ińıcio deste trabalho, as principais propriedades da integral

de Itô, bem como os processos movimento Browniano, de Lévy, α-estáveis e movi-

mento Browniano fracionário, fundamentais para o entendimento e caracterização

dos processos advindos da solução da equação de Langevin clássica e generalizada.

Apresentamos na Seção 3.1 a equação de Langevin clássica e sua solução, obtida

através das propriedades da integral e do lema de Itô.

Na Seção 3.3 apresentamos brevemente a equação de Langevin clássica com

rúıdo movimento Browniano fracionário e o processo advindo da sua solução, que

tem a peculiaridade de sua função de autocorrelação possuir um lento decaimento.

Na Seção 3.4 apresentamos a equação de Langevin generalizada, o teorema de

existência e unicidade de Kannan e o teorema de representação de Kannan, que

provam a existência e unicidade da solução para a equação de Langevin generalizada

e apresenta critérios para a forma de tal solução.

No Caṕıtulo 4 apresentamos os principais estimadores para o parâmetro λ vin-

culado à função memória da equação de Langevin. Na Seção 4.2 propomos um al-

goritmo para estimação do parâmetro α no processo advindo da solução da equação

de Langevin generalizada com rúıdo α-estável. O algoritmo é baseado no estimador
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proposto por Press (1972), e apresentou resultados animadores nas simulações, com

erro quadrático médio relativamente pequeno no caso h = 1, e com ótimos resulta-

dos quando consideramos h = 0.1.

Nas simulações apresentadas no Caṕıtulo 5 obtivemos ótimos resultados para os

estimadores (5.3) e (5.5), que apresentaram erro médio quadrático muito pequeno,

com significativa melhora nas estimações quando consideramos um espaçamento

menor entre os dados. Podemos observar nas tabelas que quanto menor o valor de

λ, melhor é o resultado obtido, tanto quando o rúıdo é um movimento Browniano

como quando o rúıdo tem distribuição α-estável.

Para estudos futuros pretendemos estender a análise para processos advindos

da equação de Langevin generalizada com rúıdo movimento Browniano fracionário

e realizar inferências sobre o parâmetro de Hurst destes processos. É interessante

também estudar os processos advindos da equação de Langevin generalizada com

outros tipos de função memória que não o apresentado em (3.31).
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cess for Financial Econometrics”. Em Barndorff-Nielsen, O.E., Mikosch,
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Anexo A

A.1 Espaços de Hilbert e Espaços de Banach

No Caṕıtulo 3, Seção 3.4, apresentamos alguns resultados das equações de Langevin

no contexto da análise dos espaços de Hilbert e de Banach. Assim, apresentamos

alguns resultados e definições preliminares para nos auxiliar no estudo das equações

de Langevin generalizada.

Definição A.1. Seja E um espaço vetorial real. Um produto interno em E é uma

função ⟨·, ·⟩ : E × E → R, tal que, para todo x,w, y ∈ E e c ∈ R,

i) ⟨x+ w, y⟩ = ⟨x, y⟩+ ⟨w, y⟩;

ii) ⟨cx, y⟩ = c ⟨x, y⟩;

iii) ⟨x, y⟩ = ⟨y, x⟩ ;

iv) x ̸= 0 ⇒ ⟨x, x⟩ > 0.

O exemplo mais importante é o produto interno canônico do espaço euclidiano

Rn, dado por

⟨x, y⟩ = x1y1 + x2y2 + · · ·+ xnyn,

onde x = (x1, · · · , xn)′ ∈ Rn e y = (y1, · · · , yn)′ ∈ Rn.

Teorema A.1 (Desigualdade de Cauchy-Schwarz). Sejam x e y dois elementos

pertencentes à um espaço vetorial munido de um produto interno. Então,

|⟨x, y⟩|2 ≤ ⟨x, x⟩ ⟨y, y⟩ , (A.1)
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onde a igualdade vale se e somente se x e y são linearmente dependentes.

Demonstração: Ver Lima (2005), página 6. �

Definição A.2 (Norma). Seja L um espaço linear. Uma função p : L→ R finita é

uma norma em L, denotada por p (x) = ||x||, se

i) p (x) ≥ 0 para todo x ∈ L, onde p (x) = 0 se e somente se x = 0;

ii) p (cx) = |c|p (x), para todo x ∈ L e todo c ∈ R;

iii) p (x+ y) ≤ p (x) + p (y), para todo x, y ∈ L.

Definição A.3 (Espaço Linear Normado). Um espaço linear L, equipado com uma

norma p (x) = ||x||, é chamado de espaço linear normado.

Exemplo A.1. O conjunto dos números reais é um espaço linear normado, com a

norma ||x|| = |x|, para todo x ∈ R.

Exemplo A.2. O espaço real n-dimensional Rn é um espaço linear normado, con-

siderando como norma ||x|| =

√√√√ n∑
k=1

x2k, para todo x = (x1, x2, · · · , xn)′ ∈ Rn.

Exemplo A.3. Seja [a, b] um intervalo fechado da reta real. O espaço C ([a, b] ,R) =

{f : [a, b] → R|f é cont́ınua}, equipado com a norma

||f || = max
a≤x≤b

|f (x) | (A.2)

é um espaço linear normado.

Observação A.1. Todo espaço linear L, munido de um produto interno, é um

espaço vetorial normado se considerarmos a norma

||x|| =
√

⟨x, x⟩, para todo x ∈ L. (A.3)

A rećıproca é verdadeira se e somente se vale a Lei do Paralelogramo (ver Lima,

2005, página 6).
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Definição A.4 (Espaço Métrico). Um espaço métrico consiste em um par (M,d),

ondeM é um conjunto qualquer e d :M×M → R é uma função, chamada métrica,

com as seguintes propriedades.

i) d (x, y) ≥ 0, para todo (x, y) ∈ M ×M , onde d (x, y) = 0 se e somente se

x = y;

ii) d (x, y) = d (y, x);

iii) d (x, y) ≤ d (x, z) + d (z, y), para todo z ∈M .

Apresentamos a seguir uma ferramenta muito útil para a averiguação do item

iii) da Definição A.4.

Proposição A.1. Sejam x, y elementos do espaço n-dimensional M munido de

uma métrica d, tal que x = (x1, · · · , xn)′ e y = (y1, · · · , yn)′. Então, vale a de-

sigualdade de Cauchy-Schwarz(
n∑

k=1

xkyk

)2

≤
n∑

k=1

x2k

n∑
k=1

y2k. (A.4)

Demonstração: Ver Conway (1985). �
Boa parte dos conjuntos comumente conhecidos são espaços métricos.

Exemplo A.4. O par (R, d), com d (x, y) = |x− y|, é um espaço métrico.

Exemplo A.5. Seja M o conjunto de todas n-uplas ordenadas

x = (x1, x2, · · · , xn)′ ,

onde x1, · · · , xn ∈ R, munido da métrica

d (x,y) =

√√√√ n∑
k=1

(xk − yk)
2, x,y ∈M.

Então, (M,d) forma uma espaço métrico chamado espaço Euclidiano n-dimensional,

denotado por Rn.
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De fato, o item i) e ii) da Definição A.4 estão trivialmente satisfeitos. Para

provar a desigualdade triangular, sejam x,y, z ∈ Rn tais que

x = (x1, · · · , xn)′ , y = (y1, · · · , yn)′ , z = (z1, · · · , zn)′ .

Tomamos então

ak = xk − yk, bk = yk − zk,

para k = 1, · · · , n. Da desigualdade de Cauchy-Schwarz temos que

n∑
k=1

akbk ≤

√√√√ n∑
k=1

a2k

√√√√ n∑
k=1

b2k.

Logo,

n∑
k=1

(ak + bk)
2 =

n∑
k=1

a2k + 2
n∑

k=1

akbk +
n∑

k=1

b2k

≤
n∑

k=1

a2k + 2

√√√√ n∑
k=1

a2k

n∑
k=1

b2k +
n∑

k=1

b2k

=

√√√√ n∑
k=1

a2k +

√√√√ n∑
k=1

b2k

2

.

Portanto, √√√√ n∑
k=1

(ak + bk)
2 ≤

√√√√ n∑
k=1

a2k +

√√√√ n∑
k=1

b2k.

Substituindo ak = xk − yk e bk = yk − zk, temos a desigualdade√√√√ n∑
k=1

(xk − zk)
2 ≤

√√√√ n∑
k=1

(xk − yk)
2 +

√√√√ n∑
k=1

(yk − zk)
2,

provando a desigualdade triangular.

Exemplo A.6. Para p ≥ 1, seja

lp =

{
(xn)n≥1 |

∞∑
k=1

xpk <∞

}
(A.5)
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o conjunto de todas as sequências infinitas de números reais satisfazendo a condição

de convergência
∞∑
k=1

xpk <∞

para alguma constante real p ≥ 1. Tomando a métrica

d (x,y) =

(
∞∑
k=1

|xk − yk|p
) 1

p

(A.6)

temos que (lp, d) forma um espaço métrico, denotado também por Rn
p . Os itens i) e

ii) da Definição A.4 são trivialmente satisfeitos. A demonstração do item iii) é um

pouco mais trabalhosa, e pode ser vista em Kolmogorov e Fomin (1970).

Observação A.2. Todo espaço linear normado L é um espaço métrico se conside-

rarmos como métrica

d (x, y) = ||x− y||, para todo x, y ∈ L, (A.7)

onde || · || é uma norma qualquer.

A rećıproca não é verdadeira. Como exemplo, basta considerar um conjunto

aberto de Rn, munido da métrica apresentada no Exemplo A.5.

Definição A.5 (Sequência de Cauchy). Uma sequência (xn)n∈N de pontos de um

espaço métrico M é chamada de sequência de Cauchy se, para todo ε > 0, existe

um inteiro Nε tal que d (xm, xn) < ε, para todo m, n > Nε.

Observação A.3. Toda sequência convergente é uma sequência de Cauchy.

De fato, uma sequência (an)n∈N definida em um espaço métricoM é convergente

se existe um elemento a ∈ M tal que para todo ε > 0, existe um Nε ∈ N, de tal

forma que para todo n > Nε, d (an, a) < ε.

Assim, considerando ε1 = ε
2
, existe um Nε1 ∈ N tal que para todo n > Nε1

,

d (an, a) <
ε
2
. Pela desigualdade triangular, se m > n, então

d (am, an) ≤ d (am, a) + d (a, an) <
ε

2
+
ε

2
= ε.

Logo, (an)n∈N é uma sequência de Cauchy.
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Definição A.6 (Espaço Métrico Completo). Um espaço métricoM é dito completo

se toda sequência de Cauchy em M converge para um elemento de M .

Exemplo A.7. Um exemplo clássico de espaço métrico completo é a reta real.

Da completude da reta real, temos que o espaço Rn também é um espaço métrico

completo. De fato, seja

x(p) =
(
x
(p)
1 , x

(p)
2 , · · · , x(p)n

)′
, p ∈ N,

uma sequência de Cauchy de elementos de Rn. Então, para todo ε > 0, existe um

Nε tal que

d
(
x(r),x(s)

)
=

√√√√ n∑
k=1

(
x
(r)
k − x

(s)
k

)2
< ε,

para todo r, s > Nε. Logo,

n∑
k=1

(
x
(r)
k − x

(s)
k

)2
< ε2,

para todo r, s > Nε, o que implica que

|x(r)k − x
(s)
k | < ε,

para todo r, s > Nε, para cada k = 1, 2, · · · , n.

Assim, para cada k = 1, 2, · · · , n, temos que
(
x
(p)
k

)
p∈N

forma uma sequência de

Cauchy em R. Então, se para cada k = 1, 2, · · · , n,

xk = lim
p→∞

x
(p)
k ,

temos

lim
p→∞

x(p) = x = (x1, x2, · · · , xn)′ ∈ Rn.

Definição A.7 (Espaço de Banach). Um espaço linear normado completo, relativo

à métrica (A.7), é chamado espaço de Banach.
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Um importante exemplo de espaço de Banach é o espaço Lp.

Exemplo A.8 (Espaço Lp (Ω,F ,P)). Seja (Ω,F ,P) um espaço de probabilidade.

Para 1 ≤ p < ∞, Lp é o espaço formado por todas as funções f : Ω → R mensu-

ráveis tal que |f |p é integrável, e para f ∈ Lp, definimos a norma

||f ||p =
[∫

|f |pdP
] 1

p

. (A.8)

No caso em que p = ∞, f ∈ L∞ se existe um c real tal que

P {ω ∈ Ω : |f (ω) | ≤ c} = 0. (A.9)

Nessa caso, f é dita ser essencialmente limitada, e sua norma é dada por

||f ||∞ = inf {c : P [ω ∈ Ω : |f (ω) | ≤ c] = 0} . (A.10)

Definição A.8 (Espaço de Hilbert). Um espaço de Hilbert é um espaço vetorial

H, munido de um produto interno e completo em relação à norma definida por esse

produto interno.

Exemplo A.9. Os exemplos mais conhecidos de espaços de Hilbert são o espaço

Euclidiano Rn, com o produto interno ⟨x,y⟩ =
n∑

i=1

xiyi, onde x = (x1, · · · , xn)′ ∈

Rn e y = (y1, · · · , yn)′ ∈ Rn, e o espaço l2, como definido no Exemplo A.6.
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