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RESUMO

Neste trabalho, um novo método ndo-supervisionado para segmentacdo de lesdes melano-
citicas em imagens macroscopicas € proposto levando em consideracdo regides suspeitas, e
também uma nova abordagem para classificacao de lesdes que faz uso de evidéncias locais e de
contexto para estimar um indice de probabilidade para malignidade em cada lesdo. O método
proposto realiza a segmentacao das imagens em trés tipos de regides disjuntas: ‘pele sauda-
vel’, ‘regido de incerteza’ e ‘lesdo’. Regides de incerteza sao refinadas através da utilizacao de
feicOes estocdsticas também de forma ndo-supervisionada, resultando em uma madscara bindria
que discrimina a pele da lesdo. As mascaras obtidas apresentam um erro XOR comparavel aos
métodos estado da arte. A imagem € segmentada utilizando um algoritmo de superpixels e as
sub-regides que intersectam a mdascara obtida sdo categorizadas como evidéncias locais. Es-
tas evidéncias sdo representadas por uma descricao especializada que explora as caracteristicas
como cor e textura. Estas sub-regides sdo entdo associadas a evidéncias de contexto definidas
pela borda da lesdo de onde foram extraidas e classificadas de forma independente através de
uma abordagem supervisionada. Com o resultado da classificacdo destas evidéncias € possi-
vel obter um indicador probabilistico para malignidade associado a cada lesdo, e levando em
consideracdao um valor de tolerdncia € possivel identificar lesdes malignas em potencial. Os
resultados obtidos com o método proposto sdo promissores e apresentam maior acuracia do que
os métodos existentes na literatura apesar do erro XOR da segmentacdo das lesdes ser maior,
o que tende a confirmar o potencial do método proposto para discriminar lesdes melanociticas

benignas e malignas.

Palavras-chave: Segmentacao, Classificacido, Lesdes melanociticas, Imagens macroscopicas.



Detection and Qualification of Melanocytic Lesions using Local and Context Evidences

ABSTRACT

In this work, a novel unsupervised method for melanocytic macroscopic image segmentation
is proposed considering suspicious regions, and also a novel approach for lesion classification
using local and context evidence to estimate a probabilistic index of malignity or benignity in
each lesion. The proposed method segment the macroscopic images in three types of disjoint
regions: ‘healthy skin’, ‘suspicious region’ and ‘lesion’. Suspicious areas are refined using
stochastic texture features also in an unsupervised approach, resulting in a binary mask discrim-
inating skin and lesion. The resulting masks present an XOR error similar to other state-of-art
methods. In the next step, the image is segmented using a superpixels algorithm and subregions
that intersect the obtained mask categorized as local evidence. A specialized representation
describes color and texture information present in the local evidence region. The border of the
segmented skin lesion defines the context evidence and using a supervised approach, local and
context evidence are combined and classified independently. With the evidence classification
results is possible to obtain a probabilistic index of malignity and benignity associated to each
lesion, and considering a tolerance value is possible to identify potential malignant lesions. The
results achieved with the proposed method are promissing and present greater accuracy than
other techniques in the literature, even with a greater XOR error in segmentation step, con-
firming the proposed method’s potential to discriminate benignant and malignant melanocytic

lesions.

Keywords: Segmentation, Classification, Melanocytic lesions, Macroscopic images.
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1 INTRODUCAO

Diversos métodos para auxilio ao diagnéstico médico vém sendo desenvolvidos como forma
de colaborar com a identificacdo precoce de doencas e tumores. Uma das areas que recebeu
grande atencdo foi a dermatologia, onde imagens de lesdes melanociticas sdo analisadas diaria-
mente por especialistas que precisam realizar um diagndstico utilizando, na maioria dos casos,

apenas a informagao visual.

Apesar do constante aumento no nimero de dermatologistas que recebem treinamento e
afirmam saber como utilizar um dermatoscépio (NOOR; NANDA; RAO, 2009; MURZAKU;
HAYAN; RAO, 2014), pesquisas ainda apontam que mesmo nestas condicdes, 58% dos especi-
alistas ainda ndo possuem o equipamento que € capaz de adquirir imagens de alta qualidade de
uma lesdo (PILIOURAS; BUETTNER; SOYER, 2014). Estes dispositivos combinam a emis-
sdo de uma luz ndo-polarizada e uma lente que permite ampliar a regido observada de forma a
obter informacdes detalhadas sobre a anomalia, oferecendo assim subsidio para que o especi-
alista possa realizar o diagndstico. Porém, em regides distantes dos grandes centros o acesso
a dermatologistas pode levar tempo, o que implica em um atraso na chegada do paciente até o
especialista, levando ao agravamento do quadro do paciente, que em alguns casos pode levar ao

seu Obito.

Em 2013, segundo dados do Instituto Nacional de Cancer (INCA), foram registradas 1.559
mortes por cancer de pele do tipo melanoma maligno no Brasil. A estimativa é que no ano
de 2016 sejam registrados 5.670 novos casos. Para outros tipos de tumores, como € o caso dos
nevos atipicos, sdo estimados 175.760 novos casos em 2016 (INCA, 2015). A deteccdo precoce
de ambos os tipos de tumor pode levar ao aumento na sobrevida de pacientes, evidenciando a

importancia de ferramentas que auxiliem no diagnéstico inicial de possiveis casos.

Buscando reduzir o atraso na busca por um especialista, diversos estudos buscam o de-
senvolvimento de aplicacdes que sejam capazes de oferecer uma avaliagdo inicial do quadro
do paciente fazendo uso de dispositivos mais acessiveis, como cameras digitais tradicionais e
smartphones, permitindo a identifica¢do precoce do tumor (CAVALCANTI; SCHARCANSK]I,
2011; GLAISTER; WONG; CLAUSI, 2014). Estes sistemas de CAD (Computer-Aided Diag-
nosis) normalmente sdo constituidos por quatro etapas: 1) pré-processamento, para correcoes
na iluminagado e remocgao de ruido; 2) segmentacao, cujo objetivo € delimitar a regido da lesao

na pele; 3) extracao de caracteristicas como assimetria, borda, cor e dimensdo, componentes da



16

regra do ABCD da dermatologia (AHNLIDE et al., 2014); 4) classificacdo da lesdo encontrada

como maligna ou benigna.

Os sistemas tradicionais para auxilio ao diagndstico realizam a obtencdo de caracteristicas
extraidas das imagens e as utilizam como fei¢Ges para identificar a qual classe a lesdo pertence.
Entretanto, uma lesdo melanocitica pode ser representada por diferentes estdgios de evolugdo,
apresentar caracteristicas que nem sempre sao dominantes, ou que nao permitem perfeita dis-

tin¢do entre as classes.

As imagens utilizadas por estes sistemas podem ser dermatoscpicas, obtidas por um dis-
positivo que faz uso da emiss@o de luz polarizada e que permite a observaciao de detalhes do
tumor que ndo sdo visiveis a olho nu, ou ainda macroscépicas, que exploram a alta qualidade de
cameras comuns, as quais sao de ficil acesso devido ao baixo custo para aquisi¢do. Entretanto,
o equipamento utilizado para obten¢do de imagens dermatoscdpicas possui custo elevado e deve
ser manuseado por um especialista, ndo sendo uma alternativa efetiva para auxilio as regides de
dificil acesso. J4 a utiliza¢do de imagens macroscdpicas na qualificacdo de lesdes melanociticas
permite uma maior abrangéncia da solucdo, porém seu uso depende da remocao de sombras, da

atenuacgdo do ruido introduzido pelo sensor e de técnicas para extragdo de detalhes visiveis.

O presente estudo propde um novo método adaptativo nao-supervisionado que realiza a seg-
mentacdo de imagens macroscopicas de lesdes melanociticas em trés tipos de regides disjuntas:
‘pele saudavel’, ‘regido de incerteza’ e ‘lesdo’. Onde as regides de incerteza sdo refinadas atra-
vés da utilizacdo de feicOes estocdsticas também de forma ndo supervisionada, resultando em

uma madscara bindria que discrimina a pele da lesao.

Enquanto os métodos presentes na literatura avaliam a lesdo como um todo para efetuar a
sua classificacdo, a metodologia proposta faz uso de uma descri¢ao especializada composta de
evidéncias locais associadas a cada uma das sub-regides da lesdo, obtidas por um algoritmo de
superpixels. As descri¢cdes de cada uma das sub-regides sdo associadas as evidéncias de con-
texto definidas pela borda da lesao de onde foram extraidas, para que possam ser classificadas

de forma independente através de uma abordagem supervisionada.

Este trabalho leva em consideragdo regides de incerteza, evidéncias locais e de contexto
para atribuir indicadores de malignidade e benignidade para imagens de lesdes melanociticas
obtidas por cameras digitais convencionais e que apresenta vantagens quando comparado aos

métodos estado da arte para o referido conjunto de dados utilizados.
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1.1 Objetivo

Os principais objetivos deste trabalho sdo a proposicdo de um novo método para segmen-
tacdo de lesdes melanociticas em imagens macroscépicas levando em consideracdo regides de
incerteza, e a proposi¢do de uma abordagem para representacao e classificacdo das regides de
lesdo por meio de evidéncias locais e de contexto que permitem a obtencdo de um indicador

probabilistico para ocorréncia de malignidade e benignidade.

1.2 Contribuicoes deste Trabalho

As principais contribui¢des deste trabalho sdo:

e A proposi¢do de um novo método para segmentacdo de lesdes melanociticas que leva em

consideracdo regides de incerteza;

e A proposicdo de uma descri¢do especializada de superpixels que explora caracteristicas

locais presentes em lesdes melanociticas;

e A proposi¢do de um novo método para atribuir indicadores de malignidade ou benigni-

dade a lesdes melanociticas levando em consideracao evidéncias locais e de contexto.

1.3 Organizacao do Trabalho

As demais secOes do presente trabalho estdo organizadas da seguinte forma: a Secdo 2
apresenta uma revisdo dos trabalhos relacionados existentes na literatura para segmentagao e
classificagao de lesdes melanociticas. Na Secdo 3 estd descrito o método proposto para seg-
mentagdo, bem como seus resultados e comparativos. Na Secdo 4 estd descrita a abordagem
proposta para classificacdo e seus resultados experimentais. Por fim, na Sec¢do 5 sdo apresenta-

das as consideracgdes finais a respeito deste trabalho.
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2 TRABALHOS RELACIONADOS

Ao longo deste capitulo sdo apresentados métodos presentes na literatura que realizam a
segmentacao e classificacdo de lesdes melanociticas utilizando imagens macroscopicas.

Inicialmente, na Secdo 2.1 € descrita uma das abordagens existentes na literatura que diz
respeito a representacao de imagens macroscopicas de lesdes melanociticas por canais especia-
lizados.

Na Secdo 2.2 é apresentada uma revisdo que diz respeito a segmentacdo, onde as abor-
dagens fazem uso de limiares adaptativos, fluxo do vetor gradiente, andlise de componentes
independentes, além de métodos mais recentes que exploram a utilizacdo de aprendizado de
dicionérios.

Na Secdao 2.3 sao descritas formas de representar regides segmentadas de lesdes melanoci-
ticas, comparando a utiliza¢do de blocos retangulares e de superpixels.

Jana Secdo 2.4 é realizada a andlise de dois métodos de classificagdo que foram desenvolvi-
dos para o mesmo conjunto de dados, um deles utiliza selecao de feicdes baseada em correlagcao
(Correlation-based feature selection) e modelo de drvores logisticas (Logist Model Trees), €

outro modelo que utiliza classificadores K-vizinhos mais préximos e drvores de decisio.

2.1 Representacao de Imagens Macroscopicas de Lesoes Melanociticas

Em CAVALCANTI; SCHARCANSKI (2011) € proposta a representagdo de imagens ma-
croscopicas contendo uma lesdao melanocitica através de trés canais que contém informacdes
para auxiliar na distin¢do entre regido de pele e drea de lesdo. Estes canais consistem de repre-
sentacOes da variagdo textural, variacao na tonalidade local da pele e a coloracdo da regido. Este
método foi utilizado no presente trabalho por auxiliar na diferencia¢do entre dreas malignas e
benignas.

O primeiro canal, /], é uma representacio da variacio textural. A fim de extrair informagdes

sobre a variac@o textural, a imagem de luminancia, L € R"*", é computada para todo (x,y) €

{1,...,m} x{1,...,n} por:

Rixy) T Gxy) +Bxy)

) = T 3 - 2.1)

L
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Além disso, 7 filtros gaussianos {S (S)};':l de dimensdes 27 — 1 X 27— 1 sdo computados, sendo

T o tamanho definido para a janela:

(s) _ 1 =1+’

2T
onde (x,y) € {1,...,2t— 1} x {1,...,27— 1}. Assim, o canal de variacdo textural T € R"™*"

¢ computado por:

1— <L®S(s)>

) (x.y)
)| TZes) | .

(x.y)

onde (L ® S(S))(w) denota o pixel indexado por (x,y) em L® S (“®” denota a operacio de

convolugdo). O canal de variacdo textural € normalizado por:

Txy) —min{T }
max {7} —min{7}’

b= (2.4)

onde min{7} e max {7 } denotam a menor e a maior intensidade em 7.
O segundo canal, , representa a variacdo local na tonalidade da pele, e é definido pelo
complemento do canal vermelho (i.e., o primeiro canal do espaco de cores RGB) e assumindo

valores dentro do intervalo de [0, 1] é definido por:

L(x,y) =1—R(x,y). (2.5)

O terceiro canal, /3, descreve a coloragio da regidio e é dado pela normalizacdo da represen-
tacdo da imagem em RGB no seu subespaco de maior variancia, o qual € obtido por meio da
andlise das componentes principais (PCA). Por fim, este canal € filtrado pelo filtro da mediana
5 x 5 para reduzir o ruido impulsivo do canal. O canal /3 apresenta informacdes importantes
assumindo que regides de lesdo e nao-lesdo t€m diferentes distribuicdes de cor.

Além das representacdes propostas em CAVALCANTI; SCHARCANSKI (2011) auxilia-
rem na distincdo entre as regides de pele e de lesdo, elas também permitem a extracdo e andlise

de informacdes que auxiliam na diferenciacao entre lesdes malignas e benignas.
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2.2 Segmentacao de Lesoes Melanociticas em Imagens Macroscopicas

Diferentes abordagens presentes na literatura exploram a utiliza¢io de limiares adaptativos
para a segmentacao das lesdes de pele, permitindo separar a drea de lesdo da pele sauddvel.
Utilizando uma representacdo em tons de cinza, assumindo que as areas lesionadas sdo depig-
mentacdes da drea de pele saudavel, em RUIZ et al. (2008) € proposta a utilizagdo do limiar
de Otsu (OTSU, 1979) a fim de definir um valor que permita a separacio entre as duas classes,
assumindo que elas apresentam a mesma variancia e o mesmo desvio padrdo. O resultado da

segmentacdo inicial é complementado pela aplicacdo de operacdes morfoldgicas.

No trabalho proposto em CAVALCANTI; YARI; SCHARCANSKI (2010) € feito uso de
uma etapa de pré-processamento da imagem macroscépica, onde as variagdes de iluminagdo sao
atenuadas (CAVALCANTI; SCHARCANSKI; LOPES, 2010) seguida da aplica¢do do limiar
de Otsu no canal vermelho do espago de cores RGB. A justificativa € de que as regides de pele
sauddvel apresentam tonalidades com maiores intensidades de tons vermelhos e que as lesdes
sdo descoloracdes destas regides. Como etapa de pds-processamento, as regides internas da

area segmentada sdo preenchidas e uma operagdao morfoldgica de dilatagdo € aplicada.

Enquanto muitas abordagens fazem uso de espagos de cor como RGB e HSV para a seg-
mentacao das lesdes melanociticas, em CAVALCANTI; SCHARCANSKI (2011) € proposta
uma representacdo diferenciada para a imagem macroscépica através de trés canais especiali-
zados. O primeiro deles, apresentando a variabilidade de textura da imagem, considerando que
areas de pele e de lesdao possuem diferentes caracteristicas; o segundo uma representacao das
tonalidades de pele, assumindo a diferenca nas intensidades da regido de lesdo; e por fim uma
representacdo das cores através de um dnico canal usando decomposi¢do por andlise de com-
ponentes principais (PCA - Principal Component Analysis). O limiar de Otsu € calculado para
cada um dos canais de forma independente, e quando a0 menos duas segmentacdes indicam a

presenca de lesdo, o referido pixel € marcado como lesao.

Ainda explorando esta representacdo, em CAVALCANTI; SCHARCANSKI (2013) o cal-
culo do limiar de Otsu € realizado para o canal que representa a variacao textural, onde a maior
regido segmentada € selecionada e tem suas dreas de borda refinadas por um método de contor-

nos ativos, seguida de operacdes morfoldgicas para remocao de artefatos.

Na literatura, também € possivel encontrar outras abordagens como € o caso de TANG

(2009) onde € utiliza para segmentacdo da imagem de lesdo melanocitica uma abordagem que
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faz uso de contornos ativos multidirecionais. Inicialmente é obtida uma estimativa da regido
onde a lesdo estd localizada, utilizando como etapa de pré-processamento um filtro anisotrépico
robusto a presenca de ruido e capaz de reduzir a interferéncia de pelos, seguida da aplicacdo de

uma limiarizagao.

Uma vez estimada a regido onde a lesdo esta localizada, um método de contornos ativos
baseado no fluxo do vetor gradiente € utilizado para refinar a drea segmentada, permitindo a

estimativa das regides de borda mesmo que exista a presenca de artefatos nas proximidades.

Ap6s uma etapa de atenuacdo de sombra, o método proposto em CAVALCANTI et al.
(2011) utiliza andlise de componentes independentes (ICA - Independent Component Analysis),
que tende a separar as dreas de lesdo, pele e outros artefatos. Com a estimativa gerada através

da utilizacdo da ICA € possivel obter uma segmentacao inicial da drea de lesdo.

Para refinar a borda da lesdo obtida durante a segmentac¢do inicial e adquirir uma estima-
tiva mais precisa de sua localizacdo é realizada a aplicacdo de um método de contornos ativos
(CHAN; VESE, 2001), além disso, uma etapa de pds-processamento também € aplicada para

computar a mascara final.

J4 o método proposto em FLORES (2015) para segmentacdo de lesdes melanociticas, ini-
cialmente, para reduzir artefatos indesejdveis, os efeitos de sombra sdo atenuados e uma pré-

segmentacao € obtida usando um algoritmo de watershed (JUNG, 2007).

Em seguida, uma imagem de variacao textural projetada para melhorar a discriminabilidade
da lesdao em relacdo ao fundo é obtida e a regido pré-segmentada é usada para o aprendizado
de um diciondrio inicial e de uma representacdo inicial via um método de fatoracao de matrizes

nao-negativas.

Uma versao ndo-supervisionada e ndo-paramétrica do método de aprendizado de diciondrio
baseado em teoria da informacgdo € utilizada para otimizar esta representacao, selecionando o
subconjunto de dtomos que maximiza a compacticidade e a representatividade do dicionario
aprendido. Por fim, a imagem da les@o de pele € representada usando o diciondrio aprendido e

segmentada com o método de corte normalizado em grafos.

Mesmo com diversas abordagens desenvolvidas para segmentacdo de lesdes melanociticas,
uma solucao que seja robusta e a0 mesmo tempo computacionalmente eficiente ainda representa

um problema em aberto.
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2.3 Representacao de Lesoes Melanociticas em Imagens Macroscopicas

E possivel encontrar na literatura métodos que realizam a representacio de dreas segmenta-
das de diversas formas, a mais tradicional delas envolve a utilizacdo de blocos (patches) retan-

gulares.

Um bloco retangular € definido pela vizinhanca de um pixel, podendo ser utilizado na de-
composi¢cdo de imagens ou regides e apresentar diferentes dimensdes. Este tipo de abordagem
¢ comum em métodos existentes para segmentacdo de imagens macroscopicas de lesdes mela-
nociticas (FLORES, 2015) pois permite uma representacao simples e que facilita a extracao
de informacdes como textura e cor. Porém, blocos de tamanho uniforme ndo sdo capazes de

representar bordas de objetos complexos, o que acaba diminuindo sua precisao.

Outro tipo de representacido de imagens comum em outros trabalhos € a segmentacao através
de superpixels, servindo como uma etapa de pré-processamento para permitir a aplicacao de

técnicas mais complexas.

Algoritmos para obten¢do de superpixels sao utilizados como forma de representar regides
similares através de pixels coerentes. Diversos métodos podem ser encontrados na literatura,
dentre eles o algoritmo SLIC (simple linear iterative clustering) (ACHANTA et al., 2012) que
possui como caracteristicas baixa complexidade computacional e permite de representar regioes

de borda fielmente, ao contrério de blocos retangulares.

O método SLIC, de forma resumida, apresenta duas importantes modifica¢des ao tradici-
onal método de clustering k-médias. A primeira delas € a redu¢do no nimero de cdlculos de
distancias, o que implica na reducdo do tamanho do espaco de busca para regides do tamanho
de cada superpixel. A segunda € a utilizacdo de uma medida de distancia ponderada que permite
ao mesmo tempo preservar regides de borda e permitir o controle do tamanho e da compactagao
de cada regido.

No momento da inicializagdo devem ser informados dois parametros, o nimero de super-
pixels desejado e o valor utilizado para definir a compactacdo de cada regido. Entretanto, para
permitir que algoritmo produza regides com tamanho similar, o nimero de superpixels resul-
tantes pode ser inferior ao valor informado como parametro.

Durante o agrupamento sdo utilizadas as representacdes de cada pixel no espago de cores
CIE L*a*b* (GONZALEZ; WOODS, 2008) associada com a sua localiza¢c@o no plano da ima-

gem ponderada pelo parametro de compactagdo. Iterativamente, cada pixel € associado ao cen-
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tro de uma grade de tamanho definido pelo ndmero de superpixels desejados, de forma similar

ao algoritmo k-médias.

Uma etapa de pos-processamento for¢a a conectividade de pixels que ndo pertencem a
mesma regido a qual estdo conectados, atribuindo-os para a regido cujo centro se encontra mais
préoximo. Resultando em um mapa de superpixels com tamanhos semelhantes, respeitando as

regides de borda e apresentando grande coeréncia interna.

A representacdo de forma coerente € imprescindivel para métodos de utilizados na classi-
ficacdo de sub-regides, uma vez que a coeréncia garante que os pixels similares que podem

caracterizar uma lesdo estardo agrupados em uma mesma regiao.

2.4 Classificacao de Lesoes Melanociticas em Imagens Macroscopicas

Sistemas de auxilio ao diagnostico buscam explorar informagdes contidas na drea de le-
sdo para qualificd-la como sendo maligna ou benigna, para isso, algoritmos buscam analisar a
imagem da mesma forma que o especialista. O método mais conhecido para identificar a ma-
lignidade em uma les@o é a regra ABCD da dermatologia (AHNLIDE et al., 2014), segundo
ela quatro diferentes aspectos necessitam ser verificados: assimetria, borda, coloracio e dia-
metro. Lesdes malignas, em geral, apresentam formas assimétricas, bordas irregulares e pouco
definidas, coloracao ndo-uniforme, e apresentam mais de 6 mm de diametro (KOROTKOV;

GARCIA, 2012).

Uma revisdo sobre os métodos de classificacdo utilizados na identificacdo de lesdes mela-
nociticas malignas em imagens dermoscopicas pode ser encontrada no trabalho apresentado em
KOROTKOV; GARCIA (2012), bem como uma revisdo sobre as principais feicdes utilizadas

na etapa de classificacao.

A seguir sdo apresentados métodos que fazem uso de imagens macroscOpicas de lesdes me-
lanociticas oriundas da mesma base de dados, permitindo a comparagdo entre as técnicas uti-
lizadas e seus resultados. Ambos os métodos buscam a diferenciacdo entre os casos benignos
e malignos fazendo uso de um conjunto de imagens previamente analisado por um dermatolo-

gista.

O método proposto em ALCON et al. (2009), realiza a extracdo de fei¢des a partir de ima-
gens macroscopicas de lesdes melanociticas obtidas por cameras digitais convencionais e as

combina com informacdes relacionadas ao paciente.



24

As feigcdes relacionadas a imagem da lesdo consistem em representacdes da assimetria,
borda, cor e estruturas presentes na area afetada. J4 as informacdes do paciente levam em
consideracdo tipo da cor de pele, idade, género e parte do corpo onde a lesdo ocorreu.

A etapa de classificacao se dé inicialmente por meio da utilizacdo de um algoritmo de sele-
cdo de feicoes baseada em correlagdo e a classificacao final é obtida por um modelo de arvores
logisticas (Logistic Model Trees).

Enquanto a abordagem para classificacdo de imagens macroscopicas proposta em CAVAL-
CANTI; SCHARCANSKI (2011) utiliza feicdoes também relacionadas as caracteristicas refe-
rentes a regra ABCD da dermatologia (AHNLIDE et al., 2014), adicionalmente faz-se uso de
canais especializados para complementar as representacdes da drea de lesdo.

No que diz respeito a etapa de classificagdo, um método para re-amostragem do conjunto
de treinamento é utilizando buscando ampliar o nimero de amostras utilizadas. Como clas-
sificador, os autores propdem a utilizacdo do algoritmo k-vizinhos mais préximos combinado
com classificadores Bayesianos especializados em um subconjunto de fei¢des identificados por
arvores de regressao, buscando reduzir o nimero de falsos negativos gerados pelo método.

Metodologias utilizadas na qualificacdo de lesdes como malignas ou benignas variam na
escolha do conjunto de fei¢cdes utilizadas e na forma que a classificagdo € realizada. A defini¢do
de algoritmos que facam uso de informacdes compreensiveis e que aproximem o diagndstico
do dermatologista de forma robusta ainda é um problema em aberto, e que se solucionado pode

beneficiar inimeras pessoas no auxilio a identificagdo precoce de tumores.
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3 UMA ABORDAGEM PARA SEGMENTACAO DE LESOES MELANOCITICAS UTI-
LIZANDO LIMIARES ADAPTATIVOS E FEICOES ESTOCASTICAS

Existem diferentes métodos na literatura, os quais apresentam abordagens para segmentar
lesdes melanociticas cuja eficdcia ja foi confirmada. Entretanto, a maior parte destes métodos
geram bordas deterministicas, mesmo quando a lesdo estd afetando algumas das dreas em seu

entorno com menor intensidade ou quando a lesdo retraiu sob a pele.

O método proposto neste trabalho utiliza uma abordagem nao-supervisionada que agrupa
os pixels da imagem macroscépica em trés regioes disjuntas, chamadas ‘lesdo de pele’, ‘regido
suspeita’ e ‘pele sauddvel’. Estas regides sdo detectadas levando em consideracdo a concor-
dancia entre a segmentacdo de diferentes canais utilizando limiares adaptativos. Por fim, sdo
utilizadas fei¢cdes de textura estocdstica como forma de refinar a ‘regido suspeita’, resultando

na obtencdo de uma madscara final de segmentagdo (BERNART et al., 2015).

Uma visdo geral da abordagem proposta pode ser visualizada na Figura 3.1, destacando as
etapas de segmentagdo inicial (descrita na Secdo 3.1), refinamento de regides suspeitas (Secao

3.2) e de pos-processamento (Se¢do 3.3).

Figura 3.1: Fluxograma ilustrando o processo de segmentagdo, tendo como entrada uma imagem ma-

croscdpica e como saida a mdscara bindria resultante da segmentagao.

Imagem Macroscopica

Il

Segmentacao Inicial

Refinamento de

) ) Pos-processamento
Regloes Suspeiltas P

l

Mascara Binaria

Fonte: o autor.
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3.1 Segmentaciao Inicial

O método proposto assume como entrada uma imagem macroscépica de uma lesao melano-
citica denotada como I e representada pelos canais ¢ = {R, G, B}, com indices (x,y), onde cada

elemento I.(x,y) pode assumir valores dentro do intervalo [0, 1].

Esta imagem é pré-processada com um filtro Gaussiano ¥,

I(x,y) =9(I(x,y),0,u), 3.1)

definindo os parametros ¢ = 5 e i = 0, utilizando janelas de tamanho 5x5, atenuando a presenca

de ruido.

Fazendo o uso do método proposto em Otsu (OTSU, 1979), para cada canal de cor sdo ob-
tidos de forma independente limiares denominados 7. utilizados na obten¢do de uma estimativa
inicial de segmentacdo, assumindo que quando a informagdo de cor € analisada no espaco de

cores RGB, a drea da lesdo € mais escura do que a regido de pele:

1, sel.(x,y) <t
Te(x,y) = (3.2)
0, caso contrdrio.

Para um dado pixel T;(x,y), quando todos os canais limiarizados indicam para a categori-
zacdo como ‘pele sauddvel’ (pixel com intensidade maior do que o limiar) ou ‘lesdo de pele’
(pixel com intensidade menor do que o limiar), estes pixels sdo entdo associados a suas respecti-
vas regides. Entretanto, quando ndo ha uma total concordancia entre os trés canais limiarizados,
o pixel € atribuido para categoria ‘regido suspeita’.

As regides obtidas sdo representadas por ¢(x,y), onde o valor O indica ‘pele saudével’
(quando todas as representagdes indicam a presenca de pele sauddvel para um determinado pi-
xel), 1 indica ‘lesdo de pele’ (quando todas as representacdes indicam a presenca de lesdo para
um determinado pixel) e 2 ‘regides de incerteza’ (quando uma das representacdes é diferente

das demais):
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0, seTg(x,y) =Tg(x,y) =Tp(x,y) =0,
P(x,y) =191, seTr(x,y) =Ts(x,y) =Tp(x,y) =1, (3.3)

2, caso contrario.

\

Na Figura 3.2 € possivel observar o processo para obtencao das trés regides disjuntas, uti-
lizando como entrada uma imagem macroscopica no espaco de cores RGB. No mapa de saida,
as dreas em cinza indicam ‘pele sauddvel’, em preto ‘lesdo de pele’ e em branco as ‘regides

suspeitas’.

Figura 3.2: Processo de segmentacdo inicial utilizado na obtengdo das ‘regides de incerteza’, utilizando

como entrada a imagem macroscépica no espago de cores RGB.

— Limiar de Otsu
Filtro G " e o
Gaussiano ” — Limiar de Otsu

B . — Limiar de Otsu

Fonte: o autor.

Ao final da etapa de segmentacdo inicial, a imagem ¢ apresenta as trés regides disjuntas
definidas anteriormente. E possivel ainda a utilizagdo de algoritmos mais sofisticados para ob-
tencdo de uma estimativa mais precisa destas regides, aumentando também a complexidade do
método de segmentacdo como um todo. Exemplos do resultado apresentado pela segmentacao
inicial sdo ilustrados pela Figura 3.3.

Uma vez definidas as regides suspeitas, buscando a obtencdo de uma mdscara binaria que
seja capaz de distinguir a regido de lesdo da pele sauddvel, estas dreas serdo refinadas através

de um processo de classificacdo como descrito na Secdo 3.2.

3.2 Refinamento de Regioes Suspeitas

Sendo que lesdes melanociticas ndo apresentam forma especifica, cor ou textura, € consi-
derado que ‘pele saudavel’ e ‘les@o de pele’ apresentam diferentes texturas estocasticas. Como

forma de qualificar estas texturas estocésticas em uma imagem de lesdo de pele, é assumido
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Figura 3.3: Na primeira linha estdo dispostas as imagens originais, ja na segunda linha as regides obtidas
pelo método proposto. Na cor preta estdo as regides identificadas como ‘lesdo de pele’, na cor cinza as

regides identificadas como ‘pele sauddvel’ e na cor branca as ‘regides suspeitas’.

7

- %

Fonte: o autor.

que a distribui¢do do gradiente em diferentes regides de pele pode ser representada por uma
distribui¢do assimétrica (e.g. Gamma), desta forma, fei¢des de texturas estocdsticas sdo utiliza-
das para medir o quanto estas regides desviam da aleatoriedade (SCHARCANSKI; DODSON,
1996).

Como forma de representar a textura estocastica, a magnitude do gradiente de cada um dos

canais de cor ¢ € calculada utilizando o operador de Sobel (GONZALEZ; WOODS, 2008):

G.=|VIL]|, (3.4)

com base nestas informagdes € possivel entdo estimar um indice de aleatoriedade para janelas

de tamanho varidvel, definido por K_:

[ var(Geley) |
k) = (eeionh) )

onde maiores valores indicam a presenca de estruturas e menor aleatoriedade.

Regides que fazem parte da lesdo melanocitica tendem a apresentar um maior ndmero de
estruturas e, consequentemente, menor aleatoriedade na regido de pele sauddvel em seu entorno,
que tende a ser menos agrupada e apresenta maior aleatoriedade.

Desta forma, descrever as magnitudes locais do gradiente por uma distribuicdo assimétrica

auxilia na discriminacao entre texturas estocdsticas presentes na drea interna e externa da regidao
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assumida como ‘lesdo de pele’.
Uma vez computadas as feigdes de textura estocdsticas para cada um dos canais de cores,
estas informagdes sdo combinadas com os dados originais da imagem formando uma represen-

tacdo para cada elemento, dada por um vetor de feicoes definido por:

X(x’y) = {IR(x7y)7IG(X7y)7[B(xvy)7KR(x’y)vKG(xvy>7KB(x7y)}' (36)

Como forma de classificar as ‘regides suspeitas’, N amostras de ambas as classes (‘pele sau-
davel’ e ‘lesdo pele’) sdo selecionadas aleatoriamente, garantindo que ambos os conjuntos pos-
suam o mesmo numero de amostras. Sendo que a selecdo automatica de amostras oriundas da
propria imagem como conjunto de treinamento torna possivel a abordagem nao-supervisionada.

Um classificador nao-paramétrico KNN (K-Nearest Neighbors ou K-vizinhos mais proxi-
mos) (COVER; HART, 1967) ¢ treinado fazendo uso das amostras coletadas dentro da propria
imagem, e utilizado para refinar as regides detectadas anteriormente como suspeitas, cujo pro-
cesso pode ser observado na Figura 3.4. O resultado desta etapa € uma imagem bindria contendo

apenas regioes classificadas como lesdo ou pele, ilustrada na Figura 3.5.

Figura 3.4: Fluxograma ilustrando o processo de refinamento, responsavel pela classificacao dos pixels

pertencentes as regides suspeitas.
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{RG,BK K K} (0,1}
Pixels de Regibes Suspeitas para Classificacao Classificador K-NN

|

Pés-processamento

Fonte: o autor.
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Nos experimentos, o valor de N foi definido como 3000 amostras de cada uma das classes,
jéa para os casos onde o nimero de pixels existentes era menor que o valor definido, o mesmo

namero de amostras da menor classe foi utilizado.

Figura 3.5: Exemplos de mdscaras resultantes do processo de refinamento das ‘regides suspeitas’ utili-

zando cores e texturas estocasticas.

Fonte: o autor.

O método proposto realiza uma etapa adicional com a aplica¢io de pds-processamento des-

crita na Secdo 3.3 para eliminar artefatos e gerar a segmentacao final.

3.3 Pos-Processamento

Considerando que as imagens pertencentes ao conjunto de dados utilizado para avaliacdo do
método proposto apresentam apenas uma lesdo melanocitica por imagem, as etapas iniciais de
pos-processamento sdo: a selecdo do maior objeto presente na mascara resultante da etapa de
refinamento e o preenchimento de eventuais aberturas em sua regido interior.

Uma etapa adicional € utilizada para suavizar as bordas da regido que delimitam a lesdo
utilizando um filtro Gaussiano, buscando aproximar as marcacgdes realizadas manualmente por
um dermatologista e preservar as regides resultantes da etapa de refinamento. Na Figura 3.6,
¢ possivel observar algumas das mdscaras resultantes € um comparativo com a segmentacao

manual realizada por um dermatologista.

3.4 Resultados Experimentais e Discussoes

O conjunto de dados escolhido para avaliacdo foi proposto em ALCON et al. (2009), uma
vez que tem sido utilizado em diversos trabalhos presentes na literatura, consistindo de 152
imagens macroscopicas de lesdes melanociticas (45 nevos atipicos e 107 melanomas malignos)
retirados do DERMNET SKIN DISEASE ATLAS (2015), onde em cada imagem contém ape-

nas uma regido de lesdo. Este conjunto, além das imagens, apresenta o diagndstico e a segmen-
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Figura 3.6: Na primeira linha estdo dispostas as mdscaras geradas automaticamente. Na segunda linha,
os contornos na cor azul representam a marca¢do manual realizada pelo dermatologista e em vermelho o

resultado do método proposto.

P

Fonte: o autor.

tacdo da drea que delimita a lesdo, ambas realizadas por um dermatologista. Todas as imagens
foram pré-processadas pelo algoritmo para atenuagdo de sombras proposto em CAVALCANTT;
SCHARCANSKTI; LOPES (2010), de forma a tornar a iluminagdo constante.

Para cada imagem presente no conjunto utilizado para avaliagdo do método foram geradas
mascaras bindrias com as marcacdes indicando a regido onde a lesdo esta localizada, e por meio
da comparacdo com a marcacao realizada manualmente pelo dermatologista foram calculadas

as seguintes medidas:

e TP: valor correspondente ao niimero de pixels pertencentes a regides de lesdo correta-

mente identificadas como lesdo na segmentacdo automatica;

e FP: valor correspondente ao nimero de pixels pertencentes a regides de nio-lesdo incor-

retamente identificadas como lesdo na segmentacao automatica;

e TN: valor correspondente ao nimero de pixels pertencentes a regidoes de nao-lesio corre-

tamente identificadas como ndo-les@o na segmentagdo automatica;

e FN: valor correspondente ao nimero de pixels pertencentes a regioes de lesdo incorreta-

mente identificadas como ndo-lesdo na segmentagdo automatica

Com base nestas informacdes € possivel computar métricas que permitem avaliar o método
proposto e compara-lo com os métodos presentes na literatura. Dentre as métricas comumente

apresentadas estdo o erro XOR e a especificidade.
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O erro XOR ¢ definido por:

FP+FN
erro XOR = L, (3.7)
TP+FN

e permite avaliar a quantidade de pixels onde as méscaras de segmentagdo diferem, comumente
utilizada na avaliacdo de métodos que tem como objetivo a segmentacao de lesdes.

A especificidade, definida por:

T'N

especificidade = —————,
FP+TN

(3.8)

permite avaliar a quantidade de pixels que sdo corretamente identificados como pele sauddvel
em uma imagem.

Para que possa ser utilizado, um método de segmentagdo precisa apresentar baixos valores
para o erro XOR, e altos valores para especificidade. Na Tabela 3.1 € possivel verificar a com-
paracdo do método proposto com os demais métodos presentes na literatura no que diz respeito
ao erro XOR e na Tabela 3.2 os resultados referentes a especificidade.

Com base nos resultados experimentais € possivel comprovar que o método proposto apre-
senta erro e especifidade da segmentacdo compardveis com as demais abordagens presentes na
literatura. Apesar de métodos como o proposto em FLORES (2015) apresentar erros menores
quando comparado com a segmentacgdo realizada por um dermatologista, a abordagem proposta
apresenta vantagens como a obten¢do de ‘regides suspeitas’ permitindo extensdes e maior fle-
xibilidade ao segmentar a lesao.

Diferentemente de outros métodos existentes na literatura, a abordagem proposta neste tra-
balho se destaca por propor uma etapa de segmentacdo inicial que pode fazer uso tanto de
métodos de baixa complexidade, como de algoritmos mais elaborados. Além disso, faz uso de
trés regides disjuntas, identificando possiveis dreas onde a lesdo retraiu sob a pele, encontra-se
em expansao, ou ainda regides com uma variacao na tonalidade da pele. Por fim, a abordagem
proposta € inovadora por utilizar informag¢des da propria imagem, obtidas através de uma etapa
de segmentacdo inicial, no treinamento de um classificador utilizado na qualificagcdo de ‘regides

suspeitas’.
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Tabela 3.1: Comparativo entre o erro XOR gerado pelo método proposto e por outras abordagens pre-

sentes na literatura.

Método

Erro XOR (%)

Média Mediana Desvio Padrao

Limiar de Otsu na imagem em tons de cinza

(RUIZ et al., 2008) 42.33 13.13 192.15
Limiar de Otsu no canal R

(CAVALCANTI; YARI; SCHARCANSKI, 2010) 38.63 15.01 160.49
Esquema baseado no Fluxo do Vetor Gradiente

(TANG, 2009) 59.60  50.32 40.96

Limiar de Otsu na representacdo em trés canais

(CAVALCANTTI; SCHARCANSKI, 2011) 3483  21.90 107.37
Segmenta¢do baseada em ICA

(CAVALCANTTI et al., 2011) 28.33 12.88 108.00
Limiar de Otsu no canal de variagao textural

(CAVALCANTI; SCHARCANSKI, 2013) 15.60 12.33 11.93

Abordagem utilizando dicionérios

(FLORES, 2015) 14.87 11.86 10.58

Método proposto

(BERNART et al., 2015) 15.40 11.66 10.48
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Tabela 3.2: Comparativo entre a especificidade gerada pelo método proposto e por outras abordagens

presentes na literatura.

Especificidade (%)
Método Média Mediana Desvio Padrio
Limiar de Otsu na imagem em tons de cinza
(RUIZ et al., 2008) 97.95 99.20 5.33
Limiar de Otsu no canal R
(CAVALCANTT; YARI; SCHARCANSKI, 2010) 98.49  99.47 4.70
Esquema baseado no Fluxo do Vetor Gradiente
(TANG, 2009) 99.62  99.89 0.76
Limiar de Otsu na representacdo em trés canais
(CAVALCANTTI; SCHARCANSKI, 2011) 99.72  99.89 2.08
Segmenta¢do baseada em ICA
(CAVALCANTTI et al., 2011) 98.34  99.59 8.38
Limiar de Otsu no canal de variagao textural
(CAVALCANTI; SCHARCANSKI, 2013) 99.11 99.41 2.16
Abordagem utilizando dicionérios
(FLORES, 2015) 99.12  99.33 1.41
Método proposto
(BERNART et al., 2015) 99.02  99.29 1.41
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4 CLASSIFICACAO E QUALIFICACAO DE LESOES MELANOCITICAS ATRAVES
DE EVIDENCIAS LOCAIS E DE CONTEXTO

Neste capitulo é apresentada uma nova abordagem para classificacio e qualificacdo de lesoes
melanociticas fazendo uso de evidéncias locais e de contexto, permitindo a atribuicdo de um

indicador de probabilidade para malignidade e benignidade em cada imagem.

Trata-se de uma abordagem inovadora por analisar uma lesao inicialmente de forma local,
através da representacdo de sub-regides extraidas da drea segmentada por evidéncias que descre-
vem cor e textura, e posteriormente combina estas representacdes com evidéncias de contexto
referentes a regido de onde foram extraidas (e. g. dados de contorno, estrutura e borda). Cada
uma destas sub-regides da lesdo € classificada de forma independente através de uma abor-
dagem supervisionada, permitindo a obtenc¢do de um indicador probabilistico de malignidade
e benignidade para cada lesdo melanocitica, que leva em consideracdo o tamanho das dreas

identificadas como benignas ou malignas.

Como etapa inicial, é necessario separar a regido de pele saudavel da lesdo melanocitica
fazendo uso de métodos de segmentacao existentes na literatura. O presente trabalho faz uso da
abordagem proposta no Capitulo 3, uma vez que apresenta resultados comparéveis aos métodos
de maior complexidade e cujas mdscaras bindrias preservam informacdes referentes as bordas

tidas como suspeitas.

As demais etapas do método proposto sdao detalhadas nas préximas secdes da seguinte
forma: na Secdo 4.1 e 4.2 sdo descritos procedimentos para obtencao e representacao de evidén-
cias locais e de contexto; na Secdo 4.3 € descrita a etapa de classificacdo; a Sec¢do 4.4 aborda
o calculo referente ao indice de probabilidade atribuido a cada lesdo; e por fim na Secdo 4.5
sdo apresentados os resultados da abordagem proposta, bem como uma comparagdo com outros
métodos presentes na literatura e com a utilizacdo das méscaras definidas por dermatologistas,
buscando avaliar a potencialidade do método proposto e o impacto do erro de segmentacdo no

momento da classificacdo.

Na Figura 4.1, é possivel observar o fluxo do processo de classificacdo que tem como entrada
a imagem macroscOpica de uma lesdo melanocitica e a mascara bindria delimitando a drea
afetada pelo tumor, como saida o método proposto apresenta a qualificacdo da lesdo como

maligna ou benigna.
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Figura 4.1: Fluxograma ilustrando o processo de classificacio, tendo como entrada uma imagem ma-
croscépica e a mascara bindria que delimita a regido de les@o, como saida a resposta indicando se a lesdo

foi qualificada como maligna ou benigna.

Imagem Macroscopica Mascara Binaria

¥

Pré-segmentacao Utilizando Superpixels

=

-
-

Extracao de Feicoes de Contexto Extracao de Feicoes Locais

$

Classificacao de Superpixels de Forma Independente

=

<=

Obtencio do indice L
Probabilistico H Classificacao Final

Fonte: o autor.

4.1 Obtencao e Representacao de Evidéncias Locais Utilizando Superpixels

O conceito de evidéncias locais estd relacionado a representacdo da imagem macroscépica
de uma lesdo melanocitica através de agrupamentos de regides semelhantes. Uma das maneiras
de obter estas regides € fazendo o uso de um algoritmo de superpixels (ACHANTA et al., 2012),
onde € informada a imagem original / e o nimero méaximo de sub-regides T, obtendo conjunto

definido por:

S(1,7) = {50, -, 5n}, 4.1

onde n < 7, devido as caracteristicas do método utilizado para realizar a decomposi¢do. Na

Figura 4.2 é possivel observar o resultado da segmentacio utilizando o algoritmo de superpixels
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SLIC.

Figura 4.2: Resultado da etapa de pré-processamento utilizando um algoritmo de superpixels

e ‘ | e B

Fonte: o autor.

Uma vez que a imagem ¢é representada por suas sub-regides € necessdrio selecionar aquelas
que estdo presentes dentro da area de lesdo, delimitada pela mdscara M obtida durante a etapa

de segmentacao. Sendo assim, as regides de lesdo sdo obtidas da seguinte forma:

S(S,M)=SNM, (4.2)

onde S contém as sub-regides que apresentam interseccio com a drea de lesdo. Nos casos onde
uma sub-regido s; fica dividida entre a drea de pele e lesdo, a classe atribuida para $; € definida
levando em consideracdo a classe na qual a maior quantidade de pixels estd associada.

Esta abordagem permite preservar as bordas originais da lesdo, uma vez que explora a capa-
cidade que os superpixels possuem de representar regides com grande relagc@o entre seus pixels.
Os resultados da etapa de selecdo das sub-regides pode ser visualizado na Figura 4.3.

Buscando descrever cada uma das sub-regides de lesdo S, cada subconjunto de pixels pre-

sentes em s; € representado por:

w($i) = {L(8:),a(8i),b($i), 11 ($i),12(3:),13(3) } (4.3)

sendo que {L,a,b} sdo os valores correspondes para a imagem original no espago de cores CIE
L*a*b* e {I},l,13} representacdes de variabilidade textural, tonalidade da pele e coloragio,

propostas em CAVALCANTI; SCHARCANSKI (2011) e que visam descrever caracteristicas



38

Figura 4.3: A primeira imagem representa a médscara obtida durante a etapa de segmentacdo, a segunda
imagem a mascara obtida pela interseccao entre as sub-regides que se encontram na drea segmentada, e

a terceira imagem mostra as sub-regides obtidas pela segmentacao.

Fonte: o autor.

especificas para imagens de lesdes melanociticas. Na Figura 4.4 € possivel visualizar estas

representacdes para uma dada regido de lesao.

Figura 4.4: Na primeira linha sdo representados os canais L#, ax e b, nesta ordem. J4 na segunda linha

os canais de variacdo textural [}, tonalidade da pele /> e representacio da coloracio f3.

Fonte: o autor.

As representagdes definidas por ¥ podem apresentar diferentes quantidades de elementos
devido aos tamanhos variados das sub-regides §;, € além disso, armazenam evidéncias locais
para caracterizar fragmentos da lesdo. Devido a isso é necessdrio uniformizar o nimero de
valores de forma que o maximo de informacdes seja preservada. Duas abordagens podem ser

utilizadas: o cdlculo de descritores para a distribui¢do ou entao histogramas de frequéncia.
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Ao optar pelo célculo de descritores da distribuicao de valores, as evidéncias sdo compu-
tadas para todas as diferentes representacdes com base nas medidas de média, mediana, valor
minimo e maximo presentes em cada uma das sub-regides. A vantagem oferecida por esse tipo

de abordagem é a compactagdo de grandes conjuntos de valores com poucos descritores:

Ejocal(W,$;) = {média(y($;)), mediana(y(s;)), min(y($;)), max(y(s;))}. 4.4)

Ja com a utiliza¢do de histogramas, um ndmero de células ou bins 3 é definido para deter-
minar o tamanho do intervalo usado para calcular a frequéncia de ocorréncia dos valores para
cada uma das representacdes. Um maior valor atribuido a 3 estd associado a evidéncias locais
de maior dimensionalidade. A representacdo de evidéncias por histogramas permite descrever
de forma detalhada a ocorréncia de valores em uma dada sub-regido, entretanto, dependendo do

valor utilizado como parametro pode ocasionar no uso de maior custo computacional:

Elocal(‘l’v §i7 ﬁ) = {hiStOgrama(W(§i7 ﬁ)} 4.5)

Ambeas as representacdes sao avaliadas posteriormente na Secao 4.5, bem como seu impacto
nos resultados da classificacdo final.

Ao término desta etapa, a matriz de evidéncias locais Ej,., possui nimero de linhas defi-
nido pelo total de regides contidas em S, e nimero de colunas dado em fungdo da quantidade
de descritores calculados para a distribuicao de valores das sub-regides, ou o nimero de in-
tervalos utilizado no cdlculo dos histogramas de frequéncia, multiplicado pela quantidade de

representacdes em Y, neste caso seis.

4.2 Extracio de Evidéncias de Contexto

Além das evidéncias locais obtidas por meio da anélise de sub-regides da lesdo, outros tipos
de indicadores também podem ser utilizados como forma de caracterizar lesdes melanociticas
benignas e malignas. Neste trabalho, como forma complementar a descricdo das lesdes sao
utilizadas evidéncias de contexto que correspondem a caracteristicas da lesdo relacionadas a
assimetria e irregularidades na regido de borda da lesdo como um todo.

Para avaliar aspectos relacionados a assimetria da drea de lesdo, sdo computadas as seguintes
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medidas descritas na literatura em CELEBI et al. (2007), ALCON et al. (2009) e CAVAL-
CANTI; SCHARCANSKI (2011):

e f1 - Solidez: propor¢do entre a drea da lesdo (A) e sua envoltdria convexa;
e f, - Extensdo: proporc¢do entre a drea da lesdo (A) e sua caixa envoltdria;

e f3 - Didmetro equivalente: (4 x A)/(L; x 7), onde L; representa o maior eixo da lesdo,

alinhado com o didmetro mais longo, passando pelo seu centro;
e f, - Circularidade: (4 x Tt x A)/(L; x p), onde p representa o perimetro;

e f5 - Proporgdo entre os eixos principais (Ly/L;), onde o eixo L, é ortogonal ao eixo L; e

também passa pelo centro da drea da lesdo;
e f¢ - Proporcdo entre os lados da caixa envoltoria da lesao;
e f7 - Proporg¢do entre o perimetro (p) da lesdo e sua drea (A);
e fs-(B1—By)/A, onde B; e B; sdo as dreas em cada um dos lados do eixo L;;
e fo-(B) —By)/A, onde B; e B; sdo as dreas em cada um dos lados do eixo Ly;
e fi0 - B1/B>, onde B| e B; em relagdo ao eixo Ly;

e f11 - B1/B;, onde By e B, em relagdo ao eixo Ly;

Seguindo a abordagem proposta por CAVALCANTI; SCHARCANSKI (2011), as irregula-
ridades na regido de borda sdo quantificadas pela magnitude do gradiente em cada pixel utili-
zando o operador de Sobel, analisando uma regido estendida da borda obtida com a aplicac@o
de uma operacao de dilatacdo de 2 pixels. Esta abordagem torna as informag¢des de borda mais
robustas a possiveis erros de segmentacdo. As informacdes computadas para caracterizar as

irregularidades nas regides de borda foram:

e f12 — f14 - média do gradiente dos pixels na regido estendida de borda, em cada uma das

representacdes {I1,5,5};

e f15— f17 - variancia do gradiente dos pixels na regiao estendida de borda, em cada uma

das representacdes {I1,5,13};
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Na Figura 4.5, € possivel verificar uma representacdo grifica de cada uma das feicdes que
diz respeito a informagdes das evidéncias de contexto computadas para a drea segmentada da

lesao.

Figura 4.5: Representacdo grafica das evidéncias de contexto computadas para a drea da lesdo.

Area da Lesao Segmentada Caixa Envoltéria (Bounding Box) Envoltéria Convexa (Convex Hull)
Eixo principal L1 Eixo L2 Regiao de Borda Estendida

Fonte: o autor.

Estas propriedades extraidas da lesdo de forma contextual compdem o conjunto de evidén-

cias de contexto Epnrexto:

Econtexlo = {fla "~vfl7} (46)

Como o numero de contextos € igual ao nimero de imagens de lesdes melanociticas e infe-
rior ao nimero total de superpixels, Ecoprexto € re-amostrado utilizando um método conhecido
como Smoothed Bootstrap Resampling (YOUNG, 1990) com ¢ = 0.65. Esta técnica permite
que o numero de contextos seja ampliado eliminando a possibilidade da existéncia de dois con-
textos idénticos no conjunto de dados. Desta forma cada sub-regido §; estd associada a valores
unicos de contexto referentes a lesdo de foram extraidos.

A matriz de evidéncias de contexto E,,pzexro POssui um nimero de linhas definido pela quan-
tidade de sub-regides presentes em uma imagem de les@o, e o nimero de colunas igual ao nu-

mero de fei¢cdes computadas.
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4.3 Classificacao de Evidéncias Locais e de Contexto de Forma Independente

Para a realizacdo da etapa de classificacdo das informacdes de evidéncia, os dados de cada
sub-regido referentes as evidéncias locais e de contexto sdo combinados, formando uma re-
presentacdo que descreve os atributos de cor e textura, além de informagdes referentes ao seu

contexto de origem. Cada sub-regido §; é descrita pelo seguinte vetor de evidéncias:

E(§l> = {Elocal(fi):Econtexto(§i)}- (47)

Um conjunto de evidéncias € selecionado de forma aleatéria usando validagdo cruzada 10
folds para determinar as amostras utilizadas como treinamento, levando em consideracio que as
sub-regides sdo totalmente independentes. Cada amostra usada no treinamento esta associada a
um valor y que a identifica como oriunda de uma lesdo benigna (y = 0) ou maligna (y = 1).

O conjunto escolhido como teste para cada fold € classificado fazendo uso de um método de

classificacdo. Trés classificadores foram avaliados devido suas diferentes propriedades:

e SVM (Support Vector Machine) (CORTES; VAPNIK, 1995), utilizando uma func¢ao de
base radial, cujos parametros de escala () e margem (C) foram estimados através de
validagdo cruzada. Adicionalmente as probabilidades para ocorréncia de cada uma das

classes foi definida como 50%:;

e KNN (K-vizinhos mais proximos) (COVER; HART, 1967), utilizando os 5 vizinhos mais

préximos e distancia Euclidiana;

e Adaboost (FREUND; SCHAPIRE, 1997), utilizando 100 ciclos de aprendizagem e classificadores-

base do tipo Anélise Discriminante Linear (Linear Discriminant Analysis).

Os resultados da classificacdo de forma independente para cada sub-regido podem ser veri-

ficados na Sec¢do 4.5, bem como uma discussdo sobre os resultados obtidos.

4.4 Obtencao de Indicador Probabilistico para Malignidade e Benignidade

Uma vez que todas as sub-regides foram classificadas, € possivel entdo atribuir um indicador
probabilistico para malignidade na lesdo melanocitica analisada. Este indicador tem como base

as areas classificadas em cada uma das classes, e pode ser descrito da seguinte forma:
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numero de pixels em areas classificadas como malignas

T — . . 4.8
malignidade = 4 mero de pixels contidos no total de superpixels da lesdao (4.8)
De forma semelhante um indice para benignidade também pode ser estimado,
numero de pixels em areas classificadas como benignas
jbenignidade = 4.9)

nimero de pixels contidos no total de superpixels da lesdo’

Fazendo uso destes indicadores que levam em consideragdo tanto evidéncias locais quanto
de contexto, para atribuir a qual classe a lesdo melanocitica pertence é assumido que lesdes que
apresentam indicadores de malignidade superiores a um valor de tolerancia € sdo consideradas
malignas. Durante os experimentos o valor de € foi definido como 50%.

Na 4.6 é possivel visualizar os resultados da classificacdo independente de cada sub-regido

da lesdo melanocitica.
4.5 Resultados Experimentais e Discussoes

O mesmo conjunto de imagens macroscopicas utilizado para avaliar o método de segmenta-
¢do proposto na Secio 3.4 (ALCON et al., 2009) foi utilizado durante a etapa de classificagio,
contendo 45 lesdes melanociticas benignas e 107 malignas, totalizando 152 imagens.

A extracdo de sub-regides da imagem foi realizada utilizando o algoritmo de segmentacao
em superpixels SLIC (ACHANTA et al., 2012), com nimero méiximo de regides T = 300 e
o parametro referente a compactacdo de cada superpixel seguiu o valor recomendado pelos
autores de m = 20.

As madscaras obtidas pelo método proposto (BERNART et al., 2015) descrito na Secao 3,
foram utilizadas para delimitar a drea de les@o e para eliminar as sub-regides que representam
pele saudével.

ApOs representar todas as sub-regides da lesdo utilizando a matriz de evidéncia E, elas sdao

normalizadas utilizando:

= M) (4.10)
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Figura 4.6: Imagens resultantes indicando em azul as sub-regides classificadas como benignas e em

vermelho malignas. Na primeira linha duas imagens benignas e na segunda linha duas imagens malignas.

maltgmdade 5.12% mallgmdade 40.91%
mallgmdade =76.80% mallgnldade =91.18%

Fonte: o autor.

onde 1 e ¢ sdo respectivamente a média e o desvio padrdao de cada uma das fei¢cdes, e entdo
divididas entre conjunto de treinamento e teste fazendo uso de validacao cruzada com 10-folds.

Para cada particao do conjunto de dados sdo computadas as seguintes medidas:

e TP: valor correspondente ao nimero de sub-regides pertencentes a classe maligna, corre-

tamente classificadas como maligna;

e FP: valor correspondente ao niimero de sub-regides pertencentes a classe benigna, incor-

retamente classificadas como maligna;

e TN: valor correspondente ao nimero de sub-regides pertencentes a classe benigna, corre-

tamente classificadas como benigna;
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e FN: valor correspondente ao nimero de sub-regides pertencentes a classe maligna, incor-

retamente classificadas como benigna;

Com base nestas informacdes € possivel computar métricas que permitem avaliar o método
proposto e comparé-lo com os métodos presentes na literatura. Dentre as métricas utilizadas
estdo a acurdcia, que permite identificar a propor¢ao de acertos em relacao ao tamanho total de

amostras de teste, definida como:

.. TP+TN
acuricia = , 4.11)
TP+FP+TN+FN

Outra medida utilizada € a de sensitividade, definida por:

TP
sensitividade = ——, 4.12)
TP+FN

e métrica de especificidade ja introduzida na Secdo 3.4.

O resultado final do método proposto € composto por duas etapas, a primeira delas € a
classificacdo de forma independente de cada uma das sub-regides das imagens de lesdo, e a
segunda € a utilizacao do valor de tolerancia € para definir a classe atribuida a lesdo levando em
consideragdo o indice de probabilidade de malignidade .%,q/ignidade-

Nas préximas se¢des sdo apresentados os resultados dos experimentos realizados utilizando
diferentes classificadores e um comparativo entre a classificacao de sub-regides utilizando ape-
nas evidéncias de contexto, apenas evidéncias locais e a combinacdo de ambas. Também ¢é
analisado o impacto da representacdo destas regides através de descritores da distribuicao de

valores e do cdlculo de histogramas de frequéncia com diferentes faixas de valores.

4.5.1 Evidéncias de Contexto

Com o objetivo de comparagdo, foram realizados experimentos utilizando somente evidén-
cias de contexto para classificar as sub-regides da lesdao. Para isso, como mencionado anteri-
ormente, uma vez que o nimero de contextos € muito menor que o nimero de sub-regides, 0
conjunto foi re-amostrado utilizando Smoothed Bootstrap Resampling (YOUNG, 1990), e as
novas amostras foram classificadas utilizando trés classificadores diferentes, cujos resultados

encontram-se apresentados na Figura 4.7.
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Figura 4.7: Resultados da classificacdo das sub-regides da lesdo utilizando apenas evidéncias de contexto

fazendo uso de diferentes classificadores
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Fonte: o autor.

Um comparativo detalhado entre SVM e KNN para a classificacdo independente de cada
sub-regido pode ser observado na Tabela 4.1. A utiliza¢do do classificador KNN apresentou
melhores resultados na média para validacdo cruzada com 10-folds, com acuricia de 88,10% e
especificidade de 80,27%.

Como o objetivo final € a defini¢do da classe que caracteriza a lesao, fazendo uso do in-
dicador -Zugiignidade Obtido e definindo o valor de tolerancia € = 50%, somente utilizando as
evidéncias de contexto foi possivel obter uma acuricia de 95,39% utilizando SVM e 96,71%
fazendo uso do classificador KNN, valores que se comparam a métodos apresentados na li-
teratura que fazem uso desta categoria de feicoes (CAVALCANTI; SCHARCANSKI, 2011).

Outros resultados podem ser observados na Tabela 4.2.

Tabela 4.1: Comparativo entre SVM e KNN na classificagdo das sub-regides utilizando evidéncias de

contexto para 10-folds.

Acuracia Sensitividade Especificidade

SVM KNN SVM KNN SVM KNN
Minimo 84.93% 86.30% 92.81% 88.73% 68.20% 73.66%
Mediana 87.90% 88.19% 94.81% 91.15% 74.61% 80.28%
Média 87.90% 88.10% 94.65% 91.01% 74.35% 80.27%
Miéximo 90.26% 89.65% 96.39% 93.33% 78.14% 85.39%

Fonte: o autor.

Uma das vantagens proporcionadas pelo método proposto € que mesmo que a acuricia na
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Tabela 4.2: Comparativo entre os classificadores assumindo como valor de tolerancia € = 50% para

indicadores baseados em evidéncias de contexto.

Classificador Acuracia Sensitividade Especificidade
SVM 95.39% 98.08% 89.58%
KNN 96.71% 97.36% 97.62%
Adaboost 78.95% 78.63% 80.95%

Fonte: o autor.

classificagdao das sub-regides seja baixa, ao utilizar o indice de malignidade € possivel obter

valores que se aproximam ao diagndstico concedido pelo especialista.

4.5.2 Evidéncias Locais

Outro conjunto de experimentos foi realizado visando avaliar o poder discriminativo das
evidéncias locais, uma vez que descrevem diferentes propriedades da lesdo melanocitica sem

nenhum tipo de associacdo com informagdes relacionadas a regido de onde foram extraidas.

Na Figura 4.8 € possivel verificar um comparativo entre os resultados gerados por trés
diferentes classificadores, bem como o impacto que a dimensionalidade da representacdo de
cada sub-regido tem na classificacdo. Sdo apresentados os resultados para a utilizacdo de
B = {5,25,50,100}, e nos casos onde B = 0 é o equivalente a utilizacdo dos descritores da
distribui¢do (valor médio, mediana, minimo e méximo). Na Tabela 4.3 € possivel visualizar os

resultados com maiores detalhes.

Com base nos experimentos € possivel observar que uma representacdo simples composta
apenas por informacdes como média, mediana, valores minimo e mdximo € em alguns casos
capaz de discriminar as sub-regides de maneira semelhante a utilizagao de histogramas com 25
faixas de valor, porém com uma dimensionalidade muito menor. Os melhores resultados de
classificacdo de sub-regides de forma independente apenas com evidéncias locais foi apresen-
tado pelo classificador KNN, fazendo uso de uma representacdo de histogramas com 100 faixas

de valor, resultando em acurdcia média para 10-folds de 91,66%.

Analisando o resultado da classifica¢do final utilizando o indice de malignidade -Z;qjignidade-
¢ possivel verificar na Tabela 4.4 que todos os classificadores foram capazes de acertar mais

de 90% dos casos com ao menos um tipo de representacdo. Sendo que o melhor resultado
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Figura 4.8: Resultados da classificacdo das sub-regides da lesdo utilizando apenas evidéncias locais, para

diferentes valores de intervalo e fazendo uso de diferentes classificadores.
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obtido fez uso do classificador KNN e com a representagdo mais simples (8 = 0), resultando

em 94.74% de acurécia, valor inferior aos resultados apresentados pelas evidéncias de contexto.

4.5.3 Evidéncias Locais e de Contexto

Por fim, como o método proposto busca combinar as evidéncias que apresentam carac-

teristicas locais com aquelas obtidas no contexto de onde as sub-regides foram extraidas, sdo
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Tabela 4.3: Comparativo dos resultados da classificagdo das sub-regides da lesdo utilizando apenas evi-

déncias locais, para diferentes valores de 3 e diferentes classificadores.

SVM KNN Adaboost
B B B

Acuracia 0 5 25 50 100 0 5 25 50 100 0 5 25 50 100
Minimo 89.35% 84.48% 88.74% 88.57% 89.80% | 88.13% 86.61% 90.11% 89.65% 90.11% | 81.58% 82.19% 84.02% 84.17% 79.00%
Mediana 90.48% 87.36% 90.56% 90.64% 91.17% | 89.80% 88.51% 91.01% 91.62% 91.93% | 83.93% 83.56% 85.38% 85.24% 82.86%
Média 90.70% 87.26% 90.56% 90.47% 91.09% | 89.95% 88.42% 91.28% 91.52% 91.66% | 83.80% 83.74% 85.37% 85.36% 82.78%
Miximo 92.24% 89.90% 92.39% 92.24% 92.24% | 92.08% 90.26% 93.00% 92.54% 92.85% | 86.76% 86.76% 81.37% 86.61% 85.54%

Sensitividade 0 5 25 50 100 0 5 25 50 100 0 5 25 50 100
Minimo 9531% 93.71% 94.97% 94.32% 94.74% | 719.54% 89.64% 93.07% 91.77% 92.16% | 83.33% 82.88% 86.51% 86.27% 83.19%
Mediana 95.61% 94.29% 96.05% 96.15% 96.45% | 92.41% 91.43% 93.99% 94.08% 94.00% | 86.75% 86.89% 88.03% 88.18% 87.40%
Média 96.35% 94.84% 96.05% 95.96% 96.32% | 92.37% 91.36% 94.13% 93.99% 93.98% | 86.61% 86.30% 88.00% 88.01% 87.22%
Miximo 98.85% 96.72% 97.48% 97.49% 98.10% | 94.33% 92.74% 95.99% 95.28% 95.04% | 89.41% 89.22% 89.78% 89.86% 89.38%

Especificidade 0 5 25 50 100 0 5 25 50 100 0 5 25 50 100
Minimo 75.22% 65.32% 73.85% 70.67% 17.18% | 79.54% 74.38% 80.65% 79.68% 82.32% | 68.32% 67.30% 73.33% 68.10% 68.32%
Mediana 78.56% 73.61% 79.24% 79.27% 79.42% | 83.42% 81.68% 83.35% 85.87% 85.50% | 76.18% 76.88% 71.77% 79.00% 69.84%
Média 79.05% 72.68% 79.16% 78.97% 80.08% | 83.44% 80.52% 84.18% 85.18% 85.62% | 75.09% 75.54% 77.49% 77.34% 70.63%
Méximo 84.48% 77.33% 84.61% 82.79% 84.58% | 88.59% 85.39% 90.45% 89.07% 88.54% | 80.00% 81.12% 82.35% 80.61% 74.72%

Fonte: o autor.

apresentados os resultados referentes aos experimentos utilizando trés classificadores diferentes
e com diferentes representacdes para as evidéncias locais, cujos resultados estdo apresentados
na Figura 4.9 e na Tabela 4.5.

Com a combinagdes das evidéncias locais e de contexto, a acurdcia média de maior valor na
classificacdo das sub-regides utilizando apenas informacdes locais que era de 94,74% passou
para 96,07% (KNN, B = 0), porém a diferenga para o classificador SVM foi inferior a 1%
(SVM, B =0, acuracia média de 95.37%). J4 a abordagem utilizando Adaboost, ndo conseguiu
atingir a taxa de 90% de acerto na classificacdo das sub-regides.

A anélise dos resultados torna claro que o uso de um numero demasiadamente grande de
informacdes referentes as evidéncias locais faz com que menor importancia seja atribuida para
as evidéncias oriundas do contexto. E visivel também que a representagio de sub-regides por
descritores, ao invés de histogramas, mesmo mais simples permite igual ou superior distingao
entre as classes analisadas.

Uma vez que as sub-regides foram classificadas de forma independente, agora € possivel
estimar o indice de malignidade .%,4/ignidade Para cada uma das lesdes. Definindo o valor
de tolerancia € = 50%, a acuracia média tanto para o classificador SVM, como para o KNN
(ambos com B = 0) é de 99,34%, sensitividade de 100% e especificidade de 97,83%. O clas-
sificador Adaboost (f = 100), mesmo apresentando resultados inferiores na classificagcdo das

sub-regides, apresentou 90,79% de acurdcia média, sensitividade de 90.43% e especificidade
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Tabela 4.4: Comparativo entre os classificadores assumindo como valor de tolerancia € = 50% para

indicadores baseados em evidéncias locais.

SVM Acuracia Sensitividade Especificidade
B=0 91.45% 95.19% 83.33%
B=5 86.84% 93.07% 74.51%
B=25 90.79% 95.46% 84.44%
B =50 90.79% 93.46% 84.44%
B =100 92.11% 94.39% 86.67%
KNN Acuracia Sensitividade Especificidade
B=0 94.74% 93.81% 97.44%
B=5 93.42% 92.92% 94.87%
B =25 94.08% 92.98% 97.37%
B =50 94.08% 92.98% 97.37%
B =100 94.08% 92.98% 97.37%
Adaboost Acuracia Sensitividade Especificidade
B=0 86.84% 87.18% 85.71%
B=5 84.87% 86.84% 78.95%
B =25 87.50% 87.93% 86.11%
B =50 87.50% 87.93% 86.11%
B =100 90.79% 90.43% 91.89%

Fonte: o autor.

de 91,89% na atribuicdo de classes para as lesdes. Os demais resultados encontram-se descritos
na Tabela 4.6.

Dados os presentes resultados € possivel comprovar que a classificagdo de forma indepen-
dente das sub-regides da lesdo, combinando informacdes locais e de contexto pode oferecer
altos indices de acerto na identificacdo de malignidade em imagens macroscopicas de lesoes

melanociticas.

4.5.4 Discussao

A comparacdo do presente método foi dividida em duas partes: a primeira delas, compa-

rando os resultados da classificacio utilizando mascaras geradas automaticamente pelo método
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Figura 4.9: Resultados da classificagdo das sub-regides da lesdo utilizando evidéncias locais e de con-

texto, para diferentes valores de intervalo e fazendo uso de diferentes classificadores.
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Fonte: o autor.

proposto no presente trabalho com as mdscaras verdade terrestre (Ground truth - GT), delimi-
tadas por um dermatologista e que foi disponibilizada juntamente com o conjunto de imagens
utilizado, buscando avaliar o impacto do erro de segmentacao no momento da classificacdo das
lesdes; a segunda comparacgdo € realizada entre os resultados da classificagcdo do método pro-
posto com demais métodos da literatura que utilizam este mesmo conjunto de dados (ALCON

et al., 2009).

No que diz respeito a primeira comparacdo, na Tabela 4.7 € possivel verificar que em
alguns casos utilizando SVM (8 = {0,25,100}), KNN (B = {25,50}) ou Adaboost (f =

{0,5,25,100}) combinados com as mdscaras geradas pelo método ndo-supervisionado é pos-



52

Tabela 4.5: Comparativo dos resultados da classificacio das sub-regides da lesdo combinando evidéncias

locais e de contexto, para diferentes valores de 3 e diferentes classificares.

SVM KNN Adaboost
B B B

Acuricia 0 5 25 50 100 0 5 25 50 100 0 5 25 50 100
Minimo 94.22% 91.63% 91.78% 91.48% 91.48% | 94.83% 92.85% 93.91% 93.00% 91.78% | 84.32% 83.87% 85.69% 85.24% 82.77%
Mediana 95.51% 92.77% 93.98% 93.07% 92.47% | 96.12% 95.05% 95.28% 94.60% 93.68% | 86.91% 86.38% 86.90% 86.91% 84.78%
Média 95.37% 92.88% 9391% 9297% 92.63% | 96.07% 94.72% 95.25% 94.34% 93.53% | 86.71% 86.41% 87.12% 87.12% 84.50%
Méximo 96.49% 94.66% 95.89% 94.37% 9421% | 97.26% 96.19% 96.50% 94.98% 95.13% | 87.82% 89.02% 88.43% 90.55% 86.00%

Sensitividade 0 5 25 50 100 0 5 25 50 100 0 5 25 50 100
Minimo 97.67% 96.38% 96.87% 96.13% 95.84% | 96.95% 95.68% 95.58% 95.66% 94.46% | 87.83% 86.58% 87.63% 86.37% 86.49%
Mediana 98.49% 97.85% 97.71% 97.14% 96.62% | 97.75% 96.81% 96.86% 96.50% 95.91% | 89.18% 88.53% 89.46% 89.22% 88.69%
Média 98.49% 97.61% 97.83% 97.11% 96.67% | 97.83% 96.66% 96.85% 96.48% 95.81% | 89.27% 88.69% 89.63% 89.52% 89.03%
Miximo 99.09% 98.46% 98.48% 98.03% 97.77% | 99.35% 97.81% 97.72% 97.46% 96.66% | 91.12% 90.08% 91.84% 92.55% 91.41%

Especificidade 0 5 25 50 100 0 5 25 50 100 0 5 25 50 100
Minimo 85.10% 79.44% 79.54% 18.57% 18.39% | 89.34% 86.07% 85.79% 8525% 82.84% | 74.42% 75.00% 73.86% 75.14% 69.10%
Mediana 88.77% 82.77% 8531% 83.94% 83.77% | 91.88% 90.12% 91.43% 89.70% 88.00% | 79.43% 78.88% 79.11% 81.39% 72.45%
Média 88.40% 82.93% 8534% 83.84% 83.67% | 91.82% 89.92% 91.26% 89.02% 87.91% |79.34% 79.55% 79.94% 80.18% 72.84%
Miximo 91.75% 86.96% 91.58% 87.38% 89.32% | 94.05% 93.81% 95.68% 92.78% 92.67% | 83.83% 85.80% 85.54% 84.85% 77.01%

Fonte: o autor.

sivel alcancar uma acurdcia maior do que com a delimitacio realizada por um especialista.
Entretanto, em alguns casos utilizando o classificador KNN (8 = {0,5}) combinado com a

segmentagdo verdade terrestre seria possivel atingir 100% de acurécia na classificacdo final.

O que significa que o erro gerado na segmentacdo impede que o método proposto atinja
um indice de acerto mdximo. Entretanto, a proximidade dos resultados utilizando a mdscara
gerada automaticamente e a combinacao de evidéncias locais e de contexto (99,34% de acuracia
média) para com os resultados fazendo uso da segmentacdo manual (100% de acurdcia média),

exemplifica o potencial da abordagem proposta para classificagao de lesdes melanociticas.

Quando comparado com os demais métodos de classificagdo presentes na literatura, € pos-
sivel perceber que a abordagem fazendo uso de evidéncias locais e de contexto combinada com
as mdscaras geradas de forma automatizada é capaz de apresentar resultados que superam o

estado da arte, como € possivel verificar na Tabela 4.8.

Realizando uma avalia¢do no que diz respeito ao impacto do valor de tolerancia € combi-
nado com o indice de malignidade na obten¢do dos resultados finais da qualificag¢do, a Figura
4.10 apresenta os valores de acurécia, sensitividade e especificidade para diferentes casos, com
variacdes de 0 até 100 para &, utilizando fei¢des locais e de contexto (8 = 0 e classificador
KNN). Os melhores resultados foram obtidos com valores entre € = 42% e € = 66%, isso se da

devido a regido dominante na imagem descrever de forma mais precisa a classe que de fato a
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Tabela 4.6: Comparativo entre os classificadores assumindo como valor de tolerancia € = 50% para

indicadores baseados em evidéncias locais.

SVM Acuracia Sensitividade Especificidade
B=0 99.34% 100.00% 97.83%

B=5 96.05% 99.03% 89.80%

B =25 96.71% 98.11% 93.48%

B =50 92.76% 95.28% 86.96%

B =100 92.76% 94.44% 88.64%

KNN Acuracia Sensitividade Especificidade
B=0 99.34% 100.00% 97.83%

B=5 99.34% 99.07% 100.00%

B =25 98.03% 97.27% 100.00%

B =50 96.71% 96.36% 97.62%

B =100 95.39% 94.64% 97.50%
Adaboost Acuracia Sensitividade Especificidade
B=0 88.82% 89.47% 86.84%

B=5 88.82% 89.47% 86.84%

B =25 88.82% 89.47% 86.84%

B =50 88.82% 89.47% 86.84%

B =100 90.79% 90.43% 91.89%

Fonte: o autor.

lesdo melanocitica pertence.

Valores de tolerdncia inferiores a 50% assumem que se apenas algumas partes da lesdo
forem identificadas como maligna, toda ela deverd ser qualificada como maligna, enquanto
valores mais proximos a 100% assumem que todos os pixels da imagem devem ser qualificados
como malignos para que a lesdo seja classificada como maligna, fato que nem sempre € verdeiro,
uma vez que em algumas partes da lesdo ainda podem ser encontradas regides de pele saudavel.
O valor de tolerancia utilizado nos experimentos de 50% € justificado por permitir que a classe

que teve mais pixels identificados na lesao seja tida como dominante.
A abordagem proposta, diferentemente de outros métodos existentes na literatura, se destaca
por utilizar a segmentacao da drea de lesao utilizando superpixels ao invés de blocos retangula-

res e por realizar a classificacdo de forma independente de sub-regides da lesao de pele. Além
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Tabela 4.7: Comparativo dos resultados da classificagdo das lesdes utilizando a méscara proposta por

este trabalho e a mascara delimitada pelo dermatologista.

SVM Acuracia (%) Sensitividade (%) Especificidade (%)
Proposta GT  Proposta GT  Proposta GT
B=0 99.34 97.37 100.00  100.00  97.83 91.84
B=5 96.05 96.05 99.03 100.00  89.80 88.24
B =25 96.71 92.76 98.11 97.06 93.48 84.00
B =50 92.76 94.74 95.28 96.26 86.96 91.11
B =100 92.76 92.11 94.44 94.39 88.64 86.67
KNN Acuracia (%) Sensitividade (%) Especificidade (%)
Proposta GT  Proposta GT  Proposta GT
B=0 99.34  100.00 100.00 100.00  97.83 100.00
B=5 99.34  100.00  99.07 100.00  100.00  100.00
B =25 98.03 97.37 97.27 96.40  100.00  100.00
B =50 96.71 96.05 96.36 94.69 97.62 100.00
B =100 95.39 96.05 94.64 94.69 97.50 100.00
Adaboost Acuracia (%) Sensitividade (%) Especificidade (%)
Proposta GT Proposta GT  Proposta GT
B=0 88.82 86.84 89.47 88.50 86.84 82.05
B=5 88.82 86.18 89.47 87.72 86.84 81.58
B =25 88.82 86.84 89.47 87.83 86.84 83.78
B =50 88.82 89.47 89.47 88.89 86.84 91.43
B =100 90.79 90.13 90.43 90.35 91.89 89.47

Fonte: o autor.

disso, utiliza os resultados da classificacdo independente na obtencdo de um indice probabilis-

tico que leva em consideragdo o tamanho da drea identificada como maligna ou benigna em

relacdo ao tamanho da lesdo.
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Tabela 4.8: Comparativo entre as taxas de classificacdo resultantes do método proposto e de outras

abordagens presentes na literatura.

Método

(%)

Acuracia Sensitividade Especificidade

Correlation-based feature selector com LMT

(ALCON et al., 2009) 94.39 68.89 86.84
KNN com 4rvores de decisao

(CAVALCANTTI; SCHARCANSKI, 2011) 96.26 97.78 96.71
Método proposto (8 = 0, KNN) 99.34 100.00 97.83

Fonte: o autor.

Figura 4.10: Gréfico demonstrando o impacto do valor de tolerincia na classificagdo final.
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Fonte: o autor.
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5 CONCLUSAO

Neste trabalho, um novo método ndo-supervisionado para segmentacdo de lesdes melano-
citicas em imagens macroscopicas € proposto levando em consideracdo regides suspeitas, e
também uma nova abordagem para classificacio de lesdes que faz uso de evidéncias locais e de

contexto para estimar um indice de probabilidade para malignidade em cada lesdo.

O novo método adaptativo ndo-supervisionado proposto realiza a segmentacdo de imagens
macroscépicas de lesdes melanociticas em trés tipos de regides disjuntas: ‘pele sauddvel’, ‘re-
gido de incerteza’ e ‘lesdo de pele’. As ‘regides de incerteza’ sdo refinadas através da utilizagcao
de feicoes estocdsticas também de forma ndo-supervisionada, resultando em uma mascara bina-
ria que discrimina a pele da lesdo. As mdascaras obtidas apresentam um erro XOR compardvel

aos métodos estado da arte.

A imagem ¢ segmentada utilizando um algoritmo de superpixels e as sub-regides que inter-
sectam a mascara obtida pelo método proposto sdo categorizadas como evidéncias locais. Estas
evidéncias sdo representadas por uma descri¢do especializada que explora as caracteristicas lo-

cais presentes em lesdes de pele, como cor e textura.

Estas sub-regides sdo entdo associadas a evidéncias de contexto definidas pela borda da lesao
de onde foram extraidas (i.e. didmetro, assimetria, propor¢des, entre outros) e classificadas de

forma independente através de uma abordagem supervisionada.

Com o resultado da classificacdo independente destas evidéncias € possivel obter um indi-
cador probabilistico para malignidade ou benignidade associado a cada lesdo como um todo, e
levando em consideracdo um valor de tolerancia é possivel identificar possiveis lesdes malig-
nas, sendo que a abordagem proposta apresenta maior acurdcia que outros métodos presentes

na literatura.

Como forma de avaliar o potencial da solug¢do proposta para representacdo e classificagao
de lesdes melanociticas utilizando evidéncias locais e de contexto, bem como a influéncia do
erro de segmentacdo, os resultados da classificagdo utilizando as mdscaras propostas foram
comparados com o uso da segmentagdo realizada por dermatologistas. Os resultados obtidos
com o método proposto sdo promissores apesar do erro da segmentacdo das lesdes ser maior,
o que tende a confirmar o potencial da etapa responsavel por discriminar lesdes melanociticas

benignas e malignas.
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5.1 Trabalhos Futuros

Nas proximas etapas deste trabalho, pretende-se realizar uma expansdao do método proposto
para a classificacdo de imagens dermoscépicas, aplicando conceitos de regides de incerteza e
extragcdo de evidéncias locais e de contexto, uma vez que este tipo de imagens apresenta carac-
teristicas marcantes localmente, como detalhes na estrutura e na textura da lesao, caracteristicas
que podem ser exploradas quando representadas por sub-regides e classificadas de forma inde-
pendente.

Além disso, experimentos em conjuntos de dados de imagens macroscépicas de lesdes me-
lanociticas que apresentem outros tipos de propriedades também serdo conduzidos, avaliando

assim o potencial de generalizacdo das metodologias apresentadas.
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