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Resumo

Modelos matematicos tem ampla aplicagdo da industria quimica. Tém a funcdo de
simular sistemas reais, podendo serem utilizados para pesquisa, desenvolvimento de
novas tecnologias e controle de plantas industriais. Baseiam-se no equilibrio entre a
precisdo e simplicidade.

As propriedades dos polimeros sdo influenciadas pelas iniUmeras varidveis envolvidas
no seu processo produtivo. A especificacdo dessas propriedades é feita pela operacao
ajustando as varidveis da planta, por vezes, iterativamente, dependendo de analises
laboratoriais para obtencdo de resultados, que possuem uma dindmica muito mais lenta
em comparacdo a dindmica da reacdo. Para minimizar o tempo para esta especificacao,
um modelo preditivo seria muito util.

Neste presente trabalho, foram testados métodos de regressdao multivaridvel nao
linear para obtencdo de modelos para densidade de polietileno em processo slurry.
Foram testadas algumas alternativas para verificar a melhoria do ajuste e da performance
dos modelos obtidos. Os métodos baseados em redes neurais sdo comparados entre si e
sdo discutidos sobre sua aplicabilidade.

Palavras-Chave: Modelo, Densidade, Polimero, Redes Neurais, Support Vector
Machines.
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1 Introdugao

As caracteristicas morfologicas e moleculares de uma resina petroquimica estao
diretamente relacionadas com as propriedades de uso final do polimero, tais como o
indice de fluidez, a estabilidade térmica e a rigidez. Assim, para obtencao de um produto
com propriedades especificadas é imprescindivel o controle sobre as varidveis de
processo. Entretanto, o desafio para este controle reside no fato da natureza nao linear e
multivaridvel do sistema (Schork, Deshpande, & Leffew, 1993).

As propriedades de um polimero sdo resultado das condi¢des do seu processo
produtivo, sendo que algumas caracteristicas do processo afetam mais diretamente a
densidade. Por exemplo, a diferenca entre um polietileno de baixa densidade (PEBD) e
um polietileno de alta densidade (PEAD) estd na estrutura da cadeia, sendo o primeiro
mais ramificado que o segundo. A ramifica¢do dificulta o empacotamento das cadeias que
reduz a densidade.

A temperatura também influencia a densidade, mas de forma indireta, assim como o
tempo de residéncia e a presenca de impurezas em alguns processos. (Canevarolo Jr.,
2006) A densidade do polimero é a maior dificuldade em termos de especificacdo, uma
vez que o resultado desta analise é conhecido apenas 8 horas apds a amostragem. Deste
modo, seria muito conveniente a disponibilidade de um modelo preditivo para a mesma,
de forma a diminuir o tempo necessdrio para atingir a especificacdo das propriedades do
produto final.

Sendo assim, modelos que permitam a predicdo de propriedades destes polimeros
sdo de grande importancia por facilitarem o controle das propriedades reduzindo a
dependéncia do processo de andlises laboratoriais e reduzindo o tempo requerido para
correcdo das varidveis do processo necessaria para atingir as propriedades meta da
producdo.

A modelagem é basicamente dividida em modelos fenomenoldgicos, os quais se
utilizam do conhecimento e fundamentacdo tedrica do processo para seu
desenvolvimento e obtencdo; e modelos empiricos, que sao obtidos através de aplicacGes
de analises matematicas e estatisticas de dados do sistema coletados previamente.

No presente trabalho foram propostas diferentes formas de analise de varidveis para
propor um modelo que fosse capaz de prever a densidade do polietileno produzido em
um processo slurry. Para tanto foram comparados dois métodos de regressao
multivaridvel ndo linear nas diferentes situagdes propostas.

O trabalho esta estruturado da seguinte forma, primeiramente é apresentada uma
revisdao de alguns conceitos importantes para o trabalho. Em seguida é feita a descrigao
do processo produtivo para uma melhor compreensao do trabalho realizado. Por fim, a
metodologia explica os procedimentos executados, a coleta dos dados, os tratamentos
feitos e posteriormente os resultados obtidos.
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2 Revisao Bibliografica

Nesta secao sdo apresentados conceitos fundamentais para o melhor entendimento
deste trabalho.

2.1 Polimerizagao

A polimerizagdao é a produ¢do de uma macromolécula de alta massa molecular, o
polimero, a partir do conjunto de rea¢les ligando moléculas-base, chamadas de
mondmeros. O processo é complexo e influenciado por uma ampla gama de varidveis
inerentes tanto ao método quanto a natureza dos reagentes utilizados.

O processo pode ser classificado de acordo com o numero de mondmeros diferentes,
tipo de reagdao quimica (devido a natureza dos mondmeros envolvidos), cinética de
reacdo e tipo de arranjo fisico. No caso da polimerizacdo de apenas um tipo de
mondmero fala-se homopolimerizacao, quando hd a polimerizacdo com dois mondémeros
diferentes, é chamada copolimerizacdo e por fim trés chama-se terpolimerizacao.

Dentre os mecanismos cinéticos de reacao, se destaca a polimerizacdo em cadeia ou
poliadi¢ao, que consiste na formagao da longa cadeia polimérica devido a sucessivas
reagOes da cadeia em crescimento com os monomeros devido a instabilizagdao da dupla
ligagdo presente nestes.

A reacdo ocorre basicamente em trés etapas distintas; a partida da reacdo, chamada
de iniciacdo, propagacao onde o centro ativo da cadeia, criado na iniciacdo, promove o
crescimento da mesma pela incorporacdo dos mondmeros e, conclui-se a reacdo pela
morte do centro ativo.

Em qualquer processo de polimerizacdo hd a producdo de inumeras cadeias
simultaneamente, o que implica em métodos de producdo diferenciados para melhor
controle das propriedades finais do polimero formado e também da reacdo em si, uma
vez que o processo é altamente exotérmico. Entre os principais arranjos fisicos, existem
os de polimerizagdo em massa, em solugao, suspensao e emulsao.

A polimerizagdao em suspensao é amplamente utilizada pois facilita o controle térmico
da reagdo. Composta pela combinac¢do de iniciador, monémeros e solvente, é conhecida
como técnica em lama, ou slurry, quando o polimero é insoldvel no meio onde ocorre a
polimerizagao.

2.1.1 Polietileno

Os polimeros sdo classificados em trés grandes classes, os plasticos, as borrachas e as
fibras, de acordo com seus monb6meros e tipo de ligacdo podendo ainda serem
classificados através de sua estrutura quimica, do seu modo de preparo, seu
comportamento e desempenho mecanico.

O polietileno (PE), polimero deste trabalho, é considerado um termopldstico
commoditie de olefinas obtido por poliadicdo, produzido através de adicdo eténica.

Existem diferentes tipos de polietileno, por exemplo o PE de baixa densidade - PEBD,
o PE de baixa densidade linear - PEBDL e PE de alta densidade - PEAD, que podem ser
obtidos por diferentes métodos.

O PEAD possui uma das estruturas mais puras entre os citados acima. Consiste em
uma cadeia com poucas ramificacdes, e um alto grau de cristalinidade. Alguns sdo
copolimerizados com uma pequena quantidade de 1-alcenos para um controle do grau de
densidade. Estas resinas possuem densidades entre 0.94 a 0.97 g/cm3. (Peacock, 2000)

A producdo de PEAD tem poucos métodos usados comercialmente e o mais utilizado
é por intermédio de catalisadores Ziegler-Natta. Resumidamente, o catalisador de Karl
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Ziegler e Giulio Natta consiste na combinagdao de metais de transi¢cao suportados em
forma de 6xidos com sais metalicos dos grupos IV — VIII. Os catalisadores deste tipo mais
importantes sdo sélidos em suspensdo no meio reacional. (Rudin, 1982)

2.2 Modelagem

Modelos sdo amplamente usados em todas as esferas da engenharia quimica, para
pesquisa, desenvolvimento, controle de plantas industriais e inclusive para negdcios e
estudos econémicos. (Luyben, 1996)

Modelos sdo tentativas de representacdes de sistemas reais. O processo de
modelagem em si busca a obtencdo de modelos precisos, entretanto, os mais simples
possiveis.

Os modelos matematicos sdo divididos, essencialmente pela sua forma de obtencao,
em dois grandes grupos: empiricos e fenomenoldgicos. E possivel citar também os
modelos andlogos, sendo estes, como o préprio nome ja explicita, modelos que se
utilizam de equacdes de outros modelos, ditos andlogos.

Modelos empiricos atuam como caixas-pretas do sistema. Um modelo capaz de
representar a relacdo entre a entrada e saida do processo, este obtido através da
aplicacdo de métodos matematicos nos dados do sistema em estudo. S3o construidos a
partir de uma analise estatistica de observag¢des experimentais, utilizando-se técnicas de
regressao.

Diferentemente, os modelos fenomenoldgicos exigem um conhecimento elevado do
sistema bem como conhecimentos fundamentais das leis da fisica e quimica e principios
de conservagdo de massa, energia e quantidade de movimento envolvidos no sistema em
estudo. Devido a fundamentacdo tedrica mais consistente possuem alta capacidade de
extrapola¢do, embora, assim como os modelos empiricos, acabem se utilizando de dados
obtidos experimentalmente, ou empiricamente, para obtenc¢ado de alguns parametros.

Também sdo aceitos, em outra categoria, modelos que mesclam as classificagdes dos
primeiros, tendo-se um conhecimento parcial do processo sem que haja a compreensao
total do mesmo e/ou método de producgdo, assim simplificando a modelagem. Exemplo
muito pertinente deste tipo de modelo é utilizado por Mohr (2014) em uma planta similar
a deste trabalho, porém para o indice de fluidez do polimero.

Ainda que a maioria dos processos industriais seja completamente atrelada a
computacao processual, ha uma gigantesca quantidade de dados sendo coletados e
armazenados e uma parcela muito reduzida destes sdo analisados e interpretados. (Kourti
& MacGregor, 1995)

Para a construcdao de um modelo (empirico, por exemplo) dado um certo bloco de
informacgdes e varidveis e propriedades, deve-se partir primeiramente para uma analise
dos dados. Para tanto, sdo necessarias técnicas de analise e regressdao multivaridveis. O
histérico e evolugdo das principais técnicas sdo apresentados na Tabela 2.1 abaixo:
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Tabela 2.1 Evolugdo e Campos das Técnicas de Analise. Retirada de Facchin (2005)

Comunidade Palavras Chave Epoca
MLR Todas Ajuste 1800
Multiple Linear Regression

PCA Quase todas Compressao de Dados 1930

Principal Component Analysis
PLS Quimiometria Calibragio de modelos 1970

FPartial Least Squares

CCA Estatisticos Varidveis candnicas 1960

Canonical Correlation Analysis
FA Ciéncias Sociais Fatores ocultos 1930

Factor Analysis
ICA Redes Neuronais Reconhecimento de 1990
Independent Canonical Analvsis Padroes
551 Tedricos de Identificagao de Sistemas 1990
SubSpace Identification Controle

NNR Quase todas Aprendizagem 1980

Newral Network Regression

Segundo Geladi & Kowalski (1986), existem essencialmente trés maneiras de se tratar
variaveis:
1. Quando todas as variaveis sdo tratadas em bloco e tem a mesma unidade;
2. Quando as variaveis do bloco estdao em unidades diferentes (i.e., ppm, %, kg);
3. Quando é sabido que uma varidvel ndo influencia tanto no modelo.

Para estes casos é necessario respectivamente: nenhum tratamento; uma
centralizagdo em relagcdo ao desvio padrdao de cada varidvel; e para o ultimo caso a
atribuicdo de pesos para as varidveis de acordo com a sua influéncia no modelo. Para
todos os casos é de suma importancia a centralizacdo da base de dados em relagao a
média

A Figura 2.1 ilustra a variancia de um dado conjunto de dados sendo: A - os dados sem
tratamento; B - os dados tratados centrados em suas respectivas médias; C - Representa a
centralizacdo em relacdo ao desvio padrdao e D - os dados completamente centrados,
tanto em relacdo a média quanto em relacdo ao desvio padrdo. O processo de pré-
tratamento facilita os processos de andlise e posteriormente regressao dos dados.

)l
oL Il_“ = 0

—

L
[
.
rL
L

Figura 2.1 Conjunto de dados exemplificando o tratamento primario.
Retirada de Geladi & Kowalski (1986)

A partir deste prévio tratamento é possivel partir para uma analise multivariavel do
bloco de dados com, por exemplo, os métodos previamente citados na Tabela 2.1.
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2.2.1 Meétodos de Andlise e Regressdo

A capacidade de extrair informagdo de analises quimicas passa pelo uso de
ferramentas matematicas variadas entre elas, analise PCA e PLS.

Van der BERG (2003) explica que PCA cria novas varidveis a partir da combinagao
linear das varidveis originais, de modo a explicar o maximo de informag&es possivel dos
dados filtrando as informacgdes redundantes dos dados originais e removendo ruido.

Graficamente PCA pode ser representado como vemos na Figura 2.2, e esta
representagdo das varidveis de X em seus novos componentes, que possuem uma maior
ortogonalidade, facilita a inversdo e possibilita a regressdao dos dados. Porém se deve ao
fato da decomposicdo nas principais componentes nao levar em consideracdo o vetor
resposta, a possibilidade do descarte de informacdo atil junto com o ruido pela extracao
das diregdes da matriz original.

pT, pT, 1

Figura 2.2 Representacao grafica de um problema PCA. Retirada de Facchin (2005).

Onde X seria o bloco de dados, os vetores t, contém os dados combinados (os vetores
de principal componente) e os vetores p’y atuam como vetores posto, dando a posi¢cdo de
cada vetor principal componente de acordo com a sua variancia. A soma dos h vetores
caracteriza um bloco com as mesmas dimensdes de X, porém é possivel calcular a
variancia de cada coluna podendo assim ser feita uma reducdo no niumero de varidveis.

Feita a anadlise, é possivel fazer uma regressao utilizando os vetores de principais
componentes, através do método complementar ao PCA, o PCR — Principal Component
Regression. O método em si consiste na substituicdo da matriz de entrada X pelos
principais componentes, ou PCs, a exemplo do que ocorre na Equagao 2.1.

Y=X-b=PC-b (2.1)

A obtencdo do modelo é possivel através da aplicacdo do método de minimos
guadrados apresentada na Equacgado 2.2.

b= (PCT-PC)"1-PCT-Y (2.2)

Onde Y é o vetor das variaveis de saida, X a matriz das varidveis de entrada do
modelo, PC a matriz de principais componentes - PCT representa a transposta - e b é o
vetor resposta, contendo a estimativa dos parametros do modelo.

Em sequéncia podemos destacar o método de minimos quadrados parciais, ou PLS —
Partial Least Squares ou ainda Projection to Latent Structures, uma metodologia
desenvolvida no final da década de 60 para aplicacdo na area da economia sendo
posteriormente expandida para a drea da quimiometria, o estudo de dados multivaridveis
para extracdo de informacdo util através da aplicacdo de ferramentas matematicas e
estatisticas, temos as ferramentas de aprendizagem computacional. (Reddy, 2011).
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Similar ao PCA, para o PLS ha a concentracdo da informacdo util da base de dados X,
mas, é feita simultaneamente uma concentra¢do da informacao util das informagdes dos
vetores resposta — Y.

Para sistemas lineares é possivel a obtengdao de modelos diretamente em termos das
variaveis de entrada, tanto por PCA quanto por PLS. Porém para sistemas com alto grau
de nao-linearidade, como o caso da polimerizagdao, os modelos lineares nao possuem
eficiéncia apreciavel. (B. Li, Martin, & Morris, 2001)

Modelos ndo lineares, sdo resultado de sistemas onde uma dada variavel de resposta
ndo se relaciona linearmente com as entradas presentes no modelo, apresentando
consideravel curvatura ou complexidade. Para contornar isto, modificagdes vem sendo
propostas e estudadas nos métodos PLS, como o Q-PLS, Box-Tidwell PLS e mais um
numero razoavel de outras proposicdes feitas por diferentes autores como Baffi, Martin,
& Morris (2000) e Henningsson et al. (2001).

O método Q-PLS comecou a ser desenvolvida por Wold, Kettaneh-Wold, & Skagerberg
(1989) e foi aprimorada por Baffi et al. (1999) para possibilitar a utilizacdo de funcées pré-
estabelecidas para o mapeamento das relacGes ndo lineares entre dos sistemas, mesmo
gue em relacdo aos parametros continue linear. A utilizacdo de funcdes quadraticas, caso
particular do desenvolvimento feito, dd o nome do método Quadratic Partial Least
Square.

Seguindo o desenvolvimento nao linear para PLS, Li et al. (2001) propuseram o
algoritmo BTPLS — Box Tidwell Based PLS, que atualiza a matriz das varidveis de entrada a
cada componente principal que é extraido. Essa modificacdo caracteriza uma maior
flexibilidade para revelar as relagdes existentes entre as varidveis de entrada e saida.

Adaptacdes para nao linearidade do sistema para as técnicas de PCA como as
propostas e implementadas nos trabalhos de Vigario (2002), Scholz (2002), Scholz et al.
(2005) e Scholz (2012).

Ainda assim o algoritmo mais difundido para adequacdo dos métodos lineares é o
NIPALS — Nonlinear Iterative Partial Least Squares, que possui um parametro funcional no
algoritmo e separa os componentes principais iterativamente um a um. O procedimento
altera a forma com que as analises de PLS sdo obtidas podendo também ser utilizada para
analises PCA, sendo que cada um possui a sua implementagdo prépria. O algoritmo
NIPALS para o método de principal componente é apresentado na Tabela 2.2.

Tabela 2.2 Algoritmo NIPALS para analise PCA. Retirada de Facchin (2005).

Passo Sumirio do Passo Computagio
0 Escalonar a matriz X
1 Escolher um vetor de X como aproximagao inicial para ¢,
i 7 (1 v Y/(,1
2 Célcular p), Py = (r,, - X ) (t,; 1)
. 7 T /,.TH
3 Normalizar py Py = Pi/ ’l’.-,
~ I y / !
4 Calcular ¢, t =(X-p, ),/(l);, 'I’.-,)
s Verificar convergéncia de #;, se positiva, avangar para 6,
i caso contrario voltar para 2
. . - - = 7
6 Obter matriz residual F F=X-t-p,
7 Para mais componentes, igualar X a F ¢ voltar ao passo | X=F

Podemos destacar ainda o método Stepwise, que em portugués é também conhecido
como abordagem top-down ou de cima para baixo. O método analisa a base de dados,
fazendo uso de uma fung¢do de semelhanca produzindo um modelo linear que faz um
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processo iterativo adicionando as varidaveis em caso de melhora. O critério é feito através
de testes de hipétese nula que indicam a inclusdo ou ndo da varidvel e o método pode ser
utilizado para reducdo do nimero de varidveis de sistemas nao lineares. (Peduzzi, Hardy,
& Holford,1980)

2.2.2 Meétodos de Aprendizagem Computacional

Seguindo a linha cronoldgica de métodos de modelagem com boa aplicabilidade em
quimiometria, as técnicas avangadas de estatistica utilizadas em ferramentas de
aprendizagem computacional proporcionam métodos de regressdo com aplicabilidade
em diversos campos, principalmente para sistemas multivaridveis com nao linearidade.
Podemos citar como exemplo destes técnicas como as redes neurais e Support Vector
Machine.

As redes neurais sdao um método de modelagem que pode ser aplicado a problemas
com relagdes complexas entre as varidveis de saida e de entrada. Relagdes geralmente
caracterizadas pela inter-relacio entre varidveis de formas ndo conhecidas
completamente. O nome vem da semelhanca entre o sistema neural biolégico e a
estrutura computacional composta de nucleos de processamento altamente conectados,
0s neuronios.

A estrutura tipica da rede, exemplificada pela Figura 2.3, consiste em trés camadas:
entrada, neuronios e saida. Os dados de entrada sdo coletados na camada de entrada,
enviados para os diferentes nucleos de processamento que constituem a chamada
camada escondida das redes neurais. (Kohonen, 1988)

Camada Oculta
Camada de Enfrada Camada de Saida

Figura 2.3 Exemplo simples das partes constituintes de uma rede neural.
Adaptada de Kohonen (1988)

A estrutura desta camada pode ser muito mais complexa como demonstrado pela
Figura 2.4, ali é construido o modelo através principalmente de dois termos: peso e
funcado transferéncia, responsavel pela geracao das saidas.
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Neurdnios Neurdnios Neurdnios
de entrada Escondidos de saida

Figura 2.4 Exemplo de estrutura mais complexa de rede.
Adaptada de (Grossberg, 1988)

Os valores de saida podem ser calculados nos neurdnios por vdrias fungdes
transferéncia diferentes, entre elas, hard line, pure line, logaritmo sigmoid, tangente
sigmoid, tangente hiperbdlica, fungcdo Gaussiana e base triangular. As redes comparam
entdo os valores calculados com os resultados esperados e avalia a diferenca entre eles. A
rede que entra em cada nucleo é a soma de todas as varidveis de entrada, cada uma
multiplicada por um peso e somados ainda a um terno complementar de peso, o bias. A
Equacgdo 2.3 mostra a fungao de ativagao.

Onde y representa o valor calculado, F a funcdo de ativacdo, X os valores de entrada,
w os fatores de peso atribuidos para cada dado de entrada e b o bias.

Ai entra o fator de aprendizagem computacional. O método das redes neurais
consiste no treinamento dos neur6nios com a finalidade de diminuir o erro entre o
modelo e o vetor de respostas, buscando a solucdo 6tima. O treinamento dos nucleos,
assim como as funcdes de transferéncia, sdo diversos e devem ser citados os mais
importantes como o Levenberg—Marquardt, o quasi-Newton, o gradiente conjugado e o
gradiente conjugados escalonado. (Rahimi-Ajdadi & Abbaspour-Gilandeh, 2011)

O numero de nucleos e nimero de camadas podem variar, aumentando a
complexidade do sistema. Mas para que o modelo desenvolvido pelas redes neurais seja
robusto a escolha das varidveis de entrada e a base de dados utilizada sao os fatores
criticos. Os fatores que podem afetar a qualidade do modelo s3o a falta de dados
experimentais, a ndo consideracdo de variaveis de entrada, ou o atingimento de minimos
locais na estimacdo de parametros (Monemian et al., 2010). Entretanto, deve-se ressaltar
gue um modelo com ajuste perfeito dos dados provavelmente incorre na
superparametrizacdo, ndo sendo um modelo com boa extrapolacdo da capacidade
preditiva.

Mais recente ainda é a combinacdo entre os métodos de aprendizagem
computacional e algoritmos inteligentes de otimiza¢do, combinacdo chamada de redes
neurais hibridas. A Figura 2.5 traz um exemplo de uma rede neural hibrida utilizado por Li
et al., (2013) com um algoritmo fuzzy logic. Ainda sdo reconhecidos os algoritmos de
enxame de particulas, colénia de formigas, teoria do caos e assim por diante.
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Figura 2.5 Método de Redes Neurais Hibrida com algoritmo de légica fuzzy.
Retirada de Li et al., (2013)

As técnicas de Support Vector Machines (SVM) sdao muito similares as técnicas
convencionais de redes neurais, possuindo um algoritmo de classificagcdo incluso. O
método produz o modelo a partir de uma parte da base de dados que sdo classificados e
separados em sistemas utilizando-os para o treinamento do modelo. S3ao um
desenvolvimento significativo das redes neurais, baseados em aprendizado estatistico e
funcdes kernel (fungBes centrais baseadas em redes neurais). A regressao SVM aplica um
principio de minimizacdo para reduzir o limite superior de generalizacdo de erro ao invés
de minimizar o erro de treinamento como a maioria dos métodos de redes neurais. (Hung
& Hong, 2009)

Simplificando, para uma dada tarefa de aprendizado, a melhor performance
generalizada serd alcancada se for encontrado o balanco correto entre a acuracia contida
naqueles dados de treinamento e na capacidade de aprendizado da mdquina. (Burges,
1998)
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3 Estudo de Caso

O sistema em estudo é um processo de produgao de polietileno de alta densidade,
PEAD, que consiste na polimerizacgdo em suspensdo (slurry) utilizando catalisadores
Ziegler-Nata e tendo n-hexano como agente de suspensdo. A parte deste sistema em foco
neste trabalho é a secdo de reacdo ilustrada na Figura 3.1.

Eteno
Hexano
Eteno Butenao
Hexano
Hidrogénio E: ﬁ :@: ﬂ
Catalizsador

Ativador

Sistema de
Separacdo

Ponto de
Primeiro Reator Segundo Reator Pos Reator Vaso Pulmo Amastra

Figura 3.1 Fluxograma simplificado do processo

A producdo é feita em dois reatores CSTR (Continuous Stirred Tank Reactor) em série e
um pos-reator. Todos sdo encamisados com circulacdo de agua para resfriamento, uma
vez que a reacao é exotérmica. A alimentacdo de n-hexano se dad continuamente em
ambos os reatores, sendo por vezes alimentado puro (fresco) e por vezes em mistura com
o solvente recuperado na secdo de separacao. O mondmero é alimentado também em
ambos os reatores, em forma gasosa, por meio de inserts pelo fundo dos reatores. Ha
uma solubilizacdo deste gas no solvente, no qual se encontram as particulas sdélidas do
catalisador, que através dos seus sitios ativos promovem o crescimento da cadeia
polimérica. O catalisador é alimentado no primeiro reator apenas também na forma de
suspensdo. Para prote¢do do catalisador contra impurezas e contaminantes de reac¢ao é
adicionado um composto de alquil-aluminio.

Além destes ha a adicao de hidrogénio, na forma gasosa, para regular o tamanho das
cadeias além de controlar algumas propriedades do polimero final, como a massa molar e
o indice de fluidez, ja que este atua como um terminador de cadeias. Sua entrada se da
apenas no primeiro reator, sendo sua influéncia no segundo reator controlada por uma
vazao de purga gasosa.

A lama, composta basicamente da mistura do polimero formado e n-hexano, é entao
enviada para separacao dos mondmeros nao-reagidos. Apds o sistema de separacao, ou
secagem neste caso, ha uma leve alteracdo em algumas propriedades do polimero,
porém a densidade n3do é tdo sensivel a estas operacdes, sendo desnecessaria sua
descricao neste trabalho.

O comonoémero utilizado, o buteno, é alimentado da mesma forma, gasoso por meio
de insert na fase liquida, porem apenas no segundo reator. Tem a funcdo de inserir
cadeias laterais, criando ramificacdes na cadeia principal, reduzindo a compactacdo das
moléculas, reduzindo a cristalinidade do polimero, aumentando seu indice de fluidez e
diminuindo sua densidade.

O processo produtivo se dd com temperatura entre 80 e 90°C, pressdo do primeiro
reator em torno de 5 a 10 bar e pressdo menor no segundo. Os tempos de residéncia
dependem da carga da planta, tanto de eteno quanto de n-hexano, e do nivel nos
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reatores. Os valores usuais sao de 4h e 2h, respectivamente, para o primeiro e segundo
reator. O pds-reator possui um tempo de residéncia similar ao segundo reator e entre o
sistema de separacao e o ponto de amostragem do polimero para controle de qualidade
(no caso do PEAD, o indice de fluidez e a densidade do polimero), o tempo de residéncia é
em torno de 1h. A composicdo da fase gasosa no topo dos reatores é analisada por
cromatdgrafo, e estes valores sdo empregados para controle da operagao.

Cada grade produzido tem caracteristicas e propriedades diferentes, necessitando
assim de condi¢Bes distintas de operag¢dao. Devido a complexidade da planta e do
processo polimerizagdo em si, ndo hd uma reprodutibilidade perfeita das condigdes,
sendo necessario por vezes um ajuste manual das varidveis de operagao. Estes ajustes sdao
necessarios para obtencdao das caracteristicas do polimero resultante e sao feitos por
tentativa e erro pelo pessoal de operagdo, a partir dos resultados de andlises
laboratoriais.

3.1 Obtenc¢ao dos Dados de Processo

Foram utilizados trés anos de dados de campanhas ocorridas até 2015. Utilizando os
dados armazenados no historiador de dados do processo (Pl), foi feita a coleta de um
total de 49 varidveis, apresentadas na Erro! Fonte de referéncia ndo encontrada.,
eferentes a medicGes existentes no primeiro e segundo reator, bem como algumas
medi¢des no sistema entre reatores e pds-reator, em médias de uma hora, gerando o
conjunto de dados empregado para no trabalho para o desenvolvimento dos modelos. Os
dados foram primeiramente exportados para o Excel, onde foi feita uma inspecdo visual
dos dados, e posteriormente para o MATLAB a fim de ajustar os modelos.

Tabela 3.1 Varidveis de Acompanhamento de Processo

Vazao C2 Vazao C2

Vazao H2 Vazao H2

Pressdo Parcial C2 Pressdo Parcial C2

Pressdo Parcial H2 Pressdo Parcial H2

Temperatura Temperatura

Pressdo Total Pressdo Total

%C2 fase gas (mol) %C2 fase gas (mol)

%H2 fase gas (mol) %H2 fase gas (mol) %H2 fase gds (mol)
%C4 fase gas (mol) %C4 fase gas (mol) %C4 fase gdas (mol)
%N2 fase gas (mol) %N2 fase gas (mol) %N2 fase gas (mol)
relagdo %H2/%C2 relagdo %H2/%C2

relacdo %C4/%C2 relacdo %C4/%C2

Nivel no Reator Nivel no Reator

Tempo de Residéncia Tempo de Residéncia

Vazdo Catalisador (x2) Vazdo de purga por 3 valvulas

Vazao Alquil. (x2) Soma das vazdes de purga

Eficiéncia do catalisador

Al/Ti

Pressao do vaso de transferéncia entre reatores

Para a obtencdo dos dados, foram selecionados periodos de acordo com as vazdes de
entrada da planta (excluindo periodos de planta parada ou vazao zero), de modo que os
periodos correspondessem a operacdo estacionaria da planta. As analises de densidade
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foram amostradas pela operagdo apenas a partir do momento em que ha uma
estabilidade do nivel dos reatores, e por consequéncia, dos tempos de residéncia.

Os dados de analise da densidade do polimero foram coletados através de um sistema
de gerenciamento de informagdes e sdo obtidos pelo método de determinagdao de
densidade em polimeros por deslocamento de liquidos e os resultados possuem as
caracteristicas apresentadas na Tabela 3.2. Os dados foram extraidos para o Excel de
acordo com o horario da amostragem na planta e agregados ao resto da base de dados
transferida para o MATLAB.

Tabela 3.2 Caracteristicas dos dados laboratoriais.

Incerteza Expressdao Do Resultado

+3.10% g/cm? 0,001 g/cm3

Os dados utilizados sdo sigilosos por possuirem as condi¢Oes explicitas utilizadas no
processo para a producao do PEAD, sendo por isso ndo apresentado aqui diretamente.
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4 Materiais e Métodos
4.1 Materiais

Para o desenvolvimento do trabalho foram utilizados alguns softwares
computacionais. O Pl Process Book, sistema de acompanhamento e armazenamento dos
dados de processo, sendo um grande banco de dados centralizador das informacdes da
planta. O MS Excel, ferramenta para onde foram extraidas as informacdes e o Mathworks
MATLAB, onde foram analisadas e desenvolvidos os modelos.

4.2 Método

Para encontrar um modelo para densidade do polimero final dos reatores do estudo
de caso, foram empregados métodos matemadticos para a obtengcdo de um modelo
estatico descritivo da densidade do polimero em fun¢do das varidveis apresentadas na
Tabela 3.1. Dentre as ferramentas utilizadas, se encontram a andlise Stepwise, para
andlise feita por forward selection do efeito das varidveis de entrada nas saidas, o
algoritmo de aprendizado Support Vector Machine e também a técnica de redes
neuronais. Procedimentos de cdlculos, tratamento dos dados e comandos especificos
foram implementados e rodados no software MATLAB.

Os dados de planta foram segregados de acordo com o catalisador empregado nas
campanhas, pois cada um tem diferente influéncia no processo de crescimento da cadeia
polimérica, alterando o efeito das varidveis de operacdo dos reatores no produto final.
Para avaliacdo das técnicas, foi empregado apenas um dos tipos de catalisador,
selecionado em funcdo do maior nimero de amostras e do melhor desempenho das
mesmas numa avaliagao preliminar.

Apds a separacdo dos periodos por tipo de catalisador, foram removidos por inspecdo
visual da base de dados conjuntos com tempo de operacdo menor que 5 horas, periodos
em que a operacao da planta provavelmente foi afetada por algum disturbio, como por
exemplo, falha durante a dosagem de catalisador. Também foram excluidos periodos nos
guais ocorreu alguma falha no sistema de armazenamento dos dados, indicada por um
“congelamento” dos dados de processo coletados. No total foram utilizados 93 resultados
laboratoriais de densidade.

Por se tratar de um conjunto com variaveis de diferentes unidades, o que gera
problemas de escalonamento, foi realizado um tratamento prévio dos dados,
normalizando-se as variaveis de forma que o conjunto resultante apresenta média igual a
0 e desvio padrao igual a 1.

4.3 Avaliacao Preliminar dos Métodos

Os modelos sao comparados através dos seguintes critérios, onde y sao os dados de
densidade dados pelo laboratério, n o nimero de dados, ¥ a média amostral e y os
resultados de densidade preditos pelo modelo:

- coeficiente de determinacdo (R?):

o _7)2

TGF-y)? (4.1)

- erro médio quadratico (MSE — Mean Squared Error)

MSE = 3~ y)* (4.2
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O erro médio quadratico se refere ao erro do modelo servindo tanto para quantificar
o qudo longe estdo as predi¢gdes dos dados reais. Para o presente caso, em fungao do
truncamento utilizado, Tabela 3.2, o ideal seria obter um modelo com MSE préximo de
10 tendo em vista o truncamento utilizado para expressdo da propriedade. E o R? se
refere a capacidade de aprendizagem do método, sendo que quanto mais préximo de 1
mais ajustado aqueles dados o modelo esta.

As técnicas SVM e NN foram empregadas para a predicdo da densidade, conforme
mostram os resultados na

Tabela 4.1, Figura 4.1 e Figura 4.2.

Para ambos os métodos, 70% dos dados foram utilizadas para o treinamento dos
modelos, e restante, determinados randomicamente, empregados para validagdao. A
funcdo de ativacado utilizada para o método das redes neurais foi a tangente sigmoidal e o
algoritmo de treinamento o Levenberg—Marquardt por possuirem uma melhor
performance (Monemian et al., 2010). O nimero de neurénios foi fixado em 30 para
todos os testes. Para as regressdes por SVM, foi utilizado o kernel convencional e o
algoritmo SMO - Sequential Minimize Optimization.

Tabela 4.1 Resultados das regressdes sem tratamento

SVM NN
MSE 0,215 0,220
R? 0,7218 0,813

Os resultados demonstram uma deficiéncia na capacidade de generalizagdo (predigdo)
dos modelos em relacdo a propriedade estimada, ndo constituindo assim um modelo util
para os objetivos do trabalho.
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Figura 4.1 Histograma dos erros e comparativo de regressdo utilizando SVM.
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Figura 4.2 Histograma dos erros e comparativo de regressao utilizando NN.

Conforme se pode ver na Figura 4.1 as variaveis utilizadas apresentam uma boa
descricdo do sistema uma vez que a distribuicdo vista no histograma de erros apresenta
um carater de distribuicdo normal. A Figura 4.2 apresenta um histograma que teve muitos
erros pequenos e poucos erros grandes dificultando uma melhor visualizacdo. Em ambas
figuras podemos ver que o comparativo entre predito e os dados experimentais ndao
apresenta ainda um modelo com o desempenho e o ajuste esperado.

A partir desta andlise preliminar, foram testadas as seguintes alternativas para
melhoria dos modelos:

e Reduzir o nUmero de variaveis através da analise PCA;

e Reduzir o numero de varidveis através de regressao Stepwise;

e Reduzir o numero de variaveis pelo conhecimento prévio do processo;

e Corrigir a defasagem de tempo das amostragens do PEAD com as condi¢des do
processo no primeiro e segundo reator;

e Interpolar os resultados laboratoriais da propriedade;

4.3.1 Defasagem dos dados no tempo

A defasagem dos dados para as varidveis relativas ao primeiro reator em relagdo aos
dados de densidade foi escolhida como a soma dos tempos de residéncia dos reatores, do
pos-reator e sistema de secagem até o ponto de amostragem. Para o segundo reator,
como a soma do tempo de residéncia do mesmo, do pds-reator e sistema de secagem até
o ponto de amostragem. As varidveis do pds-reator foram atrasadas de acordo com a
soma do tempo de residéncia e o tempo que o polimero formado leva para atingir o
ponto de amostragem.
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4.3.2 Interpolagdo dos dados de densidade

Resultados intermedidrios de densidade entre as amostras foram criados a partir da
interpolacdo linear para cada hora entre as andlises, conforme exemplificado na Figura
4.3, criando pontos para agregar as condicdes entre resultados laboratoriais no modelo.
Com isso o numero de pontos passou de 93 para 846.

0,552

0Lasl

0,551

0,55

gEfem”

0,549

0548

0o ?
o B 1k o

Figura 4.3 Exemplo da interpolacdo feita entre os resultados laboratoriais.

4.3.3 Redugdo do numero de varidveis de entrada do modelo

A fim de melhorar a capacidade de predicio do modelo (reducdo do bias/viés) e
reducdo da sua complexidade através da diminuicdo do nimero de variaveis do mesmo,
foram empregadas técnicas matematicas (PCA, stepwise regression) e heuristicas. A
reducdo de varidveis por PCA visa selecionar as principais componentes, dentro do
conjunto de dados de entrada, ndo necessariamente identificadas com as varidveis fisicas,
gue contenham a maior parte da variancia do sistema. A andlise stepwise faz uma
indicacdo das varidveis mais importantes para o modelo a partir de testes de p-valor e
adicdo sucessiva de regressores ao mesmo. Cabe salientar que ambas as técnicas
consideram apenas influéncias lineares das entradas em relagao as saidas. Além destas,
foi feita uma selecdo de varidveis a partir do conhecimento prévio da influéncia na
propriedade no processo de polimerizagdo. As varidveis selecionadas neste caso foram
reduzidas para as 19 listadas na Tabela 4.2.

Tabela 4.2 Variaveis selecionadas pela influéncia no processo

Temperatura

Temperatura

Pressao Total

Pressdo Total

%C2 fase gas %C2 fase gas %C2 fase gas
%H?2 fase gas %H?2 fase gas %H?2 fase gas
%C4 fase gas %C4 fase gas %C4 fase gas
%N2 fase gas %N?2 fase gas %N2 fase gas

Tempo de Residéncia

Tempo de Residéncia

Os resultados dessas propostas sdo apresentados no préximo capitulo.
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5 Resultados

A analise PCA, como mostra a Figura 5.1, resultou que 95% variancia do sistema esta
contida nos 15 primeiros componentes da decomposicao e cerca de 99% esta contida nos
20 primeiros.

Variancia Acumulada

0-2 1 1 1 1 1 1 1 1 1
0 5 10 15 20 25 30 35 40 45 50

Principais Componentes

Figura 5.1 Analise PCA da base de dados.

A regressao linear feita por Stepwise indica que sdo cinco as variaveis que melhor
representam o sistema de maneira linear, entretanto é importante ressaltar que estas
ndo apresentam um sentido fisico-quimico ou entendimento do processo, sao elas:

Vazdo de eteno no segundo reator;

Pressao total no segundo reator;

Vazao de uma das trés valvulas de buteno;

Porcentagem de eteno na calota gasosa do primeiro reator e;
Pressdo do vaso de transferéncia entre reatores.

As variaveis selecionadas destas trés formas — heuristica, PCA e stepwise regression —
serdo empregadas como entradas da SVN e da NN, visando testar a capacidade preditiva
do modelo.
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5.1 Resultados da técnica SVM

Aplicando a defasagem de tempo entre as medi¢des e a analise de densidade devido
aos tempos de residéncia nos reatores, pds-reator e sistema de secagem, o resultado
apresentou uma melhora, tanto no erro quadrado médio quanto no coeficiente de
determinacdo, ndo obtendo, porém, uma boa performance, mostrado na Figura 5.2 e

Tabela 5.1.

Tabela 5.1 Resultados do SVM com os dados defasados no tempo em comparagao com os
resultados originais do SVM

Sem Tratamento

Defasagem em T

MSE 0,215 0,117
R2 0,7218 0,8709
3t P g a0 |-
z’/ﬁ
§ 5 E 25
ﬁ E 20
:E ﬁ 15
(] Z10F
[ | " I i “

Dados Experimentais - Ao

-2 -1.5 -1

Erro Absoluto

0.5

o

0.5

1

Figura 5.2 Comparativo entre dados da planta e predicao do modelo SVM e histograma

dos erros

Com o objetivo de incluir no modelo as condi¢cdes da planta entre as analises
laboratoriais, a propriedade de densidade foi interpolada, criando dados artificiais,
conforme exemplificado na Figura 4.3. O resultado do ajuste da SVM neste caso é dado

na Figura 5.3.

Tabela 5.2 Resultados por SVM utilizando valores interpolados das andlises de densidade

Sem Tratamento

Pontos Interpolados

MSE

0,215

0,160

R2

0,7218

0,8157
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Dados Preditos - Modelo
MNumero de Ocorréncias
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Dados Experimentais - Alvo Erro Absoluto

Figura 5.3 Resultado da regressdao SVM com valores interpolados das analises de
densidade e histograma dos erros

Apesar de ndo se apresentar neste trabalho uma justificativa estatistica, houve uma
melhora na capacidade de predicdo (generalizacdo) do modelo obtido por SVM em
comparacdo com aquele obtido a partir dos dados sem tratamento. No entanto, ainda
longe do nivel de precisdo dos métodos laboratoriais e das diferencas entre os grades
produzidos.

Sendo feita a interpolacdo dos resultados de laboratério para a base de dados, os
resultados apresentados na Tabela 5.3 e a Figura 5.4 a seguir demonstram que para este
caso a inclusdo das condic¢Oes intermediarias melhorou o modelo obtido.

Tabela 5.3 Resultados de regressdao SVM com valores interpolados das anadlises de
densidade e varidveis de entrada defasadas

=] =
= =
T

@
=
T

Dados Preditos - Modelo
MNimero de Ccorréncias

0

20+

-3 2 -1 0 1 2 3 4 -2 -1.5 -1 -0.5 0 0.5 1 1.5
Dados Experimentais - Alvo Erro Absoluto

Figura 5.4 Comparativo entre dados experimentais e dados preditos pelo ajuste por SVM
e histograma dos erros.



20 Avaliacdo de Técnicas de Modelagem Empirica para a Densidade de PEAD de um Reator Slurry

O uso da andlise PCA e posterior reducdo do numero de varidveis de entrada do
modelo SVM resultou em um modelo levemente pior do que o obtido a partir dos dados
sem tratamento. Os resultados sao demonstrados pela Tabela 5.4, pelo comparativo
predito-real e histograma dos erros na Figura 5.5

Tabela 5.4 Resultados da regressao SVM apds reducao de varidveis por PCA e dados sem

tratamento
Sem Tratamento 20 PCs
MSE 0,215 0,226
R? 0,7218 0,6930
4 T T % 30 T 7 T T T
,'X/‘ |
3 25
X
% 2 S 20
2 2
é 1F é 15
& S
S of Ewt
[a] =
At 5¢
2 : ' : : 0 ; :
-2 -1 0 1 2 3 4 -15 -1 0.5 0 05 1 15 2
Dados Experimentais - Alvo Erro Absoluto

Figura 5.5 Comparativo entre dados experimentais e preditos pelo modelo obtido por
SVM com as variaveis reduzidas por PCA e histograma dos erros

A partir da selecdo das variaveis feita pelo método stepwise, foi feita a regressao pelo
método SVM. Os resultados do ajuste pioraram e estdo dispostos na Tabela 5.5 e Figura
5.6. Neste modelo é possivel ver os efeitos dos dados experimentais serem truncados, ha
o aparecimento de dados em patamares e o modelo ndo consegue

Tabela 5.5 Resultados obtidos por SVM para o sistema com as varidveis eleitas pelo
método Stepwise.

Sem Tratamento Reduzida
MSE 0,215 0,305
R2 0,7218 0,5527
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Figura 5.6 Comparativo entre dados experimentais e modelo obtido por SVM com as
variaveis reduzidas pelo método stepwise e histograma dos erros.

A partir das entradas da Tabela 4.2 foram obtidos os resultados para o ajuste, Tabela
5.6, por SVM. Na Figura 5.7 podemos ver a semelhan¢a da distribuicdo dos erros e a
aparicao de patamares, provavelmente causados pelo truncamento dos dados.

Tabela 5.6 Resultados obtidos por SVM para o sistema com as varidveis reduzidas de
acordo com o conhecimento do processo

Dados Preditos - Modelo
Numero de Ocorréncias

-2 -1 0 1 2 3 4 25 -2 -15 -1 0.5 0 05 1 15 2
Dados Experimentais - Alvo Erro Absoluto

Figura 5.7 Comparativo entre dados experimentais e modelo obtido por SVM com as
variaveis reduzidas de acordo com o conhecimento do processo e histograma dos erros
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5.2 Resultados obtidos pela técnica NN

Os resultados obtidos pelo método das redes neurais utilizando a base de dados
corrigida em relacdo aos atrasos nas medicdes devido aos tempos de residéncia nos
reatores, Figura 5.8, foram melhores tanto no erro quadrado médio quanto no
coeficiente de determinacdo, embora neste ultimo a melhora tenha sido minima, como
pode ser visto na Tabela 5.7.

Tabela 5.7 Resultados do modelo NN para os dados corrigidos pelo tempo de residéncia

Sem Tratamento Corrigidoem T
MSE 0,220 0,160
R? 0,8130 0,8295

e

Dados Preditos - Modelo
MNumero de Ocorréncias

-1.18
1.01
0.347
05166
06862

G W W W = T T M
[y e s B o B B e T D
0 — A oo

o

[ve]
o

01773

-0.8405
-0.6708
-0.5012
-0.3316
-0.1619
0.007702

Dados Experimentais - Alvo Erro Absoluto

Figura 5.8 Comparativo entre dados experimentais e modelo obtido por NN dados
corrigidos pelos tempos de residéncia e histograma dos erros

Os resultados da proposta de interpolacdo dos dados experimentais sdao apresentados
na Tabela 5.8 e Figura 5.9 apresentaram uma grande melhoria nos quesitos de
performance, atingindo um erro quadrado médio inferior ao modelo sem tratamento e
com um melhor ajuste, apresentando um coeficiente de determinagdao maior em relacao
ao comparado. O histograma da Figura 5.9 apresenta um elevado nimero de erros
pequenos e muito poucos erros grandes.

Tabela 5.8 Resultados do modelo NN utilizando interpolacdo das analises de densidade

Sem Tratamento Com Pontos Intermediarios
MSE 0,220 0,041
R? 0,8130 0,9596
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Figura 5.9 Comparativo entre dados experimentais e modelo obtido por NN com os dados
interpolados e histograma dos erros

O resultado do uso conjunto da interpolacdo das andlises e correcao da defasagem
das varidveis é apresentado na Tabela 5.9, se constituindo do melhor modelo obtido. A
Figura 5.10 mostra os dados experimentais bem préximos ao predito pelo modelo e o
histograma apresenta uma distribuicdo normal dos dados constituindo um bom ajuste.

Tabela 5.9 Resultados do modelo NN com dados interpolados e defasados de acordo com
o tempo de residéncia

Corrigidoem T e
Sem Tratamento com interpolacao

MSE 0,220 0,034
R? 0,8130 0,9644
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Figura 5.10 Comparativo entre dados experimentais e modelo obtido por NN com dados
interpolados e corrigidos pelos tempos de residéncia e histograma dos erros
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A analise PCA, resultando em uma reducdo de 49 para 20 varidveis, apresentou um
modelo levemente inferior pelo método das redes neurais, conforme Tabela 5.10. A
Figura 5.11 ainda possibilita o entendimento de que o modelo estd deslocado, nao tendo
a distribuicao dos erros centralizada em zero.

Tabela 5.10 Resultados do modelo NN utilizando os 20 primeiros principais componentes
da andlise PCA

Sem Tratamento 20 PCs
MSE 0,220 0,263
R? 0,8130 0,8029

Dados Preditos - Modelo

Dados Experimentais - Alvo

35

Numero de Ocorréncias

-0.389
-0.2895
-0.1899

-0.09038
0.009167
0.1087
0.2083
0.3078
0.4073

0
0.6064
0.706

Erro Absoluto

0.8055
0.9051

Zero Erro

Figura 5.11 Comparativo entre dados experimentais e modelo obtido por NN com
reducdo de variaveis por PCA e histograma dos erros

Apesar da drastica reducdo para praticamente 10% das variaveis iniciais (5) pelo
método stepwise, a reducdo da performance do modelo obtido por NN ndo foi tdo
grande. O erro quadrado médio foi menor, porém o coeficiente de determinacdo foi
maior, como podemos ver na Tabela 5.11. No histograma da Figura 5.12 é possivel notar
certo distanciamento do perfil de distribuicdo normal, possivelmente diante da auséncia

de variaveis com influéncia

no modelo.

Tabela 5.11 Resultados da regressdo por NN a partir das varidveis selecionadas por
Stepwise

Sem Tratamento

Red. com Stepwise

MSE

0,220

0,210

RZ

0,8130

0,7326
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Figura 5.12 Comparativo entre dados experimentais e modelo obtido por NN com
reducdo de varidveis por Stepwise e histograma dos erros

A reducdo das varidveis de acordo com o conhecimento do processo apresentou,
Tabela 5.12, resultados inferiores aos obtidos a partir da base de dados com todas as
variaveis.

Tabela 5.12 Resultados obtidos por NN com as 18 varidveis

Sem Tratamento Reduzida
MSE 0,220 0,509

R? 0,8130 0,6538

12 Zero Error

Numero de Ocorréncias

Dados Preditos - Modelo

4597
0.649
0.8383

o
0
ai
-0.6762
-0.4869
0.2976
0.1083
0.08108
0.2703
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Figura 5.13 Comparativo entre dados experimentais e modelo obtido por NN e
histograma dos erros.

Na Figura 5.13, podemos notar que o histograma dos erros neste caso nao apresenta
um aspecto de distribuicdo normal, demonstrando que o modelo utilizado nao é
adequado para os dados e que possivelmente ha influéncia de outras varidveis nao
contempladas pelo modelo, e possivelmente também influéncias ndo capturadas no
ajuste.
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5.3 Avaliagao

Os resultados obtidos sdo dispostos na Tabela 5.13, onde podemos notar que em
apenas em uma situacdo o método SVM obteve um melhor ajuste aos dados. De todo
modo, o erro quadrado médio observado para os modelos SVM foi menor em 4 situacdes
ainda que o coeficiente de determinacdo tenha sido menor em alguns casos como
demonstrado na tabela abaixo.

Tabela 5.13 Resultados dos Modelos Obtidos

SVM NN
MSE R? MSE R?

Sem Tratamento 0,215 0,7218 0,220 0,8130

Defasagemem T 0,117 0,8709 0,160 0,8295

Pontos Interpolados 0,160 0,8157 0,041 0,9596
ebcment | 01 | os> |[aua oS

Reduc&o por PCA 0,226 0,6930 0,263 0,8029

Resct'z;if;s?r 0,305 0,5527 0,210 0,7326

Reducao heuristica 0,402 0,5342 0,509 0,6538

Pode-se apontar o modelo obtido através de redes neurais como o de melhor ajuste
na maioria dos casos estudados. Em relacdo ao tratamento dos dados, a melhor
performance foi obtida com a interpolacdo das analises e com os dados corrigidos de
acordo com os tempos de residéncia. A Figura 5.14 demonstra o melhor ajuste do
modelo. Sendo que o modelo é representado pela linha e os marcadores “x” sdao os

pontos experimentais.

Censidade Momalzada

_5 d 1 1 It Fl 1
100 200 200 400 500 600 700 g00

termpo [h]

(=]

800

Figura 5.14 Modelo NN a partir da base de dados corrigida pelo tempo de residéncia e
com interpolac¢do dos dados



DEQUI / UFRGS — Henrique Binotto Menegolla 27

6 Conclusoes e Trabalhos Futuros

Considerando a grande complexidade do processo de polimerizagao em si, o trabalho
consistiu na avaliagdo e proposicao de diferentes formas de obtencdao de um modelo
empirico multivaridvel ndo-linear para a predicdo de densidade do polimero final
formado.

A partir de todos os resultados obtidos, é possivel concluir que as redes neurais
possuem uma maior capacidade de ajuste, possivelmente devido a sua camada interna de
neurdnios, enquanto o método de Support Vector Machines apresenta uma precisao
maior em alguns casos mesmo obtendo um menor coeficiente de determinacao.

Os modelos obtidos ndo tém, nem poderiam ter, uma acurdcia tdo elevada quanto o
método experimental, possivelmente pela complexidade do processo, os dados
truncados, a possibilidade de que alguns pontos ndo estejam com o hordrio correto e
devido ao erro das medi¢des das condigdes do processo em operagdao. Sendo assim,
descrevem relativamente bem o sistema modelado, podendo ser empregados para
controle e acompanhamento entre andlises.

Ainda assim, se faz necessdria uma melhor avaliacdo das varidveis coletadas. Avaliar
também a questdo da interpolacdo e de como esse trabalho com propriedades de
diferentes frequéncias poderia ser feito. Estudar o fator do truncamento dos dados e
como isso afeta a predicdo dos mesmos. Buscar formas de selecdo e reducdo de variaveis
ndo lineares. Realizar melhorias nos modelos ja proposto, possivelmente com a adicdo de
propriedades correlacionadas a densidade, como por exemplo o indice de fluidez ou o
peso molecular, como nos trabalhos de Fontes & Mendes (2005) e Embirucu & Fontes
(2006).

Seria interessante a proposicdao de um modelo fenomenoldgico cuja base pode ser
observadas pelos trabalhos de Choi et al. (1997), Hakim & Moballegh (2006), lvanchev et
al. (2007), Khare et al. (2002), Moudgalya & Jaguste (2001) e Neto et al. (2005), sendo
este ultimo trabalho bem especifico em termos de objetivo diferenciando o sistema por
trabalhar com apenas um reator.
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